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OZET
ADAPTIF TRANSFER OGRENME MODELI GELISTIREREK HASTALIK TESHISI

Yilmaz, Harun
Yiksek Lisans, Bilgisayar Miihendisligi Anabilim Dali
Tez Danigsmani: Dog. Dr. Cem EMEKSIZ
Aralik 2023, xi + 75 sayfa

Dinya genelinde her yil zatiirre hastalifindan milyonlarca insan etkilenmekte ve
Olumler yaganmaktadir. Bu yiizden zatiirre hastaliginin erken teshisi, tedavi siireci i¢in hayati
Oneme sahiptir. Bu ¢alismada hastaligin teshisi i¢in derin 6grenmeye dayali web tabanli bir
tani sistemi gelistirilmistir. Bu amagla MobileNetV2, ResNet50V2, ResNet152V2, VGG16
ve VGG19 derin 6grenme modelleri kullanilmustir. Ince ayar stratejisi derin dgrenme
modellerinin son katmaninin hedef verilerine gore oOzellestirilmesiyle uygulanmistir.
Modellerin daha iyi tahminleme yapabilmesi i¢in ¢esitli veri artirma yontemleri kullanilarak
goriintli sayis1 artirllmistir. Performans degerlendirmesi i¢in dogruluk, kesinlik, F1 ve Auc-
Roc skor parametreleri kullanilmistir. Deneysel ¢alismalarda MobileNetV2, ResNet50V2,
ResNet152V2, VGG16 ve VGG19 modellerinin dogruluk yiizdeleri %84.4, %88.6, %88.5,
%090, %87.8 iken Ozellestirilmis modellerin dogruluk degerleri sirasiyla %89.2, %92.3,
%87.8, %91.5, %89.4’tiir. Ozgiin modeller ile 6zellestirismis modeller karsilastirildiginda,
Ozellestirilmis ResNet50V2 ve ozellestirilmis VGG16 modelleri, modeller arasinda %92,3
ve %91,5 dogrulukla daha yiiksek performans sergiledi.

Anahtar Kelimeler: Derin Ogrenme, Evrisimli Sinir Aglari, Transfer Ogrenme, Zatiirre

Tespiti



ABSTRACT
DISEASE DETECTION BY DEVELOPING AN ADAPTIVE TRANSFER LEARNING
MODEL

Yilmaz, Harun
Master’s Thesis, Department of Computer Engineering
Advisor: Assoc.Prof.Dr.Cem EMEKSIZ
December 2023, xi + 75 pages

Millions of people are affected and die from pneumonia every year around the world.
Therefore, early diagnosis of pneumonia is vital for the treatment process. In this study, a
web-based diagnosis based on deep learning for the diagnosis of the disease system has been
developed. For this purpose, MobileNetV2, ResNet50V2, ResNet152V2, VGG16 and
VGG19 deep learning models were used. The fine-tuning strategy was applied by
customizing the last layers of deep network models based on the target data. In order for the
models to make better predictions, the number of images was increased by using various data
augmentation methods. The parameters of accuracy, precision, F1 and Auc-Roc score were
used to evaluate the model performance. In experimental studies, the accuracy percentages
of MobileNetV2, ResNet50V2, ResNet152V2, VGG16 and VGG19 models were 84.4%,
88.6%, 88.5%, 90%, 87.8%. The accuracy values of the customized models are 89.2%,
92.3%, 87.8%, 91.5%, 89.4%, respectively. When comparing the original models with
customized models, the customized ResNet50V2 and customized VGG16 models, exhibited

a higher performance with accuracy of 92.3% and 91.5% among the models.

Keywords: Deep Learning, Convolution Neural Network, Transfer Learning, Pneumonia
Detection
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1. GIRIS

Zaturre (Pndémoni), segmental, lober veya multilobar olabilen radyolojik pulmoner
golgelenme ile iligkili akcigerleri etkileyen akut solunum yolu enfeksiyon hastalig1 olarak
tanimlanir (Reid ve Innes, 2010). Akcigerler, saglikli bir insanin nefes almasi sonucu hava
ile dolan ve alveol ad1 verilen kiiciik keseciklerden meydana gelmektedir. Bir kisi zatiirre
oldugunda, alveoller iltihap ve siv1 ile dolar, bu da nefes almay1 agrili hale getirir ve oksijen
alimini sinirlar (WHO, 2020). Bazi hastalarda kuru 6ksiiriik, gdgiis agrisi, ates, titreme, nefes
almada zorluk, hipertermi, balgamli veya balgamsiz oksiiriik gibi akut solunum enfeksiyonu
goriilmekteyken bazi hastalarda ise; karin ve bas agrisi, yorgunluk, istahsizlik gibi genel
semptomlarda gorilmektedir. Zatlirre hastaligi erken teshis ve tedavi edilmezse 6liimciil
sonuclara neden olabilmektedir. 2016 yilinda UNICEF tarafindan yapilan bir arastirmada,
bes yas altindaki bebeklerin dliimlerinin yaklasik %16’sin1 olusturdugu tespit edilmistir
(Sakthivel ve ark., 2023). Diinya Saglik Orgiitii (DSO) verilerine gore zatiirre hastaligi, 2017
yilinda bes yas altindaki ¢ocuklarin 808.000'den fazlasini 6liimiine neden olmus, bes yas alt1
tim 6limlerin %15’ini 2019 yilinda ise 740.180 6liim sayisi ile bes yas alt1 tiim 6liimlerin
%14’ iinli olugturmaktadir (WHO, 2020; WHO, 2022). Yalnizca ABD’de her yil 1 milyondan
fazla yetiskin zatlirre nedeniyle hastaneye kaldirilmakta ve yaklasik 50.000 kisi bu
hastaliktan dolay1 6lmektedir (Rajpurkar ve ark., 2017).

Yine DSO tarafindan agiklanan verilere gore her yil zatiirreden etkilenen bes yas ve alt1 155
milyon ¢ocuk bulunmaktadir. Bunlardan yaklasik 20 milyonu tedavi edilmek i¢in hastaneye
yatirilirken 2 milyondan fazla ¢ocuk ise zatiirre hastaligindan dolay1 6lmektedir (Rudan ve
ark., 2008). Diinya ¢apinda en ¢ok ¢ocuklari ve yasglilari etkileyerek bulasict 6liimlere neden
olan ve gelismis iilkelere kiyasla gelismekte olan iilkelerde bes kat daha fazla goriilen bu
hastalik, Giiney Asya ve Sahra alt1 Afrikada daha yaygin goriilmektedir. Bu 6liimler her yil
diinya niifusunun yaklasik %7,7’sini etkilemektedir (Wang ve ark., 2022). Neyse ki, zatirre
hastaliginin erken tanisi c¢esitli antibiyotikler ve antiviral ilaclar kullanarak tedavisini
miimkiin kilmaktadir. Erken tan1 kadar hastaligin tespitinde kullanilan yontemlerde 6nemli

bir yere sahiptir.



Gunumuzde gogiis bilgisayarli tomografisi (BT), gogiis manyetik rezonansi (MR) ve gogiis
rontgeni zatlrre teshis araglari olarak kullanilmaktadir (Kumar ve ark., 2023). Yiksek
goriintiileme hizi, diisiik radyasyon ve diisiik maliyet nedeniyle gégilis rontgeni, gogis
anormallikleri olan hastalarin tanisal tetkiklerinde en sik kullanilan goriintiileme yontemidir

(Self ve ark., 2013).

Az gelismis veya gelismekte olan iilkelerde gogiis rontgen goriintiilerinin tercih edilmesinin
nedeni BT makinelerinin az olmast veya goriintii kalitesinin disiik olmasindan
kaynaklanmaktadir. Fakat kullanilan geleneksel rontgen yontemleri zatlrre veya diger
akciger rahatsizliklarinin teshisinde uzman doktor ve radyolog bulunmasini zorunlu
kilmaktadir. Ek olarak uzmanlar arasindaki goriis farkliliklar1 ve hastaligin teshisi
icin gerekli egitimleri almis uzman radyolog eksikligi erken teshis ve dogru tedavi

yontemleri igin teknolojiyi zorunlu kilmaktadir.

Yasanan biyosensor teknolojisindeki gelismeler zatlrre gibi solunum rahatsizliklarinin
tedavisinde yardimci olarak kullanilabilir. Yapilan bir¢ok ¢aligmada radyologlarin yalnizca
rontgen gorlntulerine dayanarak zatirreyi teshis edemeyecegi goriilmektedir (Gupta ve ark.,
2021). Ayrica gogiis rontgeni X-151n1 radyografilerinin bulanik olmasi, akcigerde bulunan
kanser ve agir1 siv1 gibi ¢esitli lezyonlarin bulunmasi taninin konmasini zorlastirmaktadir.
Kan testleri ve balgam mikrobiyal kiilteleri hastaligin tespiti i¢in kullanilsa da bu durum

zaman alic1 ve maliyetlidir (Zhao ve ark., 2021).

Teknolojinin gelismesi ile birlikte bilgisayar sistemlerinin ve yapay zeka algoritmalarin
teshis yontemlerinde kullanilmasi zamandan tasarruf, maliyet agisindan avantaj
saglamaktadir. Ayni1 zamanda, yapay zeka algoritmalar1 zatiirre tespiti disinda beyin
tiimdrlerinin ve meme kanserinin tespiti basta olmak {izere c¢esitli saglik sorunlarinin
tespitinde de kullanilmaktadir (He ve ark., 2016). Derin 6grenme; segmentasyon (Zhao ve
ark., 2021; Budak ve Mencik, 2022), nesne algilama (Aytekin ve Mencik, 2022), tibbi
goriintii tanima (Budak ve ark., 2023) ve diisiik seviyeli gorme gorevleri (Wei ve ark., 2021)

gibi bir¢ok alanda ¢igir agan basarilar elde etmistir.

Bir derin 6grenme teknigi olan Evrigimli Sinir Aglar1 (ESA) ise ses tanima (Bae ve ark.,

2016), gorintii isleme (Razzak ve ark., 2018) ve oriintii tanilamada (Bishop ve Nasrabadi,



2006) basarili sonuglar vermektedir. Gelismis performans, girdi olarak verilen goriintiiden
otomatik olarak Ozellik ¢ikarimi ve etkili sonuglar nedeniyle goriintii siniflandirmasini
aragtiran arastirmacilar tarafindan geleneksel yaklagimlar yerine ESA yaklagimlari tercih
edilmektedir. Derin 6grenme algoritmalarinin kullanilmasi ile akciger rontgenlerinden
zatlrreyi tespit etmek radyologlarin i yiikiinii azaltabilir. Gogilis rontgeni goriintiilerine
siniflandirma yéntemleri kullanilarak zatiirreyi saptamak igin kullanilabilir. Ozellikle tip
alaninda derin 6grenme yontemlerinin uygulanmasi ¢ok sayida karmasik zorlugun kolayca
ustesinden gelmektedir. Tedavi icin gerekli tespit, karar, analiz ve ileri kapsam slreclerinde
derin 6grenme yiiksek seviyede dogruluk saglamaktadir. Hastaliklarin tanisi en hizli sekilde
tespiti miimkiin kilabilir ve daha iyi kararlar alinabilir (Saikrishna ve ark., 2021). Bu yilizden

derin 6grenmenin tip alaninda da bircok uygulamasi vardir.

Bu calismada, diinyada en ¢ok ¢ocuk ve yash oliimlerine neden olan zatiirre hastaliginin
erken tanisi i¢in transfer 6grenme tabanli derin 6grenme modelleri kullanarak ve bu
modellere ¢esitli ayarlar uygulayarak hastalik teshisi i¢in en iyi tahminleme yapabilen bir
derin 6grenme modeli ve hastaligin daha hizli tespiti i¢in ¢evrimigi bir uygulama
gerceklestirilmistir. Bu ¢alismalar igin gevrimici Kaggle platformunda herkese agik olarak
yayimlanan gogiis rontgen gorintilerinden olusan veri kiimesi kullanilmigtir. Veri klimesi
hasta ve zatiirre olmak iizere iki siniftan olugsmaktadir. Bu veri tabani toplamda egitim igin
5216, test icin 624 goruntist icermektedir. Onceden egitilmis derin 6grenme modelleri
MobileNetV2, ResNet50, ResNet152V2, VGG16, VGG19 ve gibi modeller 6zellestirilerek

goriintiilerin siniflandirilmasi i¢in kullanilmistir. Bu ¢alismanin temel katkilari sunlardir:

» (Gogiis rontgeni goriintiileri aracilifiyla zatiirre teshis siireci radyologlar i¢in zaman
alic1 ve hata yapmaya agik olabilir. Bu nedenle, uzmanlarin zatlrre hastalarmi dogru
bir sekilde tanilamalarina yardimci olabilen bir bilgisayar destekli bir yontem
gelistirme ihtiyact biiylik 6nem tasimaktadir. Bu baglamda, transfer 6grenmeye
dayali dogru bir tan1 sistemi gelistirilmistir.

» Gogis rontgenleri siipheli hastalarin erken teshisini saglayabilir. Ayrica doktor veya

radyologlarin i yiikiinii azaltmak, zamandan tasarruf saglamak amaciyla gogiis



rontgen goriintlilerinin bir web uygulamasi tizerinden hastalik tanisin1 daha kisa
siirede ve yliksek dogruluk orani ile belirleyecegi bir uygulama gelistirilmistir.

Bir bilgisayar destekli tan1 sistemi, kirsal bolgelerde zatlirre hastaligi teshisi i¢in
uzaktan destek araci olarak kullanilabilir.

Program ¢ok hizli ¢calistigindan, hastaneye saglik sorunu nedeniyle bagvuran binlerce
hastanin goriintiileri sistemde otomatik olarak taranabilir ve bu sayede zatiirre

hastalig1 tespiti hizli bir sekilde yapilabilir.



2. LITERATUR OZETLERIi

Kim ve MacKinnon (2018), yaptiklar1 ¢alismada kemik kiriklariyla ilgili bir konuyu ele
almiglardir. Kullandiklar1 model derin evrigimli sinir agidir ve transfer 6grenme yontemini
icermektedir. Modelin ad1 Inception v3’tiir ve kemik kirig1 verisi lizerinde egitilmistir. Veri
seti radyograflar seklindeydi ve bu veriler %80 egitim, %10 dogrulama ve %10 test verisi
olacak sekilde ayrilmistir. Radyograflar olarak temsil edilen veriler 6nceden islemden
gecmistir. Bu modelle elde ettikleri dogruluk oranmi %95.4’tlr. Dogruluk degeri belirli
kosullar1 igermektedir. En yiiksek duyarlilik ve oOzgiilliik degerlerinin oldugu noktada
dogruluk degeri alinmistir, yani 0.9 duyarlilik ve 0.88 6zgiilliik degerlerine sahip oldugu

durumda bu deger elde edilmistir.

Rubin ve ark., (2018), Cift Evrisimli Sinir Aglari’nin uygulanmasi {lizerine bir arastirma
yapmislar ve Cift Ag Mimarisi, radyolojik bir testten elde edilen hem 6n hem de yatay (yan)
CXR goriintiilerini ayn1 anda hazirlamay1 rutin klinik uygulamayi taklit etmistir. Bu modelde
veri seti olarak Kaggle platformunda paylasilan MIMIC-CXR gorintileri kullanmiglardir.
MIMIC-CXR veri setinde, cesitli temel gégiis hastaliklarini tanimak i¢in derin evrisimli sinir
aglan egittiler ve ardindan onceki arastirma c¢abalarindan daha az ilgi goren frontal ve yan
gbgiis rontgenlerini egitmek icin ESA modellerini tanimlamiglar ve kullanmiglardir. Ayrica
anteroposterior (AP) ve posteranterior (PA) frontal goriiniim tipleri i¢in farkli modeller
gelistirmisler. Son olarak, DualNet tasarimi 6n (PA veya AP) ve yan veri goriintiilerini tanir.
Iki evrisimli sinir ag1 her veri igin esit olarak egitilir ve ¢iktilar1 son tamamen bagli bir
katmanda birlestirilir, béylece ¢oklu etiket tahmini olusturulur. Yazarlar ¢calismalarinda Dual
Net PA + Yan ic¢in %62,5 dogruluk ve Dual Net AP+Yan kullanarak %59,3 dogruluk elde

etmislerdir.

Jaiswal ve ark., (2019), derin bir sinir ag1 olan Mask-RCNN’nin uygulanmasi iizerine bir
arastirma yapmislardir ve bu arastirmada veriler, ¢evrimi¢i platformu olan GitHub’dan
almmustir ve veri tipi CXR goruntilerinden olusmaktadir. Bu ¢alismanin benzersiz 6zelligi,
global ve yerel ¢ikarilmis 6zellikleri ayiran bir sinir ag1 tanitmasidir. ResNet50 ve ResNet101
algoritmalari iizerinde uygulama yapilmis ve ayrica, daha iyi dogruluk elde etmek i¢in veri

artirma teknigi uygulanmistir. Egitim sonucunda ResNet50 ile %30, ResNet101 ile %97



dogruluk elde edilmistir. Ayrica, yukaridaki iki modelin birlesik bir modelini olugturmay1

denemisler ve %21.8 dogruluk elde etmislerdir.

Milliante ve ark., (2020), yaptiklar1 ¢alismalarinda VGG-16, ESA modelini uygulayan derin
o6grenme modelini kullanarak gogiis rontgeni goriintiilerinde Covid -19, bakteriyel ve viral-
zatlirre hastaligindan etkilenmemis ve etkilenmis hastaliklar: tahmin etmislerdir. Egittikleri
VGG- 16, ESA modellerinin performansini kanitlamak i¢in 32 toplu is boyutuna sahip
224x224 goriintii ¢oziiniirliigl kullanan 20.000 goriintiiden olusan veri setini kullanmiglar ve

egitimli modelleri, egitimin yiiriitiilmesi sirasinda %95 dogruluk oranina ulagmaigtir.

Jain ve ark., (2020), ESA ve Transfer Ogrenme’nin uygulanmasi iizerine bir arastirma
yapmig ve bu arastirmada Kaggle platformundan aldiklar1 Go6glis X-1sinlart (CXR)
goriintiilerinden olusan veri setini kullanilmaktadir. Bu ¢alismanin benzersiz 6zelligi, global
ve yerel c¢ikarilmis oOzellikleri ayiran bir sinir ag1 tanitmasitydi. Uygulama dort algoritma
tizerinde gerceklestirilmistir: VGG16, VGG19, ResNet50 ve InceptionV3. Ayrica, daha iyi
dogruluk elde etmek i¢in veri artirma teknigi uygulanmis ve asirt uyumun azaltilmasi i¢in
seyreltme kullanilmigtir. Yazaralar egitim sonucunda VGG16 ile %87,28, VGG19 ile
%88,46, ResNet50 ile %77,56 ve InceptionV3 ile %70,99 dogruluk elde etmislerdir.

Mangal ve ark., (2020), gogiis X-1sinlar1 kullanarak COVID tespiti iizerine derin 6grenme
algoritmalarini incelemislerdir. Bu c¢alismada, evrisim katmaniyla CovidNet adinda bir
model olusturdular ve COVID-19 hastaligin tespit etmeye yardimci olmaktadir. RT-PCR
testinin sonuglarinin ¢ok uzun siirdiigiinii belirttiler ve ayn1 zamanda modelin tespit sirasinda
zaman verimliligini vurguladilar. Modelin egitimi i¢in kullanilan veri goglis X-1sinlar
kullanilmistir. Modelin %90,5 verimlilikle ¢alistigini ve %100 hassasiyete sahip oldugunu

iddia etmislerdir.

Bicaker (2021), yapmis oldugu ¢alismasinda pozitron emisyon tomografi (PET) goriintiileri
kullanilarak Kiiciik Hiicreli Dis1 Akciger Kanseri’'nin (KHDAK) cesitli tiplerinin
belirlenmesinde derin 6grenme yontemlerini  kullanmistir. Calismasinda kullandigi
yontemlerde yapay sinir aglart (YSA) kullanmig ve %73 dogruluk oranma sahip
siiflandirma basarisi elde etmistir. Calismasinda kullandig1 yontemlerinde ESA ve ResNet

tabanl s1g aglar1 iceren caligmalar yapmistir ve %71 F skoru elde etmistir.



Nandi ve Mulimani (2021), yazarlar calismalarinda gogiis rontgenlerinden Covid-19
varhigini tespit edebilen ve diisiik donanim kaynagi tabanli kisisel dijital asistanlar ile
kullanilabilecek bir derin 6grenme modeli onermislerdir. Hibrit derin 6grenme modeli,
ResNet50 ve MobileNet’in bir kombinasyonunu kullanmslardir. Onerdikleri hibrit modelin
performansi, halka acik 1iki COVID-19 goglis rontgeni veri seti lzerinde
degerlendirmislerdir. Her iki veri seti de normal, zatlrre ve korona viriis ile enfekte akciger
rontgenlerini icermektedir ve Veri Seti 1 ve Veri Seti 2’de diye aldiklar1 verilerde sirasiyla
%84,35 ve %94,43 dogruluk elde etmislerdir.

Shah ve ark., (2022), yazarlar ¢calismalarinda Covid-19 hastaligin1 tespit etmek i¢in evrigimli
sinir ag1 (ESA) ve gegitli tekrarlayan birime (GTB) dayali hibrit bir derin 6grenme modeli
tercih etmislerdir. Modelde 6znitelik ¢ikartmak i¢in ESA, siiflandirma yapmak icin ise GTB
ve ayrica model egitimi sirasinda 3 siniftan (COVID-19, Zatlrre ve Normal) olusan 424 adet
gogiis CXR kullanmiglardir. Egitim sonunda 0.96 dogruluk, 0.96 geri ¢agirma ve 0.95’lik f1

sonugclarini elde etmislerdir.

Jangam ve ark., (2022), yazarlar ¢aligmalarinda hastanin gégiis akciger taramalarindan veya
gbgiis rontgeni gorilintiilerinden COVID-19’u saptamak i¢in yeni bir kiimelenmis topluluk
onermislerdir. Onerdikleri yontemde onceden egitilmis dort derin 6grenme modeli dikkate
alarak yapmislardir. Bu modeller sunlardir: Gorsel Geometri Grubu (VGG 19), Artik Ag
(ResNet 101), Yogun Baglantili Konvoliisyon Aglar1 (DenseNet 169) ve Genis Artik Ag
(WideResNet 50 2). Onceden egitilmis her bir modelden, temel simiflandiricilar igin
potansiyel adaylar, ek tam bagli katmanlarin sayis1 degistirilerek elde etmislerdir. Onerdikleri
modeli egitmek ve degerlendirmek i¢in bes farkli gogiis akciger tomografisi taramasi ve
g0gls rontgeni goriintiisii kullanmiglar ve her veri setini test seti, dogrulama seti ve egitim
seti olarak ayrilmiglardir. Modelin genelliginin daha iyi degerlendirilebilmesi i¢in test setinin
en az 200, en fazla 400 goriintii igermesini saglamiglardir. Calismalarinda kullandiklar1 bes
veri setinden ¢ veri seti BT taramalarindan, iki veri seti ise gogiis rontgenlerinden
olusmaktadir. Onerdikleri ydntemlerin diger dort derin égrenme modelinden daha yiiksek
dogruluk ve daha hizli geri ¢agirmasi bakimindan daha iyi performans gosterdigini

saptamiglardir.



Sharma ve Guleria (2022), yazarlar ¢aligmalarinda zatlrre tespiti ve teshisi i¢in kullanilabilen
goglis X-151m1 taramalart kullanilmigtir. Goriintiilerden 6zellik ¢ikarimi i¢in bir VGG16
transfer 6grenme modeli kullanilmistir. Zatlrre tespiti i¢in ¢esitli mevcut modeller gézden
gecirilmis ve performans sonuglari belirlenmistir. Calisma icin kullanilan VGG16 modeli,
derin 6grenmenin hastalik teshisindeki ¢esitli uygulamalariyla birlikte agiklanmistir.
Arastirma verileri, 5856 goriintii igeren Kaggle’dan toplanmis ve daha sonra egitim ve test
veri setlerine ayrilmistir. Daha fazla olarak, sonuglar dogruluk, hassasiyet, F-skor ve geri

cagri seklinde sunulmustur ve sirasiyla %690.8, 0.9102, 0.935 ve 0.9615°tir.

Mathew ve Srinivasan (2022), yazarlar ¢calismalarinda, nérologlara hizli ve uygun kararlar
verme konusunda yardime1 olmak i¢in MRI kullanarak beyin tiimdrlerini tespit etmek i¢in
etkili ve giivenilir bir yontem insa etmeye odaklanilmistir. 3064 goriintiiden olusan bir veri
seti igeren ¢ergeve olusturulmus ve derin 6grenme teknikleri kullanilarak beyin tiimoérlerini
tammlamak i¢in uygulanmus. Transfer Ogrenme (TL) ile kavramsal modeli kullanarak
egitilmis ve %98.28 dogruluk, %97.51 geri ¢agirma ve %97.43 hassasiyet elde edilmistir.
Onerilen TL tabanl beyin tiimorii tespit algoritmast mevecut dnceden egitilmis modelleri

geride birakmistir.

Shadin ve ark., (2022), maske takmayan bireyleri tanimlamak i¢in oldukga etkili bir yontem
olan derin 6grenme teknikleri olarak transfer 6grenme modelini kullanmistir. Y{iz maskesi
tespiti icin gevrimici bir veri kimesinden toplam 7235 veri goriinttist kullanmis ve bu islemi
iki derin 6grenme modeli ve bir transfer 6grenme modeli ile yapilmigtir. Maksimum
havuzlama islemi ve ortalama havuzlama islemi kullanan derin 6grenme tabanli ESA modeli
sirastyla %95.78 ve %95.36 dogruluga ulagsmistir. Buna karsilik, transfer 6§renme tabanh

MobileNetV2 modeli ile %99.10 dogruluk elde etmistir.

Gangadharappa ve Kharola (2022), yazarlar calismalarinda gii¢ kalitesi (PQ) bozulmalarinin
tespiti ve smiflandirmast i¢in transfer 6grenmeye dayali bir derin 6grenme modeli
Onerilmistir. Gii¢ bozulmalar1 istasyoner olmayan ve rastgele oldugu i¢in derin 6grenme, bu
tiir sinyallerle basa ¢ikmak icin en iyi segenektir. Ciinkii gii¢ kalitesi bozulmalarinin farkl
rastgele parametrelerini (faz, frekans, amplitid gibi) tahmin edebilir. Laboratuvarda gercek

zamanl1 gii¢ kalitesi bozulmalar1 olusturulmus ve onerilen modelin dogrulugu, yedi farkli



ESA tabanli derin 6grenme mimarisi modeliyle (6rnegin VGG19, ResNet101, ResNet152V2,
Xception, InceptionV3, MobileNet ve MobileNetv2) ciddi giiriiltii kosullar1 altinda
karsilastirilmistir. Diistik hesaplama yiikii ve ciddi giiriiltii kosullarinda yiiksek dogruluk,
Onerilen modelin gercek zamanli uygulamalar i¢in uygun oldugunu gostermektedir.
Sonuglar, 6nerilen modelin %99’un {izerinde dogruluk elde edebildigini gostermistir. Ayrica,
Onerilen yeni mimari, gli¢ bozulmalarinin erken tespiti ve siniflandirilmasi i¢in kullanilabilir
ve c¢esitli akilli sehir tabanli IoT modellerine genisletilerek akilli sebekede giic
bozulmalarmin dogru, zamaninda ve daha hizli tespiti ve smiflandirilmasini

gerceklestirebilir.

Phinne (2023), zatiirre hastalarinin gogiis rontgenlerine gore saptanmasi ve siiflandirmasini
yapmustir. Veri seti olarak Kaggle platformundaki gogiis rontgenleri ve zatiirre siniflandirma
probleminin ¢6zimi igin VGG-19 derin 6grenme yaklasimini kullanmistir. Rontgen
goriintiilerini normal ve zatiirre tipi hastaliklar olarak siniflandirmistir. Onerdigi sistemde,

dengesiz bir veri setinde %86 ve dengeli bir veri setinde %94 dogruluk elde etmistir.

S. Albawi ve P. Agrawal (2023), yazarlar ¢calismalarinda, X-1s1n1 goriintiilerinde gosterilen
anormal Ozellikleri veya desenleri tanimlamay1 ve kategorize etmeyi amaglamaktadir. Bu
yontemle, evrisimli filtreleri kullanarak derin 6grenme modeline, genis bir X-151m1 gorlntl
koleksiyonundan otomatik olarak ilgili 6zellikleri ¢ikarmay: ogretir. Ardindan, 6zellikler
cikarilarak goriintiiler normal veya anormal gibi gesitli kategorilere veya belirli hastalik
kategorilerine siniflandirilir. Modelin performanst dogruluk, kayip gibi bir dizi 6l¢lim
kullanilarak degerlendirilir. Bu yaklasim, klinik ayarlarda hastalik tespitinin dogrulugunu ve
etkinligini 6nemli Olclide artirma potansiyeline sahiptir ve 9%92.83 dogrulukla

gerceklestirilebilir.

Soumya ve ark., (2023), calismalarinda onerdikleri modelde, ¢ekirdek agda ResNet-101
mimarisini kullanmislardir. Onerilen model, beyin manyetik rezonans gértinttlerini (MRG)
kullanarak egitilmis ve model performansini artirmak i¢in transfer 6grenme kullanmislardir.
ResNet-101 mimarisi, artik bloklarin1 ve atlamali baglantilar1 kullanarak kaybolan gradyan
sorununu ele almak ve model dogrulugunu artirmak icin kullanilmistir. Onerilen sistemin

degerlendirilmesi i¢in 3060 beyin MRG verisi kullanilmig ve tiimorleri siniflandirmada %97



dogruluk elde edilmistir. Bu yontem, beyin kanseri tanisinin kesinligini ve etkinligini

artirabilir, erken teshis ve tedaviye yardimci olabilir.

Dewan ve ark., (2023), yazarlar yaptiklari ¢alismalarinda, 6nceden egitilmis baz1 modellerin
beyin manyetik rezonans gorintileri siniflandirmasinda ne kadar etkili oldugunu
degerlendirmeyi amaclamaktadir. Xception, DenseNet121, VGG16, VGG19, ResNet50 ve
InceptionV3 gibi dnceden egitilmis modellerin ince ayarl versiyonlari kullanilmis ve her
birinin performansi analiz edilmistir. Kaggle’dan alinan beyin MRI veri seti lizerinde
degerlendirilmistir ve performans degerlendirmesi icin ozgiillik, kesinlik, duyarlhlik,
dogruluk ve Fl-skoru gibi performans gostergeleri kullanilmistir. VGG19 modeli, %97
dogruluk oranina ile bu aragtirmada kullanilan tiim transfer 6grenme modellerinin en iyi
sonuclarint sunmaktadir. Model, %97 F1-skoru, %97 kesinlik, %96 duyarlilik ve %99
ozgillik elde etmistir. ResNet50, %96 F1-skoru, %97 duyarlilik, %96 dogruluk, %96
kesinlik ve %99 0Ozgullik ile ikinci en iyi performans gosteren modeldir. Gliomlar,
menenjiomlar, hipofiz timorleri ve timorstuz beyin timorlerinin bircok kategorisi bu

yontemle dogru bir sekilde siniflandirilmistir.
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3. YAPAY SINiR AGLARI

Yapay sinir aglar1 (YSA) (Jain ve ark., 1996) beyinde bulunan biyolojik sinir hiicrelerinin
islevini taklit ederek egitilebilen, 6grenme siirecini kendi kendine gergeklestirebilen ve
degerlendirmede bulunabilen, insan beynine ait 6grenme siirecini modellemeye yonelik bir
yapidir. YSA’lar araciligiyla insanlarda oldugu gibi makineleri egitilerek, 6grenme ve karar
verme siireglerini gergeklestirme amacglanmustir. Sekil 3.1°de insan beynine ait bir sinir

hiicresinin yapis1 gosterilmektedir.
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Sekil 3.1. Insan beynine ait bir sinir hiicresi (ndron) (Konaté, 2019)

Akson: Hiicre govdesinde bulunan elektriksel uyarilari uzaga ileten ince uzun ¢ikintilari olan

bir sinir lifidir. Aksonun gorevi bilgiyi farkl sinir hiicrelerine, kaslara ve bezlere tagimaktir.

Dendritler: Dal benzeri bir yapiya benzeyen, bir hiicresinin (néronun) diger sinir
hiicresinden (ndrondan) aldigi elektrokimyasal uyartiyr hiicre gdévdesine iletilmesinden

sorumlu olan yapidir.

Sinaps: Sinir hiicrelerinin (ndronlarin) diger sinir hiicrelerine (néronlara) ya da sinir hiicresi
olmayan kas ve salgi bezleri gibi hiicrelere mesaj iletmek icin kullanilan 6zel baglanti

noktalaridir.

Miyelin Kilifi: Uyarilarin daha hizli bir sekilde iletilmesini saglayan, aksonun {izerinde

bulunan yalitkan bir malzemedir.

Cekirdek: Isaretlerin akson boyunca belli araliklarla yeniden iiretilmesini saglayan bir

yapidir (Ayik, 2019).
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Sekil 3.2. Yapay sinir aginin matematiksel modeli (Konaté, 2019)
3.1.Tek Katmanh Algilayici

Dogrusal bir fonksiyon ile ifade edilen YSA nin en basit ve tek bir sinir hiicresinden meydana

gelmis halidir. Matematiksel olarak;

y=fx)=wxx+b (3.2)
seklinde ifade edilir (Kavitha ver ark., 2016).

y: Girdiye ait skoru belirten, x’e bagl ¢ikt1 degiskendir.

X: Girdiyi ifade eder ve bagimsiz bir degiskendir.

w: Agirlik parametresini ifade etmektedir.

b: Bias degerini ifade etmektedir (Kavitha ver ark., 2016).

Gizli
Katman

QOO0

Sekil 3.3. Tek katmanli sinir ag1 yapisi (Jan ve ark., 2020)

YSA veya derin 6grenme modelindeki amag en iyi w ve b parametrelerini bulup model i¢in

en iyi skoru elde etmektir. Algilayict modelinin dogru bir siniflandirma yapabilmesi i¢in
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esik degeri onemli bir faktordiir ve aktivasyon fonksiyon egrisindeki asagi yukart yonlii
hareketler esik degeri sayesinde olmaktadir. Boylece gerekli degerler arasindaki giris
esitlenmis olur. Algilayicilar girdinin hangi sinifa ait olup olmadigina karar veren bir

fonksiyondur.

Bias

Girdiler

@le) V

Cikti

Aktivasyon
Fonksiyonu

Agirhklar

Sekil 3.4. Tek katmanl algilayict modeli (Oliveira ve ark., 2017)

Sekil 3.4’deki modelde x ile ifade edilen giris degerlerini, w ile ifade edilen degerler ise
agirliklar temsil etmekte ve Ogrenmeyi zorlastirmak igin bias degeri kullanilmaktadir. Girisg
ve ¢ikis katmanindan olusan modelde girdiler esik degerinin iistiinde ise 1, altinda ise 0 olarak
c¢ikis degerine aktarilir. Cikis olmasi gereken deger degilse agirliklar tekrar giincellenip dogru
sonu¢ bulunana kadar algoritma devam eder. Dogru sonuglar her biri i¢in gegerli oldugunda

egitim tamamlanmis olmaktadir. Cikt1 sonucu dogrusal bir fonksiyon elde edilmektedir.

Fakat tek bir yapay sinir hiicresinden olusan algilayicilar dogrusal olmayan ayrilabilir veri
noktalarin1 siniflandiramaz ve daha karmasik sorunlar1 ¢6zemez. Bunun igin farkl
aktivasyon fonksiyonlar1 ve farkli yollarla birbirine baglanarak c¢alisan algilayicilarin

birlesmesi ile olusan ¢ok katmanli algilayicilar kullanilmaktadir.

3.2.Cok Katmanh Algilayici

Dogrusal olmayan problemlerin ¢6ziimiinde tek katmanli algilayicilarin basarisiz olmast
sonucu girdi katmani, birden fazla gizli katman ve ¢ikti katmanina sahip ¢ok katmanl
algilayicilar gelistirilmis ve ¢ok katmanli algilayicilar ileri ve geri yayilim olarak bilinen

gecislerinden olusmaktadir. Agin ¢iktist ve hata degerleri ileri yayilim sirasinda
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hesaplanirken geri yayilim sirasinda hata degerlerini en aza indirmek i¢in katmanlar arasi

agirlik degerleri yenilenmektedir. Sekil 3.5°te cok katmanli algilayici yapist gosterilmistir.

Gizhi Gizhi

Sekil 3.5. Cok katmanli algilayici yapist (Konaté, 2019)

Ileri yayilim sirasinda girdi katmanindan gelen degerler her girdinin bireysel agirlig: ile
carpilarak, elde edilen toplam degere bias degeri eklenerek net girdi hesaplanir. Bu net girdi
degerine aktivasyon fonksiyonu uygulanarak bir ¢ikt1 degeri alinir ve alinan bu ¢ikt1 degeri
bir sonraki katmana girdi olarak verilir. Bu islem tekrar edilerek son olarak nihai ¢ikt1 degeri
elde edilir. Boylelikle egitimin ilk asamas1 tamamlanmis olmaktadir. Elde ettigimiz deger ile
mevcut deger farkl ise hata var demektir. Geriye yayilim sirasinda bu hata agirlik degerleri
dagitilarak her bir adimda azaltilmasi beklenmektedir. Hata agirlik degerlerinin dagitilmasi
sonucu her bir adim giincellenmis olmaktadir. Boylelikle bu islem en iyi agirlik degerleri

elde edilene kadar devam eder (Konaté, 2019).
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4. DERIN OGRENME

Insan beyni, bilim insanlar1 tarafindan merak konusu olmus, iizerine bircok c¢alisma
yapilmasina ragmen halen gizemini korumaktadir. Bilgisayarlar ile mukayese edildiginde
dijital islemleri gergeklestirmede daha yavas olmasina ragmen diisiinme ve karar verme ile
alakali sorunlar1 geg¢mis tecriibelerinden edindigi deneyimler ile daha hizli bir sekilde
¢ozmektedir. Bu yiizden bilgisayarlar deneyim ve diisiinme gerektiren konularda yetersizdir.
Cevrede olan olaylar1 algilama bunlara cevap verme ve aksiyon alma yetenegine zeka denir.
Zeka kisiden kisiye farklilik gosteren, durumlar karsisinda degisen, gelisen ve olgunlasan bir
yapiya sahiptir. Anlama, anladigini yorumlama, kavrama ve Ogrenme gibi siireclerin
bilgisayar programlari tarafindan problemlerin ¢dziimlenmesinde kullanilmasi yapay zeka
olarak adlandirilir. Yapay zekanin amaci insan beyni gibi diisiinen ve davranan bilgisayarlar

gelistirmektir.

Makine 6grenmesi (ML) ise bilgisayar tabanli ¢esitli matematik modeller kullanarak veriler
arasindaki iligkisel Orlintiiyli ¢ikartmak icin kullanilan yapay zekanin bir alt dalidir.
Gilinlimiizde her an milyonlarca veri olugsmakta ve bunlar cesitli yerlerde depolanip analiz
edilmeyi beklemektedir. Elimizde bulunan bu verilerin analizi ve degerlendirmesi gelecege
yonelik tahminlerde bulunmamizi saglar. Bir¢ok makine 6grenme modelli bu analizleri
gerceklestirmek icin gelistirilmistir. Bu yontemler gegmis verileri isleyerek bunlar arasindaki
orntlyl bulan modeli tespit etmekte ve tespit edilen bu model sonraki verilere uygulanarak
tahminlerde bulunmasi saglanmaktadir. Yani makine Ogrenmesi, saglanan veri ve
algoritmalar temelinde makineleri egitmektir. Islenmis veri ve bilgi kullanilarak makineler,

nasil kararlar alacaklarini 6grenirler (Fayyad ve ark., 1996).

Makine 6greniminin bir alt dali olan derin 6grenme, biyolojik sinir aglarinin yapisini ve
isleyisini taklit eden hesaplamali modeller ve algoritmalardan meydana gelir (King Jr, 2017).
Birbirine bagh diigiimlerden olusan sinir ag1 mimarisi katmanlar halinde yapilandirilmistir.
Girdi katmaninda giris verileri, gizli katmanda bu verilerden 6zniteliklerin ¢ikarildig: ve ¢ikti

katmaninda ise verilere ait sonuglarin iiretildigi li¢ farkli katmandan olusmaktadir.
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Derin 6grenme ve bilgi isleme sekli agisindan bakildiginda, "derin" kavrami, sinir agi
mimarisindeki katmanlarin derinligini ifade ederken her katman, verinin belirli bir yénuni
temsil etmeyi 6grenir ve birden ¢cok katmanin yigilmasiyla ag verideki karmagsik desenleri ve
iliskileri 6grenebilir. Basit Ozelliklerin 6grenilmesi alt katmanlarda gerceklesirken daha
karmasik ozelliklerin 6grenimi {ist katmanlarda alt katmanlardan gelen Ozelliklerinden
tiretilerek Ogrenilmektedir. Farkli yerlerden toplanan verilerin veya blylk miktardaki
verilerin analizi ve bilgi ¢ikarimi i¢in derin 6grenmenin 6nemli oldugu anlamina gelmektedir.
Bilginin kategorilere ayrilmasi ve etiketlenmesi gibi, derin 6grenme modelleri de veriyi
otomatik olarak kategorize edip smiflandirmay1 6grenerek, gelen verideki desenleri ve
iligkileri bulabilir. Veriyi hiyerarsik katmanlarda otomatik olarak 6grenme ve temsil etme
yetenegi, derin 0grenmeye goriintii ve konusma tanima, dogal dil isleme ve daha fazla
alandaki gorevlerde etkili sonuglar elde etmis, ayrica derin 6grenme algoritmalarindaki son
gelismeler goriintii siniflandirma ve goriintii boliimlendirme konularindaki performansiyla

devrim yaratmistir (LeCun ve ark).

Derin 6grenme alaninda yapilan ¢alismalar ve bu ¢aligmalar neticesinde elde edilen basarilar

sonucu farkli yap1 ve islevlere sahip bircok derin 6grenme modeli gelistirilmistir.

4.1 Evrisimli Sinir Aglarn

Evrisimli sinir ag1 (ESA) (Albawi ve ark., 2017), verilerden 0Ozellikler cikarabilen,
siiflandirma, goriintii igleme, ses tanima gibi ¢esitli problemlerin ¢dziimiinde kullanilan ileri
beslemeli bir sinir agidir. Goriintli tanima ve bilgisayarl gorii islemlerinde populer olarak
kullanilmakta ve goriintiilerdeki nesneleri taniyan, nesneler arasindaki iligkileri ¢ikartan bir
derin 6grenme algoritmasidir. Fakat bilgisayar sistemlerinin goriintii iizerinde islemler
yapabilmesi i¢in analog goriintiilerin sayisallagtirilarak bilgisayarlarin anlayacagi dijital

goriintiilere doniistiiriilmesi gerekmektedir.

Iki boyutlu dizi seklinde ifade edilen, dijital goriintiiye ait her bir eleman pikseli temsil
etmektedir. Bu pikseller koordinatlarla kontrol edilebilen ve adreslenebilen en kiigiik gorint
birimidir ve her pikselin yogunlugu degiskendir. Bu pikseller genellikle bir 2-D matriste

temsil edilir. ikili Goriintii, gri tonlu goriintii ve RGB gériintii olmak iizere fakli tiirleri vardir.
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Ikili gériintii, siyah ve beyaz veya ‘0’ ve ‘1’ gibi iki degere sahip en basit tiirdiir. Ikili goriintii,
her pikseli temsil etmek i¢in yalnizca bir ikilik rakamin kullanilmas1 nedeniyle 1 bit/piksel
goriintii olarak adlandirilir. Gri tonlu goriintii, tek renkli bir goriintiidiir. Sadece parlaklik
bilgisini igerir ve renk bilgisi igcermez. Gri tonlu veri matrisi degerleri yogunluklari temsil
eder. Tipik bir goruntd, (0-255) farkli parlaklik (gri) seviyelerini temsil etmesine izin veren
8 bit/piksel igerir. Sifir gri seviyesi siyah rengi, 255 gri seviyesi beyaz rengi temsil
etmektedir. Arada kalan gri seviyeler ise gri tonlara denk gelmektedir. Sekil 4.1°de dijital
goriintiiye ait piksel degerleri gosterilmektedir. RGB goriintii, bir renk haritas1 kullanmaz ve
bir goriintiiyii kirmizi, yesil ve mavi gibi ii¢ renk bileseninin yogunluklariyla temsil eder.
RGB goruntt, 8-bit tek renkli standart kullanir ve her biri i¢in 8 bit (kirmizi, yesil ve mavi)
olmak Uzere 24 bit/piksel icerir (Padmavathi ve Thangadurai, 2016).

Sekil 4.1. Dijital gortintinun piksellerle temsil edilmesi (Dupont ve ark., 2018)

Sinir agina ait Ozellikler piksel degerleri olarak gelmektedir. Agin 6zellik ¢ikarimi ve
siiflandirma yapabilmesi i¢in modelin bu piksel degerlerini okumasi gerekmektedir. Fakat
daha kapsamli baktigimizda goriintiiye ait Ozelliklerin sadece piksel degerlerinden
olugmadigi bu piksel degerleri arasindaki iliskilerin; kenarlar, koseler ve ¢izgiler gibi goriintii
ozelliklerinin oldugunu ifade edebiliriz. Sonug olarak siniflandirma yapabilmemiz i¢in ilgili

veriyi temsil edecek Ozelliklerin aga verilmesi gerekmektedir.
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Sekil 4.2. Evrisimli sinir ag1 mimarisi (Tammina, 2019)

Goriintii verilerine ait dogru ozelliklerin secilmesi oldukca zor olmaktadir. Fakat 6zellik
secimi evrisim katmani tarafindan otomatik yapildigi i¢in evrigsimli sinir aglari tercih sebebi
olmaktadir. Bu durumdan dolayr hem gelistirici hem de arastirmacilar, daha karmasik
gorevleri ¢ozmek icin biiylik modeller kullanmistir. Ciinkii klasik evrisimli sinir aglari i¢in
bu pek miimkiin degildir. Ornegin bir yiiz tespiti uygulamasinda yiizlerin nerede oldugu
bizim dikkat etmemiz gereken bir durum olmadigidir. Burada yapilmasi gereken bu yiizleri
verilen resimlerdeki konumlarma bakilmaksizin yerlerinin tespitini yapmaktir. Girdinin derin
katmanlara dogru ilerledik¢e soyut 6zelliklerin elde edilmesi ESA’nin kuvvetli bir yoniidiir.

(Albawi ve ark., 2017).

(O @)
S Ao
=g ot oo o 0
O : =0 O = =0, =@
O @=" S 2 O O
LT O S0 ®
o 0 O O Gkt Katmant

Gizli Katman 1 Gizli Katman 2 : Gizli Katman 3

Sekil 4.3. Erisim katmani1 6zellik ¢ikarma (Albawi ve ark., 2017).

Omnek vermek gerekirse bir goriintii iizerinde smiflandirma yaptigimizda kenarlarin,

koselerin tespiti ilk katmanlarda algilanirken, nesnelere ait goz, kulak, burun gibi temel
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Ozellikler orta katmanlarda ve yuzler gibi ylksek seviyeli Ozellikler son katmanlarda

algilanmaktadir. Bu durum Sekil 4.3’te gosterildigi gibidir.

4.1.1. Evrisimli sinir ag1 katmanlar

ESA’lar evirisim katman, dogrusal olmayan katman, havuzlama katmani ve tam baglantili
katman gibi ¢esitli katmanlardan olusmaktadir. Evrisimli sinir ag1 katmanlar1 Sekil 4.4’te

gosterilmektedir.

Oznitelik Cikartma

Sekil 4.4. Evrisimli sinir ag1 katmanlar1 (Hussain ve ark., 2019)

Havuzlama ve dogrusal olmayan katmanlar herhangi bir parametreye sahip degilken evrigim

ve tam baglantili katmanlar bir parametreye sahiptir.

4.1.1.1.Evrisim Katmani

Oznitelik ¢ikarimi i¢in kullanilan bu katmanda giris goriintiisiine ait kenar bulma, nesne
bulma, kose bulma gibi ¢ikarimlar yapilmaktadir. ESA’da goriintli dedigimiz sey matrisleri
temsil etmektedir. Matrise ait degerler ise aslinda goriintiiye ait piksel degerlerini ifade
etmektedir. Cilinkii bilgisayar sistemleri 1’ler ve 0’lardan olusan sistemlerdir. Verinin
islenebilmesi i¢in bilgisayarin anlayacagi dijital formalara doniistiiriilmesi gerekmektedir.
Bunun i¢in goriintii matrislere ¢evrilir. Bu sekilde bilgisayarlar ilgili gériintinin matematik
karsilig1 olan piksel degerleri iizerinde islemlerini gerceklestirir. Evrisim katmani goriintiiye
ait 0znitelik haritas1 ¢ikarmak icin c¢esitli filtreler kullanmaktadir. Bu filtreler 3x3, 5x5 gibi
cesitli boyutlarda olabilir. Sekil 4.5’te evrisim isleminin nasil gerceklestigi gosterilmektedir
(Albawi ve ark., 2017).
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Gaoriintii Matrisi(5x5) Filtre Matrnisi (3x3) C1ikti Matrisi(3x3)

[8]3]8[a]4

poanolnoE e
s [s|s|7]s x [1]o]1 = \

2 [3]2]3]3] o1 \
s[a7]s5]5] ‘ '

8x(-1)+7x(-1)+
4x(-1)+3x0+3x0+
8x0+8x1+2x1+5x1
=4

Sekil 4.5. Goriintiiniin ve filtrenin ilk adim evrisim islemi (Albawi ve ark., 2017)

Sekil 4.5’te (5x5) boyuta sahip bir goriinti matrisine (3x3) boyutunda filtre uygulanmaktadir.
Filtre, goriintii matrisinin sol {ist kdsesinden olmak tizere birbirine denk gelen indisleri ¢arpip
sonra tiim sonuglar1 toplayip ¢ikt1 olarak sonu¢ matrisinin ilk eleman1 olarak yazmaktadir.
Daha sonra filtre agirlik matrisi bir piksel olacak sekilde saga dogru kaydirilip isleme devam

edilmektedir. Cikt1 matrisinin boyutunu hesaplamak i¢in,

n—f n—f
(EL+1)x (2L +1) (4.1)
kullanilmaktadir (Albawi ve ark., 2017).

n: girdi, f: filtre, s: adim(stride)

Gortintii Matrisi(5x5) Filtre Matrisi (3x3) Cikt1 Matrisi(3x3)
8|38 |44

7 [R38(E21 N8| 4 1101 415

4 (ERNESH(NTH S X 1101 =

2|3 |2 8]3 1101

S|4 |7T[3]8 3x(-1)+3x(-1)+

8x(-1)+8x0+2x0+
5x0+4x1+8x1+7x1
=5

Sekil 4.6. Gorlintiiniin ve filtrenin ikinci adim evrisim islemi (Albawi ve ark., 2017)

Sekil 4.6°da filtre agirlik matrisi bir piksel saga kaydirilmakta ve 6nceki islemler tekrarlanip
sonug matrisinin ikinci elemant olarak yazilmaktadir. Daha sonra bu islem goriintii matrisinin

tiimiine uygulanmaktadir.
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Goriintii Matrisi(5x5) Filtre Matrisi (3x3) Ciktt Matrisi(3x3)

8/ 3|8|4]|4

713|284 101 41512
418|5|7]|5 x 1101 = 41413
2 131233 1101 2|10]-1
514171515 Sx(-1)+2x(-1)+

7x(-1)+7x0+3x0+
5x0+5x1+3x1+5x1
=-1

Sekil 4.7. Gorlintiiniin ve filtrenin son adim evrigim iglemi (Albawi ve ark., 2017)

Sekil 4.7°de tiim islemler sonlandiktan sonra olusan ¢iktr matrisi ve bu islem sonucunda
goriintiiye ait 6zellikler elde edilmektedir. ESA’ya ait modelin 6grendigi parametre degerleri
aslinda fitreye ait degerlerdir. Ozelliklerin daha iyi tespiti i¢in bu degerler model tarafindan
en iyi sonucu bulana kadar giincellenmektedir. Bunun yani1 sira ¢esitli filtreler kullanarak

kenar tespiti, keskinlestirme ve giiriiltii ekleme gibi islemler yapilabilmektedir.

Gortntideki 6zelliklerin birden fazla olmasit durumunda bunlarin tespiti i¢in birden fazla
filtre uygulanmasi1 gerekmektedir. Bundan dolay1 ESA algoritmalarinda ¢ok sayida evrisim
katmanin varligindan s6z edebiliriz. Evrisim katmaninda filtre uygulanirken kullanilan adim

ve dolgu gibi bilinmesi gereken bazi 6nemli kavramlar vardir.

Adim: ESA modellerinde parametre olarak degistirilebilen, goriintii matrisi lizerinde
uygulanacak filtrenin ka¢ piksel boyunca kaydirilacagini belirlememizi saglamaktadir.
Yukarida Sekil 4.6°daki goriintii matrisine bakildiginda filtre agirlik matrisinin bir adim

kaydirilarak uygulandigi goriilmektedir.

N |

Adim Sayisi=1 Ciktr Adim Sayisi=2 Cikt

Sekil 4.8. Adim sayisinin ¢ikt1 matrisine etkisi (Gsaxner ve ark., 2019)
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Adim sayisinin degerinin biiyiik bir deger olmasi1 durumunda ortaya gikacak 6znitelik haritasi
daha kiigiik boyutlu olacaktir. Sekil 4.8’de (5x5) bir matrisi (3x3) bir filtre adim sayis1 1
olacak sekilde uygulandiginda ¢iktt matrisi (3x3) olmaktadir. Fakat adim sayis1 2 olacak
sekilde uygulandiginda ¢ikti matrisi (2x2) olmaktadir.

Adim sayisinin ¢ikti matrisi boyutunu hesaplamak i¢in,
n+2p—f n+2p—f
(B2 41w (P2 4 1) (4.2)
kullanilir (Albawi ve ark., 2017).
p: dolgu

Dolgu: Giris matrisi ile ¢ikis matrisi boyutlar1 farkli boyutlarda olabilmektedir. Eger giris ve
cikis matrislerinin ayni boyutta olmasi isteniyorsa giris matrisine piksel eklemek icin
dolgulama islemi uygulanmaktadir. Genellikle matrisin dis tarafina dort taraftan gerceve
olacak sekilde sifirlar eklenmektedir. ESA modellerinde filtreler uygulanirken bilginin bir
sonraki evrisimli katmana korunmus bir sekilde aktarilmasi dnemlidir. Fitre uygulandiktan
sonra Oznitelik haritasinin daha kii¢lik boyutta olmasi bilgi kayiplarina neden olacaktir. Bu
ylizden bilgi kayiplarinin 6niine gegmek ve goriintliniin boyutunu koruyabilmek ig¢in

dolgulama islemi kullanilmaktadir (Albawi ve ark., 2017).

7[3 1]3

1 ' NEE
0 4151 0(2(4|5]|1
6|1(0|8]o0 6/1(0|8]0
3|5 )18 3|5(1(8]3
414|0]1(6 4(4|10[1)]6
Dolgu =0
P " ) ofo|ofo|ofo|ofo]oO
ofojofo|ofo]|o i
ojlojofofofo|o|o0]o
ol 1|34 3|0 1
0(o0)|)1(3 |4 ofo
ofo|2f4]|5[1]0
g | I } ofojof2|a4f5|1({0]0
0(6|1(0|8|0]|0 r T T =1
ofo|6|1|0[8|0f0]0O
ol 3 | S 118]|3 po
= ! 1 oaol] 3 [ 5] 1| 8| 3 [EolEo
0(4|4(0|1]|6]0
ofo|af4|0f1]|6[0]0
ofojofo]|ofo]o I 1 T T
ofojlo|jo|jojo|oO0|O]O
Dolgu = 1 [ T Al T
wE o[ofofofofofofo]o
Dolgu =2

Sekil 4.9. Dolgulama iglemi (Wahyudi Setiawan ve ark., 2019)
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Dolgulama islemi iki sekilde gergeklestirilir. GOriintii matrisine filtre matrisi uygulanirken
goriintii matrisinin disinda kalan kisimlara sifir eklemek veya diger bir secenekte rastgele

degerler eklemektir. Dolgulama islemi Sekil 4.9°da gosterilmektedir.
Dolgulama islemi sonucu ¢ikt1 matrisi boyutunu hesaplamak i¢in,
m+2p—f+Dx(n+2p—f+1) (4.3)

kullanilir (Albawi ve ark., 2017).

4.1.1.2. Havuzlama katmani

Agdaki parametre ve hesaplama miktarin1 azaltarak, gereksiz ozellikler goz ardi edilerek
daha baskin ozellikleri ortaya c¢ikarmaya yonelik modelin egitilme siirecini siirdiirmesi
amaglanmaktadir. ESA modellerinde genellikle maksimum veya ortalama havuzlama teknigi

kullanilmaktadir.

[40] s
30 32

Maksimum Havuzlama

[10]22] s
[20]40] 6 [0
15 5 [32] 0
30(14[ 71

Ortalama Havuzlama

1.23 SY

e L10]

Sekil 4.10. Maksimum ve ortalama havuzlama iglemi (Albawi ve ark., 2017)

Havuzlama katmaninda filtre, goriintii matrisi iizerinde gezerken bu sefer evrisim islemi
yerine belirlenen havuzlama teknigini kullanarak islemleri gerceklestirir. Eger maksimum
havuzlama iglemi teknigi segildiyse filtrenin kapsadigi alandaki en biiyiik deger, ortalama
havuzlama teknigi secildiyse filtre alanindaki tiim degerlerin ortalamasi alinmaktadir. Sekil

4.10°da iki yontem de gosterilmistir (Albawi ve ark., 2017).

4.1.1.3.Tam Baglant1 Katmanm

ESA kullanilmasinin amaglarindan biri de cesitli siniflandirma modelleri tasarlayarak
modele verilen girdilerin dogru tahminler vermesini saglamaktir. Bu katman havuzlama

katmanindan sonra yer alir ve ESA’nin son asamasinda gérev yapmaktadir. Havuzlama
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katmani sonucu elde edilen ¢iktt degeri vektore donistiiriiliip evrisimli sinir agina
eklenmektedir. Ciinkii model girdinin tek boyutlu bir vektor olmasini beklemektedir. Bu
ylizden diizlestirme islemi uygulayarak ¢ikt1 tek boyutlu vektore doniistiiriip siniflandirma

islemi gerceklestirilmektedir.

Dizlestirme

Tam baglant: katmamg —— —————————J

Sekil 4.11. Tam baglant1 ve diizlestirme katmani (Albawi ve ark., 2017)

Tam bagli katmanin (bkz. Sekil 4.11) temel dezavantaji, egitim sirasinda karmasik hesaplama
gereksinimleri olan ¢ok sayida parametreyi igermesidir. Bu sorunu hafifletmek i¢in seyreltme
gibi teknikler kullanilarak diigiim ve baglantilarin sayis1 azaltilmaya calisilir. Ornegin, LeNet
ve AlexNet gibi modeller, hesaplama karmasikligini kontrol altinda tutarak derin ve genis bir

ag olusturmak amaciyla tasarlanmistir (Albawi ve ark., 2017).

4.2.Tekrarlayan Sinir Aglar

Bir Tekrarlayan Sinir Ag1 (RNN) (Medsker ve Jain, 2001), standart ileri beslemeli sinir
aginin sirali verileri modellemesine izin vermek i¢in basit bir uyarlama seklidir. Her adimda
RNN (bkz. Sekil 4.12), bir giris alir, gizli durumunu giinceller ve bir tahminde bulunur.
RNN’nin yiiksek boyutlu gizli durumu ve dogrusal olmayan evrimi, ona biiyiik bir ifade giicii
kazandirir ve RNN’nin gizli durumunun birgok zaman adimi boyunca bilgiyi entegre
etmesine ve dogru tahminlerde bulunmasina olanak tanir. Her bir birimin kullandig1 dogrusal
olmayan islev bile oldukga basit olsa da zaman i¢inde bu islemi tekrar etmek son derece

zengin dinamiklere yol acar (Zaremba ve ark., 2014).
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Sekil 4.12. Tekrarlayan sinir ag1 (Murugesan ve ark., 2021)
Bir RNN, zaman boyunca paylasilan agirliklara sahip olan ¢ok derin bir ileri beslemeli sinir

agidir. Gizli birimler tarafindan kullanilan dogrusal olmayan aktivasyon islevi, RNN’nin

zengin dinamiklerinin kaynagidir (Zaremba ve ark., 2014).

4.3.Uzun Kisa Vadeli Bellek

Uzun Kisa Vadeli Bellek (LSTM) modeli minimum zaman gecikmeleri ¢ok uzun oldugunda
bile uzun vadeli bagimliliklar1 6grenirken ortaya ¢ikan patlayan/sénme gradyan sorunlarini
asmak i¢in 6zel olarak tasarlanmis giiclii bir tekrarlayan sinir sistemi olarak bilinmektedir
(Hochreiter ve Schmidhuber, 1997). Genel olarak, bu sorun, her bir birim hiicresinde hata
sinyalini koruyan sabit hata karuseli kullanilarak 6nlenir. Aslinda, bu tiir hiicreler kendileri
tekrarlayan aglardir ve sabit hata karuseli ek 6zelliklerle genisletilmis bir mimariye sahiptir,
yani giris kapist ve cikis kapist olusturarak hafiza hiicresini olusturur. Kendi kendine

tekrarlayan baglantilar, bir zaman adimi1 gecikmeli geri bildirimi gosterir.

Vanilya LSTM birimi, bir hiicre, bir giris kapisi, bir ¢ikis kapis1 ve bir unutma kapisindan
olusur. Bu unutma kapis1 baslangicta LSTM aginin bir parcasi degildi, ancak Gers ve ark.
(2000) tarafindan agin durumunu sifirlamasina izin vermek i¢in nerilmistir. Hiicre, herhangi
bir zaman araliginda degerleri hatirlar ve {i¢ kapi, hiicre ile iliskilendirilen bilgi akisini
diizenler. Bu boliimiin geri kalaninda, LSTM, en popiiler LSTM mimarisi oldugu i¢in vanilya
stiriimii olarak adlandirilacaktir (Greff ve ark., 2016). Ancak bu, her durumda iistiin olan1 da

oldugu anlamina gelmez.
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Sekil 4.13. Uzun kisa vadeli bellek mimari yapis1 (Murugesan ve ark., 2021)

Kisacasi, LSTM mimarisi, bellek bloklar1 olarak bilinen tekrarlayan baglantili alt aglarin bir
kiimesinden olusur. Bellek blogunun arkasindaki fikir, zaman i¢inde durumunu korumak ve
bilgi akisini dogrusal olmayan kapama birimleri aracilifiyla diizenlemektir. Sekil 4.13’te
vanilya LSTM blogunun mimarisini gosterir ve kapilari, giris sinyalini (x,), ¢ikist (y¢),
aktivasyon islevlerini ve gozlem baglantilarini igerir (Gers ve Schmidhuber, 2000). Blogun

cikisi, blok girisi ve tiim kapilarla tekrarlayan baglantilidir (Van Houdt ve ark., 2020).
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5. AKTIVASYON FONKSiYONLARI VE BASARIM ARTTIRMA YONTEMLERI

Biiytik veri kiimeleri lizerinde yapilan c¢alismalar neticesinde basarili tahminler elde
edebilmek icin baz1 derin 6grenme teknikleri ve ¢esitli optimizasyon algoritmalari

kullanilmaktadir.
e Geri yayilim algoritmasi,
e Aktivasyon fonksiyonlari,
e Hata fonksiyonlari,

e Regularizasyon yontemleri bunlardan bazilaridir.

5.1.Geri Yayilim Algoritmasi

Yapay sinir aglarinin egitilmesi icin kullanilan ve denetimli bir 6grenme algoritmasi olan
geri yayilim algoritmasi, agirliklarin dogru bir sekilde ayarlanarak hata oraninin azaltilmasi
ve modelin daha iyi sonuglar vermesini amaglamaktadir. Sekil 5.1°de geri yayilim

algoritmasi gosterilmektedir.

L— Gizli katmantar —J
Sekil 5.1. Geri yayilim algoritmasi (L1 ve ark., 2021)

Tasarlanan bir sinir ag1 egitime baslarken rastgele agirliklar ile baglamaktadir. Fakat bu
agirhik degerleri dogru secilmeli ve modelimize uygun olmalidir. Bu degerlerin 6nceden
kesin bir sekilde bilinmesi pek miimkiin olmamaktadir. Bunun sonucunda modelin ¢iktisi ile
gercek ciktimiz arasindaki hata degeri ¢ok fazla olabilmektedir. Bunun 6niine ge¢ip hata
oranini optimum seviyeye gelebilmesi i¢in yapilmasi gereken sey, baslangicta rastgele
secilen agirliklarin tekrardan optimize edilip yeni agirliklar ile modelin tekrar egitilmesi

gerekmektedir. Iste bu isleme geri yayilim olarak adlandirilmaktadir. Geri yayilim
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algoritmas1 gradyan inis ve delta kurali olarak bilinen bir teknik kullanarak hata

fonksiyonunu en aza indirecek degerleri aramaktadir.

5.2.Aktivasyon Fonksiyonlari

Evrisimli sinir aglarinda dogrusal olmayan problemlerin ¢6ziimii ve gercek diinyaya ait
Ozellikleri tanimak icin aktivasyon fonksiyonlarina ihtiya¢ duyulmaktadir. Aktivasyon
fonksiyonunun gorevi evrisimli sinir agindaki bir diigiime ait giris sinyaline doniistim islemi
uygulayarak bir cikis sinyali elde etmektir. Elde edilen bu ¢ikis sinyali baska bir katmana
girdi olarak iletilir. Eger giris sinyaline aktivasyon fonksiyonu uygulanmazsa ¢ikis sinyali
dogrusal bir fonksiyon yani tek dereceli bir polinom olacaktir. Bu yiizden sinirli 6grenme
giicline sahip dogrusal baglanim gibi davranan bir sinir ag1 olacaktir. Fakat istenilen sey
dogrusal olmayan ve gercek diinya bilgilerini iceren goriintii, video, metin ve ses gibi
karmagik verilerden sinir aginin 6grenme siirecini ger¢eklestirmektir. Daha iy1 performans
ve daha az hatali sonuglar i¢in bir agdaki gizli katmanlarin sayisi, egitim yontemleri, hiper
parametre ayarlama gibi bir¢ok sey dikkate alimmalidir ve aktivasyon fonksiyonu bu

parametrelerden biri olarak en édnemlilerden biridir (Sharma ve ark., 2017).

5.2.1 1ikili adim fonksiyonu

Basamak fonksiyonu 0 ile 1 arasinda deger alan en basit bir aktivasyon fonksiyonudur. Sekil

5.2°de ikili basamak fonksiyonu gosterilmektedir.

2
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Sekil 5.2. Basamak fonksiyonu ve turevi (Sharma ve ark., 2017)

Ikili stiflandiricilar olustururken genellikle ikili aktivasyon fonksiyonlar1 kullanilir. Ancak,

ikili adim fonksiyonu, hedef tasmmamayan ¢oklu smif smiflandirma durumlarinda
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kullanilamaz. Ayrica, ikili adim fonksiyonunun gradyani sifirdir, bu da geriye yayilma

adiminda bir engel olusturabilir, yani f(x)’in X’e gore tiirevini hesaplarsak, sifira esittir.
Ikili adim fonksiyonu matematiksel olarak,

f(x)=1, x=0,

f(x)=0, x<0 (5.1)

seklinde gosterilmektedir (Sharma ve ark., 2017).

5.2.2 Dogrusal fonksiyon

Dogrusal fonksiyon -sonsuz ile +sonsuz arasinda deger alan dogrusal olan yalnizca ¢ikis
katmaninda kullanilan bir aktivasyon fonksiyonudur. Sekil 5.3’te dogrusal fonksiyon
gosterilmektedir. Dogrusal aktivasyon fonksiyonu, dogrudan girdiye orantihidir. ikili adim
fonksiyonunun temel dezavantaji, ikili adim fonksiyonunda x’in bir bileseninin olmamasi
nedeniyle sifir gradyanina sahip olmasiydi. Bu sorunu ortadan kaldirmak igin lineer

fonksiyon kullanilabilir.

N
N
5]

. Dogrusal Fonksiyon

| Tarevi

Sekil 5.3. Dogrusal fonksiyon ve tiirevi (Sharma ve ark., 2017)

Dogrusal fonksiyonun matematiksel gosterimi,
fx)=ax (5.2)
seklinde ifade edilmektedir (Sharma ve ark., 2017).

Degisken a’nin degeri, kullanici tarafindan segilebilen herhangi bir sabit deger olabilir. Iste
burada, f(x) fonksiyonunun tiirevi sifir degil, kullanilan sabit degere esittir. Gradyan sifir

degil, her giris degerinden bagimsiz olan bir sabit degerdir, bu da agirliklarin ve sapmalarin
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geriye yayilma adimi sirasinda giincellenecegi anlamina gelir, ancak giincelleme faktorii ayni
olacaktir. Dogrusal fonksiyon kullanmanin pek bir faydasi yoktur ¢iinkii her iterasyon ig¢in
gradiyent degeri ayni oldugu icin sinir ag1 hata diizeltme acisindan iyilesmez. Ayrica, ag
verilerden karmasik desenleri taniyamaz. Bu nedenle, dogrusal fonksiyonlar

yorumlanabilirlik gerektiren ve basit gorevler igin idealdir (Sharma ve ark., 2017).

5.2.3 Sigmoid fonksiyonu

Sigmoid fonksiyonu 0 ile 1 arasinda deger alan dogrusal olmayan bir aktivasyon
fonksiyonudur. Genellikle ikili siniflandirmanin ¢ikis katmaninda kullanilmaktadir. Sigmoid
fonksiyonunun degeri yalnizca 0 ile 1 arasinda oldugundan elde edilen deger 0.5’ten biiyiik

ise sonu¢ 1, kiigiik ise deger 0 olmaktadir. Sigmoid fonksiyonu Sekil 5.4°te gosterilmektedir.
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Sekil 5.4. Sigmoid fonksiyonu ve tirevi (Rasamoelina ve ark., 2020)

Ayrica, sigmoid fonksiyonu sifir etrafinda simetrik degildir, bu da ndronlarin tiim ¢ikis
degerlerinin isaretlerinin aynm1 olacagi anlamina gelir. Bu sorun, sigmoid fonksiyonunu

Olceklendirerek iyilestirilebilir.

Sigmoid fonksiyonu matematiksel olarak,

fO== (5.3)
seklinde ifade edilir (Sharma ve ark., 2017).

Sigmoid fonksiyonu siirekli tiirevlenebilir ve diizgiin bir S seklindeki fonksiyondur.

Fonksiyonun turevi matematiksel olarak,

f'(x)=1—sigmoid(x) (5.4)

30



seklinde ifade edilmektedir (Sharma ve ark., 2017). Bu o&zelliklerinden dolayr ¢ikti

katmaninda siniflandirma i¢in sigmoid fonksiyonu kullanilmstir.

5.2.4 Hiperbolik tanjant fonksiyonu

Hiperbolik Tanjant Fonksiyonu (bkz. Sekil 5.5) -1 ile 1 arasinda deger alan dogrusal olmayan
bir fonksiyondur. Genellikle bir sinir aginin gizli katmanlarinda kullanilmaktadir. Bu nedenle
gizli katmanin ortalamasi 0 veya ¢ok yakininda olur ve bu veriyi 0’a yakin bir ortalamaya
getirerek veriyi merkezlemeye yardimci olmaktadir. Bu, bir sonraki katman i¢in 6grenmeyi

cok daha kolay hale getirmektedir.
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Sekil 5.5. Hiperbolik tanjant fonksiyonu ve turevi (Rasamoelina ve ark., 2020)

Bu, hiperbolik tanjant fonksiyonudur. Tanh fonksiyonu sigmoid fonksiyonuna benzer, ancak
orijin etrafinda simetrik bir yapiya sahiptir. Bu, onceki katmanlardan gelen cikislarin
isaretlerinin farkli olmasina neden olur ve bu ¢ikislar bir sonraki katmana giris olarak verilir.

Tanh fonksiyonu matematiksel olarak,
f(x)=2sigmoid(2x)—1 (5.5)
seklinde ifade edilir (Sharma ve ark., 2017).

Tanh fonksiyonu siirekli ve tiirevlenebilir, degerleri -1 ile 1 arasindadir. Sigmoid
fonksiyonuna gore tanh fonksiyonunun gradyani daha dik bir yapiya sahiptir. Tanh,
gradyanlarin belirli bir yonde degismesine sinirli olmadig1 ve ayrica sifir merkezli oldugu

icin sigmoid fonksiyonuna gore tercih edilir (Sharma ve ark., 2017).

31



5.25 ReLU fonksiyonu

ReLU en ¢ok kullanilan 0 ile sonsuz arasinda deger alan dogrusal olmayan bir aktivasyon
fonksiyonudur. Daha basit bir matematiksel islem i¢erdiginden Tanh ve sigmoid'e gére daha
az hesaplama giicii gerektirmektedir. Ayn1 anda sadece birkag noron etkinlestirildigi i¢in ag1
seyrek yapmakta, bu da hesaplama agisindan verimli ve kolay hale getirmektedir. Bu yiizden

ReLU, sigmoid ve tanh fonksiyonlarina gore ¢ok daha hizli 6grenmektedir.

1.0 FPenmnnnnailans

Sekil 5.6. ReLU fonksiyonu ve tlrevi (Rasamoelina ve ark., 2020)

ReLU (bkz. Sekil 5.6), diizeltilmis dogrusal iinite anlamina gelir ve sinir aglarinda yaygin
olarak kullanilan bir non-lineer aktivasyon fonksiyonudur. ReLU fonksiyonunu kullanmanin
avantaji, tiim noronlarin ayn1 anda etkinlestirilmemesidir. Bu, bir néronun lineer doniisiimiin
ciktis1 sifir oldugunda yalnizca deaktive edilecegi anlamina gelir. ReLU fonksiyonu

matematiksel olarak,

f(x) = max(0,x) (5.6)
seklinde ifade edilmektedir (Sharma ve ark., 2017).

ReLU, diger fonksiyonlardan daha verimlidir ¢ilinkii tiim néronlar ayn1 anda etkinlestirilmez,
bunun yerine belirli bir sayida néron ayni anda etkinlestirilir. Baz1 durumlarda gradyan
degeri sifir oldugundan, sinir ag1 egitimi sirasinda geriye yayilma adiminda agirliklar ve

sapmalar guncellenmez (Sharma ve ark., 2017). Bu ¢alismada negatif degerlerin bir sonraki

katmana aktarilmamasi i¢in her katmana RELU aktivasyonu eklenmistir.

5.2.6 Swizinti1 ReLL.U fonksiyonu
Sizintt ReLU fonksiyonu (bkz. Sekil 5.7), ReLU fonksiyonunun gelistirilmis bir

versiyonudur.
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Sekil 5.7. Sizint1 ReLU fonksiyonu ve tlirevi (Sharma ve ark., 2017)

Negatif x degerleri i¢in, ReLU fonksiyonunun degerini sifir yerine son derece kiiciik bir
dogrusal bilesen olarak tanimlamak i¢in kullanilir. Sizinti ReLU fonksiyonu matematiksel

olarak,
f(x)=0.01, x<0,
fx)=x,x=0 (5.7)

seklinde ifade edilmektedir (Sharma ve ark., 2017).

5.2.7 Softmax fonksiyonu

Ayn1 zamanda bir tiir sigmoid fonksiyonu olan softmax fonksiyonu siniflandirma islemi i¢in
kullanilan dogrusal olmayan bir aktivasyon fonksiyonudur. Genellikle birden fazla smifi
islemeye c¢alisirken kullanilmaktadir. Softmax fonksiyonu, goriintii siniflandirma
problemlerinin ¢ikis katmaninda sik¢a bulunur. Softmax fonksiyonu, her sinif i¢in ¢iktilari 0
ile 1 arasinda sikistirir ve ayni zamanda ¢iktilarin toplamina boliinmektedir. Eger ¢ikisiniz
ikili siniflandirmaysa, sigmoid fonksiyonu ¢ikis katmani i¢in ¢ok dogal bir secenektir. Fakat
cikisiniz ¢oklu smif siiflandirma ise, Softmax, her sinifin olasiliklarini tahmin etmek igin

¢ok kullaniglidir.

Softmax fonksiyonu, ikili siniflandirma i¢in kullanilan sigmoid fonksiyonlarindan farkli
olarak ¢oklu sinif smiflandirma problemleri i¢in kullanilabilir. Bu fonksiyon, tiim bireysel
smiflarin her veri noktasi i¢in olasiligi dondiiriir. Softmax fonksiyonu matematiksel olarak,
O'(X)i:]?;forizl,...,K. (5.8)
e’
j=1

seklinde ifade edilmektedir (Sharma ve ark., 2017).
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Bir ag veya model olusturdugumuzda ¢oklu sinif siniflandirmasi igin, agin ¢ikis katmani

hedefteki siniflarin sayis1 kadar nérona sahip olacaktir.

5.3 Hata Fonksiyonlari

Bu fonksiyonlar tahmin sonucunda elde edilen deger ile gercek deger arasindaki farki
hesaplamaktadir. Aradaki farkin fazla olmasi tahminin hatali oldugu anlamina gelmektedir.
Bu yiizden aradaki hata farkin zamanla egitim esnasinda sifira yaklasmasi beklenmektedir.
Hinge, Kullback-Leibler ve Cross-Entropy gibi kullanilan g¢esitli hata hesaplama
fonksiyonlar1 vardir (Li ve ark., 2010).

5.4 Regularizasyon Yodntemleri

Derin 6grenmede ¢ok sayida parametrenin tanitilmasi, daha fazla kesik bilgi 6grenmek i¢in
daha derin mimariler olusturabilse de asir1 uyum sorunlarina yol agabilir. Bu sorunda,
modeller ¢ok sayida terim igerir veya ¢ok karmasik yaklasimlar kullanir. Bu nedenle, asir1
uyarmanin neden oldugu sorunlari, gerektiginden daha esnek bir model kullanmanin neden
oldugu sorunlardan ayirmak daha pratik olabilir. Ornegin, daha esnek bir model kullanmak,
dogrusal modeli sig bir veri kiimesinde kullanildiginda daha disiik performansla
karmasiklig1 ekler. Yardimei islevselligi olmayan tahmincilerin kullanilmasi kaynaklar1 bosa
harcar ve veri tabanindaki algilanmamis tahmin hatalarinin olasiligini artirir. Farkl
zamanlarda tahmin yapmak i¢in regresyon kullanilirken, bu tahmincileri 6lgmek ve
kaydetmek gereklidir, boylece modeldeki degerler degistirilebilir. Bu, degerli 6zelliklerin
kaybina neden olabilir. Bir kullanicinin sonuglarinin bagka bir kullanic1 tarafindan
kopyalanma yetenegi, tasinabilir modellerde etkilidir. Ornegin, modelle iliski kuran bir
tahmin edici dogrusal regresyon modeli taginabilir. Herkes bu modeli kendi verilerine
uygulayabilir, ancak bazi taginabilir olmayan modeller, onu modelleyen kullanicinin yazilim
verilerini yeniden kullanarak dretilebilir. TUm bu nedenlerle asir1 uyum istenmeyen bir
durumdur. Son zamanlarda, asir1 uyum sorunlarini énlemek i¢in bir¢ok diizenleme teknigi
ortaya ¢ikmistir. Bu teknikler arasinda Veri setinin boyutunu artirma (Reenadevi ve ark.,
2021), Cutout (Budak ve ark., 2021), Diigiim Seyreltme ve Diigiim Birakma (Budak ve ark.,
2021), Erken Durdurma (Doan ve Liong, 2004), Toplu normalizasyonu (Budak ve ark.,
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2021), Agirlik normalizasyonu (Budak ve ark., 2021), L2 diizenlemesi (Budak ve ark., 2021),
L1 duzenlemesi (Budak ve ark., 2021) yer almaktadir.

5.4.1 Veri setinin boyutunu artirma

Bu, mevcut verilerin yatay ve dikey kaydirma, ol¢ekleme, sikistirma, yatay kaydirma
dondiirme ve yakinlagtirma gibi ¢esitli doniisiimlere tabi tutularak yeni verilerin elde
edilmesidir ve ek maliyet olusturmadan yapilabilir (Budak ve ark., 2021). On isleme adimim
takiben, egitim veri kiimesi, verileri dondiirme ve ¢evirme igeren bir veri artirma stratejisi
kullanilarak 1iyilestirilir. Bu dogrudan sonug¢ olarak, ESA’nin giris alan1 6dnemli Olgiide
genisletilir. Ayrica, bu artirma yontemi ile genelleme performansi artirilir ve egitim sirasinda
meydana gelen asirt uyum sorununu azaltmaya yardimei olur (Athisayamani ve ark., 2023).
Ayrica gorilintii artirma ise elde edilebilir goriintiilerde ¢esitlilik yaratmak i¢in gii¢lii bir
yaklagimdir, boylece elde edilen bir goriintii veri kiimesi genisletilebilir. Bu, farkli olasiliklar
iceren bir elde edilen goriintii veri kiimesinden yaratict ve yeni goriintiiler {iretir. Derin
ogrenme aglart (ESA), uygun bir sekilde dgrenilebilmesi igin ¢ok sayida gorlintuye ihtiyac
duyar. Bu, modelin performansina daha iyi genelleme yapma ve asir1 uyumu azaltma katkida
bulunur. Sonug olarak, artirma, kiiciik bir goriintii kiimesinden goriintiilerin siniflandirilmasi,
tespiti veya boliitleme i¢in genis bir ¢esitlilik saglar (Reenadevi ve ark., 2021). Bu calismada
veri setindeki goriintiilere yatay ve dikey ¢evirme, dondiirme, yakinlastirma, goriintii
kaydirma ve en yakin piksel degerine gore doldurma teknikleri kullanilmistir. Veri artirma

islemi sonucunda elde edilen goriintii 6rnekleri Sekil 5.8°de gosterilmektedir.
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Sekil 5.8. Goriintii artirimi uygulanmig x-ray gorintisi (Kaggle, 2018)
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5.4.2 Cutout

ESA’lar i¢in basit bir diizenleme teknigidir. Var olan 6rneklerin kismen kapali siirlimleriyle
veri kiimesini artirir. Bu teknik, modellerin goriintii baglamini daha fazla dikkate almasini
saglar. Cutout ve diger seyretme teknikleri arasindaki temel fark, néronlarin katmanlar yerine

giris asamasinda birakilmasidir (Budak ve ark., 2021).

5.4.3 Diigiim seyreltme ve diigiim birakma

Her egitim sirasinda belirli bir olasilikla secilen katmandaki her néronun ¢ikisini sifirlar,
bdylece veride karmasiklig1 6nler ve genelleme yetenegini iyilestirmeye katkida bulunur. Bu
teknik, agdaki 6zellik sensdrlerinin birbirine uyarlanmasin1 onler. Tam bagli katmanlar
diizenleme acisindan etkilidir, ancak bu etki evrimsel katmanlarda azalir. Evrimsel
katmanlarin daha az parametresi vardir ve tam bagli katmanlardan daha az diizenleme
gerektirir. Diiglim birakma, rastgele agirliklar1 birakan iyi bilinen bir tekniktir (Budak ve

ark., 2021).

Sekil 5.9. (a) Normal sinir ag1 ve (b) seyreltme sonrasi (Konaté, 2019)

Bu ¢alismada modelin asir1 6grenmesini engellemek, genelleme yetenegini artirmak ve daha

yiiksek dogruluk orani elde edebilmek icin seyreltme teknigi kullanilmistir.

5.4.4 Erken durdurma

Erken durdurma yaklagimi, veri kiimesinin ii¢ alt kiimeye ayrilmasini gerektirir: egitim, test
ve dogrulama kiimeleri. Egitim ve dogrulama kiimeleri, tiim model egitim siireclerinde
normdur. Test kiimesi, modelin egitim silirecinin bazi agsamalarinda egilimleri test etmek i¢in

kullanilur.
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Sekil 5.10. Erken durdurma (Naushad ve ark., 2021)

Egitim siirecinin ¢ok daha sonraki asamalarinda, modelin tahmin dogrulugu test kiimesi i¢in
kotiilesmeye baslayabilir. iste bu asama, modelin asir1 uydurmay1 asmak icin egitilmeyi
durdurmasi gereken asamadir (Doan ve Liong, 2004). Sekil 5.10°da erken durdurma
gosterilmistir. Bu ¢alismada gereksiz egitim maliyeti ve zamandan tasarruf etmek i¢in erken

durdurma yontemi kullanilmistir.

5.45 Toplu normalizasyonu

Toplu normalizasyonu, egitim sirasinda gizli katmanin giris dagilimimi degistirir ve giris
dagilimin1 ortalama degeri 0 ve varyanst 1 olan standart bir dagilima doniistiiriir. Toplu
normalleme, gradyani biiyiitiir ve gradyan sorunlarini ortadan kaldirmaya yardimci olur. Bu
nedenle sinir ag1 daha hizli bir sekilde yakinsar ve egitim daha kisa siirede gerceklesir (Budak
ve ark., 2021). Bu ¢alismada gradyan sorunlarimi ortadan kaldirmak ve egitimi daha kisa

siirede gerceklestirebilmek i¢in toplu normalizasyonu yontemi kullanilmistir.

5.4.6 Agirhk normalizasyonu

Agirlik normalizasyonu, toplu normalizasyondan esinlenerek gelistirilen bir normalleme
yontemidir. Bu yontemde, agirliklar yeniden parametrelendirilir ve bdylece optimizasyon
sorunu gelistirilir. Burada her bir ndronun hesaplamasi, giris 6zelliklerinin agirlikli toplami

olarak ele alinir (Budak ve ark., 2021).

5.4.7 L2 duzenlemesi
L2 duzenlemesi: Bu teknigin temel amaci, terim diizenlemesini diizensiz bir hedefle

birlestirmektir.
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2
Le(W)=Law+7llw |2 (5.9)

L= 2 Lin (YK W, v, B) (5.10)

Burada L, kayip degerini temsil eder. Bu teknikte, agirliklar azaltilmaya zorlanir (Budak ve
ark., 2021).

5.4.8 L1 duzenlemesi
Bu teknik, parametreleri 0’a yaklastirarak asiri uyum sorununu Onlemeyi amaglar ve bazi

ozelliklerin 6nemini azaltir (Budak ve ark., 2021).

5.5 Optimizasyon Algoritmalari

5.5.1 Stokastik gradyan inisi

Stokastik gradyan inisi (SGD) algoritmasi, tiim egitim verileri 6rneklerini diistinmek yerine
bir seferde bir egitim 6rnegi i¢in kayip fonksiyonunu hesaplar. Bu sekilde bellek yetersizligi
sorunlar1 6nlenebilir. SGD, toplu gradyan inisi algoritmasinin eksikliklerini gidermek icin
gelistirilmistir. SGD kullanmanin sorunu, global optimuma ulagsmak ve salinimlardan
kaginmak i¢in dogru 6grenme hizi degerini belirlemektir. Parametre giincellemeleri i¢in

asagidaki denklemi kullanir (Reyad ve ark., 2023);

Bt 1=0-1V/ (Bx 3y D) (5.11)
Burada n 6grenme oranini, VgJ(0;), J(0,) kayip fonksiyonunun 6,’ye gore gore egimini
temsil eder. Ayrica x® ve y, giris-gikis ¢iftleri bigimindeki egitim verisini temsil eder.
Eger kayip fonksiyonu egrisi bir boyutta yukar1 dogru egilirken diger boyutta asag1 dogru
egilen “saddle point” denilen noktalar igeriyorsa, Stokastik Gradyan Azaltma (SGD)

algoritmasi 1yi performans gostermez (Reyad ve ark., 2023).

5.5.2 Momentumlu gradyan inis
Gradient inisi yontemlerinde 6grenme adimlar1 en iyi sonuca daha hizli ilerlemeyi hedefler.
Ogrenme adimlar1 ¢ok biiyiik oldugunda global optimum her zaman ulasilamaz. Bu biiyiik

adimlar, global optimuma ulagmak igin gereken zaman iizerinde dogrudan etki yapabilir. Bu
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sorunlar1 ele almak i¢in momentum gradient inisi yontemi Onerilmistir. Bu yontem, 6nceki
O0grenme adimlarinin ortalama hizini kullanarak bir sonraki 6grenme adiminin hizini sinirlar.
Bu yontemde, geg¢mis gradyanlarin dinamik ortalamasi (m;_;) kullanilir. Giincelleme

kurallarin1 agsagidaki gibi ifade edebiliriz (Reyad ve ark., 2023):

m¢=ym+17-Vg/(0¢) (5.12)
Bt+1=0—m¢ (5.13)

y momentum parametresidir, genellikle 0,9 veya benzeri bir degere ayarlanir.

5.5.3 Uyarlanabilir gradyan algoritmasi (AdaGrad)

Uyarlanabilir gradyan (AdaGrad) algoritmasi, 6grenme hiz1 bilesenini, anlik zaman t’ye
kadar olan ge¢mis ve su anki gradyanlarin karelerinin toplami1 olan v, nin karekokune boler.
Gradyan bileseni, SGD’de oldugu gibi degismez. AdaGrad, her adimda farkli 6grenme
hizlar1 kullanarak her parametre i¢in farkli giincellemeler yapar. AdaGrad’1 kullanmanin en
biiylik avantaji, 6grenme hizinin diger adaptif 6grenme sistemlerinde oldugu gibi manuel

olarak ayarlanmamasidir. AdaGrad’in glincelleme denklemleri asagidaki gibi ifade edilebilir:

8=V, J(6y) (5.14)

Bs1=0— = (5.15)

Burada €, sifira bolme isleminden ka¢inmak i¢in kullanilan diizlestirme terimidir (genellikle

1078 olarak ayarlanir), V; ise gradyanin iissel hareketli ortalamasidir (Reyad ve ark., 2023).

5.5.4 Karekok ortalama kare yayilim (RMSProp)

RMSProp, zaman zaman momentum ile kullanilan bir siiriimii olan Adam ile yakindan iliskili
bir optimizasyon yontemidir. RMSProp ile momentum kullanimi ve Adam arasinda birkag
onemli fark bulunmaktadir. RMSProp ile momentum, yeniden 6l¢eklenmis gradyan tizerinde
bir momentum kullanarak parametreleri giincellerken, Adam ise parametreleri dogrudan
gradyanin birinci ve ikinci anlarin hareketli ortalamasini v, kullanarak gtinceller. RMSProp

algoritmasinin giincelleme kurallar1 sunlardir:
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g:=VeJ(By) (5.16)
Ve=Bvi1+(1-B2)gf (5.17)

81 =0t (5.18)

burada g, kayip fonksiyonu i¢in birinci tiirevdir (gradyan) ve 3, ise iissel azalma oranidir

(Reyad ve ark., 2023).

5.5.5 Uyarlanabilir moment tahmini (Adam)

Adam, geleneksel stokastik gradyan azaltma yonteminin yerine sik¢a kullanilan oldukga
verimli bir uyarlanabilir optimizasyon algoritmasidir. Her parametre i¢in 6grenme oranint
dinamik olarak giinceller ve diisiik bellek gereksinimleri ile hesaplama agisindan verimli
oldugu diisliniilmektedir. Adam, RMSProp ve momentum ile benzer bir parametre
giincelleme yontemi kullanir. RMSProp gibi karesel gradyanin {issel hareketli ortalamasin
(v¢) kullanirken, gradyanin tissel hareketli ortalamasini (m,) da ekler. Bu nedenle RMS-Prop

ve momentumun avantajlarini birlestirir. Parametre giincellemeleri i¢in asagidaki denklemler

kullanilir:

m=p1m¢—; +(1-P1)8¢ (5.19)
Vi=B2Vi_1 +(1-B2)gf (5.20)
mg‘z(l‘_“—gg) v{‘z(leQ (5.21)
041 =0———m{ (5.22)

[Vhte

B,, lissel azalma oranidir. B; Ve B, i¢in varsayilan degerler sirastyla 0,9 ve 0,999 dur. m{ ve
v{, m; ve v, icin diizeltme sapmalaridir (Reyad ve ark., 2023). Bu calismada hesaplama

acisindan verimli olmasi i¢in adam optimizasyon algoritmasi tercih edilmistir.
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6. MATERYAL ve YONTEM

6.1.0grenme Aktarimi (Transfer Ogrenme)

Ogrenme aktarimi (bkz. Sekil 6.1), yani dnceden egitilmis bir modelden yararlanarak onu
yeni bir veri kiimesine uyarlama, genellikle sifirdan tamamen yeni bir model olusturmak
yerine kullanilan yaygin bir yontemdir (Khan ve Yong, 2017).

Evrisim Katmani

| Rastgele agirlik baglatma ‘

Gt | —
Veri Seti i i

Agirlhik giincellemesi

—| Cikn

! Tam Baglanti Katmani

v
Onceden egitilmig ag

Soruna
ozel
veritabani

v
Agirliklann ince ayar

Sekil 6.1. Ogrenme aktarimi1 mimarisi (Sharma ve ark., 2022)

Onceden egitilmis bir ESA modelinden transfer 6grenme, genellikle en iyi sonuglar igin
birgok gorevde kullanilan 6zellik ¢ikarma ve ince ayarlama olmak iizere iki teknigi igerir.
Ozellik ¢ikarma tekniginde, dnceden egitilmis modelin evrisim kismi dondurulur ve ¢ikislari,
ilk simiflandiric1 yerine yeni bir simiflandirictya egitmek icin kullanilir. Ince ayarlama
tekniginde ise Onceden egitilmis modelin evrisim kisminin baglangi¢ katmanlar
dondurulurken, son katmanlar yeni eklenen smiflandirici ile egitilir. Transfer 6grenme
tekniginin dogru se¢imi farkli faktorlere baglhdir, ancak en 6nemli iki faktor, yeni veri
kiimesinin boyutu ve Onceden egitilmis modeli egitmek icin kullanilan orijinal veri
kiimesinin benzerligidir (Tapas, 2016). VGG16, VGG19, MobileNetV2, ResNet50V2 ve
ResNet152V2 literatiirde kullanilan 6grenme aktarimi modelleri arasindadir. Ayrica bu

modeller deneysel ¢aligmada kullanilan modeller arasinda yer almaktadir.
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6.1.1. VGG16 modeli

VGG16, 2014 ILSVRC yarismasinda daha iyi sonuglar elde etmek i¢in gelistirilen basit bir
ag modelidir. Bu modeli 6nceki modellerden ayiran en 6nemli fark, ¢ift veya tiglii evrisim
katmanlarmin ardindan gelen havuzlama ve tam baglant1 katmanlaridir. Onceki modellerde
VGG16 modeli ise havuzlama, evrisim ve tam bagli katmanlari igerir (Aytekin ve Mengik,
2022).

I':g Tam Baglanti Katmam + ReL.U

Evrisim 4 it

nnnnnnn §

E Tam Tam Tam
7 7 7 o Baglanti 6 Baglanti 7 Baglant 8
| . L; 1x1x4096 1x1x1000

vrisimn 3
I

Sekil 6.2. VGG16 model mimarisi (Kamal ve Hamid, 2023)

VGG16 modeli, 16 evrisim katmani igeren bir mimariye sahiptir. Agin giris goriintiisii, (224
x 224 x 3) boyutlarinda bir yapiya sahiptir ve toplamda 16 evrisim katmani ile (3 x 3)
boyutunda bir sabit filtre igerir. Ayn1 zamanda agin tamaminda (2 x 2) boyutunda 5 katman
Max gruplama igerir. Bununla birlikte, agin list kisminda iki tam baglantili katman ve bir
softmax ¢ikis katmani bulunur. VGG16 modeli, yaklasik 138 milyon parametre ile biiyiik bir
ag olarak kabul edilir. Gizli 6zellikleri 6grenme yetenegini artirmak igin ¢ok sayida evrisim
katmanini {ist Giste ekler. Sekil 6.2°de VGG16 agiin mimarisini gostermektedir (Kamal ve

Hamid, 2023).

6.1.2. VGG19 modeli
VGG19 modeli (bkz. Sekil 6.3), 19 katman igeren bir modeldir ve agirliklara sahiptir. Bu
model, 16 evrisim katmani ve 3 tam baglantili katman igerir ve girisi ortalama RGB degeri

cikarilmis 224 x 224 boyutlu, 3 kanalli bir goriintiidiir. Evrisim katmanlar1 1 piksel dolgu ve
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adim ile kii¢lik 3 x 3 yuva boyutuna sahiptir. Ayrica, 2x2 ¢ekirdek boyutu ve 2 piksel adimi

olan 5 maksimum havuzlama katmani igeren bir dizi bulunur (Kamal ve Hamid, 2023).

77
) )
7k
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7 A T
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,// A7) ) T 1 Katmani + ReLT
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Sekil 6.3. VGG19 model mimarisi (Sudha ve Ganeshbabu, 2021)

6.1.3. MobileNetV2 modeli

MobileNetV2, 2017°de Howard ve digerleri tarafindan gelistirilen bir evrigimsel sinir ag1
mimarisidir. Iki bloktan olusan MobileNetV2 mimarisi (bkz. Sekil 6.4), ilki bir artiklik blogu
olan tek seviyeli bir bloktur ve ikincisi kiigiiltme i¢in iki seviyeli bir bloktur. Her artik blok
{ic katmandan olusur: Ilk katman, ReLU®6 ile (1x1) evrisim igerir ve ikinci katman, ReLU6
ile (3%3) derin evrigimi igerir. Son katman ReLU6 olmadan (1x1) evrisimi icerir (Sandler ve

ark, 2018).

Ekle —

?

Evrigim 1x1, Dogrusal

?

Dwise 3x3, Relu6

?

Evrigim 1x1, Relué

?

Girdi

Adm=1 Blok

Evrigim 1x1, Dogrusal

T

Dwise 3x3
Adim=2, Reluo

?

Evrigin 1x1, Relué

T

Girdi

Adim=2 Blok

Sekil 6.4. MobilenetV2 mimarisi (Sandler ve ark., 2018)

Genel olarak, MobileNetV2 mimarisi 32 filtreli bir evrisim katmani ve Cizelge 6.2°de

aciklanan 19 adet artik darbogaz katmani igerir. Filtre boyutu varsayilan olarak (3%3)

43



kullanilmistir. Bu mimaride her katman, 6nceki katmanin ¢iktisin1 normalize etmek i¢in
toplu normalizasyonu ile takip edilir ve bu modelde kullanilan aktivasyon islevi ReLU6’dir
(Sharma ve Singh, 2023).

Cizelge 6.1. Kanali k’dan k”ne doniistiiren, adim1 S olan ve genisleme faktorii T olan
darbogaz artiklik blogu (Sandler ve ark, 2018).

Girdi Operator Cikt1
hxwXxk 1x 1 Evrisim, ReLU6 h x w x (Tk)
hxwxTk |3x3dwiseS=S,ReLU6 | h w

=X —= X (Tk
x5 x Tk
h w Dogrusal 1 x 1 Evrisim h w )
—X — X =X—=X

5 X< X Tk x5 X (K)

Cizelge 6.2. MobileNetV2: T artan boyutun genisleme katsayisi, C ¢ikis kanallarinin sayist,
K smiflandirma gorevinin kategori sayisidir. N, her modiiliin tekrarlanma sayisin1 ifade eder.
S, her modiiliin ilk kez calistirildig1 andaki adimdir; bundan sonra adim varsayilan olarak 1
olur. Genisleme faktorii T her zaman Cizelge 6.1’de agiklandig1 gibi giris boyutuna uygulanir
(Sandler ve ark, 2018).

Girdi Operator T| C |[N| S
224%2 x 3 Evrisim -1 32 |1] 2
112%x 32 Darbogaz 1] 16 1| 1
1122 x 16 Darbogaz 6| 24 | 2] 2
562 x 24 Darbogaz 6| 32 [3] 2
282 x 32 Darbogaz 6| 64 |4 2
142 x 64 Darbogaz 6| 9 [3 ]| 1
142 x 96 Darbogaz 6| 160 | 3| 2
72 x 160 Darbogaz 632 [1] 1
72 x 320 1x 1 Evrisim - 11280 | 1 1
7% x 1280 7 x 7 Ort. Havuzlama - - 1] -

1x1x1x1280 1 x 1 Evrisim - K -
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6.1.4. ResNet50V2 modeli

Resnet50, 26 milyon parametreye sahip 50 katmanli bir artiklik agidir. Microsoft tarafindan
2015 yilinda tanitilan derin evrisimli bir sinir ag1 modelidir. Artiklik aginda 6zellikler yerine
Ogrenilmis 6zelliklerin giris katmanlarindan ¢ikartilmasi olan artiklar1 6grenmektedir (Kamal
ve Hamid, 2023). ResNet50V2, gelistirilmis ResNet50 modelidir. iki model arasindaki temel
fark, V2 modelinin her agirlik katmanindan 6nce toplu normallestirmeyi kullanmasidir. Sekil

6.5°te ResNet50V2 model mimarisi gosterilmistir.

1x1 Evrisim, 64 ’)
3x3 Evrisim, 64 <
3x 1x1 Evrisim, 256 \\

)

/

224x224 Gortintil l /
¢ 1x1 Evrisim, 128

- 4x 3x3 Evrigim, 128 ~ Ort. Havuzlama
7x7 Evrigim, 64 1x1 Evrigim, 512«
Maks. Havuzlama

l Tam Baglant1 1000

1x1 Evrisim, 256
6x | 3x3 Evrisim, 256+
1x1 Evrisim, 1024—

N

l \
1x1 Evrisim, 512 /

3x 3x3 Evrisim, 512 S5
1x1 Evrisim, 2048+«

Sekil 6.5. ResNet50V2 model mimarisi (Kvak, 2022)

Ayrica ResNet mimarisi, ESA’nin birden fazla katmanla ¢alismasina olanak saglamistir.
Coklu y1gilmis katmanlara sahip derin sinir aglari, daha az katmanli modellere gore daha
yiiksek egitim hatas1 ylizdeleri liretme egiliminde olmustur. Bu artik ag ¢ercevesi, kisayol
baglantilarinin eklenmesine ve artik islevlerin kullanilmasina olanak tanimis ve bdylece derin
sinir aglarmin yigilmis katmanlarimin egitim hatalarin1 azaltmasina olanak tanimigtir

(Mascarenhas ve Agarwal, 2021).

6.1.5. ResNet152V2 modeli

Residual aglar, 6zellik ¢ikarma igin Onerilen bir tiir sinir agidir ve ResNet, derin sinir
aglarinin kotiilesmesini agmak igin bir artiklik 6grenme birimi igermektedir. Bu birim, yeni

girislerin ve ¢ikislarin eklenmesine izin veren bir kisayol baglantisi ile tasarlanmais bir ileri
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beslemeli ag olarak tasarlanmistir. Modelin karmagikligima katkida bulunmadan
siniflandirma dogrulu§unu artirmasi bir avantajdir. Bu, daha fazla ii¢ katmanli blogun

birlestirilmesiyle ResNet-152 katmani olusturularak gerceklestirilir.

—
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Sekil 6.6. Resnet152V2 model mimarisi (Pustokhin ve ark., 2023)

152 katmanli ResNet, VGG-16/19 aginin 34 katmanli agindan daha az karmagik bir mimariye
sahiptir. Artiklik baglantilari, ResNet mimarisinin 6nemli faydasini olusturan artiklik
bloklar1 arasindaki baglantilardir. Bu baglantilar agin erken katmanlarindan 6grenmesini
saglamay1 amaclar, boylece egitim sirasinda elde edilen bilgiyi korur ve agin kapasitesini
artirarak model olusturmay1 gelistirir. Kanallarin artan sayisi, 6zellik haritasinin giderek
azaldigin1 ve baskin uzamsal ozellikleri yakaladigin1 gosterir. Sekil 6.6°da Resnet152V2

mimarisi gosterilmistir (Reenadevi ve ark., 2021).

6.1.6. Ozellestirilmis model

Bu calismada 6nceden egitilmis ESA modellerinin son katmani kaldirilarak yeni katmanlar
eklenmis bdylece problemin ¢oziimiine uygun bir model olusturulmustur. Bu modelin son
katmani veri setindeki sinif sayilari dikkate alinarak diizenlenmistir. Mevcut modellerin son
bloklarindan bazilar1 degistirilmis ve agirliklart her egitim adiminda giincellenmistir. Sekil

6.7°de olusturulan katman bilesiminin blok diyagramini géstermektedir.
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Sekil 6.7. Ozellestirilmis model mimarisi

VGG16, VGG19, MobileNetv2, ResNet50V2 ve ResNet152V2 temel mimarilerine ek olarak
bir evrisim katmani, bir toplu normalizasyon, bir ReLU, bir havuzlama katmani ve dort
yogun katman eklenmistir. Evrisimli ag katmaninda, (3x3) boyutunda bir evrisim ¢ekirdegi
kullanilarak evrisim islemi uygulanmakta ve 6zellik haritalar1 ¢ikartilmaktadir. Gradyan
sorunlarin1 en aza indirmek ve egitimi daha kisa siirede gergeklestirebilmek icin toplu
normalizasyon eklenmistir. ReLU aktivasyon fonksiyonu eklenerek negatif degerlerin bir
sonraki katmanlara aktarilmanin Oniine geg¢ilmektedir. Agdaki parametre ve hesaplama
miktarini azaltmak ve gereksiz giiriiltii ve karmasiklig1 g6z ardi etmek icin (2x2) boyutunda
maksimum havuzlama katmani eklenmistir. Evrisim ve havuzlama katmanlar1 tarafindan
cikarilan 6zelliklere dayali olarak siniflandirmay1 gerceklestirmek i¢in {i¢c adet tam baglanti
katmani ESA modelinin sonuna eklenmistir. Eklenen (i¢ tam baglant1 katmanin her birinde
4096 birim, ReLU aktivasyon fonksiyonu ve modellerin asir1 6grenmesine karsi koruma
saglamak amaciyla sirasi ile seyreltme orani 0.3, 0.5, 0.3 olacak sekilde uygulanmistir.
Daordiincii katman ise yalnizca bir birime sahip ve aktivasyon fonksiyonu ‘Sigmoid’ olarak
belirlenmistir. Bu katmanda ¢ikti olarak tahmin edilen sinif (‘normal’ veya ‘zatiirre’)
degerleri gosterilmektedir. Yapilan tiim bu degisiklikler VGG16, VGG19, MobileNetv2,
ResNet50V2 ve ResNet152V2 modellerinin her birine ayr1 ayri uygulanmistir.
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6.2.Veri Seti

Bu calismada, Kaggle’dan alinmis olan gdgiis rontgeni goriintiileri hastalarin tespiti icin
kullanilmistir. Veri kiimesi, normal ve =zatlirre vakalarinin oldugu go6glis rontgeni
goruntdlerini icermektedir. Veri kiimesindeki her goriintii 6rnegi farkli bir boyuta sahiptir.

Bu veri kiimesine ait gogiis rontgeni goriintiilerinin 6rnekleri Sekil 6.8’de gosterilmistir.

Egitim Seti - Normal

Sekil 6.8. Veri seti gogiis rontgeni goriintiileri

Bu caligmada kullanilan veri setindeki goriintii 6rneklerinin yaklagik %80’i egitim seti,
yaklasik %20’si ise dogrulama seti olarak kullanilmigtir. Egitim setinden bagimsiz olarak
hazirlanan test seti, toplam veri setinin yaklasik %10’unu icermektedir. Yani egitim setinde
kullanilan gorsel 6rnekleri test setinde kullanilmamigtir. Egitim ve test asamasinda kullanilan

veri kiimesinin yaklasik yiizdelik dagilimi Sekil 6.9°da gosterilmistir.

Tum Gérintil Ornekleri

%90 - %10 -
| | |

Sekil 6.9. Egitim, dogrulama ve test veri setinin yaklasik ytizdelik dagilimi
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Egitim setindeki toplam 5216 adet egitim verisinin 1341’1 normal ve 3875’1 zatirre, test
setindeki 624 test verisinin ise 234 tanesi normal ve 390 tanesi zatlrre gorintisi olacak
sekilde ayrilmistir. Bu ¢alismada egitim seti her katmandaki agirliklarin 6grenilmesi igin,
egitim siirecinin gelisimi hakkinda sezgi saglamak ve dogrulugu hesaplamak icin ise

dogrulama seti kullanilmistir.

6.3.Web Arayiiziiniin Gelistirilmesi

Gogiis radyografisi goriintiilerinden zatiirre hastaliginin tespitini yapmak icin bes derin
ogrenme modeli ince ayar ile dzellestirilerek egitilmistir. Egitim sonucunda elde edilen ve en
Iyi dogruluk tahmini veren model agirligi web uygulamasi igin segilmistir. Gelistirilen bu
web uygulamast ticretsiz ve agik kaynakli Django ile olusturulmustur. Django, hizli, giivenli
ve esnek bir yapiya sahip yiiksek seviyeli bir Python web ¢ercevesidir. Web uygulamasina

ait ekran goriintiisii Sekil 6.10°da gosterilmistir.

P Zatuirre Tespit Sistem ZTP /'_v—'\

| |
\ Yiiksek Lisans Tez Projesi \
\ \
\ \

Dosya Seg ‘ Yiikle ‘ Sonu(;;

Copyright © ZTP@HarunYILMAZ

Sekil 6.10. Web uygulamasina ait ekran goriintiisii

Uygulamaya yiiklenen gogiis rontgen goriintiisii, secilen derin 6grenme modeli uygulanarak

tahminleme yapilmaktadir. Siniflandirma siireci sirasinda yiizde dogruluk tahmin sonucu
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ekranda goruntilenir. Bu web uygulamasi, radyologlar igin, hatta kirsal bolgelerde, ek olarak

uzaktan sistem olarak kullanilabilir.

6.4.GUI Araylzu ve Uygulama Prosedtirt

Zatiirre tespiti i¢in tasarlanan web uygulamasinda sayfanin sol tarafinda bir goriintii ylikleme
modiilii bulunmaktadir. “Dosya se¢” kismi tiklandiginda, kullanicidan yiiklenmesi istenen
g6giis rontgen gorintusinin konumu istenmektedir. Bu gogiis rontgen gorintisi secildikten
sonra dosyanin sisteme yiiklenmesi i¢in “Yukle” kismi tiklanarak sisteme aktarilmaktadir.
Goriintli yiiklendikten sonra uygulama arka planda hastalik tespitini yapan derin 6grenme
algoritmasini c¢aligmaktadir ve tahminlemede bulunmaktadir. Degerlendirme sonucu
NORMAL veya ZATURRE seklinde ve yiizdelik degeri ile cikt1 olarak gosterilmektedir.

Sekil 6.11 ve sekil 6.12°de hastalara ait 6rnek sonuclar gosterilmistir.

@
§

v

Yiiksek Lisans Tez Projesi

/Z%DP\ Zaturre Tespit Sistem ZTP
®

‘ Dosya Se¢ ‘ ‘ Yiikle ‘ SOI‘IUQI
NORMAL

%99.619

Dosya Adi: df456hgbg_QVEb3Bp.png

*Bu uygulama test amaclidu: Sonuglarin uzman bir |

doktor tarafindan degerlendirilmesi gerekmektedir. |

Copyright © ZTP@HarunYILMAZ

Sekil 6.11. Normal hastaya ait tahmin sonucu
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Sekil 6.12. Pozitif hastaya ait tahmin sonucu

Gelistirilen uygulamanin dinamik bir yapiya sahip olmasi nedeniyle siirekli olarak
giincellenebilir ve gelistirilebilir bir formatta bulunmaktadir. Bu sisteme yeni derin 6grenme

algoritmalar1 eklenebilir veya ¢ikarilabilir.

6.5.Performans Parametreleri

Model performansini degerlendirmek i¢in kullanilan dort degerlendirme kriteri, dogruluk,
kesinlik, duyarlilik ve F1 skoru parametreleridir. Bu degerlendirme metrikleri igin
formilasyonlar su sekildedir:

TP+ TN

DOENHUk::;;:E;:?ﬁ:;W (61)
Kesinlik = — (6.2)
TP+FP
TP
Duyarhlik = P (6.3)
F1 — skoru = 2x Kesinlik x Duyarhlik (6.4)

Kesinlik + Duyarhlik

51



Dogruluk degeri ne kadar yiiksek olursa, en yaygin degerlendirme metrigi olarak,
smiflandirma performansi o kadar iyidir. Kesinlik ve duyarlilik, smiflandiricinin
dogrulugunu degerlendirmek i¢in kullanilir. Diistik duyarlilik degeri, siniflandiricinin bir¢ok
yanlis negatif (FN) icerdigini gosterirken, diisiik kesinlik degeri siniflandiricinin birgok
yanlig pozitif (FP) i¢erdigini gosterir. Dogru pozitif (TP), dogru bir sekilde siniflandirilmig
hastalikli durumlar1 ifade ederken, yanlis negatif (FN), yanlis bir sekilde saglikli olarak
siniflandirilmis durumlan ifade eder. Benzer sekilde, dogru negatif (TN), dogru bir sekilde
smiflandirilmis saglikli durumlarn ifade ederken, FP yanlis bir sekilde smiflandirilmis
hastalikli durumlari ifade eder. F1 skoru parametresi, esit olmayan bir sekilde dagilmis veri

setinde yanlis model se¢imini dnlemek i¢in kullanildi (Budak ark., 2023).
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7. BULGULAR ve TARTISMA

7.1.Deneysel Calisma Ortam

Bir veri setinin, derin 6grenme modelleri kullanilarak egitilmesi i¢in donanimsal olarak giiglii

bilgisayarlara ihtiya¢ duyulmaktadir. Bu calismada egitim islemleri Google Colab
platformunda Intel Xeon @2.30 GHz 8 c¢ekirdekli, 51GB rastgele erisimli bellek (RAM),
NVIDIA Tesla T4 (16GB), Tesla A100 (40GB) ve TeslaV100 (32GB) grafik kartlarina sahip

sanallagtirma teknolojisi tizerinde g¢alisan sanal bilgisayarlarda egitilmistir. Python 3 ile

cesitli Python kiitiiphaneleri kullanilmistir. Bu ¢alismada kullanilan Python kitiiphaneleri

asagida agiklanmistir.

Numpy: Cok boyutlu diziler iizerinde yiiksek performansli sayisal ve bilimsel
hesaplamalar yapmak kullanilan bir kiitiiphanedir (Nagpal ve Gabrani, 2019).
Pandas: Veri analizini gerceklestirmek, verileri yiiklemek, verileri hazirlamak,
degistirmek, ardindan modellemek ve ardindan analiz etmek i¢in kullanilan bir
kituphanedir (Nagpal ve Gabrani, 2019).

TensorFlow: Dogal dil isleme, goriintii tanima, makine g¢evirisi igin sira-sira
modeller gibi derin sinir aglarmin egitimi ve calistirllmast i¢in kullanilan ve
gelistiriciler tarafindan, verilerin bir dizi diiglim iizerinde nasil hareket edecegini
aciklayan bir yap1 olan veri akis grafigi de olusturulabilmektedir. Grafikte bulunan
tim diiglimler bir matematiksel islem tiirii ve diiglimler arasindaki kenarlar ise bir
"tensor" olarak bilinen ¢cok boyutlu bir veri dizisidir (Nagpal ve Gabrani, 2019).
Keras: TensorFlow iizerinde calisabilen, derin 6grenme icin tasarlanmis, kompakt ve
ogrenmesi kolay bir yiliksek seviyeli Python kiitliphanesidir. Gelistiricilere, sinir
aglar1 i¢in katmanlar olusturmak gibi derin Ogrenme temel kavramlarina
odaklanmalarim1 saglamaktadir ve tensorlarin, sekillerinin ve matematiksel
detaylarinin gerektirdigi detaylara kendisi bakar. TensorFlow, Keras’in arkasinda
calisan bir alt yapidir. Sirali API ve islevsel API olmak fizere iki ana tiirde gergeve

olusmakradir. Sirali API, katmanlar dizisi fikrine dayanir; bu, Keras’in en yaygin ve
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en kolay kullanilan kismidir. Sirali model, katmanlarin dogrusal bir yigmni olarak
diistintilebilir (Manaswi, 2018).

e Scikit-Learn: Bir¢ok denetimsiz ve denetimli 6grenme algoritmasi sunan ve i¢inde
bulunan baz1 model gruplar1 arasinda kiimeleme, veri setleri, topluluk yéntemleri,
capraz dogrulama, Ozellik secimi, boyut azaltma, parametre ayarlama, 0Ozellik
¢ikarma yer almaktadir (Nagpal ve Gabrani, 2019).

e Matplotlib: Cesitli tiirlerde grafikleri farkli platformlarda gostermek igin kullanilan
bir 2D ¢izim kiitliphanesidir. Birkag satir kod kullanarak ¢ubuk grafikler, pasta
grafikleri, sa¢ilim grafikleri, histogramlar, hata grafikleri vb. gibi sekiller
olusturmamiza olanak tanimaktadir (Nagpal ve Gabrani, 2019).

e OpenCv: Genel goriintii isleme fonksiyonlari, goriintii piramitleri, geometrik
tanimlayicilar, segmentasyon, doniisiimler, 6zellik ¢ikarma, takip, uyarlama, kamera
kalibrasyonu, 3D ve makine 6grenimi gibi ¢ok fazla optimize edilmis algoritma
iceren algilama ve tanima, matris matematigi ve yardimci veri yapilari ve
fonksiyonlardan olusan bir bilgisayar goriisii kutlphanesidir (Druzhkov ve ark.,
2011).

7.2.Deneysel Veriler ve Deneysel Ayarlar

Bu caligmada zatiirre hastaliginin tespiti i¢in akciger x-ray goruntileri ile bes adet derin
ogrenme modeli kullanmistir. Bu modellere gesitli ince ayarlar uygulanmistir. Veri seti,
egitim verisi i¢in 1341 “normal” ve 3875 “zatirre” goriintiisiinden olugsmaktadir. Calismada
egitim veri setinin %80’1 egitim, %?20’si dogrulama icin rastgele ayrilmistir. Egitim
sonucunda elde edilen agirliklar test veri seti igin test edilmistir. Caligmada derin 6grenme
modelleri olan VGG16, VGG19, MobileNetV2, ResNet50V2 ve ResNet152V2 modelleri ve
bu modellerin 6zellestirilmesine iligskin performans dl¢timleri degerlendirilmistir. Egitim tur
say1s1 baslangicta 50 olarak belirlenmistir. Fakat egitim sirasinda modelin asir1 6grenmesini
durdurmak icin B6lim 5.4.4’te agiklanan erken durdurma algoritmasi kullanilmis ve tur
say1s1 modelin 6grenmesine gore degismektedir. Veri setindeki goriintiilerin farkli boyutta
olmasindan dolay1 tiim goriintii degerleri 224x224x3 olarak yeniden boyutlandirilarak ve

goriintiilerin piksel degerleri 255°e boliinerek sifir ile bir arasinda diizenlenmistir.
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Bu ¢alismada modelleri ayni kosul altinda derleme amaciyla tiim modellerde basarim oranini
artirmak i¢in BOlUm 5.4.1°de goriintiilere uygulanan veri artirim yontemleri egitim esnasinda
kullanilmistir. Bunun yan: sira kayip fonksiyonunu en aza indirmek igin optimizasyon
algoritmasi olarak Bolim 5.5.5’te agiklanan Adam (Uyarlanabilir moment tahmini)
optimizasyonu kullamilmis ve Ogrenme orani 5e-5 olarak belirlenmistir. Ozellestirilen
modellerde ek olarak evrisim katmani, aktivasyon fonksiyonu, toplu normallestirme ve
maksimum havuzlama katmanlar1 kullanilmistir. Seyreltme yapabilmek i¢in birakma islemi
degerleri 0.3, 0.5, 0.3 ve her bir yogunluk katmanina ait degerler 4096 birim olacak sekilde
uygulanmistir. Gradyan sorunlarini ortadan kaldirmak igin Bolim 5.4.5°te belirtilen yontem
kullanilmistir. Negatif degerlerin bir sonraki katmana aktariimamasi i¢in her katmana
diizeltilmis dogrusal birim aktivasyonu eklenmistir. Cikt1 katmaninda siniflandirma islemi

icin sigmoid fonksiyonu kullanilmaistir.

Bu calismada modellere ait performans: Auc-Roc puani ve smiflandirma dogrulugu ile
olgmekteyiz. Oncelikle hesaplama icin modellerin Roc egrilerinin cizilmesi gerekmektedir.
Bu egriler gergek pozitif orani ile yanlis pozitif orani arasinda ¢izilir. Sekil 7.3°te modellere
ait Roc egrisi grafikleri gosterilmistir. Roc bir olasilik egrisidir ve Auc ise ayirt edilebilme
derecesini veya o6l¢lsiinu temsil eder. Auc-Roc skoru ne kadar yiiksekse, modelin siniflari
ayirt etme yetenegi o kadar iyidir. Dogruluk, modelin bir veri 6rnegini ne kadar sik dogru bir
sekilde siniflandirdigini 6lgerek bagka bir 6nemli gostergedir. Dogruluk ne kadar yiiksekse,

model o kadar ¢ok veri 6rnegini dogru bir sekilde tahmin edebilir.

7.2.1. Deneysel sonuglar ve analiz

Zatlrre diinyadaki en Oliimciil hastaliklardan biridir. Bu calismada gogiis rontgen
goriintiilerini normal ve zatiirre olacak sekilde siniflandirmak igin bes adet derin 6grenme
modeli kullanilmigtir. Modellerin performansini degerlendirmek igin ayni veri seti ve
metrikler lizerinde deneyler yapilmistir. Cizelge 7.1°de olusturulan modelin deneysel
sonugclar1 gosterilmistir. Ozellestirilmis ResNet50V2 ve zellestirilmis VGG16 modellerinin
strast ile %92.3, %91.5 dogruluk, %96.4, %97 Auc-Roc skoru ile diger modellerden daha iyi
sonuclar verdigi goriilmektedir. Ozellestirilmis ResNet50V2 modeli ile ResNet50V2 modeli

karsilastirildiginda basarim oranin %3.7, Auc-Roc skorunun %0.8 arttig1 goriilmiistiir. Ayni
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sekilde ozellestirilmis VGG16 modelinin ise VGG16 modeline gore basar1 oraninin %1.5,

Auc-Roc skorunun %0.7 arttig1 goriilmiistiir.

Cizelge 7.1. Modellere ait performans degerleri

Dogruluk Kesinlik Duyarhhk F1 Skor Auc-Roc

MobileNetV2 Modeli 84.4 81.5 97.1 88.6 95.0
MobiIeNetVZ 89.2 86.4 98.2 91.9 96.1
Ozellestirilmis Model

ResNet50V2 Modeli 88.6 87.1 95.8 91.3 95.6
ResNet50V2 92.3 915 96.6 94.0 96.4
Ozellestirilmis Model

ResNet152V2 Modeli 88.5 87.5 95.8 91.5 93.5
ResNet152V2 87.8 85.3 97.1 90.8 94.6
Ozellestirilmis Model

VGG16 Modeli 90.0 87.7 97.6 92.4 96.3
VGG16 Ogzellestirilmis  91.5 89.0 98.4 93.5 97.0
Model

VGG19 Modeli 87.8 84.1 99.2 91.0 95.6
VGG19  Ozellestirilmis  89.4 86.0 99.2 92.1 96.3
Model

Ayrica ResNet152V2 modeli disindaki diger 6zellestirilmis modellerde de basarim oranlari
artmigtir. Bunun temel nedeni modellere uygulanan ince ayar stratejisinin farkli modellerde
farkli etkiler géstermesidir. Sonug olarak deneysel sonuglar 6zellestirilmis ResNet50V2 ve
ozellestirilmis VGG16 modelleri ile gogiis rontgen goriintii siniflandirmasi igin daha etkili

oldugunu gostermektedir.
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Sekil 7.1. Modellere ait egitim/test kayip ve egitim/test dogruluk grafigi (a) MobileNetV2
modeli, (b) MobileNetV2 ozellestirilmis model, (c) ResNet50V2 modeli, (d) ResNet50V2
Ozellestirilmis model, (€) ResNet152V2 modeli, (f) ResNet152V2 6zellestirilmis model, (Q)
VGG16 modeli, (h) VGG16 Ozellestirilmis model, (i) VGG19 Modeli, (k) VGG19
ozellestirilmis model.

Sekil 7.1°’de modellerin egitimi sirasinda dogrulama ve kayip degerleri arasindaki iligkiyi
gosteren grafikler verilmistir. Kayip grafiklerinde devir (epoch) degeri arttik¢a kayip ne
kadar kuguk olursa model o kadar iyi olur. Egitim/Test kayip grafigine bakildiginda devir
say1s1 arttik¢a egitim kaybi1 ve dogrulama kaybinin da azalmaya devam ettigi goriilmektedir.
Dogrulama grafilerinde dogruluk ne kadar yiiksek olursa modelin genelleme yetenegi daha
yiiksek olmaktadir. Egitim/Test dogrulama grafigine bakildiginda ise devir sayisi arttikga
egitim dogrulugu ve test dogrulugu her ikisi de artmaya devam ettigi goriilmektedir. Bu
durum modelimizin performansinin daha iyi hale geldigini gostermektedir. Ancak devir
sayisi belli bir degere ulastiginda iki egri diizlesir ve bu durum modelin performansinin belirli
bir siire gegtikten sonra sabit kaldigin1 gostermektedir. Daha fazla devir degeri egitim
sirasinda etkiyi artirmayacak ve hesaplama maliyetlerini bosa ¢ikaracaktir. Bu yizden uygun

bir devir degerinin secilmesi, model egitimi ve dogrulama i¢in ¢ok dnemlidir.
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Sekil 7.2. Modellere ait elde edilen hata matrisi grafigi (a) MobileNetV2 modeli, (b)
MobileNetV2 6zellestirilmis model, (¢c) ResNet50V2 modeli, (d) ResNet50V2 ozellestirilmis
model, (e) ResNet152V2 modeli, (f) ResNet152V2 ozellestirilmis model, (g) VGGI16
modeli, (h) VGG16 Ozellestirilmis model, (i) VGG19 Modeli, (k) VGG19 6zellestirilmis
model.

Sekil 7.2°de modellere ait hata matrisleri tablosu gosterilmektedir. Sifir degeri “normal”, bir
degeri “zatiirre” simifin1 ifade etmektedir. Daha iyi sonug veren 6zellestirilmis ResNet50V2
modeline (d) ait hata matrisinde test verisi i¢in kullanilan 624 goriintiiden 576 gorintl dogru
tahmin edilmekte iken, 6zellestirilmis VGG16 modelinde (h) 571 goriintii dogru tahmin
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Sekil 7.3. Modellere ait elde edilen ROC egrisi grafigi (a) MobileNetV2 modeli, (b)
MobileNetV?2 6zellestirilmis model, (¢) ResNet50V2 modeli, (d) ResNet50V2 6zellestirilmis
model, (e) ResNet152V2 modeli, (f) ResNet152V2 o6zellestirilmis model, (g) VGG16
modeli, (h) VGG16 Ozellestirilmis model, (i) VGG19 Modeli, (k) VGG19 6zellestirilmis

model.

Sekil 7.3’te modellere ait ROC egrisi grafigi gosterilmistir. MobileNetV2, ResNet50V2,
ResNet152V2, VGG16 ve VGG19 modelleri 6zellestirilmis modeller ile karsilastirildiginda,
ozellestirilmis modellerin Auc-Roc skorlar sirastyla %1.1, %0.8, %1.1, %0.7, %0.7 oraninda
arttig1 goriilmektedir. Bu durum 6zellestirilmis modellerde yanlis pozitif oraninin azaldigin

ifade etmektedir.
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Literatiirdeki ¢calismalar ile kiyaslandiginda elde edilen sonuglarin zatiirre hastaligini tespit
etmede basarili sonuglar elde ettigi goriilmektedir. Bu degerlendirme ResNet50V2 modeli ve
VGG16 icin Cizelge 7.2°de gosterilmektedir.

Cizelge 7.2. Onerilen yéntemin literatiirdeki ¢alismalar ile kiyaslanmasi

Calisma Kullanilan Yontem @ Dogruluk (%)
Jain ve ark. (2020) VGG19 88.46
Bigake (2021) Yapay sinir aglart 73
Nandi ve Mulimani (2021) Hibrit model 94.43
Sharma ve Guleria(2022) VGG16 90.8
Phinne (2023) VGG19 94
S. Albawi ve P. Agrawal(2023)  ilgi bolgesi 92.83
Mangal ve ark. (2020) Covidnet 90.5
Ozellestirilmis Model ResNet50V2 92.3

VGG16 91.5

Jain ve ark., (2020), ESA ve Transfer Ogrenme'nin uygulanmas iizerine bir arastirma yapmis
ve bu arastirmada Kaggle platformundan aldiklar1 Gogiis X-1s1nlar1 (CXR) goriintiilerinden
olusan veri seti kullanilmaktadir. Uygulama dort algoritma iizerinde gerceklestirilmistir:
VGG16, VGG19, ResNet50 ve InceptionV3. Yazaralar egitim sonucunda VGG16 ile
%87,28, VGG19 ile %88,46, ResNet50 ile %77,56 ve InceptionV3 ile %70,99 dogruluk elde
etmislerdir. Bigak¢1 (2021), yapmis oldugu ¢aligsmasinda pozitron emisyon tomografi (PET)
goriintiileri kullanilarak Kiiciik Hiicreli D1s1 Akciger Kanseri’nin (KHDAK) cesitli tiplerinin
belirlenmesinde derin 6grenme yontemlerini kullanmistir. Caligmasinda  kullandig:
yontemlerde yapay sinir aglart (YSA) kullanmis ve %73 dogruluk oranina sahip
siniflandirma basarisi elde etmistir. Calismasinda kullandig1 yontemlerinde ESA ve ResNet
tabanl s1g aglar1 igeren ¢aligmalar yapmistir ve %71 F skoru elde etmistir. Nandi ve
Mulimani (2021), yazarlar ¢caligmalarinda gogiis rontgenlerinden Covid-19 varligim tespit
edebilen ve diisiik donanim kaynagi tabanli kisisel dijital asistanlar ile kullanilabilecek bir
derin 6grenme modeli dnermislerdir. Onerdikleri hibrit modelin performansi, halka agik iki
COVID-19 gogiis rontgeni veri seti tizerinde degerlendirmislerdir. Her iki veri seti de normal,
zatiirre ve korona viriis ile enfekte akciger rontgenlerini igermektedir ve Veri Seti 1 ve Veri

Seti 2’de diye aldiklar1 verilerde sirasiyla %84,35 ve %94,43 dogruluk elde etmislerdir.
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Sharma ve Guleria (2022), yazarlar ¢alismalarinda zatlirre tespiti ve teshisi i¢in kullanilabilen
goglis X-151m1 taramalar1t kullanilmistir. Calisma i¢in kullanilan VGG16 modeli, derin
O0grenmenin hastalik teshisindeki gesitli uygulamalariyla birlikte agiklanmistir. Yazarlar
dogruluk, hassasiyet, F-skor ve geri ¢agri parametrelerini kullanmis ve sirasiyla %90.8,
0.9102, 0.935 ve 0.9615 elde etmislerdir. Phinne (2023), zatiirre hastalarinin gogiis
rontgenlerine gore saptanmasi ve siiflandirmasini yapmistir. Onerdigi sistemde, dengesiz
bir veri setinde %86 ve dengeli bir veri setinde %94 dogruluk elde etmistir. S. Albawi ve P.
Agrawal (2023), yazarlar c¢alismalarinda, X-151m1 goriintiilerinde gosterilen anormal
ozellikleri veya desenleri tanimlamay1 ve kategorize etmeyi amaglamaktadir. Bu yaklasim,
klinik ayarlarda hastalik tespitinin dogrulugunu ve etkinligini 6nemli Ol¢lide artirma
potansiyeline sahiptir ve %92.83 dogrulukla gerceklestirilebilir. Mangal ve ark., (2020),
gogiis X-1sinlart  kullanarak COVID tespiti lizerine derin 6grenme algoritmalarin
incelemisglerdir. Modelin %90,5 verimlilikle ¢alistigini ve %100 hassasiyete sahip oldugunu
iddia etmislerdir. Bu ¢alismada ise bes adet derin 6grenme modeli olan MobileNetV2,
ResNetb0V2, ResNetl52V2, VGG16 ve VGG19 modelleri iizerinde calisilmistir. Bu
modellere c¢esitli ayarlar uygulanarak zatiirre hastalifinin tespiti i¢in en iyi tahminlemede
bulunan model tespit edilmeye calisilmistir. Performans degerlendirmesi i¢in dogruluk,
kesinlik, F1 ve Auc-Roc skor parametreleri kullanilmistir. MobileNetV2, ResNet50V2,
ResNet152V2, VGG16 ve VGG19 modellerinin dogruluk yiizdeleri %84.4, %88.6, %88.5,
%90, %87.8 iken ozellestirilmis modellerin dogruluk degerleri sirasiyla %89.2, %92.3,
%87.8, %91.5, %89.4’tiir. Ozgiin modeller ile 6zellestirismis modeller karsilastirildiginda
uygulanan ayarlarin basarili oldugu goriilmektedir. Bu bes model arasindan %92.3 ve %91.5
dogruluk ile 6zellestirilmis ResNet50V2 ve oOzellestirilmis VGG16 modelinin daha iyi

performans gosterdigi agiktir.
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8. SONUC ve ONERILER

Bu tez ¢alinmasinin amaci, zatiirre hastaliginin erken teshis edilerek tedavi siirecinin erken
baslanmasi ve can kayiplarimin azaltilmasina ydneliktir. Diinya genelinde her yil zatiirre
hastaligindan milyonlarca insan etkilenmekte ve 6liimler yasanmaktadir. Bu yiizden zatlrre
hastaliginin erken teshisi, tedavi stireci igin hayati dneme sahiptir. Zatiirre hastaligini teshis
etmenin ¢esitli yollar1 vardir; 6rnegin bilgisayarli tomografi, MR ve go6giis rontgen
goruntulerini kullanmaktir. Goglis rontgen goriintiileri yiiksek hiz, diisiik maliyet ve diisiik
radyasyon gibi nedenlerden dolay1 en ¢ok tercih edilen goriintiilleme yontemidir. Fakat
geleneksel rontgen yontemleri hastaligin tespiti icin uzman doktor ve radyologa ihtiyag
vardir. Bu ylzden g¢esitli derin 6grenme yontemleri kullanilarak ve web uygulamasi
gelistirilerek hastaligin daha kisa siirede tespitinin saglanmasi, uzman doktor ve

radyologlarin i yiikiinii azaltmay1 amaclamaktadir.

Bu c¢alismada bes adet derin 6grenme modeli olan MobileNetV2, ResNet50V2,
ResNet152V2, VGG16 ve VGG19 modelleri iizerinde ¢alisilmistir. Bu modellere ¢esitli
ayarlar uygulanarak zatiirre hastaliginin tespiti igin en iyi tahminlemede bulunan model tespit
edilmeye calisilmistir. Modellerin daha iyi tahminleme yapabilmesi igin gesitli goriintii
arttirim yontemleri kullanilarak goriintii sayist artirilmistir. Ayn1 zamanda modelleri ayni
kosul altinda degerlendirmek ve her modelin siniflandirma yetenegini giiclendirmek i¢in
evrisim, havuzlama, toplu normalizasyon ve yogun katmanlar eklenmistir. Egitim sirasinda
modellerin asir1 6grenmesini engellemek icin seyreltme yontemi ve daha sonra verileri iki
fakli sinifa ayirmak igin sigmoid fonksiyonu kullanilmigtir. Kaggle platformunda herkese
acik olarak yayimlanan gogiis rontgen goriintiilerinden olusan veri kiimesi %80 egitim, %20
dogrulama i¢in ayrilmistir. Performans degerlendirmesi i¢in dogruluk, kesinlik, F1 ve Auc-
Roc skor parametreleri kullanilmigtir. MobileNetV2, ResNet50V2, ResNet152V2, VGG16
ve VGG19 modellerinin dogruluk yiizdeleri %84.4, %88.6, %88.5, %90, %87.8 iken
Ozellestirilmis modellerin dogruluk degerleri sirasiyla %89.2, %92.3, %87.8, %91.5, %89.4°
tur. Ozgiin modeller ile 6zellestirismis modeller karsilastirildiginda uygulanan ayarlarin

basarili oldugu gorulmektedir. Bu bes model arasindan %92.3 ve %91.5 dogruluk ile
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Ozellestirilmis ResNet50V2 ve o6zellestirilmis VGG16 modelinin daha iyi performans

gosterdigi agiktir.

Gogiis rontgeni goriintiileri araciligiyla zatiirre teshis siireci radyologlar i¢in zaman alic1 ve
hata yapmaya agik olabilir. Bu nedenle, uzmanlarin zatiirre hastalarin1 dogru bir sekilde
tanilamalarina yardimci olabilen bir bilgisayar destekli bir yontem gelistirme ihtiyaci biiyilik
Onem tasimaktadir. Bu baglamda, transfer 6grenmeye dayali dogru bir tanmi sistemi
gelistirilmistir. Goglis rontgenleri siipheli hastalarin erken teshisini saglayabilir. Ayrica
doktor veya radyologlarin is ylikiinii azaltmak, zamandan tasarruf saglamak amaciyla gogiis
rontgen goruntulerinin bir web uygulamasi tizerinden hastalik tanisini1 daha kisa siirede ve
yiiksek dogruluk orani ile belirleyecegi bir uygulama gelistirilmistir. Bir bilgisayar destekli
tan1 sistemi, kirsal bolgelerde zatiirre hastaligi teshisi i¢in uzaktan destek araci olarak
kullanilabilir. Program ¢ok hizli ¢alistigindan, hastaneye saglik sorunu nedeniyle bagvuran
binlerce hastanin goriintiileri sistemde otomatik olarak taranabilir. Bu sayede zatiirre

hastalig1 tespiti hizli bir sekilde yapilabilir.

Gelecekteki ¢aligmalarda, ayirt edici 6zelliklerin 6grenilebilmesi igin daha fazla gorunti
kullanilarak modelin performans: artirilabilir. Uzman doktor ve radyologlarin, zatlrre ve
diger akciger hastaliklarini tespiti noktasinda yardimer olmak iizere enfeksiyon bolgesini
vurgulamak i¢in segmentasyon islemi yapilabilir. Gelistirilen web uygulamasi ayni anda

bir¢ok hastaligin tespitini yapacak sekilde guncellenebilir.

Sonug olarak bu ¢alismada o6zellestirilmis derin 6grenme modelleri, 6zgiin derin 6grenme
modellerine gore olduk¢a iyi performans gostermistir. Gelistirilen web uygulamasi

doktorlarin ig yiikiinii azaltacaktir.
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