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OZET

AGIRLIK TAHMINI ICIN BAZI FARKLI MAKINE OGRENMESI
ALGORITMALARININ KARSILASTIRILMASI

Giler, Ahmet Sinan
Yiiksek Lisans, Tokat Gaziosmanpasa Universitesi, Lisansiistii Egitim Enstitiisii
Zootekni Anabilim Dali
Tez Danismani: Dog. Dr. Yal¢in Tahtali
Agustos 2024, x + 71 sayfa

Bu ¢alismada, Romanov kuzularinda agirlik tahmini i¢in Random Forest (RF), Extreme
Gradient Boost (XGBoost), LightGBM, Gradient Boosting Machine (GBM) ve Support
Vector Machine (SVM) makine Ogrenmesi algoritmalarimin  tahminleme
performanslarinin karsilagtirilmasi amaglanmistir. Bu amagla Tokat ili Niksar il¢esinde
yetistirilen, 285 Romanov koyunundan dogan 50 Romanov kuzusunun biiylime donemine
iliskin Cidago yiiksekligi, Sagr yiiksekligi, Viicut uzunlugu, Gogiis derinligi, Gogiis
cevresi, Kiirekler aras1 gogls genisligi ve canli agirliklart kullanilmistir. 'Yontemlerin
tahmin performanslarini karsilastirmak i¢in, Hata Kareler Ortalamas1 (HKO), Hata
Kareler ortalamasimnin karekokii (HKOK) ve Belirtme Katsayisi (R?) degerleri
kullanilmistir. Calisma sonucunda Romanov kuzularinin canli agirlik tahmininde
Gradient Boosting Machine (GBM) algoritmasi, en diisiik HKO (0.72801), HKOK
(0.99534) ve en yiiksek R? (0.98022) degerleri ile en iyi performansa ve dogruluga sahip
oldugu belirlenmistir. Ayrica, Random Forest (RF), Extreme Gradient Boost (XGBoost),
LightGBM ve Support Vector Machine (SVM) algoritmalar1 da yiiksek performans
gostermis ve canli agirlik tahmininde etkili sonuglar sunmustur.

Anahtar Kelimeler: Makina Ogrenmesi, XGBoost, LightGBM, GBM, Random Forest
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ABSTRACT

COMPARISON OF DIFFERENT MACHINE LEARNING ALGORITHMS FOR
WEIGHT PREDICTION

Giler, Ahmet Sinan
Master’s Thesis, Tokat Gaziosmanpasa University, Graduate Education Institute,
Department of Animal Science
Advisor: Assoc. Prof. Dr. Yalcin Tahtali
August 2024, x + 71 pages

In this study, it was aimed to compare the prediction performances of Random Forest
(RF), Extreme Gradient Boost (XGBoost), LightGBM, Gradient Boosting Machine
(GBM) and Support Vector Machine (SVM) machine learning algorithms for weight
estimation in Romanov lambs. For this purpose, Cidago height, Rump height, Body
length, Chest depth, Chest depth, Chest girth, Chest girth between the shoulder blades,
Chest width between the shoulder blades and live weights of 50 Romanov lambs born
from 285 Romanov ewes reared in Niksar district of Tokat province were used. Mean
Square Error (MSE), Root Mean Squared Error (RMSE) and coefficient of determination
(R?) values were used to compare the prediction performance of the methods. As a result
of the study, it was determined that Gradient Boosting Machine (GBM) algorithm had the
best performance and accuracy with the lowest MSE (0.72801), RMSE (0.99534) and the
highest R? (0.98022) values in the live weight estimation of Romanov lambs.
Additionally, Random Forest (RF), Extreme Gradient Boost (XGBoost), LightGBM, and
Support Vector Machine (SVM) algorithms also demonstrated high performance and
provided effective results in predicting live weight.

Keywords: Machine Learning, XGBoost, LightGBM, GBM, Random Forest
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KISALTMA VE SIMGELER

Simgeler Agiklamalar

Vi Gergek deger (hedef degisken).

Vi Modelin tahmin ettigi deger.

§im m-inci iterasyondaki tahmin degeri.

ri(m Residiiel hata

VYm Ogrenme orani

him(xi) m-inci iterasyonda kullanilan agacin, i-inci 6rnek

icin yaptig1 tahmin

L(yi, i) Kay1p fonksiyonu
Q(hm) Diizenlilestirme terimi
f(x) Tahmin fonksiyonu.
A4 Agirlik vektori.

X Girdi vektorii.

Sabit terim (bias).

y i i-inci veri noktasinin gergek etiketi.
o i Lagrange carpanlari.

K(x, x 1) Cekirdek fonksiyonu

Y Toplama iglemi.
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Kisaltmalar Aciklamalar

RF Random Forest

SVM Support Vector Machine
XGBoost Extreme Gradient Boost

GBM Gradient Boosting Machine
LGBM LightGBM

HKO Hata Kareler Ortalamas1

R? Belirtme Katsayis1

Radj Diizeltilmis Belirtme Katsayis1
HKOK Hata Kareler Ortalamasinin Karekokii
OMH Ortalama Mutlak Hata

OMYH Ortalama Mutlak Yiizde Hata
CA Canli Agirlik

CYy Cidago Yiiksekligi

SY Sagr Yiiksekligi

VU Viicut Uzunlugu

GD Gogiis Derinligi

GC Gogiis Cevresi

KAGG Kiirekler Aras1 Goglis Genisligi

viil



SEKILLER LISTESI

Sekiller No Sayfa
Sekil 3.1. Viicut O1¢im yONtEMIETT ....cccveeeevieeiiieeiiie et e e 7
Sekil 4.1. Makine 6grenmesi alt ve st dali.........cccoeviieiiieniiiiiiiiee e, 10
Sekil 4.2. Denetimli 6grenme modeli .........c.oeveieiiieriiiiiieiieeiiee e 11
Sekil 4.3. Denetimsiz 6grenme Modeli.......c..cecveeeriieiiiieiiiieciee e 12
Sekil 4.4. Random forest Grnek SEmMaST .........ccccuviiiieiiiiieeieiiee e e 15
Sekil 4.5. Dogrusal ayrilabilen VETiler...........cooviieiiiieiiieeiieceeee e 17
Sekil 4.6. XGBO0OSt aVaNta] SEMASI.......eecuveeriereieeiieniieereenieeereenseesreenseesseesseessseenseesnnes 24
Sekil 4.7. LightGBM aga¢ dOlasim ...........cecuieriiiiiieniieeiieeie et 27
Sekil 4.8. Anaconda platformu ...........cccuveeeiiieiiii e 31
Sekil 4.9. JupyterLab araylizil...........cccoeveeeiieeriie et e 32
Sekil 4.10. CRISP-DM adimlart aKiSI ........c.eeeeveieoiieiiiieeieeceeeeeee e e 34
Sekil 5.1. RF bagimli degiskenlerin onem diizeyleri..........ccooevieviiiiieniiiciienieeiieieee, 42
Sekil 5.2. RF algoritmasi kullanilarak tahmin degerlerinin gercek 6l¢iim degerlerine
GOTE AZIIIMIL .t et e e s e et e e s e e e s beeesabeeeneeas 42
Sekil 5.3. SVM bagimli degiskenlerin dnem diizeyleri..........cceevvereiienienciienieniieieeee. 45
Sekil 5.4. SVM algoritmasi kullanilarak tahmin degerlerinin gergek 6l¢iim degerlerine
OTE dAZIIIMI .ot e e e e e et e e e e e e e e e e saaeeeenneas 45
Sekil 5.5. GBM bagimli degiskenlerin 6nem diizeyleri........cccccveeveuiienciieencieenieeeeieeee, 48
Sekil 5.6. GBM algoritmasi kullanilarak tahmin degerlerinin gergek 6l¢iim degerlerine
OTE AAZIIIMI ..ottt ettt et sttt et enee 48
Sekil 5.7. XGBoost bagimli degiskenlerin 6nem diizeyleri.........cccceeeveuveercieencieeeniennee. 51
Sekil 5.8. XGBoost algoritmasi kullanilarak tahmin degerlerinin gercek dlgiim
degerlerine gOre daBIlimI.........c.eoouiiiiiiiiieiiieiieee e 51
Sekil 5.9. LightGBM bagimli degiskenlerin 6nem diizeyleri...........coceveeviirienieniennnene. 54

Sekil 5.10. LightGBM algoritmas1 kullanilarak tahmin degerlerinin gergek 6l¢iim

degerlerine gO1e dagilimiI.........ccocuvieeiiiieiieecie e 54

1X



Cizelge No
Cizelge 5.1.
Cizelge 5.2.
Cizelge 5.3.
Cizelge 5.4.
Cizelge 5.5.
Cizelge 5.6.
Cizelge 5.7.
Cizelge 5.8.
Cizelge 5.9.

CIZELGELER LiSTESI

Sayfa
Degiskenlere ait tanimlayict istatiStiKIler .........coceoevviniininiiniininieee 40
RF algoritmasi secilen hiperparametre degerleri........cocevervienienieniiencennen. 41
RF algoritmasi ile Romanov kuzulari ilk 180 giin tahmin degerleri.......... 43
SVM algoritmasi segilen hiperparametre degerleri.........ccceveveeerveeennnennee. 44
SVM algoritmasi ile Romanov kuzulari ilk 180 giin tahmin degerler ...... 46

GBM algoritmasi segilen hiperparametre degerleri..........coceveevvenieneennnene. 47
GBM algoritmasi ile Romanov kuzulari ilk 180 giin tahmin degerleri...... 49
Xgboost algoritmasi segilen hiperparametre degerleri..........ccccveeeveeennennn. 50

XGBoost algoritmasi ile Romanov kuzular ilk 180 giin tahmin degerleri 52

Cizelge 5.10. LightGBM algoritmasi secilen hiperparametre degerleri......................... 53

Cizelge 5.11. LightGBM algoritmasi ile Romanov kuzular1 ilk 180 giin tahmin degerleri



1. GIRIS

Saglikli ve diizenli beslenme icin insan viicudu, giinliik olarak ¢esitli besin 6gelerine
ihtiya¢ duyar. Bu baglamda, hayvansal {irlinlerin beslenmedeki rolii hayati dneme
sahiptir. Gelismis iilkelerde, bireylerin yasam kalitesi ve refah1 degerlendirilirken kisi
basina diisen et tiiketimi miktart Onemli bir gosterge olarak kullanilmaktadir.
Ulkemizdeki kirmiz1 et tiikketiminde, dncelikle sigir eti tercih edilmekte, ardindan koyun

ve kegi eti tiiketimi gelmektedir (Karaoglu ve Emsen, 2000).

Kiigiikbas yetistiriciligi sektorii, kuzu iiretiminin ekonomik kazang tizerindeki biiyiik pay1
nedeniyle 6nemli bir yer tutmaktadir. Bu sebeple, her bir koyundan elde edilen kuzu sayis1
ve bu wklarin biliylime performanslari, arastirmalarda temel Olgiitler olarak kabul
edilmektedir (Yilmaz ve Altinel, 2003; Kaymake1 ve Sonmez, 1996). Biiylime siirecinde,
hayvanlarin sadece agirliklar1 degil, ayn1 zamanda viicut yapilar1 da degisim gosterir. Bu
siirecte, agirlik ve viicut yapisi arasindaki iliskiyi anlamak, biiylime donemindeki
gelisimin daha net bir sekilde kavranmasini saglar. Boylece, hayvanlarin biiylime,
gelisme ve genel morfolojik 6zellikleri hakkinda degerli bilgiler elde edilebilir (Altinel
ve ark., 1998; Efe, 1990).

Besleme siirecinde, hayvanlarin biiyiime ve gelisiminin izlenmesi, verimliligi artirmak ve
mali kayiplar1 6nlemek acisindan kritik bir 6neme sahiptir. Alinan viicut 6l¢iimleri, en
verimli hayvanlarin secilmesi, besleme ve bakim sorunlarinin tespiti, yemlik, otlatma
alanlar1 ve suluk gibi ekipmanlarin ihtiya¢larinin dogru bir sekilde belirlenmesi i¢in temel
bir aractir (Ertugrul, 1996). Optimal bir kuzu besi programi, adaptasyon siirecinin
ardindan kuzularin siitten kesilmesiyle baslar. Bununla birlikte, yem ve et fiyatlarindaki
dalgalanmalar ve kotli isletme yonetimi, besi programinin hem baglangicini hem de
sonunu etkileyebilir. Geleneksel koyun yetistiricileri, tarimsal faaliyetlerin
tamamlanmasi amaciyla kuzu besisine baslamay1 erteleyebilirler. Bu tiir durumlarda,
maliyeti minimize eden iiretim sistemlerine yonelmek, koyun yetistiriciligini daha karl
ve siirdiiriilebilir hale getirilebilir. Bu sebeple, bazen besleme siirecinin biraz daha geg

baslamasi uygun olabilir (Zimmermann ve ark., 2019).



Hayvanlarin biiyiime ve gelisimini etkileyen bircok faktorii igeren besleme siirecinde,
elde edilen verilerin dogru bir sekilde degerlendirilmesi basarili bir yetistiricilik i¢in
gereklidir. Bu noktada, modern teknolojilerin ve veri analiz yontemlerinin kullanimi
giderek onem kazanmaktadir. Hayvanlarin agirlik, boy, viicut dlgiileri gibi fiziksel
ozelliklerinin diizenli olarak takip edilmesi, yalnizca verimliligi artirmakla kalmaz, ayni
zamanda gelecekteki performanslarmin tahmin edilmesini de miimkiin kilabilir. Iste bu
tiir tahminlerde ve karar destek sistemlerinde, geleneksel yontemlerin 6tesine gegcmek
amaciyla makine 6grenmesi algoritmalarinin kullanimi 6n plana ¢ikmalidir. Verilerin
etkin bir gekilde islenmesi ve anlamli bilgiye doniistiiriilmesi, besleme ve biiyiime
stireclerinin daha iyi yonetilmesini saglar. Bu baglamda, makine 6grenmesi algoritmalari,
hayvan yetistiriciliginde elde edilen verilerin analiz edilmesinde kritik bir rol oynar ve

veriye dayali kararlarin alinmasinda 6nemli bir ara¢ olarak kullanilabilir.

Makine 6grenmesi, veriden anlamli bilgiler ¢ikarmak i¢in kullanilan bir yontemdir ve bu
nedenle bir¢ok bilimsel arastirma ve endiistriyel uygulama icin kritik bir rol oynamaktadir
(Géron, A., 2019). Makine 6grenmesi algoritmalari, biiyiik veri kiimelerinden 6grenerek
gelecekteki olaylar1 tahmin edebilir ve karar verme siireclerini iyilestirebilir. Ozellikle
hayvancilik ve tarim gibi alanlarda, hayvanlarin biiylime ve gelisim siireclerini tahmin
etmek, verimliligi artirmak ve kaynak kullanimin1 optimize etmek agisindan makine
O0grenmesi algoritmalarinin kullanim1 giderek yayginlagsmaktadir. Bu algoritmalar, veriyi
anlamlandirma ve dogru tahminlerde bulunma yetenekleri sayesinde, arastirmacilar ve
uygulayicilar i¢in giiglii bir aractir. Bu calismada kullanilan Random Forest (RF),
Extreme Gradient Boost (XGBoost), LightGBM, Gradient Boosting Machine (GBM) ve
Support Vector Machine (SVM) gibi algoritmalar, karmasik verilerden en iyi sonuglari

elde etmek i¢in gelistirilmis gii¢lii araglar arasinda yer almaktadir.

Bu ¢alismada, Romanov kuzularinin besi baslangicindaki viicut 6zelliklerine ait 6l¢timler
kullanarak, besi sonu canli agirligin tahmin edilmesi i¢cin RF, XGBoost, LightGBM,
GBM ve SVM veri madenciligi algoritmalar1 kullanilmis ve bu algoritmalarin tahmin

basaris1 karsilastirilmistir.



2. LITERATUR KAYNAKLARI

Sengonca ve Giiciik (1991), Yerli Merinos koyunlarinin viicut dlgiilerinden canli agirlik
tahminini amaclayan caligmalarinda, cidago ytiksekligi, viicut uzunlugu, gégiis derinligi,
gogiis genisligi, on gogilis genisligi, gogiis cevresi ve On incik ¢evresi gibi yedi farkli
viicut Olciistiniin canli agirlik ile fenotipik iligkilerini degerlendirmislerdir. Arastirma
sonucunda, gogiis ¢evresinin canli agirlikla en yiiksek fenotipik iligki gdsteren Olcli
oldugu tespit edilmistir (r = 0.893) ve bu 6l¢iimiin canli agirlik tahmininde giivenilir bir
degisken oldugu belirlenmistir. Ayrica, tim Sl¢iimler arasinda gdgiis ¢evresinin canli
agirligin tahmin edilmesinde en etkili ve dogrulugu yiiksek bir gosterge oldugu

vurgulanmistir.

Topal ve Macit (2004), Morkaraman koyunlarinin viicut dl¢iilerinden canli agirlik tahmin
etmek amaciyla ¢esitli dogrusal regresyon modellerini degerlendirmislerdir. Calismada,
cidago yiiksekligi, gogls derinligi, gogiis ¢evresi, viicut uzunlugu, gogiis genisligi ve
sagri genisligi gibi degiskenler kullanilarak basit ve c¢oklu regresyon modelleri
olusturulmustur. Bulgular, gégiis cevresi degiskeninin canli agirligi tahmin etmek i¢in en
iyl bagimsiz degisken oldugunu ve tahmin modellerinde yliksek dogruluk sagladigini
ortaya koymustur. En iyi performansi, gdglis ¢evresi ve sagri genisligi degiskenlerinin

birlikte kullanildig1 ¢coklu regresyon modeli gostermistir (R? = 0.784, HKO = 9.678).

Kog¢ ve Akman (2007), Siyah-Alaca tosunlarin farkli donemlerdeki viicut dlciilerinden
canli agirlik tahmini yapabilmek icin stepwise-regresyon yontemi ile g¢esitli modeller
gelistirmislerdir. Calismada, 18 bas Siyah-Alaca tosunun gogiis ¢evresi, but ¢cevresi, sagri
yiiksekligi ve cidago yiiksekligi gibi viicut 6l¢iimleri kullanilmigtir. Sonuglar, gogiis
cevresi degiskeninin tek basina canli agirlik tahmini i¢in yeterli oldugunu gostermistir.
Buna ek olarak, gogiis ¢evresi, but ¢evresi ve sagr1 yiiksekliginin birlikte kullanilmasiyla
tahmin dogrulugunun arttig1 belirlenmistir. Elde edilen modellerde, goglis ¢evresinin
canli agirligl tahmin etmede en yiiksek dogruluga sahip oldugu ve bu degiskenin diger

viicut 6l¢iileri eklenmeden de kullanilabilecegi vurgulanmistir



Huma ve Igbal (2019), Pakistan’in Balochistan bdlgesinde yetistirilen Balochi
koyunlarinin canli agirhigini tahmin etmek amaciyla ¢esitli makine 6grenimi
algoritmalarinin performansini incelemislerdir. Calismada, 131 erkek koyundan elde
edilen viicut uzunlugu, kalp cevresi, cidago yiiksekligi, skrotal ¢evre, skrotal ¢ap, skrotal
uzunluk ve testis uzunlugu bagimsiz degiskenler olarak kullanilmistir. Arastirmada
degerlendirilen algoritmalar arasinda General Linear Model (GLM), Regression Trees
(RT), RF ve SVM yer almaktadir. Model performanst1 OMH, OMYH, HKOK,
gozlemlenen ve tahmin edilen degerler arasindaki korelasyon katsayisi (r) ve R?
kriterlerini degerlendirilmistir. Sonuglar, RF algoritmasinin hem egitim hem de test veri
setlerinde en yliksek dogruluk orani ve en diisiik hata degerlerine ulastigini1 ortaya

koymustur.

Tirmmk ve ark. (2022), Dogu Anadolu'da yaygin olarak yetistirilen Morkaraman
koyunlarinin dogum agirligint bazi biyometrik dl¢ctimlerden tahmin etmek amaciyla
Classification and Regression Trees (CART) veri madenciligi algoritmasini
kullanmiglardir. Calismada, 44 adet Morkaraman kuzusunun cidago yiiksekligi, sagri
yiiksekligi, gogiis ¢evresi ve viicut uzunlugu biyometrik Ol¢limlerine dayali veriler
degerlendirilmistir. Dogum agirligin1 tahmin etmek amaciyla, CART algoritmasia 10
katli capraz dogrulama yontemi uygulanmistir. Sonuglar, gercek ve tahmini dogum
agirhigi arasindaki Pearson korelasyon katsayisinin 0.935 oldugunu gostermistir. Model
performansin1 degerlendirmek icin RMSE, rRMSE, Standard Deviation Ratio (SDratio),
Akaike Information Criterion (AIC), Mean Absolute Deviation (MAD), Relative
Absolute Error (RAE), Mean Absolute Percentage Error (MAPE), R? ve R?adj gibi uyum
tyiligi kriterleri kullanilmistir. CART veri madenciligi algoritmalariyla elde edilen model,
R? (0.874) ile yiiksek oldugu i¢in kuzularda dogum agirliginin tahmini i¢in 6nemli

oldugunu gostermistir.

Cakmake1 (2022), Norduz koyunlarinin canli agirligini morfolojik dlgiimlerden tahmin
etmek amaciyla dort farkli makine 6grenme modelini karsilagtirmistir. Kullanilan
modeller arasinda SVM, CART, RF ve Model Averaging Neural Networks (MANN) yer
almaktadir. Calismada, gogiis cevresi, gogiis genisligi, gogis derinligi, cidago yiiksekligi,

viicut uzunlugu, sagr1 yiiksekligi ve sagr1 genisligi olmak {izere yedi farkli morfolojik



6l¢tim degerlendirilmistir. Tiim Sl¢limlerin canlt agirlik ile pozitif korelasyon gosterdigi
belirlenmistir. Test veri seti ile yapilan tahminlerde, RF modelinin en diisik OMH,

HKOK ve OMYH degerlerine sahip oldugu tespit edilmistir.

Coskun ve ark. (2022), Siyah Alaca sigirlarin farkli biiylime ve gelisme donemlerindeki
viicut Ol¢timlerini kullanarak canli agirlik tahmininde veri madenciligi algoritmalarinin
performanslarini karsilagtirmiglardir. Calismada, gogiis cevresi, cidago yiiksekligi, viicut
uzunlugu , gogiis derinligi ve sagri yiiksekligi gibi viicut 6l¢timleri kullanilarak, Multiple
Linear Regression (MLR) , RF, Decision Tree (DT) ve K-Nearest Neighbors (KNN)
algoritmalarmin dogruluklar1 degerlendirilmistir. Sonuglar, MLR algoritmasinin %93.9
R? ile en yiiksek dogruluga sahip oldugunu, RF’nin ise ikinci sirada yer aldigimi
gostermigstir. Arastirma bulgulari, gogiis ¢evresi ve gogiis derinligi viicut dlglimlerinin

tahmin i¢in yeterli oldugunu ortaya koymaktadir.

Dang ve ark. (2022), Gliney Kore’de yetistirilen Hanwoo sigirlarinin canli agirligimi
tahmin etmek amaciyla ¢esitli makine 6grenimi algoritmalarmin kullanilabilirligini
arastirmislardir. Calismada, Hanwoo sigirlarindan elde edilen 33,536 6rnege ait on viicut
Olciimii girdi degiskenleri olarak kullanilmistir. Arastirmada degerlendirilen algoritmalar
arasinda Multilayer Perceptron (MP), KNN, LightGBM, TabNet ve FT-Transformer yer
almaktadir. Yapilan analizler, on viicut 6l¢iimiiniin canli agirlik ile yiiksek korelasyon
gosterdigini ve LightGBM algoritmasinin diger algoritmalara kiyasla en iyi performansi
sundugunu ortaya koymustur. Elde edilen bulgular, LightGBM algoritmasinin model
karmasiklig1 ve gelistirme siiresi acisindan iistiin oldugunu ve Hanwoo sigirlarinin canli

agirligini tahmin etmede etkili bir yontem sundugunu gostermektedir.

Hamadani ve Ganai (2023), koyun agirliginin tahmini amaciyla gesitli yapay zeka
algoritmalarin1 karsilagtirarak siralamiglardir. Arastirmada, 11 yillik koyun ciftligi
verileri kullanilmis ve bu veriler PCA ve Feature Selection (FS) teknikleri ile ii¢ farkl
veri setine ayrilmistir: PCA, PCA+FS ve FS calismada degerlendirilen 11 makine
O0grenimi algoritmas1 arasinda, Multivariate Adaptive Regression Splines (MARS)

algoritmasi, en yliksek korelasyon katsayisi ile en iyi performansi gostermistir. Bunun



yan1 sira, Bayesian Ridge Regression (BRR), Ridge Regression (RR), SVM ve GBM

algoritmalar1 da yiiksek performans gosteren diger yontemler arasinda yer almistir.

Coskun ve ark. (2023), Anadolu Merinos kuzularinin besi baslangicindaki viicut
Ozellikleri ile nihai besi canli agirliklarinin tahmin edilmesinde veri madenciligi
algoritmalarinin performanslarini karsilastirmiglardir. Calismada, baslangictaki viicut
Olctimleri ve canli agirliklart kullanilarak 54 erkek tek dogumlu Anadolu Merinos kuzusu
degerlendirilmistir. Arastirmada kullanilan algoritmalar arasinda RF, XGBoost ve
Bayesian Regularization Neural Network (BRNN) yer almaktadir. Sonuglar, XGBoost
algoritmasinin diger algoritmalara kiyasla daha yiiksek bir dogruluk sagladigini ve nihai
besi agirligini en iyi sekilde tahmin ettigini ortaya koymustur. Calismada, XGBoost
algoritmasinin toplam varyansin en biiyiik payini viicut uzunluguna, en diistik payini ise
gbgilis derinligine verdigi belirlenmistir. Besi performansi agisindan, XGBoost
algoritmasimnin en diisik HKOK ve en yiiksek R? degerlerine sahip oldugu tespit

edilmistir.

Setiawan ve ark. (2024), Sigir agirligin1 tahmin etmek i¢in Linear Regression (LR), RF,
SVM, KNN, Multi-layer Perceptron (MLP), GBM, LightGBM ve XGBoost gibi
algoritmalar kullanilmistir. Arastirma bulgulari, SVM yonteminin en diisik OMH degeri
0.09, OMYH degeri 0.02, HKOK degeri 0.08 ve %97°1ik R* degeri ile diger algoritmalar

arasinda en iyi performansi sergiledigini gostermistir.

Gomez-Vazquez ve ark. (2024), Giineydogu Meksika'da yetistirilen mandalarin (Bubalus
bubalis) viicut agirligini tahmin etmek amaciyla Principal Component Analysis (PCA)
destekli GBM ve RF algoritmalarini incelemislerdir. Calismanin ilk asamasinda, veri
boyutunu azaltmak ve en bilgilendirici degiskenleri belirlemek i¢in PCA uygulanmuistir.
Ikinci asamada ise, PCA ile elde edilen bilesenler kullanilarak GBM ve RF algoritmalar
ile iki farkli tahmin modeli gelistirilmistir. Modellerin performanslar1 R?, HKOK ve
OMH gibi kriterler kullanilarak karsilastirilmistir. GBM algoritmasinin daha yiiksek R?
degeri ve daha diisiik hata oranlari ile daha iyi bir tahmin performansi sundugunu ortaya

koymustur.



3. GENEL BIiLGIiLER

3.1. Romanov Irk:

Romanov koyunlari, Rusya’nin Volga bolgesinde 6zellikle Tutayev kesiminin daglik
alanlarinda yetistirilen ve yiiksek dogurganlik yetenegine sahip bir i1rk olarak
tanimlanmaktadir. Viicut siyah-gri renkte olup, bas, bacaklar ve kuyruk siyah parlak ve
kisa killarla kaphdir. Viicut orta biiytikliikte, yetiskin canli agirlik ortalama 45-48 kg
araligindadir. St verimi, ikiz, Uigliz ve dordiiz dogum oram1 oldukca yiiksektir

(Akgapinar, 2000).

3.1.1. Dogum agirhgi

Dogum agirligi, kuzularin dogum sonrasi biiyiime hizini etkilemesi bakimindan 6nemli
unsurlardan biridir. Kuzularin dogum agirligi 3,5-5,5 kg arasinda oldugunda normal

kabul edilir (Dalton ve ark., 1980).

3.1.2. Viicut olgiileri

Bu caligmada, Sekil 3.1°de gosterilmis olan vuciit 6lgiim degerleri kullanilmistir.
Calismada kullanilan vuciit 6lgiilerine ait ol¢lim degerleri su sekildedir; A-B: Cidago
yiiksekligi, C-D: Sagn yiiksekligi, L-M: Viicut uzunlugu, E-F: Gogiis derinligi, G-H:

Gogiis gevresi, I-1: Kiirekler aras1 gogiis genisligi

Sekil 3.1. Viicut 6l¢iim yontemleri (Yaldizbas, 2016)



Tahtali1 ve Yaldizbas (2020) tarafindan elde edilen verilerden ¢aligma icin kullanilan

viicut 0lgtimleri ve tanimlar1 asagidaki gibidir:

o Cidago Yiiksekligi (CY): Cidagonun en yiiksek noktasindan yere olan diisey
uzakliktir. Olgme bastonu ile dl¢iilmiistiir.

e Sagn Yiiksekligi (SY): Tuber coxae’lar1 birlestiren bolgenin yere olan
uzakligidir.Olgme bastonu ile dl¢iilmiistiir.

e Viicut Uzunlugu (VU): Omuz ucundan (articulus humeri) oturak yumrusuna
(tuberischii) kadar olan uzakliktir. Olgme bastonu ile Sl¢iilmiistiir.

e Gogis Derinligi (GD): Cidago 1ile gogiis kemigi (sternum) arasindaki
diiseyuzakliktir. Olgme bastonu ile 6l¢iilmiistiir.

e Gogiis Cevresi (GC): Cidago ve sternum dan gegen ve gégsii tamamen ¢evreleyen
olgtdiir. Olgme seridi ile l¢iilmiistiir.

o Kiirekler Aras1 Gogiis Genisligi (KAGG): Kiirekler arasinda bulunan ¢ukurluklar
arast uzakliktir. Olgme bastonu ile dl¢iilmiistiir.

e Canli Agirlik (CA): Tartim hassasiyeti 50 gr olan tart1 ile Sl¢lim yapilmistir.
(Yaldizbas, 2016)



4. MATERYAL VE YONTEM

4.1. Materyal

4.1.1. Veri seti

Bu calismada, Tahtali ve Yaldizbas (2020) tarafindan Tokat ili Niksar il¢esindeki 50
Romanov kuzusundan alinan canli agirhk ve bazi viicut Olgiilerine ait veriler
kullanilmistir. Veriler, kuzularin dogumundan itibaren her 15 giinliik periyotlarla 180.
giine kadar kaydedilen canli agirlik (CA), cidago ytiksekligi (CY), sagr1 yiiksekligi (SY),
viicut uzunlugu (VU), gogiis derinligi (GD), gogiis ¢evresi (GC) ve kiirekler aras1 gogiis
genisligi  (KAGG) Olglimlerinden olusmakta olup, arastirmacilarin  izniyle

degerlendirilmistir.

4.1.2. Makine 6grenmesi

Gilintimiizde, teknolojinin siirekli olarak gelismesi ve gilincellenmesiyle birlikte islem
kapasitesi cok yiiksek bilgisayarlar gelistirilmistir. Bu gelisme, bliyiik veri setlerinin
olusmasina ve bu verilerin islenmesi, analiz edilmesi gereksinimini dogurmustur. Bu
gereksinimlerin ortaya ¢ikmasi ile makine 6grenmesi ve farkli metodlarin kullaniminin

yayginlagsmasina yol agmistir (Budak ve Erpolat, 2012).

Makine 6grenmesi, insan 6grenme stirecinden ilham alinarak gelistirilmis bir teknolojidir.
Bu alan, matematiksel ve istatistiksel yontemlere dayanarak ¢ikarimlar yapmaktadir ve
bu c¢ikarimlart tahminlerde kullanilmaktadir. Sekil 4.1°de gosterildigi lizere yapay
zekanin bir alt dali olan makine 6grenmesi, bu yeteneklerini siirekli gelistirmektedir

(Géron, A., 2019).



YAPAY ZEKA

Sekil 4.1. Makine 6grenmesi alt ve iist dali

Makine 6grenmesi, geleneksel veri analiz yontemlerinin yetersiz kaldig1 karmagik ve
zorlu sorunlarin ¢6ziimiinde kullanilir. Bu yaklagim, mevcut veri kiimelerinden 6grenerek

ve bu bilgileri kullanarak modeller gelistirmeye odaklanir (Rebala ve ark., 2019).

Makine 6grenmesi, giiniimiizde bir¢cok sektérde ve uygulama alaninda temel bir rol
oynamaktadir. Saglik hizmetlerinde, hastaliklarin teshisi ve tedavi yontemlerinin
gelistirilmesi, tip, dogal dil isleme, finansal risk degerlendirmesi, robot sistemlerinin
kontrolii, goriintii isleme, siber giivenlik, IoT sistemleri, akilli sehirler, tarim ve
hayvancilik, hava tahmini, reklam sektorii gibi birgok siniflandirma, kiimeleme ve

regresyon problemleri uygulamalarinda kullanilmaktadir (Géron, A., 2019).
Makine dgrenmesi, dgrenme tiirlerine gore Denetimli Ogrenme (Supervised Learning),

Denetimsiz Ogrenme (Unsupervised Learning) ve Pekistirmeli Ogrenme (Reinforcement

Learning) olmak tizere 3 farkli kategoriye ayrilmaktadir (Géron, A., 2019).
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4.1.2.1. Denetimli 6grenme

Denetimli 6grenme, makine 6grenme uygulamalarinda siklikla tercih edilen bir
yontemdir ve Sekil 4.2°de gosterildigi lizere, giris ve ¢ikis verileri arasinda agik bir iligki
bulunan durumlar i¢in idealdir. Bu yontemde, kullanilan verilerin tamaminin etiketlenmis
olmasi sarttir. Egitim siirecinde, bu etiketlenmis verilerin biiytik bir kismi1 modeli egitmek
icin, geri kalani ise test etmek i¢in kullanilir. Egitimde kullanilan verilerin, tasidigi
etiketlerle ortlisen 6zelliklere sahip olmas1 beklenir, ¢iinkii olusturulan denetimli 6grenme
modeli, bu etiketlenmis verileri temel alarak 6grenme islemini yapar. Model, test
verilerini kullanarak tahminlerde veya siniflandirmalarda bulunur. Egitim siirecinin
sonunda, modelin iirettigi degerlerin, gercekte liretmesi gereken degerlerle uyumlu olup
olmadig1 kontrol edilir. Bu sebepletrle, bu tiir modellere literatiirde 'Denetimli Ogrenme’'
modeli adi verilir. Denetimli 6grenme modellerinde, genellikle giris ve ¢ikis verileri
arasinda dogrusal bir iliski bulunmaz. Bu yiizden, egitim metodolojilerini gelistirerek

modelin daha iyi sonuglar iiretmesi amaglanir (Metlek ve Kayaalp, 2020).

Denetimli Ogrenme Modeli

Giris

-\ &
L p Tahmin

Etiket

Bunlar
elmadr

Sekil 4.2. Denetimli 6grenme modeli (Metlek ve Kayaalp, 2020)
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Sistemin 6grenme basgarisi, temsil edilen sinifi dogru sekilde yansitan drneklerin sayist

ile dogru orantilidir. Denetimli 6grenmenin ana 6zellikleri su sekildedir:

e Kullanilan egitim setinde hem giris hem de c¢ikis verilerinin bulunmasi

gerekmektedir.

e Egitim verileri, tiim veri seti i¢in genel bir model olusturmak tizere kullanilir.

e Egitim gdrmiis model, daha dnce karsilagsmadigi giris verilerine dayanarak ¢ikis

degerlerini tahmin eder.

Denetimli 6grenme modelleri, esas olarak siniflandirma ve regresyon alanlarinda

kullanilir. Siniflandirma uygulamalarinda genellikle SVM, Decision Tree, Naive Bayes

ve K-Nearest Neighbors gibi yontemler tercih edilirken, regresyon uygulamalarinda

Linear Regression, Principal Component Regression, Random Forest ve Artificial Neural

Networks gibi modeller kullanilmaktadir (Metlek ve Kayaalp, 2020).

4.1.2.2. Denetimsiz 0grenme

Denetimsiz 6grenme algoritmalarinin temel prensibi, etiketsiz veriler {zerinde

calismaktir. Bu tiir modeller, elimizdeki verilerin i¢indeki iliskileri kesfederek, verileri

dogal gruplarina ayirir. Sekil 4.3’de gosterildigi gibi, denetimsiz 6grenme algoritmalari

verileri benzerliklerine

Ornegin benzer boliimlere, yapisal oOzelliklere,

yogunluklarina ve diger ortak 6zelliklerine gore siniflandirir.

Denetimsiz Ogrenme Modeli

Cilag

Model B

Bu elma
mi?
Test

®?

Sekil 4.3. Denetimsiz 6grenme modeli(Metlek ve Kayaalp, 2020)
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Denetimsiz 6grenme algoritmalari, Hebbian Ogrenme kuralina dayalidir. Bu kural, iki
noron birlikte aktif oldugunda aralarindaki bagin gii¢lendigini, aktif olmadiklarinda ise

bu bagin zayifladigini belirtir. Denetimsiz 6grenmenin temel ilkeleri sunlardir:

e Kaullanilan veri setindeki Ornekler bilinmektedir, ancak bu &rneklerin hangi
kiimeye ait olduklar1 bilinmemektedir, bu da biiylik veri uygulamalarinda
denetimsiz 6grenmeyi popiiler kilar.

e Denetimsiz 6grenme modellerinin temel amaci, veri setindeki verilerden bir
model veya Oriintli ¢gikarmaktir.

e Denetimsiz 6grenme algoritmalari, veri setindeki verileri siniflara ayirmak igin
kullanilir; bu siire¢ 'kiimeleme' olarak adlandirilir ve bu siire¢ sonucunda olusan

siniflar 'kiimeler' olarak isimlendirilir.

Denetimsiz 6grenmede sikca kullanilan algoritmalar ise K-mean Clustering, Hierarchical

Clustering, Principal Component Analysis (Metlek ve Kayaalp, 2020).

4.1.2.3 Pekistirmeli 6grenme

Pekistirmeli 6grenme, makine 0grenmesinin temel bir metodudur ve deneme yanilma
siirecine dayanir. Bu yaklasimda, egitim goren sistem cevresiyle etkilesim kurarak,
hedeflere ulagsmak i¢in en uygun yolu bulmak iizere algoritmalar gelistirir ve boylece

Ogrenme stirecini gerceklestirir (Cruz ve ark., 2015).

4.1.3. Makine 6grenmesi algoritmalari

4.1.3.1 Karar agaclari(KA4)

KA, belirli bir hedef degiskenin, cesitli agiklayict degiskenler dogrultusunda nasil
degistigini tahmin etmek i¢in kullanilan etkili yontemler arasinda yer alir. Bu algoritma,
veriyi belirli kurallara gore dallandirarak hiyerarsik bir yapi olusturur ve bu yapi
aracilifiyla hedef degiskenin olas1 degerlerini tahmin eder. Karar agaglar1 regresyon

tekniginde, veri setinin farkli 6zellikleri ve bu 6zelliklerin belirli araliklara ayrilmasi ile
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dallar ve yapraklar olusur; bdylece her bir karar asamasi veri setini daha kii¢iik ve anlaml1

gruplara ayirarak sonuca ulagilmasini saglar (Breiman ve ark., 1984).

Modelin en biiyilk avantajlarindan biri, silirecin basit ve anlasilir bir sekilde
gorsellestirilebilmesidir. Her adimda, belirli bir kosul dogrultusunda veri gruplar1 daha
kiiciik parcalara boliinerek analiz edilir ve nihai tahmin elde edilir. Bu nedenle, karar
agaclari, finansal analizden tibbi arastirmalara ve miihendislik uygulamalarina kadar
bir¢cok farkli alanda hem siniflandirma hem de regresyon problemleri i¢in sik¢a tercih

edilmektedir (Quinlan, 1986).

Bununla birlikte, karar agaglarinin bazi sinirlamalart da bulunmaktadir. Biiyiik veri
kiimeleri iizerinde c¢alisirken asir1 6grenme problemi ortaya cikabilir ve bu durum
modelin yeni verilere kars1 genelleme yetenegini olumsuz etkileyebilir. Bu tiir zorluklarin
istesinden gelmek amaciyla budama teknikleri ya da topluluk 6grenmesi yaklagimlari,

ornegin "RF" gibi daha gelismis modeller kullanilabilir (Hastie ve ark., 2009).

4.1.3.2. Random forest (RF)

RF algoritmasi, ¢ok sayida karar agacinin sonuglarini bir araya getirerek ¢alisan ve hem
siniflandirma hem de regresyon sorunlari i¢in uygulanabilen bir topluluk 6grenme
yontemidir. Bu yontem, birden fazla karar agacinin birlestirilmesiyle olusturulan bir
model lizerinden, daha kesin ve giivenilir tahminler elde etmeyi hedefler. Sekil 4.4’de test
edilen veri seti, algoritma icerisindeki her bir karar agaci tarafindan ayr1 ayr
degerlendirilir; sonrasinda ise her bir agac¢ bir tahminde bulunarak "oy kullanir". En
yiiksek oy toplayan sonug, nihai tahmin olarak kabul edilir. Bu metodoloji, genel olarak

daha kuvvetli ve hataya daha az yatkin bir model olusturur (Liang ve ark., 2020).
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Veri Seti

Tahmin 1 Tahmin 2 Tahmin n

Tahminlerin
ortalamast

Sekil 4.4. Random forest 6rnek semasit (Uyanik, 2021)

RF algoritmasi, 6zellik se¢imindeki rastgelelik ilkesiyle ¢alisir; bu yontem, karar agaglari
arasindaki korelasyonu diisiirlir ve bdylece algoritmanin genel tahmin giiclinii artirarak

performansini iyilestirir. RF algoritmasinin sagladig1 avantajlar sunlardir:

e Asint uyum (overfitting) problemini azaltir, bdylece modelin genellestirme
kabiliyeti artar.

o Egitim veri setindeki aykir1 degerlerin olumsuz etkilerine karst dayaniklidir,
modelin saglamligini artirir.

e Modelin parametrelerinin ayarlanmasi nispeten basittir, bu sayede aga¢ budama
islemine daha az ihtiya¢c duyulur. Bu ozellikler, RF algoritmasini hem

siiflandirma hem de regresyon problemleri i¢in cazip bir segenek haline getirir.

RF algoritmasinin ¢alisma prensibi, asagidaki adimlardan olusur: Her bir karar agaci i¢in,
orijinal veri setinden rastgele secilen 6rnekler kullanilarak bir bootstrap 6rnek olusturulur.
Bu 6rnekler, orijinal veri seti ile ayn1 boyutta olacak sekilde, yerine koyma yontemi ile
secilir. Karar agaclari, maksimum biiyiikliige erisene kadar, budama yapilmaksizin bu 6n
ylukleme oOrnekleri iizerinde biiyltiilir. Karar agaci 6grenme siireci, her diigiimde
kullanilacak 6zelliklerin tamami yerine rastgele secilen bir alt kiime iizerinden en iyi
boliinmeyi belirlemek iizere modifiye edilmistir. Bu yaklagim, en iyi bdliinmeyi bulma

siirecini hizlandirarak, agaclarin 6grenme siirecini daha verimli hale getirir. Son olarak,

15



olusturulan tiim agaclarin tahminleri bir araya getirilir ve ortalama alinarak algoritmanin

nihai tahminleri tiretilir (Nagalla ve ark., 2017).

RF’nin tahmin siireci belirli adimlar ve matematiksel formiiller tizerinden ilerler. Bu siireg

asamalart;

1.Karar Agaglar1 Olusturulmasi: RF, topluluk (ensemble) 6grenme yontemlerinden
biridir ve birden fazla karar agacini bir araya getirerek nihai tahmini gergeklestirir. Bu
modelde, her bir karar agaci Ti(x) farkli bir alt kiime veri iizerinde bagimsiz olarak
egitilir. Bu alt kiimeler, orijinal veri setinden rasgele orneklem alma yodntemiyle
olusturulur. Boylece her agag, veri setinin farkli bir perspektifini 6grenir ve cesitliligi
saglar. Bu, modelin genel performansini ve dogrulugunu artirirken ayni zamanda asiri

o0grenme (overfitting) riskini azaltir ( Breiman, 2001).

Ti(x) 4.1)
Bu ifade, i-inci karar agacinin bir girdi olan x verisi lizerindeki tahminini gostermektedir.

2.0ngoriilerin Birlestirilmesi: Egitim siireci tamamlandiktan sonra, her bir karar agacinin
girdi verisi x i¢gin Ongoriide bulunmasi saglanir. RF, her agacin yaptigi tahminlerin
birlestirilmesiyle son tahmini elde eder. Bu birlestirme iglemi, siniflandirma ve regresyon

problemleri i¢in farklilik gosterir:

o Smiflandirma i¢in: Her bir agacin sinif tahmini yapilir ve bu tahminler arasinda
cogunluk oyu yontemiyle (majority voting) en sik ongdriilen sinif, RF’nin nihai
siif tahmini olarak kabul edilir.

e Regresyon i¢in: Her bir agacin verdigi stirekli degerler (6rnegin agirlik veya fiyat
tahmini gibi) alinir ve bu degerlerin aritmetik ortalamasi hesaplanir. Bu ortalama,

modelin son tahmini olarak kabul edilir.

A 1
y = (;) Yii=1 Ticx) (4.2)
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4.1.3.3. Support vector machine (SVM)

SVM, denetimli 6grenme kapsaminda yer alan ve istatistiksel bir temele dayanan bir
makine 6grenmesi yontemidir. Bu yOntem, baslangicta iki ya da daha fazla simifin
dogrusal ozelliklerini ayirt etmek {izere tasarlanmis, zamanla dogrusal olmayan veri
Ozelliklerini de siniflandirabilme yetenegine sahip olmustur. SVM, en etkin ayrimi
saglayacak karar sinirin1 belirleyerek iki farkli sinifi birbirinden ayirma yetenegi tizerine
kuruludur (Vapnik, 1999). Bu algoritma, ¢esitli disiplinlerde tahminleme gorevlerinde

basariyla uygulanmistir (Cristianini ve Taylor, 2000).

Sekil 4.5. Dogrusal ayrilabilen veriler

SVM’nin tahmin stireci belirli adimlar ve matematiksel formiller tizerinden ilerler. Bu

siire¢c asamalart;
1. Siiflandirma Igin: SVM, veriyi simiflandirmak igin iki smifi en iyi sekilde ayiran hiper
diizlemi bulmay1 amaglar. SVM, siniflar arasindaki mesafeyi maksimum yapan, yani iki

sinifa ait veri noktalarima en uzak mesafedeki diizlemi (hiper diizlem) bulur. Bu hiper

diizlem, asagidaki formiille ifade edilir:

flx)=wlx + b (4.3)

17



Bu formiil, hiper diizlemi tanimlar ve siniflandirma amaciyla kullanilir. SVM, iki siifi
ayiran hiper diizlemi bulmak i¢in en biiyiik marj1 saglamaya ¢alisir (Cortes ve Vapnik,

1995).

2. Smiflandirma Kisitlamalari: Siniflandirmada SVM’nin amaci, veriyi dogru
siniflandiran  bir hiper diizlem elde etmektir. Bunun i¢in veri noktalarinin

siniflandirilmasini saglayan asagidaki kisitlamalar uygulanir:
yiwTx; + b) = 1 (4.4)
Bu kosul, her veri noktasinin dogru siniflandirilmasi i¢in gereklidir (Hastie ve ark., 2009).

3. Regresyon I¢in: SVM algoritmasimin regresyon problemlerine uyarlanmis halidir.
SVM, belirli bir marj i¢inde hatalara tolerans gdstererek veri noktalarinin tahmin
edilmesini saglar. SVM’nin temel amaci, bir marj band1 i¢inde kalacak sekilde dogrusal
olmayan bir fonksiyon &grenmektir. Bu modelde tahmin fonksiyonu su sekilde ifade

edilir:

fx) = Yoy aK(x,x) + b (4.5)

SVM, bir hata marj1 belirleyerek tahminler yapar ve bdylece bazi1 veri noktalarinin marj

icinde kalmasina izin verir (Smola ve Scholkopf, 2004).

4.1.3.4. Gradient boosting machine (GBM)

GBM, smiflandirma ve regresyon gibi farkli alanlarda etkili oldugu kanitlanmis ve bu
nedenle popiilerlik kazanmis bir makine 6grenmesi algoritmasidir. Bu yontem, ilk defa
1999 yilinda Friedman tarafindan tanitilmis ve 2002'de sabit boyutlu karar agaglarini
kullanarak yapilan iyilestirmelerle gelistirilmistir. GBM, o6zellikle diisiik performans

gosteren O0grenme modellerini bir araya getirerek genel performansi artirma fikrine
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dayanir. Bu siireg, birbiri ardina modeller kurarak ve her yeni modelle bir dncekinin

hatalarini diizeltecek sekilde tahmin basarisini artirarak ilerler (Alpaydin, 2014).

GBM algoritmasinin adimlari, bir dizi diizenli prosediirii takip eder ve modelin

performansini adim adim artirir. Bu siirecin ana hatlari:

e Ilk olarak, veri seti iizerinden bir karar agac1 kurulur ve bu agacin tahminleri ile
gergek degerler arasindaki fark, yani kalint1 hata hesaplanir.

o Daha sonra, bu hata veri setinin yeni ¢iktilar1 olarak kabul edilir ve ikinci bir karar
agaci, bu hatalar1 etiketler olarak kullanarak egitilir. Bu, ilk agacin yapamadigi
tahminleri iyilestirmeyi amaglar.

e Bu siireg, her yeni karar agacinin onceki agacglarin yapmis oldugu hatalar
diizeltmeye odaklanacak sekilde devam eder. Her adimda, yeni bir agac egitilir ve
bu agac, mevcut toplam tahminin hatalarini minimize etmek i¢in tasarlanir.

e Buadimlar, hata oran1 belirlenen bir esige diisene ya da baska bir durdurma kriteri

karsilanana kadar devam eder.

Bu yaklasimin temel avantaji, her adimda modelin performansini kademeli olarak
tyilestirmesi ve 0zellikle zorlu veri setlerinde dahi etkili sonuglar iiretebilmesidir (Dixit,

2017).

Biiyiik veri setlerinin artan varligiyla birlikte yeni algoritmalar gelistirilmistir. XGBoost,
CatBoost ve LightGBM, bu gelismeler arasinda 6ne ¢ikan ve popiiler hale gelen modern
gradyan artirma yontemleridir. Bu algoritmalar, GBM algoritmasinin temel prensiplerini
benimseyerek, islemlerin hizlanmasi ve tahmin basarisinin artirilmast yoniinde 6zel

optimizasyonlar sunar.
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GBM’in tahmin siireci belirli adimlar ve matematiksel formiiller tizerinden ilerler. Bu

siire¢c asamalart;

1.Baslangi¢c Tahmini: GBM, baslangicta hedef degiskenin (6rnegin, y) ortalama degeri
tizerinden bir baslangi¢ tahmini yaparak ise baslar. Bu, ilk tahmin olarak kullanilacak

degerdir ve asagidaki formiille gosterilir:

50 =7y (4.6)

Bu adim, modelin kalibrasyonunu baslatir ve algoritmanin daha ileri tahminler yapmasi

icin bir temel saglar (Friedman, 2001).

2. Kalint1 Hata Hesaplama: Her bir iterasyonda, mevcut tahminlerle gergek degerler
arasindaki fark, yani kalint1 hatalar hesaplanir. Kalint1 hatalar, bir sonraki tahminin hangi
yonde ve ne kadar iyilestirilmesi gerektigini belirlemek igin kullanilir. Kalint1 hata r;(™),

asagidaki gibi ifade edilir:

ri™ = y; — ;™D 4.7)

Bu adim, modelin hata oranmimi siirekli azaltarak tahminlerin dogrulugunu artirmayi

amaglar (Hastie ve ark., 2009).

3. Yeni Agac¢ Ekleme: Her iterasyonda, mevcut kalint1 hatalari modellemek igin yeni bir
karar agaci1 eklenir. Bu agag, kalint1 hatalar1 en aza indirecek sekilde egitilir. Yeni
tahminler, onceki tahminlere eklenerek iyilestirilir. Tahminlerin gilincellenmis hali
asagidaki gibi verilir:

9i(m) = 9i(m_1) + Ym hm(xi) (48)

Burada y,, agirlik katsayisini ve h,,(x;) yeni agacin ¢iktisini temsil eder. Her yeni agac,

modelin dogrulugunu artirir (Zhang ve Ma, 2012).
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4. Toplam Model: GBM’in tiim iterasyonlardaki tahminleri toplamasiyla nihai model

elde edilir. Tiim agaglarin toplami, GBM’in son tahminini verir. Bu formiil su sekildedir:

yi = Zmleym hom(x:) (4.9)

Bu, GBM modelinin tahmin giiciinii artirmak i¢in her iterasyondaki giincellemelerin

birikimli etkisini temsil eder.

5. Kayip Fonksiyonu ve Diizenleme: GBM algoritmasi, modelin karmagik hale gelmesini
kontrol etmek icin diizenleme terimleri ekleyerek asiri uyumu (overfitting) onler. Bu
diizenlemeler, modelin hata oranini diisiiren bir kayip fonksiyonuna eklenir. GBM’de

kay1p fonksiyonu su sekilde tanimlanir:

L) = Y=Ly 9) + T M Q2(h) (4.10)

Bu formiilde, 2(h,,) modelin karmasikligin1 kontrol eden diizenleme terimlerini ifade
etmektedir (Natekin ve Knoll, 2013). Kayip fonksiyonundaki diizenleme, modelin daha

dengeli ve genellenebilir sonuglar tiretmesine katkida bulunur.

4.1.3.5. Extreme gradient boost (XGBoost)

XGBoost, Chen ve Guestrin tarafindan 2016’da gelistirilen, denetimli makine 6grenme
algoritmalar1 arasinda yer alan ve GBM algoritmasinin temel ilkelerini daha ileriye
tastyan bir yontemdir. XGBoost, hem siiflandirma hem de regresyon problemlerini
cozebilen, bir dizi regresyon karar agacindan olusan modelleri bir araya getirerek giiclii
bir 6grenme mekanizmasi olusturmay1 hedefler. Bu algoritma, birbiri ardina eklenen zayif
O0grenme modelleri, yani regresyon agaglarini kullanir; her bir iterasyonda, algoritmanin
kalint1 hata hesaplanir ve bir sonraki agacin daha iyi bir tahminde bulunabilmesi i¢in

yonlendirme amaci tagir. (Chen ve Guestrin, 2016)
XGBoost, GBM ile benzer calisma prensiplerine sahip olsa da, 6zellikle biiyiik veri

setlerinde daha etkili calisabilmesi, hiz ve modelin genel performansini iyilestiren

optimizasyonlari icermesi bakimindan ayrilir. Bu 6zellikler, XGBoost'u karmasik veri
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setleri lizerinde c¢alisirken, diger tahmin modelleri ve geleneksel gradient boosting

yontemlerine gore daha {istiin kilar.

Regiilarizasyon, XGBoost algoritmasinda karmasik modeller iizerinde kontrol saglamak
ve modelin asir1 6grenmesini (overfitting) 6nlemek i¢in kritik bir mekanizma sunar. Bu
siirecte, gama parametresi kullanilarak, her iterasyonda hesaplanan kalint1 hata degerleri
Olceklendirilir. Bu 6lgeklendirme, modelin karmasikligini ve dolayisiyla asiri uyum

riskini azaltir (Chen ve Guestrin, 2016).

XGBoost'un diger bir 6nemli 6zelligi ise eksik verilerle basa ¢ikabilme kabiliyetidir.
Bircok makine Ogrenmesi algoritmasinda eksik degerlerin doldurulmasi ya da
kaldirilmasi gereken bir 6n isleme adimi olmasia ragmen, XGBoost eksik degerleri
modelleme stirecine dahil ederek bu sorunu ¢dzer. Algoritma, bir agacin her bir dalinda
eksik degerlerle karsilagtiginda, bu degerleri en iyi sekilde yonlendirecek bir yol
olusturarak eksik veri problemine otomatik bir ¢6ziim sunar. Bu yetenek, XGBoost'un
veri On isleme gereksinimlerini azaltir ve dogrudan cesitli veri setleri lizerinde etkili bir

sekilde calisabilmesine olanak tanir (Chen ve Guestrin, 2016).

XGBoost ayrica, aga¢ budamasi islemini de etkili bir sekilde gergeklestirir. Algoritma,
belirlenen maksimum derinlige (max_depth) kadar dallanma (bdlme) islemini
gerceklestirir. Bu siirecin ardindan, model geriye dogru budamaya (pruning) baslar ve
modelin genel performansina olumlu katkida bulunmayan dallar1 kaldirir. Bu budama
islemi, modelin daha verimli olmasini saglarken, ayn1 zamanda asir1 6§renme riskini de
azaltir. Bu iki 6zellik, XGBoost'un genis capta kullanilmasinin ve farkli veri setleri

tizerinde yiiksek performans sergilemesinin ana nedenlerindendir (Singh, 2019).

XGBoost algoritmasinin tercih edilmesinin ardindaki en giiglii nedenlerden biri, sundugu
hizli islem kabiliyetidir. GBM gibi geleneksel yontemler ve diger tahmin tekniklerine
kiyasla, XGBoost dnemli dlciide daha hizli sonuglar elde etme avantaji saglar. Bu hiz,
algoritmanin Windows ve Linux gibi farkl isletim sistemlerinde paralel igslemleri etkin
bir sekilde kullanabilmesinden kaynaklanir; bu durum XGBoost'un GBM’e gore yaklasik

10 kat daha hizli performans sergilemesini saglar. Ayrica, XGBoost'un hafiza kullanimi
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da optimize edilmistir, bu sayede daha az hafiza tiiketimi ile c¢alisir. Diisiik donanim
gereksinimleri, algoritmay1 hem bireysel kullanicilar hem de biiyiik 6l¢ekli uygulamalar
icin cazip kilar, ¢linkii daha az kaynakla daha hizli ve basarili sonuglar iiretebilmektedir.
Bu 6zellikler, XGBoost'u genis bir uygulama yelpazesinde, 6zellikle biiyiik veri setlerini
islerken ve zaman kisith projelerde tercih edilen bir yontem haline getirir (Chen ve

Guestrin, 2016).

XGBoost modelinin egitimi sirasinda elde edilecek basarinin 6nemli bir pargasi,
parametre ayarlamasidir. Etkili bir XGBoost modeli olusturmak, genellikle iki temel

adimdan geger. Bunlar;

1. Temel model gelistirme: Ilk olarak, XGBoost'un veri seti iizerindeki genel
performansin1  degerlendirmek i¢in varsayillan ayarlarla bir temel model
gelistirilir. Bu agsama, modelin dogrudan performansini gérmek ve iyilestirmeye
acik alanlar tespit etmek i¢in onemlidir.

2. Parametre ayarlama ile ikinci model egitimi: Ikinci adimda, temel modelin
sonuglar1 analiz edilerek parametrelerin optimize edilmesi siirecine gegilir. Bu
stireg, temel modelin tahmin dogrulugunu artirmayi hedefler ve XGBoost
modelinin veri setinin 6zelliklerine ve modelleme amacina daha uygun hale

getirilmesine olanak tanir.

Parametre ayarlama siireci, genel olarak GBM ile benzer bir yaklagimi izler. Baslangicta,
egitim siirecini hizlandirmak adina yiiksek bir 6grenme orani se¢ilir. Daha sonra, modelin
daha iy1 performans gostermesini saglamak i¢in agaca 6zgli parametreler ayarlanir. En
son olarak, 6grenme orani diisiiriilerek, modelin performansi en uygun diizeye
cikarilincaya kadar tekrar egitilir. Bu siiregte, modelin en uygun simniflandirict sayisin
belirlemek onemlidir. Bu asamal1 yaklasim, modelin veri setine en uygun sekilde uyum
saglamasini ve dolayisiyla daha yiiksek bir performans sergilemesini saglar (Patrous,

2018).
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XGBoost, her bir iterasyonda otomatik ¢apraz dogrulama yapabilme 6zelligi sayesinde,
en ideal iterasyon sayisina tek seferde ulagsmay1 kolaylastirir (Singh, 2019). Bu 6zellik,
modelin test hatasin1 daha dogru tahmin etmesine ve optimum model se¢imine katkida
bulunur. Ayrica, XGBoost’un eksik degerlerle basa ¢ikabilme yetenegi, saha verilerinde
sik karsilasilan eksiklikleri etkili bir sekilde yonetir. Bu sayede eksik veriler nedeniyle

bilgi kayb1 yasanmaz ve veri setinin biitiinliigii korunur (Dixit, 2017).

XGBoost, veriyi islerken “derin 6ncelikli arama” adi verilen bir yontem kullanir. Bu
yontemde algoritma, karar agacinin en alt seviyesine kadar inerek karar noktalarma
oncelik verir. En alt seviyedeki karar noktasina ulastiginda, daha ileri gidilemeyecek bir
durumda geri donerek diger alt seviyelerdeki karar noktalarini arastirmaya devam eder.
Bu yaklasim, XGBoost’un veri i¢indeki karmasik iliskileri daha etkili bir sekilde
modellemesine ve bdylece daha isabetli tahminler yapmasina katkida bulunur.

XGBoost un avantajlar1 Sekil 4.6°da basitce gosterilmistir (Chen ve Guestrin, 2016).

Onbellek farkindaligi ve
cekirdek disi hesaplama

Capraz dogrulama yapar Regularization ile asiri
uyumdan kaginihir

Kayip gbzlemleri etkili bir
sekilde isler

Paralellestirilmis agag
yapisi

Sekil 4.6. XGBoost avantaj semast

XGBoost’un tahmin siireci belirli adimlar ve matematiksel formiiller lizerinden ilerler.

Bu siire¢ asamalart;

1. Baglangi¢ Tahmini: XGBoost, tahmin siirecine hedef degiskenin ortalamasini temel
alan bir baslangi¢ tahmini ile baglar. Bu baslangi¢ tahmini, ilk iterasyonda tiim veri

noktalar i¢in ayn1 degeri saglar ve asagidaki formiille gosterilir:

9.0 =y (4.11)
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Bu adim, algoritmanin baslangictaki tahmin dogrulugunu belirleyen bir referans noktasi

sunar (Chen ve Guestrin, 2016).

3. Kalint1 Hata Hesaplama: Her iterasyonda, mevcut tahmin ile gercek deger arasindaki
fark, yani kalint1 hata hesaplanir. Bu hata, modelin mevcut iterasyonda ne kadar
tyilestirilmesi gerektigine dair bilgi saglar. Her bir veri noktasi i¢in kalint1 hata, su

formiille ifade edilir:

rim =y, — §;(™D (4.12)

Bu asama, hatalarin yoniinii ve biiyiikliigiinii hesaplayarak bir sonraki iterasyonda

modelin daha iyi tahmin yapmasini saglar (Chen ve He, 2015).

3. Yeni Agac Ekleme: Bir sonraki asamada, model yeni bir aga¢ ekleyerek kalint1 hatalar
tyilestirmeye calisir. Bu agag, hatalarin minimize edilmesine yonelik egitilir ve mevcut

tahminlere eklenir. Giincellenen tahminler su formiille ifade edilir:

9™ = 5D + y, () (4.13)
Bu islem, modelin tahmin dogrulugunu artirmaya yardimci olur ve her iterasyonda
modele eklenen agaclarla birlikte hatalarin daha da azaltilmasini saglar (Zhang ve Ma,
2012).

4. Toplam Model: Tiim iterasyonlar tamamlandiginda, modelin nihai tahmini tim

iterasyonlarda elde edilen tahminlerin toplamiyla elde edilir. XGBoost modeli i¢in toplam

tahmin su sekilde ifade edilir:

¥i = Zmle Ym hm(Xi) (4.14)
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Burada:
e Yn.:Buiterasyondaki agag i¢in agirlik katsayisidir.
e h,(x;): Yeni eklenen agacin tahmin ettigi degerdir.
Bu agsama, XGBoost un birikimli 6grenme siirecini tamamlayarak her bir agacin sagladigi

bilgiyi toplar ve modelin nihai tahminini olusturur (Chen ve Guestrin, 2016).

5. Kayip Fonksiyonu ve Diizenleme: XGBoost, modelin asgir1 uyumunu (overfitting)
kontrol altinda tutmak i¢in diizenleme terimleri kullanir. Bu diizenleme terimleri, modelin
karmasikliin1 yonetmek amaciyla kayip fonksiyonuna eklenir. XGBoost’un kayip

fonksiyonu asagidaki gibi formiile edilir:

LO) = Y~ 9D + X~ M 2(hy) (4.15)

Burada:
o £(y;, ¥1): Tahmin edilen degerlerle gergek degerler arasindaki kaybi ifade eder.

e Q(hy): Modelin karmasiklik seviyesini kontrol eden diizenleme terimidir.

Diizenleme terimleri, modelin asir1 6grenmesini engelleyerek daha gilivenilir ve

genellenebilir bir model olusturulmasina katki saglar (Natekin ve Knoll, 2013).

4.1.3.6. LightGBM

LGBM (LightGBM), adindaki "Light" ifadesiyle, yiiksek hiz ve verimliligini vurgular;
bu, Tiirk¢eye "hafif" veya "¢ok hizli" olarak ¢evrilebilir. Bir gradient boosting framework
olan LightGBM, karar agaclarina dayali bir yap1 kullanir ve 6zellikle biiyiik veri setleri
tizerinde calisirken gosterdigi yiliksek performansla 6ne ¢ikar. LGBM, derin oncelikli
arama (Depth-First Search, DFS) yaklagimini benimser. Bu yaklagim ile bir karar
agacinda dolasirken, en derin diiglimlere oncelik verilerek ilerlenir; 6rnegin Sekil 4.7 de
belirtilen bir aga¢ dolagim siralamasinda diigtimler 4-5-2-6-7-3-1 seklinde ziyaret edilir.
Bu strateji, LightGBM'in hizli ve etkili bir sekilde egitilmesine katkida bulunur (Arslan,
2020).
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Sekil 4.7. LightGBM agac¢ dolagim

LGBM, biiyiik veri setleriyle verimli sekilde ¢alisabilen ve az miktarda RAM kullanimi1
gerektiren bir algoritmadir. En iyi performansi elde etmek icin en az 10.000 satirlik veri
setleriyle kullanilmas1 onerilir, ¢iinkii kiicliik veri setlerinde performans sorunlari
yasayabilir. LGBM, dogruluk odakl1 bir yaklasima sahiptir ve 100'den fazla ayarlanabilir
parametre ile yiiksek derecede esneklik sunar. Bu, kullanicilarin spesifik ihtiyaglarina
uygun modeller olusturmasina olanak tanir. Diger karar agaci temelli yontemlere gore
daha yiiksek performans gostermesi ve biiyiik veri setlerinde hizli sonuclar liretebilmesi

nedeniyle sikga tercih edilir (Ke ve ark., 2017).

LightGBM nin tahmin stireci belirli adimlar ve matematiksel formiiller {izerinden ilerler.

Bu siire¢ asamalart;

1. Baglangi¢ Tahmini: LightGBM algoritmasi, tahmin siirecine hedef degiskenin (y)
ortalamasini temel alarak bir baglangi¢ tahmini ile baslar. Bu, modelin ilk adimda tiim
veri noktalar1 i¢in ayni baslangi¢ tahminine sahip olmasini saglar ve asagidaki formiille
gosterilir:

50 =y (4.16)

Bu adim, algoritmanin baslangictaki tahmin dogrulugunu belirleyen bir referans noktasi

sunar (Chen ve Guestrin, 2016)

2.Kalint1 Hata Hesaplama: Her iterasyonda, mevcut tahmin ile ger¢ek deger arasindaki

fark, yani kalint1 hata hesaplanir. Bu hata, modelin mevcut iterasyonda ne kadar
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iyilestirilmesi gerektigine dair bilgi saglar. Her bir veri noktasi i¢in kalint1 hata, su

formiille ifade edilir:

Ti(m) =Yi — s\]i(m—l) (417)

Bu asama, hatalarin yoniinii ve biiyiikliigiinii hesaplayarak bir sonraki iterasyonda

modelin daha iyi tahmin yapmasini saglar (Chen ve He, 2015).

3. Yeni Agac Ekleme: Bir sonraki asamada, model yeni bir aga¢ ekleyerek kalint1 hatalar
iyilestirmeye c¢alisir. Bu agac, hatalarin minimize edilmesine yonelik egitilir ve mevcut

tahminlere eklenir. Giincellenen tahminler su formiille ifade edilir:

9™ = 9D 4+ y_ b, (x) (4.18)

Bu islem, modelin tahmin dogrulugunu artirmaya yardimeci olur ve her iterasyonda
modele eklenen agaclarla birlikte hatalarin daha da azaltilmasini saglar (Zhang ve Ma,

2012).

4. Toplam Model: Tiim iterasyonlar tamamlandiginda, modelin nihai tahmini tim
iterasyonlarda elde edilen tahminlerin toplamiyla elde edilir. LightGBM modeli i¢in

toplam tahmin su sekilde ifade edilir:

9i = Zmle Ym hm(xi) (4 19)
Burada:
e ¥Yn.:Buiterasyondaki aga¢ i¢in agirlik katsayisidir.

e h,(x;): Yeni eklenen agacin tahmin ettigi degerdir.

Bu asama, tiim agaglarin katkisinin birikimli olarak eklenmesiyle modelin nihai tahminini

olusturur (Guolin ve ark., 2017).
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5. Kayip Fonksiyonu ve Diizenleme: LightGBM, modelin asir1 uyumunu (overfitting)
kontrol altinda tutmak icin diizenleme terimlerini kayip fonksiyonuna ekler. Bu
diizenlemeler, modelin karmagikligin1 yonetmek i¢in kullanilir. LightGBM’de kayip

fonksiyonu su sekilde tanimlanir:

LO) = %" 090 + o M 2(ha) (4.20)
Burada:
o £(y;, ¥1): Tahmin edilen degerlerle gergek degerler arasindaki kaybi ifade eder.

e  Q(hy): Modelin karmasiklik seviyesini kontrol eden diizenleme terimidir.

Diizenleme terimleri, modelin daha genellenebilir olmasini saglayarak asir1 6grenmeyi

onler (Guolin ve ark., 2017).

4.1.4. Veri isleme araclan

4.1.4.1. Python

Python, Hollandali bir yazilimci olan Guido Van Rossum tarafindan 1990'lh yillarda
gelistirilmeye baslanmis kolay yazim bi¢imiyle 6ne ¢ikan bir programlama dilidir. Diger
dillere kiyasla daha basit olmas1 ve herhangi bir derleyici gerektirmemesiyle dikkat ¢ceker
(Ozgiil, 2013). A¢ik kaynak kodlu ve iicretsiz olmas1, Python'u 6zellikle popiiler kilar.
TensorFlow, Keras ve Scikit-learn gibi kiitiiphaneler, Python'u makine 6grenimi ve veri
bilimi i¢in tercih edilen diller arasina sokar. Pandas, NumPy ve Matplotlib gibi veri
analizi ve gorsellestirme kiitiiphaneleriyle Python, veri bilimcileri ve gelistiriciler i¢in

vazgecilmez bir ara¢ haline gelmistir (Arslan, 2019).

4.1.4.2. Pandas kiitiiphanesi

Pandas kiitiiphanesi, Python programlama dilinde gelistirilmis, veri analizi ve veri isleme
icin giiclii araglar sunan bir kiitiiphanedir. Pandas, 6zellikle zaman serileri ve sayisal

dizilerle ¢aligmay1 kolaylastirirken, ¢esitli veri yapilarini da destekler. Bu, kullanicilarin
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veri setlerini kolayca olusturmasina, diizenlemesine ve analiz etmesine olanak tanir
(Chen, 2017). Pandas" bir Python uygulamasina dahil etmek i¢in yalnizca import pandas
komutunun kullanilmasi1 gerekir. Bu komut, kiitiiphanenin tiim fonksiyonlarmi ve

siiflarini kullanima sunar, boylece veri lizerinde ¢esitli islemler yapilabilmektedir.

4.1.4.3. NumPy kiittiphanesi

Numpy, ¢ok boyutlu diziler lizerinde matematiksel islemleri kolaylikla ve hizla yapmak
i¢in tasarlanmis bir Python kiitliphanesidir. NumPy'nin kdkeni, 1995 yilinda Jim Hugunin
tarafindan gelistirilen Numeric kiitiiphanesine dayanmaktadir. Daha sonra, 2005 yilinda
Travis Oliphant, Numeric ve Numarray kiitliphanelerinin 6zelliklerini birlestirerek
NumPy'yi olusturmustur. Numpy't bir uygulamada kullanabilmek i¢in, import numpy
komutu kullanilir. Bu, Numpy kiitiiphanesinin tiim fonksiyonlarini uygulamaniza entegre
eder ve veri analizi, dogrusal cebir iglemleri, dort islem gibi matematiksel islemleri biiyiik

veri setleri lizerinde hizl bir sekilde gerceklestirmenizi saglar.

4.1.4.4. Scikit-Learn kiitiiphanesi

Scikit-learn, Python programlama dilinde makine 6grenmesi ve veri bilimi projeleri i¢in
tasarlanmis {icretsiz ve acik kaynakli bir kiitiiphanedir. Bu kiitiiphane, ¢esitlilik gosteren
algoritmalar1 biinyesinde barindirmasi sayesinde, siniflandirma, regresyon, kiimeleme
gibi bir¢ok farkli makine 6grenmesi islemini destekler. Kullanici dostu arayiizii ve genis
dokiimantasyonu ile hem deneyimli gelistiricilerin hem de bu alana yeni baslayanlarin
kolayca kullanabilecegi bir yap1 sunar. Scikit-learn'iin zengin algoritma kiitiiphanesi, veri
on isleme, model se¢imi ve degerlendirme gibi makine 6grenmesinin temel siireglerini

kapsar, bu da onu veri bilimi projeleri i¢in vazgeg¢ilmez bir arag haline getirir.

4.1.4.5. Matplotlib kiitriphanesi

Matplotlib, verileri ¢esitli formatlarda ve grafik tiirlerinde gorsellestirmek i¢in kullanilan
bir Python kiitiiphanesidir. Duragan ve etkilesimli gorseller olusturabilme yetenegiyle,

kullanicilarin veri analizi sonuglarin1 kolayca yorumlamasina yardimci olur. Grafikler

30



tizerinde diizenleme yapma, yakinlastirma ve uzaklastirma gibi islevler sunarak veri
gorsellestirme siirecini  zenginlestirir. Ayrica, yiiksek kaliteli c¢iktilar alinmasini
saglayarak sunumlar ve bilimsel caligmalar i¢in ideal bir aragtir. Matplotlib, veri
bilimcileri ve arastirmacilar arasinda popiiler bir secimdir, ¢iinkii karmasik veri setlerini

anlasilir ve estetik gorseller haline getirme giiciline sahiptir.

4.1.4.6. Anaconda

Anaconda, makine 6grenmesi, veri analizi ve veri bilimi gibi alanlarda ¢alismalar yapmak
icin tasarlanmis, pek ¢ok popiiler uygulama yazilimini ve kiitliphaneyi i¢inde barindiran
bir Python ekosistemidir. Bu platform, Python ve R dilleri i¢in gelistirilmis kapsamli bir
paket yoOneticisi ve ortam yoOnetimi sistemine sahiptir. Anaconda, Ozellikle bilim,
miihendislik ve finans alanlarinda veri isleme, veri analizi ve makine 6grenimi projeleri

i¢in tercih edilen bir platformdur.

Anaconda'nin igerdigi araglardan biri de Jupyter Notebook'tur. Jupyter Notebook, canli
kod, denklemler, gorsellestirmeler ve agiklayict metinleri bir arada sunabilen, interaktif
bir web uygulamasidir. Arastirmacilar ve veri bilimcileri tarafindan veri temizleme,
istatistiksel modelleme, gorsellestirme ve makine 6grenimi gibi ¢esitli gérevlerde yaygin
olarak kullanilmaktadir. Anaconda'nin bu kapsamli ekosistemi sayesinde, kullanicilar

projeleri lizerinde hizli ve etkili bir sekilde calisabilirler.

[ ] ® Anaconda Navigator
_) ANACONDA NAVIGATOR @ vparade Now

A Home

All applications « on base {root) v Channels o

0 Environments. ~

. s
8 Learning JL‘J oyt e
o

% Community DataSpell JupyterLab Notebook

DataSpellis an IDE for exploratory data exte ronment for interactive | Web-based, interactive computing notebook
analysis and prototyping machine learning nd repre mputing, basedonthe | environment. Edit and run human-readable
models. It combi F Jupyt kand Architecture. docs while describing the data analysis

Install

AW o

i

Anacanda Blog Qt Consale Spyder Datalore

PYQEGUI that supports inline figures, proper scientific PYthon Development Kick-Start your data science projects in
muitfin airinn with euntay hinhlinhring EriBanmant Pruarfil Durhan INF with <arnne in 2 nea-rnfinnirad anviennmant

Sekil 4.8. Anaconda platformu
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4.1.4.7. Jupyter notebook

Jupyter Notebook, Python basta olmak iizere Julia, R gibi diger programlama dillerini de
destekleyen interaktif bir web uygulamasidir. Kullanic1 dostu araytizii, programlama
Ogrenim siirecini kolaylastirir ve kodlarin yazilmasini, okunmasin1 ve derlenmesini
sadelestirir. Bu basitlik, 6zellikle Python programlama dilini 6§renmek isteyenler i¢in
Jupyter Notebook'u tercih edilen bir platform yapar (Tuzcu, 2020). Kodlarin yani sira,
aciklayict metinler, denklemler ve gorsellestirmeler icerebilen bu arag, egitim

materyalleri, bilimsel ¢aligmalar ve veri analizi projeleri i¢in idealdir.

4.1.4.8. JupyterLab

JupyterLab, Jupyter Notebook'un gelismis bir siiriimii olarak goriilebilecek, interaktif bir
gelistirme ortamidir. Bilim insanlari, arastirmacilar ve veri analistleri tarafindan genis bir
yelpazede kullanilan bu ortam, kod yazma, veri isleme, sonuglarin gorsellestirilmesi ve
bilimsel makalelerin hazirlanmasi gibi islemleri tek bir arayiiz iizerinden yapmayi1
miimkiin kilar. JupyterLab, kullanicilarin not defterleri, kod editorleri, terminaller ve 6zel

bilesenleri bir arada kullanabilmelerine olanak tantyan modiiler bir yapiya sahiptir.

Sekil 4.9. JupyterLab arayiizii
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4.2.Yontem

Bu ¢aligmada, Romanov kuzularina ait veriler Python programlama dili ve ¢esitli makine
O0grenmesi algoritmalart kullanilarak Jupyter Notebook ortaminda, Pandas ve Numpy
kiitiiphaneleri ile diizenlenmistir. Ayrica, Scikit-learn kiitiiphanesi kullanilarak
tahminleme i¢in modeller olusturulmustur. Daha Oncede belirtildigi gibi kullanilan
algoritmalar sunlardir:

1. Random Forest (RF)
Extreme Gradient Boost (XGBoost)
LightGBM
Support Vector Machine (SVM)
Gradient Boosting Machine (GBM)

AR

Calismada, makine 6grenmesi algoritmalar kullanilarak 6ncelikle veri seti %75 egitim,
%25 test olacak sekilde ayrilmistir ve sonrasinda modellerin basar1 oranlari
degerlendirilmistir. Ayrica, her algoritma ve metot i¢in ¢apraz dogrulama yontemi ile

yeniden basari oranlart hesaplanmis , bdylelikle en etkili model belirlenmistir.

4.2.1. Cross-Industry Standard Process for Data Mining (CRISP-DM)

Cross-Industry Standard Process for Data Mining (CRISP-DM), veri madenciligi
projelerinin yénetimi ve uygulanmasi i¢in genis capta kabul goren bir standart siire¢
modelidir. Bu model, projenin donglisii boyunca izlenmesi gereken asamalari, bu
asamalardaki gorevleri ve gorevler arasi iligkileri kapsamli bir sekilde tanimlar. CRISP-
DM, projenin amaglarina, uygulayicinin tecriibesine ve Ozellikle ¢aligilan verinin
niteligine gore esnek uygulamalar sunar, bu nedenle veri madenciligi ¢alismalarinda
bastan sona bir rehber olarak islev goriir. Bu slireg, projenin hedeflerine uygun en etkili
sonuglarin elde edilmesi i¢in veri madenciligi gorevlerinin her birinin nasil planlanip
gerceklestirilecegi konusunda detayli bir yol haritasi sunar. Projede karsilasilan her bir
gorev ve bu gorevlerin birbirleriyle olan iliskisi, projenin basarisinda 6nemli bir rol oynar.
CRISP-DM, veri madenciligi alaninda bir standart olarak kabul edilir ve c¢esitli
endiistrilerdeki veri madenciligi projelerinde uygulanabilirligi ile bilinir (Seker, 2018).

Bu modelin esnek yapisi, farkl: tiirdeki veri setleri ve hedeflerle ¢alisilabilmesine olanak
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tanir, bu da onu veri madenciligi alaninda yaygin olarak kullanilan bir yontem haline

getirir.

Bu caligmada izlenecek ana yontem olan CRISP-DM adimlari akis semasina gore, Sekil
4.10. da gosterilmistir. CRISP-DM adimlar1 akist olusturmaktir soyledir;

* Problemin tanimlanmasi

* Verinin Anlagilmasi

* Verinin Hazirlanmasi

* Modelleme

* Degerlendirme

» Uygulama

CRISP-DM DONGUSU
S — -
anlasiimasi

Verinin
hazirlanmasi

VERIL
Uygulama Modelleme

\ﬁ/

Sekil 4.10. CRISP-DM adimlari akisi

4.2.1.1. Problemin tamimlanmasi

CRISP-DM modelinin "Problemin tanimlanmasi" agamasi, projenin baslangicinda yer
alir ve projenin temelini olusturur. Bu asama, projenin genel hedeflerinin, kapsaminin ve
onceliklerinin tanimlanmasi ile ilgilenir. Problemin tanimlanmasi, bir veri madenciligi

projesinin basarisin1 dogrudan etkileyebilecek temel sorunlar1 ve firsatlar1 tanimlamaya
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odaklanir. Durum degerlendirmesi, mevcut is ortami, siiregler, veri kaynaklar ve ilgili
taraflar hakkinda bir incelemedir. Bu adim, projenin hangi problemlerini ¢6zebilecegini,
hangi verilerin kullanilabilir oldugunu ve projenin gergeklestirilebilirligini anlamak i¢in
onemlidir. Proje hedeflerinden yola ¢ikarak, bu adimda spesifik veri madenciligi hedefleri
belirlenir. Bu hedefler, proje hedeflerine ulasmak icin veri {izerinde ne tiir analizlerin
yapilacagini agikca ifade eder. Plan, projenin kapsamini, takvimini, gerekli kaynaklari,
riskleri ve basari kriterlerini igerir. Proje plani, projenin tiim siireci boyunca takip edilir
ve gerektiginde gilincellenir. Bu asama, projenin amacini ve yoniinii netlestirir, projenin

basartyla tamamlanmasina zemin hazirlar (Chapman ve ark., 2000).

4.2.1.2. Verinin anlasilmasi

Modelleme siirecinde modelin tasarimi ve kurulumu sirasinda ortaya cikabilecek
sorunlart 6nlemek i¢in, verinin anlagilmasi agamasi bilyiik 6nem tagir. Verinin anlagilmasi
ve analizi ne kadar iyi yapilirsa, modelleme asamasi da o kadar basarili bir sekilde

gergeklestirilebilir (Dogan ve Arslantekin, 2023).

4.2.1.3. Verinin hazirlanmasi

Bu asama, veri setindeki ham veriler ve uygulamada kullanilacak verilerin belirlenmesi,
test ve egitim verilerinin se¢imi ve analiz edilmesi islemlerini kapsar. Bu siireg,
uygulamay1 gerceklestirecek olan analistin en fazla zaman harcadigi ve en Onemli

asamalardan biridir (Dogan ve Arslantekin, 2023).

4.2.1.4. Modelleme

Bu asamada, uygulamada kullanilacak gercek modeli tasarlama ve olusturma siireci
baglar. Bu siirecte, analist modelde kullanilacak verilerin ne kadarinin test, ne kadarinin
egitim verisi olacagini belirler ve bu verileri hazirlamaya geger. Model hazir hale
getirildikten sonra, uygulamada kullanilacak tekniklerin uygulanmasina gegilir. Bu
teknikler, egitim verisi setinin siniflandirilmasi, egitim verileri ile iliskilerin kurulmasi ve

kiimeleme tekniklerini igerir. Model, egitim ve test verileri kullanilarak karsilastirmali bir
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sekilde test edilir ve elde edilen sonuglar analiz edilir. Analiz asamasindan sonra, elde
edilen sonuglara gore veri hazirlama kismi tekrar gozden gecirilebilir (Dogan ve

Arslantekin, 2023).

4.2.1.5. Degerlendirme asamasi

Degerlendirme asamasinda, modelin is hedeflerine ulagsma diizeyi ve beklenen
performans kriterlerine uygunlugu degerlendirilir. Bu siirecte, modelin test veri seti
tizerindeki performansi gézden gegirilir ve is problemini ¢6zme yetenegi analiz edilir.
Ayrica, projenin baglangicindan itibaren gerceklestirilen islemler incelenerek,

gelecekteki projeler i¢in iyilestirme firsatlari belirlenir (Chapman ve ark., 2000).

4.2.1.6. Uygulama asamasi

Uygulama asamasi, modelin is siireclerine entegrasyonunu ve elde edilen bilginin
kullanima sunulmasini kapsar. Bu asamada, model iiretim ortamina alinir ve kullanicilar
modelin isleyisi hakkinda bilgilendirilir. Modelin performansi siirekli izlenir ve
gerektiginde giincellemeler yapilir. Boylece model, siirekli olarak is degeri yaratir.
Ayrica, bu asama elde edilen sonuglarin is siireclerinde etkin bir sekilde kullanilmasini

igerir (Chapman ve ark., 2000).

4.2.2 Modellerin performans degerlendirmesi

Bu ¢alismada, algoritmalar JupyterLab ortaminda Python programlama dili kullanilarak
kodlanmigtir. Makine 6grenimi algoritmalarinda, agik kaynakli bir makine dgrenimi
kitaplig1 olan Scikit learn kitapligi kullanilmigtir. Grafikleri ¢izmek icin Matplotlib
kitapligr  kullanilmistir.  Performansin  degerlendirilmesi  Scikit-learn metrikleri
kullanilarak yapilmistir. Tiim hiper parametreler, bes kat capraz dogrulama yontemi ve

Grid Search islevi kullanilarak ayarlanmistir.
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4.2.3. Yontem karsilastirma Kriterleri

Tahmin modelinin veri lizerindeki performansin1 degerlendirmek ve model tarafindan
Ongoriilen deger ile gercek deger arasindaki iligkiyi dlgmek i¢in ¢esitli hata metrikleri
kullanilir. Bu ¢aligmada, tahmin modellerinin degerlendirilmesi i¢cin HKOK, HKO ve R?
kullanilmistir. Bu hata dlgiitleri arasinda, tahmin modelinin dogruluk oran1 R? yontemi ile
belirlenirken, algoritmanin hata 6l¢iisii HKOK ve HKO ile degerlendirilir. Bu metrikler
0 ile o arasinda degerler alabilir. Ancak, metriklerden elde edilen degerler kiigiildiikce
tahmin algoritmasinin daha basarili oldugu kabul edilir. HKOK, kare islevinden 6nceki
ortalama nedeniyle biiylik veri kiimelerinde daha avantajlidir. Ayrica, R? ile 6l¢iilen
dogruluk orani 1'e yaklastik¢a, tahmin modelinin bagarisinin daha yiiksek oldugu anlagilir

(Wang ve Xu, 2004).

4.2.3.1. Hata kareler ortalamas: (HKO)

HKO, gercek deger ile tahmin edilen deger arasindaki mutlak hataya karsilik gelir ve
herhangi bir yon dikkate alinmadan verideki (tahminler) hatalarin ortalama biiytikliigiinii
6lemek icin kullanilir. Diisiik bir HKO, modelin tahmininin gercek degere daha yakin

oldugunu gosterir.
1 ~
HKO = —2iL, (y; — 90)* (4.21)

4.2.3.2. Belirtme katsayisi (R?)

Belirme katsayis1 R?, tahminin dogrulugunu temsil eder. 1'e yakin R? degeri daha
fazla tahmin dogrulugu anlamia gelir. Diger bir ifade ile 1’ e yakin degerler modelin

bagiml degiskenindeki varyansi iyi agikladigini gdsterir.

Y =92

RZ = 1 - T
e  Vi=VD?

(4.22)
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4.2.3.3. Hata kareler ortalamasinin karekokii (HKOK)

Regresyon egrisinde tahmin edilen degerler ile gercek degerleri arasindaki mesafenin
Ol¢iisti artiklar ifade eder ve artiklarin standart sapmasi, hatanin ortalama karekokiinii
verir. Diisiik bir HKOK degeri, modelin tahminlerinin gergek degerlere daha yakin

oldugunu gosterir.

HKOK = L3I, - y0? (4.23)
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5. BULGULAR ve TARTISMA

Bu ¢aligmada, Romanov kuzularinin biiyiime verileri lizerinde ¢esitli makine 6grenmesi
algoritmalarinin performansini degerlendirmek igin veri seti lizerinde RF, GBM,
XGBoost, SVM ve LightGBM algoritmalar1 uygulanmistir. Algoritmalar i¢in en uygun
parametre degerleri, Python programlama dilinde Grid Search yontemi ile bes katli capraz
dogrulama teknigi kullanilarak belirlenmistir. Bu yontemle, modelin hiperparametreleri
optimize edilmis ve her algoritma i¢in en iyi sonuglar1 veren parametre kombinasyonlari

secilmistir.

Calismada kullanilan algoritmalar Romanov kuzularinin ilk 180 giinliik biiyiime verileri
tizerinde egitimden gecirilmis ve ardindan tahmin performanslari belirlenmistir.
Modelleme siirecinde, sagr1 yliksekligi (SY), cidago yiiksekligi (CY), viicut uzunlugu
(VU), gogiis derinligi (GD), gogiis cevresi (GC) ve kiirekler aras1 gogiis genisligi
(KAGG) bagimsiz degiskenlerinin agirlik tahminleri {izerindeki 6nem diizeyleri
belirlenmistir. Analizler sonucunda, hangi bagimsiz degiskenlerin tahminlerde daha etkili

oldugunu gostermek icin grafiklerle desteklenmistir.

Calismada son asamada, algoritmalarin tahmin ettigi degerlerle ger¢ek 6l¢iim degerleri

karsilagtirilmis ve her algoritmanin tahmin dogrulugu gorsellestirilmistir.

5.1. Makine Ogrenmesi Algoritmalar1 Hata Metrikleri

Romanov kuzularinin biiylime verilerini temel alan bir veri seti iizerinde RF, GBM,
XGBoost, SVM ve LightGBM algoritmalar1 tahmin performansini degerlendirmektedir.
Performans degerlendirmesinde HKOK, HKO ve R? kullanilmistir. Cizelge 5.1°de
sunulan sonuglar, her bir algoritmanin veri seti iizerindeki performansini1 gostererek en

iyl modeli belirlemeye yonelik bir karsilastirma yapmaktadir.
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Cizelge 5.1. Degiskenlere ait tanimlayici istatistikler

Algorithms HKOK HKO R?

Random Forest (RF) 1.01365 1.02749 0.97948
Support Vector Machine (SVM) 1.09043 1.18903 0.97626
Extreme Gradient Boost (XGBoost) 1.03964 1.08085 0.97842
LightGBM 1.08735 118233 0.97639
Gradient Boosting Machine (GBM) 0.99534 0.99131 0.98022

Cizelge 5.1 incelendigi zaman en iyi performansit GBM algoritmasmin gosterdigi
goriilmektedir. GBM, en diisiik HKOK (0.99534) ve HKO (0.99131) degerleri ile en
ylksek R? (0.98022) degerlerine sahiptir. Bu bulgu, GBM algoritmasinin tahminlerde en
diistik hata oranmna sahip oldugunu ve veri setine en iyi uyumu sagladigin

gostermektedir.

RF algoritmasi, GBM’e yakin bir performans gostererek HKOK degeri 1.01365 ve R?
degeri 0.97948 ile one ¢ikmistir. RF algoritmasinin da Romanov kuzularinin agirlik
tahmini i¢in giivenilir bir model oldugu goriilmiistiir. XGBoost algoritmasi da iyi bir
performans gostermis olup HKOK (1.03964) ve R? (0.97842) degerleri ile giivenilir bir

model oldugu goriilmiistiir.

SVM ve LightGBM algoritmalar1 ise diger algoritmalara kiyasla daha yiiksek hata
oranlarina sahiptir. SVM, 1.09043 HKOK ve 1.18903 HKO degeri ile en yliksek hata
oranlarina sahipken, LightGBM 1.08735 HKOK ve 1.18233 HKO degeri ile benzer
sonuclar vermistir. Her iki algoritmanin da veri setine uyumu yiiksek olsa da (R? > 0.97),

diger algoritmalara kiyasla daha az basarili olduklar1 sonucuna varilmstir.
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5.2 Random Forest (RF) Sonuclari

RF modellemesinin optimum degerleri Python'daki Grid Search islevi kullanilarak bes
kat capraz dogrulama teknigi ile elde edilmistir. RF algoritmasi i¢in kullanilan parametre
degerleri ve optimum sonuglar Cizelge 5.2°de gosterilmistir. Model i¢in en iyi
kombinasyonun max dept parametresinin 9, max features parametresinin 3 ve

n_estimators parametresinin 1000 oldugu durumda bulunmustur.

Cizelge 5.2. RF algoritmasi segilen hiperparametre degerleri

Parametreler max_depth max_features n_estimators
Araliklar 1,2 34,5678, 9] [3, 5,10, 15] [1000, 2000, 3000]
Secilen Degerler 9 3 1000

Asagida verilen Sekil 5.1 RF algoritmasinin bagimsiz degiskenler arasindaki 6nem
diizeylerini gostermektedir. RF algoritmas1 kullanilarak yapilan analiz sonucunda
bagimsiz degiskenlerin dnem diizeyleri gosterilmistir. Her bir bagimsiz degiskenin,
modelin tahmin sonuglarina olan katkisi, grafikteki barlarin uzunlugu ile temsil

edilmektedir.

Gogilis cevresi degiskeni, yaklasik %80'lik bir 6nem diizeyi ile modelde tahmin edilen
agirhik lizerinde en yliksek etkiye sahip degisken olarak One g¢ikmaktadir. Bu, GC,
modelin agirlik tahminlerinde belirleyici bir rol oynadigmi ve diger bagimsiz

degiskenlere kiyasla cok daha yiiksek bir katki sagladigin1 gostermektedir.

Diger  degiskenler ise  oldukg¢a  diisiik Onem  diizeylerine  sahiptir.
Ozellikle CY, VU ve SY bagimsiz degiskenleri, modelin tahminlerinde diisiik bir rol
oynamaktadir. GD, 6l¢iim (Romanov kuzularin dogumdan itibaren 180. giine kadar her
15 giinliik periyot zamanlar1) ve KAGG degiskenleri ise onemli bir katki saglamadigi

goriilmektedir.
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Sekil 5.1. RF bagimli degiskenlerin 6nem diizeyleri

Sekil 5.2 RF algoritmasinin Romanov kuzularinin biiytime 6l¢timlerine dayali tahminleri

ile gercek degerler arasindaki iliskiyi gostermektedir.
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Sekil 5.2. RF algoritmas1 kullanilarak tahmin degerlerinin gergek 6lgiim degerlerine gore

dagilimi

Grafikte goriilen noktalar, tahmin edilen degerlerin biiyiik bir kisminin gergek degerlerle

uyumlu oldugunu ortaya koymaktadir. Ozellikle noktalarin dogrusal bir egri etrafinda

yogunlagmasi, algoritmanin tahmin dogrulugunun oldukga yiiksek oldugunu ve verilerin

genel egilimini 1yi bir sekilde yakaladigini géstermektedir.
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Grafikteki egim, RF algoritmasinin verileri basarili bir sekilde modelledigini ve diisiik
hata oranina sahip oldugunu kanitlamaktadir. Bu durum, HKOK ve HKO gibi performans
Olciitlerinin de destekledigi bir bulgudur. Algoritmanin R? degeri ise, tahminlerin %98

oraninda dogru oldugunu gdstermektedir.

Romanov kuzularinin ilk 180 giin boyunca 15 giin araliklarla ¢esitli viicut 6lgiimleri ve
RF algoritmas1 kullanilarak yapilan tahmin degerleri gosterilmektedir. Bu olc¢limler
arasinda SY, CY, VU, GD, GC ve KAGG yer almaktadir. Ayrica, her 6l¢iim periyodunda

gercek Olglim degerleri ve tahmin edilen degerler Cizelge 5.3de verilmistir.

Cizelge 5.3. RF algoritmasi ile Romanov kuzular1 ilk 180 giin tahmin degerleri

I Ol¢ciim Tahmin
Olcim | SY CY vuU GD GC KAGG Dei‘gerleri Degerleri
1] 2620 25.10 | 23.80 8.00 | 27.50 5.30 1.90 2.00
15| 34.10| 33.40 | 30.40 | 11.90 | 38.60 9.00 4.40 4.70
30 | 39.30 | 38.80 | 33.30 | 14.00 | 45.10 10.20 5.20 7.34
451 42.10 | 41.80 | 36.50 | 15.50 | 50.20 11.30 6.00 7.40
60 | 42.80 | 42.60 | 37.20 | 15.80 | 51.80 11.70 7.20 8.16
75| 43.50 | 43.30 | 37.90 | 16.40 | 53.00 11.90 8.70 9.25
90 | 44.00 | 43.80 | 38.20 | 17.00 | 54.00 12.00 9.70 11.38
105 | 4520 | 45.00 | 4040 | 17.40 | 57.30 12.10 12.20 12.99
120 | 46.40 | 46.20 | 41.70 | 19.30 | 61.60 12.30 13.60 14.21
135 47.80 | 47.60 | 42.60 | 20.40 | 64.40 12.30 15.80 16.05
150 | 49.10 | 49.00 | 43.10 | 20.30 | 68.20 12.60 17.90 18.50
165 | 50.80 | 50.50 | 44.60 | 22.40 | 71.00 12.90 20.20 20.74
180 | 53.90 | 53.60 | 49.80 | 23.00 | 74.20 13.30 22.90 23.59

Sonug olarak, RF algoritmasinin, Romanov kuzularinin biiylime siirecini tahmin etmede
etkili bir ara¢ oldugu goriilmektedir. Bu bulgular, algoritmanin genel olarak yiiksek bir
dogrulukla calistigin1 ve c¢alismada elde edilen veriler iizerinde giivenilir sonuglar
verdigini ortaya koymaktadir. Modelin yiiksek basar1 orani, RF algoritmasinin bu tiir

verilerle yapilacak tahminlerde giivenilir bir segenek oldugunu gostermektedir.
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5.3. Support Vector Machine (SVM) Sonuclari

SVM modellemesinin optimum degerleri Python'daki Grid Search islevi kullanilarak bes
kat capraz dogrulama teknigi ile elde edilmistir. SVM algoritmas: i¢in kullanilan
parametre degerleri ve optimum sonuglar Cizelge 5.4’de gosterilmistir. Deneysel
sonuglar, SVM modeli i¢in en iyi kombinasyonun C parametresinin 100, gamma

parametresinin 0.1 ve epsilon parametresinin 0.1 oldugu durumda bulunmustur.

Cizelge 5.4. SVM algoritmasi secilen hiperparametre degerleri

Parametreler C gamma epsilon
Araliklar [0.1, 1, 10, 100] ['scale’, 'auto’, 0.01, 0.1, 1, 10] [0.01, 0.1, 1]
Secilen Degerler 100 0.1 0.1

Asagida verilen Sekil 5.3 SVM algoritmasi ile bagimsiz degiskenlerin agirlik tahminleri
tizerindeki 6nem diizeyleri gosterilmektedir. Sekil 5.3. model tahmininde hangi bagimsiz
degiskenlerin daha fazla katki sagladigini gorsel olarak ifade etmektedir. Bu analizde GC,
yaklasik %40'lik bir 6nem diizeyi ile SVM modelinde en belirleyici degisken olarak 6ne

¢cikmis ve agirlik tahminlerinde kritik bir rol oynamaistir.

GC’yi takiben, SY, GD, 6l¢iim (Romanov kuzularin dogumdan itibaren 180. giine kadar
15 giinliik zaman periyotlar1) ve CY degiskenleri de modele anlamli katki saglamaktadir;
ancak bunlarin 6nem diizeyi GC’ne kiyasla daha diisiiktiir. VU ve KAGG bagimsiz
degiskenleri modelde en diisiik 6neme sahiptir. Bu degiskenlerin katkisinin sinirli olmasi,
SVM algoritmasinda agirlik tahminlerinde daha diisiik bir etkiye sahip olduklarini

gostermektedir.
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Sekil 5.3. SVM bagimli degiskenlerin 6nem diizeyleri

Sekil 5.4 SVM algoritmast kullanilarak yapilan tahminler ile gergek degerlerin

karsilastirilmasini gostermektedir.
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Sekil 5.4. SVM algoritmasi kullanilarak tahmin degerlerinin gergek 6l¢iim degerlerine
gore dagilimi

Dagilim grafigi incelendiginde, noktalarin genel olarak dogrusal bir egri etrafinda
yogunlastig1 ve genel olarak tahmin edilen degerlerin gergek degerlere oldukca yakin
oldugu goézlemlenmektedir. Bu, SVM algoritmasinin tahmin performansinin giiglii

oldugunu ve verileri bagaril1 bir sekilde modelledigini ortaya koymaktadir.
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Ancak, grafikte bazi veri noktalarinin gergek degerlerden sapma gosterdigi, 6zellikle 10-
15 birim araliginda daha fazla hata paymin olustugu goézlemlenmistir. Bu durum,
algoritmanin belirli araliklardaki veri noktalarinda daha az dogru tahminler yaptigini
gostermektedir. Tablodaki HKOK ve HKO degerleri incelendiginde de bu sapmalarin

modelin hata oranini artirdig1 goriilmektedir.

SVM, genel olarak kabul edilebilir bir performans sergilemekle birlikte, diger
algoritmalara kiyasla (6rnegin, RF ve GBM) biraz daha yiiksek hata oranina sahiptir. Bu
nedenle, modelin genel uyumu yiiksek olsa da bazi veri noktalarinda modelin daha diisiik

performans gosterdigi ve bu sapmalarin tahmin dogrulugunu etkiledigi sdylenebilir.

Cizelge 5.5’de Romanov kuzulariin ilk 180 giin boyunca 15 giin araliklarla ¢esitli viicut

Ol¢timleri ve SVM algoritmasi kullanilarak yapilan tahmin degerleri gosterilmektedir.

Cizelge 5.5. SVM algoritmasi1 ile Romanov kuzular1 ilk 180 giin tahmin degerleri

sleim | SY | CY | VU | GD | GC | KAGG 816"'gfﬁeri IT)ae%r;llrelri
1] 2620 25.10 | 23.80 | 8.00 | 27.50 5.30 1.90 1.80
15| 34.10 | 33.40 | 30.40 | 11.90 | 38.60 9.00 4.40 4.89
30 | 39.30 | 38.80 | 33.30 | 14.00 | 45.10 10.20 5.20 6.88
45| 42.10 | 41.80 | 36.50 | 15.50 | 50.20 11.30 6.00 8.61
60 | 42.80 | 42.60 | 37.20 | 15.80 | 51.80 11.70 7.20 9.21
75 | 43.50 | 43.30 | 37.90 | 16.40 | 53.00 11.90 8.70 9.82
90 | 44.00 | 43.80 | 38.20 | 17.00 | 54.00 12.00 9.70 10.18
105 | 4520 | 45.00 | 40.40 | 17.40 | 57.30 12.10 12.20 12.30
120 | 46.40 | 46.20 | 41.70 | 19.30 | 61.60 12.30 13.60 14.20
135 | 47.80 | 47.60 | 42.60 | 20.40 | 64.40 12.30 15.80 16.22
150 | 49.10 | 49.00 | 43.10 | 20.30 | 68.20 12.60 17.90 18.58
165 | 50.80 | 50.50 | 44.60 | 22.40 | 71.00 12.90 20.20 21.01
180 | 53.90 | 53.60 | 49.80 | 23.00 | 74.20 13.30 22.90 24.82

SVM algoritmas1 Romanov kuzularinin biiylime stireglerini tahmin etmede iyi bir model
olarak kullanilabilir, ancak diger algoritmalarla kiyaslandiginda daha ytiksek bir hata
paymna sahiptir. Bu yilizden, tahmin performansini artirmak igin algoritmanin
optimizasyonu goz Onilinde bulundurulmali ya da farkli algoritmalarla kiyaslandiginda

daha uygun bir model se¢imi yapilmalidir.
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5.4. Gradient Boosting Machine (GBM) Sonuclar

GBM modellemesinin optimum degerleri Python'daki Grid Search islevi kullanilarak bes
kat ¢apraz dogrulama teknigi ile elde edilmistir. GBM algoritmast i¢in kullanilan
parametre degerleri ve optimum sonuglar Cizelge 5.6°da gosterilmistir. Deneysel
sonuglar, GBM modeli i¢in en iyi kombinasyonun learning rate parametresinin 0.01,
max_depth parametresinin 8, n_estimators parametresinin 1000 ve subsample

parametresinin 0.5 oldugu durumda bulunmustur.

Cizelge 5.6. GBM algoritmasi segilen hiperparametre degerleri

Parametreler learning_rate max_depth n_estimators subsample
Araliklar [0.001,0.01,0.1,0.2] = [3, 5,8, 50,100] [200, 500, 1000, 2000]  [1, 0.5, 0.75]
Segilen Degerler  0.01 8 1000 0.5

Sekil 5.5°de GBM algoritmasi ile bagimsiz degiskenlerin agirlik tahminleri tizerindeki
Onem diizeyleri analiz edilerek gorsellestirilmistir. Degiskenlerin modele katkisi, barlarin

uzunluklari ile ifade edilmistir.

GBM modelinde gogiis cevresi, yaklasik %60’lik bir 6nem diizeyi ile en kritik degisken
olarak 6ne ¢ikmaktadir. Bu, Romanov kuzulariin agirlik tahmininde GC’nin belirleyici
bir faktor oldugunu ve tahminlere en fazla katkiy1 sagladigin1 gostermektedir. Bu bulgu,
diger algoritmalarda da benzer bir sekilde gdzlemlenmis olup, GC’nin tiim modellerde

onemli bir degisken oldugunu dogrulamaktadir.

Diger onemli degiskenler arasinda CY 6ne ¢ikmaktadir, ancak GC’ye kiyasla ¢cok daha
diisiik bir katki sagladig1 goriilmektedir. SY ve VU degiskenleri ise daha diisiik bir 6nem
diizeyine sahiptir. Ozellikle KAGG ve 6l¢iim (kuzularin dogumdan itibaren 180. giine
kadar 15 giinliik zaman periyotlar1) degiskenleri model iizerindeki katkisi oldukca diisiik

olup, modelin tahminlerinde etkili olmamaktadir.
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Sekil 5.5. GBM bagimli degiskenlerin 6nem diizeyleri

Sekil 5.6’de GBM algoritmas1 kullanilarak yapilan tahminler ile gercek degerlerin

karsilastirilmasini gostermektedir.
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Gergek Degerler

Sekil 5.6. GBM algoritmas1 kullanilarak tahmin degerlerinin gergek 6l¢iim degerlerine
gore dagilimi

Dagilim grafigi incelendiginde, noktalar genel olarak dogrusal bir ¢izgi etrafinda
toplanmis olup, tahmin edilen degerlerin biiyiik ¢ogunlugu gergcek degerlere oldukca
yakindir. Bu durum, GBM algoritmasinin gii¢lii bir modelleme performansina sahip

oldugunu ve tahminlerinin yiiksek dogrulukta oldugunu gostermektedir.
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GBM algoritmasinin diger algoritmalarla karsilagtirildiginda en diisiik HKOK ve HKO
degerlerine sahip oldugu goriilmektedir. Bu, modelin tahminlerinin hata oraninin diger
modellere gore daha diisiik oldugunu ve gercek degerlere daha yakin sonuglar {irettigini
gosterir. R* degeri ise modelin %98 oraninda bagimli degiskeni acikladigini, yani

modelin olduk¢a basarili bir uyum sagladigini ortaya koymaktadir

Cizelge 5.7.”de Romanov kuzularinin ilk 180 giin boyunca 15 giin araliklarla ¢esitli viicut

Olctimleri ve GBM algoritmasi kullanilarak yapilan tahmin degerleri gosterilmektedir.

Cizelge 5.7. GBM algoritmasi ile Romanov kuzulari ilk 180 giin tahmin degerleri

. Olgiim Tahmin
OlGUmgSY S Vi GD GC RAGG Deggerleri Degerleri
1| 2620 | 25.10 | 23.80 8.00 | 27.50 5.30 1.90 2.00
15| 34.10 | 33.40 | 30.40 | 11.90 | 38.60 9.00 4.40 4.70
30| 39.30 | 38.80 | 33.30 | 14.00 | 45.10 10.20 5.20 7.34
45| 42.10 | 41.80 | 36.50 | 15.50 | 50.20 11.30 6.00 7.40
60 | 42.80 | 42.60 | 37.20 | 15.80 | 51.80 11.70 7.20 8.16
75| 43.50 | 43.30| 37.90 | 16.40 | 53.00 11.90 8.70 9.25
90 | 44.00 | 43.80 | 38.20 | 17.00 | 54.00 12.00 9.70 11.38
105 | 45.20 | 45.00 | 40.40 | 17.40 | 57.30 12.10 12.20 12.99
120 | 46.40 | 46.20 | 41.70 | 19.30 | 61.60 12.30 13.60 14.21
135 | 47.80 | 47.60 | 42.60 | 20.40 | 64.40 12.30 15.80 16.05
150 | 49.10 | 49.00 | 43.10 | 20.30 | 68.20 12.60 17.90 18.50
165 | 50.80 | 50.50 | 44.60 | 22.40 | 71.00 12.90 20.20 20.74
180 | 53.90 | 53.60 | 49.80 | 23.00 | 74.20 13.30 22.90 23.59

GBM algoritmast hem diisiik hata oran1 hem de yiiksek aciklayicilik ile en basarili model
olarak 6ne ¢ikmaktadir. Ozellikle Romanov kuzularmin biiyiime &lgiimlerine dayali
tahminlerde yliksek dogrulukta sonuglar vermektedir. Bu nedenle GBM, calismanizda
tahmin performansini optimize etmek amaciyla giivenilir bir algoritma olarak

kullanilabilir.
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5.5. Extreme Gradient Boost (XGBoost) Sonuclari

XGBoost modellemesinin optimum degerleri Python'daki Grid Search iglevi kullanilarak
bes kat capraz dogrulama teknigi ile elde edilmistir. XGBoost algoritmasi i¢in kullanilan
parametre degerleri ve optimum sonuglar Cizelge 5.8°de gosterilmistir. Deneysel
sonuglar, XGBoost modeli i¢in en iyi kombinasyonun colsample bytree 0.5,
n_estimators parametresinin 800, max_depth parametresinin 4 ve learning rate

parametresinin 0.02 oldugu durumda bulunmustur.

Cizelge 5.8. Xgboost algoritmasi segilen hiperparametre degerleri

Parametreler colsample_bytree n_estimators max_depth learning_rate

Araliklar [0.4, 0.5, 0.8, 0.9, [800, 900, 1000, 2000, [2,3 4,56  [010.010.02,
1] 3000] 71 0.05]

Segilen 0.5 800 4 0.02

Degerler

Sekil 5.7°’de Romanov kuzulariin ilk 180 giinliik biiyiime verileri temel alinarak,
XGBoost algoritmasi ile bagimsiz degiskenlerin agirlik tahminleri tizerindeki 6nem
diizeyleri analiz edilerek gorsellestirilmistir. Degiskenlerin modele katkisi, barlarin

uzunluklari ile ifade edilmistir.

XGBoost algoritmasinda, GC en 6nemli degisken olarak 6ne ¢ikmis ve diger degiskenlere
gore cok daha yiiksek bir 6nem diizeyine sahip oldugu gozlemlenmistir. Yaklasik %80'lik
bir onem diizeyi ile GC, Romanov kuzularimin agirlik tahmininde kritik bir rol
oynamaktadir. Bu, modelin agirlik tahminlerinde GC 06l¢limiiniin belirleyici bir faktor

oldugunu bir kez daha kanitlamaktadir.

Diger degiskenler arasinda ise VU, CY ve SY parametreleri daha diisiik Onem
diizeylerine sahiptir. Bu degiskenlerin agirlik tahminlerinde etkisi minimal diizeyde
kalmistir. GD, KAGG ve 6l¢iim (kuzularin dogumdan itibaren 180. giine kadar 15 giinliik

zaman periyotlar1) degiskenlerinin model {izerindeki etkisi ¢ok diistiktiir.
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Sekil 5.7. XGBoost bagiml degiskenlerin 6nem diizeyleri

Sekil 5.8.’de XGBoost algoritmasi kullanilarak yapilan tahminler ile ger¢ek degerlerin

karsilastirilmasini gostermektedir

Gercek Degerler vs Tahminler

30 A e
t”’
-
L g’ ™
25 ) ;;80
g o
- f% e
‘]
=
°® ?ﬁ °
201 ® o
a ® '(%/ao
c ® .00
£ o
E 15 A a%;’ L]
.
%]
) g’%/ .
10 4 a ?‘0 ol O
® %’) o
Oﬂ E
5 Aﬁ? =
5 10 15 20 25 30

Gergek Degerler

Sekil 5.8. XGBoost algoritmasi kullanilarak tahmin degerlerinin gergek O6lgiim
degerlerine gore dagilimi
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Sekil 5.8’de tahmin edilen degerler ile ger¢ek degerlerin dogrusal bir egri etrafinda
toplandig1 ve modelin ¢ogunlukla basarili tahminler yaptig1 goriilmektedir. Ancak bazi
noktalar, gercek degerlerden biraz sapma gostermektedir. Bu sapmalar, belirli verilerde

XGBoost algoritmasinin tahminlerinin tam olarak isabet etmedigini gosteriyor.

Cizelge 5.9’de Romanov kuzularimin ilk 180 giin boyunca 15 giin araliklarla ¢esitli viicut

Olctimleri ve XGBoost algoritmasi kullanilarak yapilan tahmin degerleri gosterilmektedir.

Cizelge 5.9. XGBoost algoritmasi ile Romanov kuzulart ilk 180 giin tahmin degerleri

b Ol¢ciim Tahmin
Olcim | SY CY vuU GD GC KAGG Dei‘gerleri Degerleri
1] 2620 25.10 | 23.80 8.00 | 27.50 5.30 1.90 2.06
15| 34.10 | 33.40 | 30.40 | 11.90 | 38.60 9.00 4.40 4.79
30 | 39.30 | 38.80 | 33.30 | 14.00 | 45.10 10.20 5.20 7.21
451 42.10 | 41.80 | 36.50 | 15.50 | 50.20 11.30 6.00 7.43
60 | 42.80 | 42.60 | 37.20 | 15.80 | 51.80 11.70 7.20 8.41
75| 43.50 | 43.30 | 37.90 | 16.40 | 53.00 11.90 8.70 9.60
90 | 44.00 | 43.80 | 38.20 | 17.00 | 54.00 12.00 9.70 11.25
105 | 4520 | 45.00 | 4040 | 17.40 | 57.30 12.10 12.20 13.19
120 | 46.40 | 46.20 | 41.70 | 19.30 | 61.60 12.30 13.60 14.40
135 47.80 | 47.60 | 42.60 | 20.40 | 64.40 12.30 15.80 16.07
150 | 49.10 | 49.00 | 43.10 | 20.30 | 68.20 12.60 17.90 18.77
165 | 50.80 | 50.50 | 44.60 | 22.40 | 71.00 12.90 20.20 20.77
180 | 53.90 | 53.60 | 49.80 | 23.00 | 74.20 13.30 22.90 23.47

XGBoost, Romanov kuzularinin biiyiime Ol¢iimlerine dayali tahminlerde yiiksek bir
dogruluk oran1 sergileyen, giiclii bir modelleme algoritmasidir. Ancak diger
algoritmalarla (6rnegin GBM ve RF) kiyaslandiginda, hata orani biraz daha yiiksek
cikmaktadir. Bu nedenle XGBoost algoritmasi, kabul edilebilir bir performansa sahip olsa
da, en iyl modelleme performansini elde etmek i¢in diger algoritmalarin sonuglar1 da

dikkate alinmalidir.
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5.6. LightGBM Sonuclari

LightGBM modellemesinin optimum degerleri Python'daki Grid Search islevi
kullanilarak bes kat capraz dogrulama teknigi ile elde edilmistir. LightGBM algoritmasi
icin kullanilan parametre degerleri ve optimum sonuglar Cizelge 5.10‘da gosterilmistir.
Deneysel sonuglar, LightGBM modeli i¢in en 1yi kombinasyonun colsample bytree 0.9,
n_estimators parametresinin 100, max_depth parametresinin 3 ve learning rate

parametresinin 0.01 oldugu durumda bulunmustur.

Cizelge 5.10. LightGBM algoritmasi secilen hiperparametre degerleri

Parametreler colsample_bytree learning_rate n_estimators max_depth

Araliklar [0.4, 0.5, 0.5, 0.9, [0.01,0.1,0.5,  [20, 40, 100, 200, 500, [3,4,5678,9,
1 1 1000, 2000] 10, 1]

Secilen 0.9 0.1 100 3

Degerler

Sekil 5.9°da Romanov kuzularimin ilk 180 giinliik biiyiime verileri temel alinarak,
LightGBM algoritmast ile bagimsiz degiskenlerin agirlik tahminleri tizerindeki 6nem

diizeyleri analiz edilerek gorsellestirilmistir.

Diger modellerle karsilastirildigi zaman, LightGBM algoritmasinda degiskenler arasinda
daha dengeli bir dagilim gozlemlenmektedir. Ancak GC degiskeni, diger degiskenlere
gbre en onemli katkiy1 saglayan faktor olarak one ¢ikmaktadir ve yaklasik %25'lik bir

Onem diizeyine sahiptir.

Diger degiskenler arasinda VU, KAGG ve GD degiskenleri de modelin tahminlerine
anlamli bir katki saglamaktadir. Bu degiskenler, LightGBM modelinde agirlik
tahminlerinde nispeten daha etkili olmuslardir. CY ve SY degiskenleri de tahminlerde

onemli bir rol oynamaktadir.

Bununla birlikte, 6l¢iim (kuzularin dogumdan itibaren 180. giine kadar 15 giinlilk zaman

periyotlar1) degiskeni en diisiik katkiya sahiptir, ancak yine de model {izerinde bir etkisi
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bulunmaktadir. Bu durum, diger algoritmalara kiyasla LightGBM modelinin daha fazla

degiskenin tahminlerde etkili olmasina olanak tanidigin1 gostermektedir.

Bagimsiz Degisken Onem Diizeyi (LightGBM)

olgum

GD

KAGG

Bagdimsiz Degisken

0 5 10 15 20
Onem Dizeyi

Sekil 5.9. LightGBM bagimli degiskenlerin 6nem diizeyleri

Sekil 5.10 LightGBM algoritmas1 kullanilarak yapilan tahminler ile gercek degerlerin

karsilastirilmasini gostermektedir
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Sekil 5.10. LightGBM algoritmas1 kullanilarak tahmin degerlerinin gergek Ol¢iim
degerlerine gore dagilimi
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Sekil 5.10 incelendiginde, tahmin edilen degerlerin biiyiik ¢ogunlugunun gercek
degerlerle uyumlu oldugu ve noktalarin dogrusal bir egri etrafinda toplandigi
gozlemlenmektedir. Bu durum, modelin genel tahmin basarisinin iyi oldugunu ancak bazi
veri noktalarinda sapmalarin bulundugunu gosterir. Bu sapmalar, modelin belirli veri

araliklarinda daha fazla hata yaptigini1 gostermektedir.
Cizelge 5.11°de Romanov kuzularinin ilk 180 giin boyunca 15 giin araliklarla ¢esitli viicut
Olctimleri ve LightGBM algoritmasi kullanilarak yapilan tahmin degerleri

gosterilmektedir..

Cizelge 5.11. LightGBM algoritmasi ile Romanov kuzulari ilk 180 giin tahmin degerleri

I Olcliim Tahmin
sleim | SY | CY | VU | GD | GC | KAGG De‘f‘gerleﬁ Degerlori
1]2620]25.10 | 23.80 | 8.00 | 27.50 5.30 1.90 2.88
15| 34.10 | 33.40 | 30.40 | 11.90 | 38.60 9.00 4.40 5.18
30 | 39.30 | 38.80 | 33.30 | 14.00 | 45.10 10.20 5.20 7.12
45| 42.10 | 41.80 | 36.50 | 15.50 | 50.20 11.30 6.00 8.91
60 | 42.80 | 42.60 | 37.20 | 15.80 | 51.80 11.70 7.20 9.16
75 | 43.50 | 43.30 | 37.90 | 16.40 | 53.00 11.90 8.70 9.76
90 | 44.00 | 43.80 | 38.20 | 17.00 | 54.00 12.00 9.70 11.17
105 | 45.20 | 45.00 | 40.40 | 17.40 | 57.30 12.10 12.20 12.58
120 | 46.40 | 46.20 | 41.70 | 19.30 | 61.60 12.30 13.60 15.01
135 | 47.80 | 47.60 | 42.60 | 20.40 | 64.40 12.30 15.80 16.60
150 | 49.10 | 49.00 | 43.10 | 20.30 | 68.20 12.60 17.90 19.31
165 | 50.80 | 50.50 | 44.60 | 22.40 | 71.00 12.90 20.20 21.25
180 | 53.90 | 53.60 | 49.80 | 23.00 | 74.20 13.30 22.90 23.96

LightGBM, Romanov kuzularinin biiyiime dl¢limlerine dayali tahminlerde genel olarak
iyi bir performans sergilemektedir. Ancak diger algoritmalarla kiyaslandiginda (6rnegin
GBM ve RF), hata oraninin biraz daha yiiksek oldugu ve tahmin dogrulugunun biraz daha

diisiik oldugu gozlemlenmektedir.

Yukarda verilen calismanin sonuglarima bakilarak, literatiirdeki benzer caligmalar
incelendiginde, Setiawan ve ark (2024) biiyiikbas hayvan agirligi tahminine yonelik
caligmalarinda XGBoost algoritmasi1 Ortalama Mutlak Hata (OMH) = 1.08 ve R? = 0.99

gibi yiiksek dogruluk degerleriyle en iyi sonuglart vermistir. Bu caligmasinda ise
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XGBoost, HKOK = 1.03964, OMH = 1.08085 ve R? = 0.97842 degerleri ile basaril1 bir
performans sergilemekle birlikte, Setiawan ve ark (2024) bulgularina kiyasla daha diistik
bir R? degerine sahiptir. Bu fark, veri setindeki farkliliklar ve hayvan tiirline (kiiclikbas
vs. biiylikbas) bagli olabilir. Bu ¢alismada GBM algoritmasi ise HKOK = 0.99534, OMH
=0.99131 ve R>=10.98022 ile XGBoost’tan daha iyi sonuglar vermistir.

Literatiirde baska bir benzer calisma olan Coskun ve ark (2023) Anadolu Merinos
kuzular1 iizerine yaptiklar1 aragtirmada, XGBoost algoritmast HKOK = 1.492 ve R? =
0.946 degerleri ile en basarili algoritma olarak 6ne ¢ikmistir. Bu g¢alismasinda ise
XGBoost, HKOK = 1.03964, HKO = 1.08085 ve R? = 0.97842 degerleri ile daha yliksek
bir dogruluk orani saglamis ve Coskun ve arkadaglarinin ¢alismasina kiyasla daha iyi
sonuglar vermistir fakat bu calismada en 1yi performansi sergileyen algoritma XGBoost
degil HKOK = 0.99534, HKO = 0.99131 ve R>=0.98022 degerleri ile GBM algoritmasi
olmustur. Sonu¢ olarak, Coskun ve arkadaslarinin (2023) calismasinda ve bu tez
caligmasinda performanlar1 bakimindan XGBoost 6nemli sonuglar sunmustur fakat bu

calismada GBM'nin en basarili model oldugu goriilmektedir.

Literatiirdeki ¢aligmalara bakildigr zaman XGBoost giiclii bir algoritma olarak 6ne ¢iksa
da, GBM’in de belirli veri setlerinde etkili bir algoritma oldugu goriilmektedir; bu durum,
her iki algoritmanin da hayvan agirligi tahmininde hayvan tiirii ve veri setinin
Ozelliklerine bagli  olarak algoritmalarin  performanslarmin  degisebilecegini

gostermektedir.
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6.SONUC VE ONERILER

Bu c¢alisma, Romanov kuzularinin biiylime 6l¢timleri ve agirliklar kullanilarak, farkl
makine Ogrenmesi algoritmalarinin agirlik tahmini i{izerindeki performanslarini
incelemistir. Elde edilen bulgularin sonucunda GBM algoritmasinin en diisiik hata
orania (HKOK: 0.99534, HKO: 0.99131) ve en yiiksek dogruluk oranina (R*: 0.98022)
sahip oldugunu gostermektedir. Bu bulgu, GBM algoritmasinin Romanov kuzularinin

agirlik tahmininde en basarili model oldugunu ortaya koymaktadir.

Caligmada kullanilan algoritmalar arasinda, RF algoritmasi dikkate deger bir dogrulukla
tahmin yapmis, HKOK degeri 1.01365, HKO degeri 1.02749 ve R? degeri 0.97948 olarak
hesaplanmigtir. RF algoritmasi, 6zellikle gdgilis cevresi ve cidago yiiksekligi gibi
bagimsiz degiskenlere duyarlilik gostererek modelin tahmin dogruluguna anlamli bir

katk1 saglamistir.

XGBoost algoritmasi ise HKOK degeri 1.03964, HKO degeri 1.08085 ve R? degeri
0.97842 ile RF algoritmasina yakin bir performans sergilemis, GBM’e gore daha yiiksek
hata oranina sahip olmasina ragmen giivenilir bir tahmin modeli olarak 6ne ¢ikmustir.
XGBoost’un hayvan agirlik tahmini uygulamalarinda giiclii bir modelleme kapasitesine

sahip oldugu, diger calismalarda da benzer sekilde gozlemlenmistir.

SVM ve LightGBM algoritmalari, diger modellere gore daha yiiksek hata oranlariyla
tahmin yapmislardir. SVM algoritmasi, HKOK degeri 1.09043 ve HKO degeri 1.18903
ile en yiiksek hata oranma sahip olup, R? degeri 0.97626 olarak hesaplanmistir.
LightGBM algoritmasi da benzer bir hata oranina sahip olup, HKOK degeri 1.08735,
HKO degeri 1.18233 ve R? degeri 0.97639 olarak bulunmustur. Bu algoritmalar, daha
diisiik dogruluk oranlariyla tahmin yapmalarina ragmen, gogiis cevresi gibi belirli
degiskenlerin agirlik tahminindeki onemini vurgulamakta ve model uyumunda diger

algoritmalara gore daha az basar1 gostermektedirler.
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Calismada kullanilan bagimsiz degiskenler arasinda, gogilis ¢evresi, tiim modellerde
agirlik tahmini {izerinde en yiiksek oneme sahip degisken olarak one ¢ikmistir. Gogiis
cevresini takiben, cidago yiiksekligi ve sagr1 yiiksekligi gibi degiskenlerin de tahmin
dogruluguna katki sagladig1 goriilmiistiir. Bu durum, makine 6grenmesi algoritmalarinin
her birinin bagimsiz degiskenlere duyarliligin1 dogrulamakta olup, modellerin tahmin
dogrulugunu artirmak i¢in bu degiskenlerin dikkate alinmasi gerektigini ortaya

koymaktadir

Makine 6grenmesi algoritmalarinin hayvan agirlik tahminindeki {istiin performansi
dikkate alindiginda, bu teknolojilerin tarim ve hayvancilik sektoriinde daha genis ¢apta
uygulanmas1  Onerilmektedir. Ozellikle, veri toplama ve analiz siireglerinin
standardizasyonu bliyiilk onem arz etmektedir. Yetistiricilik faaliyetlerinde, biiyiime
performansi ve diger kritik parametrelerin siirekli izlenmesi i¢in diizenli ve sistematik
veri toplama siireglerinin olusturulmasi gerekmektedir. Bu verilerin etkin bir sekilde
analiz edilmesi amaciyla gelismis yazilimlar ve algoritmalarin kullanimi tesvik

edilmelidir.

Ek olarak, bu algoritmalarin entegre edildigi 6zel yazilim ve wuygulamalarin
gelistirilmesiyle daha verimli ve faydali sonuclar elde edilebilir. Bu tiir uygulamalar,
yetistiricilere ger¢ek zamanli veri analizi ve hizli karar alma yetenegi sunarak hayvan
saglign ve verimliliginin artirilmasina katki saglayacaktir. Ozellestirilmis yazilimlar
aracilifiyla, ¢iftlik yonetimi siiregleri otomatiklestirilebilir ve kaynak kullanimi optimize

edilebilir.

Bu oneriler dogrultusunda, makine 6grenmesi algoritmalarinin hayvan agirlik tahmini
tizerine kullanim1 ile tarim ve hayvancilik sektdriinde Onemli ilerlemeler

kaydedilebilecektir.
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EKLER

Ek 1. GBM Algoritma Kodlari

[1]: #Kdtiphane ice aktarma ™V & F 8
import numpy as np
import pandas as pd

from warnings import filterwarnings
filterwarnings('ignore')

#veriyi ice aktarma

ad = pd.read_excel("tez_kuzu_verisi_kopyas1i.xlsx")
#veri kopyasi olusturma

df = ad.copy()

#veride ilk 5 gésterme

df.head()

L X
x(bagimsiz degisken) ve y ( bagimli degisken)
=1)

#
X = df.drop("agirlik", axis =1
y = df["ag1irlik"]

1]1: #makine ogrenmesi test verisi ayirma
from sklearn.model_selection import train_test_split Name: Untitled Folder

X_train, X_test, y_train, y_test = train_test_split ( X, y , test_size = 0.25, random_state= 42) Path: Desktop/tez galigmaftez galigma
Created: 2024-06-28 17:21:43

Modified: 2024-06-28 17:21:42
#xgboost kiitiiphane import Writable: true
from sklearn.ensemble import GradientBoostingRegressor
#model kurma
gbm_model = GradientBoostingRegressor().fit(X_train, y_train)

#Model tahmin
y_pred = gbm_model.predict(X_test)

from sklearn.model_selection import GridSearchCV
from xgboost import XGBRegressor

# XGBoost modeli icin hiperparametre grid'i
gbm_grid = {
‘learning_rate': [0.001, 0.01, 0.1, @.2],
'max_depth': [3, 5, 8,5@,100],
'n_estimators': [200, 500, 1008, 2008],
‘subsample': [1,0.5,0.75],

b Jun 28, 2024 5:21 PM

# GridSearchCV objesini olusturma
gbm = GradientBoostingRegressor()

gbm_cv = GridSearchCV(gbm,
param_grid = gbm_grid,
cv =5,
n_jobs = -1,
verbose = 2)

# Modeli egitim verisi izerinde fit etme
gbm_cv, fit(X_train, y_train)

gbm_cv.best_params_

y_pred = gbm_cv.predict(X_test)
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from sklearn.metrics impert mean_absolute_error, mean_squared_error, r2_score
#hiper parametre ayarlanmis sonuglar

mae = mean_absolute_error(y_test, y_pred)

mse = mean_squared_error(y_test, y_pred)

rmse = np.sqrt(mse)

r2 = r2_score(y_test, y_pred)

print(f"Ortalama Mutlak Hata (MAE): {mae:.5f}")
print(f"Ortalama Kare Hata (MSE): {mse:.5f}")
print(f"Kok Ortalama Kare Hata (RMSE): {rmse:.5f}")
print(f"R-kare: {r2:.5f}")

14]: # Istenen indeksleri se¢me
index = [0,1,2,3,4,5,6,7,8,9,10,11,12]

# Secilen indekslerin bagimsiz degisken degerlerini alma
X_selected_1 = X.loc[index]

y_pred_selected_1 = gbm_cv.predict(X_selected_1)
comparison_table = X_selected_1.copy()
comparison_table['@1lciim Degerleri'] = y.loc[index]
comparison_table['Tahmin Dederleri'] = y_pred_selected_1
display(comparison_table.style.set_precision(2))

#hiperparametleri ayarlanmis gercek tahmini deder grafik

plt.figure(figsize=(10, 6))

plt.scatter(y_test, y_pred, alpha=8.5)

plt.xlabel('Gercek Dejerler")

plt.ylabel('Tahminler')

plt.title('Gergek Degerler vs Tahminler')

plt.plot([y_test.min(), y_test.max()], [y_test.min(), y_test.max()], 'k--') # Mikemmel tahmin hatti
plt.show()

# Ozellik énem diizeylerini alma
gbm_importance =gbm_model. feature_importances_

# Gorsellestirme
gbm_importance_df = pd.DataFrame({

'Feature': X.columns,

'Importance': gbm_importance
}).sort_values(by='Importance', ascending=False)

plt. figure(figsize=(5, 4))

plt.barh(gbm_importance_df['Feature'], gbm_importance_df['Importance'])
plt.xlabel('0nen Dizeyi')

plt.ylabel('Bagimly Degisken')

plt.title('Bagimly Dedisken Onem Diizeyi(GBM) *)

plt.show()

import ace_tools as tools; tools.display_dataframe_to_user(name="Comparison Table", dataframe=comparison_table)

Ek 2. LightGBM Algoritma Kodlari

[1 #Kiitiiphane ice aktarma
import numpy as np
import pandas as pd

from warnings import filterwarnings
filterwarnings('ignore')

#veriyi ice aktarma

ad = pd.read_excel("tez_kuzu_verisi_kopyasi.xlsx")
#veri kopyasi olusturma

df = ad.copy()

#veride ilk 5 gésterme

df.head()

# x(bagimsiz degisken) ve y ( bagimli degisken)
X = df.drop("agirlik", axis = 1)
y = df["agirlik"]

#makine Ggrenmesi test verisi ayirma
from sklearn.model_selection import train_test_split
X_train, X_test, y_train, y_test = train_test_split ( X, y , test_size = 0.25, random_state= 42)

Jun 2 PM

#lightgbm import

from lightgbm import LGBMRegressor

#model kurma

light_model = LGBMRegressor().fit(X_train, y_train)

#Model tahmin
y_pred = light_model.predict(X_test)

64



[8]:

[11]:

[15]:

from sklearn.model_selection import GridSearchCV
from xgboost import XGBRegressor

# XGBoost modeli icin hiperparametre grid'i

lgbm_grid = {
‘colsample_bytree': [0.4, 0.5,0.6,0.9,1],
'learning_rate': [@.01, 0.1, @.5,1],
'n_estimators': [20, 40, 100, 200, 500,1000,2000],
‘max_depth': [3,4,5,6,7,8,9,10,11]

}

# GridSearchCV objesini olusturma
lgbm = LGBMRegressor()

1lgbm_cv = GridSearchCV(1lgbm,
param_grid = lgbm_grid,
cv =5,
n_jobs = -1,
verbose = 2)

# Modeli egitim verisi (zerinde fit etme
lgbm_cv.fit(X_train, y_train)

1gbm_cv.best_params_

y_pred = lgbm_cv.predict(X_test)

from sklearn.metrics import mean_absolute_error, mean_squared_error, r2_score
#hiper parametre ayarlanmis sonuglar

mae = mean_absolute_error(y_test, y_pred)
mse = mean_squared_error(y_test, y_pred)
rmse = np.sqrt(mse)

r2 = r2_score(y_test, y_pred)

print(f"Ortalama Mutlak Hata (MAE): {mae:.5f}")
print(f"Ortalama Kare Hata (MSE): {mse:.5f}")
print(f"Kék Ortalama Kare Hata (RMSE): {rmse:.5f}")
print(f"R-kare: {r2:.5f}")

Ortalama Mutlak Hata (MAE): 0.85604
Ortalama Kare Hata (MSE): 1.18233

Kok Ortalama Kare Hata (RMSE): 1.08735
R-kare: 0.97639

# Istenen indeksleri secme
index = [e,1,2,3,4,5,6,7,8,9,10,11,12]

# Secilen indekslerin bagimsiz degisken degerlerini alma
X_selected_1 = X.loc[index]

y_pred_selected_1 = lgbm_cv.predict(X_selected_1)
comparison_table = X_selected_1.copy()
comparison_table['O1lcim Degerleri'] = y.loc[index]
comparison_table['Tahmin Degerleri'] = y_pred_selected_1
display(comparison_table.style.set_precision(2))

import matplotlib.pyplot as plt
import pandas as pd

# Uzellik isimleri

B S

features = ['6lgim', 'sagri yik.', 'cidago yiik', 'viicut uzun.', 'g6gls derinligi', 'gdg§. Cevresi', 'kiirekler.aras.gns.']

# Onem puanlari
importance = [119, 198, 206, 304, 227, 415, 303]

# Onem puanlarini toplamina bélerek yiizde hesaplama
total_importance = sum(importance)
importance_df = pd.DataFrame({

'Feature': features,

'Importance': importance
}).sort_values(by="'Importance', ascending=False)

importance_df['Percentage Importance'] = (importance_df['Importance'] / total_importance) * 180 /100

plt.figure(figsize=(5, 4))

plt.barh(importance_df['Feature'], importance_df['Percentage Importance'])
plt.xlabel('Onem Dizeyi')

plt.ylabel('Bagimly Degigken')

plt.title('Bagiml1 Dedisken Onem Diizeyi (LightGBM)')

plt.show()
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Ek 3. RF Algoritma Kodlar

from sklearn.model_selection import GridSearchCV
from sklearn.ensemble import RandomForestRegressor

# RandomForestRegressor icin hiperparametre grid'i

rf_params = {'max_depth': list(range(1,10)),
‘max_features': [3,5,10,15],
'n_estimators' : [ 1000,2000,3000]}

rf_model = RandomForestRegressor(random_state = 42)

# GridSearchCV objesini olusturma
rf_cv_model = GridSearchCV(rf_model,
rf_params,

n_jobs = -1)

# Modeli egitim verisi (izerinde fit etme
rf_cv_model.fit(X_train, y_train)

ses

rf_cv_model.best_params_

oo
y_pred = rf_cv_model.predict(X_test)

from sklearn.metrics import mean_absolute_error, mean_squared_error, r2_score

mae = mean_absolute_error(y_test, y_pred)
mse = mean_squared_error(y_test, y_pred)
rmse = np.sqrt(mse)

r2 = r2_score(y_test, y_pred)

print(f"Ortalama Mutlak Hata (MAE): {mae:.5f}")
print(f"Ortalama Kare Hata (MSE): {mse:.5f}")
print(f"Kok Ortalama Kare Hata (RMSE): {rmse:.5f}")
print(f"R-kare: {r2:.5f}")

ses

#Kitiphane ice aktarma
import numpy as np
import pandas as pd

from warnings import filterwarnings
filterwarnings('ignore')

31: #veriyi ice aktarma
ad = pd.read_excel("tez_kuzu_verisi_kopyasi.xlsx")
#veri kopyasi olusturma
df = ad.copy()
#veride ilk 5 gdsterme

df.head()

ses

# x(bagimsiz degisken) ve y ( bagimli degisken)
X = df.drop("agirlak", axis = 1)

y = df["agirlaik"]

#veri gérsellestirme kitidphane import
import matplotlib.pyplot as plt

[€ #makine &grenmesi test verisi ayirma
from sklearn.model_selection import train_test_split
X_train, X_test, y_train, y_test = train_test_split ( X, y , test_size = 0.25, random_state= 42)

#makine dgrenmesi model import

from sklearn.ensemble import RandomForestRegressor
#model egditme

rf_model = RandomForestRegressor(random_state = 42)
rf_model.fit(X_train, y_train)

31: #Model tahmin
y_pred = rf_model.predict(X_test)
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15 # Istenen indeksleri secme
index = [0,1,2,3,4,5,6,7,8,9,10,11,12]

# Secilen indekslerin bagimsiz degisken degerlerini alma
X_selected_1 = X.loc[index]

y_pred_selected_1 = rf_cv_model.predict(X_selected_1)
comparison_table = X_selected_1.copy()
comparison_table['0lcim Dederleri'] = y.loc[index]
comparison_table['Tahmin Degerleri'] = y_pred_selected_1
display(comparison_table.style.set_precision(2))

e

161: plt.figure(figsize=(10, 6))
plt.scatter(y_test, y_pred, alpha=8.5)
plt.xlabel('Gercek Dederler')
plt.ylabel('Tahminler')
plt.title('Gercek Dederler vs Tahminler')
plt.plot([y_test.min(), y_test.max()], [y_test.min(), y_test.max()1, 'k--') # Mikemmel tahmin hatti
plt.show()

sse

[24]: |# Ozellik énem diizeylerini alma RS
rf_importance = rf_model.feature_importances_

+
-

# Gorsellestirme
rf_importance_df = pd.DataFrame({

'Feature': X_train.columns,

'Importance': rf_importance
}).sort_values(by="'Importance', ascending=False)

plt.figure(figsize=(5, 4))
plt.barh(rf_importance_df['Feature'], rf_importance_df['Importance'l)
plt.xlabel('Onem Dizeyi')

plt.ylabel('Bagimly Degdisken') Name: Untitled Folder

plt.title('Bagimli Dedisken Onem Diizeyi (RF) ') Path: Desktop/tez galismajtez galigma kodlar
plt.show() Created: 2024-06-28 17:21:43

Modified: 2024-06-28 17:21:
see Writable: true

Ek 4. SVM Algoritma Kodlar

1]: import pandas as pd
from sklearn.model_selection import train_test_split, GridSearchCV
from sklearn.svm import SVR
from sklearn.preprocessing import StandardScaler
from IPython.display import display
import numpy as np

2]: #veriyi ice aktarma
ad = pd.read_excel("tez_kuzu_verisi_kopyasi.xlsx")
#veri kopyasi olusturma
df = ad.copy()
#veride ilk 5 gosterme
df.head()

3]: X = df.drop("agirlak", axis =1 )
y = df["ag1rlik"]

>

(_train, X_test, y_train, y_test = train_test_split(X, y, test_size=0.25, random_state=42)
scaler = StandardScaler()

X_train_norm = scaler.fit_transform(X_train)

X_test_norm = scaler.transform(X_test)

|: param_grid = {
'c': [0.1, 1, 10, 100],
‘gamma‘': ['scale', 'auto’, @.01, 0.1, 1, 180],
‘epsilon': [0.01, @.1, 1]

67




[12]:

#GridSearchCV objesini olusturma

svr_cv = GridSearchCV(SVR(), param_grid, cv=5, scoring='neg_mean_squared_error', verbose=2, n_jobs=-1)

# Grid Search'i c¢alistirma
svr_cv, fit(X_train_norm, y_train)

# En iyi hiperparametreleri alma
best_params = svr_cv.best_params_
print("En iyi hiperparametreler: ", best_params)

# En iyi parametrelerle SVR modelini olusturma

best_svr_model = SVR(C=best_params['C'], gamma=best_params['gamma'], epsilon=best_params['epsilon'])

Fitting 5 folds for each of 72 candidates, totalling 360 fits
En iyi hiperparametreler: {'C': 10@, 'epsilon': 0.1, 'gamma': @.1}

# Modeli normallestirilmis egitim verisi uzerinde egitme
best_svr_model.fit(X_train_norm, y_train)

# Modelle test verisi dzerinde tahmin yapma
y_pred = best_svr_model.predict(X_test_norm)

# Gercek ve tahmin edilen dederleri iceren DataFrame olusturma
comparison_df = pd.DataFrame({

'Actual Weight': y_test,

'Predicted Weight': y_pred
3

# Karsilastirma tablosunu gérsellestirme
display(comparison_df.head(1@).style.set_precision(2).set_table_styles(

[{'selector': 'th', 'props': [{'font-size', '12pt'), ('text-align', 'center')]}]

))

# Istenen indeksleri segme
index = [@, 1, 2, 3, 4, 5, 6, 7, 8, 9, 10, 11, 12]

# Secilen indekslerin bajimsiz dedisken dederlerini alma
X_selected_1 = X.loc[index]

X_selected_1_norm = scaler.transform(X_selected_1)
y_pred_selected_1 = best_svr_model.predict(X_selected_1_norm)

comparison_table = X_selected_1.copy()
comparison_table['0lgim Degerleri']l = y.loc[index]
comparison_table['Tahmin Degerleri']l = y_pred_selected_1

# Sonuclari gésterme
display(comparison_table.style.set_precision(2))

import matplotlib.pyplot as plt

# Scatter plot olusturma

plt.figure(figsize=(10, 6))

plt.scatter(y_test, y_pred, alpha=8.5)

plt.plot([min(y_test), max(y_test)], [min(y_test), max(y_test)], 'k—")
plt.xlabel('Gercek Degerler')

plt.ylabel('Tahmin Dederleri')

plt.title('SVR Gercek Dederler vs Tahminler')

plt.grid(True)

plt.show()

from sklearn.metrics import mean_absolute_error, mean_squared_error, r2_score

#hiper parametre ayarlanmis sonuglar

mae = mean_absolute_error(y_test, y_pred)
mse = mean_squared_error(y_test, y_pred)
rmse = np.sqrtimse)

r2 = r2_score(y_test, y_pred)

print(f"Ortalama Mutlak Hata (MAE): {mae:.5f}")
print(f"Ortalama Kare Hata (MSE): {mse:.5f}")
print(f'"Kék Ortalama Kare Hata (RMSE): {rmse:.5f}")
print(f"R-kare: {r2:.5f}")

Ortalama Mutlak Hata (MAE): 0.81139
Ortalama Kare Hata (MSE): 1.18903

Kok Ortalama Kare Hata (RMSE): 1.09043
R-kare: 0.97626

from sklearn.inspection import permutation_importance

# Compute permutation feature importance

perm_importance = permutation_importance(best_svr_model, X_test_norm, y_test, n_repeats=3@, random_state=42)

# Create a DataFrame to display feature importances
feature_importance_df = pd.DataFrame({

'Feature': X.columns,

'Importance': perm_importance.importances_mean
}).sort_values(by="Importance', ascending=False)

# Visualize feature importances
plt.figure(figsize=(5, 4))

plt.barh(feature_importance_df['Feature'], feature_importance_df['Importance'])

plt.xlabel('Onem Dizeyi')

plt.ylabel('Bagimsiz Degdisken')
plt.title('Bagimsiz Dedisken Onem Diizeyi (SVR)')
plt.show()

sese
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Ek 5. XGBoost Algoritma Kodlari

#Kiitiphane ice aktarma
import numpy as np
import pandas as pd

from warnings import filterwarnings
filterwarnings('ignore')

#veriyl ice aktarma

ad = pd.read_excel("tez_kuzu_verisi_kopyasi.xlsx")
#veri kopyasi olusturma

df = ad.copyl()

#veride ilk 5 gdsterme

df.head()

sess

# x(bagimsiz degisken) ve y ( bagimli degisken)
X = df.drop("agirlik", axis = 1 )
y = df["agirlik"]

[4]: #makine ogrenmesi test verisi ayirma
from sklearn.model_selection import train_test_split
X_train, X_test, y_train, y_test = train_test_split ( X, y , test_size = 0.25, random_state= 42)

51: #xgboost kitiiphane import
from xgboost import XGBRegressor
#model kurma
xgb_model = XGBRegressor().fit(X_train, y_train)

#Model tahmin
y_pred = xgb_model.predict(X_test)

from sklearn.model_selection import GridSearchCV
from xgboost import XGBRegressor

# XGBoost modeli icin hiperparametre grid'i
xgb_grid = {
'colsample_bytree': [0.4, 0.5,0.6,0.9,1],
'n_estimators': [800,900,1000,2000,3000],
'max_depth': [2,3,4,5,6,7],
‘learning_rate': [0.1, 0.01, 0.02,0.05]
}

# GridSearchCV objesini olusturma
xgb = XGBRegressor()

xgb_cv = GridSearchCV(xgb,
param_grid = xgb_grid,
cv = 5,
n_jobs = -1,
verbose = 2)

# Modeli egitim verisi iuzerinde fit etme
xgb_cv. fit(X_train, y_train)

eee

xgb_cv.best_params_

see

y_pred = xgb_cv.predict(X_test)
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12]:

[15]:

from sklearn.metrics import mean_absolute_error, mean_squared_error, r2_score

#hiper parametre ayarlanmis sonu¢lar

mae = mean_absolute_error(y_test, y_pred)
mse = mean_squared_error(y_test, y_pred)
rmse = np.sqrt(mse)

r2 = r2_score(y_test, y_pred)

print(f"Ortalama Mutlak Hata (MAE): {mae:.5f}")
print(f"Ortalama Kare Hata (MSE): {mse:.5f}")
print(f“Kdk Ortalama Kare Hata (RMSE): {rmse:.5f}")
print(f"R-kare: {r2:.5f}")

# Istenen indeksleri secme
index = [0,1,2,3,4,5,6,7,8,9,10,11,12]

# Secilen indekslerin bagimsiz degisken degerlerini alma
X_selected_1 = X.loc[index]

y_pred_selected_1 = xgb_cv.predict(X_selected_1)
comparison_table = X_selected_1.copy()
comparison_table['0lciim Degerleri'] = y.loc[index]
comparison_table['Tahmin Degerleri'] = y_pred_selected_1
display(comparison_table.style.set_precision(2))

see

import matplotlib.pyplot as plt

#hiperparametleri ayarlanmis gercek tahmini deger grafik

plt.figure(figsize=(10, 6))

plt.scatter(y_test, y_pred, alpha=0.5)

plt.xlabel('Gercek Degerler')

plt.ylabel('Tahminler'}

plt.title('Gergek Dederler vs Tahminler')

plt.plot([y_test.min(), y_test.max()1, [y_test.min(), y_test.max()], 'k——') # Mikemmel tahmin hattz
plt.show()

# Ozellik énem diizeylerini alma
xgb_importance = xgb_model. feature_importances_

# Gorsellestirme
xgb_importance_df = pd.DataFrame({

'Feature': X_train.columns,

'Importance': xgb_importance
}).sort_values(by="Importance’, ascending=False)

plt.figure(figsize=(5, 4))

plt.barh(xgb_importance_df['Feature'], xgb_importance_df['Importance'])
plt.xlabel('Onem Dizeyi')

plt.ylabel('Bagimli Degisken')

plt.title('Bagimly Dedisken Onem Diizeyi (XGBoost) ')

plt.show()
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