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OZET

YUKSEK LiSANS
AKTARIM DERIN OGRENME METOTLARI iLE YUZ iFADELERINDEN
DUYGU TESPITi
Sadi TAS

Batman Universitesi Lisansiistii Egitim Enstitiisii
Bilgi Teknolojileri Anabilim Dah

Damisman: Dog. Dr. Yilmaz KAYA
2024, 64 Sayfa

Jiiri
Dog¢.Dr. Yilmaz KAYA
Dog¢.Dr. MELIH KUNCAN
Dr.Ogr.Gv. Abdiilkerim OZTEKIN

Bu c¢alisma, yapay zekd ve derin Ogrenme tekniklerinin duygu tanima yeteneklerini
degerlendirmek amaciyla gerceklestirilmistir. insan duygularini anlama ve yiiz ifadeleri araciligiyla analiz
etme ihtiyaci, teknolojinin gelisimiyle birlikte giderek artmaktadir. Bu baglamda, Residual Network
(ResNet) ve transfer derin 6grenme modelleri kullanilarak duygu analizi gerc¢eklestirilmistir. Caligmanin
odak noktasi, 6zellikle ResNet50 modelinin duygu tanima gorevindeki etkinligini vurgulamaktir. ResNet
mimarisi, derin sinir aglarinin egitimini kolaylagtirmak ve asirt uyum sorunlarini azaltmak amaciyla
gelistirilmistir. Modeller, transfer derin 6grenme yaklagimiyla 6grenilen bilgileri duygu tanima goérevine
aktarmayr amaglamaktadir. Calisma, Fer2013 wveri seti tzerinde gerceklestirilmis ve modellerin
performansi gesitli metriklerle degerlendirilmistir. Elde edilen sonuclar, 6zellikle ResNet50 modelinin
diger modellere kiyasla daha yiiksek basari oranina sahip oldugunu gostermektedir. Bu sonuglar, yapay
zeka temelli duygu tanima uygulamalariin gelecekteki potansiyelini ve derin 6grenme modellerinin bu
alandaki etkisini anlamamiza katki saglamaktadir. Calismanin bulgulari, duygu tanima teknolojilerinin
gelistirilmesi ve iyilestirilmesi konusunda arastirmacilara rehberlik edebilir. Yapay zekd tabanh duygu
analizi, saglik sektoriinden akilli yagam alanlarina kadar genis bir yelpazede uygulamalar bulabilir ve insan-
makine etkilesimini daha etkili hale getirebilir. Bu baglamda, ResNet50 modelinin bagarisi, duygu tanima
alaninda derin 6grenme modellerinin kullaniminin 6nemini vurgulamaktadir.

Anahtar Kelimeler: Derin 6grenme, Duygu Tanima, ResNet Modeller



ABSTRACT

MS THESIS

EMOTION DETECTION FROM FACIAL EXPRESSIONS USING TRANSFER
DEEP LEARNING METHODS

Sadi TAS

INSTITUTE OF GRADUATE STUDIES
OF BATMAN UNIVERSITY
THE DEGREE OF MASTER OF SCIENCE
IN INFORMATION TECHNOLOGIES

Advisor: Assoc. Prof. Yilmaz KAYA
Year, 64 Pages

Jury
Dog¢.Dr. Yilmaz KAYA
Dog¢.Dr. Melih KUNCAN
Dr.Ogr.Gv. Abdiilkerim OZTEKIN

This study was conducted to evaluate the emotion recognition capabilities of artificial intelligence
and deep learning techniques. The need to understand human emotions and analyze them through facial
expressions is increasing with the advancement of technology. In this context, emotion analysis was
performed using Residual Network (ResNet) and transfer learning models. The focus of the study is to
emphasize the effectiveness of the ResNet50 model in emotion recognition tasks. The ResNet architecture
is developed to facilitate the training of deep neural networks and reduce overfitting issues. The models
aim to transfer the knowledge learned through transfer deep learning to the emotion recognition task. The
study was conducted on the Fer2013 dataset, and the performance of the models was evaluated with various
metrics. The results obtained indicate that the ResNet50 model has a higher success rate compared to other
models. These findings contribute to our understanding of the future potential of artificial intelligence-
based emotion recognition applications and the impact of deep learning models in this field. The findings
of the study can guide researchers in the development and improvement of emotion recognition
technologies. Artificial intelligence-based emotion analysis can find applications in a wide range of fields,
from the healthcare sector to smart living spaces, and enhance human-machine interaction. In this context,
the success of the ResNet50 model emphasizes the importance of using deep learning models in the field
of emotion recognition.

Keywords: Deep Learning, Emotion Recognition, ResNet Models
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1. GIRIS

Insanligin yaratilisindan giiniimiize kadar insanlar arasinda iletisim kurma
ihtiyaci duyulmustur. Cagimiz giiniinde de bu ihtiya¢ devam etmektedir ve yapay zeka
alaninda gergeklesen gelismelerle makinelerin insan giiciinii asabilecegi kaginilmaz bir
gercek haline gelmistir. Hatta ¢ogunlugu insanlardan aldigina sahit olmaktayiz. Hemen
hemen hayatimizin her alaninda yapay zekanin kullanildigina sahit olmaktayiz. insanlarin
kendi yasamlarin1 siirdiirmeleri ve diger insanlarla sosyallesmesinde duygular son derece
onem arz etmektedir. Insanlar arasindaki iletisimin, yardimlasmanin ve sorun ¢ézmenin
temelinde duygular yer almaktadir. Aynen bunun gibi insanlar ve makineler arasinda ve
makineler ile makineler arasinda benzer duygularin iiretilmesi ve gerekli is ve islemlerin
yapilmasi s6z konusu olmaktadir. Duygular insan bedeninde c¢esitli durus ve anlam
olusturmaktadir. Bununla beraber yiiz ifadeleri, ses tonu, bakislar, hareketler, mimikler
duygunun karsiya aktarilmasinda onemlidir. Aynen bunun gibi duygu tanimanin
makinelerde otomatik olarak saglanmasi i¢in yapay zeka bu anlamda ciddi ¢aligmalar
gerceklestirmektedir. Insan ve makineler arasindaki iletisimi saglamak icin makinelerin
insan duygularin1 ve hatta kendi duygularin1 karsilikli olacak sekilde yorumlamasi ve
sahip oldugu sisteme aktarmasi ¢agimizda miimkiindiir. Her ne kadar makinelerin
rasyonel bir diisiinceye sahip oldugunu bilsek de bu diisiincelerin tamamiyla duygudan

ayrik oldugunu varsayamayiz (Razuri, vd. 2013).

Iletisim ihtiyac1 diger canli varliklar arasinda da vazgegilmez bir yere sahiptir.
Insanlarin kendi aralarinda iletisim kurma ihtiyaclarmin yani sira, hayvanlarla ve hatta
bitkilerle iletisim kurma gereksinimi duyulmaktadir. Bu iletisim ihtiyact insanlar
acisindan son derece onemli ve gereklidir. Tipk:i insanlarda oldugu gibi diger canl
varliklarin da insanlarla ve birbiriyle iletisim kurma ihtiyaglar1 her zaman elzem olmustur.
Tam da bu noktada Insan fizyolojisi duygusal tepkiler verme acisindan son derece
onemlidir. Ayrica duygular ortaya koyma seklimiz ve yiiziimiizdeki belirtileri cinsiyet,
yas, kiiltiir, ¢evre, irka ve buna benzer sayabilecegimiz bir¢ok etkene bagli olarak farklilik
gosterebilmektedir. Ama genel anlamiyla ayn1 duygulara verilen yiiz ifadeleri evrensel

ozellikler tasimaktadir (Ananthram, vd. 2020)

Canlilarin duygulari ruhlarina sirayet ettigi gibi yiiz ifadelerine de yansimaktadir. Viicut

bir biitiin olarak kisinin o anda hissettigi duygu halini yansitmaktadir. insan duygularinin



sadece konusularak tespit edilmesi ¢ogu durum ve zamanlarda zor olabilir. Giiniimiizde
teknolojinin hayatimizda hizla yer edinmesi ile beraber veriler daha da karmagsik hale
gelip karmasik bir hal olusturmaktadir. Karmasik verilerden daha anlamli ¢ikarimlarda
bulunmak i¢in yapay zeka (Al), goriintii isleme ve duygu analizi tizerine ciddi calismalar
yapilmaktadir. Insan duygusunu tanimaya yonelik yapilan arastirmalar igerisinde en
kapsamli yere yiiz tamima analizi sahiptir. Bu anlamda insanoglu ¢ok genis capl
arastirmalar yapmaktadir. Ozellikle duygularin otomatik olarak tespit edilmesi, saglik
sistemi, akill1 yagsam alanlar1, otizm, spektrum bozuklugu, sizofreni gibi saglik alanlar1 ve
insan ile bilgisayar arasindaki etkilesimin ve hatta insan ile robot arasindaki etkilesimin
gelecek yillarda ¢ok bilyilik bir 6neme sahip olmasindan kaynakli ciddi manada dikkat
cekmistir. Tam da bu noktada yiliz duygu tanima cesidi yliz ifadeleri arasindaki duygu
analizini yapmakla goérevlidir. Yiizdeki duygu analizinin gerceklesmesi iki ana adimdan
olusur diyebiliriz. Ozellikle yiiziin algilanmasi, yiizdeki degisimler, kirpmalar ve
tekrardan boyutlanmalar neticesinde meydana ¢ikan goriintiiden Ozellik ¢ikarimi
saglanmaktadir. Bu anlamda yapay sinir ag1 (YSA) ve diger makine 6grenmeleri gibi
derin 6grenme yontemleri ile duygular siniflandirilir ya da ayristirilir. En ¢ok da YSA ve
ozellikle evrigimli sinir aglar1 (CNN) goriintiilerden var olan 6z nitelikleri ¢ikarma isinde

kullanilirlar (Akhand, vd. 2021).

Duygu analizi i¢in oncelikle goriintii ve videolardan elde edilen verilerin yiiz
tanimi saglanmalidir. Yiiz taniminin gerceklesmesi oncelikli olarak farkli agamalardan
gecirilerek saglanmaktadir. Bu asamalar 4 temel islemden gegilerek elde edilmektedir.
Oncelikle bu islem yiiz bulma ile baslar, normallestirme, 6z nitelik c¢ikarma ve
smiflandirma islemlerinin yapilmasiyla son bulur. Oz nitelik ¢ikarma asamasi son derece
onemlidir. Dolayisiyla yukarida saydigimiz diger 3 asamanin basariya ulagsmasi 6znitelik
¢ikarma asamasinin basarili bir sekilde sonuglanmasina baglidir ve boylece saglikli
veriler elde edilebilir. Bu dort adimda verilerin egitilmesi ve test edilmesi ayn1 anda es
zamanl olarak gercgeklestirilir ve resim seti lizerinden yiiz goriintiileri ¢ekilerek duygu
tahminleri gelistirilir. Bu asamada da yliz tanima, yiiz izleme ve izlenilen yiiziin sekline

bagli olarak duygu analizi asamasina gegilir(Akgelik, vd. 2021).

Bu alanda biiyiikk teknolojik sirketlerde goriintii isleme kiitiiphaneleri
olusturulmaktadir. Ornegin Intel tarafindan 1999 yilinda gériintii isleme kiitiiphanesi
gelistirilmistir (Open, 2022). Daha sonralar1 Windows, Linux, Macos gibi teknoloji

devleri de bu alanda farkli platformlarda ¢alismustir. Ozellikle goriintii isleme noktasinda



yiiz tanima teknolojisi en c¢ok yapilan c¢alismalar arasindadir. Cogu zaman ifade
edilemeyen zihinsel, psikolojik ve duygusal ifadeler insan yiiziindeki ve bedenindeki
degisimler ile kars1 tarafa aktarildigi bilinmektedir. Bu durumda insanlarin
sOylediklerinin yani sira yiiz ifadelerinin de iletisimde ¢ok biiyiik bir rol oynadigi bilinen
bir gergektir. Ozellikle ¢agimizda teknolojinin gelismesi ile insanlar arasi iletisimin
olumsuz etkilendigi ve yliz yiize iletisimin asgari diizeyde oldugu bir gercgektir. Yiiz
ifadelerinin insan iletisimi {izerindeki etkilerine yonelik bir¢ok c¢alisma yapilmistir.
Nitekim cagimizda giivenlik agiklarinin yogunlukta oldugu bu siiregte yiiz tanima
calismalarinin biyometrik sistemler olarak boy gosterdigi bir gercektir. Kisiye 6zel onu
tam anlamiyla tanimlayacak olan agiklayici bilgi biyometrik sistemler vasitasiyla
rahatlikla elde edebiliyor. Bunlardan biri yiiz ifadelerinin evrensel oldugunu ve dogustan
gelen bircok duygunun hayvanlarda ve insanlarda benzer 6zellik gosterdigini dile getiren
Charles Darwin 1872 yilinda ilk ¢alismalarmni yapmistir(Darwin, 1872). Yapilan bu
aragtirma sonraki donemlerde bir¢ok bilim insaninin yiiz ifadelerinin tespiti iizerine
calisma yapmasi yolunda ilham kaynagi olmustur. Varliklar arasindaki iletisimde
konusmadan ziyade yiiz ifadelerinin ¢ok daha biiyiik bir rol oynadigi yapilan ¢alismalar
neticesinde ortaya konulmustur. Son yillarda yapilan caligmalar neticesinde yiiz
ifadelerinin %355 oraninda etkili oldugu bununla beraber ses tonunun %38 oraninda ve
secilen kelimelerin ise %7 oraninda bir etkiye sahip oldugu sonucuna varilmistir
(Mehrebian, 1968).Kisinin anlik olarak hissettigi duygularin yliziine ya da viicuduna
yansimast vicut dili olarak ifade edilebilir. Yiiz ifadeleri anlik duygularimizin
yiliziimlizde olusturdugu degisimdir. Evrensel diizeyde yiiz ifadelerinden tespit edilen
duygular, mutluluk, tizlintl, korku, 6fke, igrenme ve saskinlik olarak tespit edilmistir.
Daha sonra yapilan ¢alismalarla kiigiimseme yiiz ifadesine de vurgu yapilmistir (Ekman
ve Frisen, 1971). Giiniimiizde her ne kadar ¢ok sayida yiiz ifadelerinin tespitine yonelik
caligmalar yapiliyor olsa da birka¢ yil Oncesine kadar da yiiz ifadelerine yonelik
calismalar yok denecek kadar azdi. Degisik bicimlerdeki yiiz ifadelerine yonelik
caligmalar az da olsa psikologlarin ilgi alanina girmistir fakat buna ragmen bu alanda
ciddi calismalar yapilmamistir.1970'li yillardan sonra teknolojinin de gelismesiyle,
bilgisayarin makine 6grenmesi ve hesaplamalar1 sonrasinda yiiz ifadelerine yonelik
caligmalar 6nem arz etmeye baslamistir. Boylece makine 6grenmesi ve derin 6grenme
alanlarinda goriintii isleme calismalar1 yavas yavas artmistir. Ozellikle bu alanda derin
O0grenmenin yeri biiyliktiir. Derin 6grenme bir diger degisle aktarim &grenmesi, bir

gorevde Ogrenilenlerin baska bir gorevde kullanilmasidir. Y1z ifadeleri {izerinde duygu



analizi, makine 6grenmesi ve derin 6grenme modelleri i¢in popiiler bir gérevdir. Derin
O6grenme yontemleri, yiiz ifadelerinden duygu analizi yapmak i¢in etkili bir aragtir. Yiiz
ifadeleri, goriintii isleme teknikleriyle oncelikle ¢ikarilabilecek temel 6zelliklerle temsil
edilir. Daha sonra bu ozellikler, bir derin 6grenme modelini besler ve modeli, yiiz
ifadesindeki duyguyu siniflandirir. Ancak, bu modelin yeterli veriyle egitilmesi gerekir.
Ormnegin, duygu analizi igin bilinen bir goriintii olusturma modeli, yiiz ifadelerinden
duygu analizi yapmak i¢in kullanilabilir. Ayrica, yiiz ifadelerinden duygu analizi yapmak
icin veri On isleme ve veriyi artirmak kullanilabilir. Veri 6n isleme, parlakligini ve
karsithigini ayarlar gibi dnemli 6zellikleri ayarlamayi igerir. Veri artirmak, egitim veri
kiimesini cesitlendirmek icin kullanilir. Ornegin, aynalama, dondiirme, yeniden
boyutlandirma ve ses ekleme islemleri kullanilabilir. Sonug olarak, yiiz ifadelerinden
duygu analizi yapmak i¢in derin 6grenme ve elde edilen 6grenme etkili bir aractir. Ancak,
yeterli veri ve dogru veri on isleme ve artirma ile birlikte kullanilmasi gerekir

(Goodfellow, vd. 2016).

Cogu alanda oldugu gibi yliz ifadelerinin tespiti noktasinda da yeterli diizeyde
bilgi sahibi olunmadigi i¢in toplumda c¢esitli kavramlar karigtirnlmaktadir. Yiiz
ifadelerinin taninmas1 ve duygularin taninmasit kavramlari da bunlardan biridir ve
maalesef cogunlukla karistirilmaktadir. Bu iki kavram birbirinden keskin hatlarla
ayriliyor olmasa da birbirinden farkli kavramlardir. Hissettigimiz bir duygunun
yiizimiizde olusturdugu sekil yiiz ifadesi olarak tanimlaniyorken, duygunun taninmasi
ise bundan c¢ok daha karmasik bir yapidir diyebiliriz. Yiiz ifadesinin tespiti yiizdeki
degisimlerden anlasiliyorken, duygu tespiti i¢in bunlarin ¢ok daha fazlas1 gerekmektedir.
Duygu tanima insanin sesinden, bakislarindan, jestlerinden, yiiz ifadelerinden kisacasi
biitiin durusundan yola cikilarak, beden dilinin bir biitiin olarak ifade edilmesi ve
yorumlanmasi ile tespit edilebilir. Kisi simasinda bulunan biitiin uzuvlarin dogal
yapisindan farkli bir hal almasiyla meydana gelen degisiklikler yiiz ifadesinin tespit
edilmesi noktasinda sadece fikir olusturur. Meydana gelen yiliz degisimi bir biitiin olarak
diistiniiliip karmagik bir yap1 olarak ele alinmalidir. Boylece ifadenin tespiti noktasinda
saglikli ¢ikarimlarda bulunulabilir. Yiiz ifadelerinin tanimi yapay zekada dnemli bir yere
sahiptir. Saglik sektoriinde hastalardaki ruhsal durumlar ve hastalarin depresiflik ve
otistik durumlar1 tespit edilebilir. Bunun yani sira giivenlik alaninda, adli ve idari
bilgilerin toplanmasinda, kisilerin sinav sistemlerindeki giivenliginden tutun ¢ok biiyiik

bir kullanim alanina sahiptir. Bununla beraber yiiz tanima sistemleri, artik bireysel olarak



kullanmis oldugumuz elektronik cihazlarda ve hayatimizda daha birgok alanda
kullanilmaktadir. Ornegin siiriiciilerin yiiz ifadelerine gére yorgunluk tespitinin yapilip
olas1 kazalarin &niine gegilebilir. illegal durumlarda bulunan insanlarin tespit edilmesi,
kisilerin ruh durumuna gore hobi edinmesi gibi bir¢ok alanda yiliz ifadelerinden
faydalanilmaktadir (Kobani, vd. 2015). Biitiin bu ¢alismalarin odaginda son donemlerde
onemli bir yer edinen bir diger yontem ise derin dgrenme olmustur. isminden de
anlasildig1 gibi derin kavrami ¢ok katmanli bir yapiya sahip olup yapay sinir aglaria
nazaran daha katmanli bir yapidan olusur. Bu c¢oklu aglar vasitasiyla goriintii isleme
alaninda ciddi ¢alismalar yapilmistir. Bu alana biiyiik katkilar sunmustur (Garcia, vd.
2018).

Bu ¢aligmada yiiz ifadelerinden duygu tespiti sorununu ele aldik. Ozellikle alt:
temel duygu iizerinde durduk. Duygu tespitinin analizi i¢in aktarim derin 6grenme
metotlarindan ResNet transfer 6grenme yontemlerinden faydalandik. Bunun i¢in yapay
zeka alaninda yapay sinir ag1 kullanilarak derin 6grenme yontemleri ile biiylik oranda
egitim ve test asamalarindan sonra duygu tespitini gergeklestirmis olduk. Bu calismada
oncelikle calismanin amaci, avantajlar1 ve gerekliligi lizerinde durulmustur ve gerekli
calismalar gerceklestirilmistir. Ikinci kisimda ise ¢alisma ile ilgili genis capli literatiir
calismast yapilmis ve yapilan caligmalar degerlendirilerek farkli ¢ikarimlarda
bulunulmustur. Ugiincii kisimda ise toplanan materyaller ile kullanilacak metotlar
belirlenip egitim ve test asamalar1 gerceklestirilmistir. Nihai asamada ise gergeklestirilen
egitim ve test sonuglari, kullanilan aktarim derin 6grenme metotlar1 karsilastirilarak bu
metotlarin olumlu ve olumsuz yonleri tespit edilip sunulmustur. Tim caligsmalar
neticesinde basar1 diizeyleri ¢izelge Ve karisiklik matrisi olarak sunuldu. Nihayetinde 1s1

haritas1 yontemi ile goriintiilerin dagilimlart degerlendirildi ve deneysel sonuglar sunuldu.



2. LITERATUR CALISMALARI

Insanlar arasinda iletisimin saglamasinda biiyiik bir role sahip olan yiiz ifadeleri
insanlarin  kontrolii disinda gergeklesir. Saglikli iletisimin gergeklesmesinde yiiz
hatlarindaki fiziksel degisimler ¢ok onemlidir. Caglar ATILGAN bu ¢alismada gercek
veriler tizerinde yapay sinir aglar1 kullanarak kisilere ait duygularin yalin hallerini tespit
etmeye calismistir. Bunu yaparken oOzellikle yiiz bdlgesinde meydana gelen
degisimlerden faydalanmistir. A8z, cene, kas, goz gibi bolgelerde meydana gelen
degisiklikleri nirengi noktalama yontemi isaretleme yaparak gerceklesen degisimleri ve
iligkileri ~ noktalar  arasindaki  mesafelerden  tespit  etmeye  calismustir.
CohnKanadeExtendedresim veri tabanimi kullanilarak, 4.000'in {izerinde resim ile YSA
tizerinde egitim gercgeklestirerek %65 dogruluk oranina erigsmistir. Toplamis oldugu
resimlerden kisilerin cinsiyet, yas, itk ve boy gibi 6zelliklerinden bagimsiz olarak mutlu,
saskin, lizgiin, 6fkeli, siirpriz, korku gibi halleri yliksek bir oranla tespit etmistir (Atilgan,
2019).

Bir diger ¢alisma ekibi ise yiiz ifadelerine yonelik ¢aligmalarini saglikli bir sekilde
yiiriitmek i¢in donanim &zellikleri yiiksek bir bilgisayar iizerinden yapmuslardir. Uzerinde
calistiklar1 veri seti 720 videodan olusan ve alt1 temel yiiz ifadesini igeren videolardan
olugsmaktadir. Bu caligma veri seti 773 egitim 6rneginden, 383 dogrulama 6rneginden ve
593 test 6rneginden olusmaktadir. Ve tiim ornekler yedi yiiz ifadesine boliinmiistiir. Bu
videolarin %81'1 erkeklerden, %19'ukadinlardan toplanmistir. Bu veri seti siirpriz,
tiksinme, Ulziintli, mutluluk, korku ve 6fke olmak {lizere alt1 yiiz ifade seklinden
olugmaktadir. Veri egitim setini biiylitme i¢in ¢cevirme, dondiirme, renk bozma ve benzeri
islemlerden faydalanilmistir. Caffe derin 6grenme cercevesi kullanilarak bu yontem
uygulanmistir. RML veri seti iizerindeki denemelerde gelistirilmis AlexNEt ile %72.63,
VGG-Face ile %87.12 ve CNN+RNN ile %88.96 basari elde edilmistir (Wang, vd. 2020).

Yapilan bir diger ¢alisma ise CNN derin 6grenme modeli ile duygu analizinin
tespitine ¢aligilmasidir. izlenen videolar saniye saniye kayit altina almarak insan
simalarindaki anlik degisimlerde varilan duygu analizi grafige dokiilmiistiir. Gerekli
duygu yuklii materyaller toplandiktan sonra, en iyi sonucu verebilecek bir CNN derin
o6grenme modeli olusturulmus ve en son toplanan videolardan yiiz ifadelerinin analiz
edilmesi saglanmigtir. Toplam 61 adet film izlenmis ve binlerce resim toplanmigtir.
Izlenen filimler farkli duygularin yasandig1 gesitli kategorilerde olmasina dikkat edilip

bikkinlik, korku, mutluluk, sakinlik, saskinlik, sinirlilik ve lizgiinliik gibi duygularin yer



aldig1 fotograf kareleri kirpilmistir. Yiiz ifadesi tespiti kisminda Haarcascade teknigi
kullanilmistir. Tespit edilen ylizler Amazon webservisi olan FaceRecognition yardimi ile
duygulara gore kategorize edilmistir. Her ne kadar 50 bin civar yiiz resimleri toplanmis
olsa da Haarcascade ile ve Amazon web ile yapilan tetkikler neticesinde 30 bine yakin
resim niteliksiz, kalitesiz ve yanlis oldugundan ayiklanmistir. Derin 6grenme ile yapilan
egitim ve smamalar neticesinde bikkinlik ve saskinlik duygu hallerinin en ¢ok
kanstirildigr sonucuna varilmistir. Geri kalan bes duygu resimleri ile test analizi
yapildiginda ise %60 lik bir dogruluk basarisi elde edilmistir (Arig ve Metin, 2021).
Yapilan calisma neticesinde filmlerin icerisinde gecen duygular, duygularin yogunluklar
ve farkli zaman araliklarinda gergeklesen duygu cesitliligi ile orantilar tespit edilmistir.
Dolayisiyla izlenen filmlerin en ¢ok hangi duyguya yer verdigi ve bunun neticesinde,
filmler igerdigi duygu yogunluguna gore kategorize edilmistir. Yayinlanan bu ¢alismada
yiizdeki ifadelerden duygu analizi neticesinde elde edilen basari oranlaritVGG-16 ile
%39.65, SVM ile %37.55, LSTM ile %38.00, HopField RNN %46.65, MLP ile %72.00
olarak gozlenmistir.

Yiiz ifadelerinin ilizerine yapilan birgok calismadan biri de yiiz felci gecirmis
hastalar tizerine yapilmustir. Yiizdeki kaslarin saglikli olarak ¢aligmadig ya da yiiz felci
gecirmis hastalar iizerine yapilan bu g¢alisma hastalarin konusmada, ¢ignemede ve
duygularini ifade etmede zorluk cektikleri tespit edilmistir. Duygu degisimlerinin yiiz
ifadelerine saglikli bir sekilde yansiyamadigi bu durum fasiyal sinir felci olarak
tanimlanmistir. Yiiz felci gecirmis veya yiiziindeki sinirleri normal insanlara gore
sagliksiz calisan yaklasik 45 hastadan yiiz ifadelerini igeren resimlerden olusan bir veri
seti olusturulmustur. Boylece 6zellikle yasamis olduklar stres ve hissettikleri alt1 duygu
tespitine yonelik caligma amaclanmistir. Bunu gergeklestirmek icin VGGNet derin
o6grenme modeli kullanilmistir. Sonug olarak hastalara ait esas duygularin tespit edilmesi
%66,58'lik bir basariyla sonuclanmistir. Fakat 6fke, korku ve igrenme gibi duygular
birbirinden ayirt etme yeterli diizeyde saglanamamistir. Ama bunun aksine stresle alakali
olumsuz duygular %85,97 gibi bir dogruluk oraniyla sevindirici bir netice elde etmislerdir
(Xu, vd. 2022).

Ruhun Diinya’ya acilan peneceresinin yliz oldugunu dile getiren 19. yiizyil
Fransiz doktoru Duchenne de Boulogne, insanlar1 elektrik soklarina maruz birakarak yiiz
kaslarinda meydana gelen degisimleri gézlemlemistir. Boylece insanlarin bilinen ve
bilinmeyen tiim duygulariin yiizde olusturdugu ifadeleri anlamaya galismistir. William

Dias ve arkadaglar1 da buradan yola ¢ikarak, temel duygulari tespit etmek i¢in ve genel



yiiz hatlar1 var m1 diye c¢alismalara baslamislardir. Bunu i¢in evrisimli sinir aglarini
kullanmiglardir. Bu ¢alismada bir grup lizerine ¢alismalar yapilmistir. Ve bu gruptan elde
edinilen yiiz ifadelerinin diger insanlar iizerinde de aym etkiyi olusturup olusturmadigi
gibi bir genellemeye gidilebilir mi diye ¢alismalar yapilmistir. Bunu da bir ¢apraz veri
kiimesi yontemiyle yapmuslardir. Oncelikle, duygulari kategorize etmek igin yiiz
tanimada yardimci olacak hususi olarak bir model tasarlamislar. Veri gorilintiileme
teknikleriyle temel modellerini iyilestirmisler. Agin degisik yerlerdeki ayirt edici
detaylar1 0grenebilmesi i¢in yiiz goriintiilerinde yamalar kullanilmis. Ve bu sekilde
aglarmi egitmisler. Egitim asamasinda CK+, MUG ve Oulu-CASIA veri kiimelerini, test
asamasinda ise Bosphorus, CAFE, CFEE, KDEF, NVIE ve RaFD veri kiimelerini
kullanmislar. Sonug¢ olarak 6fke duygu setindeki goriintiilerin %47,93'ii notr olarak
smiflandirildig goriilmiistiir. Igrenme duygusu igin %30,21, korku duygusu igin %50,72,
lizlintli duygusu igin %53,24 ve silirpriz duygusu i¢in %45,92 olarak goriilmistiir.
Buradan yola c¢ikilarak bazi duygularin EMFACS kontroliinden sapabilecegi
goriilmiistiir. Dolayisiyla bazi yiiz ifadelerinin gecislerinin ¢ok yiizeysel oldugu ve
bundan dolay1 da kategorize edilemedigi sonucuna varilmistir (Dias, vd. 2022).

Ann Devitt ve Khurshid Ahmad Son yillarda, bilgi erisimi alaninda hizla biiyiiyen
bir uygulama ve arastirma alani olarak ortaya c¢ikan DA (duygu analizi) lizerine
calismalarini yiiriitmiigler. Otomatik DA sistemlerinin leksikal(sozciiksel) kaynaklarini
secme gorevini kolaylastirmak amaciyla bu ¢aligmada, dort yaygin kullanilan duygu
sOzliiglinlin ayrintili bir analizini sunmaktalar. Bu analiz, her bir s6zliigiin kapsamini ayr1
ayrt inceleyerek sozliiklerin dildeki duygusal icerigi ne oOlciide kapsadigini ortaya
koymaktadir. Ayrica, dort kaynak arasindaki oOrtiisme ve tutarliligi arastirarak farkli
sozliikler arasinda ortak kelimelerin ve duygusal etiketlemelerin ne kadar paylasildigini
gozlemlemektedir. Bu analiz, farkli duygu sozliikleri arasindaki anlasma ve tutarlilik
diizeyini degerlendirerek sistem gelistiricileri i¢in dnemli bilgiler sunmaktadir. Ozellikle
duygu sozliiklerini segerken veya birlestirirken bu tutarlilik ve ortiisme faktorlerini azami
derecede dikkate almislar. Ustelik makaledeki korpus analizi, duygu szliiklerinin genel
dil ve ozellesmis dildeki leksikal igerik dagilimini incelemektedir. Bu analiz, duygu
sozliiklerinin farkli alanlarda veya konularda nasil performans gosterdigini ve genel
duygu analizi mi yoksa Ozellesmis alanlara m1 daha uygun oldugunu belirlemeye
yardimct olmaktadir. Bu calisma, gelistiricilerin DA sistemleri i¢in uygun leksikal

kaynaklari se¢gmelerine yardimei olmay1 hedeflemektedir. Elde edilen bulgular, kapsam,



ortlisme, tutarlilik ve dil alanlarina uygunluk gibi faktorleri dikkate alarak duygu
sozliiklerinin se¢imi, birlestirilmesi veya dzellestirilmesi konusunda bilgi saglayabilir.

Kisaca oOzetlenecek olursa Ann Devitt ve Khurshid Ahmad bu calismada, dort
yaygin kullanilan duygusal leksikal kaynagin ayrintili bir analizini sunuyor. Analiz,
leksikonlarin duygusal 6zellik atamalar1 ve leksikal igerikleri arasinda tutarlilik oldugunu
gosteriyor. Ancak, kaynaklar arasinda yeterli farkliliklar oldugu ve bunlarin otomatik
duygu analizi sistemleri iizerinde etkileri oldugu belirtiliyor. Ayrica, duygusal metin
igeriginin dil ¢esitlerine gore farklilik gosterdigi ve genel dilin 6tesinde istatistiksel olarak
ayr1 bir alt kiime oldugu ortaya ¢ikiyor. Gelecekteki ¢alismalarin, duygusal metinlerdeki
farklilik temelini ve dil ¢esitlerine bagli olarak nasil degistigini belirlemeye odaklanmasi
oneriliyor (Devitt & Ahmad , 2013).

Jeffrey A. Brooks ve arkadaslar1 yaptiklari calismalara goére, Insanlar yiiz
hareketlerini belirli duygusal kategorilere giivenilir bir sekilde smiflandirirlar. Son
zamanlarda yapilan arastirmalar, duygu-kavram bilgisinin duygusal algiyr nasil
etkileyebilecegini ve yiiz-duygusal algida evrenselligin yani sira degiskenligin de
oldugunu ortaya koymaktadirlar. Bu c¢alismalara gére duygu algisindaki bu degiskenligi
anlamak yeni yeni gelismektedir. Ve duygu-kavram bilgisinin yapisal etkilerinin sinirsel
temeli hala bilinmemektedir. Jeffrey A. Brooks ve arkadaslari bir nérogoriintiileme
caligmasinda, alt1 duygusal kategorinin (Ofke, Tiksinme, Korku, Mutluluk, Uziintii ve
Saskinlik) kavramsal, algisal ve noral temsili yapilari arasindaki uyumu 6lgmek i¢in bir
temsili benzerlik analizi RSA yaklasimi kullanmiglar. Elde ettikleri sonuglar,
katilimcilarin duygusal kavramsal yapilarinda bireysel farkliliklar gdsterdigini ve bu
farkliliklarin benzersiz algisal yapilarini tahmin etmelerine yardimer oldugunu gdstermis.
Yiizleri goriintiilerken, sag fusiform girusun ¢oklu voxel desenlerinin temsili yapisi,
katilimcinin benzersiz kavramsal yapilartyla anlamli bir sekilde iliskilendi ve yiizlerin
kendilerindeki fiziksel benzerliklerin etkisi kontrol edildi. Ayrica, duygu algisindaki
kiiltiirler aras1 farkliliklarin varligi da gézlemlendi ve bu farkliliklarin bireysel kavramsal
yapilarla agiklanabilecegi diisiiniildii. Bulgulari, gorsel yiiz isleme bolgelerindeki duygu
ifadelerinin temsili yapisinin bireysel kavramsal anlayistan etkilenebilecegini
gostermektedir.

Sonug olarak bir¢ok kiiltiir arasindaki farkliliklar1 arastiran bir ¢apraz-kiiltiirel
hipotezlerine gore, dnceki ¢alismalarda, Dogu ve Bati kiiltiirlerinde yiiksek uyarilma
diizeyine sahip olumsuz yiiz ifadelerinin farkli algilanmasinin bulundugunu ve Japon ve

Amerikali katilimcilarda daha az kesin bir algisal yapi1 olusturdugunu (59, 61, 62)
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gostermistir. Bu ¢alismada, kategorizasyon yanitlarina atifta bulunurken, "uyumsuzluk"
terimini, amacglanan duygu gosterimine uygun olmayan yanitlar1 ifade etmek igin
JACFEE (Facial Expressions Of Emotion) uyaran veritabanina gore, hatali olduklarin
ima etmek amaciyla kullanmislar. Kiiltiirler arasinda kategorizasyonlarda anlamli
diizeyde uyumsuzluk oranlari bulundu. Japonlar (n = 20) (%18,125, SD = 7,86)
Amerikalilardan (n = 20; %6,875, SD = 7,56) daha yiiksek uyumsuzluk gosterdi [t(38) =
4,614, P = 0,0000439]. Ozellikle, Japon katilimcilar, poz verilmis 6fkeli yiiz ifadelerini
tiksinmis olarak (ve tam tersi), poz verilmis korkmus yiiz ifadelerini ise sasirmis olarak
(ve tam tersi) siklikla kategorize ettiler, Amerikali katilimcilara gore.

Birincil ilgi konusu olmamakla birlikte, uyaran seti hem Kafkas hem de Japon
hedef yiizlerini i¢erdigi i¢in, katilmecilarin kiiltiirii ve hedef ylizlerin kiiltiirii arasinda
olasi bir etkilesim de test edildi ve uyumsuzluk oranlarina etkisi incelendi. Tekrarlanan
6l¢timlii bir ANOVA (Analysis of variance) analizi sonuglarina gore, katilimcinin kiiltiirt
ve hedef yiizlerin kiiltiirii arasinda anlamli bir etkilesim oldugu bulundu [F(1,38) = 4,265,
P = 0,046]. leriki eslestirilmis drneklemler t testleri, Japon katilimcilarin Kafkas yiizler
icin daha yiiksek dogruluk oranina sahip oldugunu (M = 0,84) Japon yiizleri i¢cin (M =
0,79) gore (t(19) = 2,6, P = 0,017) belirlemistir (Brooks & Chikazoe, 2019) .

Bir diger calismada ise katilimcilar, dinamik yiiz ifadelerini inceleyerek notr bir
ifadeden 6fkeli, mutlu veya {lizgiin ifadelere dogru degisen hareketleri izlediler. Notr bir
ifadeye gegen ifadelerde bir kontrast etkisi gdzlemlendi. Yani, 6fkeyle baslayan notr bir
ifade hafif¢e olumlu olarak degerlendirildi, ancak giilimsemeyle baglayan ayni notr ifade
olumsuz olarak degerlendirildi. Ikinci deneyde, ardisik olarak sunulan duragan ifadeler
de karsit, zit etkileri tetikledi, ancak hareketli ifadelerin ardindan goriilen etkiler daha
zayift1. Ugiincii deneyde, 6fke ve mutluluk ifadelerinin farkli derecelerinde birgok yiiz
hareketi degerlendirildi. Hafifce ifade edilen hareketlerde (25% ve 50% ifade) denge ve
itme etkileri gozlendi. Bu tiir hareketlerde algilanan ifade, hedef noktalarinin 6tesine
gecmis gibi algilandigr i¢in duygu derecelendirmeleri daha yiiksek oldu. Dordiincii
deneyde, iizgiin yiiz ifadeleri degerlendirildi ve hareketli ifadelerde hem zitlik hem de
itme etkileri gozlendi. Bu bulgular, dinamik yiiz ifadelerinde yeni ve etkili baglamsal
etkilerin oldugunu ve yiiz hareketlerinin sosyal-duygusal iletisimde 6nemli bir rol
oynadigini ortaya koymustur.

Deney 1, University of California, Berkeley'deki 24 lisans ogrencisiyle
gerceklestirildi. Katilimeilara, 6fkeli, mutlu ve nétr yiiz ifadelerinin dinamik hareketlerini

iceren video klipler gosterildi. Hareketin sonunda nétr bir ifadeye ulasildiginda,
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baslangictaki duygusal ifadenin etkisiyle notr ifade farkli sekillerde degerlendirildi. Ayni
sekilde, hareketin sonunda hafifce ifade edilen noktalarda momentum etkileri gézlendi.
Deney, hareketli yiiz ifadelerinin baglamsal etkilerini ve yiiz hareketlerinin sosyal-
duygusal iletisimdeki 6nemini vurgulamistir. Deney 1'in sonuglarina gore, katilimcilar
baslangic ve bitis yiizlerinin duygu derecelendirmelerini etkileyebilmistir. Ofkeliden
mutluya dogru hareket eden nétr bir ifade, hafif bir olumlu ifade olarak degerlendirilirken,
ayn1 ndtr ifade mutlu basladiginda olumsuz olarak degerlendirilmistir. iki ndtr kosulda
belirgin yanlilik etkileri gdzlenmistir. 100% 6fkeli bir nétr ifade, baslangigta goriilen ayni
noétr ifadeden daha olumlu olarak degerlendirilirken, 100% mutlu bir notr ifade, baslangig
degerlendirmelerine gore daha olumsuz olarak degerlendirilmistir. Deney 2'de, dinamik
hareket olmaksizin ardisik olarak elde edilen kontrast, zitlik etkilerinin derecesi
degerlendirilmistir (Marian & Shimamura, 2013).

Ray ile Chakrabarti duygularin 6grenme iizerindeki etkilerini aragtirmislar.
Teknoloji Destekli Ogrenme, dgretme-6grenme siirecini doniistiiren bir yontemdir ve
duygunun rolii genellikle ihmal edilir. Ancak duygu, insanin bilissel siirecinde 6nemli bir
yer tutar, bu nedenle 6grenme siirecinin tam anlamiyla basarili olabilmesi i¢in 6grencinin
duygusal durumunu yakalamak gereklidir. Bu ¢alismada, E-Ogrenme sistemlerinde
duygusal yonleri yakalayan ve 6grenme faaliyetlerini, zamanlamay1 ve genel 6§renme
siirecini yoneten bir Duygusal Hesaplama Modiilii 6nerilmektedir. Insan-Bilgisayar
Etkilesimi, Ogrencinin duygusal durumunu tanimaya odaklanir ve insan-bilgisayar
arasinda etkilesimi saglar. Bu amacla, biyofiziksel (kalp atis hizi, deri iletkenligi, kan
basinci) ve yliz ifadesi yontemleri kullanilmaktadir. Bu calisma, 6grenme siirecinde
duygunun nasil doniistiigiinii ve duygu geri bildirimlerinin 6grenme deneyimlerini nasil
gelistirmekte kullanildigim arastirmaktadir. Ogrenci duygu tespiti ve otomatik ders
secimi modeli onerilmekte olup, bu modelde iki duygu 6zelligi birlestirilerek etkili bir
Affective E-Learning Sistemi olusturulmustur. Arastirma, mevcut sistemlere kiyasla
olumlu sonuglar gostermektedir ve tanima sisteminin etkinligini kanitlamaktadir.

Tiim bu veri ve tespitlerden su sonuca varilabilir ki yliz ifadeleri, duygular
hakkinda 6nemli ve keskin ipuglar1 saglar (Ray ve Chakrabarti, 2016).

Gergeklestirilen diger bir ¢alisma ise duygu ve disiplinler arasi etkilesimi ele
almaktadir. Duygu konusundaki arastirmalar farkli disiplinler ve uzmanlik alanlari
arasinda ¢esitlilik gostermektedir. Ancak uzmanlar duyguyu tanimlama konusunda hala
anlagmaya varabilmis degillerdir. Teorisyenler ve aragtirmacilar, duygu terimini farkli

siirecler ve anlamlar igeren sekillerde kullanmaktadir. Duygularin dogasi, islevleri, genis
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duygusal boyutlarla iliskilendirilir. Duygular1 harekete geciren siiregler ve giinliikk
etkinliklerimizdeki rolii konusunda hala tartismalar devam etmektedir. Bu ¢alismada,
dogal tiirler olarak kabul edilen temel duygular ele alinmis. Duygu semalarinin dogasi,
duygu ve bilis iligskilerinin duygu semalarmi nasil gelistirdigi {izerine ¢alismalar
derinlestirilmis. Ve ayrik duygularin duygusal boyutlarla iligkisi gibi konulara
odaklanmistir. Sonug olarak, siirekli duygu kavraminin bilinci diizenlemede ve zihin ile
davranig iizerinde etkili bir faktor olarak kabul edildigi yeni bir dizi isaret ediliyor.
Incelenen kanitlar, temel duygular ve duygu semalar1 kavramlarina dayanan bir teorinin,
daha biitiinsel veya boyutsal yaklagimlarla uyumlu bir aragtirma aract sagladigini
gostermektedir.

Bu calismada, duygularin dogasi, insan gelisimi ve bireysel-sosyal islevlerle ilgili
bir¢ok sorunun hala yanitlanmasi gerektigi belirtilmektedir. Duyguyla ilgili olgular i¢in
daha tutarli bir isim ve simiflandirma sisteminin gelistirilmesi Onemlidir. Duygu
aragtirmacilarinin duygusal terimlerin islevsel agiklamalari i¢in daha yiiksek standartlar
belirlemesi gerekir. Ayrica duygu teriminin niteliksiz kullanimini engellemesi
gerekmektedir. Duygusal bilim, temel duygularin islevsel karsiliklari, duygu semalar1 ve
ozelliklerinin islevsel etkilerine odaklanan yeni yaklasimlarin gelistirilmesiyle
ilerleyebilir. Bu 6rnek, siirekli mevcut olan ve farkli diizeylerde etkilere sahip duygularin
varligina dayanmaktadir. Duygusal bilimcilerin, duygunun siirekli olarak algisal-biligsel
stireclerle etkilesim halinde oldugunu test etmek i¢in hipotezler ve yontemler gelistirmesi

gerekmektedir (1zad, 2007; Pantic, 2009).
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3. MATERYAL VE METOD

3.1. Materyal

Bu tez ¢alismasinda Fer2013 isimli veri seti kullanilmistir. Bu veri seti Kaggle
veri tabanindan indirilmistir. Veri seti 48x48 pikselleri renkli goriintiilerden
olusmaktadir. Veri seti yiiz ifadelerin duygu tanima icin kullanilan zor bir kiyaslama
setidir. Veri seti 7 farkli duyguya ait yliz ifadesi belirten goriintiilerden olugsmaktadir.
Gorlintiiler zor bir veri seti olup diizgiin dagilmamig goriintiilerden olusmaktadir. Toplam
35340 adet goriintii bulunmaktadir. Her duygu icin goriintii sayilar1 Cizelge 3.1°de

verilmistir. Veri setinden rastgele goriintiiler Sekil 3.1°de verilmistir.

Cizelge 3.1. Veri setindeki goriintiilerin siniflara gore dagilimlari

Sira Duygu Goriintii Sayist

0 Kizgin 4953
1 Korkmus 5121
2 Uzgiin 6077
3 Notr 6198
4 Mutlu 8989
5 Saskin 4002
6 Bezmis 547

SLFEL NN
A0 HEEUMD
COVARTEE
SHRAED A I
SRl [odeial
AEIRES A

Sekil 3.1. Yiiz ifadeleri
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Veri setindeki goriintiilerin siniflara dagilim bar grafigi sekil 3.2°de gosterilmistir.
Sekilden goriildiigii gibi en fazla goriintli “mutlu” sinifinda, en az goriintii ise “Bezmis”

siifinda bulunmaktadir.

Dagilimlar
8000
600D
]
g
= 4000
A
2000 1
I] .
Kizgin - Korkmus  (zgin Métr Mutlu  Saskin  Bezmis
Duygu
Sekil 3.2. Goriintiilerin siniflara dagilim grafigi
3.2. Metod

3.2.1. Transfer yontemler

Transfer 6grenme, geleneksel 6grenmeye gore ¢ok daha farkli bir yaklagim izler.
Geleneksel makine Ogrenmesi, Ogrenme gergeklestirirken her seferinde sifirdan
O0grenmeye baslarken, transfer 6grenme daha Once Ogrendiklerini yeni Ogrenmede
kullanarak hem Ogrenme siirecini hizlandirir hem de daha etkili bir 0grenme
gerceklestirir. Bagka bir degisle transfer Ogrenme, yapay Ogrenme diizeneklerinin
egitildigi bir veriyle daha farkli bir konu ya da benzer bir problemi ¢ézmek icin
kullanabilen bir yaklagimdir. Tipk: insanlarin kendi deneyimleriyle bagka bir problemi
c¢ozmelerine benzer bir yaklagimla, makine 6grenmesi gelistirilmektedir. Nihayetinde bir
makine 0grenmis oldugu bir konuyu ayn1 deneyimle baska konular1 ¢ozebilir ve dogru
kararlar alabilir (Koger, 2012). Transfer 6grenme teknigi, giniimiizde derin 6grenmede
sikca kullanilmaya baslanmistir. Egitilmis olan bir yapay sinir agi modeliyle yeni ve
benzer bir problem, bilgi transferi yardimiyla ¢dziilebilmektedir. Bu gorev esnasinda

sifirdan bir model egitmek yerine daha 6nce kullanilmis bir model goreve uyarlanir ve
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gorev gerceklestirilir. Boylece egitim siireci kisalir ve kaynak sorunu ortadan kalkar.
Egitim siireci, dnceden egitilmis agin desen tanima yeteneklerini ve temel 6zelliklerini
kiigiik degisikliklerle yeni goreve uyarlamakla tamamlanir. Bir gorev esnasinda, 6zellikle
mevcut verinin yetersiz ve siirenin sinirli oldugu durumlarda benzer bir gérevde egitilmis
bir modelle daha iyi sonuglar elde edilebilir (Komodakis & Zagoruyko, 2017). Gorev
esnasinda transfer 6grenme gerceklestirilirken, transfer edilen modelin kullandig1 veri
setinin hedef veri setinden daha biiyiik olmasi1 gerekir ve daha ¢ok veri gesitliligine sahip
olmas1 6nemlidir. Bu daha etkili 6zellikler 6grenmeyi saglar ve modelin 6grenmesini
geneller. Bu sekilde basarili bir 6grenme ve isin sonunda gorev basariyla gergeklesmis
olur.

Transfer 6grenme siirecinde veri seti se¢imi son derece dnemlidir. Secilen veri seti
hedef veri seti ile ayn1 ya da benzer Ozelliklere sahip degilse, modelden beklenen
performansin gergeklesmesi beklenemez. Bu nedenle veri setinin benzer ve yeterli veri
miktarini igermesi hedeflenen sonug i¢in ¢ok énemlidir (Gao & Mosalam, 2018, s. 740-
770). Geleneksel makine Ogrenmesi ile transfer Ogrenme arasindaki siireglerin

farkliliklar1 agagida verilen sekilde goriildiigii gibidir.

a) Geleneksel Makine Ogrenmesi b) Transfer Ogrenme

Farkli Gorevler m— Kaynak GOrevier s Hedef Gorev

Ogrenme Ogrenme Ogrenme
Sistemi Sistemi Sistemi

Sekil 3.3. Makine 6grenmesi ve transfer 6grenme arasindaki siireglerin farkliliklart (Yang & Pan, 2009)

Sonug olarak, transfer 6grenme yontemleri, gegmiste edinilen deneyimlerin gelecekteki
o0grenmeye katki saglamasiyla 6nem kazanmis bir makine 6grenme paradigmasidir. Bu
yontemler, onceki gorevlerden elde edilen bilgileri yeni ve farkli gorevlere aktarabilme
yetenegi ile one ¢ikar. Transfer 6grenme, makine 6grenme alaninda genis bir uygulama
yelpazesi sunarak, bir gorevde elde edilen bilgilerin diger gorevlere etkili bir sekilde

transfer edilmesini saglar. Bu, modelin daha hizli 6grenmesini, sinirli veri durumlarinda
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daha iyi performans sergilemesini ve genel olarak daha etkili ve genis kapsamli bir
ogrenme siirecini destekler. Transfer 6grenme, geleneksel 6grenme yontemlerine kiyasla
O0grenme siireclerini optimize ederek, verimliligi artirir ve farkli gorevler arasinda bilgi
paylasimini tesvik eder. Bu baglamda, transfer 6grenme, makine 6grenme alanindaki
basarty1 artiran ve gesitli uygulama alanlarinda biiytik bir kolaylik saglayan 6nemli bir

O0grenme paradigmasi olarak one ¢ikar.

3.2.2. Evrisimsel sinir aglar1 (Convolutional Neural Network)

Evrisimsel sinir aglar1 (CNN) ag yapisi, ileri beslemeli bir sinir agidir. Temel
olarak iki boyutlu goriintiiler tizerinden 6zellikler ¢ikarmak i¢in tasarlanmistir. CNN,
1980 1i yillardan itibaren temelleri atilan bir bilgisayar bilimi olan makine 6grenmesinin
bir alt dalidir. Biiyiikk veri setleriyle 6grenme siirecinde ¢ok iyi sonuglar veren bir
kapasiteye sahiptir (Giiler, Cinar, & Cengil, 2017). Ozellikle gériintii isleme ve veri
siiflandirma gibi islemlerde kullanilan ve biiylik bir basar1 gdsteren derin 6grenme
modellerinden biridir. 1990 yillardan sonra islenmeye ve egitilmeye baslanmistir. Ama
ne yazik ki ihtiya¢ duyulan sistem ve donanim eksikliginden dolay1 gerekli ilgi ve basarty1
yakalayamamistir. 1995 yilinda ise goriintii isleme uygulamalarinda kullanilmaya
baslanmustir (Lawrence , Giles , & Chung, 1996). Giiniimiizde ise birgok alanda basarili

sonuglar veren CNN aginin temel yapisi asagida goriilmektedir.

I“ ’ O |\ : O—> K
Input Conv  Pool Conv Pool FC Output

Sekil 3.4. CNN ag yapis1 (Hidaka & Akinori, 2017)

CNN’ler kendilerine has bir yapiyla verinin 6zelliklerini tanimlar. Boylece gorsel
veri isleme durumlarinda sonuglarini en iyi hale getirir. Tim bu art1 durumlarindan dolay1
CNN karmagsik veri analizi gorevlerinde biiyiik bir 6neme sahiptir (Szeliski, 2022). Bu
model 6zellikle karmagik matris verilerini islemek i¢in tasarlanmis ve birgok farkli alanda

kullanilan bir mimaridir. Goriintii siniflandirma, bilgisayar ve gorii madenciligi, nesne
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tanima, siniflandirma ile hastalik tespiti gibi alanlarda siklikla kullanilir. Temel islemi,
bir matris ¢arpim uygulamasi olarak kabul edilebilir. Bu siire¢, ¢ekirdek matrisinin girdi
matrisi tizerinde kaydirilarak ve garpilarak evrisim siirecinin tamamlanmasiyla olur (lan,

Yoshua, & Aaron, 2018).

CNN genel anlamda gorsel verileri islemek i¢in tasarlanmistir. CNN 6grenme
modeli, girdi goriintiilerini alir ve nesnelere 6nem atar, bu nesneleri birbirinden ayirt
edilebilir duruma getirir ve ayn1 zamanda nesneler arasindaki iligkileri ¢ikarir. Bu islem,
evrisim, havuzlama, tam baglant1 ve siniflandirma katmanlar1 sayesinde gerceklestirilir.
Boylece goriintiilerin ayirt edici 6zellikleri tespit edilir ve yapay 6grenme islemi CNN
araciligiyla gergeklestirilir (Jauro, vd. 2020). Sekil 3.24’te temel bir CNN yapisi

gosterilmistir

Ozellik Haritalan

Ozellik Haritalari Ozellik Haritalan
- Softmax &K
— h
Ol HH . , N
_H O 4
‘ gl
Konvollsyon Konvoliisyon ‘
+Relu Havuzlama +Relu Havuzlama  Tam Bagl Katman

Sekil 3.5. LeCun tarafindan 1989 yilinda ortaya atilan LeNet isimli evrisimsel sinir ag1 modeli (Le Cun,
vd. 1989)

Temel calisma prensibi 6zel filtreler kullanarak goriintiilerin farkli 6zelliklerini
belirlemek ve islemektir. Filtreler genellikle kenarlari, kdseleri ve diger onemli 6zellikleri
tanimak icin egitilir. Devaminda, fitrelerden elde edilen sonuglar katmanlar arasinda
iletilerek daha karmasik sonuglarin olusturulmasi saglanir. CNN, veriyi islemek izere art
arda dizilmis birden fazla egitimli katmandan olusur. Ilk katman giris katmanidir ve bu
katmanin giris verileri, ag1 besler. Ardindan, konvoliisyon katmaninda veriler cesitli
Ozniteliklere gore islenir. Bu katman, goriintiide 6zelliklerin tanimlanmasi gibi gorevlerde
onemli bir yere sahiptir. Daha sonra, siniflandirma ve sonug ¢ikarimi, ¢ikis katmaninda
gerceklesir ve burada nihai sonuglar elde edilir. Agin genel yapisinin uygun hale
getirilmesi ve agin Ogrenilmesi siireci, geri yayilim (backpropagation) adi verilen bir
algoritma ile gerceklestirilir. Bu algoritma, agm tahminlerini gergek -etiketlerle

karsilastirir, hatalar1 hesaplar ve ardindan agdaki parametreleri bu hatalar1 en aza
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indirmek icin yeniler. Bu siireg, agin daha iyi 6zellikler 6grenmesini ve daha dogru
simiflandirmalar yapmasini saglar. Boylece CNN, goriintiilerdeki 6zellikleri tanima ve
siniflandirma konularinda biiylik bir basar1 elde eder ve uygulama alanlar1 arasinda
gorintii siniflandirma, nesne tanima, tibbi goriintii analizi, otonom araglar ve daha bir¢ok
Ozellestirilmis gorev noktasinda biiyiik kolayliklar saglar (Zhu, vd. 2017). Ayn1 zamanda
nesne tespiti uygulamalarinda, goriintiilerdeki nesnelerin konumlarini1 belirlemek i¢in etkili
bir sekilde kullanilirlar (Gao, vd. 2017). Evrisim iglemi, bir goriintii filtresinin giris
goriintlisii lizerinde kendine has bir hesaplama yontemi olan konvoliisyon islemi olarak
adlandirilir. Mevcut goriintiilerdeki nitelik ve dnemli 6zellikleri belirlemede ¢ok dnemli
bir yere sahip olan bu yontem goriintii isleme ve 6zellikle derin 6grenme alanlarinda
cogunlukla kullanilanilmaktadir.

Evrisimli sinir aglari, genellikle dort temel katmandan olusur. Ilk katman,
"Evrisim Katman1", veri lzerinde O&zellikleri vurgular ve bu sayede Oriintiileri
tanimamizda kolaylik saglar. Ardindan, "Havuzlama Katmani", verileri 6zgiin bir sekilde
ozetleyerek boyutunu azaltarak islem siiresini ve maliyetini diisiirmiis olur. Ugiincii
olarak, "Diizeltme Katmant1", hatalar1 azaltmaya yoneliktir ve bu egitimi daha diizgiin ve
devamli hale getirir. Son olarak, "Tam Bagli Katman", tiim bu 6zellikleri birlestirerek
sonuglar1 ¢ikarir. Bu katmanlar bir araya gelerek, evrisimli sinir aglarinin ¢ekirdegi
hiikkmiinde olan temel yapisini olusturur. Bdylelikle karmasik gorsel verilerdeki

ozelliklerin 6grenilmesine olanak saglar.

Giris Katmam

CNN yapisinda, giris katmani agin baglama yeridir ve bu katmanda veri ham
haliyle aga verilir. Bagka bir degisle modelin kullanacag: verinin baglangi¢ noktasidir.
Modelin mimari yapisina bagli olarak girdi degerleri 6zenle se¢ilmeli ve diizenlenmelidir,
clinkii burada modelin veriyi islemeye baslayacagi temel yerdir ve ilk adimdir. Veri setini
olusturan temel verilerin temsil edildigi bu kisim modelin egitimi i¢in kullanilan girdi
degerlerini yapisinda barindirir. Bu veriler, agin 6grenme siirecinde kullanilir ve modelin
veri lizerinde belirli islemleri gergeklestirmesi i¢in kullanilir. Girig katmani, verinin kabul
edildigi katman olup, ardindan verinin agin geri kalan kismina aktarildigi yerdir. Bu
nedenle giris katmani, CNN’nin 6nemli bir pargasidir ve modelin veriyle etkilesime

gectigi noktadir.
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Konvoliisyon Katmani

Konvoliisyon katmanlari, Convolutional Neural Network (CNN)'nin temel yap1
taglaridir ve 6zel filtreler kullanarak giris verilerini islerler. Bu katmanlar, baslangicta
temel Ozellikleri ¢ikarmak i¢in girdi verilerini isler, 6rnegin kenarlar ve kivrimlar gibi
geometrik Ozellikleri tanimlar. Daha sonra, sonraki katmanlar daha karmasik 6zelliklere
odaklanir ve nesnelerin sekil ve boyutunu tanimak gibi daha yiiksek diizeyde sonuglara
ulagirlar. Bu sayede CNN, 6zellikle goriintii tanima ve diger gorsel isleme gorevlerinde
olduk¢a basarilidir. Konvoliisyon katmani, verileri 6zel filtrelerle isleyerek o6zellik
matrisini olusturur. Bu matris, Ozelliklerin ¢ikarilmasina yardimci olur ve giris
verilerindeki énemli bilgileri vurgular. Ozellikle goriintii isleme ve goriintii tanima gibi
calismalarda, konvoliisyon katmaninin ayrintilar1 tespit etmede kritik bir rolii vardir.
Ogrenme siireci, CNN'nin konvoliisyon katmanlarinda temel olarak gergeklesir. Bu
siiregte, agin parametreleri, 6zellik matrisinden elde edilen hata degerlerini minimize
etmek i¢in giincellenir. Bu, agin daha karmasik 6zellikleri 6§renmesini ve veri ilizerinde
daha etkili bir sekilde calismasini saglar. Konvoliisyon katmanlari, agin giris verilerindeki
ozellikleri hiyerarsik olarak 6grenmesine ve bu 6zellikleri genellestirmesine yardimci

olarak, CNN'nin basarili performansini saglar.
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Sekil 3.6. Evrisim katmani 6zellik ¢ikarimi (Kuchera et al., 2019)



20

Yukaridaki sekilden de anlasildig izere evrisim siireci su sekilde gerceklesir. Tlk
olarak, 5x5 boyutundaki bir girdi verisi matrisi ve 3x3 boyutlu bir filtre kullanilir. Bu
filtre, girdi matrisinin tizerinde kaydirma yaparken her bir konumda ¢apraz ¢arpim islemi
yapar. Yapilan ¢arpimlar neticesinde elde edilen degerler toplanir, bu islem 3x3'liik bir
pencere boyunca tekrarlanir ve bdylece bir dzellik haritas1 olusturulur. Ozellik haritasinin
bir diger islevi ise goriintiideki farkli 6zellikleri temsil eden agirlik degerlerini igeriyor
olmasidir. Bu ozellikler, kenar tespiti, renk degisiklikleri gibi gorsel Ozellikleri
yakalamak i¢in kullanilir. Evrisim katmanlari, bu 6zellikleri derin 6grenme aglarinin

temel yapisi olarak kullanarak karmagik gorsel tanima gorevlerini basariyla gergeklestirir.

Aktivasyon Katmani

CNN’nin temel taslarindan biri olan aktivasyon fonksiyonlari, néronlarin
isleyecegi giris sinyallerini diizenleyen 6nemli matematiksel araglardir. Bu fonksiyonlar,
negatif degerleri sifirlayarak veya baska bir sekilde degistirerek agin daha verimli
calismasini saglarlar. Bu siire¢ sonucunda noronlar, islenmis bu ¢ikis sinyalini bir sonraki
katmana veya tam baglanti katmanina ileterek agin 6grenme siirecini siirdiirtirler.
Aktivasyon fonksiyonlari, noronlarin ag igerisindeki Onemini ve bilgileri nasil
isleyecegini belirleyen kritik bilesenlerdir. Aktivasyon fonksiyonlari, sinir agindaki veri
kullanma ve bilgi isleme siirecini yonlendirmek i¢in, ndronlarin etkinlestirilip
etkinlestirilmedigini belirler. Bu fonksiyonlar noronlarin ¢ikislarini belirlerken, giris
verilerini doniistiiriir ve sigmoid, ReLU (Rectified Linear Unit) veya Hiperbolik Tanjant
gibi matematiksel iglemleri kullanir. Tiim bu arti 6zelliklerinden dolayr aktivasyon
fonksiyonlari, sinir aglarinin 6grenme yetenegini etkileyen dnemli bir yapidir. (Glorot,
Bordes, & Bengio, 2011). Aktivasyon fonksiyonlarinin 6énemli diger bir rolii ise, noron
ciktilarii belirli araliklara sikistirmak ve model performansini artirmaktir. Dogrusal,
ReLU, Sigmoid, Hiperbolik Tanjant, Leaky ReLU, Swish ve Softmax gibi cesitli
aktivasyon fonksiyonlar1 bulunmaktadir. Problemin fitri yapis1 segilen aktivasyon
fonksiyonunu belirler. Boylece problem, tiirevlenebilir, hassas, dogrusal olmayan ve
belirli araliklarda olmalidir. Hassas bir aktivasyon fonksiyonu, matris islemlerinin
uygulanacagi goriintii isleme gibi alanlarda 6zellikle onemlidir. Bu durumun aksi takdirde
olmast Ogrenme hizin1 azaltabilir. Asagida CNN ve derin 6grenme mimarisinde

kullanilan aktivasyon fonksiyonlarina ait matematiksel denklemleri ve grafikleri
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verilmistir. Dogrusal aktivasyon fonksiyonu, sabit bir ¢ikt1 degerine sahiptir. Bu bize geri
yayilim kullanimi sirasinda hata oraninin sabit olacagi i¢in istenilen ¢iktiy1 almay1 ve geri
yayilimin kullaniminin bozulmasina sebebiyet vermektedir. Matematiksel ifadesi
denklem 3.1°de gosterilmektedir. Denklemde gosterilen a degeri herhangi sabit bir say1

degeri olabilir, se¢imi tercihe baglidir (ARSLAN, 2022, s. 39-41).

f(x)=ax (3.1)

Sigmoid aktivasyon fonksiyonu, grafiksel olarak bir S harfine benzeyen bir egri
seklindedir ve dogrusal olmayan bir aktivasyon fonksiyonudur. Yapay sinir aglarinin
katmanlarinda siklikla kullanilan bu fonksiyon, girdi degerlerini 0 ile 1 arasinda
sikistirarak, cikislar1 olasilik benzeri bir formda sunar. Bu oOzellik, o6zellikle ikili
simniflandirma problemlerinde tercih edilir. Sigmoid aktivasyon fonksiyonu, agin non-
lineer Ozellikler eklemesine yardimci olarak karmagik iligkileri 6grenme yetenegini
artirtr. 0-1 araliginda ¢ikt1 degerlerine sahip olmaktadir. Ayn1 zamanda tiirevlenebilirdir
(Sharma, Sharma, & Athaiya, 2017).

Sekil 3.6’da Sigmoid fonksiyonunun tiirevlenebilir bir aktivasyon fonksiyonu oldugu

gosterilmektedir. Bu sayede 6grenme islemini daha seri ve etkili gerceklestirebilmektedir.

f(X)sigm =——— 3.2)

(1+e%)

Sigmoid Aktivasyon Fonksiyonu ve Turevi

1.2

T R

0.8

0.6

0.4

0.2 4

0.0 + — sigmoid
Turewvi

_02 T T T T T T
-6 -4 -2 0 2 4 6

Sekil 3.7. Sigmoid aktivasyon fonksiyonu ve tiirevi grafigi
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Hiperbolik Tanjant (Tanh): Hiperbolik tanjant fonksiyonu, -1 ile 1 araliginda degerler
alir ve 0 merkezinden gegen bir S sekilli egri olusturur. Denklemi 3.3 ile ifade edilmistir
ve her x degeri i¢in bir ¢ikt1 iiretir. Hiperbolik tanjant fonksiyonu, sigmoid fonksiyonuna
gore daha simetrik bir yapiya sahiptir. Bu aktivasyon fonksiyonu [-1, +1] araliginda ¢ikt1
tiretir ve Ozellikle ikili siniflandirma problemlerinde kullanilir. Sigmoid fonksiyonuna
gore daha genis bir deger araligina sahip olmasi, sinir aglarinin daha hizli 6grenmesine
ve verimliligin artmasina olanak saglar. Bu 06zelligi sayesinde, hiperbolik tanjant
aktivasyon fonksiyonu, sinir aglarmin daha genis bir spektrumda ve daha hizh

O0grenmesini saglayarak performansini arttirir.

ex_e X

eXt+e™*

f(x)tanh = (3.3)

Hiperbolik Tanjant Aktivasyon Fonksiyonu ve Turevi

0.0 ===

=0.5 4

— Tanh
- 1 Cl T™ TU r&'hri L i e e iy By

-4 -2 0 2 3

Sekil 3.8.Tanh aktivasyon fonksiyonu ve tiirevi

ReLU: Leaky RelLU, dogrusal olmayan ancak dogrultulmus dogrusal birim olarak bilinen
bir aktivasyon fonksiyonudur ve yapay sinir aglarinda sik¢a kullanilan bir tiirdiir. Leaky
ReLU fonksiyonu, 0'dan kiigiik tim giris degerleri i¢in 0 degerini alirken, x pozitif degeri
icin de x degerini alir. Matematiksel olarak ifade edildiginde, denklem 3.4'te
gosterilmistir. Sekil 3.8'deki grafik incelendiginde, tiirevin 0'dan kii¢iik olan degerlerde

0'da sabit kaldig1 goriilmektedir.
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Leaky ReLU, ozellikle geleneksel ReLU fonksiyonunun sorunlarina bir ¢oziim olarak
ortaya ¢ikar. Geleneksel ReLU fonksiyonu, giris degeri negatif oldugunda sifir ¢ikt1 tiretir
ve bu durum, 6grenme siirecinde bazi noronlarin pasif hale gelmesine neden olabilir.
Leaky ReLU, bu sorunu asmak i¢in negatif giris degerlerinde kiiciik bir egimle devam
ederek, negatif degerler i¢in de bir miktar bilgi tasimasini saglar. Bu 6zelligi sayesinde,
Leaky ReLU fonksiyonu, sinir aglarinin 6grenme siirecini iyilestirmeye ve daha etkili bir

sekilde bilgi islemesine katkida bulunur (Tiirkoglu vd., 2021, s. 334-345).

ReLU(x) = (x)* = max (0, x) (3.4)

RelLU Aktivasyon Fonksiyonu we Turewvi

—— RelU
Tarewi

—4 -2 ] 2 4

Sekil 3.9. ReLU aktivasyon fonksiyonu ve tiirevi

Leaky ReLU, ReLU aktivasyon fonksiyonuna gore daha genis bir 6grenme oranina ve
islem yogunluguna sahiptir. Sekil 3.9'da bulunan ReLU fonksiyonunun tiirevidir
incelendiginde negatif degerlerde sabit bir deger olan 0'a sahiptir. Ote yandan, Leaky
ReLU fonksiyonunun tiirevidir incelendiginde negatif degerlere yakinsayan bir egime
sahiptir. Leaky ReLU'nun negatif degerlerde kiiclik bir efime sahip olmasi, bu
fonksiyonun agin 6grenme siirecinde negatif giris degerlerine daha iyi tepki vermesini
saglar. Bu, ozellikle ReLU'nun "dying ReLU" problemi olarak adlandirilan durumu
asmada yardimci olabilir. "Dying ReLU" problemi, ReLU fonksiyonunun negatif
girislerle sifir ¢ikis iiretmesi nedeniyle bazi néronlarin egitim sirasinda hic¢ aktive

olmamasina ve bu ndronlarin 6grenmeye katkida bulunmamasina neden olabilir. Leaky
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ReLU'nun bu soruna karsi daha esnek bir davranig sergilemesi, 6zellikle 6grenme siirecini

daha etkili hale getirir.

x, x=20

mx, x<0 (35)

f(x) LeakyReLu(x) = f(X) {

2.0

154

1.0 1

0.5 1

0.0 —
—— Leaky RelU

Tlrevi

'ﬂ. 5 T T T T
-4 =2 0 2 4

Sekil 3.10. Leaky ReL.U aktivasyon fonksiyonu ve tiirevi

Swish (A Self-Gated): Swish aktivasyon fonksiyonu, negatif bolgelerde de deger
alabilen ve bu bolgelerde dogrusal olmayan bir davranis sergileyen bir fonksiyondur.
Diger bir¢ok aktivasyon fonksiyonu genellikle tek diize bir davranis gosterirken, Swish
fonksiyonu negatif bolgelerde de deger alarak daha esnek bir 6zellik sergiler. Swish,
Ozellikle derin 6grenme modellerinde kullanilmak iizere tasarlanmistir ve giris arttikca
c¢iktinin diismemesi gibi bir 6zellige sahiptir. Swish fonksiyonunun egrisi incelendiginde,
girdi arttik¢a ¢iktinin diigmemesi ve negatif degerlerde de deger almasi goriilebilir. Bu
Ozellik, Swish'in 6grenme siirecinde daha etkili olmasini saglar. Swish aktivasyon
fonksiyonu, Ozellikle rekurrent sinir aglari (RNN) gibi modellerde iyi performans

gosterebilir ve girisin genis bir aralikta degisebilecegi durumlarda tercih edilebilir.

B =0icinf(x) = x

f(x)Swish = 2x6(px ) = {B — oicin f(x) = 2 max(0,x)

(3.6)
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Havuzlama (pooling) katmam

Havuzlama katmani, biiyiik veri kiimesini en uygun hale getirerek agirlik sayisini
azaltir. Boylece 6grenme siirecini daha hizli hale getirir ve maliyeti diisiirerek islevsellik
kazandirir. Bu katmanda herhangi bir egitim gerceklesmez. Burada o6zelliklerin
korunmasi siirdiiriiliir ve egitim islemi evrisim katmanindan sonra gergeklesir.
Havuzlama katmani sayesinde egitim siiresi kisalir, bu da zaman ve kaynak tasarrufu
saglar. Havuzlama islemi, iki farkl1 ydntemle gerceklestirilebilir. ilk yontem, uygulanan
filtrenin degerlerinin ortalamasinin alindigi ortalama havuzlamadir. Diger bir yontem ise,
filtrenin ig¢indeki en biiyiik degerin secilip kullanildigi maksimum havuzlamadir. Bu iki
yontem, veri isleme ve sinyal analizi gibi bir¢ok alanda kullanilir. 2x2 lik boyutta
maksimum ve minimum havuzlama katmanlari, gériintii matrislerinde maksimum veya
ortalama degerlerin alinarak boyutun kii¢iilmesini ve islem maliyetinin azaltilmasini
saglayan onemli bir bilesendir. Bu katmanda kaydirma (stride) sayisi, girdi verisi
tizerinde uygulanacak filtrenin ka¢ birim kaydirilacagini belirler. Ayrica havuzlama
katmaninin boyutunu ayarlamak, bu islemi hassas bir sekilde kontrol etmemize yardimci
olur. Ozellikle havuzlama katmani, derin 6grenme aglarinin islem hizini artirirken ayni
zamanda Ogrenme gerceklestirmeyerek verinin Oonemli Ozelliklerini 6zetler (Ali &

Hanbay, 2018, s. 1395-1408).

Maksimum Havuzlama Ortalama Havuzlama
29 | 15 | 28 | 184 31 | 15 | 28 | 184
0 100 | 70 38 0 100 | 70 38
12 | 12 7 2 1201012 7 2l
12|12 (45| 6 12|12 |45 | 6 :
X2 2%x2
Y ]
100 | 184 36 | 80
12 | 45 12 15

Sekil 3.11. 2x2 Maksimum havuzlama, ortalama havuzlama (Yani, Irawan, & Setianingsih, 2019)
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Sekil 3.10’da maksimum havuzlama ve ortalama havuzlama yontemleri gosterilmektedir.
Veri matrisinde bulunan indisler {izerinde 2x2 havuzlama uygulandiginda matris
verisinde bulunan maksimum degerleri alinarak boyutu indirgemekte ve islem yiikiinii
azaltmaktadir. Ortalama havuzlama yonteminde ise yeni bir matris olusturmak lizere 2x2

boyutunda matris uygulanan girdi verisinde bulunan degerlerin ortalamasi alinmaktadir.

Tam baglantih katman (FC)

Tam baglantili katman, dnceki evrisim ve havuzlama katmanlarinin ¢iktilarini bir

matris olarak alir ve bu matrisi diizlestirme islemiyle vektor haline getirir. Sekil 3.11°de

tam baglantili katmana ait gorsel bulunmaktadir.

0 00
00000
0 00
09

DUZLESTIRME KATMANI AM BAGLANTI KATMANI  SOFTMAX KATMANI

—

Sekil 3.12. Tam baglant1 katman

Havuzlama katmaninin ardindan yer alan tam baglantili katman, siniflandirma islemi i¢in
kullanilan son katmandir. Bu katmanda aktivasyon fonksiyonu kullanilmadan verilerin

son halini alir.

Dropout katmani

Dropout katmani, egitim sirasinda rastgele diigimleri devre dis1 birakarak asiri
ogrenmeyi engellemeye yardimet olan bir teknik olarak kullamlir. Ozellikle smirli veriye
sahip olundugunda veya uzun egitim siireleri gerektiginde, modelin egitim verilerini

ezberlemesini 6nler. Bu sayede, ag genellemeyi 6grenir ve daha iyi sonuglar elde eder.
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(a) Standard Neural Net (b) After applying dropout.

Sekil 3.13. Dropout uygulanan ve uygulanmayan katmanlar(Srivastava, Hinton, Krizhevsky, Sutskever,
& Salakhutdinov, 2014)

Sekil 3.12°de standart bir sinir ag1 ve rastgele bazi diigiimleri silinen aga ait gorseller
bulunmaktadir. Dropout katmani, asir1 6grenmeyi engellemek i¢in son derece dnemlidir.
Bu katman, modelin belirli noronlarin1 rastgele devre dis1 birakarak cesitli agirlik
ayarlarinin 6grenilmesini tesvik eder. Sonug olarak, modelin genel performansi artar ve

daha saglam bir 6grenme siireci elde edilir.

Diizlestirme katman

CNN, isleme adimlarindan biri olarak son havuzlama katmanini kullanir. Bu
katmandan sonra 6zellik haritalar1 elde eder. Bu 6zellik haritalar1 daha sonra birlestirilir
ve diizlestirilme islemi uygulanarak vektor haline getirilir. Bu sayede, goriintii verileri
daha islenebilir bir sekle getirilir ve daha sonraki sinir ag1 katmanlarina iletilir (Dogan &

Tiirkoglu, 2018, s. 10-21).



28

2

0

1 2 0 1
DUZLESTIRME

1 0 0 g 0

2 1 1 0

2

OZELLIK HARITASI HAVUZU

Sekil 3.14. Diizlestirme katmani

Sekil 3.13’te diizlestirilmis matris tek boyuta indirgenmistir. Matris, tam bagli bir katman
kullanilarak islenir ve istenilen boyuta doniistiiriiliir. Sonug¢ olarak, ¢ikti boyutu sinif

sayisiyla uyumlu hale getirilir.

3.2.3.ResNET18

He ve arkadaslari tarafindan 2016 yilinda gelistirilen ResNet (Residual Network)
derin 6grenme modellerinden biridir. Derin 6grenme egitiminde ortaya ¢ikan zorluklar
He ve arkadaslarini yeni modeller {izerinde ¢alismalar yapmaya zorlamistir. Karsilarina
¢ikan bu zorluklarin iistesinden gelmek amaciyla ResNet mimarisini olusturdular. Derin
O0grenme egitimi genel anlamda ¢ok uzun siiren bir siirectir. Kullanilan katman sayilari
siirlt ve yetersiz olabilir. ResNet tam da bu noktada devreye girerek atlama baglantist
veya kisa yol gibi uygulama c¢oziimleri getirerek isin daha hizli ve saglkh
gerceklesmesini saglamaktadir. Ayrica ResNet modeli, mimari daha derinlestikce
performansin azalmamasi gibi bir 6zelligiyle diger mimari modellere gore ¢ok daha
biiyiik avantaj saglamaktadir. Bununla beraber aglari egitme yetenegi daha iyi olmakla,
hesaplama islemlerini de daha hafif yapmaktadir. ResNet modeli, mimariler arasinda
ReLU ve toplu normalizasyon igeren iki veya ii¢ katmandan olusan atlama baglantilar

ile uygulanir. Uygulamalar esnasinda varilan diger bir gercek ise, ResNet modelinin daha
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once kullanilan diger modellere gore goriintii smiflandirmasinda daha iyi sonuglar
vermesidir. Sonug olarak ResNet tarafindan elde edilen goriintii 6zelliklerinin iyi oldugu
goriilmektedir. ResNet' de, bir giris katmani ve bir ¢ikis katmani arasina birden fazla
katmanin uygulanmasiyla artikl1 6grenme tercih edilir. ResNet'deki artikli blok, giris veri
boyutlari ¢ikis veri boyutlarina esit oldugunda basarili olur. Ayrica her ResNet blogu, iki
katmandan (ResNet-18 ve ResNet-34 aglari i¢in) veya {li¢ katmandan (ResNet-50 ve
ResNet-101 aglari i¢in) olusur (Sarwindaa, Paradisaa, & Alhadi, 2021, s. 424-427). Sekil
3.14. te ResNet18 modelinin genel yapist goriilmektedir.

ResNet 18
SoftMax, two
7x7 Conv . - Classification
64 Filter 365 Conv 33 Conv 33 Conv 3x3 Conv Avg oalout:
e 64 Filter 128 Filter 256 Filker 512 Filter Pooling iy
k] -
M3 M : . - \ l
Inpul Pf*:\‘ll JI: X 33 Conv 363 Comy 33 Conv 33 Com ECQ)
Image S 4 Filter 128 Filter 256 Filter 512 Filer “
Data Flow

Sekil 3.15. ResNet18 modeli

ResNet-18, derin 6grenme ve CNN alaninda olduk¢a 6nemli bir modeldir. 2015 yilinda
Microsoft Research tarafindan gelistirilip kullanilmaya baslanilan ResNet-18 o6zellikle
ImageNet kiimesindeki goriintii siniflandirma ve ayristirma gorevlerinde gozle goriliir
biiylik sonuglar ortaya ¢ikarmistir. ResNet, kavramina dayanir. Geleneksel sinir aglari,
her katmandan gegen verileri bir sonraki katmana ileterek islerler. Bu durum her ne kadar
islevsel olsa da derin aglarda bu yontem, gradyan kaybi gibi sorunlara yol acgabilir.
ResNet, farkli bir yaklagimla bu sorunu ¢ézmeye yonelmistir. Katmanlardan gegen
verileri bir sonraki katmana iletmek yerine "atlam baglantilar’" veya "rezidiiel
baglantilar" olarak adlandirilan 6zel baglantilari tanitir ve gelmis oldugu katmana giris
verisini dogrudan ileterek bu sorunu c¢ozer. ResNet-18, bu rezidiiel denilen 6zel
baglantilar1 iceren bir CNN modelidir. Ve toplam olarak 18 katmandan olusur. Her
katman bir dizi rezidiiel baglant1 igerir ve ayrica iki veya ii¢ konvoliisyon katmanina
sahiptir. Sahip oldugu rezidiiel baglantilar1, gradyanlarin daha diizgiin bir sekilde geriye

yayilmasina olanak tanir ve daha derin aglarin egitilmesini miimkiin kilar.
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ResNet-18, birgok 6grenme islevselligine sahiptir fakat genellikle transfer 6grenme
ve gesitli goriintii isleme gorevlerinde kullanilir. Hem hizli egitilebilir olmas1 hem de iyi
performans gosteriyor olmasi, bu modelin birgok uygulama ig¢in popiiler olmasini
saglamistir. ResNet-18, daha biiyiik ResNet varyantlarinin temelini atmistir. Ve derin

O6grenme alaninin ilerlemesinde énemli bir ivme gorevi listlenmistir.

3.2.4.ResNET50

ResNet, residual 6grenme konsepti altinda onerilen bir derin sinir agidir. ResNet
geleneksel derin sinir aglarindan farkli olarak, konvoliisyonel katmanlar arasinda atlama
baglantilar ekleyerek, bilgiyi ¢coklu ortiilii katmanlar boyunca yayilmasina izin verir. Bu
da geleneksel derin sinir aglarinda ortaya cikan gradyan kaybolma ve ag bozulma
sorunlarin1 asgari diizeye indirir ve mevcut olan ag1 ¢ok daha fazla diyebilecegimiz
onlarca hatta yiizlerce katmanli hale getirir. Glinlimiizde ResNet-50, bir¢ok alanda
olmakla birlikte yliz tanima ve otonom sliriis gibi ¢esitli miihendislik alanlarinda kayda
deger bir oranda uygulanmaktadir. Ozellikle geleneksel derin sinir aglarma nazaran
parametre sayisi ve modelin performansi goz oniine alindiginda, yapilan ¢ogu ¢alismada

alt model ResNet-50 tercih edilmeye baglanmistir (Wu, Ying, & Zhou, 2023, s. 1-10).

layer name | output size 18-layer 34-layer 50-layer 101-layer 152-layer
convl 112112 727,64, stride 2
33 max pool, stride 2
. . L | orxnea 1x1,64
conv2 56x5 3x3 <3, 6 [ ] -‘ [
comvik | J6xJ6 . lg: x2 : ::’t <3 Ix3,64 | %3 3%3.64 | %3 353 <3
bt SR et [|~|355J |-|_:~5J { xl"‘\ﬁ_
. Ix=1, 128 1x1, 128 <1, 128
_ i 3x3, 128 33,128 [ -‘ [ 5
convi.x 28=28 3% 3. 128 w2 123, 128 & 3x3, 128 | =4 3x3, IIH x4 3x3, 128 | <R
L2752 [1--151: 1<, :J LI 1,512
. 7 25 156 ]
333, 256 13756 1x1, 256 I=1, 256 1 =1, 256
convad_x 1414 = %2 - « 6 33,256 =6 3x3, 256 23 3x3, 256 < 36
33,256 3x3, 256
. I=1, 1024 Ixl, 1024 P, 1024 |
[ -_ T _ I .q ] . g
o 13, 512 123512 11,512 11,512 1x1,512
comvi_x Tx7 13 512 =2 %1 512 X3 3x3,512 |x3 3x3,512 | =3 3x3,512 | =3
LT T 11, 2048 1=, 2048 =1, 2048
1x1 average pool, 1000-d fc, softmax
FLOPs 1.8x10" 36107 38107 7.6 107 113107

Sekil 3.16. ResNet-50'nin ag yapist

Sekil 3.15' te gorlindiigii gibi, ResNet-50 mimarisi asagidaki 6geleri igerir.
e 7 *7 ¢ekirdek boyutuna ve 64 farkli ¢cekirdege sahip bir kivrim ve tiimii 2 boyutunda
adim 1 katman verir.

e Ardindan, adim boyutu 2 olan maksimum havuzlama goriiniiyor.
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o Bir sonraki evrigsimde 1 * 1,64 ¢ekirdek, ardindan 3 * 3,64 ¢ekirdek ve son olarak 1 *
1,256 ¢ekirdek vardir. Bu {i¢ katman toplam 3 kez tekrarlanir ve bu adimda 9
katman verir.

e Daha sonra 1 * 1,128 ¢ekirdegini, ardindan 3 * 3,128 ¢ekirdegini ve son olarak 1 *
1,512 ¢ekirdegi goriiliiyor, bu adim 4 kez tekrarlanir, bu da bu adimda 12 katman verir.

e Bundan sonra 1*1,256'lik bir ¢ekirdek ve 3*3,256 ve 1*1,1024'liik iki ¢ekirdek daha
gelir ve bu 6 kez tekrarlanarak toplam 18 katman verir.

e Vesonrayine 1*1,512'lik bir ¢ekirdek, iki tane daha 3*3,512 ve 1*1,2048 ve bu 3 kez
tekrarlanarak toplam 9 katman verir.

e Bundan sonra ortalama bir havuz yapilir ve bunu 1000 diiglim igeren tamamen bagl
bir katman ve sonunda bir softmax islevi ile sonlandirilir, bu da 1 katman verir.
Gergekte aktivasyon fonksiyonlart ve maksimum/ortalama havuzlama katmanlari
sayllmaz. Yani bunun toplami 1 +9 + 12 + 18 + 9 + 1 = 50 katmanli Derin Evrisimli
bir ag verir.

Bu ¢alismada, ResNet-50 derin 6grenme modeli, Squeeze-and-Excitation (SE)
dikkat modiilii ile gii¢lendirilerek kanallar arasindaki 6zelliklerin fiizyonunu ve 6nemini
ayarlamak iizere yeniden kalibre edilmistir. Ayrica, modelin performansini artirmak
amaciyla aktivasyon fonksiyonlar1 Swish ile degistirilmis ve egitim i¢in yeni bir Ranger
optimizer kullanilmistir. Transfer 6grenme ile desteklenen TCNN(ResNet-50), hata
tespiti icin egitilmis ImageNet ResNet-50"yi 6zellik c¢ikaricisi olarak kullanmaktadir.
Calismanin baslangicinda, zaman etkisi sinyalleri RGB goriintii formatina doniistiirmek
icin 6zel bir sinyal-goriintii yontemi gelistirilmis ve bu format ResNet-50'nin girdi veri
tipi olarak kullanilmigtir. Daha sonra, 6nerilen yeni TCNN(ResNet-50) mimarisi, KAT
veri merkezinin sagladig1 yatak hasari, Case Western Reserve Universitesi'nin motor
yatak ve kendinden emisli santrifiij pompa veri setleri lizerinde test edilmistir. Elde edilen
sonuglar, TCNN(ResNet-50)"nin diger derin 6grenme modelleri ve geleneksel yontemlere
gore daha yiiksek tahmin dogruluklarma sahip oldugunu gostermektedir. Ozellikle,
TCNN(ResNet-50)'nin tahmin dogruluklari sirastyla %98.95 + 0.0074, %99.99 + 0 ve
%99.20 + 0 seviyelerindedir, bu da modelin iistiin performansini dogrulamaktadir (Wen,
Li, & Gao, 2020).
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Sekil 3.17. Onerilen TCNN(ResNet-50) akis semasi

3.2.5. ResNET101

ResNet-101, Residual sinir ag1 yontemi kullanilarak gelistirilip olusturulan bu
mimari, ImageNet i¢in kullanilmak iizere derinlik noktasinda ¢ok onemli bir avantaj
saglamaktadir. Diger mimarilerle kiyaslaninca en Onemli farki, girdi ve istenen
konvoliisyon nitelikleri arasindaki artikliklar1 optimize ediyor olmasidir. Dolayisiyla
diger yontemlere kiyasen istenen Ozellik ve nitelikler daha verimli bir sekilde elde
edilebilir. Bununla beraber daha derin aglarda parametre sayisini azaltmak icin artiklik
optimizasyonu kullanilabilir. Boylece bu optimizasyon vesilesiyle daha nitelikli, etkili bir
katman sayisina ulagilabilir. Artiklik Blogu yapist iki katmana sahiptir ve non-lineer Relu

islevini temsil eder.

F =w20 (wlx) (3.7

Bu sonuca ikinci Relu degeri eklenerek y ¢iktisi elde edilir.

y=F(,{wi})+x (3.8)

Esitlik 2'de x girdi vektoriinii temsil eder ve y ¢ikt1 vektoriinii temsil eder.

I weight layer |
F(x) l relu

weight layer |

b
identity

Fix) + x

Sekil 3.18. Artik blok
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ResBlock katmanlari, artik degerleri sonraki katmanlara iletmekle gorevli
katmanlardir. ResBlock katmanlari, ResNet mimarisinde Onceki katmanlarda
Ogrenilemeyen bilgiyi ve verileri yeni katmanlara tasir ve boylece bilgi kaybini en aza
indirir. Her iki katmanin etkinlestirilmesinde, agirlik katmanlari ile Relu etkinlestirme
kodu arasindaki atlama ile eklenen bu degerler, sistem hesabin1 degistirir. Iki katmandan
olusan Artiklik Blogu, non-lineer Relu islevini temsilen gorev alir ve bu yapi, girdinin
islenmesi neticesinde elde edilen ikinci Relu degeri ile zenginlestirilerek ¢iktiyr elde eder

(Aksoy & Salman, 2022, s. 2-4).

3.2.6. ResNET152

ResNet152, bir derin 6grenme modeli olup derin 6grenme alaninda ¢ok biiyiik yere
ve Oneme sahiptir. "Residual Network" veya "ResNet" adiyla bilinen derin 6grenme
modeli familyasina ait bir 6grenme modelidir. Daha 6nce bahsi gecen derin 6grenme
modellerinin yeterli olmadigi, daha derin ag yapilarinin egitilmesinde asilamayan
giicliikleri gidermek i¢in tasarlanan ve Ozellikle veri madenciligi ve goriintii isleme
alaninda biiylik basarilar saglamis bir modeldir. ResNet152 derin 6grenme modeli 152
katmandan olusmaktadir. "Residual Network" model familyasinin en derin alternatif
ogrenme modellerindendir. Ismini de igerdigi katman sayisindan almaktadir. Oncelikle
"rezidliel baglantilar" kavramini anlamakla baglayarak niye '"rezidiiel" oldugunu
anlamaya calismak gerekir. "Rezidiiel baglantilar" islenmekte olan katmanlardan yola
cikan veri ve ¢iktilarin sekteye ugramadan dogrudan ardindan gelen daha sonraki
katmanlara eklenmesiyle meydana gelir. Bu baglantilar olmadan normal sartlarda girdi
verisi eklenme yapmadan bir katmandan digerine gecer. Fakat rezidiiel baglantilarda bir
katmandan ¢ikan veri diger katmanin verisine yani ¢iktisina eklenir. Boylece hem ag daha
derin bir hal almis olur hem de 6grenme siirecinin uzamasinin aksine kisalmasina imkan
saglar. Ayrica ag baglantisinin daha iyi gergeklesmesini ve daha iyi ve saglikli sonuglar
tiretmesini saglar. Bununla beraber rezidiiel baglantilar, agdaki gradyanlarin nizaml1 ve
siral bir diizen icinde geriye yayilmasina olanak saglar ve gereksiz fazla 6grenmeyi
minimize etmeye yardimci olur. ResNet152, yukarida anlatildigi gibi islenen rezidiiel
baglantilarini kullanan ve toplamda 152 katmandan olusan bir derin ag yapisidir. Bu yapz,
katman sayisinin arttirtlmastyla modelin daha kompleks 6zellikleri 6grenmesini saglar.
Boylece ¢ok daha karmasik ve yogun goriintii isleme durumlarinda daha iyi performans

ortaya koymasina ve akabinde daha iyi neticeler elde etmesine yardimci olur.
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Sonug olarak denilebilir ki ResNetl152, derin sinir aglarimin daha derin hale
getirilmesi ve daha etkili ve verimli bir sekilde egitilmesi amaciyla gelistirilmis bir
modeldir. Goriintii siniflandirma, nesne tanima ve diger gorsel isleme gorevlerinde iistiin
performans gosterme potansiyeline sahiptir (He, Zhang, Ren, & Sun, 2016).

Diger bir derin sinir agi SE-ResNet152 ise, Residual Neural Network (ResNet)
mimarisine SE bloklariin birlestirilip uyum iginde c¢aligmalarini saglayan biitiinlesik
devrelerden olusan bir derin 6grenme modelidir. ResNet, derin sinir aglarindaki kaybolan
gradyanlar ve ag bozulma sorunlarin1 6nlemek icin rezidiiel baglantilar kullanarak agin
derinligini artiran ve aga yeni bir ac¢1 kazandiran bir yapiya sahiptir. Ozetle SE-

ResNet152, ResNetl152 mimarisine SE bloklarinin eklenmesiyle olusturulur denilebilir.

~
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Sekil 3.19. SE-ResNet152 model yapist 6rnek diyagrami

SE bloklari, farkli 6zellik sahibi olan tiim kanallarin 6nemini belirleyen diizenekler
kullanir. Ozellik tanimlamada kullanilan bu bloklar, tiim &zellik kanalinin &nemini
yeniden diizenler ve kanalize eder. Daha sonra 6nemli bilgi iceren 6zellikleri vurgular ve
daha az 0nemli olan &zellikleri baskilar. Boylece kullanilan model, énemli bilgileri
vurgulayarak ve az dnemli bilgileri baskilayarak daha etkili bir sekilde 6zellikleri temsil
eder. Sahip oldugu bu 0zelligi sayesinde SE-ResNetl52, daha derin ve daha
genelleyebilen ozellikler elde eder. Bu da daha karmasik veri kiimelerinde daha iyi

basarim ve sonug saglar.
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Sekil 3.20. Residual(artik) 6grenmenin gosterimi

Residual 6grenme yonteminin temel ¢alisma prensibi Sekil 3.19'da gdsterilmektedir.

Residual fonksiyonun formiilii ise asagidaki gibi ifade edilir.

F(x) = H(X) - X (3.9)

Burada F(x) residual fonksiyonu, x girdiyi ve H(x) dogrudan egitimle 6grenilen parametre
fonksiyonunu temsil eder. Denklem 3.9 da sol tarafta "diiz" katmanlarin potansiyel bir
kimlik esleme fonksiyonunu dogrudan uydurmasi, derin aglarin egitimini zorlagtirir.
Ancak sag tarafta gosterildigi gibi H(x) = F(x) + x doniisiimii, residual agin daha kolay
optimize edilmesini ve daha hizli yakinsamasini saglar. Agm belirli bir derinlige
ulagmasi, daha giiclii ifade yetenegine sahip 6zelliklerin ¢ikarilmasini saglar (Xu a,, Li,
& Duan, 2021).

Ozet olarak agiklanacak olursa Resnetl152, toplamda 23 milyondan fazla
parametreye sahiptir. Adaptive Resnetl52, 152 katmanli olup 6nceden egitilmis bir
modeldir. Bu model, artikli 6grenme yontemini kullanarak, genellikle bu katmanin
girisinde 6zellik ¢ikarma igin rasgele erisim baglantilar1 kullanir. Artikli 6grenmenin
model egitim performansini 6nemli 6lglide artirdigr bilinmektedir. (Raju & Rao, 2022, s.
195-197).
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3.2.7. Performans Olgiitleri

Yapay zeka, veri madenciligi, derin 6grenme ve yapay sinir aglar1 gibi yaklagimlar
kullanilarak ¢oziimlenmeye calisilan problemlerin performansi ve basarisini 6lgmek
tizere literatiirde kullanilabilecek birden fazla Olcilit bulunmaktadir. Derin 6grenme
modellerinin siniflandirict performanslarinin degerlendirilmesi igin performans 6lgiitleri
kullanilmaktadir. Bir¢cok degerlendirme metrigi bulunmaktadir. Bu metriklerdeki
performans degerleri bazilarinda gii¢lii, bazilarinda ise diisiik degerde ¢ikabilmektedir.
Bununla beraber denilebilir ki kullanilan bir modelin basaris1 bu kriterlerin haricinde
ayrica egitim ve test siniflarina atanan verilerin sayilarina da baglidir. Modeller bu
metrikler sayesinde tahmin edilir ve ger¢ek degerleri karsilastirilir. Bu tez ¢alismasinda

faydalanilan performans metrikleri asagida bahsedildigi gibidir.

Kanisiklik Matrisi

Karigiklik matrisi, derin 6grenme ve makine 6grenmesinde uygulanan dogruluk
degerlerinin bilindigi test veri seti lizerinde, modellerin performansinin degerlendirilmesi
icin hedef ve tahmin degerlerinin karsilastirilmasinda siklikla kullanilmaktadir.
Kullanilan modelin basar1 performansi, karigiklik matrisi (confusion matrix) tablosu ile

ifade edilir. Cizelge 3.19.”’da karigiklik matrisi gosterilmektedir.

Cizelge 3.2. Karisiklik (hata) matrisi

GERCEK
Pozitif Negatif
= TP FP
-1 &
=
X
<
= Y
= FN TN
(@))]
D
pza

Dogru pozitif (true positive, TP) ile dogru sekilde siniflandirilmis pozitif kayitlarin sayisi,
dogru negatif (true negative, TN) ile smiflandirici tarafindan dogru smiflandirilmig

negatif kayit sayisi ifade edilir. Yanlis pozitif (False Positive, FP ) ile yanlis
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simiflandirilan pozitif etiket sayisi, yanlis negatif (false negative, FN) ile yanlis
smiflandirilan negatif kayit sayist ifade edilir Cizelge 3.2°de verilen hata matrisi,
siniflandirma modelinin, gercek degerlerin bilindigi belirli bir test kiimesinde nasil

performans gosterdigi 6lgmek amaciyla kullanilan bir yontemdir (Powers, 2020).

TOPLAM=TP+FP+ TN +FN (3.10)
Gergek Pozitif Degerler = TP + FN (3.11)
Gergek Negatif Degerler = TN + FP (3.12)

Dogruluk Orani (Accuracy Rate)

Ozellikle siniflandirma basarisinin ve performansinin dl¢iilmesinde kullanilan en
yaygin yontem dogruluktur. Dogruluk; dogru sekilde ayristirilmis kayitlarin sayisinin
toplam kayitlarin sayisina boliinmesiyle elde edilir. Yani karigiklik matrisinde dogru
pozitif veya dogru negatif olarak smiflandirilan 6rnek sayilarinin toplaminin toplam
ornek sayisina (TP+FP +FN +TN) boliinmesiyle bulunur. Dogruluk formiilii denklemi
3.13’te ifade edilmistir.

Dogruluk=(TP+TN)/(TP+FP+FN+TN) (3.13)

Duyarhhik (Recall)

Duyarlilik, simiflandiricinin hangi oranda gergek pozitif ya da gercek negatif
degeri dogru tahminde bulundugunun &lgiitiidiir. Isabet oran1 veya hatirlama orani olarak
da isimlendirilmektedir. Bu degerlerin miimkiin oldugunca yiiksek c¢ikmasi beklenir.
Yapilan farkli tahminler tizerinden kullanilan modelin tutarliligini 6lgmede duyarlilik
6l¢egi kullanilir. Duyarlilik dogru sekilde simiflandirilmis pozitif kayit sayisinin toplam
pozitif kayit sayisina oranlanmasiyla hesaplanir. Duyarlilik formiilii denklem 3.14’te

gosterilen sekilde ifade edilir.

Duyarlilik=TP/(T P+FP) (3.14)
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Hassasiyet (Precision)

Hassasiyet tiim smiflar igerisinden yapilan dogru pozitif tahminlerin, toplam
pozitif tahminlere boliinmesiyle elde edilir. Hassasiyet ile dogru olarak ne kadar tahmin
yapildig1 dlgiilmektedir. Hassasiyet ayni1 zamanda pozitif tahmin edici deger olarak da
isimlendirilmektedir. Dogru sekilde siniflandirilmis olan kayitlarin orani ise hassaslik ile
ifade edilir. Hassaslik denklem 3.15°teki formiil yardimiyla hesaplanir (Yildiz &
Karadeniz, 2019, s. 452-462).

Hassaslik=TP/(TP+FN) (3.15)
Kesinlik (Recall)

Kesinlik dogru pozitif tahmin sayisinin, dogru pozitif tahmin sayis1 ile dogru
negatif tahmin sayisina boliinmesiyle hesaplanan bir dl¢tidiir. Kesinlik denklemi 3.16’da
gosterildigi sekilde hesaplanmaktadir.

Kesinlik = TP / (TP+TN) (3.16)
F-1 Puani (F-1-Score)

F puani, gercek pozitif degerlerin oranimmi ifade eden kesinlik (recall) ve
hassasiyetin harmonik ortalamasidir. F puani bir siniflandiricinin gosterdigi performansin
ne kadar 1yi oldugunun bir 6l¢iisiidiir. F-1score literatiirde siniflandiricilarin basarisini
karsilastirmak i¢in siklikla kullanilmaktadir. F-1 puami denklem 3.17°de gosterildigi

sekilde hesaplanmaktadir

f-1 puan1 = 2 * (hassasiyet * duyarlilik) / (hassasiyet + duyarlilik) (3.17)
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4. BULGULAR

Canlilarin duygusal durumlari, sadece sozel ifadelerle degil, ayn1 zamanda yiiz
ifadeleri araciligiyla da belirginlesir. Bir kisinin duygu durumu, viicut genelinde o anki
duygu halini yansitarak ortaya cikar. Insan duygularini sadece konusma yoluyla anlamak
genellikle zorlu ve zaman alic1 bir siiregtir. Giiniimiizde, teknolojinin hizla gelismesiyle
birlikte, veriler giderek karmasik hale gelmis ve bu karmasiklik, yapay zeka (Al), goriintii
isleme ve duygu analizi iizerinde yogun calismalara neden olmustur. Insan duygularini
tanimak i¢in yapilan arastirmalarda, yiiz tanima analizi en kapsamli alanlardan birine
sahiptir. Insanoglu, 6zellikle duygularn otomatik olarak tespit edilmesi konusunda,
saglik sektoriinden akilli yagsam alanlarina, otizm ve spektrum bozuklugundan sizofreniye
kadar genis bir yelpazede arastirmalar yapmaktadir. Bu alanda, 6zellikle yiiz duygu
tanima ¢esidi, yiiz ifadeleri arasindaki duygu analizini gergeklestirmekle sorumludur.
Yiizdeki duygu analizi, yiiziin algilanmasi, degisiklikler, kirpmalar ve boyut degisimleri
gibi faktorlere dayanarak gerceklesir. Bu tez calismasinda yiiz goriintii ifadelerinden
duygu analizi ger¢eklestirilmistir. Bunun i¢in Residual Network (ResNet), transfer derin
ogrenme metotlar1 kullanilmistir. Transfer derin 6grenme, bir gérevde 6grenilen bilgilerin
baska bir goreve transfer edilmesini amaglayan bir 6grenme yaklagimidir. Model, bir
gorevdeki deneyimini baska bir gorevde kullanarak genelleme yetenegini artirmaya
calisir. ResNet derin sinir aglarinin egitimini kolaylagtirmak ve asirt uyum sorunlarini
azaltmak amaciyla gelistirilmis bir derin 6grenme mimarisidir. ResNet modelleri, kendi
icinde bloklar halinde diizenlenmis ve her bir blok, giris ve ¢ikis arasinda bir "artiklik
baglantis1" icerir. Bu baglantilar, modelin daha derin ve etkili 6grenme yapabilmesini
saglar. ResNet modellerinin avantajlar1 arasinda egitim kolayligi, daha derin aglarin
basariyla egitilebilmesi ve asirt uyum sorunlarinin azaltilmasi bulunur. Mimarileri
genellikle 18, 34, 50, 101 ve 152 katmanli olmak tizere ¢esitli derinliklerde gelir. ResNet
modelleri, ImageNet gibi biiyiik veri setlerinde olaganiistii performans sergileyerek derin
O0grenme alaninda 6nemli bir etki yaratmistir. Bu ¢alisma ResNet 50,101,152 ve bu
modellere ait V2’ler kullanilmistir. Modellerin kullanim mimarisi Cizelge 4.1°de
verilmistir. Oncelikle ResNet 50,101,152 ve bunlara ait V2 modeller alinmistir. Model
¢iktist bir global havuzlama katmanina verilmistir. Global havuzlama katmanindan sonra
modellerin overfitting(Ezberleme) problemlerini engellemek i¢in DropOut katman

kullanilmistir. Daha sonra 128 ndérondan olusan bir Dense katmani kullanilmistir. Son
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katmanda girilen bir goriintiiyti ilgili sinifa aitligini olasiliksal olarak hesaplayan softmax

aktivasyon fonksiyonlu, 7 ¢ikisl bir Dense katmani kullanilmistir.

Cizelge 4.1. ResNet model mimarileri

x = base_model.output (ResNet50, ResNet50V2, ...)
x = GlobalAveragePooling2D()(x)

x = Dropout(0.3)(x)

x = Dense(128, activation="relu")(x)

tahminler = Dense(7, activation="softmax')(x)

ResNet modelleri ayni1 hiperparametre degerleri ile kullanilmistir. Bu degerlere
denemeler sonucunda karar verilmistir. Denemeler sonucunda en iyi optimizer yontemi
olarak ‘“adam” olarak bulunmustur. Optimizer, bir makine O6grenimi modelinin
parametrelerini (agirliklarini) giincellemek ve egitim verisine daha iyi uyan bir model
elde etmek icin kullanilan bir optimizasyon algoritmasidir. Bu algoritmalar, kayip
fonksiyonu tarafindan belirlenen hatayr minimize etmeye calisir. Gradient Descent, en
yaygin kullanilan optimizasyon algoritmalarindan biridir. Temelde, modelin
parametrelerini belirli bir adim boyutu (learning rate) kullanarak kayip fonksiyonunun
negatif gradyanina dogru giinceller. Stokastik Gradient Descent (SGD), her iterasyonda
yalnizca bir 6rnek kullanarak giincellemeler yapar, mini-batch SGD belirli bir 6rnek
grubunu kullanir ve Batch Gradient Descent tiim egitim verisini kullanmir. Farkli
optimizasyon algoritmalari, momentum, RMSprop, ve Adam gibi teknikleri i¢erebilir, bu
da daha hizli ve stabil bir optimizasyon siireci saglar. Optimize edici se¢imi, egitim
performansint biiyiik 6lgiide etkileyebilir. batch size=64 alimmustir. Batch size, bir
makine 6grenimi modelinin egitim sirasinda kullanilan 6rnek veri gruplarinin sayisini
belirtir. Batch size'in degistirilmesi, egitim siirecinde hiz, bellek kullanimi, stabilite,
genelleme yetenegi, GPU kullanim1 ve optimizasyon performansi gibi faktorlere etki
eder. Biiytlik batch size'lar genellikle hizli egitim ve stabil gradyan tahminleri saglar,
ancak genelleme yetenegini azaltabilir. Kiiclik batch size'lar daha az bellek kullanir,
stokastik gradyan tahminleri ile genelleme yetenegini artirabilir, ancak egitim siiresini
uzatabilir. Optimal batch size, gorev ve veri kiimesine bagl olarak degisir, denemelerle
belirlenmesi Onerilir. Kayip(loss) fonksiyonu olarak ‘“CategoricalCrossentropy”
kullanilmistir. Loss fonksiyonu, bir makine 6grenimi modelinin tahminleri ile gercek
degerleri arasindaki farki 6lcen ve bu farki minimize ederek modelin dogrulugunu
artirmayr amaclayan bir matematiksel fonksiyondur. Regresyon problemleri icin

kullanilan Mean Squared Error (MSE), siniflandirma problemleri i¢in kullanilan Cross-
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Entropy Loss gibi farkli tiirleri bulunur. Egitim siireci boyunca bu loss fonksiyonu,
modelin parametrelerini giincellemek i¢in optimizasyon algoritmalar1 tarafindan
kullanilir. Amag, modelin gercek verilere daha iyi uymasini saglamaktir. Ogrenme orani
“0.001” olarak alinmistir. Modellerin performanslarini degerlendirmek icin 'accuracy’,
loss', 'precision’, 'recall’, 'AUC', 'f1_score' metrikleri kullanilmigtir. Modellere ait

hiperparametreler Cizelge 4.2°de gosterilmistir.

Cizelge 4.2. ResNet modeller hiperparametre degerleri

Hiperparametre Deger

batch_size 64

epoch 100

Metrikler ‘accuracy', 'loss', 'precision’, 'recall’,
'‘AUC', 'f1_score'

optimizer Adam

learning_rate 0.001

losses fonksiyonu CategoricalCrossentropy

ResNet modelleri %70-30 egiitm-test oranlari ile kullanilmistir. Modelleri test etmek igin
Fer2013 isimli veri seti kullanilmistir. Bu veri seti Kaggle veri tabanindan indirilmistir.
Veri seti 48x48 pikselleri renkli goriintiilerden olugmaktadir. Veri seti yiiz ifadelerin
duygu tanima i¢in kullanilan zor bir kiyaslama setidir. Egitim seti i¢in elde edilen
performans degerleri Cizelge 4.3te test seti igin elde edilen degerler ise Cizelge 4.4’te
verilmistir.

Cizelge 4.3. ResNet Modelleri ile Egitim veri seti i¢in performans degerleri

Model Basari Kesinlik Duyarhhik ROC F1-Olciitii
ResNet50 0.715978 0.801933 0.628653 0.951398 0.703103
ResNet50V2  0.68644 0.789642 0.575151 0.940771 0.664381
ResNet101 0.571006 0.757551 0.385593 0.892909 0.509106
ResNet101V2 0.666655 0.779763 0.543279 0.932732 0.639391
ResNet152 0.689122 0.790212 0.582326 0.941685 0.6688
ResNet152V2 0.565432 0.786559 0.372078 0.889189 0.498799

Cizelge 4.4. ResNet Modelleri ile Test veri seti igin performans degerleri

Model Basar1 Kesinlik Duyarhlhk ROC F1-Olgiitii
ResNet50 0.664113  0.750251  0.588047 0.928684  0.649823
ResNet50V2  0.639175  0.770026  0.544302 0.922707  0.624436
ResNet101 0574812 1 0.408192 0.892905  0.519496
ResNet101V2 0.635135  0.76031 0.528281 0.918669  0.61516
ResNet152 0.636389  0.815857  0.546252 0.918597  0.621442
ResNet152V2 0.556701  0.925 0.376567 0.882451  0.496903
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Cizelge 4.3 ve 4.4’e bakildiginda egitim seti i¢in en yliksek basar1 oran1 “0.715978”

olarak ResNet50 modeli ile gdzlenmistir. Yine ayn1 model ile test veri seti i¢in en yiliksek

basar1 “0.664113” olarak elde edilmistir. ResNet modellerin basar1 grafiklerine

bakildiginda modellerin egitim siirecinin stabil oldugu ancak test veri seti i¢cin ResNet50

ve ResNet50V2 modellerin daha stabil bir 6grenme siireci gerceklestirdigi goriilmektedir.

Cizelgelere bakildiginda en basarisiz modelin ResNetl01 oldugu goriilmektedir.

Modellere ait basar1 grafikleri iterasyon degerlerine gore Sekil 4.1°de verilmistir. Bunun

yaninda modellerin kayip(hata) degerlerine ait grafikler Sekil 4.2°de gosterilmistir.

ResNet50 Basani Oranlari Grafigi

ResNet50v2 Basari Oranlan Grafigi

ResNet101 Basan Oranlan Grafigi
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Receiver Operating Characteristic (ROC) egrisi, smiflandirma modellerinin
performansini ayrintili bir sekilde degerlendirmek amaciyla kullanilan bir gorsellestirme
aracidir. Bu egri, bir modelin gergek pozitif oran1 (hassasiyet) ile ger¢ek negatif orani
(6zgtilliik) arasindaki dengeyi inceleyerek, modelin farkli siniflandirma esiklerinde nasil
performans gosterdigini gosterir. ROC egrisi, genellikle bir modelin siniflandirma
dogrulugunu degerlendirmenin yani sira, 6zellikle dengesiz sinif dagilimlarina sahip veri
setlerinde modelin davranisini daha iyi anlamak i¢in kullanilir. ROC egrisi, bir modelin
her bir esik degeri altinda elde ettigi hassasiyet ve 6zgiilliik degerlerini gosteren bir egri
cizer. Egri, sol iist koseye ne kadar yaklasirsa, modelin performansinin o kadar iyi
oldugunu gosterir. Bu durumda, hem gercek pozitifler (dogru pozitif tahminler) hem de
gercek negatifler (dogru negatif tahminler) yiliksektir. Egri sol alt kdseye yaklastikca,
modelin performansi azalir, ¢iinkii 6zgiilliik artarken hassasiyet diiser. AUC (Area Under
the ROC Curve) degeri, ROC egrisinin altindaki alan1 ifade eder ve genellikle tek bir say1
ile modelin siniflandirma performansini 6l¢gmek i¢in kullanilir. AUC degeri 1'e ne kadar
yakinsa, modelin performansi o kadar iyidir. ROC analizi, 6zellikle tibbi teshis, makineler
aras1 6grenme ve dolandiricilik tespiti gibi alanlarda kullanilarak, bir modelin dogruluk,
hassasiyet ve 0zgiilliikk gibi performans metriklerini kapsamli bir sekilde degerlendirme
imkan1 saglar. Modellere ait ROC grafikleri Sekil 4.3’te verilmistir. Grafiklere
bakildiginda hem egitim hem de test veri setleri i¢in model en iyi modelin ResNet50

oldugu goriilmektedir. En kotii model ise ResNet101 olarak goriilmektedir.
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Sekil 4.3. ResNet Modellere ait ROC egrileri
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Precision (Kesinlik), siniflandirma modellerinin performansini degerlendiren kritik bir
metrik olarak tanimlanir ve genellikle pozitif olarak tahmin edilen 6rneklerin ne kadarinin
gercekten pozitif oldugunu olcer. Bu metrik, modelin yanlis pozitif tahminleri (False
Positives) minimize etme amacini tagir ve bu nedenle 6zellikle yanlis alarmin maliyetli
oldugu veya istenmeyen durumlarin oldugu senaryolarda onemlidir. Precision, True
Positives'in, toplam pozitif tahminlerin igindeki oranini temsil eder ve yiiksek bir
precision degeri, modelin pozitif olarak tahmin ettigi 6rneklerin gergekte cogunlukla
pozitif oldugunu gosterir. Bu durum, modelin yanlis pozitif oraninin diisiik oldugu
anlamina gelir, dolayisiyla modelin giivenilir bir sekilde pozitif tahmin yapma yetenegini
vurgular. Ancak, precision degeri tek basina yeterli bir performans 6l¢iitii olmayabilir; bu
nedenle genellikle recall, Fl-score ve ROC egrisi gibi diger metriklerle birlikte
degerlendirilir. Yiiksek precision, modelin siniflar1 dogru bir sekilde tanima egiliminde
oldugunu ancak bu degerin diger metriklerle dengelenerek yorumlanmasi gerektigini
ifade eder. Modellere ait kesinlik grafikleri Sekil 4.4’te verilmistir. Grafiklere
bakildiginda hem egitim hem de test veri setleri i¢gin model en iyi modelin ResNet50

oldugu goriilmektedir. En kotli model ise ResNet101 olarak goriilmektedir.
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Sekil 4.4. ResNet modellerine ait Precision(Kesinlik) Degerleri

Recall (duyarlilik), siniflandirma modellerinin performansini degerlendiren 6nemli bir
metrik olarak kabul edilir ve genellikle gercek pozitif 6rneklerin, toplam pozitif 6rnekler

icindeki oranimi Olger. Recall, ayn1 zamanda "duyarlilik" olarak da adlandirilir ve



45

asagidaki formiille hesaplanir: Recall = True Positives / (True Positives + False
Negatives). Bu formiilde, "True Positives" (TP) dogru pozitif tahminleri, "False
Negatives" (FN) yanlis negatif tahminleri temsil eder. Yiiksek bir recall degeri, modelin
gercek pozitifleri dogru bir sekilde tespit etme yetenegini gosterir ve bu, 6zellikle modelin
pozitif vakalar1 kagirmamak, yani diisiik yanlis negatif oranina sahip olmast durumunda
onemlidir. Ancak, recall'in artmasi genellikle precision'in diigmesine neden olur, bu
nedenle bu iki metrik birbirine kars1 bir ticaret-off iliskisi i¢indedir. Recall, genellikle
tibbi teshis ve acil durumlar gibi hassaslik gerektiren uygulamalarda énemlidir ve diger
performans Olgciitleri ile birlikte degerlendirilerek bir modelin genel etkinligini anlamak
icin kullanilir. Modellere ait duyarlilik grafikleri Sekil 4.5°te verilmistir. Grafiklere
bakildiginda hem egitim hem de test veri setleri i¢in model en iyi modelin ResNet50

oldugu goriilmektedir. En kotii model ise ResNet101 olarak goriilmektedir.
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Sekil 4.5. ResNet modellerine ait recall(duyarlilik) degerleri

F1-score, bir siniflandirma modelinin performansini degerlendirmek i¢in kullanilan bir
metrik olup, precision (kesinlik) ve recall (duyarlilik) metriklerinin harmonik
ortalamasini temsil eder. Bu metrik, modelin hem yanlis pozitifleri minimize etme
yetenegini hem de yanlis negatifleri en aza indirgeme yetenegini dengeler. F1-score,
ozellikle dengesiz sinif dagilimlarina sahip veri setlerinde, modelin hem hassas hem de
odakl1 ¢alismasini saglamak adina énemlidir. Yiksek bir F1-score degeri, modelin hem
precision hem de recall'n etkin bir sekilde optimize edildigi durumlar1 gosterir, bu da

modelin genel performansinin dengeli oldugunu ifade eder. Fl-score, ozellikle tibbi
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teshis, bilgi giivenligi ve dolandiricilik tespiti gibi alanlarda kullanilarak, modelin pozitif

ve negatif siniflart basariyla tanima yetenegini degerlendirmek igin tercih edilir.

Modellere ait duyarhilik grafikleri Sekil 4.6’da verilmistir. Grafiklere bakildiginda hem

egitim hem de test veri setleri icin model en 1yi modelin ResNet50 oldugu goriilmektedir.

En ko&tii model ise ResNet101 olarak goriilmektedir.
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Sekil 4.6. ResNet modellerine ait F1 skor degerleri



47

5. TARTISMA

Giliniimilizde iletisim, insanlar arasinda temel bir ihtiya¢ olarak varligim
siirdiirmekte ve teknolojik gelismelerle birlikte bu iletisim dinamikleri 6nemli dlgiide
evrim gecirmektedir. Yapay zeka alanindaki ilerlemeler, makinelerin insanlarla daha
etkili bir sekilde iletisim kurabilme potansiyelini artirmistir. Bu baglamda, duygusal zeka
ve duygu tanimma teknolojileri, insan-makine etkilesimini daha zengin ve
derinlestirebilecek 6nemli bir rol oynamaktadir. Insanlarin duygusal ifadelerle iletisim
kurma ihtiyaci, insanlar arasindaki etkilesimin temelini olusturur. Ancak, giiniimiizde
yapay zeka algoritmalarimin duygu tamima yetenekleri gelismis durumdadir. Bu
algoritmalar, yiiz ifadeleri, ses tonu, metin analizi gibi ¢esitli modalitelerde duygulari
anlamak ve yorumlamak i¢in egitilebilmektedir. Bu sayede makineler, insanlarla benzer
duygusal baglar kurma kapasitesine sahip hale gelmistir (Réazuri, vd. 2013). Duygusal
zeka, makinelerin sadece gorevleri yerine getirme yetenegini agarak, insanlarla duygusal
bir bag kurabilme yetenegi olarak tanimlanabilir. Bu noktada, derin 6§renme modelleri,
ozellikle de transfer 6grenme metotlari, duygu tanima algoritmalarinin egitiminde énemli
bir rol oynamaktadir. ResNet gibi transfer 6grenme modelleri, genis veri setlerinden
Ogrenilen bilgileri benzer gorevlerde kullanarak duygu tanima performansini artirabilir
(Akhand, vd. 2021). Bu tez calismasi, duygu tanima konusundaki basar1 degerlerini ele
alarak, ozellikle alt1 temel duygu tizerinde odaklanmistir. Bu duygular arasinda mutluluk,
lizlintii, korku, otke, igrenme ve saskinlik bulunmaktadir. Elde edilen basar1 degerleri,
kullanilan transfer 6grenme yontemleri ile saglanmis ve bu yontemlerin duygu tanima
performansindaki etkinligi degerlendirilmistir. Yapilan genis capl literatiir taramasi,
duygu tanima teknolojisinin saglik sektoriinden gilivenlik uygulamalarina, egitimden
insan-makine etkilesimine kadar pek ¢ok alanda kullanilabilecegini ortaya koymustur.
Ozellikle saglik sektdriinde, hastalarm duygusal durumlarinin izlenmesi ve anksiyete,
depresyon gibi durumlarin erken tespiti konusunda duygu tanima sistemleri dnemli bir
rol oynayabilir. Egitim ve test agamalarinda kullanilan aktarim derin 6grenme metotlari,
ResNet gibi modeller iizerinden degerlendirilmis ve elde edilen sonuglar ¢izelgeler ve
karigiklik matrisi aracilifiyla sunulmustur. Bu sonuglar, transfer 6§renme metotlarinin
duygu tanima performansimi artirdi@ini gostermis, Ozellikle genis veri setlerinden
Ogrenilen bilgilerin benzer gorevlerde kullanilmasinin etkili bir strateji oldugunu ortaya
koymustur. Sonug¢ olarak, bu ¢alisma, yapay zekanin duygu tanima yeteneklerini ele

alarak, gelecekteki potansiyelini vurgulamistir. Yapay zekanin duygusal zeka
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konusundaki ilerlemeleri, insan-makine etkilesimini daha zengin ve anlamli hale
getirebilir. Ancak, bu teknolojilerin etik ve gizlilik konulari da g6z Oniinde

bulundurularak dikkatlice yonetilmesi gerekmektedir.

Duygusal durumlarin anlagilmasi, sadece sozel ifadelerle degil, ayn1 zamanda yiiz
ifadeleri araciligryla da belirginlesir. Bu gergekten hareketle, duygular1 tanima ve anlama
konusundaki aragtirmalar, yapay zeka (Al), gorintii isleme ve duygu analizi alaninda
biiyiik bir ilgi odag1 haline gelmistir. Insanlarin duygusal ifadelerini anlamak, genellikle
karmagik ve zaman alic1 bir siirectir, ancak teknolojik gelismeler sayesinde bu silire¢ daha

etkili ve hizli hale gelmistir (Akgelik, vd. 2021).

Gelisen teknoloji, 6zellikle yapay zeka ve derin 6grenme alanindaki yenilikler, duygusal
zeka konusunda c¢esitli uygulamalarin ortaya ¢ikmasini saglamistir. Bu calismada, duygu
tanima amaciyla Residual Network (ResNet) ve transfer derin 6grenme modelleri
Kullanilmigtir. ResNet, derin sinir aglarimin egitimini kolaylastirmak ve asir1 uyum
sorunlarini azaltmak amaciyla gelistirilmis bir derin 6grenme mimarisidir (Aksoy &
Salman, 2022). Bu calismanin temel amaci, ResNet modellerinin duygu tanima
performansini degerlendirmektir. Modellerin egitim ve test asamalarinda kullanilan
hiperparametreler, dikkatlice secilmis ve denemeler sonucunda belirlenmistir.
Optimizasyon algoritmasi olarak "Adam" kullanilmis, 6grenme orani "0.001" olarak
belirlenmis ve Categorical Crossentropy loss fonksiyonu tercih edilmistir (Cizelge 4.1).
Egitim ve test asamalarinda kullanilan veri seti, duygu tanima i¢in zorlu bir kiyaslama
seti olan Fer2013'ten alimmistir. Egitim seti i¢in elde edilen performans degerleri,
ozellikle basgari, kesinlik, duyarlilik, ROC (Receiver Operating Characteristic) egrisi ve
F1-Olgiitii olmak iizere cesitli metriklerle degerlendirilmistir (Cizelge 4.2). Egitim seti
i¢in en yiiksek basar1 oran1 "0.715978" ile ResNet50 modelinde gbzlemlenmistir. Benzer
sekilde, test seti i¢in en yiiksek basart "0.664113" ile yine ResNet50 modelinde elde
edilmistir (Cizelge 4.3 ve Cizelge 4.4). Bu sonuglar, ResNet50'nin duygu tanima
gorevinde diger modellere kiyasla daha basarili oldugunu gostermektedir. Performans
metriklerinin yani sira ROC egrisi analizi, modellerin siniflandirma performansini detayli
bir sekilde degerlendirmek i¢in kullanilmistir. ROC egrilerine bakildiginda, hem egitim
hem de test veri setleri i¢in en 1yi performansin ResNet50 modelinde oldugu goriilmiistiir.
En diistik performans ise ResNet101 modelinde gézlemlenmistir. Precision, recall ve F1-

score gibi metrikler de incelendiginde, yine ResNet50'nin en yliksek degerlere sahip
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oldugu goriilmiistiir. Bu metrikler, modelin yanlis pozitif ve yanlis negatif oranlarini

dengeleyerek genel performansini degerlendirmekte 6nemli bir rol oynamaktadir.

Sonu¢ olarak, bu c¢alisma, duygu tanima alaninda ResNet modellerinin
performansini degerlendirmis ve 6zellikle ResNet50'nin diger modellere kiyasla daha
etkili oldugunu ortaya koymustur. Bu bulgular, duygu tanima teknolojilerinin gelecekteki
gelismelerine 151k tutabilir ve bu alandaki arastirmalara yeni yonler saglayabilir. Ancak,
model se¢iminde ve performans degerlendirmesinde dikkatli bir metodoloji takip

edilmesi Onemlidir.

5.1. Hedefler ve Kisitlamalar

Bu c¢alismanin temel hedefi, yapay zeka ve derin 6grenme teknikleri kullanarak
duygu tanima yeteneklerini degerlendirmektir. Duygusal ifadelerin anlasilmasi, insan-
makine etkilesiminde 6dnemli bir rol oynamakta ve bu alandaki teknolojik gelismeler,
duygu tanima uygulamalarinin etkisini artirmaktadir. Calismada, 6zellikle Residual
Network (ResNet) ve transfer derin 6grenme modelleri kullanilarak duygu analizi
gerceklestirilmistir. Bu modeller, Onceden egitilmis bilgilerin baska bir goreve
aktarilmasin1 amagclayan transfer derin 6grenme yaklasimini benimsemektedir. ResNet
mimarisi, derin sinir aglarinin egitimini kolaylastirmak, asir1 uyum sorunlarini azaltmak
ve daha etkili 6grenme saglamak amaciyla gelistirilmistir. Calisma, bu modellerin duygu
tanima performansin1 degerlendirerek, ozellikle ResNet50 modelinin bu goérevdeki
etkinligini vurgulamay1 amaglamaktadir. Egitim ve test asamalarinda kullanilan veri seti,
duygu tanima icin zorlu bir kiyaslama seti olan Fer2013'ten alinmistir. Modellerin
performansi, bagari, kesinlik, duyarlilik, ROC egrisi ve F1-Olgiitii gibi ¢esitli metriklerle
degerlendirilmistir. Elde edilen sonuglar, 6zellikle ResNet50 modelinin diger modellere
kiyasla daha yiiksek bir basar1 oranina sahip oldugunu gostermektedir. Bu ¢alismanin
sonuclary, duygu tamima teknolojilerinin gelecekteki potansiyelini ve derin 6grenme
modellerinin bu alandaki etkisini anlamamiza katki saglayabilir. Ayrica, yapay zeka
tabanli duygu tanima uygulamalarinin gelistirilmesi ve iyilestirilmesi konusunda
arastirmacilara rehberlik edebilir.

Bu calismanin kisitli taraflarina bakildiginda veri setinde her duygu igin goriintii
dagilimlar1 ¢ok dengesiz. Bu da derin 6grenme modellerinin veri setine uyumunu

zorlagtirmaktadir. Bir diger kisitlayici durum veri setindeki goriintiilerin 48x48 pikselden
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ve goriintiilerin renksiz olmasidir. Bu durum da goriintiilerin duygular1 ifade etmek i¢in
yeterli bilgi barindirmadigini gostermektedir. Sonraki ¢alismalarda daha dengeli veriler

tizerinde denemeler gergeklestirilecektir.
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