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ANTI-KORONAVIRUS PEPTITLERININ PROTEIN KODLAMA
YONTEMLERI iLE TESPITI

OZET

Patojenler canlilar iizerine yerlesir ve kendi proteinlerini canlinin hiicre ¢ekirdegine
birakarak protein yapisini bozar. Bozulan protein, fonksiyonlarini1 gergeklestiremez ve
canlinin biyolojik isleyisi aksar. Patojenin canli iizerine yerlesip ¢ogalmasiyla salgin
hastaliklar ortaya ¢ikar. Giiniimiizde biiylik bir salgina doniisen Kovid-19 hastaligi,
diinya c¢apinda kitlesel can kayiplarina yol agmaktadir. Hastaliga karsi asinin kesfi
Kovid-19 hastaligiin &nlenmesinde kesin sonu¢ verememistir. ilag gelistirme
caligmalar1 devam etmektedir. Biyoenformatik ve makine Ogrenmesi temelli
calismalar ilag gelisimine biiylik katki saglamaktadir.

Anti-koronaviriis  (anti-CoV) peptitler, koronaviriisin inhibe edilmesini ve
koronaviriisiin zararlarinin ortadan kaldirilmasini saglayan bir tiir terapdtik ajandir.
Anti-CoV peptit dizilimlerinin makine dgrenmesi yontemleri ile tahmin edilmesi,
koronaviriis hastaliginin tedavisi ve ila¢ gelisimi adimlar1 i¢in olduk¢a Snemlidir.
Ancak anti-CoV peptitleri diger peptitlerden ayirt etme in vivo ya da in vitro
ortamlarda ¢cok daha fazla maliyet ve zaman gerektirir. Bu nedenle makine 6grenmesi
temelli caligmalar ile bilgisayar ortaminda modellenerek tahmin edilmesi daha
avantajhidir. Bu tez ¢alismasinda, Kovid-19’a kars1 terap6tik ajan olan anti-CoV peptit
dizilimlerinin yiiksek dogrulukla tahmin edilebilmesi i¢in protein verilerinin, protein
kodlama yontemleri ile sayisallastirilmasi amaglanmaktadir. Bu minvalde, 2gBLO ve
2¢gBLOTVD isimli iki yeni protein kodlama yontemi gelistirilmistir. Anti-CoV peptit
veri seti pozitif sinif, antimikrobiyal (AMP), antimikrobiyal olmayan (non-AMP) ve
antiviriisal olmayan (non-AVP) ii¢ adet negatif siif peptit veri seti kullanilmistir. Bu
protein verileri pozitif anti-CoV olacak sekilde her bir negatif veri seti ile ayr1 ayri
birlestirilerek lic adet negatif ve pozitif sinifa sahip veri setleri elde edilmistir. Veri
setleri gelistirilen protein kodlama yontemleriyle sayisallastiriimistir. 2gBLO ydntemi,
digram metodu kullanilarak kodlanmakta olan her bir dizilimdeki amino asit ikilisinin
BLOSUMG62 matrisindeki yer degistirme degeri ile ¢arpilarak giincellenmesi sonucu
elde edilmektedir. 2gBLOTVD yontemi ise, Taylor’in Venn diyagramindaki ortak
fiziko kimyasal Ozellik sayis1 ile 2gBLO yonteminden elde edilen deger
carpilmaktadir. Pozitif sinif olan anti-CoV peptit veri setindeki 6rnek azlig1 sebebiyle,
dengesiz olan veri setleri, basarim degerlerini ylikseltmek amaciyla, sinif dengeleme
islemine tabi tutulmustur. Ayrica, siniflandirma sonuglariin etkisini artirmak igin,
ayriklagtirma yontemi uygulanarak basarim metrikleri, Naif Bayes, Bayes Aglari,
Rastgele Orman, Dogrusal Destek Vektor Makineleri (Dogrusal DVM), Radyal
Destek Vektor Makineleri (Radyal DVM), k-En Yakin Komsuluk (k-EYK), Cok
Katmanli Algilayict (CKA) ve Lojistik Regresyon siniflandirict algoritmalari ile elde
edilmistir.

Elde edilen deneysel sonuglara gore; siniflandirici algoritmalar {izerinde gelistirilen
protein kodlama yontemlerinin, literatiirde dne ¢ikan protein kodlama yontemlerinden
daha yiiksek basarim verdigi goriilmektedir.

Anahtar Kelimeler: Kovid-19, Terapoétik ajan, Oznitelik kodlama, Siniflandirma,
Makine 6grenmesi.
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DETERMINATION OF ANTI-CORONAVIRUS PEPTIDES BY PROTEIN
CODING METHODS

ABSTRACT

Pathogens settle on living beings and leave their own proteins in the cell nucleus of
the host, disrupting the protein structure. The deteriorated protein cannot perform its
functions and the biological functioning of the living being is disrupted. Epidemics
occur when the pathogen settles and multiplies on the living being. Today, the Covid-
19 disease, which has turned into a major epidemic, causes mass casualties around the
world. The discovery of the vaccine against coronavirus could not give definite results
in the prevention of the Covid-19 disease. Hence, drug development studies go on all
over the world. Bioinformatics and machine learning-based studies make a great
contribution to drug development for the Covid-19.

Anti-coronavirus (anti-CoV) peptides are a kind of therapeutic agent that inhibits the
coronavirus and eliminates the harms of the coronavirus. Prediction of anti-CoV
peptide sequences with machine learning methods is very important for the treatment
of coronavirus disease and drug development steps. However, distinguishing anti-CoV
peptides from other peptides requires much more cost and time consuming in vivo and
in vitro. For this reason, it is more advantageous to model and predict in silico
environment with machine learning-based studies. In this thesis, it is aimed to digitize
protein data with protein coding methods so that anti-CoV peptide sequences, which
are therapeutic agents against Covid-19, can be predicted with high accuracy. In this
regard, two new protein coding methods named 2gBLO and 2gBLOTVD have been
developed. Anti-CoV peptide dataset positive class, antimicrobial (AMP), non-
antimicrobial (non-AMP) and non-antiviral (non-AVP) three negative class peptide
datasets were used. These protein data were combined with each negative dataset
separately to be positive anti-CoV, and datasets with three negative and positive
classes were obtained. Data sets were digitized with the developed protein coding
methods. The 2gBLO method is obtained by updating the amino acid pair in each
coded sequence using the digram method by multiplying the displacement value in the
BLOSUM62 matrix. In the 2gBLOTVD method, the number of common
physicochemical properties in Taylor's Venn diagram is multiplied by the value
obtained from the 2gBLO method. Due to the small sample size in the positive class
anti-CoV peptide dataset, unstable datasets were subjected to class balancing in order
to increase their performance values. In addition, in order to increase the effect of
classification results, discretization method is applied to performance metrics, Naive
Bayes, Bayesian Networks, Random Forest, Linear Support Vector Machines (Linear
SVM), Radial Support Vector Machines (Radial SVM), k-Nearest Neighborhood (k-
NN), Multi-Layer Perceptron (MLA) and Logistic Regression classifier algorithms.

According to the experimental results obtained; protein coding methods developed on
classifier algorithms give higher performance than hitherto protein coding methods
that are prominent.

Keywords: Covid-19, Therapeutic agent, Feature encoding, Classification, Machine
learning.
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1. GIRIS

Patojenlerin, hiicre i¢indeki proteinlere ait fonksiyonlara ve biyolojik isleyise nasil etki
ettiginin anlasilmasi hastaliklarin 6nlenmesi agisindan 6nemlidir [1]. Patojenler diger
canlilar iizerine herhangi bir sekilde yerlesip kendi proteinlerini canlinin hiicre
cekirdeginden igeri birakarak proteinlerin yapisin1 bozarlar. Bozulan protein
fonksiyonlart canlinin biyolojik isleyisinin aksamasina yol agmaktadir. Patojenlerin
bir konak iizerine yerlesip ¢ogalmasi sonucunda olusan hastaliklara salgin hastalik
denmektedir [2]. Salgin hastaliklar, Kovid-19 dahil olmak {izere, insanlik tarihinde

kitlesel 6liimlere yol agmustir.

Gecmis zamanlarda, bilinen en biiyiikk salgin kara veba salgimidir. 14. yiizyilin
ortalarinda bir bakterinin neden oldugu kara veba salgini, Asya’da baslayip, sicanlar
ve pireler araciligi ile diinyanin farkli bolgelerine yayilmistir. Kara veba, diinyada

yaklasik 200 milyon insanin liimiine neden oldugu tahmin edilmektedir [3].

Tarihte biiyiik dliimlere neden olan diger salgin ise cicek hastaligi salginidir. 16.
ylizyillda Meksika’da yayilmaya baslamis ve alt1 ay kadar kisa siirede iilkenin
tamamini kaplamistir. 22 milyon olan Meksika niifusu salgin sonrasinda 14 milyona

dismiistiir [4].

Birinci diinya savasi sirasinda ortaya ¢ikan Ispanyol gribi de biiyiik bir salgina neden
olmus ve birkac ay i¢inde diinya niifusunun iigte birine bulasmistir. Ispanyol gribi

salgin1 diinya genelinde yaklasik 100 milyon insanin Sliimiine yol agtii tahmin
edilmektedir [5].

Gilintiimiizde de salginlar hizim1 kesmeden devam etmektedir. Nitekim, 2002 Kasim
ayinda Cin’de ortaya ¢ikan SARS salginindan 8455 kisi etkilenmistir. Bu kisilerin
790’1 vefat ile sonuglanmigtir. MERS ise 2012 Eyliil ayinda Arap yarimadasinda
ortaya ¢ikmistir. MERS viriisii, 1698 kisinin hasta olmasina ve 23 Mart 2016 itibariyle

609 kisinin 6lmesine neden olmustur [6].

2019 Aralik ayinda, Cin'in Wuhan kentinde ortaya c¢ikan koronaviriis salgim
gecmisteki salgin drneklerinde oldugu gibi hizla diinyaya yayilmistir. Koronaviriisiin
neden oldugu Kovid-19 hastaligina Kasim 2021 ay1 itibariyle 250 milyon kisi
yakalanmis ve bes milyon kisi bu hastaliktan hayatin1 kaybetmistir. Ulkemizde ise

dokuz milyon kisi bu hastaliga yakalanmis ve 72 bin kisi hayatin1 kaybetmistir [7].



Diinya’da Kovid-19’a yakalanan hastalar, hastaliga dair belirti gdstermeyebilecegi
gibi mekanik ventilasyon gerektiren solunum yetmezligine kadar varan agir tibbi
durumlarla kars1 karsiya kalabilmektedir. Ileri vakalarda, coklu organ yetmezligi,
sepsis ve septik gibi ciddi durumlar sonucu hastalar Oliimcil durumlarla
karsilasilabilmektedir. Giliniimiizde tedavi goren hastalarin, yas gruplarina gore
degisim gostermekle birlikte genel ortalamada 9%0,5°1 hayatin1 kaybetmektedir. Yas
arttikga, 0liim orani1 da artmaktadir, 70-79 yas araliginda %5 iken, daha iist yas
gruplarinda bu oran, %8’e cikabilmektedir [8]. Giliniimiizde, asinin bulunmasiyla
birlikte kesin olarak Kovid-19 tedavi edilememistir ve diinya ¢apinda salginin 6niine
gecilememistir. Ilag gelistirme ¢alismalar1 devam etmektedir. Biyoenformatik ve
makine dgrenmesi temelli ¢alismalar da ilag gelisiminde biiyiik katki saglamaktadir.
Islevsel aktiviteye sahip anti-koronaviriis (anti-CoV) peptitlerinin makine dgrenmesi

yontemleri ile tespiti, ila¢ gelistirmede biiylik 6nem tagimaktadir.

Proteinlerin en Kiigiik yap1 tasina amino asit denir. Peptitler viicudun tiim hiicrelerinde
bulunan kiiciik amino asit zinciridir. Degerli mikro besin maddeleri olarak peptitler,
vitamin ve mineraller gibi viicudun denge durumda kalmasini sagladiklar1 gibi, diger
mikro besinleri optimize ederek viicut fonksiyonlarini yerine getirme, biiyiime ve
saglikli yagam gibi genetik islevleri de yerine getirirler. Peptitler, amino asitlerin peptit
bagi ile baglanmasi sonucunda olugmaktadir. 20 farkli aminoasidin farkli sayida ve
sirada molekiiler olarak bir araya gelmesiyle olugsmus molekiillerdir [9]. Son yillarda
birgok tedavide umut vaat eden peptit tabanl stratejiler kullanilmaktadir. Peptitler
genellikle kisa dizilimlerden meydana gelmelerine ragmen koronaviriis karsiti

peptitleri diger peptitlerden ayirt etmek maliyetli bir islemdir.

Anti-CoV peptitler koronaviriisiin inhibe edilmesini ve gii¢lii etkileri olan
koronaviriisiin zararlarinin ortadan kaldirilmasini saglamaktadir. Bu nedenle anti-CoV
dizilimlerinin makine 6grenmesi yontemleri ile tahmin edilmesi olduk¢a 6nemlidir
[10]. Koronaviriisiin teshisinde ve tedavisinde dort sekilde arastirmaya ihtiyac
duyulmaktadir. Bunlardan; birincisi, molekiiler seviyede anti-CoV ile koronaviriisiin
etkilesiminin tespiti, ikincisi proteinler arasi etkilesimler incelenerek etkilesim
aglarinin tespiti, tiglincii olarak hiicresel islemlerin tespiti ve son olarak ise dokusal

seviyedeki etkilerin tespitidir. Tezde Onerilen yontemler ile birinci asamaya katki



sunularak molekiiler seviyede anti-CoV ile koronavirlisiin etkilesim tahmini

yapilacaktir.

1.1. Tezin Amaci

Makine 6grenmesinde, siiflandirici algoritma, uygulandigi veri altinda yatan islevi

ne kadar iyi tanirsa, o kadar iyi bagarim verir.

Biyoenformatikte makine 0grenmesi yOntemleriyle gerceklestirilen protein temelli
tahmin modellerinde protein diziliminin kodlanmasi verinin altinda yatan islevin
siiflandirict algoritma tarafindan taninmasinda 6nemli rol oynamaktadir. Bu tez
calismasinda, Kovid-19 hastaligina kars: ilag gelistirilmesinde kullanilan anti-CoV
peptitlerin siiflandirici algoritmalar tarafindan yiiksek sinif dogruluk orani ile tahmin

edilebilmeleri i¢in protein dizilimi kodlama yontemleri gelistirilmistir.

1.2. Literatiir Calismasi

Glinlimiizde, protein diziliminden protein kodlama yontemleri ve siiflandirici
algoritmalar ile terapdtik ajanlarin tespiti Gnemli bir konudur [11], [12], [13]. Kovid-
19 salgiminin yayilmasini engellemek i¢in patojenlere karsi olan terapdtik ajanlar
belirli molekiiler hedeflere tanimlanmaktadir. Hedefledigi patojeni inhibe edici
ozellikte olan terapéOtik ajanlar, reseptorlere baglanarak patojenin etkisini yok
etmektedir. Kovid-19 hastaliginin ortadan kaldirilmasi agisindan terapétik ajanlarin
kesfedilmesi ¢ok onemlidir [14]. Kovid-19 ve diger hastaliklara karsi anti-CoV ve anti
mikrobiyal peptit (AMP) gibi terapdtik yontemler deneysel (in vivo, in vitro) ve

hesaplamali (in silico) olmak iizere iki baslik altinda incelenebilir.

Abid, Nishant ve digerleri [15], in silico ortamda, makine 6grenmesi yontemleri ile
AVPdb isimli online bir veri taban1 gelistirmislerdir. Bu veri taban1 60’tan fazla, tibbi
acidan o6nemli virtisleri hedef alan, deneysel olarak dogrulanmis antiviral peptitlerin
veritabanini olusturmaktadir. Ayrica her bir peptit icin fizikokimyasal 6zellikleride

igermektedir.

Thakur ve digerleri [16], AMP verilerine dayali olarak, farkli fonksiyonel AMP'leri
tanimlamak i¢in gelistirilmis AVPpred, antiviral peptitlerin toplanmasi ve tahmini

konusuna dayanmaktadir. Calismada amino asit bilesimi (AAC), fizikokimyasal



ozellikler ve destek vektor makinesi kullanilarak, antiviriis peptitlerinin tahmini

lizerine ¢alisilmistir.

Veltri ve digerleri [17], antimikrobiyal aktiviteyi tanimak i¢in derin 6grenme tabanli
bir peptit tarayici tasarlanmiglardir. Gelistirdikleri ourDNN y6ntemi ile en yiiksek sinif
dogrulugu, Matthew Korelasyon Katsayis1i (MMC) ve Alici Isletim Karakteristigi
(ROC) egrisi degerlerini elde etmislerdir.

GOk ve digerleri [18], 2012 yilinda, major histo uyumluluk molekiillerine bagl 6zgiil
peptit komplekslerini tahmin etmek igin yeni bir amino asit kodlama yontemi
onermislerdir. Yazarlar, ortonormal kodlama yontemi ile Taylor Venn diyagramini

birlestirmis ve dogrusal destek vektor makinelerini ile siniflandirmislardir.

Protein kodlamada kaos teoresinden faydalanarak yapilmigs bir c¢alisma da
bulunmaktadir. Yazarlar bu ¢alismada, amino asit dizilimlerinin diizensiz bolgelerini
tahmin etme iizerine ¢alismislardir. ilgili protein dizisinin kaotik yapisina gore segilen
peptitlerin fizikokimyasal 6zelliklerinden olusturulmus yeni bir 6znitelik kodlama
teknigi sunmuslar ve veri Seti {izerinde g¢esitli siniflandirict algoritmalar ile test
etmislerdir. Onerdikleri yontem smif dogrulugu, duyarlik ve dzgiilliik agisindan iyi
basarim gdostermistir. Lyapunov isleri kullanarak yapilan bu c¢alisma, diizensiz

proteinlerin tahmin edilmesinde oldukca etkili sonuglar ortaya koymustur [19].

Jain ve digerleri [20], B hiicresi veri setinden faydalanarak, makine Ogrenmesi
yontemlerini kullanarak Kovid-19 tahmini yapmuslardir. Ilgili ¢aligmada, tahminlerde
bulunurken faydali oldugu ortaya ¢ikan topluluk 6grenme stratejileri Onerilmistir.
Destek Vektor Makineleri (DVM), Naif Bayes, k-En Yakin Komsu (k-EYK),
AdaBoost, Gradyan Artirma, XGBoost, Rastgele Orman ve Yapay Sinir Aglar ile

tahmin yapmislardir.

Jain ve digerleri [21], 2018 yilinda, gelistirdikleri protein kodlama yodnteminde,
smiflandirict  algoritmalar ile protein fonksiyonel siiflarinin, protein-protein
etkilesimlerinin, hiicre alt1 yerlesiminin ve spesifik Ozelliklere sahip peptitlerin
tahminine yonelik bir ¢aligma yapmislardir. Kendi gelistirdikleri yontemin yan sira
literatlirde 6ne ¢ikan protein kodlama yontemlerini iceren PROSES adl1 bir ¢evrimigi

sunucu gelistirmislerdir.



Devi ve digerleri [22], Kovid-19 ve insan proteinleri arasindaki viral konak
etkilesimlerinin dizi tabanli tahmini i¢in amino asit kompozisyonu ve bitisik ii¢lii
yontemi ile verileri sayisallastirmis ve Polinomiyal DVM, Radyal DVM, Rastgele

Orman algoritmalari ile siniflandirmiglardir.

Pang ve digerleri [23], Kovid-19’un tim genomundan tek tek protein yapilarini
belirlemek ve modellemek i¢in makine 6grenmesi modeli tasarlamislardir. Yazarlar,
Kabasura Kudineer adl1 poli-bitkisel bir Siddha ilac1 olan bir baharatin, koronaviriisii

engelleyecek bir ilag olarak kullanabilecegini ortaya koymuslardir.

Ge ve digerleri [24], Kovid-19’a kars1 olarak patojeni hedef alan potansiyel bir
terapotik ajan kesfetmislerdir. Hem in silico hem in vitro ortamda ¢alismalar yaparak,
bir poli-ADP-riboz polimeraz-1 inhibit6rii olan CVL218'in Kovid-19'u Tedavi etmek

icin kullanilabilecegini géstermislerdir.

Arghiani ve digerleri [25], Kovid-19’a kars1 potansiyel terapétik faydalari olan
spesifik miRNA'lar1 bulmak i¢in miRNA modiilatorlerinin, Kovid-19 hastalarinin

tedavisinde yardimci olabilecegini géstermislerdir.

Pang ve digerleri [10], Anti-CoV peptitlerini tanimlamak igin tahmin modeli
olusturmuslardir. Anti-CoV ile birlikte antimikrobiyal, antiviral veri setlerinden
faydalanarak, protein kodlama yontemleri ile sayisallagtirilmis veriler iizerinden, sinif

dengeleme yaparak, Rastgele orman algoritmasi kullanmiglardir.

Bu tez ¢alismasinda, in silico ortamda koronaviriisii inhibe eden Anti-CoV peptitlerin
tahmini i¢in iki yeni protein kodlama yontemi gelistirildi. Gelistirilen bu yontemler
Anti-CoV, mikrobiyal peptit (AMP), anti mikrobiyal olmayan peptit (non-AMP) ve
anti virlisal olmayan peptit (non-AVP) peptitlerinin bir araya getirilmesiyle
olusturulmus veri seti lizerinde makine 6grenmesi siniflandirici algoritmalari ile test
edildi. Elde edilen deneysel sonuglar literatiirde 6ne ¢ikan protein kodlama yontemleri
ile Naif Bayes, Bayes Aglari, k-EYK, Rastgele Orman, Cok Katmanli Algilayici
(CKA), Lojistik Regresyon ve DVM siiflandiricilart ile kiyasland.



1.3. Hipotez

Kovid-19 hastaliginin tedavisinde, viriisiin inhibe edilmesi ile ilag gelistirme
caligmalarinda in silico analizler 6nemli yer tutmaktadir. In silico ortamda, Anti-Cov
peptitler, diger benzeri peptitlerden makine Ogrenmesi yontemleri ile ayirt
edilebilmektedir. Protein dizilimi kodlama yontemleri gelistirilmesi makine 6grenmesi
yontemlerinin ayirt etme basarimini artirilabilir. Boylece Anti-CoV peptitlerin yiiksek

sinif dogrulugu ile tahminine bilimsel olarak katki saglayacaktir.
1.4. Tez icerigi

Tez giris kismu ile birlikte toplamda bes boliimden olugmaktadir.

Giris kisminda koronaviriisiin etkileri, koronaviriis karsitt peptitler, tezin amaci,

literatiir ¢alismasi ve hipotez konularindan bahsedilmistir.

Ikinci kistmda anti-CoV tespitinde kullanilan protein kodlama ydntemleri, Amino Asit
Yer Degistirme Matrisi, Taylor’in Venn Diyagrami, 6n isleme yontemlerinden sinif
dengeleme ve ayriklastirma yontemi anlatilmistir. Devaminda kullanilan siniflandirma

yontemlerine deginilmistir.

Ugiincii kistmda anti-CoV tespiti igin gelistirilen protein kodlama yontemi olan

2gBLO ve 2gBLOTVD modellerinden bahsedilmistir.

Dordiincli kisitmda  gelistirilen modelden, kullanilan veri setlerinden, basarim

metriklerinden ve modelin deneysel sonuglarindan tablolar halinde bahsedilmistir.

Tezin besinci boliimiinde gelistirilen model hakkinda degerlendirmeler yapilip

sonuglar karsilastirilarak 6zetlenmistir.



2. YONTEMLER

2.1. Protein Kodlama Yontemleri

Makine 6grenmesi algoritmalarinin kullanimi i¢in bir 6znitelik ¢ikarimi olan protein
kodlama, protein dizilimlerinin sayisallastirilmasi i¢in kullanilmaktadir. Makine
O0grenmesi, biyoenformatik, orlintii tanima ve goriintii isleme alanlarinda kullanilan
protein kodlama, girdi olan verilerden tiiretilmis degerler elde eder [26]. Protein
kodlama yontemlerine, Amino asit (AAC), Amino asit ¢ifti (AAP), Bitisik Gi¢li (CT),
Dipeptit kompozisyon (DC) ve Kompozisyon, gecis ve dagilim (CTD) yontemleri
ornek verilebilir. CTD yontemleri olarak CTDC ve CTDT 0znitelikleri, proteinlerin
amino asitlere ait kimyasal ve yapisal 6zelliklerini gostermektedir. Bu yontemler
protein dizi uzunlugundan bagimsiz, esit uzunlukta 6znitelik vektorleri iiretmektedir.
Bunlardan ayr olarak, Kompozisyon moment vektor (CMV) yonteminde, M kaginci
derece moment alinacagini belirten parametre olarak, 6znitelik vektor boyutu 20 x M
olmaktadir [25]. Bu calismada kullanilmis olan protein kodlama ydntemlerinin

aciklamalari ayr1 ayr asagida agiklanmaktadir.

2.1.1. Amino Asit Kompoziyonu

Amino Acid Composition (AAC) yontemi, uzunlugu 20 olan basit bir peptit
tanimlayicidir. 20 farkli amino asidin protein dizilimindeki frekansina gore 6znitelik
vektorii ¢ikartilir [26]. Protein dizilimi igerisinde her bir amino asidin tekrar sayisi
hesaplanir ve toplam dizi uzunluguna boliniir. Boylece, 6znitelik vektori i¢indeki

sayisal deger hesaplanir.

Amino asit dizi uzunlugundan bagimsiz olarak 1x20 boyutunda bir 6znitelik vektorii
olusmaktadir. Ornek bir “DILSRLDKVEAEVQIDRLIT” amino asit dizisinde,
alaninin (A) normallestirilmis olusumunda A sayisi 1 ve dizi uzunlugu 20 olduguna

gore, (A Sayisi) / (Dizi Uzunlugu) hesaplandiginda 0,05 degerini alacaktir.

Dizi uzunluguna N denilirse, 0znitelik degeri hesaplanmak istenen i. aminoasidin
tekrar sayisina da ni denilirse, bu proteine ait 6znitelik vektorii denklemi 2.1°e gore
olusturulur. Denklem 2.1°de bulunan 6znitelik vektorii sadece proteinde yer alan

amino asitlerin kompozisyon bilgisini vermektedir.

n n n
FAAC = [ﬁ,ﬁz,,%] (21)



2.1.2. Amino Asit Cifti

Amino Acid Pair (AAP) yontemi, Chen ve digerleri tarafindan ortaya atilmistir [27].
Bu yontemde bir dipeptitin protein diziliminde var olma siklig1 diger dipeptitlerinkiyle
karsilastirilir. Ornek olarak, “MKEAAMT” protein dizilimi, MK, KE, EA, AA, AM,
MT seklinde dipeptitlerine ayrilir. Tim dipeptitler géz 6niinde bulunduruldugunda
dizi uzunlugundan bagimsiz olarak 20 farkli aminoasit igin 20x20, yani 400
boyutunda Oznitelik vektorii olusmaktadir. Denklem 2.2°de goriildiigi gibi, bir
dipeptitin dizi igerisinde gegme sayisinin, f *aap, diger tiim dipeptitlerin sayisina, f
aAp, orani ile hesaplanmaktadir [28].

R = log (%) (2.2)
Her dipeptit i¢in R degeri hesaplandiktan sonra ¢ikan degerler denklem 2.3’deki gibi
[-1,+1] araligina normalize edilir. Normalizasyon yapilmasimin Ssebebi 6grenme
asamasinda ozniteliklerin birbirlerini baskilamasina engel olmaktir. Denklem 2.3’de

min ve max olarak belirtilenler en diisiik ve en yliksek R degerini ifade etmektedir.

Ragp = 2 (242222 _ 4 (2.3)

max - min

2.1.3. Kompozisyon Moment Vektorii

Composition Moment Vector (CMV) yontemi, proteinlerin amino asit dizilimine
bakarak, amino asitlerin frekans ve konum bilgileri ¢ikarabilir. CMV kodlamaya
gore olusturulan O6znitelik vektor boyutu K parametresine gore degiskenlik
gosterip Kx20 boyutunda olmaktadir [29]. AAC ve AAP kodlama
yontemlerinden farkli olarak, bu yontemde sadece frekans bilgisi kullanilmaz,
bunun yaninda konum bilgisinide kullanmaktadir. Bu yontem, proteinlerin fasta
formatindaki aminoasit dizilim yapisindan hem konumunu hemde frekans
bilgisini kullanarak 6znitelik vektoriinii elde eder. P herhangi bir protein, Ai bu
proteinin aminoasit dizisi i¢erisinde gecen i. amino asidi oldugunda, 20 amino
asitlerin timi A, C, D, E,F,G,H, L K, L, M, N, P, Q,R, S, T, V, W, Y seklinde
siralandi@in1 ve her birinin sirasiyla (x1,x2,...,x20) degiskenlerine karsilik
geldigi disliniildiiglinde N boyutundaki bir aminoasit dizisine sahip bir

proteinin, i=1,2,...20 ve k > 0 i¢in k’1nc1 dereceden moment vektorii denklemi,



2.4’e gore hesaplanir. Denklemde gegen ni,j , i. amino asidin j. konumuna, Ki

ise 1. aminoasidin dizi i¢indeki toplam sayisina karsilik gelmektedir.

- __ 1  vKi .k
*i _N(N—l)...(N—k)Zj=1nlJ (2.4)

k = 0 i¢in olusan CMV vektorii, sadece frekans bilgisi olup AAC kodlama ile ayni
sonucu vermektedir. K’nin maksimum degeri i¢in P proteinine ait moment matrisi

denklem 2.5’e gore hesaplanir.

Ager=| ¢ = (2.5)
R

Herhangi iki protein i¢in olusturulan moment matrisinin ayni olmasi bu iki proteinin

ayni oldugunu gostermektedir [30].

2.1.4. Bitisik Uclii

Conjoint Triad (CT), kodlama yo6ntemi proteinlerin Oznitelik ektérlerini amino
asitlerin frekanslarina ve fiziko kimyasal 6zelliklerine bakarak g¢ikarmaktatir [31].
Boyutu uzunlugu sabit olup 343’tiir. Amino asitlerin 6zelliklerine gore hangi fiziko

kimyasal 6zellik sinifina aitse ona atanmaktadir.

Daha sonra protein dizisindeki her bir amino asit kendisinden sonra gelen iki amino
asit ile Ug¢li birimlere ayrilir. Bir proteinin Oznitelik vektori, tglii yapilara ait
frekanslar1 hesaplanip normalize edilmesi ile ¢ikarilir. Protein dizisi iginde gegen 1.
iclii gruba ait tekrar sayisina fj denilirse, bu proteine ait R 6znitelik vektoriindeki ri

degeri denklem 2.6’ya gore hesaplanmaktadir.

= fi—min{fy,fo,... .f3a3}
L max{fy,f2, f343}

(2.6)

2.1.5. Kompozisyon Gecis Dagilim

Composition, Transition, Distribution (CTD), kompoziyon, gecis ve dagilimin
kisaltilmasi ile ifade edilmistir. Bu yontemde 6znitelikler proteinlerin amino asitlere
ait yapisal ve kimyasal oOzelliklerini gostermektedir. Bu kimyasal o6zellikler
hidrofobiklik, normalize edilmis Van der Waals hacmi, polarite, polarize edilebilirlik,
yuk, ikincil yapilar, ¢oziicii erisilebilirligi seklindedir. Bu 6zellikler ayr1 ayr1 ya da bir

tek vektdr olarak kullanilabilir [32]. Oznitelik vektdrii bu yontem igin iki asamada



olusturulur. Birinci asamada protein dizisi amino asitlerin bu yedi farkli kimyasal
ozellige gore siniflandirilir. Bu 6zelliklerin her biri 6nceden belirlenmis {ig farkli sinifa
atanir [33]. Cizelge 2.1.’de verilmis olan tiim gruplamalardan, 6rnek olarak polar

ozelligi; pozitif, negatif ve notr olarak ti¢ sekilde gruplanmaktadir.

Kompozisyon yontemi CTDC olarak ifade edilir. Bu yontemde kimyasal 6zelliklerine
gore etiketlenmis amino asitlerin frekanslar1 hesaplanir ve normalize edilir. Oznitelik

vektor uzunlugu yedi 6zellik ve ii¢ sinif oldugundan 21 olmaktadir.

Gegis yontemi CTDT olarak ifade edilir. Bu yontemde ise Oznitelik vektort,
etiketlenen her bir amino asidin kendisinden sonra gelen amino asit sinifina ve grubuna
gecisinin sayilip normalize edilmesi ile bulunur. Ayrica CTDC’de oldugu gibi
Oznitelik vektor boyutu da 21°dir [34].

Cizelge 2.1. Amino asitlerin kimyasal 6zelliklerine gore atanmasi

Fizikokimyasal

Ozellikler A|CIDEIFIGIH|I|K|LIM|N(P|Q|R|S|T|V|W
Hidrofobik 1/1/,0/0f21j2|2|1(f2j1,1|0|0(0O|0O|O|1]1]|1
Pozitif o0,0(0(0j0|1|0|2|0j0|0O0O|0O|0O|1|0]|0O]|0O]O
Negatif 0/0j1f1(0j0|0|0|jO|O|jO0O|OfO|O|0O|0O|0O|O]| O
Polar 0(1y1f1/0(0|1|0|2|0J0|1f0Of21|1|2|2|0]|1

Cok kiiguik 1/1/0|0/0|2|0(O0O|O|O|O|O|O|O|O|1|O|0O|O
Kuglk 1/1/1|0|0|212}0(0|O0O|O0OjO0O|2|1|0|0Of1|1|1|O
Aromatik 0j0j0f0f1/0|1|0|O0O|OJO0O|0O|O|O|0O|0O|0O|0O]| 1
Alifatik oo0j0f(0f0j0|0|1|0|2j0|0|0O|O|0O]|0O]|0O]1]O0
Sarjli 0/0;j1(1(0/{0|1|0|j2|0j0O0|0O0OfO|0O|1|0|0O|0O]| O
Prolin i1/,0/0|0|0|O|O0OfO|O|OjO|O|O|O|O|O|O|O]|O

2.1.6. Digram

N-gram, bir dizinin bir sonraki elemanimi ardisik olarak, Markov zincirinden
faydalanarak tahmin etmek i¢in kullanilan bir istatistiksel dil modelidir. Dogal dil
isleme, hesaplamali dilbilim, istatistik gibi bircok alanda siklikla kullanilmaktadir.
Ayn1 amag ile kullanilan diger algoritmalar ve modellerle karsilastirildiginda, daha

kolay oldugundan dolay1 popiilerdir. Ngram algoritmasi, ardisik bir dizi i¢cinde tekrar
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sayisini bulmak amaciyla kullanilmaktadir. n ile ifade edilen degisken, tekrarin kontrol
edildigi degeri ifade ederken, gram da tekrar edilen bu degerin dizi i¢indeki agirligina
karsilik gelmektedir. Bu tez galismasinda, ngram yonteminin, n degeri iki olarak
belirlenmistir. N degeri ili¢ ve daha fazla se¢ildiginde protein dizilim uzunluklar1 kisa

oldugundan protein dizilimi i¢inde rastlanacak oriintii miktar1 azalacaktir.

Omek olarak “HVTTTFAPPPPR” seklinde bir dizilimde, digram degerlerine
bakilirsa, dizilimdeki ardisik iki elemanli olacak sekilde aminoasit bloklarina boliiniir.
Tekrar sayilar ile, protein dizilimleri, sayisallastirilmis ve kodlanmistir. Dizilimin,
n = 2 ile hesaplanmig ngram degerleri Sekil 2.1°deki gibi olmaktadir. Tekrar sayilar

ise Cizelge 2.2’de verilmistir.

HV'I'I'TFAPPP PR
1 1 ril

HVTTTFAPPPPR
I_I I_I L1 L I_I

FA PP

Sekil 2.1- Protein diziliminde digram
Cizelge 2.2. Digram tekrar sayisi

ikili AA | Tekrar
HV 1
VT 1
T 2
TF 1
FA 1
AP 1
PP 3
PR 1

Her bir dizilim ayr ayri ele alinarak, dizideki ikili sayisina gore kodlanmaktadir.
Cizelge 2.2°de tekrar sayilar1 verildigi gibi bu dizilimin kodlanmis hali, tekrar

sayilarinin yazilmasi ile olmaktadir.
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2.1.7. Amino Asitlerin Yer Degistirme Matrisi

Hizalama, en az iki genin ve protein dizisinde ayni hizada bulunan dizi elemanlarinin
karsilikli olarak nasil hizalandiginin arastirildigi bir biyoenformatik konusudur.
Hizalama iki dizi ile gerekirse bosluklarda kullanilarak esit uzunlukta olacak bigimde
hizalanmasina global hizalama, dizilerin sadece belirli bir kisminin hizalanmasina ise

yerel hizalama denmektedir.

Proteinlerin yap1 tasi olan amino asitlerin hizalanmasinda farkli kimyasal, fiziksel ve

evrimsel sartlar vardir.

Hizalama, en az iki genin ve protein dizisinde ayni hizada bulunan dizi elemanlarinin
karsilikli olarak nasil hizalandiginin arastirildigr bir biyoenformatik konusudur.
Hizalama iki dizi ile gerekirse bosluklarda kullanilarak esit uzunlukta olacak bigimde
hizalanmasina global hizalama, dizilerin sadece belirli bir kisminin hizalanmasina ise

yerel hizalama denmektedir.

Proteinlerin yap1 tast olan amino asitlerin hizalanmasinda farkli kimyasal, fiziksel ve

evrimsel sartlar vardir.

Ornek olarak alanin amino asiti ile hangi amino asit hizalanmalidir sorusuna valin mi
yoksa lizin mi dersek, alanin ve valin kiigiik yapili ve hidrofobiktir, lizin biiyiik ve

suyu ¢ceken yapida olmasina gore, dogada daha ¢ok ilk durum ile karsilagilmaktadir.

Bu goriilme sikliklarindan yola ¢ikarak skorlama matrisleri tanimlanmaktadir. PAM
(Percent Accepted Mutation) ve BLOSUM (Block Substitution Matrix) bu islem i¢in

en ¢ok kullanilan matrislerdir [35].

PAM global hizalama temelli olup az miktarda veri ile olusturulmustur ve global
hizalamalarda ve evrimsel olarak benzer olan dizilimlerde daha iyi sonug vermektedir.
BLOSUM, yerel hizalama temellidir ve biiyiik miktarda veri ile olusturulmustur ve
evrimsel olarak daha az benzeyen dizilimlerde daha iyi sonu¢ vermektedir. PAM ve
BLOSUM’un ikisi ayn1 puanlama sonucunu verir, ancak farklt metodoloji
kullanmaktadirlar [36]. Amino asitler igin PAM matrisleri ve genetik olarak kodlanmis
amino asitler i¢in kullanilan tek harfli kisaltmalar Dayhoff tarafindan gelistirilmis ve
ilk olarak 1978'de yayimlanmislardir. Bir genin niikleotid diziliminin rastgele
mutasyonlar1, buna karsilik gelen proteinin amino asit dizisini degistirebilir. Bu

mutasyonlarin bazilar1 proteinin yapisint ¢ok degistirmezken, bazilar1 ise proteinde
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islev kaybina bile sebep olmaktadir [37]. PAM matrisi ¢ok benzer proteinlerin
hizalanmasinda tanmimlanmaktadir. Daha az benzeyen proteinler i¢in daha fazla
mutasyon gerekebilir. PAM, tim dizi ciftlerine dogru matris olarak hangisini
sececegini 6nceden belirleyemez. Bunun i¢in, BLOSUMG62 gibi daha kullanish
puanlama matrisi kullanmaya baglanmigtir. BLOSUM matrisleri, evrimsel olarak
farkli protein dizileri arasindaki hizalamalar1 puanlamak amaciyla kullanilmaktadir
[38]. BLOSUMG62 matrisine blok ikame matrisi denilir. Steven ve Henikoff tarafindan
1992°de ele alinan, BLOSUM matrisi, puanlamay1 yaparken 2 tabanli logaritmik
olasilik kullanir. BLOSUM®62 matrisi %62 ya da daha fazla amino asit kimligine sahip
bir hizalamada tiim proteinleri tek bir dizide birlestirmektedir [39]. Her blok iginde,
ikili ortalama dizi kimlikleri bazi esiklerden daha yiiksek oldugunda, ¢oklu diziler
kiimelenir. Esik, BLOSUMS80 matrisi i¢in %80, BLOSUMSG62 i¢in %62, BLOSUMS50
icin %50 seklindedir ve bunlardan fazla olmayan ortalama dipeptit kimliklerine sahip
olacagi anlamina gelir. BLOSUMG62 matrisi literatiirde varsayilan (default) matris
oldugu i¢in segilmistir. Yer degistirme matrislerinde, P; ve Pj amino asitlerinin
birbirlerine benzerlik orani, i. satir ve j. slitunun kesisiminden elde edilmektedir [40].

Cizelge 2.3’ de BLOSUMG62 amino asit yer degistirme matrisi goriilmektedir.
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Cizelge 2.3. BLOSUM®62 matrisi

A|C|D|E|F|G|H I K|{L/ M|{N| P |Q|R|S|T |V | W|Y
Al40|-2|1|-2)]0}|-2|1|1|-1}|-1}-2|-1]|-1}|-1|1|0|O0]|-3]-2
c,o0;9/3|4(-2|3|3|-1(3|-1}-1}|-3|-3|-3|-3|-1|-1|-1|-2]-2
bp|-2,3|6|2|3|1(-1{3}-1}4|-3|1|-1,0|-2|01|]-1]-3]|-4]-3
E|-1|4}2|5|3(-2(0}-3}]1}-3|-2|0|-1|2|0|0|-1]-2]|-3]-2
F|-2|-2|3|3|6|3|-1(0|3]0|0|-3|4|3|3|-2|-2]-1]1]3
G|0|3|-1,-2|(3|6|-2|4|-2|4|3|0|-2|-2|-2]0]-2|-3]|-2]|-13
H|-2|3|-1|]0|-1|-2|8|-3|-1|-3|-2|1|-2|0|0|-1]-2]-3]|-2]2
lf(-1}-1,-3|-3|0|4|3|(4(3(2|1|-2|-3|-3|-3|-2|-1|3]|-3]-1
K{(-1|3}-1(1}|3}-2|-1|3|5|-2|-1(-1|-1}1|2]|0]|-1|-2]|-3]-2
L/-1(-1|43/,0|4(3|2|-2(4|2|3|-3|-2|-2|-2|-1]1)|-2]-1
MmM|-1|-13(-2y0}|-3}-2|1|-1|2|5|-2|-2|0}-1|-1]-1]1]|-1]|-1
N|-2|3|1|]0|3|]0|1}|-2|-1|-3|-2|6]|-2(0|]0|1|0]|-3]|-4]|-2
pP(-1|3|-1(-1|4|-2|-2|3|-1|3|-2(-2|7]|-1|-2|-1]|-1|-2]|-4]-3
Q|-1(3(0(2}3}-2y0|-3|]1}|-2f(0(0(-1}5|1]0]|-1]|-2|-2]|-1
R|-1|3|(-2|0|-3}-20|-3|2}|-2|-1(0(-2|1|5|-1]-1]|-3]|-3]|-2
sft1|1,0(0}|20|-1|-2}j0}|-2|-1}1}|-10|-1|4 |1 |-2|-3]-2
T,o0}(1(-1}{-1{-2|-2|-2|-1(-1(-1}-1}0}-1|-1|-1|1|5|0]|-2]-2
v o|-1|3|-2(-1(3}-3}3|-2|1|1|3|-2|-2|-3|-2]0]4]-3]|-1
w| 3|-2,4,3|1|-2|-2(3|3|-2|-1|4|-4|-2|-3|-3|-2|-3|11|2
Y|-2(-2|3}-2(3|3(2|-1|-2|-1|-1|-2|-3|-1|-2|-2|-2|-1|2]7

2.1.8. Taylor Venn Diyagram

Taylor Venn Diyagrami (TVD), amino asitlerin fizikokimyasal 6zelliklerini igeren ve
proteinleri kodlayan bir yontemdir [41]. TVD’de ilk olarak amino asitlerinin
fizikokimyasal Ozellikleri belirlenir. Sekil 2.2°de Taylor venn diyagraminda
aminoasitler verilmis fizikokimyasal Ozellikleri sekil halinde gosterilmistir. Bu
fizikokimyasal 6zellikler ¢ok minik, alifatik, prolin, kii¢lik, kutupsal, sarjli, pozitif,
negatif, aromatik ve hidrofobiktir.
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Sekil 2.2. Taylor’in Venn diyagrami [41]
Diyagramda kesisme ve kapsama durumlar1 vardir ve bir amino asit birden fazla
fizikokimyasal 6zellige sahip olabilir. Amino asitlerin sahip olduklar1 6zellikleri
sayisal formatta gdstermek amactyla 10x 1 boyutunda vektor tanimlanir. Bu vektoriin
her bir elemani bir fizikokimyasal 6zellige esittir. Kodlanmak istenen aminoasidin
sahip oldugu ozelliklerin vektorde karsilik geldigi yerler 1, diger yerler O olarak

tanimlanir [42].
2.2. Onisleme Yontemleri

2.2.1. Sinif Dengeleme

Dengesiz veriler, veri madenciliginde en zorlu arastirma probleminden biridir [43].
Siniflandirmada, smif dengesindeki degisiklikler siklikla gézlemlenmektedir. Tim
smiflarin esit olabilmesi i¢in veri kiimesindeki agirliklar yeniden atanarak sinif
dengeleme algoritmas1 uygulanmaktadir. iki smifli veri kiimesi igin, genellikle hedef
siif olan veriler, diger verilerden ¢ok daha az 6rnege sahip oldugunda verilerde

dengesizlik olusur. Bu durumda, ¢ogunluk smif tarafindan veriler, smiflandirici
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algoritmasini yanlis yonlendirir. Bagka bir deyisle, siniflandiricilar agirt uyum saglama
ve 6zellikle azinlik sinifi izerinde diisiik performans gosterme egilimindedir ve azinlik

smif, cogunluk sinifi daha yanlis siniflandirmaktadir [44].

Sorunu ¢6zmek i¢in, her smifin toplam agirlig1 ve ayrica tiim 6rneklerdeki toplam
agirliklar korunurken ornekler yeniden agirliklandirilir [45]. Bu tez calismasinda da
koronaviriise ait anti-CoV peptitlerin sayisi, diger peptitlere gore daha az oldugu igin

sinif dengeleme yapilmistir.

2.2.2. Ayriklasma

Veri kiimesindeki bir dizi sayisal 6zniteligi nominal 6zniteliklere ayiran bir 6rnek
filtresidir. Ayriklagtirma, Fayyad ve Irani'ni yontemiyle yapilmaktadir [46].
Ayriklastirma, Oznitelik araligini araliklara bolerek belirli siirekli 6znitelikte deger
sayisini azaltmak igin kullanilan bir veri 6n isleme siirecidir [47]. Ayrik 6zellikler,
stirekli Ozelliklere kiyasla genellikle daha yogun, daha kisa ve daha dogrudur. Bir
ayriklastirma islemi 6zellikle dort adimdan olusur. Ilk ayriklastirilacak &zelligin tiim
siirekli degerleri siralanir. Ikinci olarak siirekli degerleri araliklara bdlmek igin bir
kesme noktasi secilir. Uciincii olarak degerlerin siirekli araliklar1 ayrilir veya

birlestirilir, son olarak ayriklastirma isleminin durdurma kriterleri segilir [48].

2.3. Simflandiric1 Algoritmalar

Bu bolimde, basar1 degerlendirmesinde kullanilan simiflandirma yoOntemleri

aciklanmustir.

Siniflandirma, verileri benzerliklerine gore gruplandirma islemidir. Siniflandirict
algoritmalar, verilen egitim kiimesi ile dagilim seklini 6grenip, sinifinin belirli

olmadigi test verileri tizerinde siniflandirma yapmaktadir.

Siniflandirma algoritmalar1 olarak, Rastgele Orman, Naif Bayes, Bayes Aglari, k-En
Yakin Komsu (k-EYK), Cok Katmanl Algilayici (CKA) ve Destek Vektor Makineleri
(DVM) gibi literatiirde farkli problemlerin ¢oziimiinde sik¢a kullanilan makine
Ogrenmesi tabanli simiflandirma yontemleri kullanilmistir. Anti-CoV peptitlerinin
tespit  edilebilmesi problemine uygunlugu elde edilen sonuglara gore

degerlendirilmistir.
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2.3.1. Naif Bayes

Naif Bayes, Bayes tabanli bir istatistiksel siniflandirma teknigidir. Bu smiflandirici,
belirli bir smifta bir 6zellik degerinin etkisinin oldugunu tahminler ve diger
ozelliklerin degerlerinden bagimsiz olarak karar verir [49]. Naif Bayes smiflandirici
temelde biitiin kosullu olasiliklarin ¢arpimidir. C verilen hedef ve F 6znitelikler olmak

tizere Naif Bayes’in olasilik hesaplamasi Denklem 2.8’de verilmistir.

p(©p(Fy, ... E4|C)

p(Fy,..Fp) (2.8)

p(CIFy, .. Ey)

2.3.2. Bayes Aglan

Bayes Aglari, rastgele degiskenler arasindaki istatistiksel iliskilerin tanimlandig: graf
tabanli bir olasiliksal analiz yontemidir. Olasiliksal tahmin yontemleri, mevcut
gbzlemin birikmis hipotezlerinden birine karsilik geldigini belirlemek i¢in kullanilir
[50].

Bayes ag1i, G = (V,E), koseleri olmak tizere, V = {V,V,,...,V,}, rastgele
degiskenlere karsilik gelen ve yonlendirilmis kenarlar E olmak {izere arasindaki
kosullu olasiliklar1 temsil eden yonlendirilmis, dongiisel olmayan bir grafiktir. P, bir
dizi yerel olasilik dagilimi ile birlikte rastgele degiskenlere denir. Vi'den Vj'ye
yonlendirilmis bir kenar varsa, bu, Vj'nin olasiliksal olarak Vi'ye bagli oldugu anlamina
gelir. Bu durumda, yerel olasilik dagilimi, P, Vi tizerinde kosullandirilmig Vj diigiimii

olan p(V; |V}) olarak hesaplanir [51].

2.3.3. k-En Yakin Komsulugu

k- En Yakin Komsulugu (Kk-EYK), ¢ok etiketli 6grenmedir ve uygulamasi, en yakin k
tane komsunun smifina gore ilgili ornegin sinifi ile iliskilendirilmis 6rneklerden
olusur. Bilinen etiket kiimeleriyle egitim Orneklerini analiz etmekte ve sinifi belli
olmayan orneklerin etiket kiimelerini tahmin etmektedir [52]. En yakin komsular,
denklem 2.9°da verilen Oklid mesafesi formiilii ile hesaplanir [53]. Oklid mesafesi, iki
nokta arasindaki dogrusal uzakliktir. N boyutlu Oklid uzayinda P = (py, Py, ..., Pn) V€
Q = (91,93, ..., q,) noktalar1 arasindaki Oklid uzaklig::
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V1 — 0%+ 02— @)%+ + (Pn — @n)? = V21 (i — 90)? (2.9)

k sayisinin belirlenmesinde matematiksel bir g¢erceve yoktur, sezgisel olarak
belirlenmektedir. Bu tez ¢alismasinda k degeri 1-30 aras1 degerler denenmis olup, en

basarili sonu¢ k=1 olarak verdigi i¢in se¢ilmistir.

2.3.4. Rastgele Orman

Rastgele orman, bir topluluk 6grenme algoritmast olup, biiyiik veri kiimelerinde
hizl1 bir sekilde ¢alisilan, hesaplama olarak verimli bir siniflandirma algoritmasidir.
Bir¢ok arastirma projesinde ve farkli alanlardaki uygulamalarinda kullanilmaktadir
[54]. Yeniden Ornekleme diisiincesini kullanan algoritma, onyiikleme toplama,
verilen bir veri kiimesinden degistirme ile belirli sayida 6rnek seger. Onyiikleme
toplama isleminin ger¢eklestirilmesi icin, secgilen her 6rnek bir temel karar agaci
siiflandiricist olusturmak icin kullanilir. Son olarak, en iyi performansa sahip
siiflandirict oy ¢oklugu ile secilir. Onyiikleme toplamaya dayali olarak, rastgele
orman ayrica karar agacindaki diigiimlerin parga 6zniteliklerini alt kiimeler olarak
rastgele secer ve ardindan siniflandirma icin alt kiimelerden en iyi 6znitelikleri
secer. Rastgele orman simiflandiricisi, birkag temel  siniflandiricinin
birlestirilmesine dayal1 olarak kuruldugundan, girisime kars1 6nemli bir saglamliga
sahiptir. Temel tahmin edicilerin sayis1 arttik¢a, siiflandirici diisiik bir tahmin

hatasina yakinsama egilimindedir [55].

2.3.5. Cok Katmanh Algilayici

Cok Katmanli Algilayic1 (CKA), noron olarak adlandirilan, birbirine bagl yapay sinir
hiicrelerinden olusmaktadir. Yapay sinir hiicrelerinin baglantilarindan bilgi akis1 ag
igerisinde saglanir. Dogrusal olmayan problemlerde basarili olmaktadir [56]. CKA,
girdi, ara ve ¢ikt1 katmanlarindan olugmaktadir. Cok katmanl algilayicilar, bilgilerin
sisteme girisine girdi, bir ya da daha c¢ok gizli ve son olmak iizere ¢ikis olan ¢ikti
katmanlarindan olusur. CKA sistemi, icerisinde ileri ve geri yayilim gosteren gegisler
vardr. Ileri yayilimda, agin iirettigi ¢ikt1 ve olusan hata degeri hesaplanmaktadir. Geri
yayilimdaysa, hesaplanan hata degerinin en diisiik haline getirilmesi i¢in katmanlar
arasindaki baglant1 agirlik degerleri giincellenmektedir [57]. Genellikle geri yayilim
algoritmas1 kullanilmaktadir. ilk adimda girdilere rastgele agirliklar iiretilmektedir.

Giriste girdiler elde edilir ve ara katmana iletilir. Ara katman bir ya da daha ¢ok olup
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her katmanda farkli sayida islem elemani olabilmektedir. Ara katmanda agirliklar,
girdiler ve esik degeri ile toplam deger elde edilir. Daha sonra aktivasyon
fonksiyonundan gegcirilir ve net deger olusur. Net deger, sonra gelen ara katmana ya
da ¢ikt1 katmanina iletilir. Ara katmanda bulunan elemanlar aktivasyon fonksiyonu

sonucu belirlenir.

Baslangigtaki girdilere ait ¢iktilar ile agin iirettigi ¢iktilar karsilastirilir ve aradaki fark
hata olarak kabul edilir. Elde edilen hata degeri modelin agirliklarina dagitilir ve
sonraki iterasyonda hatanin azaltilmasi hedeftir. Cikti katmanindaki her islem
elemanina ait hata degerini azaltmak icin hatalar agirliklara dagitilir. Agirliklarin
giincellenmesi girdi katmanmna kadar geri yayilim olarak devam ederek c¢ikti

katmanindaki hata en aza indirilir.

2.3.6. Lojistik Regrasyon

Lojistik, bir veya daha fazla tahmin degiskenine bagl kategorik olarak bagimli
degiskenlerin sonuglarini tahmin etmek i¢in kullanilan bir tiir regresyon analizidir.
Analiz etmek icin basit ve ¢oklu regresyon analizleri kullanilmaktadir. Lojistik
regresyon, bagimli degiskenler ile bagimsiz degiskenler arasindaki sebep-sonug
iliskisinin analizi i¢in 6nemlidir [58]. Bir ya da daha fazla degiskenin iki ya da daha
fazla bagimli degisken ile iligkisini modellemek i¢in kullanilan bir istatistiki
yaklagimdir. Bagimli degiskenin belirli bir aralikta veya ortamdaki de§erini tahmin
eder [59]. Lojistik regresyon modeli egitilirken siniflandirmaya girecek oriintiiye ait
Ozniteliklerle, belirlenmis agirliklarin ¢arpiminin toplamina bias degeri eklenmektedir.
Bu deger aktivasyon fonksiyonu olan, denklem 2.10’da goriilen sigmoid fonksiyonuna

girer.

y =—2— (2.10)

T 1tex

Sonraki agamada, fonksiyondan elde edilen sonu¢ ve beklenen c¢ikti degerleri
karsilastirilir. Karsilagtirma sonrasinda hata degeri agirliklar ve biasa dagitilir. Bu
dongii belirlenen sayida tekrarlanir. Test edilirken, karar sigmoid fonksiyonundaki

cikt1 0,5 esik degerinden biiyiik ise sonug 1, kiigiik ise 0 olmaktadir.
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2.3.7. Destek Vektor Makineleri

Destek Vektor Makineleri (DVM), Oriintli tanima, siniflandirma problemleri ¢éziimii
icin 1979’da gelistirilmistir [60]. DVM iki smifi birbirinden en uygun bigimde

ayirmasi i¢in bir hiper diizlemin tanimlanmasina dayanir.

Bu tez calismasinda, dogrusal ve radyal temel fonksiyon c¢ekirdek fonksiyonlarina

sahip DVM algoritmalar1 kullanilmistir.

Ornek uzayindaki, tiim drnekleri basarili smiflandiracak sekilde ayiran bircok dogru
bulunabilir. Bu dogrulardan hangisinin digerlerinden daha uygun oldugunu
belirlerken, dogru biitiin noktalara yakin olmamalidir. DVM’nin ¢alisma
mekanizmasi, egitim verilerinden kendine en yakin 27 6rnek i¢in en uzak mesafeye

sahip ayirici hiperdiizlemi bulmaktir.

Siniflandirma i¢in bir diizlemde bulunan iki grup arasina bir sinir ¢izilerek iki
grubu ayirmak miimkiindiir. DVM algoritmasi ait oldugu sinifin siirini belirler
[61]. Destek vektorlerinin {izerinde bulundugu ve noktalarla gosterilmis
diizlemlere sinir diizlemleri denir. Sinir diizlemlerinin tam ortasindan gegen ve

her iki diizleme de esit uzaklikta bulunan diizlem ise hiperdiizlem olarak ifade

edilir [62].

Iki siniftan olusan, r tane rnek igin, birbirinden ayrilabilir (x1,y1), ...... ,(xr,Yr) seklinde
tanimlanmis bir egitim seti lizerinde; x € RN olup N boyutlu bir uzay1, y € {+1,-1}
olmak tizere sinif etiketlerini belirtmektedir. Bu iki sinif N-1 boyutlu hiperdiizlemler
tarafindan ayrilabilmektedir [63].  Bir hiperdiizlem denklem 2.11°deki gibi

tanimlanmaktadir.
w.x;+b=0 (2.11)

Xi hiperdiizlem iizerindeki noktay1 belirtir, w hiperdiizlemin normalini belirtirken, b
ise hiperdiizlemin orijine olan uzaklig1 olarak ifade edilen bias1 (egilim degeri) ifade

etmektedir.

Iki sinifi dogrusal olarak ayrilabilen hiperdiizlem igin;

20



w.xi+b = +1,hery = +1igin (2.12)
w.xi+b < —1,hery = —1igin (2.13)
olarak tanimlanabilir.
Denklem 2.12 ve 2.13’teki iki esitsizlik tek bir esitsizlik haline getirilirse;
yilw.xi+b) —1 = 0,yie {1,—1} (2.14)
Denklem 2.14’ deki gibi olur.

Optimum hiperdiizleme paralel ve w.xi +b = +1 esitligi ile tanimlanan ayrim
yapabilen iki hiper diizlem {izerinde bulunan ve siir genisligini belirleyen noktalar
destek vektorleri olarak adlandirilir [64], [65], [66]. Bu iki hiperdiizlem arasindaki
siir genisgligi (marjin)dir.

= (2.15)

lIwll

Iki smifi maksimum sinir genisligi ile ayiran optimum hiperdiizlem, denklem 2.15’teki
gibi sinirlara bagli olarak minimum hale getirilerek bulunabilir, denklem 2.16’da

gosterilmistir.
. 1
min [ |w|?| (2.16)

Bu problem Lagrange denklemleri kullanilarak ¢oziilebilecek bir optimizasyon

problemidir ve ¢6ziim igin karar fonksiyonu;
f(x) = sign(Xi=q ;- i (x. x;) + b) (2.17)
seklinde olur.

Burada, 7; = 1, 2, ..., , Lagrange carpanlarini temsil etmektedir [67].
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3. GELISTIRILEN PROTEIN KODLAMA YONTEMLERI

Protein kodlama yontemleri gelistirilmesi ve siniflandirilmasi asamalarin1 gosteren
modelin ¢izimi, Sekil 3.1°de gosterilmektedir. Veriler ilk olarak protein kodlama

yontemleri ile sayisallagtirilmistir.

Sonra veri dengeleme yapilmistir ve verilere, veri ayriklastirma yoOntemi
uygulanmistir. Daha sonra siniflandirma algoritmalari ile siniflandirma sonuglari elde
edilmistir. Bu bdliimiin devaminda gelistirilmis protein kodlama yontemleri
aciklanmaktadir. Gelistirilen 2gBLO ve 2gBLOTVD protein kodlama ydntemleri,

model ¢iziminde protein kodlama kisminda yer almaktadir.

~ -

Veriler [:> Protein Veri {Ieri E:;

Kodlama

A4

Sinflandirma li>Tahmin

Dengeleme| |Aynigtirma

s

Sekil 3.1. Smiflandirma i¢in olusturulan model
3.1. 2gBLO Yontemi

2gBLO, bir protein kodlama yontemidir. Bu protein kodlama yonteminde n-Gram
metodunda n degeri iki alinarak, digram uygulanmigtir. Daha sonra BLOSUM62
matrisi kullanilarak verilere karsilik gelen degerler ile ¢arpilmistir. Veriler Python
programlama dili kullanilarak sayisallastirilmigtir. Boylece yeni hibrit bir protein

kodlama yontemi gelistirilmistir.

[Ik adimda 20 adet aminoasit igeren farkli uzunluktaki protein dizilimleri digram
yontemiyle, ikili olarak boliinmiis, ikili grubun tekrar sayilarina gore kodlanmuistir.
Kodlama asamasinda ilgili ikiliye ait tekrar sayist ve BLOSUMG62 matrisinde 1lgili
ikiliye karsilik gelen puan ile garpilmaktadir. Bu sekilde carpilarak, her ikili amino asit
degeri icin bir deger bulunmaktadir. Bulunan bu deger i¢in, 20x20 boyutunda bir
matris olusturulmaktadir. Kodlanmis kisimlara karsilik gelen yer disindaki kisimlara
sifir degeri yazilmistir. Veri setinde yer alan her peptit dizilimi i¢in, ayn1 sekilde 20x20
boyutunda matris hesaplamasi yapilmaktadir. Her islem asamasinda, bu 20x20’lik

matris, 1x400°’lik vektore cevrilmektedir. Sonucunda, 6rnek sayist n olmak {izere, n
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kez bu islem tekrarlanarak, nx400’liik bir matris elde edilmektedir. Boylece,

kodlanmis yeni veri seti nx400 boyutunda olmaktadir.

HVTTTFAPPPPR dizilimi 6rnek verilirse, ilk olarak dizilimdeki ikili tekrar sayilar

bulunur.

Daha sonra, sifir matrisine, 2020 boyutundaki digram yontemine gore tekrar sayilari
yazilir. Yani, TT i¢in T ve T kesisimine 2, P ve P kesisimine 3 geri kalan ikililer i¢in
HV, VT, TF, FA, AP ve PR i¢in ise 1 degeri yazilir. Geri kalan degerler O olarak kalir.

Elde edilen matris Cizelge 3.1°de gosterilmistir.

Cizelge 3.1. Digram kodlama sonucu olusan 20x20'lik matris

A C D E F G H I K L MNQWURSWVPT

A 0O O O O o O OoO o0 O0O O OoOO0OO0OWO0OTUODOoOO0OT1I1IO0

Cizelge 3.1°de verilmis, digram olarak kodlanmig matris, Cizelge 2.3° de verilmis,
BLOSUMG62 matrisindeki kesisimlere karsilik gelen degerler ile carpilir ve Cizelge
3.2°de gosterildigi gibi 20%20 boyutunda bir matris olusur.
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Cizelge 3.2. Digram ile BLOSUMG62'nin 20x20°1ik hibrit matrisi

ACDEFGHIKLMNQRSWVPT‘

p O 0O 0O O OO O O OO O OO O O 0 0 2120

Son olarak her 20x%20’lik bu matrisler, 1x400’liik vektére dontstiiriiliir ve tim
dizilimler i¢in ayni islem tekrarlanir ve verinin 6rnek sayisina n denildiginde, n X 400

boyutunda veri seti elde edilir.

3.2. 2gBLOTVD Yontemi

20BLOTVD, bir protein kodlama yontemidir. Bu protein kodlama yonteminde
2gBLO’ya ek Taylor’m Venn diyagramindaki fizikokimyasal 06zelliklerden
faydalanmilmistir. 2gBLOTVD yonteminde, 20 amino asitten olusan farklh
uzunluklardaki veri seti tlizerinde python ortaminda digram yontemine gore,
aminoasitlerin ikili kombinasyon tekrar sayis1 ile BLOSUMG62 matrisinin ikiliye
karsilik gelen kesisimi ¢arpilip, buna ek olarak Taylor’in Venn diyagramindaki her bir
aminoasitin fizikokimyasal 6zelliklerinin kesisim sayisininda carpilmas: ile 1x400
boyutunda bir 6zellik vektor elde edilir. Bdylece bu ii¢ yontem ¢arpilmis ve yeni hibrit
bir dznitelik yontemi elde edilmistir. Ornek olarak, AC ikilisi i¢in, A ve C amino
asitleri, 20x20 boyutuna sahip Ozellik vektoriindeki degerini, sahip olduklar
fizikokimyasal ozelliklerin ortak Gzellik sayisi ile alir. A amino asidi, ¢ok kiiciik,
hidrofobik ve kii¢iik 6zelliklerine sahipken, C amino asidi polar, ¢ok kiiciik, kii¢iik ve
hidrofobik 6zelliklerine sahiptir. Her iki amino asidin kesisim kiimesi incelendiginde
cok kiiciik, kiigiik ve hidrofobik 6zelliklerinin ortak oldugu gériilmektedir. Islem
yapilan peptit dizilimde, 6zellik vektoriindeki AC siitunun degeri {i¢ ortak ozellik
oldugu icin {i¢ ile ifade edilmektedir.

25



Cizelge 3.3. Digram ile BLOSUMG62 ve TVD'nin 20x20’lik hibrit matrisi

Cizelge 3.3’e gore, Digram, BLOSUMG62 ve TVD degerlerinin c¢arpilmasi
sonucundaki degerler gosterilmistir. Ornek olarak TT ikilisinin, T ve T kesisimine
bakildiginda, ii¢ ortak degeri oldugu i¢in Cizelge 3.2°deki TT degeride 8 oldugu i¢in,
8%3 olmak tlizere 24 olmaktadir. Tiim aminoasit ikililerine daha sonra dizilimlere ayn1
islem uygulanmaktadir. Daha sonra, elde edilen 20%20’lik matris, 1x400°’liikk matrise
cevrilir. Tim asamalar tamamlandiginda elde edilen her 1x400’liikk vektor i¢in, n

dizilim i¢in yeni veri seti, nx400 boyutunda bir matris olusur.
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4. BULGULAR

4.1. Veri Setleri

Veri setleri, Anti-CoV peptitleri, antiviriis peptitleri olan AVP seti, antiviriis
aktiviteleri olmayan non-AVP peptitleri ve antimikrobiyal aktiviteleri olmayan non-
AMP peptitleri olmak iizere dort veri seti bulunmaktadir. Negatif olanlar AVP,
nonAMP ve nonAVP protein verileridir.

Pozitif olan anti-CoV verileri ile birlestirilerek ti¢ farkli veri seti elde edilmistir.

Veri setlerinin veri sayilar1 Cizelge 4.1°de ifade edilmistir. Anti-CoV veri seti i¢in 137
dizi kaydi bulunmaktadir. Anti-CoV veri seti, diger veri setlerindeki degerlerden az
sayida veri igerdigi i¢in ayri ayr1 birlestirildi. Boylece, her bir veri setinde pozitif ve

negatif siiflara ait proteinler elde edildi.

Anti-CoV verilerinin, 99 tanesi AVPdb veritabanindan alinmistir [68]. Bu veriler, P9,
Mucroporin-M1 ve HR2P gibi bildirilen giiglii koronaviriis inhibitdrlerini
icermektedir. Geri kalan protein dizilimleri ise, koronaviriise kars1 varsayilan anti-
CoV peptitlerdir [69]. AVP veri seti 1999 protein dizilimi, non-AVP veri seti, 5217
protein dizilimi icermektedir [70], [71], [72], [73]. Non-AMP veri kiimesi, 4979
protein diziliminden olusmaktadir. Tiim veri setleri uzunlugu 100'e esit veya daha az

olan kisa peptitler icermektedir.

Cizelge 4.1. Veri setlerindeki 6rnek sayilar

Veri Setleri
Anti- Anti-
CoV+AVP Anti-CoV+nonAMP CoV+nonAVP
Ornek Sayisi 2136 5116 5354

27



4.2. Deneysel Sonuclar

Makine o6grenmesi modelleri ile gergeklestirilen, Anti-CoV peptitlerin tahmini
probleminde, deneysel sonuglar 10-kat capraz dogrulama test teknigi ile elde
edilmistir. Bu teknikte, veri seti 10 esit kiimeye ayrilir, dokuzu egitim, kalan biri ise
test i¢in kullanilir ve boylece toplamda 10 test gerceklestirilir. Bu testlerin sonucunda

elde edilen performans degerlerinin ortalamasi alinir.

Anti-CoV peptit tahmininde siniflandirict performansi, siif dogrulugu, ROC egrisi
altinda kalan alan (AUC), Kesinlik, Duyarlik, Kappa ve Mathew’sin Korelasyon
Katsayis1t (MKK) metrikleri ile degerlendirilmistir. Bu metrikler, pozitif (P), negatif
(N), dogru pozitif (DP), dogru negatif (DN), yanlis pozitif (YP) ve yanlis negatif (YN)

olmak tizere, Sekil 4.1’de goriilen karmasiklik matrisinden elde edilmektedir [75].

Sekil 4.1. Karmasiklik matrisi

Tahmin
P N
x| P |DP|YN
oy
n
O M YP | DN

Simif dogrulugu, pozitif ve negatif dogru tahmin edilen degerlerin oranim

vermektedir.

DP + DN

Swnif Dogrulugu = TN

(4.1)

Denklem 4.2°de gosterilmis kesinlik degeri, tahmin edilecek veriler i¢in modelin ne
kadar kararli sonug verdigini gostermektedir ve dengesiz veri setlerinde kesinlik degeri

onemlidir.

DP
DP +YN

Kesinlik =

* (DP +YP) (4.2)
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Duyarlik denklem 4.3’ de gosterildigi sekilde hedef sinifin (DP) dogru tahmin edilme
oranini Verir.

DP
DP +YN

Duyarlilik = (4.3)

Denklem 4.4’de verilen, AUC degeri, duyarligin 1-6zgiinliige oranini gosteren ROC
egrisi grafigidir. Bu egri altinda kalan alan AUC olarak tanimlanir. 0-1 araliginda ifade

edilen AUC degeri, 1’e ne kadar yakinsa modelin performansi o kadar iyi demektir.

AUC = 1*( (4.4)

DP DN )
2

DP +YN + DN +YP

MKXK, ikili smiflandirma i¢in gézlenen ve 6ngoriilen ¢iktilar arasindaki korelasyon
katsayisidir. Iki smifi olan problemlerde modelin giiciinii belirten bir dlgiittiir [76].
MKK degeri -1 ile +1 arasinda degisen performans metrigidir. Deger 1'e yaklastikca
iyi tahmin yapildigini, O sansa bagli bir tahmin yapildigini, -1'e yaklastik¢a ters tahmin
yapildigini gosterir.

MKK=

(4.5)

1, ( (DP*DN)—(YP*YN) )
2\ ,/(DP+YP)*(DP+YN)*(DN+YP)*(DN+YN)

Kappa degeri, tahmin edilen degerin sans eseri mi bulundugunu verir. Po kabul edilen

oran, Pc beklenen oran olmak iizere denklem 4.6’da verilmistir.

(4.6)

F-Skoru, denklem 4.7°de belirtildigi gibi, duyarlik ve kesinlik degerlerinin harmonik
ortalamasi hesaplanarak, iki metrik arasindaki dengenin saglanmasi ile elde edilir. F-

Skor degerine bakarak siniflandirmay1 daha saglikli yorumlamak miimkiindiir.
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F — Skor =

2«Duyarlilik * Kesinlik

Duyarlik + Kesinlik

Tim test sonucunda, performans metriklerinin ortalamasi alinmaktadir.

Gelistirilen 2gBLO 06znitelik kodlama yontemi, Bayes Aglari, Naif Bayes, Rastgele
Orman, k-EYK, CKA, Dogrusal DVM, Radyal DVM ve Lojistik Regresyon

siniflandirma algoritmalar1 ile Anti-CoV ve Antiviriis veri setleri lizerinde test

edilmistir.

Cizelge 4.2'de 2gBLO yonteminin Anti-CoV ve AVP veri setleri izerindeki bagarim

degerleri goriilmektedir.

(4.7)

Cizelge 4.2. 2gBLO'ya ait Anti-CoV ve AVP veri seti tizerindeki siniflandirma

sonugclari

2gBLO Yo6ntemi - Anti-CoV + AVP Veri Seti

Siniflandiricilar | Dogruluk(%) | Duyarhk | F-Skor | AUC | Kappa | MKK | Kesinlik
Bayes Aglari 70,98 0,563 | 0,703 | 0,822 | 0,420 (0,439 | 0,729
Naif Bayes 71,03 0,710 | 0,704 |0,821| 0,421 | 0,440 | 0,730
k-EYK(1) 74,40 0,521 | 0,731 0,763 | 0,488 | 0,545 | 0,804
Rastgele Orman 71,98 0,720 | 0,698 | 0,881 | 0,440 | 0,522 | 0,809
CKA 56,20 0,923 | 0,497 | 0,577 | 0,124 | 0,179 | 0,629
Dogrusal DVM 92,0306 0,549 | 0,926 | 0,747 | 0,4264 | 0,432 | 0,933
Radyal DVM 94,4169 0,127 | 0,225 | 0,563 | 0,2137 | 0,346 | 0,947

Lojistik

Regresyon 78,983 0,606 | 0,782 0,918 | 0,5797 | 0,624 | 0,835

Elde edilen deneysel sonuglara gore; 2gBLO yontemi, Radyal DVM algoritmast,
%94,41 sinif dogrulugu ve 0,947 kesinlik ile en iyi sonuglari vermistir. Bununla
birlikte, Dogrusal DVM algoritmasi, 0,926 F-Skor ile en iyi degeri vermistir. En diisiik
sinif dogrulugunu %56,20 ile veren CKA yontemi, ayn1 zamanda 0,923 ile en yliksek

duyarlik degerini vermistir. Bunun anlami, CKA yontemi pozitif sinifin tahmininde

cok basarili iken, negatif sinifin tahmininde bu basarimi gostermemektedir.
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Ayni siiflandiricilar ile Cizelge 4.3'te, 2gBLO yonteminin Anti-CoV ve non-AVP

veri setleri tizerindeki performans degerleri verilmistir.

Cizelge 4.3. 2gBLO'ya ait Anti-CoV ve non-AVP veri seti lizerindeki
siiflandirma sonuglari

2gBLO Yontemi - Anti-CoV + non-AVP Veri Seti

Siniflandiricilar | Dogruluk(%) | Duyarlik | F-Skor | AUC | Kappa | MKK | Kesinlik

Bayes Aglar 79,60 0,634 | 0,790 |0,904| 0,592 (0,626 | 0,831
Naif Bayes 79,12 0,634 | 0,786 |0,897| 0,582 |0,614| 0,823
k-EYK(1) 78,69 0,606 | 0,780 |0,791| 0,574 |0,616| 0,830
Rastgele Orman 71,52 0,437 | 0,691 |0,918| 0,430 (0,518 | 0,812
CKA 68,22 0,965 | 0,655 (0,694 0,365 | 0,442 | 0,768

Dogrusal DVM 92,0306 0,549 | 0,926 |0,747|0,4264|0,432| 0,933

Radyal DVM 94,4169 0,127 | 0,923 |0,563|0,2137 (0,346 | 0,947

Lojistik
Regresyon 78,98 0,606 | 0,782 |0,918|0,5797 (0,624 | 0,835

Elde edilen sonuglardan en yiiksek degerleri sinif dogrulugu %94,41 ve kesinlik 0,947
olarak Radyal DVM vermistir. En diisiik sinif dogrulugunu %68,22 ile CKA verirken
en yiiksek duyarlik degerinide 0,965 ile CKA vermektedir.

Ayni siniflandiricilar ve Anti-CoV ile non-AMP birlesiminden olusmus veri seti
tizerinde tahminlenmis olan tablo, Cizelge 4.4'te, 2gBLO yonteminin performans

degerleri verilmistir.
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Cizelge 4.4. 2gBLO'ya ait Anti-CoV ve non-AMP veri seti lizerindeki
siniflandirma sonuglari

2gBLO Yontemi - Anti-CoV + non-AMP Veri Seti

Siniflandiricilar | Dogruluk(%) | Duyarhk | F-Skor | AUC | Kappa | MKK | Kesinlik
Bayes Aglari 98,28 1,000 | 0,983 | 0,989 | 0,966 | 0,966 | 0,983
Naif Bayes 98,28 1,000 | 0,983 | 0,988 | 0,966 | 0,966 | 0,983
k-EYK(1) 89,33 0,789 | 0,892 | 0,986 | 0,787 | 0,804 | 0,911
Rastgele Orman 93,22 0,932 | 0,932 {0,999 | 0,864 | 0,872 | 0,940

CKA 50 1 NA | 0,646 0 NA NA
Dogrusal DVM 99,6455 0,824 | 0,996 | 0,911 | 0,8222 | 0,822 | 0,996
Radyal DVM 99,2201 0,225 0,99 |0,613|0,3655 | 0,473 | 0,992
Lojistik

Regresyon 88,64 0,775 | 0,885 | 0,925 | 0,7733 | 0,793 | 0,907

Elde edilen sonuglardan CKA hari¢ hepsi iyi sonuclar vermesi il birlikte, en yiiksek
degerleri simif dogrulugu %99,64 ve kesinlik 0,996 olarak Dogrusal DVM vermistir.
Bunun yaninda duyarlik degeri 1 ve kappa degeri ile MKK degeri 0,966 olmasiyla en
dengeli olarak basarili degerleri Bayes Aglar1 vermistir. En diigiik sinif dogrulugunu
hesaplanamayan manasina gelen not applicable (NA) degerleri ile dogruluk degeri

%350 olmasiyla CKA vermistir. Bu modelde CKA degerleri hesaplanamamaktadir.

Gelistirilen diger 6znitelik kodlama yontemi, 2gBLOTVD ig¢in, aym siniflandirma
algoritmalar1 kullanilmistir. Cizelge 4.5' de Anti-CoV ve Antiviriis veri setleri

tizerinde test edilmis 2gBLOTVD yo6nteminin performans degerleri goriilmektedir
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Cizelge 4.5. 2gBLOTVD'ye ait Anti-CoV ve Antiviriis veri seti lizerindeki
siniflandirma sonuglari

2gBLOTVD Yontemi - Anti-CoV + Antiviriis Veri Seti

Siniflandiricilar | Dogruluk(%) | Duyarlik | F-Skor | AUC | Kappa | MKK | Kesinlik
Bayes Aglan 77,63 0,652 | 0,773 |0,878 | 0,553 | 0,570 | 0,794
Naif Bayes 77,63 0,652 | 0,773 |0,878 | 0,553 | 0,570 | 0,794
k-EYK(1) 76,92 0,546 | 0,757 | 0,736 | 0,538 | 0,602 | 0,836
Rastgele Orman 69,64 0,397 | 0,667 | 0,919 | 0,393 | 0,490 | 0,806

CKA 50 1 NA | 0,598 0 NA NA
Dogrusal DVM 90,3201 0,532 | 0,917 | 0,728 | 0,324 | 0,343 | 0,285
Radyal DVM 94,7027 0,014 | 0,922 | 0,507 | 0,026 | 0,116 | 0,95
Lojistik

Regresyon 71,02 0,489 | 0,695 |0,693| 0,420 | 0,469 | 0,761

Elde edilen sonuglardan en yiiksek degerleri siif dogrulugu %94,70 ve kesinlik 0,95
olarak Radyal DVM vermistir. Bu modelde hesaplanamamis olan CKA
siniflandiricisi, birgcok NA degeri vermistir. Dengeli basarim degerler bakimindan
incelendiginde, en kararli siniflandiricinin Bayes temelli olan Bayes aglari ve Naif

Bayes siniflandiricilar oldugu goriilmektedir.

Ayni siniflandiricilar ve Anti-CoV ile non-AVP birlesiminden olusmus veri seti
izerinde tahminlenmis olan tablo, Cizelge 4.6’ da, 2gBLOTVD yonteminin

performans degerleri verilmistir.
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Cizelge 4.6. 2gBLOTVD'ye ait Anti-CoV ve non-AVP veri seti tizerindeki
siniflandirma sonuglari

2gBLOTVD Yontemi - Anti-CoV + non-AVP Veri Seti

Siniflandiricilar | Dogruluk(%) | Duyarlik | F-Skor | AUC | Kappa | MKK | Kesinlik
Bayes Aglan 85,44 0,709 | 0,851 | 0,966 | 0,709 | 0,741 | 0,887
Naif Bayes 85,77 0,999 | 0,855 | 0,969 | 0,715 | 0,746 | 0,889
k-EYK(1) 74,42 0,496 | 0,727 | 0,799 | 0,488 | 0,562 | 0,824
Rastgele Orman 67,02 0,340 | 0,630 | 0,946 | 0,340 | 0,453 | 0,801

CKA 50,00 1,000 NA |0,793 | 0,000 | NA NA
Dogrusal DVM 98,18 0,440 | 0,982 | 0,715 | 0,443 | 0,444 | 0,981
Radyal DVM 98,67 0,227 | 0,983 | 0,613 | 0,122 | 0,473 | 0,987
Lojistik

Regresyon 71,26 0,454 | 0,692 | 0,809 | 0,425 | 0,497 | 0,790

Elde edilen sonuglardan en yliksek degerleri sinif dogrulugu %98,67 ve kesinlik 0,987
olarak Radyal DVM vermistir. Bunun yaninda duyarlik degeri 0,999, kappa degeri
0,715 ve MKK degeri 0,746 olmasiyla en dengeli olarak basarili sonuglar1 Naif Bayes

siniflandiricist vermistir

Ayni siniflandiricilar kullanilarak, 2gBLOTVD kodlama yontemi i¢in, Anti-CoV ile
non-AMP birlesiminden olusmus veri seti iizerinde yapilan analiz sonuglari, Cizelge

4.7'de, verilmistir.
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Cizelge 4.7. 2gBLOTVD'ye ait Anti-CoV ve non-AMP veri seti lizerindeki
siniflandirma sonuglari

2gBLOTVD Yontemi - Anti-CoV + non-AMP Veri Seti

Siniflandiricilar | Dogruluk(%) | Duyarlik | F-Skor | AUC | Kappa | MKK | Kesinlik

Bayes Aglari 80,10 0,603 | 0,793 |0,930| 0,602 | 0,656 | 0,857
Naif Bayes 82,57 0,652 | 0,820 |0,937| 0,652 |0,695| 0,870
k-EYK(1) 74,79 0,504 | 0,732 | 0,710 | 0,496 | 0,568 | 0,826
Rastgele Orman 64,54 0,291 | 0,594 |0,929| 0,291 (0,412 | 0,793
CKA 50,36 1,000 | 0,341 |0,543| 0,007 |0,060| 0,751

Dogrusal DVM 99,0154 0,014 | 0,985 | 0,507 | 0,0277 | 0,119 | 0,99

Radyal DVM 97,6059 0,976 | 0,980 |0,672| 0,2212 | 0,238 | 0,985
Lojistik
Regresyon 80,6221 0,617 | 0,799 | 0,885 | 0,6124 | 0,662 | 0,857

Elde edilen sonuglardan en yiiksek degerleri sinif dogrulugu %99,01 ve kesinlik 0,99
olarak Dogrusal DVM vermistir. Bunun yani sira en dengeli basarm degerlerini vermis
olan smiflandirict ise en yiiksek 0,937 AUC, 0,652 kappa ve 0,695 MKK degerleri ile
Naif Bayes’tir.

2gBLO ve 2gBLOTVD protein kodlama yonteminden en dengeli sonuglar1 veren

siiflandirict ise Naif Bayes'tir.

Bu tez caligmasinda gelistirilen, 2gBLO ve 2gBLOTVD 0znitelik kodlama
yontemleriyle birlikte, literatlirde yer alan AAC, CT, AAP, DC, CMV, CTDT, CTDC
ve Digram yontemleri yer almaktadir. Veri setlerinin {izerinde kullanilmig tiim bu
kodlama teknikleri ve siniflandirma algoritmalarimin en dengeli degerlerini veren
sonuglar Anti-Cov ve non-AMP veri seti i¢in Cizelge 4.8.’de, Anti-CoV ve non-AVP
veri seti i¢in Cizelge 4.9 ’da, Anti-CoV ve AVP veri seti i¢in ise Cizelge 4.10°da

gosterilmistir.
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Cizelge 4.8. Protein kodlama yontemlerinin Anti-CoV ve non-AMP veri seti
iizerinde en dengeli sonucu veren siiflandirici sonuglari

Kodlayici | Siniflandinici | Dogruluk(%) | Duyarlik | F-Skor | AUC | Kappa | MKK [ Kesinlik
AAC | BayesAglan | 75,86 0,664 | 0,756 | 0,836 | 0,517 | 0,527 | 0,768
cT Bayes Aglar 79,8 0,779 | 0,798 | 0,891 0,596 | 0,596 | 0,798
AAP | Bayes Aglan | 83,98 0,81 | 0,84 |0,902| 0,68 |0,681| 0,841
Rastgele

DC 78,1 0562 | 0,72 |0,995| 0562 |0,625| 1
orman

cMV Rastgele 78,8 0,577 | 0,731 | 0,99 | 0,576 | 0,636 | 0,999
orman

CTDT | BayesAglani | 79,33 0,599 | 0,743 |0,958| 0,587 | 0,637 | 0,981
cTDC CKA 86,72 0,818 | 0,867 |0,913 | 0,735 | 0,738 | 0,871

Rastgel

Digram e 74,71 0,504 | 0,731 |0,756| 0,494 | 0,566 | 0,824

orman

2gBLO | Naif Bayes 98,28 1 | 0,983 [ 0,989 | 0,966 | 0,966 | 0,983

2gBLOTVD | Naif Bayes 82,57 0,652 | 0,82 |0,937| 0,652 |0,695| 0,870

Anti-CoV ve non-AMP veri setinde uygulanmig protein kodlama ydntemlerine
bakildiginda, AAC, CT, AAP, CTDT i¢in Bayes Aglari, DC, CMV ve Digram igin
Rastgele Orman, CTDC i¢in CKA, 2gBLO ve 2gBLOTVD i¢in Naif Bayes en dengeli
ve basarili sonuglar1 vermektedir. Tiim degerlere bakildiginda, en basarili sonuglari
2gBLO kodlayict yontemi Bayes Aglar1 siniflandiricisi, dogruluk %98,28, duyarlik 1
, f-skor 0,983, AUC 0,989, kappa ve MKK 0,966 ve kesinlik 0,983 olmak tizere

degerleri ile vermistir.

Diger gelistirilmis 2gBLOTVD yontemi ise, 82,57 dogruluk, 0,652 duyarlik, 0,820 f-
skor, 0,937 AUC, 0,652 Kappa, 0,695 MKK ve 0,870 kesinlik degerleri ile diger en

dengeli ve en basarili sonucu vermistir.

Cizelge 4.8.’¢ benzer sekilde ayni protein kodlama yontemleri, Anti-CoV ve non-AVP
veri seti iizerinde kullanilmig ve siniflandirma algoritmalarinin en dengeli degerlerini

veren sonuglar Cizelge 4.9.’da gosterilmistir.
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Cizelge 4.9. Protein kodlama yontemlerinin Anti-CoV ve non-AVP veri seti
iizerinde en dengeli sonucu veren siiflandirici sonuglari

Kodlayici | Siniflandinci | Dogruluk(%) | Duyarlik | F-Skor | AUC | Kappa | MKK | Kesinlik
AAC Rg:':faer"e 84,926 | 0,701 | 0,846 |0,984| 0,699 |0,732| 0,883
cT k-EYK(1) 70,862 | 0,431 | 0,684 | 0,702 | 0,417 | 0,502 | 0,802
AAP k-EYK(1) 74,017 | 0,496 | 0,724 |0,755| 0,480 | 0,550 | 0,815
DC k-EYK(1) 76,411 | 0,533 | 0,693 | 0,797 | 0,528 | 0,596 | 0,991
cMV k-EYK(1) 72,683 | 0,460 | 0,627 |0,819 | 0,454 | 0,537 | 0,987
cToT k-EYK(1) 72,916 | 0,467 | 0,633 | 0,860 | 0,458 | 0,538 | 0,981
CTDC K-EYK(1) 70,281 | 0,413 | 0,582 | 0,874 | 0,406 | 0,498 | 0,982
Digram | k-EYK(1) 87,534 | 0,953 | 0,875 0,881 0,751 | 0,760 0,885
2gBLO D‘f\;:ﬁa' 92,031 | 0,549 |0,926 |0,747| 0,426 | 0,432 | 0,933

2gBLOTVD | Naif Bayes | 85,766 | 0,999 | 0,855 |0,969 | 0,715 | 0,746 | 0,889

Anti-CoV ve non-AVP veri setinde uygulanmis protein kodlama ydntemlerine
bakildiginda, AAC yontemi Rastgele Orman, CT, AAP, DC, CMV, CTDT, CTDC ve
Digram i¢in k degeri bir olmak tizere k-EYK, 2gBLO yontemi ile Dogrusal DVM ve
2gBLOTVD yontemiyle Naif Bayes en dengeli ve basarili sonuglart vermektedir. Tiim
degerlere bakildiginda, en basarili sonuglar1 2gBLO kodlayict yontemi, Dogrusal
DVM smiflandiricisi, dogruluk %92,031, duyarlik 0,549 , f-skor 0,926, AUC 0,747,
kappa 0,426, MKK 0,432 ve kesinlik 0,933 degerleri ile vermistir. 2gBLOTVD
yontemi ise dogruluk agisindan diger yontemleri gecememektedir. Ancak, pozitif
simifin dogru tahmini i¢in kullanilan duyarlik degeri ile en basarili pozitif simif

tahminini Naif Bayes ile 2gBLOTVD yontemi saglamistir.

Cizelge 4.8. ve Cizelge 4.9.’a benzer sekilde bir ayni protein kodlama yontemleri, bir
diger veri seti olan Anti-CoV ve AVP ile olusturulmus veriler iizerinde kullanilmis ve

siiflandirma algoritmalarinin en dengeli sonuglar1 Cizelge 4.10.’da verilmistir.
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Cizelge 4.10. Protein kodlama yontemlerinin Anti-CoV ve AVP veri seti
iizerinde en dengeli sonucu veren siiflandirici sonuglari

Kodlayici | Siniflandirici | Dogruluk(%) | Duyarhik | F-Skor | AUC | Kappa | MKK | Kesinlik
AAC | BayesAglar | 75858 | 0,664 | 0,756 |0,836| 0,517 | 0,527 | 0,768
CT | BayesAglan | 78,6313 | 0,401 | 0,768 |0,932| 0,679 |0,709| 0,84
AAP k-EYK(1) | 754019 | 0,526 | 0,74 |0,763| 0,508 |0,571| 0,821
DC k-EYK(1) | 76,7515 | 0,562 | 0,707 | 0,77 | 0,535 |0,587 | 0,954
cMV k-EYK(1) | 74,3366 | 0,518 | 0,669 | 0,749 | 0,486 | 0,545 | 0,043
cTDT k-EYK(1) | 71,7114 | 0,482 | 0,63 |0,755]| 0,434 |0,492| 0,91
CcTDC k-EYK(1) | 70,7018 | 0,453 | 0,607 |0,736| 0,414 | 0,481 0,922
Digram Dc;é\xjal 91,8999 | 0,962 | 0,918 |0,873| 0,770 | 0,772 | 0,917
2gBLO Df\;::al 92,0306 | 0,549 | 0,926 |0,747| 0,426 |0,432| 0,933

2gBLOTVD D‘I’f\;‘“‘:a' 90,3201 | 0,532 | 0,917 |0,728| 0,324 | 0,343 | 0,285

Anti-CoV ve AVP veri setinde uygulanmig protein kodlama yontemlerine
bakildiginda, AAC, CT i¢in Bayes Aglari, AAP, DC, CMV, CTDT ve CTDC ig¢in k-
EYK, Digram, 2gBLO ve 2gBLOTVD i¢in Dogrusal DVM en dengeli ve basarili
sonuglart vermektedir. Tiim degerlere bakildiginda, en basarili sonucglari 2gBLO
kodlayic1 yontemi Dogrusal DVM siniflandiricist ile dogruluk %92,0306, duyarlik
0,549 , f-skor 0,926, AUC 0,747, kappa 0,426, MKK 0,432 ve kesinlik 0,933 olarak

vermistir.

Diger en dengeli sonucu Digram yontemi ile Dogrusal DVM siiflandiricisi
vermektedir. Yiiksek olan 0,962 duyarlik degeri ile pozitif sinif tahminini iyi yaptigi

goriilmektedir.
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5. SONUCLAR

Insan viicudunda patojenler, hiicre icindeki proteinlere ait fonksiyonlara ve biyolojik
isleyise etki etmektedir. Patojenler canli iizerine yerlesir ve kendi proteinlerini canlinin
hiicre ¢ekirdeginden igeri birakarak canlinin protein yapisini bozarlar. Bozulan
protein, canlinin biyolojik isleyiginin aksamasina yol agmaktadir. Buradan yola
cikarak, patojenlere karsi gelen ve patojenlerin yapisin1 bozan peptit dizilimlerinin
tespit edilmesi, ilgili patojenin inhibe edilmesi agisindan 6nem kazanmaktadir. ilag

gelistirme ¢alismalar1 bu diisiince ile yiriitiilmektedir.

Biyoenformatik ve makine 6grenmesi temelinde, patojeni inhibe eden peptitin analiz
edilebilmesi i¢in bu peptit dizilimlerinin kodlanmasi gerekmektedir. Bu tez
calismasinda, Kovid-19 karsisinda islevsel aktiviteye sahip anti-CoV peptitlerinin
tahmini i¢in {i¢ farkli protein veri seti iizerinde makine 6grenmesi yontemleri ile
smiflandirma yapilmistir. Bu minvalde, siniflandiricinin basarimini artirmak i¢in
protein dizilimleri 2gBLO ve 2gBLOTVD adi verilen iki yeni protein kodlama

yontemi gelistirilmistir.

2gBLO yonteminde, digram ile kodlanan her bir dizilimin, her ikili aminoasit
karsiliklart BLOSUM62 matrisindeki deger ile carpilmistir. Tiim veri setindeki
dizilimler bu yontemle sayisallastirildiktan sonra, ayriklastirma metodu uygulanarak
siiflandiric1  algoritmalara verilmistir. 2gBLOTVD yonteminde ise, 2gBLO
yontemine benzer, digram ve BLOSUMG62’nin yaninda TVD ortak 6zellik degerleri
kullanilmistir. Buna gore her bir dizilimdeki ikili aminoasitlere karsilik gelen TVD
tablosundaki ortak 6zellik sayist bulunmustur. Sonrasinda, Digram ile kodlanmig
dizilim, BLOSUMSG62 matrisi ve TVD ortak 6zellik sayisinin ¢arpilmasi sonucu yeni
protein dizilimi kodlamasi1 gerceklestirilmistir. Bu sekilde kodlanmis veri setine, sinif
dengeleme yapilarak, ayriklagtirma yontemi uygulanarak siniflandirici algoritmalara

verilmistir.

Gelistirilen her iki protein kodlama yontemi, Naif Bayes, Bayes Aglari, k-EYK,
Rastgele Orman, CKA, Dogrusal DVM, Radyal DVM ve Lojstik Regresyon makine
ogrenmesi siniflandirict algoritmalart ile test edilmistir. Elde edilen sonuglara gore,
2gBLOTVD ve 2gBLO protein kodlama yontemleri Bayes tabanli siniflandiricilardan

Dogrusal DVM ve Naif Bayes ile iyi sonuclar vermislerdir.
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Gelecekte yapilacak caligmalarda; baska protein temelli siniflandirma problemleri
tizerinde, 2gBLO ve 2gBLOTVD protein dizilimi kodlama yontemlerinin, farkl
BLOSUM ve PAM matrisleri ile gergeklestirmeyi planlamaktayiz. Ayrica,
gelistirdigimiz 2gBLO ve 2gBLOTVD yontemlerini de kapsayan ¢evrim igi bir web

sunucu gelistirmeyi hedeflemekteyiz.
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