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ARIMA MODELLERINDE PARCACIK SURU
OPTIMIZASYONU iLE PARAMETRE TAHMINi

OZET

Zaman serilerinin 6ngoriilmesi, gelecek planlamalar1 agisindan olduk¢a 6nemlidir.
ARIMA modelleri 1970’11 yillardan beri zaman serisi ¢éziimlemesinde en yaygin
kullanilan yoOntemlerden biridi. ARIMA modelinde parametre tahmini igin
olabilirlik fonksiyonu maksimizasyonu ya da en kiigiik kareler fonksiyonunun
minimizasyonuna dayali yontemler mevcuttur. ARIMA modelinde hareketli ortalama
terimlerinin bulunmasi durumunda model parametrelere goére dogrusal degildir ve bu
modelde parametre tahmini i¢in dogrusal olmayan optimizasyon yontemlerine
ihtiya¢ vardir. Bu calismada ARIMA modelinin parametrelerinin parcacik siirii
optimizasyonu ile tahmini igin bir algoritma Onerilmistir. Onerilen algoritmanin
performansi gercek hayat zaman serileri iizerinden arastirilmastir.

Anahtar Kelimeler: ARIMA, Parametre Tahmini, Par¢acik Siirii Optimizasyonu,
Ongorii.
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PARAMETER ESTIMATION IN ARIMA MODEL WITH
PARTICLE SWARM OPTIMIZATION

SUMMARY

Forecasting is an important problem for planning future. ARIMA models have been
widely used for time series forecasting since 1970. There are maximum likelihood or
least square methods to estimate parameters of ARIMA model. The ARIMA model is
not linear in terms of its parameters when the model contain moving average terms
and this model needs nonlinear optimization techniques for parameter estimation. In
this study, a new algorithm is proposed employing particle swarm optimization for
parameter estimation in ARIMA models. The performance of the proposed method is
compared with some other methods by using real-world time series.

Keywords: ARIMA, Parameter Estimation, Particle Swarm Optimization,
Forecasting.
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BOLUM 1. GIiRiS

Zaman igerisinde bir olaymn gozlemlerinden elde edilen veriler, son derece yaygindir.
Ticarette ve ekonomide; haftalik faiz oranlari, glinliik hisse senedi kapanis fiyatlari,
aylik fiyat gostergeleri, yillik satig rakamlar1 ve bunlar gibi bir¢ok sey gozlemlenir.
Meteorolojide sicakligin giinliik artis1 ve azalisi, yillik yagis ve kuraklik belirtileri ve
rliizgarin saatteki hizi da ayni sekilde gbzlemlenir. Zaman serisi analizinin amaci
genellikle iki noktada toplanir: Birincisi gozlenen serinin artigini veren olasiliksal
mekanizmay1 modellemek ve anlamak, ikincisi ise serinin gegmisine bakarak serinin
tahmini veya kestirimidir (Jonathan, 1986). Ongdrii tahmini amaciyla kullanilan
istatistik yontemlerinden biri Box ve Jenkins yontemi diger adi ile ARIMA olarak
bilinen modellerdir. ARIMA modellerinin kullanimi i¢in izlenecek yaklasim da Box-
Jenkins(1976) tarafindan ortaya koyulmustur ve “Box-Jenkins yaklasimi” olarak
adlandirilmigtir. Bu konuyu literatiirde, Bates'in erken galigmalarindan bu yana Reid
(1968), Granger (1969), ve Clemen (1989) gelistirmistir, Pai ve Lin (2005) hisse senedi
fiyatlarinin tahmini i¢in ARIMA modelleri ve destek vektdr makinelerine (SVM)
dayali melez bir yaklasim dnermekte, Zhou ve Hu (2008) yilinda Grey ve ARIMA

modellerini temel alan melez bir yaklagim 6nermistir.

ARIMA modellerinin parametre tahmini i¢in kullanilan bir¢cok yontem bulunmaktadir.
Pargacik siirii optimizasyonu da bu yontemlerden bir tanesidir. Optimizasyon,
muhtemel ¢oziimlerden olusan bir kiimedeki en uygun ¢oziimii, problemle ilgili
kisitlart da g6z onilinde bulundurarak elde etmeye ¢alisan tekniklere verilen isimdir.
Pargacik siirli optimizasyonu (Particle Swarm Optimization), Kennedy ve Eberhart
(1995) de gelistirilen popiilasyon tabanli sezgisel bir optimizasyon teknigidir. Y ontem
basitlestirilmis sosyal modellerin simiilasyonu ile gelistirilmistir. Bu konuyla ilgili
literatiirde, Genetik algoritma ile ARIMA modelinde parametrelerin tahmini Armano
vd. (2005) calismasinda gergeklestirilmistir, Ong vd. (2005) ise ARIMA modelinde
model belirleme problemini genetik algoritma ile ¢Ozlimlemeye c¢alismistir.

Behnamian ve Fatemi Ghomi (2010) PSO yontemini benzetim tavlamasi (SA)



yontemiyle melezleyerek zaman serisi 6ngorii modelinde parametre tahmini i¢in yeni
bir meta-sezgisel optimizasyon algoritmasi ortaya koymustur. Li-xia, Yi-qi ve Xue-
yong (2011), destek vektor makinesi (SVM) yontemini bir vergi 6ngorii modeline PSO
yontemiyle birlestiren yeni bir algoritma Onermektedir. Asadi vd. (2011)
caligmalarinda, ARIMA modelinin parametrelerinin tahmini i¢in PSO yontemini
kullanmistir. Onerilen modelde, bir zaman serisi verisinin gelecek degeri, gecmis
degerlerinin dogrusal bir fonksiyonu olarak kabul edilir. Onerilen yéntemde veri seti
egitim ve test verisi olarak ayrilarak, test performansi yiiksek olacak sekilde parametre
tahminleri elde edilmeye calisilir. Asadi vd. (2011) yilinda sabit terimli AR(2)

modelini incelemistir.

Bu calismada mevsimsel ve mevsimsel olmayan ARIMA modellerinde, model
derecesinin belirlenmesi test kiimesine dayali bir yaklasimla ve parametrelerin tahmini
degistirilmis PSO yontemi ile tahmin edildigi yeni bir algoritma ortaya koyulmustur.
Onerilen yontem Asadi vd. (2011) yaklasimi ve literatiirdeki diger yontemler ile bazi
gercek hayat verileri iizerinden karsilastirilmistir. ikinci boliimde ARIMA modelleri

ile ilgili genel bilgiler, kuramsal ¢ikarimlar verilmistir.



BOLUM 2. KAYNAK ARASTIRMASI

2.1. BOX-JENKINS MODELLERININ KURAMSAL YAPISI

Box-Jenkins modelleri olarak bilinen ARIMA modellerinin zaman serisi Ongorii
probleminde nasil uygulanacagi Box ve Jenkins (1976) ¢alismasinda bir prosediir
haline getirilmistir. Bu bdlimde ARIMA modelleri ve Box-Jenkins prosediirii

Ozetlenmistir.

2.1.1 Duragan Olmayan Dogrusal Olasiliksal Siirecler (ARIMA)

Gergek hayat zaman serileri duragan olabilecegi gibi ¢cogunlukla duragan olmayan
yapida da olabilmektedir. Duragan zaman serilerinde fark parametresi d sifir olarak
alinirken, biitlinlesmenin derecesine gore fark parametresi genelde 1 veya 2
olabilmektedir. Otoregresif terimlerin sayisi p, hareketli ortalama terimlerinin sayisi
ise q ile gosterilmektedir. Periyodik olmayan zaman serileri i¢in bu terimlerin sayisi

da 1 veya 2 olabilmektedir. ARIMA(p, d, q) modeli (1) esitligindeki gibi yazilir.

#(B)A—B)" (Z, — 1) =0(B)a, (1)
#(B)=(1-#B—---—¢,B") 2
3)

0B)=Q1+6B+---+6,B?)

Mevsimsel terimleri iceren SARIMA modeli ise Z,, u# ortalamali bir zaman serisi igin

asagidaki esitlikler ile tanimlanir.

H(B)D(B*)(1—B)" (L- B)°(Z, - 1) = O(B)O(B)a, @

Burada,

#(B) =B~ ,B") ©



0(B)=@1+60B+---+6,B?) ©)

®(B)=(1-P,B* -~ ®,B*) (7

O(B)=(1+0O,B° +---+ ®,B*?) ®

(4) modeli kisaca SARIMA(p, d,q)(P,D,Q), ile gosterilmektedir. SARIMA

modellerinin kullanimi i¢in de BJ yaklagimi kullanilir.

2.1.2 Box-Jenkins Yontemi

Box-Jenkins yontemi 1976 yilinda George E.P.Box ve Gwilym M. Jenkins
tarafindan onerilmistir. Bu yontem zaman serisine en uygun ARMA modelini bulmay1
saglayan ve giinlimiize kadar bircok bilimsel calismada kullanilmis etkili bir

yontemdir.

Box-Jenkins yontemi dort ana asamadan olusmaktadir. Bunlar,

e Model bulma asamasi
e Parametre tahmini asamasi
e Artik analizi asamasi

e Gelecekle ilgili tahmin yapma agamasi

olarak isimlendirilir.



Box-Jenkins yontemi ile modellenecek zaman serisinin duragan olmasi igin gerekirse
Box-Jenkins yontemi uygulanmadan 6nce zaman serisi fark alinarak ya da dontisiimler
ile duraganlastirilmalidir. Duragan zaman serisi Sekil 1’deki akis diyagraminda verilen

sekilde modellenir.

PR—
| Duragan zaman serisiigin aday bir ARMA(p,q) modeli belirle |

| Adav model icin parametre tahminlerini elde et |

|

—| Artiklan olustur ve analiz et
I| Artik analize gire model veterlidir | | Artik analize gire model yetersizdir l_
_ | Model igin gelecek tahminlerini elde et |

Sekil 1. Box-Jenkins Algoritmasi Akig Diyagrami.

2.1.2.1 Model Bulma Asamasi

BJ yOnteminin uygulanmasinda 6nemli bir asama model bulma asamasidir. Bu
kisimda arastirmaci tecriibelerini kullanarak c¢esitli grafik ve istatistiklerden
yararlanma yoluyla uygun bir model ya da aday modeller segebilir. Model se¢iminde

kilavuz olarak teorik bilgilerin 6zetlendigi Tablo 1 kullanilabilir.



Tablo 1. Baz1 ARMA Modelleri igin Otokorelasyon ve Kismi Otokorelasyon Fonksiyonunun

Durumlari.

Model Otokorelasyon K. Otokorelasyon

Yalnizca ¢11
AR(L) Ustel ya da siniissel azalma

stfirdan farkli

ARMA(1,1) Ustel azalma Ustel azalma

MAGQ) Yalnizca p;sifirdan farkly Ustel ya da Siniissel azalma
AR() Ustel ya da siniissel azalma Yalnizca I; ve I, sifirdan farkli
MA(2) Yalnizea p, ve p, sifirdan Ustel ya da siniissel azalma

farkli

Tablo 1 iginde ger¢ek hayat zaman serilerinin ¢éziimlenmesinde sik kullanilan AR(1),
MA(1), ARMA(1,1), AR2) ve MA(Q)
otokorelasyon bilgileri verilmistir. Model bulma asamasinda zaman serisinin
otokorelasyon ve kismi otokorelasyon katsayilariin grafikleri yardimiyla tablodan
aday model segilir. Diger bir yaklasim ise degisik p ve q degerleri i¢in Akaike bilgi
kriteri gibi Olciitlerin kullanilmasidir. Bu yontem bilgisayar uygulamalarinda en sik

kullanilan yontemlerden biridir. Genisletilmis otokorelasyon fonksiyonuda model

stireclerinin otokorelasyon ve kismi

bulma asamasinda kullanilan bir grafik olarak literatiirde yer almaktadir.



2.1.2.2 Parametre Tahmini Asamasi

Parametre tahmin agsamasinda ARIMA modellerindeki otoregresif ve hareketli
ortalama parametreleri ¢oziimlenen seriye 6zgii olarak belirlenmeye ¢aligili. ARIMA
modellerinde parametre tahmini i¢in dogrusal ve dogrusal olmayan en kiigiik kareler
yaklasimlari, en ¢ok olabilirlik yaklagimi, Bayesci tahmin yontemleri kullanilmaktadir.

Giinay ve ark. (2007)’de en ¢ok olabilirlik yaklasimlar1 asagidaki gibi 6zetlenmistir.

X,y t=12,..,n zaman serisi, Z,’ler ise standart normal dagilimli rasgele

degiskenlerden olusan bir beyaz giiriiltii siireci olsun. ARMA siirecinin logaritmik tam

olabilirlik fonksiyonu agagidaki gibi yazilabilir:

)
, S(0.0
(0.0, 5,) = f(go,&)—g.ln(az 2n)—%

z

f(,0), siirecin derecesine gore degisen ¢ ve @ ’ya dayal fonksiyon olup, S(¢,0)

ise en kiiciik kareler fonksiyonudur. Bu fonksiyon,
\ 2
S(p.0) =) Z; (10)
t=1

seklinde verilmektedir. En kii¢iik kareler fonksiyonun hesaplanmasinda geriye dogru

tahmin yontemi kullanilabilir.

2.1.2.3 Artik Analizi Asamasi

Bu asamada Box-Ljung testinden yararlanilabilir. Test istatistigi

< 2 (11)
Q=n(n+2)zn—_'. . Q~ xk



olmaktadir. Artiklar bagimsiz ve normal dagilimli oldugu sifir hipotezi asagidaki

verilmistir.

H,:Z, ~NID(0,07) yada Q=0 (12)

« anlam diizeyi i¢in Q> X _,, ise sifir hipotezi reddedilir. Yani modelin artiklart

uygun degildir sonucuna ulasilir. Bu durumda model bulma agamasina geri doniilmesi
gerekir. Sifir hipotezi kabul edilmisse modelin performans 6lgiitii (AIC, BIC gibi) elde
edilir. Olgiit istenen diizeyde ise gelecekle ilgili tahminler yapilabilir. Eger istenen
diizeyde degilse model bulma agamasina doniiliir. Performans 6lgiitii en iyi olan model

icin gelecekle ilgili tahminleri yapilir.

Diger bir yontem Partmenteau test istatistigidir.

Q=nY i  Q~ 1,y (13)

Bu testin uygulanmasi da Box-Ljung testinde oldugu gibidir.

Modeldeki toplam parametre sayisi (m) , 6rneklem biiytikliigii (n) , artik kareler
toplami1 AKT olmak iizere Akaike Bilgi 6lgiitii (AIC) ve Bayesci Bilgi Olgiitii (BIC)
istatistikleri asagidaki gibi hesaplanir.

(14)
AIC(m) = nlog(£j+2m
n-m
15
BIC(m)=nIog{ AKT}mlogn )
n—m



2.1.2.4 Gelecek Tahmini Yapma Asamasi

Gelecek tahmini yapma asamasinda modelin 6ngoériileri elde edilir. ARMA(2,2)
modeli i¢in Ongdriilerin nasil elde edilecegi Giinay ve ark. (2007)’de asagidaki gibi
verilmistir.

A

n gozlemli bir zaman serisi verilsin. X nk 1le zaman serisinin k donem ondeki tahmin

degeri (6ngoriisii) gosterilsin. Bu deger asagidaki gibi elde edilebilir.

Xn+1 = ¢1Xn +¢2Xn—1 +Zn+1 +012n +022n—1 (16)

Burada X, ve X, , gozlemlenmistir. Z,veZ, A , yerine de tahmin edilen artiklar

kullanilir. Bu durumda tek bilinmeyen Z, ., ‘dir. Bu deger de sifir kabul edilebilir. Bu

n+l

A

durumda bir adim éndeki tahmin X n1 asagidaki gibi hesaplanir.

><n,1 = ¢1Xn +¢2Xn—1 +‘9lzn +‘9zzn—1 (17)
Xn+2 = ¢1Xn+1 +¢2Xn +Zn+2 +len+l +922n (18)

formiilii elde edilir. Burada Z,,, ve Z,,, sifir olarak alinir. Bilinmeyen X, Yerine
ise X n1 alir ise anz asagidaki gibi hesaplanir.
Xn,2 :¢1Xn,1+¢2xn +0,Z, (19)

Ayni islemler k-2 kez tekrarlanirsa k donem ileri tahmin elde edilebilir. k donem

ileri Ongoriiyii bulurken, X .. (j>0, j<k) ‘ler tahminleri ile yer degistirir,

n+j

Z,.; (j=0)’ler de sifir kabul edilir. Z _; (j>0)’lerin yerine ise tahmin edilmis

artiklar getirilir.



BOLUM 3. MATERYAL VE YONTEM

3.1. PARCACIK SURU OPTIMIiZASYONU (PSO)

Pargacik siirii optimizasyonu ilk kez Kennedy ve Eberhart (1995) tarafindan
Onerilmistir. Son yillarda basitligi, yiiksek ¢oziim kalitesi ve miilkemmel yakinsama
ozellikleri ile yaygin bir uygulama alani bulmaktadir. PSO yontemi kus siiriilerinin
davraniglarindan esinlenerek ortaya koyulmus sezgisel bir optimizasyon yontemidir.

Standart PSO yonteminde ¢6ziimler parcacik olarak isimlendirilir. PSO algoritmasinin
yakinsama hiz1 yiiksek ve etkin bir algoritmasi degistirilmis parcacik siirii
optimizasyonudur. Degistirilmis parcacik siiri optimizasyonunun adim adim
algoritmas1 asagida verilmistir. Algoritmanin isleyisi ise Sekil 2’deki akis

diyagraminda gorsel hale getirilmistir.

| BASLANGIC POZISYONLARINT VE HIZLARINT URET |

HERBIR PARCACIGIN UYGUNLUK FONKSIYONU
DEGERLERINI HESAPLA

| PBEST VE GBEST HESAFLA |

YENI HIZ VE POZISYON DEGERLERINI HESAPLA ]

HERBIR PARCACIGIN YENI POZISYON DEGERLERI ICIN
UYGUNLUK FONKSIYONU DEGERLERINI HESAPLA-

PBEST VE GBEST GUNCELLE HAYIR

GBEST ICIN BESAPLANAN UYGUNLUK DEGER! YETERLI MI?

l EVET

BITIR

Sekil 2. Parcacik Siirii Optimizasyonu Akis Diyagrami.
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Degistirilmis pargacik siirli optimizasyonu

Adim 1. Baslangi¢ pozisyonlarini ve hizlari iiret.
0 0) (0 o
PO = (90D, 0@} =12, pm (20)

0 _ {0  (0)
Vi = {vi,l'vi,Z""'

vf";)},i =12, ..,pn (21)

0),.,00 . . . , , .
B veV, 1. pargacigin pozisyon ve hizlarini gosteren vektorlerdir.

Adim 2. Her bir parcacigin baslangi¢ pozisyon degerlerine gore uygunluk fonksiyonu

degerlerif; ;i = 1,2,...,pn hesaplanir.

Adim 3. Pbest ve gbest belirlenir.
Pbest tiim parcaciklarin en iyi pozisyonlarinin saklandigi kisisel hafizalaridir, gbest

ise popiilasyon i¢in en 1yi pozisyonlarin saklandig1 hafizadir.

pbest(? ={Pb{,PbY, .., Pb{}}, i =12,...pn (22)
ghest® = {git),ggt), ...,gg)} (23)

Adim 4. Yeni hiz degerleri ve pozisyon degerleri hesaplanir.

vi(,';.ﬂ) = w X vg-) + ¢y X rand; X (Pbl.(j-) — pl(?) + ¢, X rand, X (g](.t) — pl(?)
(24)
t+1 ¢ ¢
Py ) =pig vy (25)

Burada maxt ve t sirasiyla maksimum iterasyon sayist ve gegerli iterasyon sayisini
gosterir. ¢q, ¢, ve w ise sirasiyla, biligsel, sosyal katsayilar1 ve eylemsizlik agirligini

gosterir.

Adimm 5. Her bir pargaci@in yeni pozisyon degerlerine gore uygunluk degerleri
yeniden hesaplanir, Pbest ve gbest giincellenir. gbest ic¢in hesaplanan uygunluk
degeri eger belirli bir degerin altinda ise yada maksimum iterasyon sayisina ulagildi

ise algoritma durdurulur aksi halde Adim 4’e geri doniiliir.
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3.2. ARIMA MODELLERINDE PARAMETRELERIN PSO iLE TAHMINi

Mevsimsel ve mevsimsel olmayan ARIMA modellerinde parametre tahmini igin
dogrusal olmayan fonksiyonlarin kisitli optimizasyonuna ihtiya¢ vardir. Bu ¢alismada
nlimerik optimizasyon problemlerinin ¢oziimiinde etkin sonug veren PSO algoritmasi
parametre tahmini i¢in kullanilmistir. Optimizasyon problemi genel olarak asagidaki

gibi ifade edilir.
Mevsimsel ARIMA modelindeki parametreler vektorti;

B E= [,u, @1, @2, ey Qp, 91, 62, ey Hq, (Dl' q)z, Coc q)P' @1, @2, ey @Q]

seklinde yazilabilir. En kiigiik kareler fonksiyonu [’ya gore minimize edilerek

modelin parametreleri tahmin edilir. Boylece optimizasyon problemi,
m[}n Z?:max(p,q,P,Q) af (26)

olarak ifade edilir. Optimizasyon probleminin ¢oziimiinde PSO algoritmasinin
kullanilmast i¢in uygunluk fonksiyonu olarak (26) da verilen en kiiclik kareler
fonksiyonu aliir. Ayrica bir pargacigin pozisyonlart f vektoriiniin elemanlar1 yani
parametrelerin tahmin degerleridir. u parametresi hari¢ diger tiim parametreler -1 ile 1
araliginda smirlandirilir. Bunun i¢in degistirilmis PSO algoritmasindaki her bir
pozisyon degeri glincellendikten sonra (27) formiilii ile istenilen (-1,1) araligina

cekilir. t. iterasyondaki .pargacigin j. pozisyon degeri igin

p() = max(~1,min(p?), 1)) 27)

formila kullanilir.
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BOLUM 4. ARASTIRMA BULGULARI

4.1. Uygulama

Uygulamada ilk olarak “Giresun Meteoroloji Miidiirliiglinden” alinan meteorolojik
parametreler ile olusturulan zaman serileri kullanilarak PSO’ya dayali ARIMA
yonteminin performansi arastirilmistir. ilk meteorolojik zaman serisi giiniin yirmi dort
saati icin Meteoroloji miudiirligii tarafindan OGlglilen minimum  sicaklik
parametrelerinden alinmigtir. Zaman serisi, giinlilk zaman serisi olup, gozlemler her
giiniin yirmi dort saatlik minimum sicakliklarinin ortalamasi olarak elde edilmistir. 1
Ocak 2017 ve 31 Aralik 2017 tarihleri arasindaki giinliik zaman serisi 365 gozleme
sahip olup, grafigi Sekil 3’de verilmistir.

14
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Sekil 3. Minimum Sicakliklarinin Ortalama Veri Grafigi.
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Sample Autocorrelation Function
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Sekil 4. Minimum Sicakliklarinin Ortalama Otokorelasyon Grafigi.

Sample Partial Autocorrelation Function
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Sekil 5. Minimum Sicakliklarinin Ortalama Kismi Otokorelasyon Grafigi.

Zaman serisindeki bilesenleri daha iyi anlayabilmek i¢in, otokorelasyon ve kismi
otokorelasyon grafikleri elde edilmis ve Sekil 4 ve Sekil 5’de verilmistir.

Otokorelasyon ve kismi otokorelasyon grafikleri de seride ilk 8 ay i¢in azalan bir
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grafik oldugu, periyodik baskin bir hareketin olmadigini gostermektedir. Serinin

duragan bir seri oldugu goriilmektedir.

Verideki duragan disiligin arastirilmasi i¢in ADF testi uygulanmistir. Serinin diizeyi
icin 3 tiir ADF testi i¢in elde edilen p-degerleri ve AIC degerleri Tablo 2’de

verilmigtir.

Tablo 2. Minimum Sicaklik Ortalamasi1 ADF Testi.

Model Gecikme 1
p-degerleri 0,001
AR
AIC 1833,46
p-degerleri 0,001
ARD
AlC 1833,46
p-degerleri 0,001
TS
AlIC 1833,46

Tabloya gore p degeri 0,05 den kiiciik oldugu icin seride birim kokiin olmadig: ve

serinin duragan oldugu sonucuna vartlir.

Duragan zaman serisi i¢in ilk olarak Wei (2006) da onerilen birinci tiirevlere dayali
parametre tahmin yontemi kullanilarak ARIMA modeli ile zaman serisi
¢ozlimlenmistir. Coziimlemede Matlab’da  yazdigimiz kod dosyast (Ek 1)
kullanilmistir. Yazilan kodda mevsimsel olmayan veri i¢in 14 adet alternatif model test
kiimesi performansina gore karsilastirilarak en 1yi model se¢ilmektedir. Bu 15 model,
AR kisminin derecesi 0,1,2 ve 3, MA kisminin derecesi 0,1,2,3 alinarak ve karma
modeller de dikkate alinarak tiim kombinasyonlar i¢in toplamda elde edilen 16
modelden AR kism1 ve MA kisminin derecesinin sifir oldugu durum goz ardi edilerek

bulunmaktadir.
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Wei’nin yontemi i¢in en uygun model ARIMA(1,0,0) modeli olup elde edilen

parametre tahmin sonuglar1 Tablo 3’de verilmistir.

Tablo 3. Minimum Sicaklik Ortalamas1 Wei Yontemi Parametre Tahminleri.

Anlamhhk
Parametre Tahmin t Kovaryans Matrisi
Degeri
Sabit 1,9654 7,9202 0,0000 0,0615 0,0088
AR 0,5617 12,6821 0,0000 -0,0088 0,0020

Duragan zaman serisi ikinci olarak PSO’ya dayali parametre tahmin yontemi ile
¢oziimlenmistir. Cozlimlemede Matlab’da yazdigimiz kod dosyast (Ek 2)
kullanilmistir. Yazilan kodda mevsimsel olmayan veri i¢in diger kod ile verilen 15 adet
alternatif model test kiimesi performansina gore karsilagtirilarak en iyi model
secilmektedir. PSO’ya dayali yontemlerde bulunan model ARIMA(1,0,0) modelidir ve

parametre tahmin sonuglar1 Tablo 4 ‘de verilmistir.

Tablo 4. Minimum Sicaklik Ortalamasi1 PSO Parametre Tahminleri.

Anlamhhk
Parametre Tahmin t Kovaryans Matrisi
Degeri
Sabit 1,9654 7,9202 0,0000 0,0615 0,0088
AR 0,5617 12,6821 0,0000 -0,0088 0,0020
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Ayrica ARIMA(1,0,0) modelinde parametre tahmini yapilirken PSO algoritmasinda

uygunluk fonksiyonunun iterasyonlardaki azalis1 Sekil 6’da grafik olarak verilmistir.

315 T T T T T T T T T

3.1

2.85

2.8

2-75 1 1 1 1 1 1 1 1 1
0 20 40 60 80 100 120 140 160 180 200

iterasyon Sayisi

Sekil 6. PSO iterasyonlarinda Uygunluk Fonksiyonu Deger Grafigi.

Wei yontemi ve PSO yontemlerine dayali olarak elde edilen 6ngorii sonuglari Tablo
5’de verismistir. Tabloda verilen sonuclar doniisiim sonrasi elde edilen veriler i¢in dir.
Tabloda ayrica Holt (1957) de Onerilen Holt’un dogrusal trend yontemi ve Yapar
(2016) da onerilen ATA yontemlerinden elde edilen 6ngorii sonuglart da verilmistir.
Ongoriiler icin hata kareler ortalamas1 karekdk degeri (HKOK) ve hatanin mutlak

yiizdelik ortalamas1 (HMY O) 6l¢iitleri hesaplanmaistir.

HKOK = \/% (2, - 2,)° (28)

Zy—Z;

= (29)

1
HMYO = -¥7,
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Tablo 5. Minimum Sicaklik Ortalamas1 Ongérii Sonuglari.

Test Verisi Holt ATA Wei Yontemi ARIMA-

Y ontemi Yontemi PSO
8 8,4131 7,7273 6,9088 6,9128
7,4 8,1153 7,8768 6,4594 6,4619
4,3 7,5886 7,6175 6,1223 6,1237
1,9 5,1130 5,8132 4,3809 4,3766
3,5 2,6947 3,6858 3,0328 3,0240
3,2 3,3196 3,5743 3,9315 3,9258
2,2 3,2440 3,3612 3,7630 3,7567
5,7 2,4684 2,7248 3,2013 3,1931
0,6 4,9308 4,3069 5,1674 5,1657
-0,3 1,6659 2,3152 2,3025 2,2914
-0,6 0,1921 0,9058 1,7969 1,7842
0,1 -0,3928 0,0865 1,6284 1,6151
-1 -0,0046 0,0729 2,0216 2,0096
-2,5 -0,7434 -0,5152 1,4037 1,3897

HKOK 2,0974 2,1536 2,4135 2,4083

HMYO 1,8307 1,6826 2,9292 2,9148

Ikinci olarak meteorolojik zaman serisi giiniin yirmi dort saati icin Meteoroloji
mudiirligii tarafindan 6lglilen maksimum sicaklik parametrelerinden hesaplanmaistir.
Zaman serisi, giinliik zaman serisi olup, gozlemler her gilinlin yirmi dort saatlik
maksimum sicakliklarinin ortalamasi olarak elde edilmistir. 1 Ocak 2017 ve 31 Aralik
2017 tarihleri arasindaki giinliik zaman serisi 365 gozleme sahip olup, grafigi Sekil

7’de verilmistir.
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Sekil 7. Maksimum Sicaklik Ortalama Veri Grafigi.
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Sekil 8. Maksimum Sicaklik Ortalama Otokorelasyon Grafigi.
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] Sample Partial Autocorrelation Function
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Sekil 9. Maksimum Sicaklik Ortalama Kismi Otokorelasyon Grafigi.

Zaman serisindeki bilesenleri daha iyi anlayabilmek i¢in, otokorelasyon ve kismi
otokorelasyon grafikleri elde edilmis ve Sekil 8 ve Sekil 9’da verilmistir.
Otokorelasyon ve kismi otokorelasyon grafikleri de seride ilk 8 ay i¢in azalan bir
trendin oldugu, agustos ayindan sonra artan bir trendin oldugu ve periyodik baskin bir
hareketin olmadigin1 gostermektedir. Serinin varyansindaki degisimini azaltmak i¢in
seriye dogal logaritmik doniisiim uygulanmistir. Doniisiimden once serideki tiim
degerlere negatif degerlerden kurtulmak icin 5 degeri eklenmistir. Yani orijinal x,

serisi asagidaki doniisiime tabi tutulmustur.

Yt = In(x; +5)
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Verideki duragan disiligin arastirilmast i¢in ADF testi uygulanmistir. Serinin diizeyi

i¢in 3 tiir ADF testi i¢in elde edilen p-degerleri ve AIC degerleri Tablo 6’da verilmistir.

Tablo 6. Maksimum Sicaklik Ortalamas1 ADF Testi.

Model Gecikme 1 2 3 4 5

p-degerleri  0,527038 0,564656 0,590828 0,559894 0,535896

AR AIC -385,895 -400,636 -405,004 -410,499 -407,989

p-degerleri  0,0011 0,0147 0,0465 0,1000 0,0937

ARD AIC -400,501  -409,608 -411,426 -415,086 -412,709

p-degerleri  0,002056  0,02818 0,101291 0,170633 0,133228

TS AIC 402,114 409,901 -410,974 -414,809 -412,966

Tabloya gore en 1yi AIC degerine sahip model “ARD” olup, p degeri 0,05 den biiyiik
oldugu i¢in seride birim kokiin oldugu sonucuna varilir. Serinin birinci farki alinarak

ADF testi tekrar uygulanirsa asagidaki Tablo 7°de elde edilir.

Tablo 7. Maksimum Sicaklik Ortalamasi Birinci Fark ADF Testi.

Model Gecikme 1 2 3 4 5
p-values 0,00 0,00 0,00 0,00 0,00
AR AIC -402,586  -406,986 -412,448 -409,904 -406,862

p-values  0,0010  0,0010 0,000  0,0010  0,0010

ARD AIC -400,607  -405,01  -410,439 -407,889 -404,844

p-values  0,0010 0,0010 0,0010 0,0010 0,0010

TS AIC -398,729  -403,164 -408,466 -405,878  -402,83
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Tablo 7 incelenirse en iyi modelin 5 gecikmede ‘AR’ modeli oldugu anlasilmaktadir.
ADF testi sonucuna gore ise p degeri 0,05 den kiiciik oldugu i¢in seri birinci farkinda

duragan olmaktadir.

Duragan zaman serisi icin ilk olarak Wei (2006) da Onerilen birinci tiirevlere dayali
parametre tahmin yontemi kullanilarak ARIMA modeli ile zaman serisi
¢Oziimlenmistir. Coziimlemede Matlab’da  yazdigimiz kod dosyast (EK 1)
kullanilmistir. Yazilan kodda mevsimsel olmayan veri i¢in 15 adet alternatif model test
kiimesi performansina gore karsilastirilarak en iyi model secilmektedir. Bu 15 model,
AR kisminin derecesi 0,1,2 ve 3, MA kisminin derecesi 0,1,2,3 alinarak ve karma
modeller de dikkate alinarak tiim kombinasyonlar i¢in toplamda elde edilen 16
modelden AR kism1 ve MA kisminin derecesinin sifir oldugu durum goz ardi edilerek
bulunmaktadir. Wei (2006) yontemi i¢in en uygun model ARIMA(0,1,0) modeli olarak
elde edilmektedir.

Duragan zaman serisi ikinci olarak PSO’ya dayali parametre tahmin yontemi ile
cozlimlenmistir. Coziimlemede Matlab’da  yazdigimiz kod dosyast (Ek 2)
kullanilmistir. Yazilan kodda mevsimsel olmayan veri i¢in diger kod ile verilen 15 adet
alternatif model test kiimesi performansina gore karsilastirilarak en iyi model
secilmektedir. PSO’ya dayali yontemlerde bulunan model ARIMA(1,1,1) modelidir ve

parametre tahmin sonuglart Tablo 8’de verilmistir.

Tablo 8. Maksimum Sicaklik Ortalamasi Parametre Sonuglari.

Anlamhhk
Parametre Tahmin T Kovaryans Matrisi
Degeri
Sabit 0,00 -0,32 0,75 0,0001 0,0004 -0,0005
ARI 0,58 3,37 0,00 0,0004 0,0295 -0,0284
MAI -0,81 -4,65 0,00 -0,0005 -0,0284 0,0302
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Ayrica ARIMA(1,1,1) modelinde parametre tahmini yapilirken PSO algoritmasinda

uygunluk fonksiyonunun iterasyonlardaki azalig1 Sekil 10’da grafik olarak verilmistir.

HKOK

0 20 40 60 80 100 120 140 160 180 200
iterasyon Sayisi

Sekil 10. PSO iterasyonlarinda Uygunluk Fonksiyonu Degeri.

Wei (2006) ve PSO yontemlerine dayali olarak elde edilen 6ngorii sonuglari Tablo 9°da
verilmistir. Tabloda verile sonuclar donilisim sonrasi elde edilen veriler i¢in elde
edilmistir. Tabloda ayrica Holt ve ATA yontemlerinden elde edilen 6ngdrii sonuglari

da verilmistir.
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Tablo 9. Maksimum Sicaklik Ortalamas1 Ongérii Sonuglari.

Test Verisi Holt Yontemi ATA Yontemi Wei Yontemi ARIMA-PSO

15,9500 18,0530 17,8534 18,0125 16,4173
12,5208 15,9869 16,0921 15,9500 15,14789
9,8083 12,5525 12,7484 12,5208 12,6423
9,5167 9,8336 9,9962 9,8083 10,4375
8,5667 9,5414 9,5544 9,5167 10,0443
8,3500 8,5908 8,6371 8,5667 9,1469
6,3000 8,3738 8,3724 8,3500 8,8266
9,9375 6,3203 6,4455 6,3000 7,0468
11,2250 9,9632 9,6245 9,9375 9,7198
11,3792 11,2533 11,0948 11,2250 10,6927
13,2708 11,4085 11,3642 11,3792 10,8695
16,0458 13,3018 13,1088 13,2708 12,3258
15,7125 16,0815 15,7864 16,0458 14,4704
13,4125 15,7490 15,7448 15,7125 14,4724
HKOK 2,0816 2,1238 0,1290 0,1286
HMYO 0,1564 0,1613 0,0379 0,0408
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BOLUM 5. TARTISMA VE SONUC

Bu c¢alismada ARIMA modellerinde parametre tahmini asamasinda parcacik siirii
optimizasyonunun kullanilmasi tartisilmistir. Wei (2006) ¢alismasinda 6nerilen klasik
birinci tiirevlere dayali parametre tahmin yontemi ile karsilastirmali sonuglar elde
edilmistir. Giresun Meteoroloji Miidiirliigiinden alinan meteorolojik parametreler ile
olusturulan Minimum ve Maksimum sicaklik verileri izerine yapilan uygulamada Wei
(2006) yontemi ile PSO’ya dayali ARIMA yontemlerine ek olarak HOLT ve ATA

yontemleri de karsilastirilmistir.

Minimum sicaklik verisi i¢in Wei (2006) yontemine gore elde edilen en uygun model
ARIMA(1,0,0) modeli olup, PSO’ya dayali yontemde bulunan model ARIMA(1,0,0)
modelidir. RMSE degeri ‘2,4083’ olan PSO’ya dayali yontem Wei(2006) yontemine
gore daha 1yi sonug vermis ve en 1yi performansa sahip model PSO’ya dayali ARIMA
yontemi olan ARIMA(1,0,0) modelidir. Ayrica karsilastirdigimiz diger yontemlerden
biri olan HOLT yontemi ise ‘2,0974° olan RMSE degeri ile veri setine en uygun sonug

veren yontem olmustur.

Maksimum sicaklik verisi igcin Wei (2006) yontemi icin en uygun model
ARIMA(0,1,0) modeli olup, PSO’ya dayali yontemlerde bulunan model
ARIMA(1,1,1) modelidir. RMSE degeri ‘0,1286° olan PSO’ya dayali yontem
Wei(2006) yontemi dahil diger tiim yontemlere gore daha iyi sonug¢ vermis ve en iyi
performansa sahip model PSO’ya dayali ARIMA yontemi olan ARIMA(1,1,1)

modelidir.
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EKLER

EK 1- Wei Yontemi

function
[RMSEtest, MAPEtest,xtahg,xtahtestg, Alfat,VValfa,thesap,Sig]=armapqgtahtestMs(x,M
p,d,D,s,Mq,ntest)
%Derece matris te veriliyor MP=[1 4] , Mqg=[1 2 4 8]
p=max(Mp);q=max(Mq);np=length(Mp);ng=length(Mq);
rand(‘seed’,123456789);
if Mg==
ng=0;
end
if Mp==0
np=0;
end
if (d==1)&&(D==0)
y=X
x=diff(x);
elseif (d==1)&&(D==1)
y=X,
x=diff(x);
nx=length(x);
X=X(s+1:nx)-Xx(1:nx-s);
elseif (d==0)&&(D==1)
Y=X;
nx=length(x);
X=X(s+1:nx)-X(1:nx-s);
elseif (d==0)&&(D==0)
y=X;
end
ny=Ilength(y);
md=max(p,q);n=length(x)-ntest;
Alfa0=unifrnd(0,1,np+nq+1,1);
if (0>0)&&(p>0)
hata=10;eps0=10"-4;
k=0;
while hata>eps0
k=k+1
if k>100
break
end
for j=1:md
e()=0;
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xtah({)=x(j);
end
for i=md+1:n
xtah(i)=Alfa0(1);
for j=1:np
xtah(i)=xtah(i)+Alfa0(j+1)*x(i-Mp(j));
end
for j=1:nq
xtah(i)=xtah(i)+Alfa0(j+np+1)*e(i-Mq(j));
end
e(i)=x(i)-xtah(i);
end
Xa=[ones(n,1),lagmatrix(x(1:n),Mp),lagmatrix(e’,Mq)];
Xa=Xa(md+1:n,:);
Delta=inv(Xa'*Xa)*Xa*e(md+1:n)";
Alfat=Alfa0+Delta;
hata=norm(Alfat-Alfa0,2);
AlfaO=Alfat;
end
Sigmatah=mean(e(md+1:n)."2);
Valfa=Sigmatah*inv(Xa™*Xa);
for j=1:np+ng+1
thesap(j)=Alfat(j)/(Valfa(j,j)"0.5);
if thesap(j)>0
Sig(j)=2*(1-tcdf(thesap(j),n-1));
else
Sig(j)=2*(tcdf(thesap(j),n-1));
end
end
elseif (p>0)&&(g==0)
Xa=[ones(n,1),lagmatrix(x(1:n),Mp)];
Xa=Xa(md+1:n,:);
Alfat=inv(Xa'*Xa)*Xa*x(md+1:n);
e=x(md+1:n)-Xa*Alfat;
Sigmatah=mean(e."2);
Valfa=Sigmatah*inv(Xa™*Xa);
for j=1:np+ng+1
thesap(j)=Alfat(j)/(Valfa(j,j)"0.5);
if thesap(j)>0
Sig(j)=2*(1-tcdf(thesap(j),n-1));
else
Sig(j)=2*(tcdf(thesap(j),n-1));
end
end
elseif (p==0)&&(g>0)
hata=10;eps0=10"-4;
k=0;
while hata>eps0
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k=k+1
if k>100
break
end
for j=1:md
e(j)=0;
xtah(j)=x();
end
for i=md+1:n
xtah(i)=Alfa0(1);
for j=1:nq
xtah(i)=xtah(i)+Alfa0(j+np+1)*e(i-Mq(j));
end
e(i)=x(i)-xtah(i);
end
Xa=[ones(n,1),lagmatrix(e',Mq)];
Xa=Xa(md+1:n,:);
Delta=inv(Xa'*Xa)*Xa*e(md+1:n)’;
Alfat=Alfa0+Delta;
hata=norm(Alfat-Alfa0,2);
Alfa0=Alfat;
end
Sigmatah=mean(e(md+1:n)."2);
Valfa=Sigmatah*inv(Xa'*Xa);
for j=1:np+ng+1
thesap(j)=Alfat(j)/(Valfa(j,j)"0.5);
if thesap(j)>0
Sig(j)=2*(1-tcdf(thesap(j),n-1));
else
Sig(j)=2*(tcdf(thesap(j),n-1));
end
end
end
%Test Kiimesi Ongoriileri
if (d==1)&&(D==0)
if g>0
for j=1:md
e(j)=0;
e2(j)=0;
xtah(j)=x();
end
for i=md+1:n+ntest
xtah(i)=Alfat(1);
for j=1:np
xtah(i)=xtah(i)+Alfat(j+1)*x(i-Mp(j));
end
for j=1:nq
xtah(i)=xtah(i)+Alfat(j+np+1)*e(i-Mq(j));
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end
e(i)=x(i)-xtah(i); e2(i)=abs((x(i)-xtah(i))/x(i));
end
xtahg=xtah(md+1:n+ntest)'+y(md+1:ny-1);
er=y(md+2:ny)-xtahg;
er2=abs((y(md+2:ny)-xtahg)./y(md+2:ny));
else
for j=1:md
e(j)=0;
e2(j)=0;
xtah(j)=x();
end
for i=md+1:n+ntest
xtah(i)=Alfat(1);
for j=1:np
xtah(i)=xtah(i)+Alfat(j+1)*x(i-Mp(j));
end
e(i)=x(i)-xtah(i); e2(i)=abs((x(i)-xtah(i))/x(i));
end
xtahg=xtah(md+1:n+ntest)'+y(md+1:ny-1);
er=y(md+2:ny)-xtahg;
er2=abs((y(md+2:ny)-xtahg)./y(md+2:ny));
end
ner=length(er);
RMSEtest=mean(er(ner-ntest+1:ner).2)"0.5;
MAPEtest=mean(er2(ner-ntest+1:ner));
elseif (d==1)&&(D==1)
if g>0
for j=1:md
e(j)=0;
e2(j)=0;
xtah(j)=x(j);
end
for i=md+1:n+ntest
xtah(i)=Alfat(1);
for j=1:np
xtah(i)=xtah(i)+Alfat(j+1)*x(i-Mp(j));
end
for j=1:nq
xtah(i)=xtah(i)+Alfat(j+np+1)*e(i-Mq()));
end
e(i)=x(i)-xtah(i); e2(i)=abs((x(i)-xtah(i))/x(i));
end
xtahg=xtah(md+1:n+ntest)'+y(md+s+1:ny-1)+y(md+2:ny-s)-y(md+1:ny-s-1);
er=y(s+md+2:ny)-xtahg;er2=abs((y(s+md+2:ny)-xtahg)./y(s+md+2:ny));
else
for j=1:md
e(j)=0;
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e2(j)=0;
xtah(j)=x(@);
end
for i=md+1:n+ntest
xtah(i)=Alfat(1);
for j=1:np
xtah(i)=xtah(i)+Alfat(j+1)*x(i-Mp(j));
end
e(i)=x(i)-xtah(i); e2(i)=abs((x(i)-xtah(i))/x(i));
end
xtahg=xtah(md+1:n+ntest)'+y(md+s+1:ny-1)+y(md+2:ny-s)-y(md+1:ny-s-1);
er=y(s+md+2:ny)-xtahg;er2=abs((y(s+md+2:ny)-xtahg)./y(s+md+2:ny));
end
ner=length(er);
RMSEtest=mean(er(ner-ntest+1:ner).2)"0.5;
MAPEtest=mean(er2(ner-ntest+1:ner));
elseif (d==0)&&(D==1)
if g>0
for j=1:md
e(j)=0;
e2(j)=0;
xtah(j)=x(j);
end
for i=md+1:n+ntest
xtah(i)=Alfat(1);
for j=1:np
xtah(i)=xtah(i)+Alfat(j+1)*x(i-Mp(j));
end
for j=1:nq
xtah(i)=xtah(i)+Alfat(j+np+1)*e(i-Mq(j));
end
e(i)=x(i)-xtah(i); e2(i)=abs((x(i)-xtah(i))/x(i));
end
xtahg=xtah(md+1:n+ntest)'+y(md+1:ny-s);
er=y(s+md+1:ny)-xtahg;er2=abs((y(s+md+1:ny)-xtahg)./y(s+md+1:ny));
else
for j=1:md
e(j)=0;
e2(j)=0;
xtah(j)=x(j);
end
for i=md+1:n+ntest
xtah(i)=Alfat(1);
for j=1:np
xtah(i)=xtah(i)+Alfat(j+1)*x(i-Mp(j));
end
e(i)=x(i)-xtah(i); e2(i)=abs((x(i)-xtah(i))/x(i));
end
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xtahg=xtah(md+1:n+ntest)'+y(md+1:ny-s);
er=y(s+md+1:ny)-xtahg;er2=abs((y(s+md+1:ny)-xtahg)./y(s+md+1:ny));
end
ner=length(er);
RMSEtest=mean(er(ner-ntest+1:ner)."2)"0.5;
MAPEtest=mean(er2(ner-ntest+1:ner));
elseif (d==0)&&(D==0)
if g>0
for j=1:md
e(j)=0;
e2(j)=0;
xtah(j)=x(@);
end
for i=md+1:n+ntest
xtah(i)=Alfat(1);
for j=1:np
xtah(i)=xtah(i)+Alfat(j+1)*x(i-Mp()));
end
for j=1:nq
xtah(i)=xtah(i)+Alfat(j+np+1)*e(i-Mq()));
end
e(i)=x(i)-xtah(i); e2(i)=abs((x(i)-xtah(i))/x(i));
end
else
for j=1:md
e()=0;
e2(j)=0;
xtah(j)=x(j);
end
for i=md+1:n+ntest
xtah(i)=Alfat(1);
for j=1:np
xtah(i)=xtah(i)+Alfat(j+1)*x(i-Mp(j));
end
e(i)=x(i)-xtah(i); e2(i)=abs((x(i)-xtah(i))/x(i));
end
end
ner=length(xtah);
RMSEtest=mean(e(n:n+ntest).~2)"0.5;
MAPEtest=mean(e2(n:n+ntest));
xtahg=xtah;
xtahtestg=xtahg(ner-ntest+1:ner);
end
xtahtestg=xtahg(ner-ntest+1:ner);

end
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EK-2 ARIMA-PSO Yontemi

function
[RMSEtest, MAPEtest,xtahg,xtahtestg,gbest,gbestf,rn,Sig,thesap, Valfa, Alfat]=armap
dgspsosig(x,Mp,d,D,s,Mq,ntest)
% HKTARMA(AIfa0,x,Mp,d,D,s,Mq,ntest)
% X-zaman serisi
% ps-parcacik sayisi
% c1- Bilissel katsay1
% c2- Sosyal katsay1
% w- Eylemsizlik agirlig
% maxitr- Maksimum iterasyon sayisidir.
% P- Pargaciklarin pozisyon degeleri
% V- Parcgaciklarin hiz degeleri
% Pbest, gbest
% Pbestf, gbestf, Pf - Uygunluk degerleri vektorler
%Bagslangi¢ hizlarin1 U(0,1) dagilimindan rastgele iiretelim.
saat=clock;
%rand('seed’,saat(6)*100000000);
rand(‘seed’,670300000);
rn=rand('seed’);
ps=30;c1=2;c2=2;w=0.9;maxitr=200;
p=max(Mp);q=max(Mq);
np=Ilength(Mp);ng=length(Mq);
if Mg==

ng=0;
end
if Mp==

np=0;
end
if (d==1)&&(D==0)

y=X

x=diff(x);
elseif (d==1)&&(D==1)

y=X,

x=diff(x);

nx=length(x);

X=X(s+1:nx)-x(1:nx-s);
elseif (d==0)&&(D==1)

y=x

nx=length(x);

X=X(s+1:nx)-x(1:nx-s);
elseif (d==0)&&(D==0)

y=X;
end
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ny=Ilength(y);
md=max(p,q);n=length(x)-ntest;
pd=np+ng+1;
V=unifrnd(0,1,ps,pd);
%Baslangic pozisyonlarini {iretelim.
P1=unifrnd(-1,1,ps,pd-1);
P2=unifrnd(-100,100,ps,1);
P=[P2,P1];
%Uygunluk Degerleri hesaplanir.
for i=1:ps
Pf()=HKTARMA(P(i,:),x,Mp,d,D,s,Mq,ntest);
end
%Pbest ve gbest olusturulur.
Pbest=P;
Pbestf=Pf;
ms=find(Pbestf==min(Pbestf));
ms=ms(1);
%Minimum uygunluk degerine sahip parc¢acik numarasi ms dir.
gbest=Pbest(ms,:);
gbestf=Pbestf(ms);
%Iterasyonlar baslasin
kt=0;
for i=1:maxitr
kt=kt+1;
%Haizlar ve pozisyonlar gilincellensin.
if kt>500
P1=unifrnd(-1,1,ps,pd-1);
kt=0;
end
for j1=1:ps
for j2=1:pd
V(j1,j2)=w*V(j1,j2)+2*c1*unifrnd(0,1)*(Pbest(j1,j2)-
P(j1,j2))+2*c2*unifrnd(0,1)*(gbest(j2)-P(j1,j2));
V(j1,j2)=max(min(V(j1,j2),0.1),-0.1);
P(i1,j2)=P(1,j2)+V(1,j2);
if j2>=2
P(j1,j2)=max(min(P(j1,j2),0.99),-0.99);
end
end
Pf(j1)=HKTARMA(P(j1,:),x,Mp,d,D,s,Ma,ntest);
if Pf(j1)<Pbestf(j1)
Pbest(j1,:)=P(j1,:);
Pbestf(j1)=Pf(j1);
end
end
%gbest giincellensin
ms=find(Pbestf==min(Pbestf));
ms=ms(1);
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gbest=Pbest(ms,:);
gbestf=Pbestf(ms);
GB(i)=gbestf;
end
plot(GB,'color’,'black’)
xlabel('Iterasyon Sayis1')
ylabel(HKOK")
%Test Kisimi
Alfat=gbest;
if (d==1)&&(D==0)
if g>0
for j=1:md
e(j)=0;
e2(j)=0;
xtah()=x();
end
for i=md+1:n+ntest
xtah(i)=Alfat(1);
for j=1:np
xtah(i)=xtah(i)+Alfat(j+1)*x(i-Mp(j));
end
for j=1:nq
xtah(i)=xtah(i)+Alfat(j+np+1)*e(i-Mq(j));
end
e(i)=x(i)-xtah(i); e2(i)=abs((x(i)-xtah(i))/x(i));
end
xtahg=xtah(md+1:n+ntest)'+y(md+1:ny-1);
er=y(md+2:ny)-xtahg;
er2=abs((y(md+2:ny)-xtahg)./y(md+2:ny));
else
for j=1:md
e(j)=0;
e2(j)=0;
xtah(j)=x(j);
end
for i=md+1:n+ntest
xtah(i)=Alfat(1);
for j=1:np
xtah(i)=xtah(i)+Alfat(j+1)*x(i-Mp(j));
end
e(i)=x(i)-xtah(i); e2(i)=abs((x(i)-xtah(i))/x(1));
end
xtahg=xtah(md+1:n+ntest)'+y(md+1:ny-1);
er=y(md+2:ny)-xtahg;
er2=abs((y(md+2:ny)-xtahg)./y(md+2:ny));
end
ner=length(er);
RMSEtest=mean(er(ner-ntest+1:ner).2)"0.5;
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MAPEtest=mean(er2(ner-ntest+1:ner));
elseif (d==1)&&(D==1)
if g>0
for j=1:md
e(j)=0;
e2(j)=0;
xtah(j)=x();
end
for i=md+1:n+ntest
xtah(i)=Alfat(1);
for j=1:np
xtah(i)=xtah(i)+Alfat(j+1)*x(i-Mp(j));
end
for j=1:nq
xtah(i)=xtah(i)+Alfat(j+np+1)*e(i-Mq(j));
end
e(i)=x(i)-xtah(i); e2(i)=abs((x(i)-xtah(i))/x(i));
end
xtahg=xtah(md+1:n+ntest)'+y(md+s+1:ny-1)+y(md+2:ny-s)-y(md+1:ny-s-1);
er=y(s+md+2:ny)-xtahg;er2=abs((y(s+md+2:ny)-xtahg)./y(s+md+2:ny));
else
for j=1:md
e(j)=0;
e2(j)=0;
xtah(()=x();
end
for i=md+1:n+ntest
xtah(i)=Alfat(1);
for j=1:np
xtah(i)=xtah(i)+Alfat(j+1)*x(i-Mp(j));
end
e(i)=x(i)-xtah(i); e2(i)=abs((x(i)-xtah(i))/x(i));
end
xtahg=xtah(md+1:n+ntest)'+y(md+s+1:ny-1)+y(md+2:ny-s)-y(md+1:ny-s-1);
er=y(s+md+2:ny)-xtahg;er2=abs((y(s+md+2:ny)-xtahg)./y(s+md+2:ny));
end
ner=length(er);
RMSEtest=mean(er(ner-ntest+1:ner).2)"0.5;
MAPEtest=mean(er2(ner-ntest+1:ner));
elseif (d==0)&&(D==1)
if >0
for j=1:md
e()=0;
e2(j)=0;
xtah(j)=x();
end
for i=md+1:n+ntest
xtah(i)=Alfat(1);
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for j=1:np
xtah(i)=xtah(i)+Alfat(j+1)*x(i-Mp(j));
end
for j=1:nq
xtah(i)=xtah(i)+Alfat(j+np+1)*e(i-Mq(j));
end
e(i)=x(i)-xtah(i); e2(i)=abs((x(i)-xtah(i))/x(i));
end
xtahg=xtah(md+1:n+ntest)'+y(md+1:ny-s);
er=y(s+md+1:ny)-xtahg;er2=abs((y(s+md+1:ny)-xtahg)./y(s+md+1:ny));
else
for j=1:md
e(j)=0;
e2(j)=0;
xtah(1)=x@);
end
for i=md+1:n+ntest
xtah(i)=Alfat(1);
for j=1:np
xtah(i)=xtah(i)+Alfat(j+1)*x(i-Mp(j));
end
e(i)=x(i)-xtah(i); e2(i)=abs((x(i)-xtah(i))/x(i));
end
xtahg=xtah(md+1:n+ntest)'+y(md+1:ny-s);
er=y(s+md+1:ny)-xtahg;er2=abs((y(s+md+1:ny)-xtahg)./y(s+md+1:ny));
end
ner=length(er);
RMSEtest=mean(er(ner-ntest+1:ner).2)"0.5;
MAPEtest=mean(er2(ner-ntest+1:ner));
elseif (d==0)&&(D==0)
if >0
for j=1:md
e(j)=0;
e2(j)=0;
xtah()=x();
end
for i=md+1:n+ntest
xtah(i)=Alfat(1);
for j=1:np
xtah(i)=xtah(i)+Alfat(j+1)*x(i-Mp(j));
end
for j=1:nq
xtah(i)=xtah(i)+Alfat(j+np+1)*e(i-Mq(j));
end
e(i)=x(i)-xtah(i); e2(i)=abs((x(i)-xtah(i))/x(i));
end
else
for j=1:md
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e())=0;
e2(j)=0;
xtah()=x(j);
end
for i=md+1:n+ntest
xtah(i)=Alfat(1);
for j=1:np
xtah(i)=xtah(i)+Alfat(j+1)*x(i-Mp(j));
end
e(i)=x(i)-xtah(i); e2(i)=abs((x(i)-xtah(i))/x(i));
end
end
ner=length(xtah);
RMSEtest=mean(e(n:n+ntest).~2)"0.5;
MAPEtest=mean(e2(n:n+ntest));
xtahg=xtah;
xtahtestg=xtahg(ner-ntest+1:ner);
end
xtahtestg=xtahg(ner-ntest+1:ner);
% Sig Hesab1
n=length(x);
if (>0)&&(p>0)
for j=1:md
e(j)=0;
xtah(j)=x@);
end
for i=md+1:n
xtah(i)=Alfat(1);
for j=1:np
xtah(i)=xtah(i)+Alfat(j+1)*x(i-Mp(j));
end
for j=1:nq
xtah(i)=xtah(i)+Alfat(j+np+1)*e(i-Mq(j));
end
e(i)=x(i)-xtah(i);
end
Xa=[ones(n,1),lagmatrix(x(1:n),Mp),lagmatrix(e',Mq)];
Xa=Xa(md+1:n,:);
Sigmatah=mean(e(md+1:n).*2);
Valfa=Sigmatah*inv(Xa™*Xa);
for j=1:np+nqg+1
thesap(j)=Alfat(j)/(Valfa(j,j)"0.5);
if thesap(j)>0
Sig(j)=2*(1-tcdf(thesap(j),n-1));
else
Sig(j)=2*(tcdf(thesap(j),n-1));
end
end
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elseif (p>0)&&(g==0)
Xa=[ones(n,1),lagmatrix(x(1:n),Mp)];
Xa=Xa(md+1:n,:);
e=x(md+1:n)-Xa*Alfat’,
Sigmatah=mean(e."2);
Valfa=Sigmatah*inv(Xa'*Xa);
for j=1:np+ng+1
thesap(j)=Alfat(j)/(Valfa(j,j)"0.5);
if thesap(j)>0
Sig(j)=2*(1-tcdf(thesap(j),n-1));
else
Sig(j)=2*(tcdf(thesap(j),n-1));
end
end
elseif (p==0)&&(q>0)
for j=1:md
e(j)=0;
xtah(j)=x(j);
end
for i=md+1:n
xtah(i)=Alfat(1);
for j=1:nq
xtah(i)=xtah(i)+Alfat(j+np+1)*e(i-Mq(j));
end
e(i)=x(i)-xtah(i);
end
Xa=[ones(n,1),lagmatrix(e',Mq)];
Xa=Xa(md+1:n,:);
Sigmatah=mean(e(md+1:n)."2);
Valfa=Sigmatah*inv(Xa™*Xa);
for j=1:np+ng+1
thesap(j)=Alfat(j)/(Valfa(j,j)"0.5);
if thesap(j)>0
Sig(j)=2*(1-tcdf(thesap(j),n-1));
else
Sig(j)=2*(tcdf(thesap(j),n-1))
end ;
end;
end
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