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Jiiri
Doc. Dr. Abidin CALISKAN
Doc¢. Dr. Erdal BASARAN
Doc. Dr. Omer Ali KARAMAN

Bu yiiksek lisans tezi, beyin tiimorlerinin tespiti ig¢in derin 6grenme yontemlerinin kullanimini
incelemektedir. Beyin tiimorleri, diinya genelinde nadir goriilmelerine ragmen yiiksek 6lim oranlarina
sahip ciddi malignitelerdir. Erken teshis ve dogru siniflandirma, tedavi siirecinde hayati 6neme sahiptir. Bu
calismada, derin 6grenme yontemlerinin, 6zellikle evrisimsel sinir aglarinin (ESA), beyin timorlerinin
tespiti ve siniflandirilmasi lizerindeki performans: degerlendirilmektedir. Cesitli derin 6grenme modelleri
ve makine 0grenmesi algoritmalar1 kullanilarak, beyin tiimorlerinin MRI ve BT goriintiilerinden tespit
edilmesi amaglanmigtir. Caligmada VGG19, Inception V3 ve MobileNet gibi derin 6grenme modelleri ile
K-En Yakin Komsu (k-NN) ve Destek Vektor Makineleri (DVM) gibi makine 6grenme algoritmalari
kullanilmistir. Model performanslart dogruluk, hassasiyet, duyarlilik, F1 skoru ve ROC-AUC gibi
metriklerle degerlendirilmistir. Elde edilen sonuglar, derin 6grenme modellerinin beyin tiimérlerinin
tespitinde yiiksek dogruluk ve giivenilirlik sundugunu gostermektedir. Ozellikle VGG19 modelinin diger
modellere kiyasla daha yiiksek performans sergiledigi tespit edilmistir.

Bu bulgular, derin 6grenme yoOntemlerinin tibbi goriintli analizi alaninda etkili bir arag
olabilecegini ve klinik uygulamalarda kullanilabilirligini gostermektedir. Gelecekteki calismalarda, daha
biiyikk veri setleri ve farkli derin 6grenme modelleri kullanilarak performansin daha da artirilmast
hedeflenebilir.

Anahtar Kelimeler: Beyin timorii, bilgisayarli tomografi, derin 6grenme, evrisimsel sinir aglari, makine
O0grenmesi
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This master's thesis examines the use of deep learning methods for the detection of brain tumors.
Brain tumors, though relatively rare worldwide, are serious malignancies with high mortality rates. Early
diagnosis and accurate classification are crucial in the treatment process. This study evaluates the
performance of deep learning methods, particularly convolutional neural networks (CNNSs), in detecting
and classifying brain tumors. The aim is to detect brain tumors from MRI and CT images using various
deep learning models and machine learning algorithms. In this study, deep learning models such as VGG19,
Inception V3, and MobileNet, along with machine learning algorithms like K-Nearest Neighbors (K-NN )
and Support Vector Machines (SVM), were utilized. Model performances were evaluated using metrics
such as accuracy, precision, recall, F1 score, and ROC-AUC. The results indicate that deep learning models
offer high accuracy and reliability in detecting brain tumors. Notably, the VGG19 model demonstrated
superior performance compared to other models.

These findings suggest that deep learning methods can be an effective tool in medical image
analysis and have potential applicability in clinical practice. Future studies may focus on improving
performance by using larger datasets and different deep learning models.
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1. GIRIS

Beyin timorii siniflandirmasina iliskin ilk ¢alisma, 1863 yilinda patolog Rudolf
Virchow tarafindan gergeklestirilmistir (Banan ve Hartmann, 2017). Ancak, bu alandaki
calismalar, baglangicta sinirli kalmis veya sonugsuz kalmistir. 1952 yilinda Diinya Saglik
Orgiitii (WHO), Saglik Istatistikleri Uzmanlar Komitesi biinyesinde bir alt komisyon
olusturarak, tiimor siniflamalar1 konusunda prensipleri igeren bir yayin yayimlamistir
(Danyeli, 2019).

Beyin tiimorleri, maligniteler gelistiginde ciddi saglik sorunlarina yol agabilirler.
Beyin kanserinin neyin sebep olduguna dair heniiz kesin olarak bilinmemekle beraber,
maalesef bu tiimorler beyin gibi hayati bir organin iginde konumlandiklari igin genellikle
yiiksek Oliim oranlarina sahiptirler. Diinya genelinde belgelenen tiim malignitelerin
sadece %2'sini olusturan kotii huylu beyin tiimorleri, nadir goriilmelerine ragmen ciddi
tehlike arz ederler (Luo ve ark., 2020).

Beyin Timorlerinin tam1 ve tedavisi son yillarda, beyin tiimorlerinin teshis ve
tedavisinde Onemli ilerlemeler kaydedilmistir. Gelismis goriintiileme teknikleri,
timorlerin daha erken ve hassas bir sekilde tespit edilmesine olanak tanimaktadir.
Ozellikle manyetik rezonans goriintiileme (MRI) ve pozitron emisyon tomografisi (PET)
gibi ileri diizey goriintiileme yontemleri, tiimdrlerin konumunu ve biiyiikliigiinii yiiksek
dogrulukla belirlemektedir (Johnson ve ark., 2021).

Molekiiler biyoloji ve genetik alanlarindaki ilerlemeler, tiimorlerin biyolojik
ozelliklerinin daha iy1 anlasilmasini saglamaktadir. Bu sayede, tiimorlerin genetik
profilleri ¢ikarilarak, kisisellestirilmis tedavi yaklagimlar1 gelistirilmektedir. Ornegin,
bazi gen mutasyonlari belirli beyin tiimorii tiplerinde sikg¢a goriilmekte ve bu
mutasyonlara yonelik hedefe yonelik tedaviler, hastalarin tedaviye yanitini artirmaktadir
(Smith, 2020).

Beyin tiimorlerinin tedavisinde cerrahi miidahale, radyoterapi ve kemoterapi gibi
yontemler kullanilmaktadir. Cerrahi miidahale, tiimoriin miimkiin oldugunca
cikarilmasini amaglarken, radyoterapi ve kemoterapi kalan tiimor hiicrelerinin yok
edilmesine yonelik tedavilerdir. Bunun yani sira, immiinoterapi ve gen terapisi gibi yeni
tedavi yontemleri de arastirilmakta ve klinik denemelerde uygulanmaktadir (Brown,
2019).

Beyin tiimorlerinin tedavisinde multidisipliner bir yaklagim benimsenmekte,

norologlar, onkologlar, radyologlar ve cerrahlar arasinda is birligi saglanarak en iyi hasta



sonuglarina ulagilmaktadir. Bu is birligi, her bir uzmanlik alaninin bilgi ve deneyiminin
bir araya getirilmesiyle, hastalarin tedavi siireclerinin daha etkin ve basarili bir sekilde
yonetilmesini saglamaktadir (Smith, 2020).

Sagliktaki tiim bu gelismelere ragmen, beyin tiimorlerinin tamamen tedavi
edilmesi hala ¢ok biiyilik zorluklar igermektedir. Beyin tiimorlerinin heterojen yapisi,
tedaviye yanitin ongoriilmesini zorlastirmakta ve niiks olasiligini artirmaktadir. Bu
nedenle, beyin tiimorlerinin tedavisi ve yoOnetimi konusunda siirekli aragtirma ve
yeniliklerin takip edilmesi biiyiik 6nem tasimaktadir (Williams, 2018).

Gelecekteki arastirmalar ve yenilikler beyin tiimorleri alaninda 6zellikle timor
biyolojisinin daha iyi anlasilmasi ve yeni tedavi hedeflerinin belirlenmesi iizerine
odaklanacaktir. YZ ve MO gibi teknolojiler, biiyiik veri setleri iizerinden analizler
yaparak, tiimorlerin tan1 ve tedavisinde daha hassas ve etkili yontemlerin gelistirilmesine
katki saglayacaktir. Ayrica, hasta kaynakli kok hiicre modelleri ve organoid teknolojileri,
beyin tlimorlerinin laboratuvar ortaminda incelenmesini ve yeni tedavi yaklagimlarinin
test edilmesini miimkiin kilacaktir (Kumar, 2021).

Beyin tiimoérleri, nadir goriilmelerine ragmen ciddi saglik sorunlarma yol agan
malignitelerdir. Tarihsel siirecte bu alanda Onemli ilerlemeler kaydedilmis olup,
giinlimiizde gelismis tan1 ve tedavi yontemleri sayesinde hastalarin yasam siireleri ve
yasam kaliteleri artirllmasi amaglanmaktadir. Ancak, hala ¢6ziilemeyen pek ¢cok sorun ve
karsilanmamig ihtiya¢ bulunmaktadir. Bu nedenle, beyin tiimorlerinin tedavisi ve
yonetimi konusunda siirekli arastirma ve yeniliklerin takip edilmesi biiyiikk 6nem

tasimaktadir.

1.1. Tiumor Nedir

Beyin tiimoérii, hastanin beyninde veya g¢evresindeki hiicrelerde meydana gelen
anormal biiyiimeler sonucu olusur ve bu durum norolojik sistemde aksamalara yol acarak
hayati tehdit edebilir. Uluslararas1 Kanser Arastirma Ajansi (IARC), beyin tiimorlerini
tiim kanser oliimleri arasinda %2,52 oraniyla 12. sirada degerlendirmektedir. ABD'de
kayit altina alinan beyin tiimorii vakasi sayist 700.000'1 asmakta olup, bu vakalarin
%42'sini erkekler, %58'ini 1se kadinlar olusturmaktadir. Kanada Beyin Tiimorii Vakfi'na
gore, Kanada'da her giin 27 yeni beyin tiimorii vakasi teshis edilmektedir. Bu hastalik;

tekrarlayan bas agrilari, denge ve konusma bozukluklari, isitme problemleri, kisilik



degisiklikleri, siirekli yorgunluk ve sebepsiz bulanti gibi belirtilerle kendini
gosterebilir(Agravad ve ark., 2021).

Beyin tiimorii teshis ve tedavisi gii¢ olan bir hastaliktir. Beyin tiimorleri ¢ocukluk
donemleri hastaliklar1 arasinda ikinci, 50 yas sonrasi 6zellikle bagka organ kanserlerinin
beyine olan yayilimi da goz oniine alindiginda iigiincii en ¢ok rastlanilan timor grubunu
olusturur. Beyin tiimorlii hastalarinin hayatta kalma siireci ve yasadiklari rahatsizligin;
etkisi yasa, performans durumuna, bilissel duruma; tiimor biiyiikliigiine ve tipine bagh

olarak degiskenlik gostermektedir(Arzu ve ark., 2010).

1.2. Tiimor Cesitleri

Beyin tlimorleri, olusum yerlerine gore birincil veya ikincil olarak
siiflandirilabilir. Birincil beyin tiimdrleri dogrudan beyinde baslarken, ikincil beyin
tiimorleri bagka bir viicut bolgesindeki kanserin beyine sigrama yapmasi sonucu ortaya
cikar. DNA'da meydana gelen mutasyonlar nedeniyle gelisen beyin tiimdrleri, kontrolsiiz
bir sekilde boliinerek anormal hiicrelerin sayisinin artmasina yol agar. Bu siirec, ndrolojik
fonksiyonlarda kalic1 hasarlara ve sonunda kisinin yasamin1 yitirmesine neden olabilir.

Birincil ve ikincil olarak ayrilan beyin tiimdorleri hiicrelerin yiiksek derecede
anormal olarak biiylimesi ve boliinmesiyle merkezi sinir sistemine hasar verebilir veya
isleyisini84 bozabilir. Birincil beyin tiimdrii beynin dokularinda yayilma gostermeyip iyi
huylu olarak adlandirilirken ikincil beyin tiimorii ise meme, akciger veya viicudun diger
kisimlarindaki kanser hiicrelerinin beyine yayilmasiyla olusur ve koétii huyludur(Ergelik
ve Hanbay, 2023)

Beyin tiimorleri, hem dogrudan beyin dokusundan kaynaklanan primer timorler
hem de baska bir bolgeden beyne sigrayan metastatik tiimorler, sikca ndbetlere neden
olabilir. Nobetlerin tiirii, timoriin bulundugu yere ve tiirline gore degisir. Epilepsi
hastalarinda beyin tiimorlerine rastlanma oram1 %4’tlir. Beyin tiimorii olan

hastalarin%30-70'1, hastaligin bir doneminde nobetler yasar.



Beyin Tiimér Tipleri

Ikincil Timér
viicudun herhangi bir yerinde baslayip daha
sonra beyine yayilim gosteri. Ozellikle akciger,
g6giis, kolon, pankreas, bébrek ve cilt kanserler:
arteriyel dolasim araciligiyla yayilarak sekonder

lezyonlardir. beyin tiimériine neden olur(Simsek
&Dicle,2013)

Birincil Timér
Primer beyin timdori, sinir dokusundan veya

damarlar ve beyin zan gibi sinir dokusu
disindaki yapilardan kaynaklanan intrakraniyal

Sekil 1.1. Beyin tiimor tipleri

Metastatik beyin tiimdrii olan hastalarin yaklasik %40 ise hastaliklar siiresince
ndbet gecirir. Bu ndbetlerin yarisi basit veya karmasik parsiyel nobetlerdir. Basit parsiyel
ndbetler, belirli bir beyin bolgesinde baslar ve biling kaybina neden olmazken, karmasik
parsiyel nobetler de belirli bir bolgede baslar ama biling kaybina yol acar. Diger yaris1 ise
sekonder jeneralize ndbetlerdir, yani beyinde belirli bir noktada baslayip daha sonra tiim
beyne yayilan nobetlerdir. Status epileptikus (SE), uzun siiren veya tekrarlayan nobetler
olarak tanimlanir ve beyin tiimorii olan hastalarda da goriilebilir(Siinter ve ark., 2019).
Beyin tiimoérleri, 1y1 huylu veya diisiik dereceli (derece I ve II) ve kotii huylu veya yiiksek

dereceli (derece 11l ve IV) olarak siniflandirilir.

1.2.1 1Tyi huylu beyin tiimérii

Iyi huylu (benign) beyin tiimérlerinde kanserli hiicre yoktur: Cogu ameliyat gibi
cerrahi miidahale ile hastadan alinir ve ¢ok nadiren tekrarlarlar. Cok miistesna durumlarda
Iyi huylu beyin tiimérleri, zamanla k&tii huylu tiimore doniisebilir.

Iyi huylu tiimérler kanserli degildir ve genellikle daha az saldirgan olarak kabul
edilirler. Bu tiir tiimdrler beyinden kaynaklanir, yavas biiyiirler ve viicudun bagka bir

bolgesine yayilmazlar(Mohsen ve ark., 2018)

1.2.2 Kaétii huylu beyin tiimorii



Kétii huylu beyin tiimorleri genellikle daha tehlikeli olup, cogunlukla ciddi
hayati tehlike olustururlar. Kotii huylu tiimorler hizla biiyliyerek, ¢cevrelerindeki saglikli
dokulara yayilma egilimindedirler. K6tii huylu tiimorler kanserlidir ve hizla biiyiliyerek
sinirlar belirsiz hale gelirler. Ko6tli huylu tiimorler, primer malign timdr olarak beynin
kendisinden kaynaklanabilir veya sekonder malign tiimdr olarak baska bir viicut

bolgesinde baslayip beyne yayilabilirler(Mohsen ve ark., 2018).

1.2.3 Tiirkiye’de beyin tiimorii

Tiirkiye'de beyin tiimdrlerinin insidansi hakkinda belirli sayisal verilere ulagsmak
zor olsa da, Saglik Bakanlhigi'nin 2018 yilinda yayimladigi, kanser istatistik raporunda
beyin ve sinir sistemi tiimorlerinin cesitli yas gruplarinda goriildiigii belirtilmistir. Bu
raporda, beyin tiimdrlerinin gocukluk ¢aginda daha sik goriildiigii ve erkeklerde kadinlara

oranla biraz daha fazla rastlandigi belirtilmistir(Saglik bakanligi, 2018)

1.2.4 Beyin tiimoriiniin simflandirilmasi

1.2.4.1. Diinya saghk orgiitii (DSO) simiflandirmasi

Diinya Saglik Orgiitii (WHO), beyin tiimérlerini histolojik &zelliklerine ve
malignite derecelerine gore smiflandirir. DSO'niin 2016 ve 2021 yillarinda giincelledigi
siiflandirma sistemi, tlimorlerin genetik ve molekiiler 6zelliklerini de dikkate alir.
Histolojik Stmflandirma: Gliomalar: Astrocytoma, oligodendroglioma ve ependymoma
gibi tiimorleri igerir. "Gliomalar, beyin tiimorlerinin en yaygin tiiriidiir ve merkezi sinir
sistemi timorlerinin yaklasik %30'unu olusturur" (Louis ve ark., 2016).
Meningiomalar: Beyin zarlarindan (meninks) kaynaklanir. "Meningiomalar genellikle
benign tlimorler olup, genellikle yavas biiyiirler ve cerrahi ile gikarilabilirler" (Louis ve
ark., 2016).

Sinir Kilifi Tiimérleri: Schwannoma ve neurofibroma gibi. "Schwannomalar, genellikle
isitme sinirini etkileyen ve isitme kaybina neden olabilen benign tiimérlerdir" (Wesseling
ve Capper, 2018).

Embriyonel Tiimérler: Medulloblastoma gibi ¢ocuklarda sik goriilen tiimorler.
"Medulloblastomalar, c¢ocuklarda goriilen en yaygin malign beyin tiimorleridir ve

genellikle beyincikte yer alirlar" (Louis ve ark., 2016).



Malignite Derecesi:

e Grade I: Benign (iyi huylu) tiimdrler. "Grade I tiimorler, genellikle yavas biiylir ve
cerrahi ile tamamen ¢ikarilabilir" (Louis ve ark., 2016).

e Grade II: Diisiik dereceli malign tiimorler. "Grade II gliomalar, nispeten yavas
biiyliyen ancak zamanla daha malign hale gelebilen tiimorlerdir" (Louis ve ark.,
2021).

e Grade III: Orta derecede malign tiimorler. "Anaplastik gliomalar olarak da bilinen
Grade III timorler, daha hizli bliyliyen ve daha agresif olan tiimorlerdir” (Louis ve
ark., 2016).

e Grade IV: Yiiksek derecede malign ve agresif tiimorler (6rnegin glioblastoma).
"Glioblastomalar, en agresif beyin tiimorlerindendir ve genellikle tan1 konulduktan

sonra hizl1 bir sekilde ilerler" (Louis ve ark., 2021).

1.2.4.2. Molekiiler ve genetik siniflandirma

Giliniimiizde molekiiler ve genetik 6zellikler de beyin tiimdrlerinin
siniflandirilmasinda 6nemli bir rol oynamaktadir. Bu siniflandirma, tiimérlerin genetik
mutasyonlari, molekiiler belirtegleri ve epigenetik degisikliklerini dikkate alir.

e IDH Mutasyonu: izositrat dehidrojenaz (IDH) mutasyonu, gliomalarin
smiflandirilmasinda 6nemli bir belirleyicidir. "IDH-mutant gliomalar, IDH-wildtype
gliomalara gore genellikle daha iyi prognoza sahiptir” (Wesseling ve Capper, 2018).

e 1p/19q Kodeksiyon: Oligodendrogliomalarin tanisinda kullanilir ve genellikle daha
1yl tedavi yanit1 ve prognoz ile iliskilidir. "1p/19q kodeleksiyon varligi,
oligodendrogliomalarin kemoterapiye daha i1yi yanit verdigini gostermektedir" (Louis
ve ark., 2021).

e MGMT Metilasyonu: Glioblastomalarin tedavi yanitin1 ve prognozunu etkileyen bir
diger genetik belirtectir. "MGMT promotdr metilasyonu, temozolomid tedavisine
daha 1yi yanit veren glioblastoma hastalarini belirlemede kullanilir" (Wesseling ve

Capper, 2018).

1.2.4.3.Klinik ve radyolojik simiflandirma



Klinik belirtiler ve radyolojik bulgular da beyin tiimdrlerinin
siiflandirilmasinda kullanilir. Goriintiileme teknikleri, tiimdriin konumunu, boyutunu
ve ¢evre dokularla iliskisini degerlendirmede yardimci olur.

Konum: Supratentorial (beynin iist kisminda) ve infratentorial (beynin alt kisminda)
olarak smiflandirilabilir. "Supratentorial tiimorler, serebral hemisferlerde yer alirken,
infratentorial tiimorler beyincik ve beyin sapinda bulunur" (Osborn ve Preece, 2006).
Radyolojik Goriiniim: MR ve BT goriintiilemeleri, tiimorlerin heterojen yapisini, kist
olusumunu, nekroz alanlarini ve kontrast tutulumu gibi 6zellikleri degerlendirmek icin
kullanilir. "Radyolojik goriintiileme, timdrlerin malignite derecesini ve cerrahi rezeke

edilebilirligini degerlendirmek igin kritik 6neme sahiptir" (Cha, 2006).

1.2.5 Beyin goriintiileme teknikleri

Beyinde olusabilecek herhangi bir hasar durumunda o hasarin durumuna gore
beyin goriintiileme teknigi kullanilir. Beyin ¢eperinin zayiflamasi, genislemesi, baloncuk
olusturmasi ve bu nedenle meydana gelen kanamalarin teshisinde baslica kullanilan
goriintiileme yontemleri sunlardir: H*°O PET beyin anjiyografisi, bilgisayarli tomografi
anjiyografisi (BTA), manyetik rezonans goriintileme (MRG) ve manyetik rezonans
anjiyografi (MRA)( Muir ve ark., 2006).

1.2.5.1. Bilgisayarh tomografi

Bilgisayarli tomografinin (BT) gelistirilmesi, radyolojinin evriminde kritik bir
dontim noktasidir. BT, viicudun igyapilarinin detayli kesit goriintiilerini iiretmek i¢in
bilgisayar teknolojisini kullanir. Bu siireg, radyolojik goriintiilemede 6nemli bir ilerleme
saglamistir. BT'nin getirdigi yenilik, doktorlarin hastaliklari daha dogru bir sekilde teshis
etmelerine ve tedavi planlarini daha etkili bir sekilde belirlemelerine olanak tanimaistir.
Bu teknoloji, hastalarin viicutlarinin i¢ kisimlarin1 katman katman inceleyerek, daha 6nce
miimkiin olmayan detaylar1 gérmeyi mimkiin kilmistir. Radyolojinin bu sekilde
geligsmesi, modern tibbin bir¢ok alaninda biiyiik faydalar saglamistir.

Bu alanda ilk c¢alismalari olan matematik¢i J. Radon 1917 yilinda objelerin
projeksiyonlarinin birden ¢ok boyutlu olusturulabilecegini teorik olarak miimkiin

olabileceginin One siirmiistiir. Klinik ortaminda ilk BT X-isimm1 #niti 1972 yilinda



Ingiltere’de G.N. Hounsfield tarafindan gelistirilmistir. Bu dénemlerde BT yardimiyla
beynin farkli bolimlerinden gesitli kesitler alinmis ve anatomik olusumlari gériintiileme
teknikleri izlenmistir(Kahraman, 2010).

BT goriintiillemenin arkasindaki temel ilke, hastanin ¢evresinde tam bir tur
dairesel taramayla farkli acilardan alinan iki boyutlu X-i1gin1 projeksiyonlarimi
kullanilarak goriintii geri catma algoritmalariyla kesitsel goriintiileme yapabilmesine
dayanmaktadir. Bir BT nin temel {i¢ bileseni, diizlemsel rontgen goriintiilemede oldugu
gibi X-1s1n1 tiipii, hasta ve bir dedektor sistemidir (Smith ve Webb, 2010).

BT’nin fiziksel yapisinin ve ¢aligma prensibinin farkli perspektiflerden sunulan

gorselleri sekil 2°te verilmistir.
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Sekil 1.2. BT calisma mantigi. (a) Goriintiileme teknigi bir dizi tek boyutlu projeksiyonu kaydetmek igin
X-1g1n1 tlipliniin ve ¢oklu dedektorlerin eszamanli ve eseksenli rotasyonuna dayanmaktadir. (b) Bag/ayak
ekseni boyunca masa hareketi nedeniyle, X-1s1m1 demeti hasta etrafinda sarmal bir yol
izlemektedir((Smith ve Webb, 2010).)

1.2.5.2. Manyetik rezonans goriintiileme

MRG yontemi ¢oklu diizlemde goriintiileme kapasitesine sahip, iyonlastirict
radyasyon igermeyen, farkli diziler kullanarak lezyonlari tespit edip ve tanimlayan bir
goriintiileme yontemidir. Dogru tant i¢in sliphe edilen hastaliga yonelik uygun protokoller
hazirlanmasi ve lezyonlarin degisik dizi goriiniimlerinin iyi bilinmesi gerekir(Duygu ve
Karabulut, 2010).

MRG islemi sirasinda alinan sinyallerin yogunlugunun doku tipine gore degismesi
ise goriintiilemenin temel mantigini olusturmaktadir. MRG sirasinda siirekli hidrojen

kullanilmasinin sebebi ise, tek proton icermesi ve insan dokularinda yogun olarak



bulunan elementlerdir. Radyo dalgalari (RD) kullanildiginda, hidrojen atomlart manyetik
alanin etkisiyle diizenli bir sekilde hizalanir. Bu dizilim sirasinda elde edilen yogunluga
gore bilgisayar ortaminda goriintii olusturur(Isik, 2006).

MRG’nin avantajlarindan biri, yumusak doku kontrastin1 yiiksek ¢oziiniirliikte
sunabilmesidir. Bu, o6zellikle beyin, kas-iskelet sistemi ve yumusak dokularin
degerlendirilmesinde 6nemli bir avantaj saglar. Ayrica, MRG’nin non-invaziv bir yontem
olmast ve tekrarlanabilirligi, hastaliklarin takibinde ve tedaviye yanitin

degerlendirilmesinde 6nemli bir rol oynar (Smith ve ark., 2015).

1.2.5.3. Pozitron emisyon tomografi

Pozitron Emisyon Tomografisi (PET), tibbi goriintiilemede kullanilan bir niikleer
tip yontemidir. PET, radyoaktif maddelerin yaydig1 pozitronlari tespit ederek, viicudun
icindeki biyokimyasal ve fizyolojik siiregleri gorsellestirir(Turkington, 2001). Bu
teknoloji, kanser, kalp hastaliklar1 ve norolojik bozukluklarin tan1 ve tedavisinde yaygin
olarak kullanilir (Gambhir, 2002; Bengel, 2011).

PET taramalarinda, radyoaktif izotoplar viicuda enjekte edilir ve bu izotoplar
pozitron yayar. Pozitronlar, elektronlarla etkilesime girerek gama 1s1inlar1 olusturur ve bu
isinlar PET tarayicisi tarafindan tespit edilir (Bailey ve ark., 2005). Bu sayede, hiicresel
diizeyde metabolik aktiviteler yiiksek ¢oziiniirliikte goriintiilenir (Cherry ve Dahlbom,
2006).

PET'in en biiyiik avantajlarindan biri, kanser hiicreleri gibi yiiksek metabolik
aktiviteye sahip dokular1 erken evrede tespit edebilmesidir (Gambhir, 2002). Ayni
zamanda, kalp ve beyin hastaliklarinin tani ve takibinde de 6nemli bir rol oynar (Bengel,
2011; Herholz ve ark., 2007). Ancak, radyoaktif izotoplarin kullanim1 ve yiiksek maliyet
gibi dezavantajlari da bulunmaktadir (Kostakoglu ve Goldsmith, 2003).

Bu ii¢ yontemin yaninda beynin yapisina bagl yaygin olarak kullanilan baska
bilgisayarlt tibbi teknikler de mevcuttur. Bunlar Difiizyon Manyetik Rezonans
Gorilintiileme (Diflizyon MRG), Manyetik Rezonans Spektroskopi (MRS), Diflizyon
Tensor Goriintilleme (DTI), Magnetoensefalografi (MEG) Single Photon Emission
Computed Tomography (SPECT)’dir.

1.2.6 Literatiirde yapilan calismalar
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Vaishnavee ve Amshakala (2015), Caligmalarinda, beyin MRI goriintiilerindeki
bolgeleri belirlemek igin SOM kiimeleme yoOntemini Onerdiler. Segmentasyon
asamasinda dogrulugu artirmak i¢in Histogram Esitleme teknigini kullandilar. Ardindan,
Gri Diizey Olusum Matrisi, segmentasyon sonrasinda orta kiimelenmis bolgelerin
olusumunu engellemek icin 6zellik ¢ikarma isleminde kullanildi. Oznitelik seciminde,
smiflandirma dogrulugunu artirmak i¢in PCA yontemine basvuruldu. Otomatik timor
tespiti i¢in MRI goériintiilerinden Proksimal Destek Vektér Makineleri (PDVM)
kullanildi. PDVM, hesaplama agisindan daha verimli ve hizli oldugu i¢in, SOM ile
Histogram Esitleme tarafindan modellenen doku siniflarini tespit etmek i¢in kullanildi.

Deepak ve Ameer (2015), Calismalarinda 3 farkli beyin tiimoriinii DL mimarisi
ile smiflandirmistir. Calismada Oncelikle transfer 6grenme yontemi kullanilmisg
Oznitelikler ¢ikarilmig, DVM ve K-NN yontemleri ile siniflandirilmigtir. ESA, DVM ve
kK-NN mimarileri ile yiiksek dogruluk degerleri %92,3, %97,8 ve %98,0 olarak
bulunmustur.

Cheng ve arkadaslar1 (2015) beyin tiimoriinii siniflandirma amaciyla verileri
cogaltmislar ve ardindan cogaltilan verileri belli bélgelere ayirmislardir. Oznitelik
cikarima sonucu DVM smiflandiricist ile elde edilen dogruluk degerleri %83,54’den
%88,19’a yiikseltmislerdir. Veriyi halka-formu ile ayristirmak ise c¢alismanin
dogrulugunu %91,28’e yiikseltmistir.

Aslan (2024) Yaptigi c¢aligmada, manyetik rezonans goriintiilerinde beyin
tiimorlerini otomatik olarak tespit etmek ve siniflandirmak amaciyla bir ESA-LSTM
modeli gelistirilmistir. Modelin etkinligini dogrulamak i¢in agik erisimli beyin timori
MRG veri setleriyle karsilastirmalar yapilmistir. Elde dilen dogruluk degeri %98,1
olmustur.

Abbood ve arkadaslar1 (2021) Calismalarinda kullandiklar1 veri setinin %80 ini
egitim, %10 unu dogrulama ve % 10 unu test i¢in ayirmislar. Calismalarinda dért ESA
modelini karsilastirmiglar. VGG16 igin %86,4, AlexNet i¢in %82,7, GoogleNet igin %91
ve ResNet50 i¢in %95.8 dogruluk degerlerini elde etmisler ve buradan hareketle yiiksek
dogruluk degerine sahip modelin ResNet50, en hizli modelin ise AlexNet oldugu
sonucunu elde etmisler.

Alnemer ve Rasheed, (2021) beyin tiimérii MR goriintiileri iizerinde ESA
modellerinden ResNet152V2 i kullanarak iki ¢calisma gergeklestirmislerdir. Ik ¢calismada
veri seti {izerinde veri artim1 yapilmadan %96.47°1ik basar1 elde edilmistir. ikinci deneme

de ise; veri seti lizerinde veri arttirma yapilmis elde edilen basar yiizdesi %98,9 olmustur.
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Halimeh ve Teshnehab (2019), beyin tiimdrleri ve diger hastaliklari igin tespit
etmek i¢cin MRG kullanimini Onermistir. Beyin tiimorii hastalii, anormal beyin
hiicrelerinin biiyiimesi sonucu ortaya ¢ikar. Multipl skleroz (MS), kronik bir durum olup
beyin ve norolojik sisteme zarar verir. Bu iki durumun MRG kullanilarak tespit ve teshis
edilmesi benzerlikleri nedeniyle, yanlis teshisler olabilir. Yapilan ¢aligmada beyin timorii
ve MS ayn1 anda teshis etmek i¢in bir ESA kullanmislardir. Sonug olarak, bu yontemle
timdr ve MS teshisinde %96°lik yiiksek bir dogruluk elde edilmistir.

Srinivas ve arkadaslar1 (2022) beyin tiimorii tespiti i¢in yaptiklari calismada ESA
mimarilerinden olan VGG 16, ResNet50 ve InceptionV3 modellerini kullanmiglardir. Bu
calismay1 256 beyin MR verisi lizerinde yapmislardir. Aktivasyon fonksiyonu olarak
RELU’yu kullanan yazarlar elde ettikleri basar1 oranlar1 sirasiyla, VGG16 %96,
InceptinonV3 %78 ve ResNet50 %95 olarak kayda ge¢mislerdir.

Anitha ve Raja (2017) Calismalarinda, MR goriintiileri lizerinde siniflandirmak
amact ile rastgele orman algoritmasi dnermislerdir. On isleme uygulamasindan sonra MR
goriintiilerine uyarlama medyan filtre uygulanmistir. Bunu uygulamalarinin nedeni
goriintliniin kenarlarin1 bozmamaktir. Bu islemden sonra hastalikli bolge tespit edilip,
ozellik ¢ikarimi yapilmustir. Tiimorlii bolgeyi tiimorsiiz bolgeden ayirmak amaci ile beyin
gorlntiilerinin diger teknik ile agirlikli oylama rastgele algoritmasi orman kullanilmistir.

Asif ve arkadaslar1 (2023) Xception, VGG16, DenseNet201, ResNet152V2,
Inception ResNetv2 ESA modellerini karsilastirmak icin 3064 adet MR goriintiisiinden
olusan bir veri seti ilizerinde RELU aktivasyon fonksiyonunu, ADAM optimizasyon
fonksiyonunu ve kategorik capraz entropi kayip fonksiyonunu kullanarak sirasiyla
modellerde elde ettikleri basar1 oranlar1 Xception %91.83, VGG16 %93.54, DenseNet
%97.22, Resnet152V2 %95.58, inceptionResNetv2 %95,75 olmustur.

Amin ve arkadaslar1 (2020) Yaptiklar1 ¢alismada, beyin tiimorlerinin segmente
edilmesi ve siniflandirilmasi amaciyla otomatik bir sistem Onerileri olmustur. Beynin
yogunlugu, sekli ve dokunsal olmak tizere farkli boliimlere ayirdiktan sonra tiimorlii ve
tiimorlii olmayan goriintiilerin farkli asamalarini siniflandirmak amaciyla Destek Vektor
Makinesi (DVM) algoritmasi uygulanmistir. Sonuglar goz oniine alindiginda onerilen
yaklasimin timor tespit etmede oldukga hizlandirdigini1 gostermistir.

Uzun ve arkadaslar1 (2022) Calismalarinda BRATS 2020 veri seti lizerinde beyin
timorlerinin otomatik segmentasyonu igin 512x512 filtre boyutlarina sahip U-Net
mimarisi onermislerdir. U-Net mimarisi gortintiileri hizl1 ve hassas bir sekilde boliimlere

ayirdigl icin tercih edilen bir ESA mimarisidir. Egitilen model gerekli standart
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iyilestirmeler yapilarak test ortaminda analiz edilmistir. Elde edilen sonuglar, %91,38’lik
bir basar1 orani elde etmislerdir.

Bhagat ve Kaur (2022) yaptiklar1 calismada, daha saglikli segmente edilmesi i¢in
multimodal bilgilerin daha yeterli bir sekilde kullanilmasini amaglayan, multimodal
MRG’da derin semantik ve kenar bilgilerinin flizyonuna dayanan bir beyin timori
segmentasyon yontemi dnermislerdir. Onerilen yontem temelde semantik segmentasyon
modiilii, bir kenar algilama modiilii ve bir 6zellik fiizyon modiiliinden olusmaktadir.
Calismanin dogruluk orani %99,24 olarak elde edilmistir.

Pashaei ve arkadaglar1 (2018) Yaptiklar1 c¢alisgmada beyin tiimorleri igin
onerdikleri iki asamal1 yontemde, 6nce ESA ile 6znitelikleri elde etmigler ardindan kernel
asirt 6grenen makineler (KELM: Kernel Extreme Learning Machines) ile tiimdrleri
simiflandirmislardir. Calismada 6nerilen yontemin dogruluk degeri %93,68’dir.

Bhanothu ve arkadaslar1 (2020) Calismalarinda timor bolgelerini tespit etmek ve
bunlar1 glioma, menenjiyom ve hipofiz tiimorii olmak {izere ii¢ kategoriye ayirmak i¢in
Faster R-CNN algoritmasini kullanmislardir. Hizli bolgesel ESA (HB-ESA) agi ile ilgili
bolgelere ayrilmis goriintiilleri hem tiimor bolgeleri tespit edilmis hem de
siniflandirilmiglardir. Calismanin, ortalama kesinlik degeri %77,60 olarak tespit
edilmistir. Kullandiklar1 ESA yapisinda VGG16 agmin agirliklart modele transfer
edilmistir.

Kabir (2020) Yaptig1 calismada bir beyin tiimorii tespit etmek i¢in destek vektor
makinesi (DVM) algoritmas1 ve yapay sinir ag1 temelli algoritmayr Onermistir. Bu
algoritmada, gradyan yogunlugu yumusatma tabanli kenar koruma, goriintii gelistirme,
DVM tabanli segmentasyon, 6znitelik ¢ikarma gibi birkag adimdan ve siniflandirmadan
olusmaktadir. Kullandig1 veri seti iizerinde yaptigi deneysel g¢aligsmalar sonucunda,
Onerilen algoritmanin %97,7 gibi yliksek bir dogruluk ile diger algoritmalardan daha iyi
performans gosterdigini ortaya koymustur.

Havaei ve arkadaslar1 (2017) Yaptiklar1 calismada Derin Sinir Aglar1 (DNN, Deep
Neural Networks) kullanarak yeni bir model kullanarak tespit ¢aligmalar1 yapmislardir.
Kullandiklar1 veri seti iizerinde basarili veriler elde etmislerdir. Onerilen yontemde
tiimoriin sekli, boyutu ve goriintii 6zellikleri dikkate alinmadan otomatik bir yontem
gerlistirmiglerdri. Modellerin evrisimli dogast ve verimli GPU uygulamasinin
kullanilmas: sayesinde ortaya cikan segmentasyon sistemi ¢ok hizlidir. Bu CNN

mimarilerinden herhangi biriyle bir beynin tamamini segmentlere ayirmak igin gereken
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stire 25 saniye ile 3 dakika arasinda degisen ve bu da onlar1 pratik segmentasyon
yontemleri haline getirmislerdir.

Ar1 ve Hanbay (2019) Calismalarinda, en yaygin algoritmalardan biri olan derin
Bolgesel tabanli evrisimsel sinir ag1 (BESA) altyapisini kullanarak beyin MRG tiimdriin
tanisini ve yerinin tespit edip uzmanlara karar destek sistemi saglayan yap1 gelistirilmistir.
Bolgesel tabanli evrisimsel sinir ag1, evrisimsel sinir agin1 esas alan bir yapidir. Bu yapi,
Mimarinin girig goriintlisiine ek olarak timdr ¢ikarimi yapilan bolgenin de giris olarak
kullanildig1 bir sistem olarak diisiiniilebilir. Onerilen bu algoritma ile Harvard,
Benchmark, Rembredant veri setleri {izerinde test islemleri yapilmistir. Bu test islemleri
sonucunda Benchmark veri seti %99,10 en yliksek dogruluk degeri elde etmislerdir.

Aghaei (2022) Yaptig1 calismada, beyin tiimorlerini tespit etmek i¢in genetik ve
destek vektor makinesi tekniklerini birlestirerek hibrit bir teknik olusturmustur.
Arastirmaytr Ulusal Kanser Enstitiisii yliriittii ile beraber yiirlitmiistiir. Bu teknigi
kullanarak goriintiiler boliimlenerek beyin tiimoriiniin kesin tanisina i¢in biiyiikk bir
kolaylik saglamistir. Yanlis teshisi onlemek gri tonlama ve medyan filtreler uygulanarak
on isleme tabi tutulmustur. Goriinti havuzlama yontemi kullanilarak béliimlere
ayrildiktan sonra genetik 6zellikler analiz edilmistir. Daha sonra toplanan verilerden bilgi
edinmek ve beyin timorinii dogru teshisini saglamak icin DVM algoritmasi
uygulanmistir. Dogruluk %95, kesinlik %97 ile bulunan degerlerin 6nerilen yontemin
kayda degerler elden etmistir.

Lukas ve arkadaslar1 (2014) Calismalarinda beyin timori teshisi konulmus
hastalarin evrelerini tahmin etmek i¢in beyin tiimdrii olan hastalarin, Dogrusal Ayirma
Analizi, Destek Vektor Makineleri teknigi ile LS, RBF ¢ekirdeklerini kullanarak
smiflandirmislardir. MR Spektroskopinin ~ biitlin ~ spektrumunu  kullandiklar1
caligmalarinda Dogrusal Ayirma Analizi (PCA/LDA) tekniginde %64,69 basar ile
Destek Vektor Makineleri tekniginin (DVM), LS cekirdegini kullanarak yaptiklar
calismada %93,98 basar1 ile RBF c¢ekirdegi ile yapilan ¢alismada %97,8142 basari
saglamiglardir.

Arizmendi ve arkadaslar1 (2014) Calismalarinda beyin tiimorii evresini tahmin
etmeye yonelik olarak calisma yapmistir. Calismalarinda MRS spektral goriintiileri
kullanilmistir. Bu ¢alismada MRS ile elde edilen metabolit degerleri yerine grafikler
kullanilmis ve ¢alisma Gaussian Ayristirmasi ve Yapay Sinir Aglan teknikleri ile
yuriitiilmiistir. Gaussian Ayristirmast uygulanarak ilgisi az olan veriler sistemden

diisiirtilmiistiir. Calismalarinda %93,84 ile yiiksek bir dogruluk degeri elde edilmistir.
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Kazdal ve arkadaslar1 (2015) Caligmalarinda MR goriintiileri ile beyin timoriini
ortaya cikarmaya c¢alismislardir. Yaptiklar1 calismada tiimoriin yapisal ve bigimsel
Ozellikler ile kural tabanli bir tespit sistemi 6ne siirmiigler. Gorlintiileri sirastyla 6n isleme,
boliitleme, ilgili alanlar1 belirleme ve son olarak tiimoriin tespit edilmesi adimini
gerceklestirmigler. Calisma kullandiklart veri setinde 10 hastaya ait 497 beyin MR
goriintlisii kullanilmis ve %84,26’lik bir basar1 yiizdesi elde edilmistir.

Almadhoun ve Abu-Naser (2022) Calismalarinda on bin adet MR verisi
kullanmislardir. Veri seti egitim, dogrulama ve test verisi olarak bolmisler. Timorlii
gorlintliler tiim boliimlerde yer almistir. Calismalarinda kullandiklart goriintiileri
200x200 boyutlarinda 6n isleme tabi tutarak kullanmiglar. Bu verileri tasarladiklar1 12
katmanli bir modelde egitilmistir. Dort farkli ESA modelini  kullanmislardir.
Kullandiklar1 mimariler elde ettikleri basar1 oranlari sirasiyla su sekilde olmustur.
VGG16 ile %99, MobileNet ile %88,98, ResNet50 ile %98,14, InceptionV3 ile
%99,88’lik gibi yliksek bir basar1 oran1 yakalamislar.

Bu tez c¢alismasinda, Python programlama dili yardimiyla Tensorflow
kiitliphanesi kullanarak transfer 6grenme yontemi ile ESA yardimiyla ag egitimi VGG19,
Inception V3 ve MobileNet derin 6grenme mimari kullanilarak gergeklestirilmistir. ESA
modeli olusturularak, bu modelin beyin tiimorii veri setleri {lizerindeki basaris1i ve

performansi degerlendirilmistir.

Tablo 1.1. Beyin tiimérii veri setleri ile yapilan ¢alismalar

Cahisma Kullamilan Model/Simiflandirma Dogruluk Orani
Amin ve ark., (2018) Derin Konvoliisyonel Sinir Aglar %92.50
Cinar ve Yildirim (2020) Hibrit Konvoliisyonel Sinir Ag1 Mimarisi %90.30

U-Net Tabanli Tamamen Konvoliisyonel

0,

Dong ve ark., (2017) Aglar %87.20

Seker (2020) Transfer Ogrenme (InceptionV3, VGG16) %89.50

Wu ve ark., (2007) Renk Tabgnll K-means Kiimeleme 9485.60

egmentasyonu

Chandra ve Rao (2016) Genetik Algoritma %88.00
Bingol ve Alatas (2021) AlexNet, GoogLeNet, ResNet50 %85.71 (ResNet50)

Nanda ve ark., (2023) Saliency-K-means Segmentasyon ile SSO- 9693.20

RBNN
Demir ve ark., (2022) R-CNN Modeli ve LINSR Ozellik Segimi %91.70
Asif ve ark., (2022) Derin Transfer Ogrenme Modelleri %94.50

Alnabhan ve ark., (2022) EVO Teknigi ile Hyper-Tuned CNN %90.80



Mahmud ve ark., 2020
ZainEldin ve ark., 2020

Musallam ve ark., 2020
Wozniak ve ark., 2020
Garg ve ark., 2020
Ranjbarzadeh ve ark., 2021
Pareek ve ark., 2020
Stadlbauer ve ark., 2020
Srikanth ve ark., 2020
Rezai ve ark., 2020
Sachdeva ve ark., 2020
Ahmet ve ark., 2020
Waghmare
Abdar ve ark.,

Bu calisma

CNN, ResNet-50, VGG186, Inception V3

Adaptive Dynamic Sine-Cosine Fitness
Grey Wolf Optimizer

DCNN
Correlation Learning Technique (CLM)
Cesitli ML Modelleri
Hybrid CNN-SVM
KSVM
Dokuz farkli ML modeli
VGG-16
ResNet-34
RezNet
Hybrid deep learning
CNN
Two-stage deep learning
VGG19/K-NN

VGG19/DVM
MobileNet/DVM
MobileNet/K-NN

Incepiton/DVM
Incepiton/K-NN

15

93.3% (CNN)
99.98%

97.72%
96%
97.305%
%97,5
97%
98.95%
%98
%96,9
%95,2
%96,4
998,51
%98,2
%84.83

%84.83
%78,17
%78,17
%75,83
%79,0
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2. MATERYAL VE YONTEM

2.1. Yapay Zeka

Yapay zekd(YZ), bilgisayar sistemlerinin insan benzeri zekd davranislarini
sergilemesini saglayan bir alandir ve problem ¢6zme, 6grenme, dil anlama gibi gorevleri
igerir (Russell ve Norvig, 2020). 1950'lerde Alan Turing'in "Turing Testi" ile baglayan
YZ g¢alismalari, 1956'da Dartmouth Konferansi'nda John McCarthy ve diger Onciiler
tarafindan bagimsiz bir arastirma alani olarak tanitildi.

Bu doénemde, Newell ve Simon'in "Logic Theorist" gibi programlari, YZ problem
cozme yeteneklerini gosterdi. Ancak, 1970'ler ve 1980'lerde yasanan "YZ kis1" olarak
bilinen duraklama donemi, yiiksek beklentilerin karsilanmamasi ve sinirli hesaplama
kaynaklar1 nedeniyle bu alanda arastirmalarda yavaslamaya yol act1 (Crevier, 1993).

1990'lardan itibaren hesaplama giiciindeki artis ve biiyiik veri setlerinin kullanimu,
makine dgrenme ve DO alanlarinda énemli gelismeler sagladi, bu da YZ genis capta

benimsenmesine yol act1 (Goodfellow ve ark., 2016).

Yapay Zeka

Makine Ogrenmesi

Derin Ogrenme

Sekil 2.3. Yapay zekanin kapsami

YZ, modern diinyada biiyiik bir 6neme sahiptir ¢iinkii pek ¢ok alanda devrim
niteliginde degisiklikler yapmaktadir. Saglhik sektoriinde, YZ tabanli sistemler

hastaliklarin erken teshisi ve tedavi planlamasinda kullanilmakta, bu sayede hasta
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sonuglar1 iyilesmektedir (Topol, 2019). Ekonomide, YZ, verimliligi artirarak ve
maliyetleri diisiirerek isletmelerin rekabet giiciinii artirmaktadir (Brynjolfsson ve
McAfee, 2014).

Egitim alaninda, kisisellestirilmis 68renme deneyimleri sunarak oOgrencilerin
bireysel ihtiyaclarina daha iyi cevap vermektedir (Luckin ve ark., 2016). Ayrica, yapay
zekanin ¢evresel izleme ve yonetim sistemlerinde kullanimi, iklim degisikligi ile
miicadelede 6nemli katkilar saglamaktadir (Rolnick ve ark., 2019).

Sonug olarak, YZ, yasam kalitesini artirma, ekonomik biiylimeyi tesvik etme ve
kiiresel sorunlara ¢oziimler sunma potansiyeliyle, gelecegin en kritik teknolojilerinden

biri olarak kabul edilmektedir.

2.2. Makine Ogrenmesi

Makine 6grenmesi(MO), bilgisayar sistemlerinin acik¢a programlanmadan
verilerden O6grenmesini ve bu Ogrendiklerini gelecekteki gorevlerde uygulamasini
saglayan bir YZ dalidir (Mitchell, 1997).

1950'lerde Alan Turing'in ¢alismalar1 ve 1959'da Arthur Samuel'in dama oynayan
programi ile temelleri atilan MO, Samuel'in "makine 6grenmesi" terimini ortaya
atmastyla dnemli bir ivme kazand1 (Samuel, 1959).

1960'ar ve 1970'lerde 6grenme teorisi ve istatistiksel yontemlerin gelisimi ile
teorik temelleri giiglenen bu alan, 1980'lerde karar agaglari, yapay sinir aglar1 ve genetik
algoritmalar gibi tekniklerin popiiler hale gelmesiyle daha da ilerledi (Quinlan, 1986).

1990'larda hesaplama giiciindeki artis ve veri miktarindaki biiylime, destek vektor
makineleri ve Bayes aglar1 gibi yontemlerin gelistirilmesine olanak tanityarak MO’niin
yeniden canlanmasina vesile oldu(Vapnik, 1995).

2000'lerin baslarindan itibaren, DO teknikleri, dzellikle biiyiik veri setleri ve giiglii
GPU'lar sayesinde 6nemli ilerlemeler kaydetti ve derin sinir aglari, gériintii ve ses tanima
gibi bir¢ok alanda iistiin performans sergiledi (Hinton ve ark., 2006).

MO, saglik alaninda hastalik teshisi, kisisellestirilmis tedavi, tibbi goriintii analizi,
elektronik saglik kayitlar1 (EHR) ve ila¢ kesfi gibi birgok 6nemli uygulamaya sahiptir.
Bu teknoloji, kanser ve diyabet gibi hastaliklarin erken teshisine yardimer olur, genetik
analizler yoluyla bireysel tedavi planlar1 olusturur ve tibbi goriintiileri analiz ederek
doktorlarin teshis koyma stirecini hizlandirir. Ayrica, EHR verilerini analiz ederek hasta

bakimimi iyilestirir ve yeni ilaglarin kesfi ve gelistirilmesinde rol oynar. Makine
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O0grenmesi, biiyiik veri setlerini analiz ederek saglik hizmetlerinin dogrulugunu ve
verimliligini artirmakta 6nemli katkilar saglar (Esteva ve ark., 2017; Topol, 2019; Litjens
ve ark., 2017; Miotto ve ark., 2016; Chen ve ark., 2018).

2.3. Derin Ogrenme

Derin &grenme (DO), MO bir alt dalidir ve ¢ok katmanli YSA kullanarak
karmasik veri yapilarini modelleme ve &grenme yetenegine sahiptir. Insan beyninin
isleyisine benzer sekilde, bu sinir aglart biiylik miktarda veriyi analiz eder ve desenleri
tamir. DO, ozellikle biiyiik veri (big data) ve yiiksek hesaplama giicii gerektiren
uygulamalarda 6nemli basarilar elde etmistir (LeCun ve ark., 2015).

DO, goriintii ve ses tanima gibi alanlarda insan performansini asan sonuglar elde
etmistir. DO algoritmalari, biiyiik veri kiimeleri iizerinde ¢alisarak 6grenme ve
siiflandirma iglemlerini otomatiklestirir ve bu siirecte insan miidahalesine gerek kalmaz.
Ornegin, bir yiiz tanima goérevinde, derin 6grenme algoritmalari gesitli katmanlarda
kenarlari, yiiz pargalarim1 ve nihayetinde tiim yiizleri taniyarak yiiksek dogrulukta
smiflandirma yapabilir (Goodfellow ve ark., 2016).

DO algoritmalarinin basarisi, biiyiik dlgiide biiyiik veri kiimeleri ve yiiksek
hesaplama giicili sayesinde miimkiin olmustur. Bu algoritmalar, yiiksek boyutlu veriler
tizerinde ¢alisarak karmasik desenleri ve iligkileri ortaya cikarabilir ve bu sayede daha
genel ve dayanikli modeller olusturabilir. DO, bir¢ok endiistri ve bilim dalinda devrim

niteliginde degisikliklere yol agmistir ve halen gelisimini siirdiirmektedir (Krizhevsky ve
ark., 2012).

2.3.1. Kullanim alanlari ve 6nemi

e Saghk Sektorii: DO, tibbi teshis ve tedavi siireglerinde énemli bir rol oynamaktadir.
Ornegin, DO algoritmalar1, tibbi goriintiilerdeki anomalileri tespit etmede insan
uzmanlara gore daha yiiksek dogruluk oranlar1 saglayabilmektedir (Litjens ve ark.,
2017). Bu teknolojinin uygulanmasi, erken teshis ve tedavi siireclerinde biiyiik
avantajlar saglamaktadir.

e Goriintii Tammma: Bilgisayarli gorii alaninda DO, nesne tanima ve goriintii

siniflandirma gibi gorevlerde iistiin performans gdstermektedir. Ozellikle, 2012
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yilinda AlexNet'in ImageNet yarigmasinda birinci olmasi, bu teknolojinin
potansiyelini genis kitlelere gostermistir (Krizhevsky ve ark., 2012).

e Dogal Dil isleme: Dogal dil isleme (NLP) uygulamalarinda da DO biiyiik ilerlemeler
kaydetmistir. Metin smiflandirma, dil modeli olusturma ve duygu analizi gibi
gorevlerde DO algoritmalari, insan benzeri performans sergileyebilmekte ve dilin
karmasikligin1 anlayabilmektedir (Young ve ark., 2018).

e Otonom Araglar: Otonom siiriis teknolojilerinde DO, ¢evresel algilama ve karar
verme siireclerinde kritik bir rol oynamaktadir. DO algoritmalari, cevresel verileri
isleyerek nesneleri taniyabilir ve bu bilgileri giivenli siirlis kararlar1 almak igin
kullanabilir (Bojarski ve ark., 2016).

e Finans ve Is Diinyasi: Finansal analiz, kredi riski degerlendirme ve ticaret stratejileri
gelistirme gibi finansal uygulamalarda DO &nemli avantajlar saglamaktadir. Biiyiik
veri kiimelerini analiz ederek trendleri ve anormallikleri tespit edebilir, bu da daha iyi

yatirim ve i stratejileri gelistirilmesine olanak tanir (Heaton ve ark., 2017).

2.4. Yapay Sinir Aglan

Yapay sinir aglar1 (YSA), biyolojik sinir aglarindan esinlenerek gelistirilmis bilgi
islem sistemleridir. Bu aglar, birbirine bagl yapay néronlardan olusur ve 6grenme siireci
boyunca veriler arasindaki iligkileri tanimlamak i¢in tasarlanmistir. YSA, verileri
katmanlar araciligiyla igleyerek karmasik desenleri ve iligkileri 6grenir.

Temel yapisi, bir giris katmani, bir veya daha fazla gizli katman ve bir ¢ikis
katmanindan olusur. Her bir katman, 6nceki katmandan gelen verileri isler ve bir sonraki

katmana aktarir (Heaton ve ark., 2017; Krizhevsky ve ark., 2012).
2.4.1. Yapay sinir ag1 katmanlar

YSA, farkli gorevleri yerine getiren katmanlar halinde diizenlenmistir. Her
katman, veri isleme ve 6grenme siirecinde belirli bir rol oynar. Iste YSA ‘min temel

katmanlar1 ve gorevleri:

2.4.1.1. Giris katmani
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Fonksiyonu: Giris katmani, agin aldig1 ham verileri temsil eder. Her bir néron, modelin
o0grenmesi gereken ozelliklere karsilik gelir.

Ozellikleri: Bu katmanda, sinir aginin dis diinyadan aldig1 tiim girdiler yer alir. Goriintii
isleme uygulamalarinda bu, her pikselin bir nérona karsilik gelmesi anlamina gelir

(LeCun ve ark., 2015).

2.4.1.2. Gizli katmanlar

Fonksiyonu: Gizli katmanlar, girdilerin islenmesi ve karmasik desenlerin 6grenilmesi
gorevini istlenir. Bu katmanlarda, veriler cesitli agirliklar ve aktivasyon fonksiyonlari
kullanilarak islenir.

Ozellikleri: Bir yapay sinir ag1, bir veya daha fazla gizli katmana sahip olabilir. Her
noron, Onceki katmandaki tiim noronlarla baglantilidir ve bu baglantilar, 6grenme
siirecinde ayarlanir. Yaygin aktivasyon fonksiyonlari arasinda sigmoid, tanh ve ReLU

bulunur (Goodfellow ve ark., 2016)

2.4.1.3. Cikis katmani

Fonksiyonu: Cikis katmani, agin sonucunu verir. Cikis, agin ¢cozmesi gereken probleme
bagli olarak yapilandirilir; 6rnegin, bir siniflandirma probleminde her sinif i¢in bir néron
bulunur.

Ozellikleri: Bu katman, modelin nihai kararini veya tahminini temsil eder. Cikis katmani
genellikle softmax veya sigmoid gibi aktivasyon fonksiyonlart kullanir, bu da

simiflandirma veya regresyon problemlerine uygun sonuglar saglar (Murphy, 2012).

Gizli Katmanlar

Sekil 2.4. Yapay sinir aginin genel yapisi
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2.4.2. Kullanim alanlar1 ve 6nemi

Y SA’nin kullanim alanlar1 oldukga genistir ve bir¢ok sektérde dnemli yenilikler

getirmistir.

Saghk Sektorii: YSA, tibbi teshis ve goriintii analizi gibi alanlarda 6nemli islere imza
atmaktadir. Ozellikle, tibbi goriintiilerin analizi ve hastalik teshisi gibi gorevlerde
yiiksek dogruluk oranlar1 saglayabilir. Ornegin, sinir aglari, rontgen, MRI ve BT
taramalart gibi tibbi goriintiilerde anormallikleri tespit etmede kullanilmaktadir
(Litjens ve ark., 2017).

Finans ve Is Diinyasi: Finansal analiz ve piyasa tahmini gibi uygulamalarda da YSA
biiyiilk 6nem tasir. Sinir aglari, biiyiik veri kiimelerini analiz ederek trendleri ve
anormallikleri tespit edebilir, bu da yatirim kararlarin1 daha giivenilir hale getirir.
Ornegin, borsa tahmini ve kredi riski degerlendirme gibi alanlarda kullanilir (Heaton,
ve ark., 2017).

Goriintii Tanima: Bilgisayarli gorii (BG) alaninda, YSA nesne tanima ve goriintii
smiflandirma gorevlerinde iistiin performans gostermektedir. Ozellikle DO teknikleri
ile birlikte kullanildiginda, sinir aglart goriintii isleme gorevlerinde insan
performansina yakin sonuglar verebilir (Krizhevsky ve ark., 2012).

Dogal Dil isleme: DDI uygulamalarinda da YSA 6nemli bir rol oynar. Metin
siniflandirma, dil modeli olusturma ve duygu analizi gibi gorevlerde sinir aglari, dilin
karmasikligini ve baglamini anlamada biiyiik avantajlar saglar (Young ve ark., 2018).
Otonom Sistemler: Otonom araglar ve robotik sistemlerde YSA, ¢evresel algilama ve
karar verme stireglerinde kritik bir rol oynamaktadir. Bu sistemler, ¢evresel verileri

isleyerek nesneleri taniyabilir ve giivenli siiriis kararlart alabilir (Bojarski ve ark.,
2016).

2.5. Evrisimsel Sinir Aglar

DO mimarilerinden biri olan Evrisimli Sinir Ag1 (ESA), ¢ok katmanli ileri yonlii

bir yapay sinir agidir. Bu yapay sinir agmin en 6nemli o6zelliginden biri diger ag

modellerine gore daha az e8itime ve daha az parametreyle islem yapabilmesidir. ESA,

verilen goriintii {izerinde nesne tanima, goriintii analizi ve dogal dil isleme gibi bircok

calismada kullanilmaktadir. Dogal dil ifadelerden metin analizi, ciimle analizi ve bunlarin
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simiflandirilmasi  gibi c¢alismalar ESA bu alandaki uygulanabilirligini ortaya
koymaktadir(Somuncu ve Atasoy,2022).

ESA, goriintii ve video isleme gibi yiiksek boyutlu verilerin kullaniminda veya
analizinde tercih edilen bir DO modelleme tiiriidiir. ESA'lar1, verilerdeki uzamsal
hiyerarsileri ve orlintiileri otomatik olarak 6grenmek i¢in evrisim (convolution) iglemleri
kullanir. Bu aglar, katmanlar halinde diizenlenmis olup her katman belirli bir iglevi yerine

getirir.

2.5.1. Evrisimsel sinir aglar1 katmanlari

ESA’lar goriintii ve video isleme gibi yliksek boyutlu verilerin analizinde
kullanilan DO modellerinin bir tiiriidiir. ESA'lar, verilerdeki uzamsal hiyerarsileri ve
ortintiileri otomatik olarak 6grenmek i¢in evrisim (convolution) islemleri kullanir. Bu
aglar, Sekil 5’te goriildigii gibi katmanlar halinde diizenlenmis olup her katman belirli

bir islevi yerine getirir.

' :
E:
Ed = 3
L L - ]
Havuzlama
Katmam
Ging Goruntiisi — » Tam Baglants
Evirigim Katmam Katmanl

Sekil 2.5. Evirisimsel sinir aglarinin yapist

2.5.2. Evrisim katmam

Evrigim Katmani, ESA i¢inde kritik bir bilesendir ve verilerdeki yerel 6zellikleri
¢ikarmak icin kullanilir. Bu katman, cesitli filtreler (kerneller) kullanarak giris verisi
tizerinde kaydirma (convolution) islemi gergeklestirir. Bu islem sonucunda, verideki

belirli desenleri ve 6zellikleri tespit eden 6zellik haritalar1 (feature maps) olusturulur.
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Ozellik haritalarma uygulanan aktivasyon fonksiyonlari, modelin dogrusal
olmayan iliskileri 6grenmesine olanak tanir, bu da ozellikle goriintii isleme ve BG
uygulamalarinda 6nemlidir.

Evrisim katmanlari, nesne tanima ve yliz tanima gibi alanlarda yiiksek dogruluk
oranlarina ulasilmasini saglar, ¢linkii verideki yerel 6zellikleri etkili bir sekilde ¢ikarir ve
isler (Goodfellow ve ark., 2016; Krizhevsky ve ark.,2012; LeCun ve ark., 2015; Scherer
v ve ark., 2010).

2.5.3. Havuzlama katmam

Havuzlama Katmani (Pooling Layer), ESA i¢inde yer alan ve 6zellik haritalarinin
boyutunu kiigiiltme amaciyla i¢in kullanilan bir ara katmandir. Bu katman, verinin
uzamsal boyutlarini azaltarak modelin hesaplama yikiinii diisiirmeyi amaglar ve
genellestirme yetenegini artirir. iki yaygin havuzlama tiirii vardir: Maksimum
Havuzlama (Max Pooling) ve Ortalama Havuzlama (Average Pooling).

Maksimum havuzlama, belirli bir bolgedeki en yiiksek degerli pikseli secerken,
ortalama havuzlama, bélgedeki tiim piksel degerlerinin ortalamasini alir. Bu islemler,
modelin daha kiigiik ve daha anlamli temsilciler olusturmasina yardimer olur
(Goodfellow ve ark., 2016; Scherer ve ark., 2010). Ayrica, havuzlama katmanlari, agin
konum degisikliklerine karst duyarliligimi azaltarak, nesne tanima ve goriintii

siiflandirma gibi gorevlerde performansi artirir (LeCun ve ark., 2015).

2.5.4. Tam baglantih katman

Tam Baglantili Katman (Fully Connected Layer), ESA ve diger YSA’da yer alan
ve tiim noronlarin birbirine baglh oldugu bir katmandir. Bu katman, 6zellik haritalarindan
gelen verileri diizlestirir ve bu verileri siniflandirma veya regresyon gorevleri i¢in
kullanir.

Tam baglantili katmanlar, her néronun Onceki katmandaki tiim ndronlarla
baglantili oldugu bir yapiya sahiptir ve bu, agin 6grenme kapasitesini artirir (Goodfellow,
ve ark., 2016). Ayrica, bu katmanlar genellikle agin sonuna eklenir ve son siniflandirma
veya karar verme agamasinda énemli bir rol oynar (Krizhevsky ve ark., 2012).

Tam baglantili katmanlar, 6zellikle karmagik karar sinirlarinin 6grenilmesinde ve

temsil gilictiniin artirtlmasinda etkilidir (LeCun ve ark., 2015).
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2.5.5. Seyreltme katmani

YSA’nin egitim siirecinde asir1 6grenmeyi (overfitting) onlemek i¢in kullanilan
bir diizenleme teknigidir. Bu katman, her egitim iterasyonunda rastgele secilen
ndronlarm belirli bir oranin1 gecici olarak devre dis1 birakir (Seyreltir), boylece agin
belirli noronlara asir1 bagimliligini azaltir ve daha genel bir model 6grenilmesini saglar.
Bu teknik, agin 6grenme siirecinde néronlarin birbirine bagimliligini azaltarak, modelin
daha iyi genelleme yapabilmesine olanak tanir (Srivastava ve ark., 2014).

Seyreltme katmaninin etkisi, agin farkli alt kiimelerinin egitilmesiyle ¢esitliligi
artirmast ve sonu¢ olarak modelin daha dayanikli ve genellestirilebilir olmasini

saglamasidir (Goodfellow ve ark.,2016).

2.6. ESA’da egitiminde kullanilan hiper parametreler

ESA egitiminde kullanilan hiperparametreler, egitilen modelin performansini
optimize etmek ve egitim siirecini kontrol etmek igin hayati 6nem tasir. Bu
hiperparametreler, modelin 6grenme siirecini, dogrulugunu ve genelleme yetenegini
dogrudan etkiler. Model egitilirken kullanilan baz1 yaygin hiperparametreler ve bunlarin

kullanilma nedenleri ve 6nemi asagida agiklanmistir.

2.6.1. Ogrenme oram

Ogrenme oran1 bir YSA modelinin egitim siirecinde kullanilan en 6nemli
hiperparametrelerden biridir. Modelin agirliklarinin  her giincelleme adiminda ne
derecede degisecegini belirle amaci ile kullanilir. Ogrenme orani, genellikle n\etan (eta)
sembolii ile gosterilir ve 6grenme siirecinde gradyan inisi algoritmasinin hizim1 kontrol
eder. Ogrenme oram kiigiikse, model daha yavas 6grenir; biiyiikse, model daha hizl
Ogrenir, ancak bu durumda optimal ¢6zlime ulasamama veya dengesiz 6grenme riski artar
(Goodfellow ve ark., 2016).

Gradyan inisi algoritmasi, maliyet fonksiyonunun tiirevini kullanarak modelin

agirliklarim giinceller. Her iterasyon adiminda agirliklar su sekilde giincellenir (2.1).

Wi = Wt—n-A](Wt) (2.1)
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Burada:
Wt t zamanindaki agirliklar
n: Ogrenme orani
VI(Wy): Agirliklar igin maliyet fonksiyonunun gradyant

Optimal Coziim: Uygun bir 6grenme orani, modelin hizli ve dogru bir sekilde
O0grenmesini saglar. Yanlis ayarlanmig bir 68renme orani, modelin ya ¢ok yavas
ogrenmesine ya da hi¢ 6grenmemesine de neden olabilir.

Stabilite: Dogru bir 6grenme orani, modelin egitim siirecini kararli hale getirir. Cok
yiiksek bir 6grenme orani, modelin agirliklarinin optimal olmayan degerlere ziplamasina
neden olabilir (Sutskever ve ark., 2013).

Egitim Siiresi: Ogrenme orani, egitim siiresini dogrudan etkiler. Daha yiiksek dgrenme
oranlari, daha hizli egitim saglar ancak genellikle daha diisiik dogruluk ve stabilite ile

sonuglanir.

2.6.2. Epoch sayis1

Epoch sayis1, bir MO modelinin egitim siirecinde, tiim egitim veri setinin model
tarafindan kag¢ kez islenebilecegi adimdir. Programci veri setinin kag¢ tur islenmesini
isterse o say1 da tur attirir. Bir epoch, veri setinin bastan sona bir kez ge¢irilmesini temsil
eder. Egitim siirecinde genellikle birden fazla epoch kullanilir, bu da modelin veri
setindeki tiim desenleri 6grenmesine yardimer olur.

e Ogrenme Siireci: Epoch sayisi, modelin tiim veri seti {izerinde ne kadar siireyle egitim
gorecegini belirler. Yeterli sayida epoch, modelin veri setindeki tiim desenleri
O0grenmesini saglar.

e Asirt Uyum (Overfitting) ve Eksik Uyum (Underfitting): Cok az epoch sayis1 eksik
uyuma neden olabilirken, ¢ok fazla epoch sayisi agirt uyum riskini artirabilir. Dogru
epoch sayisi, modelin genel performansini optimize etmede en uygun yoldur.
(Goodfellow ve ark., 2016).

e Egitim Siiresi ve Maliyet: Daha fazla epoch, daha uzun egitim siiresi ve daha fazla
hesaplama kaynag1 anlamina gelir. Bu nedenle, uygun epoch sayisinin belirlenmesi,

verimli bir egitim siireci i¢in en énemli detayidir (Bengio, 2012).
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2.6.3. Batch boyutu

Batch boyutu, MO modelinin egitim siirecinde, modelin agirliklarini giincellemek
icin kullanilan veri 6rneklerinin sayisini ifade eder. Egitim veri seti genellikle daha kii¢lik
pargalara (batch'lere) boliiniir ve her bir batch, model tarafindan islenir. Bu siire¢, modelin
O0grenme siirecini hizlandirir ve daha verimli hale getirir.

Batch boyutu, modelin agirliklarinin her iterasyon sonunda gilincellenmesini
saglar ve mini-batch, stochastic, batch gradient descent gibi ¢esitli tiirlerde uygulanabilir.
Mini-batch gradient descent en yaygin kullanilan yontemdir ve genellikle 32, 64 veya 128
gibi boyutlar kullanilir. Stochastic gradient descent'te batch boyutu 1'dir ve her veri 6rnegi
icin agirliklar giincellenir, bu yontem daha fazla varyans icerir ancak genellestirme
performansi agisindan faydali olabilir (Bottou, 2010).

Batch gradient descent ise tiim veri seti lizerinde hesaplama yapar ve biiyiik veri
setlerinde pratik degildir (Ruder, 2016). Batch boyutunun uygun se¢imi, egitim siiresi,
bellek kullanim1 ve modelin genellestirme performansi tizerinde dnemli bir etkiye sahiptir
(Keskar ve ark., 2016).

Egitim sirasinda, modelin agirliklar su sekilde giincellenir:

W1 = Wt—n-A](Wt) (2.2)

Burada:
Wt: t zamanindaki agirliklar
n: Ogrenme orani

VI(Wy): Agirliklar igin maliyet fonksiyonunun gradyani

2.7. Goriintii Segmantasyonu

Goriintli segmentasyonu, dijital goriintiilerin analiz edilmesinde ve islenmesinde
kullanilan yaygin bir tekniktir. Bu yontem, bir goriintiiyli, daha anlamli ve kolay analiz
edilebilir parcalara veya segmentlere bolmeyi amaglar. Segmentasyon, her bir pikselin

belirli bir nesneye veya simifa ait oldugu sekilde goriintiiyii bolerek gerceklestirilir. Bu
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islem, nesneleri arka plandan ayirmak, nesne sinirlarini belirlemek ve goriintiideki belirli
bolgeleri tanimlamak i¢in kullanilir. Segmentasyon, tibbi goriintiileme, otonom araglar,
uydu goriintiileri analizi ve yiiz tanima sistemleri gibi bir¢ok alanda kritik bir rol oynar
(Shen ve ark., 2017).

Tibbi goriintiilemede, MR ve BT taramalar1 gibi tibbi goriintiilerde tiimor veya
anormal yapilarin tespiti ve siniflandirilmasi igin kullanilir (Ronneberger ve ark.,2015).
Otonom araglar, yol, yaya, ara¢ ve trafik isaretlerinin tanimlanmasi ve izlenmesi i¢in
segmentasyon tekniklerini kullanir (Chen ve ark., 2018). Goriintli segmentasyonu, kenar
tespiti, kiimeleme ve DO tabanli yontemler gibi cesitli teknikler kullanilarak
gerceklestirilebilir. Ozellikle ESA gibi DO modelleri, segmentasyon gorevlerinde yiiksek
dogruluk ve etkinlik saglar (Long ve ark., 2015).
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3. METODOLOJi

3.1. Veri Seti

Bu veri kiimesi, beyin tiimérlerinin tespit edilmesi amaciyla MO modellerini
gelistirmeyi kolaylagtirmak i¢in hazirlanmistir. Beynin MR taramalarini igeren bu veri

seti, lic ana klasore ayrilmistir.
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Sekil 3.1. veri setinin test, egitim, dogrulama klasorleri

Birinci klasor olan "evet", tiimdr bulunan MR taramalari igerir. Ikinci klasor
olan "hayir", tiimdr bulunmayan MR taramalarini barindirir. Uglincii klasor olan "pred"
ise, test amagl etiketlenmemis MR taramalarmi icermektedir. Bu veri kiimesi, MO

modellerinin egitim ve degerlendirme siire¢lerinde kullanilmak {izere diizenlenmistir.

Tablo 3.1. Veri Setinin egitim, dogrulama ve test olarak boliinmesi

Veri Seti Evet Hayir
Egitim Veri Seti 900 900
Dogrulama Veri Seti 300 300
Test Veri Seti 300 300

3.2. Veri On Isleme

Veri 6n isleme, MO ve veri madenciligi projelerinde ham verilerin analiz igin
uygun hale getirilmesi i¢in gerekli olan bir dizi islem siirecidir. Bu siireg, verinin kalitesini

artirmay1 ve modelin performansini iyilestirmeyi amaglar.
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Sekil 3.2. Verinin 6n islenme asamalari

Veri 6n isleme, ham verilerin giiriiltiisliz, eksiksiz ve analiz edilebilir bir forma
dontistiiriillmesini saglar (Han ve ark., 2012).

Veri 6n islemenin temel adimlart sunlardir:

3.2.1. Veri temizleme

Eksik verilerin islenmesi: Eksik degerler, veri setinden ¢ikarilabilir, ortalama veya
medyan gibi 6zet istatistiklerle doldurulabilir ya da tahmin yontemleriyle tamamlanabilir
(Little ve Rubin, 2019).

o Giiriiltiilii verilerin diizeltilmesi: Anormal veya yanlig veri noktalar: tespit edilerek
diizeltilir ya da ¢ikarilir.
e Tutarsiz verilerin diizeltilmesi: Veri tutarsizliklari, mantiksal kurallar veya alan

bilgisi kullanilarak diizeltilir.

4. Adim Kenarlan Kirpilmis Goriinti

1.Adim Orijinal Goruntu 2. Adim En Buyiik Kontoru Bulun 3. Adim Ekstrem Noktalari Bulun

Sekil 3.3. Goriintiilerdeki fazlaliklarin temizlenmesi
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3.2.2. Veri entegrasyonu

Farkli kaynaklardan gelen verilerin birlestirilmesi: Veri entegrasyonu, farkli veri
kaynaklarindan gelen verileri arasindaki uyumsuzlugun kaldirilmasi beraber islenebilir

hale getirilerek tek bir veri setinde birlestirilmesi siirecidir (Chaudhuri ve ark., 2011).

3.2.3. Veri doniisiimii

Normalizasyon: Verilerin belirli bir 6l¢ek veya aralikta normalize edilmesi, 6zellikle

MO algoritmalarinda énemlidir.

Goruntl Cranlarnnin Dagilimi

Goruntu Oranlanmin Dagilimi

1200 3000 ]

1000
2500 4

2000

Sayisi
3
[=]
SayIs

1500

1000

500
— EEE
0.8 10 12 14 16 18

Oran Degeri 06 08 10 12 14
Oran Degeri

Sekil 3.4. Verilerdeki orantisizligin giderilmesi

Ozellik miihendisligi: Verilerden yeni ozellikler tiiretme veya mevcut Ozellikleri

dontistiirme siirecidir (Guyon ve Elisseeff, 2003).

3.2.4. Veriazaltma

e Oznitelik secimi: Modelin performansim artirmak ve hesaplama maliyetlerini
azaltmak icin gereksiz veya fazla 6zelliklerin ¢ikarilmasi islemidir.
e Ornekleme: Biiyilk veri setlerinde, veriyi temsil eden kiigiik bir alt kiimenin

se¢ilmesini anlatir.

3.2.5. Veri ayrnistirma

Siirekli verilerin kategorik verilere déniistiiriilmesi: Ozellikle karar agaclar1 gibi
algoritmalar i¢in siirekli verilerin belirli araliklara ayrilmasi gerekebilir (Fayyad ve Irani,

1993).
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Veri 6n islemenin bu adimlari, analiz ve modelleme siireclerinin temelini
olusturur ve daha dogru, gilivenilir ve genellestirilebilir sonuglar elde edilmesini saglama

acisindan ¢ok biiyiik onem arz etmektedir.

3.2.6. Verilerden o6znitelik ¢cikarma

Oznitelik ¢ikarma (feature extraction) siireci, ham verilerden anlamli ve
kullanilabilir 6zniteliklerin elde edilmesi islemini kapsar. Bu siireg, MO modellerinin
performansini artirmak icin kritik bir bir 5nem tasimaktadir. Oznitelik ¢ikarma asamalar1

genellikle asagidaki adimlardan olusur.
3.2.7. Ham veri toplama ve inceleme
[k adim, ham verilerin toplanmas1 ve veri setinin anlasiimasidir. Verilerin yapist,

format1 ve igerigi incelenir. Bu asamada, verilerin hangi o6zellikleri i¢erdigi ve hangi

ozelliklerin ¢ikarilmasi gerektigi belirlenir (Guyon ve Elisseeff, 2003).

Artinlmis Gorseller

Sekil 3.5. Tek goriintiiden gesitli teknikler ile veri artirma

3.2.8. Ozelliklerin se¢imi

Tiim mevcut 6zellikler arasindan en anlamli ve modelin performansini en ¢ok

artiracak olanlarin secilmesi siirecidir. Bu asama, gereksiz veya fazla bilgi tasiyan
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ozelliklerin ¢ikarilmasini igerir. Istatistiksel testler, bilgi kazanci, Gini katsayis1 gibi
yontemler kullanilabilir (Liu ve Motoda, 2007).
3.2.9. Ozellik doniisiimii

Ham verilerden yeni 6zellikler olusturma veya mevcut 6zellikleri daha uygun bir
forma doniistiirme siirecidir. Bu asamada, Ol¢ekleme (normalization), standartlastirma
(standardization), polinomal 6zellikler ¢ikarma ve log doniisiimleri gibi teknikler

kullanilabilir (Jain ve ark., 2000).

3.2.10. Ozellik insas1

Verilerden yeni oznitelikler tiiretme siirecidir. Ornegin, tarih ve zaman
verilerinden giin, hafta veya ay bilgileri ¢ikarilabilir. Bu asama, 6zellikle karmasik ve

yiiksek boyutlu veri setlerinde 6nemlidir (Zheng ve Padmanabhan, 2006).

3.2.11. Ozellik secimi ve dogrulama

Cikarilan  o6zelliklerin  dogrulugunu ve model performansina katkisin
degerlendirme asamasidir. Bu asamada capraz dogrulama (cross-validation) ve gesitli
degerlendirme metrikleri kullanilarak, en iyi performansi saglayan 6zellikler belirlenir

(Kohavi ve John, 1997).

3.3. Gelistirilen Derin Ogrenme Modelleri
3.3.1. Kullanilan makine 6grenme siniflandiricilari

3.3.1.1. k-En yakin komsu

K en yakin komsu (K-NN ) siniflandirma, makine 6greniminde hem siiflandirma
hem de regresyon problemleri i¢in kullanilan temel bir gézetimli 6grenme algoritmasidir.
Bu algoritma, yeni bir veri noktasinin smifini belirlemek i¢in en yakin k komsunun
siniflarini dikkate alir. Genellikle Oklidyen mesafe gibi bir uzaklik metrigi kullanarak
komsular1 belirler ve siniflandirma i¢in ¢ogunlugun sinifi yeni veri noktasina atanir

(Cover ve Hart, 1967).
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K-NN algoritmasinin avantajlarindan biri, parametrik olmamasi ve bu sayede veri
dagilimina herhangi bir 6n kabulde bulunmamasidir. Ancak, algoritmanin performansi,
komsu sayis1 K ve segilen uzaklik metrigine olduk¢a duyarlidir. Kii¢iik k degerleri
modelin varyansimi artirirken, biiyiik K degerleri modelin biasini artirabilir. Ayrica,
yiiksek boyutlu veri kiimelerinde hesaplama maliyeti artar ve performans diisebilir, bu
durum “curse of dimensionality” olarak bilinir. Yine de, K-NN kiigiik ve iyi ayrilmis veri
kiimelerinde yiiksek dogruluk saglar ve uygulamasi kolaydir (Peterson, 2009).

K-NN 'nin bir diger 6nemli 6zelligi de 6grenme siirecinin hizli olmasidir ¢iinkii
model parametreleri 6grenmez; bunun yerine tim egitim verilerini saklar ve tahmin
asamasinda bu verilere dayanarak karar verir. Bu 6zelligi, 6zellikle biiytlik veri setlerinde
tahmin yapmay1 hesaplama agisindan pahali hale getirebilir (Fix ve Hodges, 1951).

K-NN algoritmasi, yeni bir veri noktasinin sinifin1 belirlemek igin en yakin kkk
komsusunu kullanir. En yaygin mesafe metrigi Oklidyen mesafedir ve iki nokta

arasindaki Oklidyen mesafeyi hesaplamak icin kullanilan formiil su sekildedir:

d(x,y) = 3.4

Burada:
d(x, y): Iki veri noktas1 arasindaki mesafe
Xi Ve yi: Veri noktalarinin i. bilesenleri

n: Ozelliklerin sayis1

3.3.1.2. Destek vektor makineleri (DVM)

Destek Vektor Makineleri (DVM), makine 6greniminde hem siniflandirma hem
de regresyon analizinde kullanilan gii¢lii bir algoritmadir. DVM, veriyi yiiksek boyutlu
bir uzaya projeler ve bu uzayda iki simnifi en iyi ayiran hiper diizlemi bulur. Bu hiper
diizlem, smiflar arasindaki marjini maksimize eder. Destek vektorleri, karar smirini
tanimlayan bu hiper diizleme en yakin veri noktalaridir (Cortes ve Vapnik, 1995).

DVMnin o©nemli bir avantaji, yliksek boyutlu veri kiimeleriyle basa
cikabilmesidir. Ayrica, lineer olarak ayrilabilir olmayan veriler i¢in ¢ekirdek hileleri

(kernel tricks) kullanarak karmasik karar sinirlar1 olusturabilir.
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Yaygin olarak kullanilan ¢ekirdek fonksiyonlari arasinda dogrusal, polinomial,
radyal bazli fonksiyon (RBF) ve sigmoid bulunur. Bu ¢ekirdek fonksiyonlar, veriyi daha
yiiksek boyutlara doniistiirerek daha i1yi ayirici hiper diizlemler bulunmasini saglar
(Scholkopf ve Smola, 2002).

DVM, asir1 6grenmeyi onleme konusunda da oldukga etkilidir. Bunun nedeni,
karar siirinin sadece birkag¢ kritik veri noktasi tarafindan belirlenmesi ve bu sayede
modelin genel kaliplar1 6grenmesi, asir1 detaylara takilmamasidir. Ancak, DVM'nin
egitim stlireci biiylik veri setlerinde ve o6zellikle c¢ekirdek hilelerinin kullanildigi
durumlarda olduk¢a zaman alici olabilir (Burges, 1998).

DVM, iki sinift ayiran en genis marjli hiper diizlemi bulmaya calisir. Bu hiper

diizlem, asagidaki optimizasyon problemi ile tanimlanir.

1
minzllwllzsubject to y;(w - x;+b) = 1,Vi (3.2)
w,b
Burada:
w . Hiper diizlemin agirlik vektor.
b: Hiper diizlemin bias terimi.
x;: Egitim veri noktasi.

yi: Veri noktasinin etiketi (+ veya —1).

|| ||?: Hiper diizlemin normu, yani agirhik vektdriiniin karesi.

3.3.2. Kullamilan derin 6grenme modelleri

3.3.2.1. VGG19
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VGG19, Oxford Universitesi Gorsel Geometri Grubu tarafindan gelistirilen ve
DO alaninda yaygin olarak kullanilan bir konvoliisyonel sinir ag1 modelidir. Model,
toplamda 19 katmandan olusur; bunlar arasinda 16 konvoliisyonel katman, 3 tam

baglantili katman ve 5 maks havuzlama katmani1 bulunmaktadir.
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Sekil 3.6. VGG19 yapist

VGG19'un en belirgin 6zellikleri, kii¢iik 3x3 filtre boyutlar1 ve her katmandan
sonra uygulanan ReL.U aktivasyon fonksiyonlaridir. Bu mimari, biiyiik veri setlerinde
(6rnegin, ImageNet) yiiksek dogruluk oranlar1 saglar ve 6nceden egitilmis agirliklarla
transfer 6grenme igin olduk¢a uygundur (Simonyan ve Zisserman, 2014). Ancak, derin
yapisi ve ¢ok sayida parametresi nedeniyle yliksek hesaplama giicii ve bellek gereksinimi
dogurur, bu da egitimin yavaglamasina ve asir1 uyum riskine yol agabilir (Deng ve ark.,
2009). Bu nedenle, biiylik veri setleri ve diizenleme teknikleri kullanilarak egitilmesi
Onerilir.

VGG19'un derinligi, goriintli siniflandirma ve nesne tanima gorevlerinde {istiin
performans gostermesini saglar, ancak bu ayni zamanda modelin egitimi sirasinda ytliksek
hesaplama kaynaklar1 gerektirmesi anlamina gelir. Ek olarak, derin ag yapist nedeniyle
model, parametre sayisinin fazla olmasi sebebiyle asir1 uyuma meyilli olabilir
(Krizhevsky ve ark., 2012). VGG19, genellikle ince ayar (fine-tuning) igin gii¢lii bir
baslangi¢ noktasi olarak kullanilir ve medikal goriintii isleme gibi spesifik alanlarda

yaygin olarak uygulanmaktadir (Shen ve ark., 2017).

3.3.2.2. Inception V3
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Inception V3, Google tarafindan gelistirilen bir DO modeli olup, goriintii
smiflandirma ve nesne tanima gorevlerinde yiliksek dogruluk saglamak amaciyla
tasarlanmistir. Bu model, Inception mimarisinin iigiincii versiyonudur ve 48 katmandan
olusur. Inception V3'iin temel avantajlar1 arasinda daha diisiik hesaplama maliyeti ile
yikksek dogruluk saglama yetenegi bulunmaktadir. Bunun nedeni, modelin, bilgi
yogunlugu diisiik olan 6zellik haritalarinin hesaplama maliyetini azaltmak amaciyla
tasarlanmis olmasidir (Szegedy ve ark., 2016).

Inception V3'lin yapisi, farkli boyutlardaki filtreleri paralel olarak uygulayarak
ozelliklerin daha zengin bir temsilini elde etmeyi amaglayan Inception modiillerine
dayanir. Bu modiiller, modelin derinligini artirmadan daha genis bir yapiya sahip
olmasini saglar, bu da hesaplama verimliligini artirir ve asir1 uyum riskini azaltir
(Szegedy ve ark., 2016). Model ayrica, hesaplama yiikiinii daha da disiirmek igin
faktorizasyon tekniklerini ve etiketli verilerin daha verimli kullanilmasini saglamak

amaciyla yardim eden ek diizenleme katmanlarini igerir.

'
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0 0
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Sekil 3.7. Inception V3'iin yapisi(Kaya ve ark., 2024)

Inception V3'lin bazi dezavantajlar1 da vardir; Modelin karmagsik yapisi,
hiperparametre ayarlamalarin1 ve egitimi zorlastirabilir. Ayrica, biiylik veri kiimeleri
tizerinde egitilmesi gerektigi i¢in yiiksek bellek ve islem giicii gerektirir (Szegedy ve ark.,
2016). Bu nedenle, modelin egitim siireci uzun olabilir ve yiiksek performansli donanim
gerektirir. Bununla birlikte, 6nceden egitilmis agirliklarla transfer 6grenme kullanarak bu
zorluklar bir Ol¢lide hafifletilmesi miimkiindiir, bu da modelin farkli uygulama

alanlarinda kullanilabilirligini artirir (Canziani ve ark., 2016).

3.3.2.3.MobileNet
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MobileNet, Google tarafindan gelistirilen ve mobil cihazlarda ve gomiili
uygulamalarda kullanilmak iizere optimize edilmis hafif bir ESA mimarisidir. Temel
amaci, hesaplama ve bellek gereksinimlerini en aza indirerek hizli ve verimli DO
modelleri olusturmaktir. MobileNet mimarisi, derin ayrik konvoliisyonlar1 (depthwise
separable convolutions) kullanarak standart konvoliisyonlarin hesaplama yiikiinii 5nemli
Olclide azaltir.

Bu teknik, her bir konvoliisyonu iki asamaya ayirir: derin ayrik konvoliisyonlar
ve nokta konvoliisyonlar1 (pointwise convolutions). Bu yap1, modelin parametre sayisini
ve hesaplama maliyetini biiyiik 6lgiide azaltir (Howard ve ark., 2017).

MobileNet'in diisiikk hesaplama ve bellek gereksinimleri, hizli sonug elde siiresi ve
mobil ve gomiilii cihazlar i¢in uygunluk bulunur. Bu o6zellikler, MobileNet'i sinirh
kaynaklara sahip cihazlarda bile yiiksek dogruluk oranlar1 elde etmeye uygun hale getirir.
Ayrica, modelin modiiler yapisi, c¢esitli gorevler ve uygulamalar igin kolayca

uyarlanabilir ve genisletilebilir olmasini saglar (Howard ve ark., 2017).
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Sekil 3.8. Mobilenet Yapisi

MobileNet'in bazi1 dezavantajlari da vardir. Modelin hesaplama verimliligi
saglama amaciyla yaptig1 optimizasyonlar, bazi gorevlerde dogruluk kaybina yol agabilir.
Ayrica, daha derin ve genis aglarla karsilagtirlldiginda, 6zellikle ¢cok karmagsik veri
setlerinde performansinin biraz daha diisiik olabilecegi gdzlemlenmistir (Sandler ve ark.,
2018).

MobileNet'in yapisi, temel olarak mobil cihazlarda kullanim igin optimize
edilmis, hafif ve modiiler bir mimari olarak 6zetlenebilir. Bu model, mobil uygulamalarda
goriintii siniflandirma, nesne tespiti ve benzeri gorevlerde yaygin olarak kullanilir ve

yiiksek dogrulukla birlikte hizli performans sunar (Howard ve ark., 2017; Sandler ve ark.,
2018).
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4. UYGULAMA VE DEGERLENDIRME

4.1. Calismada Kullanilan Programlama Dili

Bu calismada, veri analizi ve model gelistirme i¢in akademik ¢aligmalarda yaygin
olarak kullanilan Python programlama dili tercih edilmistir. Python, zengin kiitiiphane
destegi yaninda genis topluluk kaynaklar1 sayesinde MO ve DO projeleri icin ideal bir
arag olarak tercih edilmistir (Van Rossum ve ark., 2009).

Python, agik kaynak kodlu ve yliksek seviyeli bir programlama dilidir. Kolay
okunabilir sz dizimi ve genis kiitiiphane destegi ile veri bilimi ve MO projelerinde
yaygin olarak tercih edilir (Lutz, 2013).

Bu calismada, Python'un 6zellikle veri isleme, gorsellestirme ve model gelistirme
stireglerinde sundugu esneklikten yararlanilmistir. Kullanilan ¢evrimigi ortamlar kodlarin
yazilmasi ve ¢alistirilmasi i¢in Kaggle platformu kullanilmistir.

Kaggle, veri bilimi ve makine 6grenimi yarigmalari, veri setleri ve kod paylasimi
icin popiiler bir ¢evrimigi platformdur. Bu platform, kullanicilarin Python ve R gibi

programlama dillerini kullanarak analizler yapmalarina olanak tanir (Kaggle, 2021).

4.2. Bu Calismada Kullamilan Kiitiiphaneler

4.1.1. NumPy

NumPy, bilimsel hesaplamalar i¢in kullanilan ve Python dilinde yazilmis bir
kiittiphanedir. Biiyiik boyutlu diziler ve matrislerle etkin bir sekilde calisabilmesi ile
taninir. NumPy, bu veri yapilarina hizli ve verimli matematiksel islemler yapma yetenegi
sunan cesitli fonksiyonlar saglar. Kiitliphanenin en dnemli veri yapilarindan biri olan
ndarray, yiiksek performansli veri isleme ve hesaplama i¢in optimize edilmistir (Oliphant,
2006).

NumPy, veri analizi, makine 6grenimi ve derin 6grenme gibi alanlarda yaygin
olarak kullanilmakta ve diger bir¢ok bilimsel kiitliphanenin temelini olusturmaktadir

(Harris ve ark., 2020).

4.1.2. Pandas
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Pandas, veri manipiilasyonu ve analizi i¢in giiglii araglar sunan bir Python
kiitiphanesidir. DataFrame ve Series gibi veri yapilari, veriyi temizleme, verileri
doniistiirme ve veriyi gorsellestirme islemlerini kolaylastirir (McKinney, 2010). Pandas,
veri biliminde yaygin olarak kullanilir ve veri yiikleme, filtreleme, gruplama, birlestirme

ve yeniden sekillendirme gibi iglemler i¢in zengin fonksiyonlar sunar.

4.1.3. Matplotlib ve seaborn

Matplotlib, Python i¢in temel grafik ¢izim kiitiiphanesidir ve veri gorsellestirme
icin genis kapsamli araclar sunar. Cizgi grafikleri, ¢ubuk grafikleri, histogramlar ve
sacilim grafikleri gibi ¢esitli grafik tiirlerini olusturmak icin kullanilir (Hunter, 2007).

Seaborn, Matplotlib’in iistiine insa edilmis ve istatistiksel veri gorsellestirme icin
daha ¢ekici ve bilgilendirici grafikler sunmay1 hedefleyen bir kiitiiphanedir (Waskom,
2021).

4.1.4. Scikit-learn

Scikit-Learn, Python programlama dili i¢in gelistirilmis, agik kaynakli bir makine
ogrenimi kiitliphanesidir. Bu kiitiiphane, siniflandirma, regresyon, kiimeleme ve boyut
indirgeme gibi makine 6grenimi gorevleri igin genis bir arag seti sunar. Scikit-Learn, basit
ve tutarli bir API tasarimi ile kullanim kolaylig1 saglar ve NumPy ile iyi entegrasyon

sunar (Pedregosa ve ark., 2011).

4.1.5. TensorFlow ve keras

TensorFlow, Google Brain ekibi tarafindan gelistirilen ve MO ile derin 6grenme
modelleri olusturmak i¢in kullanilan agik kaynakli bir yazilim kiitiiphanesidir. Keras ise,
TensorFlow iizerinde calisan, kullanimi kolay bir yiiksek seviyeli DO kiitiiphanesidir.
Keras, hizli model prototipleri gelistirme, kolay okunabilirlik ve modiilerlik 6zellikleri

ile 6ne ¢ikar (Chollet, 2015).

4.3. Model Performans Metrikleri
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Calismanin bu bdoliimiinde, siniflandirma algoritmalarinin  performansinin
degerlendirilmesi i¢in smiflarin gergek ve tahmini degerlerinin karisiklik matrisi ile
karsilastirildigr boliimdiir (Polat ve ark., 2017). Alici isletim karakteristigi (ROC),
siniflandirma performansinin dlgiilmesinde biyoinformatikte sik¢a kullanilan bir
yontemdir (Lasko ve ark., 2005).

e Dogru Pozitif : Pozitif olan bir 6rnegin dogru siiflandirilmasidir (6rnegin, hasta olan
bir kisiye hasta demek) (Hastie ve ark., 2009).

e Dogru Negatif: Negatif olan bir 6rnegin dogru smiflandirilmasidir (6rnegin, hasta
olmayan bir kisiye hasta degil demek) (Hastie ve ark., 2009).

e Yanhs Pozitif: Negatif olan bir 6rnegin yanlis siniflandirilmasidir (6rnegin, hasta
olmayan bir kigiye hasta demek) (Hastie ve ark., 2009).

¢ Yanhs Negatif: Pozitif olan bir 6rnegin yanls siniflandirilmasidir (6rnegin, hasta olan
bir kisiye hasta degil demek) (Hastie ve ark., 2009).

Veri setindeki tiim 6rneklerin sinif etiketlerinin siniflandirilmasi i¢in algoritmanin
performans degerlendirmesi dogruluk oran1 (accuracy) ile 6l¢iiliir. Dogruluk orani, dogru

olarak siniflandirilan 6rneklerin yiizdesi olarak ifade edilir.

4.3.1. Dogruluk

Dogruluk, bir modelin toplam dogru tahmin sayisinin toplam tahmin sayisina

oranini ifade eder (1)’de gosterilen formiil ile hesaplanir.

TP+TN
TP+TN+TN+FN

Dogruluk = (4.2)

Bu metrik, modelin genel performansini degerlendirirken kullanilir ve hem pozitif
hem de negatif siniflarin dogru sekilde tahmin edilmesini igerir. Dogruluk, tiim siniflar
arasinda dengeli bir dagilim varsa etkili bir metrik olabilir, ancak dengesiz veri
kiimelerinde yaniltici olabilir ¢linkii nadir siniflarin dogru tahmin edilmesi genel dogruluk

tizerinde biiyiik bir etkiye sahip olmayabilir (Powers, 2011).

4.3.2. Hassasiyet
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Hassasiyet, modelin pozitif olarak tahmin ettigi 6rneklerin kag tanesinin gercekten
pozitif oldugunu gosterir. Yani, pozitif olarak tahmin edilen 6rnekler i¢inde gercekte

pozitif olanlarin oranini ifade eder(4.2).

TP
TP+FP

Hassasiyet = (4.2)
Bu metrik, 6zellikle yanlis pozitiflerin maliyetinin yiliksek oldugu durumlarda
onemlidir. Ornegin, tibbi teshislerde yanlis pozitiflerin sayisinin diisiik olmasi

isteniyorsa, hassasiyet 6nemli bir degerlendirme kriteri olacaktir (Sokolova ve Lapalme,

2009).

4.3.3. Duyarhlik

Duyarlilik, gercek pozitif 6rneklerin model tarafindan dogru bir sekilde pozitif
olarak tahmin edilme oranini gésterir. Yani gergekte pozitif olan 6rneklerin ne kadarinin

dogru pozitif olarak tahmin edildigini gosterir (4.3).

TP
TP+FN

Duyarhilik = (4.3)
Bu metrik, pozitif 6rneklerin ne kadarmin dogru tahmin edildigini dlger ve
ozellikle yanlis negatiflerin maliyetinin yiiksek oldugu durumlarda onemlidir. Tibbi

teshislerde, hastalarin hastaligini kagirmamak icin duyarliligin yiiksek olmasi arzu edilir

(Davis ve Goadrich, 2006).

4.3.4. F1 Skoru

F1 skoru, hassasiyet ve duyarliligin harmonik ortalamasini temsil eder ve bu iki

metrigin dengeli bir degerlendirmesini saglar(4.4).

DuyarlilikxKesinlik
F1 Skoru = 2 + —~

(4.4)

Duyarlilik+Kesinlik
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F1 skoru, 6zellikle siniflar arasinda dengesizlik oldugunda, hem yanlis pozitifleri
hem de yanlis negatifleri dikkate alarak model performansini 6lger. Yiiksek bir F1 skoru,
modelin hem yiiksek hassasiyet hem de yliksek duyarliliga sahip oldugunu gosterir
(Chinchor, 1992).

4.3.5. ROC-AUC

ROC-AUC (Alict Isletim Karakteristigi egrisinin altindaki alan), bir modelin
siiflandirma performansini degerlendirmek i¢in kullanilan bir metrik olup, duyarlilik ve

1-spesifiklik (yanlis pozitif orani) arasindaki iliskiyi gosterir (4.5).

AUC = [ TPR(t)dFPR(t) (4.5)

ROC egrisi, modelin ¢esitli esik degerlerindeki performansini gosterir ve AUC
(egri altindaki alan), modelin ayirt edici yetenegini 6zetler. Yiiksek bir AUC degeri,
modelin pozitif ve negatif siniflari iyi ayirt edebildigini gosterir (Fawcett, 2006).
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5. BULGULAR VE TARTISMA

5.1. VGG19

K-NN ve DVM siniflandirma ile VGG19 modelinden elde edilen 6zelliklerle
egitilmesi ve test edilmesi sonucu elde edilen performans metriklerini karsilastirarak, her
bir modelin performansina dair detayli bir analiz tablolar ile gosterilmistir.
5.1.1. k En yakin komsu simflandirma
Egitim Verisi: K-NN modelinin dogruluk orani %87.22 olarak hesaplanmistir. Bu,

modelin egitim verileri lizerinde olduk¢a iyi performans gosterdigini, ancak dogrulama

ve test setlerinde biraz daha diisiik performans gosterebilecegini isaret eder.

Tahmin Edilen Siniflar

Hayir

Gergek Siniflar

Evet

Sekil 5.1. VGG19/K-NN egitim verisi karmagiklik matrisi

K-NN modelinde 0 (Hayir) ve 1 (Evet) siniflar1 igin yanlis pozitif ve yanls negatif

oranlar1 bulunmaktadir. Ozellikle 201 yanlis negatif tahmini modelin sinirlamalarini
gostermektedir.
Dogrulama Verisi: Bu sonuglar K-NN modelinin dogrulama verisi tizerinde dogruluk
oraninin %76.83 oldugunu gosteriyor. Model, 113 yanlis negatif ve 26 yanlis pozitif
ornegi var. Genel olarak, modelin negatif siiflar1 daha 1yi ayirt ettigini, ancak pozitif
siniflar1 ayirt etmekte daha fazla zorlandigini goriiyoruz.

K-NN modeli, dogrulama setinde %76.83 dogruluk orani ile ortalama bir
performans sergiliyor. Yanlis negatif ve yanlis pozitif sayilarinin yiiksek olmasi, modelin

pozitif siniflar1 ayirt etme konusunda zorlandigin1 gosteriyor.
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Hayir

Gergak Siniflar

Evet

Tahmin Edilen Siniflar

Sekil 5.2. VGG19/K-NN dogrulama verisi karmagiklik matrisi

Test Verisi: Bu sonuglar, modelinizin genel olarak iyi bir performans sergiledigini, ancak
bazi iyilestirmeler i¢in potansiyel oldugunu gostermektedir. Model, 6zellikle 'Evet'

smifinda daha fazla yanlis negatif (94) ireterek biraz dengesiz bir performans

sergilemektedir.

Yeni tablo
Tablo 5.1. Vgg-19/K-NN ile test verisi {izerinde simiflandirma sonuglar1.
MO Model Simf Kesinlik Duyarhhk F1 Score Dogruluk
Timorsiiz 0.75 0.93 0.83
D Tiimorli 0.90 0.69 0.78
umorlii . . . 0.81

VGG13 Test Verisi Karmasikhik Matrisi

Hayir

Gergek Siniflar

Evet

Tahmin Edilen Siniflar

Sekil 5.3. VGG19/K-NN test verisi karmagiklik matrisi
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Bu sonuglar, modelinizin genel olarak iyi bir performans sergiledigini, ancak bazi
iyilestirmeler icin potansiyel oldugunu gostermektedir. Ozellikle, modelin 'Evet'
siifindaki duyarlilik skoru (0.69) nispeten diisiiktiir ve bu da modelin 'Evet' sinifindaki

ornekleri kagirma olasiliginin daha yiiksek oldugunu gostermektedir.

5.1.2. Destek vektor makineleri

Egitim Verisi: DVM modelinin dogruluk oran1 %91 olarak hesaplanmistir. Bu oran,
modelin egitim verileri iizerinde oldukga iyi bir performans gosterdigini ve yiiksek bir

siniflandirma basarisina sahip oldugunu gostermektedir.

Vgg-19 Egitim Verisi Karmasikhk Matrisi

- - .

Gergek Siniflar

Evet

Tahmin Edilen Siniflar

Sekil 5.4.VGG19/DVM egitim verisi karmagiklik matrisi

Model, 'Hayir' ve 'Evet' siniflarin1 dogru bir sekilde ayirt etmede basarili olmus ve
egitim setindeki drneklerin %91'ini dogru siniflandirmistir.
Dogrulama Verisi: Modelin dogrulama setindeki dogruluk orami %82,5 olarak
hesapanmistir. Bu modelin dogrulama verisindeki oOrneklerin  %82,5’ini  dogru
siniflandirdig1 anlamina gelir. Bu oran, modelin egitim setindeki dogruluk oranindan
(%91) biraz daha diisiiktlir, bu da modelin dogrulama setinde biraz daha az basaril

oldugunu gosterir.
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Vgg-19 Dogrulama Verisi Karmagikhk Matrisi

- -

Gergek Siniflar

Ewvet

Tahmin Edilen Siniflar

Sekil 5.5. VGG19/DVM dogrulama verisi karmagiklik matrisi

Test Verisi: DVM model, test verisinde %84.83 dogrulukla siiflandirma yapmistir. Bu,

modelin genel performansinin oldukga iyi bir sonug ortaya ¢ikardigini goétermektedir.

VGG19 Test Verisi Karmagikhk Matrisi

Hayir

) -

Tahmin Edilen Siniflar

Gercek Siniflar

Sekil 5.6. VGG19/DVM test verisi karmagsiklik matrisi

Karigiklik matrisi analizi, modelin her iki sinifta da dengeli bir performans
sergiledigini ortaya koymaktadir. Ancak, yanlis pozitif ve yanlis negatif
siiflandirmalarin da bulundugu g6z 6niine alindiginda, modelin belirli siniflart daha iyi
tanimlayabilmesi i¢in bazi iyilestirmelere ihtiya¢ duyulabilecegi anlasilmaktadir. Genel
olarak, %91 dogruluk orani, modelin egitim verileri iizerinde gii¢lii bir performans

sergiledigini kanitlamaktadir.



47

Tablo 5.2. VGG-19/DVM ile test verisi tizerinde siniflandirma sonuglari.

MO Model Simf Kesinlik Duyarhhk F1 Score Dogruluk
Timorsiiz 0.86 0.83 0.85
DVM Tiimorlii 0.84 0.86 0.85 0.85

Tablo 5.3. VGG-19 ile K-NN /DVM ile siniflandirma test verisi iizerinde performans sonuglari.

Model Metrikler Dogruluk F1 Score Giivenirlik Duyarhhk Kesinlik Roc

Egrisi
Vgg-19/K-NN %80,67 0.80 0.61 0.81 0.83 0.80
Vgg-19/DVM %84,83 0.85 0.7 0.85 0.85 0.84

5.2. Inception V3

K-NN ve DVM smiflandirma ile Inception V3 modelinden elde edilen 6zelliklerle
egitilmesi ve test edilmesi sonucu elde edilen performans metriklerini karsilagtirarak, her

bir modelin performansina dair detayli bir analiz tablolar ile gosterilmistir.

5.2.1. k En yakin komsu siniflandirma

Egitim Verisi: Dogruluk oran1 %82.78 olarak hesaplanmistir. Bu sonuglar, modelin
egitim verisinde iyi bir performans gosterdigini, fakat siniflandirmada bazi hatalar
yaptigini gosteriyor. "Hayir" siifindaki 6rneklerin %89.34'i dogru siniflandirilirken,

"Evet" smifindaki 6rneklerin %76.23" dogru simiflandirilmstir.
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Inception V3 EBitim Verisi Karmasikhk Matrisi

- - -

Gergek Siniflar

Evet

Tahmin Edilen Siniflar

Sekil 5.7. InceptionV3/K-NN egitim verisi karmagiklik matrisi

Dogrulama Verisi: Dogruluk orant %73.67 olarak hesaplanmistir. Dogrulama
verisinde modelin dogrulugu, egitim verisine gore biraz daha diisiik oldugunu
gostermektedir. "Hayir" sinifindaki 6rneklerin %80.34'i dogru siniflandirilirken, "Evet”
Sinifindaki orneklerin %67.03"i dogru simiflandirilmistir. Bu durum, modelin genel

performansinin dogrulama verisi iizerinde diislis gosterdigini isaret eder.

Inception V3 Dodrulama Verisi Karmasiklik Matrisi

Hayir

Gergek Siniflar

Evet

Tahmin Edilen Siniflar

Sekil 5.8. InceptionV3/K-NN dogrulama verisi karmagiklik matrisi
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Test Verisi: dogruluk orani %73,5 olarak hesaplanmistir. Modelin genel dogrulugu, tim

tahminlerin ne kadar dogru oldugunu gosterir. Bu model, test verisinde %73,5 dogrulukla

tahmin yapmustir.

Inception V3 Test Werisi Karmasikhk Matrisi

Hayir

Gergek Siniflar

Evet

Tahmin Edilen Simiflar

Sekil 5.9. InceptionV3/K-NN test verisi karmagiklik matrisi

Tablo 5.4. InceptionV3/K-NN ile test verisi tizerinde siniflandirma sonuglari.

MO Model Simf Kesinlik Duyarhhk F1 Score Dogruluk
Timorsiiz 0.70 0.82 0.76
K-NN Timorli 0.78 0.65 0.71 0.81

5.2.2. Destek vektor makineleri

Egitim verisi: Egitim verisinde %83.44 dogruluk orani, modelin egitim setinde yiiksek

bir performans sergiledigini gosterir. Ancak dogruluk tek basina yeterli bir metrik

degildir.
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Inception V3 EZitim Verisi Karmasikhk Matrisi

Hayir

Gergek Siniflar

Evet

Tahmin Edilen Simiflar

Sekil 5.10. InceptionV3/DVM egitim verisi karmagiklik matrisi

Egitim verisindeki yliksek dogruluk orani, modelin egitim setinde iyi performans
gosterdigini belirtir. Ancak, yanlig tahminlerin fazla olmasi, modelin genelleme
yeteneginde sorunlar oldugunu gosterebilir. Bu durum, yukarida belirtilen sebeplerden
biri veya birkaci nedeniyle olabilir. Modelin performansini iyilestirmek icin veri dengesi
saglanabilir, 6znitelik miihendisligi yapilabilir, overfitting onlenebilir ve veri kalitesi
artirilabilir.

Dogrulama Verisi: Dogruluk orant %73,17 olarak hesaplanmistir. Dogrulama
verisindeki dogruluk, egitim verisine gore daha diisiik, bu da modelin dogrulama
verisinde egitim verisindeki kadar iyi performans gostermedigini belirtir. Bu durum,
modelin egitim verisine fazla uyum sagladigim1 ve dogrulama verisine genellemede

zorlandigini gosterebilir.

Inception V3 Dogrulama Verisi Karmasiklik Matrisi

Hayir

Gercek Siniflar

Evet

Tahmin Edilen Siniflar

Sekil 5.11. InceptionV3/DVM dogrulama verisi karmagiklik matrisi
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Test Verisi: Test verisindeki dogruluk da dogrulama verisi ile uyumlu bir sekilde
Dogruluk orant %73,17 olarak hesaplanmistir. Bu durum, modelin dogrulama ve test
verisinde benzer performans gosterdigini ve modelin genelleme yeteneginin makul

diizeyde oldugunu belirtir.

Inception V3 Test Verisi Karmagiklik Matrisi

Tahmin Edilen Siniflar

Hayir

Gergek Siniflar

Evet

Sekil 5.12. InceptionV3/DVM test verisi karmagiklik tablosu

Tablo 5.5. InceptionV3/DVM ile test verisi tizerinde siniflandirma sonuglari.

MO Model Simf Kesinlik Duyarhhk F1 Score Dogruluk
Timorsiiz 0.76 0.68 0.72
DVM Timorli 0.71 0.79 0.75 085

Tablo 5.6. InceptionV3 K-NN /DVM ile siniflandirma test verisi lizerinde performans sonuglari.

Model  Metrikler =~ Dogruluk F1 Giivenirlik Duyarhilhik Kesinlik Roc

Score Egrisi
Incepiton V3 /K-NN %73,5 0.73 0.47 0.74 0.74 0.73
Incepiton V3 /DVM %73,17 0.73 0.46 0.73 0.73 0.73

5.3. MobileNet
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K-NN ve DVM smiflandirma ile MobileNet derin 6grenme modelinden elde edilen
ozelliklerle egitilmesi ve test edilmesi sonucu elde edilen performans metriklerini
karsilastirarak, her bir modelin performansina dair detayli bir analiz tablolar ile

gosterilmistir.

5.3.1. k En akin komsu smiflandirma

Egitim Verisi: Dogruluk orani %86.72, modelin genel olarak dogru tahminlerde
bulundugunu gosterir. Bu oran, modelin egitim verisinde olduk¢a iyi performans

gosterdigini belirtir.

MobileMet Egitim Verisi Karmasikhk Matrisi

Hayir

Gergek Siniflar

Evet

Tahmin Edilen Siniflar

Sekil 5.13. MobileNet/K-NN egitim verisi karmagiklik matrisi

Egitim veri seti i¢cin model, genel olarak yiiksek bir dogruluk orani ve iyi bir
kesinlik degeri sergilemektedir. Ancak, yanlis negatif sayisinin (182) yiiksek olmasi,
modelin bazi tiimorlii 6rnekleri kacirdigini gosterir. Bu durum, 6zellikle tibbi teshislerde
ciddi sonuclar dogurabileceginden, modelin duyarliligini artirmak onemlidir. Yanhs
pozitif sayis1 ise (57) daha diisliktiir, bu da modelin ¢ogunlukla dogru tahminlerde
bulundugunu gosterir, ancak yine de baz1 gereksiz tedavilere yol agabilir
Dogrulama Verisi: Dogruluk oran1 %75.83 olarak hesaplanmistir. Modelin dogrulama
verisinde makul bir performans gdsterdigini belirtir. Bu oran, modelin egitim verisindeki
performansindan biraz diisiik, ancak kabul edilebilir bir seviye. Yanlis negatiflerin sayist
(104) oldukga yiiksek, bu da modelin bazi tiimdrlii vakalar kagirdigini gosterir. Bu, tibbi

teshislerde kritik bir durumdur ve tedavi edilmeyen hastaliklara yol agabilir.
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MobileMet Dogrulama Verisi Karmasiklik Matrisi

Hayir

Gergek Siniflar

Evet

Tahmin Edilen Siniflar

Sekil 5.14. MobileNet/K-NN dogrulama verisi karmagiklik matrisi

Test Verisi: Test verisinde dogruluk oran1 %78.17, modelin test verisinde makul bir
performans gosterdigini belirtir. Bu, modelin genelleme yeteneginin iyi oldugunu
gosterir, ancak hala iyilestirilebilir. Model, tlimorlii olan 101 6rnegi yanlis bir sekilde

tiimorsiiz olarak tahmin etmistir. Yanlis negatiflerin sayisi, modelin bazi tiimdrli vakalar

kagirdigin1 gosterir.

MobileNet Test Verisi Karmagiklik Matrisi

Hayir

Gergek Siniflar

Evet

Tahmin Edilen Siniflar

Sekil 5.15. MobileNet/K-NN test verisi karmasiklik matrisi

Tablo 5.7. MobileNet/K-NN ile test verisi iizerinde siniflandirma sonuglart.

MO Model Sumif Kesinlik Duyarhilik F1 Score Dogruluk

Timorsiiz 0.73 0.90 0.80

K-NN
Tiimérlii 0.87 0.66 0.75 0.78
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5.3.2. Destek vektor makineleri
Egitim Verisi: Modelin egitim verisi tizerindeki dogrulugu oldukga yiiksek. %88.39'Tuk

bir dogruluk orani, modelin egitildigi veri lizerinde oldukca 1yi performans gosterdigini

isaret eder.

MobileNet Egitim Verisi Karmagikhik Matrisi

Tahmin Edilen Siniflar

Hayir

Gergek Siniflar

Evet

Sekil 5.16. MobileNet/DVM egitim verisi karmagiklik matrisi

Yanlis pozitif ve yanlis negatif tahminlerin orani, modelin hangi siniflarda daha
fazla hata yaptigin1 gosterir. Bu, modelin dengeli olup olmadigin1 degerlendirmeye

yardimci olabilir.
Dogrulama Verisi: Dogrulama verisi tizerinde modelin dogrulugu %79,0. Egitim verisi
iizerindeki dogruluk oranina gore biraz diisiis gostermistir, bu beklenen bir durumdur

ve modelin genelleme yetenegini degerlendirmeye yardimeci olur.

MobileNet Dogrulama Verisi Karmasiklik Matrisi

Tahmin Edilen Siniflar

Hayir

Gergek Siniflar

Evet

Sekil 5.17. MobileNet/DVM dogrulama verisi karmagiklik matrisi



55

Test Verisi: Test verisi lizerindeki dogruluk %79.67, bu 6nceki test dogruluguna gore

bir iyilesme gostermektedir.

MobileMNet Test Verisi Karmasiklik Matrisi

Hayir

Gergek Siniflar

Evet

Tahmin Edilen Siniflar

Sekil 5.18. MobileNet/DVM test verisi karmagiklik matrisi

Genel olarak, model egitim ve dogrulama verisinde yliksek dogruluk oranlari
gostermis ve test verisinde de iyi performans sergilemistir. Egitim ve dogrulama
verilerindeki yiiksek performans, modelin iyi egitildigini ve test verisindeki performansin
da modelin genelleme yeteneginin iyi oldugunu gosterir. Ancak, yanlig tahminler ve diger

metrikler incelenerek modelin iyilestirilmesi i¢in daha fazla ¢alisma yapilabilir.

Tablo 5.8. DVM ile test verisi iizerinde siiflandirma sonuglari.
MO Model Simf Kesinlik Duyarhhk F1 Score Dogruluk

Tiimorsiiz 0.79 0.81 0.80

DVM
Timorli 0.80 0.78 0.79 0.80



Tablo 5.9. MobileNet ile K-NN /DVM ile siiflandirma test verisi {izerinde performans sonuglari.

Model Metrikler

MobileNet /K-NN

MobileNet /DVM

Dogruluk F1 Score  Giivenirlik
%78,17 0.78 0.56
%79,67 0.80 0.59

0.78

0.80

0.80

0.80

Tablo 5.10. Tiim modellerin test verisi tizerinde smiflandirma sonuglari.

MO Model
K-NN
VGG-19

Model
DVM
K-NN

InceptionV3

Model
DVM
K-NN

MobileNet

Model

DVM

Simif

Timorsiiz

Tiumorli

Tlimorsiiz

Tumorli

Timorsiiz

Tiumorli

Timorsiiz

Tlimorsiiz

Tumorli

Timorsiiz

Tiumorli

Kesinlik

0.75

0.90

0.86

0.84

0.70

0.78

0.76

0.71

0.73

0.87

0.79

0.80

Duyarhhk

0.93

0.69

0.83

0.86

0.82

0.65

0.68

0.79

0.90

0.66

0.81

0.78

F1 Score

0.83

0.78

0.85

0.85

0.76

0.71

0.72

0.75

0.80

0.75

0.80

0.79

Duyarhihik Kesinlik Roc

Egrisi
0.78

0.79

Dogruluk

0.81

0.85

0.81

0.85

0.78

0.80

56
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6. SONUC VE ONERILER

6.1. Sonuclar

YZ’nin saglik alanindaki kullanimi giderek daha onemli hale gelmektedir.
Ozellikle bazi hastaliklarin tanisinin konulmasi uzun siirebilir ve bu siirecte hastalik
ilerleyerek tedavi segeneklerini sinirlayabilir, yagsam kalitesini diigiirebilir ve hatta 6liimle
sonuglanabilir. Yiiksek riskli hastaliklar, 6zellikle tiimdrler, erken teshis edilip iyi huylu
mu yoksa kotii huylu mu oldugunun belirlenmesi agisindan biiyilk 6neme sahiptir.
Kanser, ileri agamalarinda tedavi edilmesi zor bir hastaliktir ve metastaz, 6zellikle beyine
yayildiginda, tedavi siirecini daha da karmasik hale getirir.

Beyin metastazlari, hastaligin hizla ilerlemesine ve tedavi seceneklerinin
azalmasia yol agar. Bu nedenle, kanserin erken evrede tespit edilmesi ve dogru bir
sekilde siniflandirilmasi, hastalarin tedavi sansini artirmak ve yasam kalitesini korumak
acisindan kritik 6neme sahiptir. YZ, biiyiik veri analizi ve derin 6grenme algoritmalari
kullanarak goriintiileme sonuglarindan hizli ve dogru teshisler saglayabilir ve doktorlara
hastalik yonetiminde 6nemli bir destek sunabilir.

Sonug olarak, YZ saglik alanindaki yenilik¢i uygulamalari, hastaliklarin erken
teshis edilmesi ve dogru siniflandirilmas1 konusundaki mevcut zorluklarin iistesinden
gelmek i¢in biiylik bir potansiyele sahiptir. Bu teknolojinin gelistirilmesi ve
yayginlastirilmasi, saglik hizmetlerinde 6nemli iyilesmelere yol acabilir ve hastalarin
yasam kalitesini artirabilir.

YZ’ nin gelisimiyle birlikte, saglik ve tip alaninda ¢alisan profesyonellerin is ytikii
hafifletilmekte ve dogru tani konulmasinda biiylik 6nem tasimaktadir. Beyin tiimoriiniin
BT gorintiilerinden elden edilen MR goriintiilerinden elde edilen veriler yapilan
siniflandirmada, calisma asamasinda "Timorli" ve "Tiimorsiiz" ve tahmin gruplarinin
tizerinden gerceklestirilmistir.

Calismamizda kullandiginiz modellerin (VGG19, Inception V3, MobileNet)
performansin1 K-NN ve DVM algoritmalart ile test edildi. Asagida her bir modelin ve
kullanilan algoritmalarin performans degerlendirmelerini verilecektir.

VGG19 modeli yapilan testte; %84.83 ile DVM algoritmasi %80.67 ¢ikan K-NN
've gore daha yiiksek dogruluk ve dengeli bir performans sergilemistir. Yanlis negatif ve
yanlis pozitif simiflandirmalarin dengeli olmasi modelin genelleme yeteneginin iyi

oldugunu gostermektedir.
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Inception V3 modeli ile yapilan testte; DVM algoritmasi ile elde edilen sonuglar
K-NN ile benzer %73,5’e %73,17 olup, modelin dogruluk orani ve duyarlilik degerleri
nispeten diisiik kalmstir.

MobileNet modeli ile yapilan testte; MobileNet modeli DVM algoritmasi ile
%79,67 ile K-NN ’e gore 1 paun bir fark ile daha yiiksek dogruluk ve dengeli bir
performans sergilemistir. Yanlis negatif tahminlerin sayisinin dengeli olmasi modelin

genelleme yeteneginin 1yi oldugunu gostermektedir.

6.2. Oneriler

Gelecek Arastirmalar: Yeni biyomarkerler, genetik veriler ve yasam tarzi
faktorlerini beyin tiimori tespit modellerine entegre ederek daha kapsamli analizler
Onerilebilir.

Veri On Isleme: MR gériintiilerinde eksik ya da hatali verilerin temizlenmesi, veri
dengesizligi ve aykirt degerlerin islenmesi gibi veri kalitesini iyilestirici yontemler
kullanilmal.

Model Dogrulama: Modellerin farkli ve bagimsiz veri setleri ilizerinde capraz
dogrulama ve dis dogrulama teknikleri ile test edilmesi Onerilebilir. Bu, modelin
genelleme yetenegini ve farkli popiilasyonlar iizerindeki etkinligini artirir.

Klinik Uygulamalar: Derin 6grenme modellerinin klinik karar destek sistemlerine
entegrasyonu saglanarak, doktorlarin beyin tiimorii tespiti ve yonetimi konusunda
desteklenmesi amaclanabilir.

Stirekli Giincelleme: Yeni veriler ve gelisen arastirma bulgulariyla modellerin
stirekli giincellenmesi, modelin dogrulugunu ve giivenilirligini uzun vadede korur. Bu,

hasta sonuglarmni iyilestirmek igin siirekli bir izleme ve yineleme siireci gerektirir.
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