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ONSOZ

Teknolojilerdeki ve yapay zeka uygulamalarindaki hizli gelismeler, diinyamizi siirekli bir
degisim icine sokmaktadir. Bu doniigiimiin bir yansimasi olarak, 6zellikle bilgisayar miihendisligi
gibi ¢ok sayida uzmanlik alanini igeren ve hizla gelisen bir alanda, 6grencilerin mezuniyet sonrasi
kendilerine en uygun kariyer yolunu se¢meleri giderek zorlasmaktadir. Bu karar verme siireci,
Ogrencilerin kisisel ilgi alanlarini, akademik basarilarin1 ve sektoriin dinamiklerini dogru bir
sekilde degerlendirmelerini gerektiren dnemli bir esiktir. Geleneksel rehberlik yontemlerinin bu
kisisellestirilmis ihtiyaca tam olarak cevap vermekte yetersiz kalabildigi durumlarda, makine
Ogrenmesi tabanli akilli sistemler yeni ve 6nemli bir potansiyel sunmaktadir.

Tez ¢alismasinda, makine 6grenmesi algoritmalar1 kullanilarak bilgisayar miihendisligi
ogrencilerinin akademik basarilarina ve ilgi alanlarina dayali kisisellestirilmis alt meslek alani
Onerileri sunan web tabanli bir sistem gelistirilmistir. Bu sayede, 6grencilerin daha bilingli ve
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OZET

YUKSEK LiSANS TEZIi

BIiLGiSAYAR MUHENDISLiGi MEZUNLARINA YONELIK MAKINE OGRENMESI
TABANLI KiSISELLESTIRILMIS KARIYER ONERI PLATFORMU (WEB-MOS)
TASARIMI VE GELISTIRILMESI

Tahir ULAS

Bandirma Onyedi Eyliil Universitesi
Lisansiistii Egitim Enstitiisii

Bilgisayar Miihendisligi Anabilim Dah

Damisman: Dog¢. Dr. Necla BANDIRMALI ERTURK
Ekim 2025, 77 sayfa

Bu ¢alismada, bilgisayar miihendisligi 6grencilerinin akademik profillerine ve teknolojik
ilgi alanlarina gore kisisellestirilmis kariyer Onerileri sunan web tabanli bir akilli sistem
tasarlanmis ve gelistirilmistir. Proje, iki farkli makine o6grenmesi modellemesi yaklagimini
karsilastirmali olarak analiz etmektedir. Ik asamada (Model-1), tamamen kurallara dayali iiretilen
yapay bir veri setiyle egitilen modellerin, 50 kisilik ger¢ek 6grenci verisi iizerinde test edildiginde
genelleme basariminin smirli kaldig: ve en yiiksek %52 (Lojistik Regresyon) dogruluk oranina
ulastig1 tespit edilmistir. Bu genelleme problemini asmak amaciyla gelistirilen ikinci asamada
(Model-2) ise, 50 kisilik gercek veri setini temel alan ve bu verileri sinif-spesifik CTGAN
(Conditional Tabular Generative Adversarial Network) teknigi ile zenginlestiren hibrit bir veri
cogaltma (data augmentation) stratejisi uygulanmistir. Bu yontemle olusturulan sentetik agirlikl
hibrit veri setiyle egitilen Rastgele Orman (Random Forest), Gradyan Artirma (Gradient Boosting)
ve Destek Vektor Makinesi (Support Vector Machine) gibi modeller, test setinde %97'nin lizerinde
bir dogruluk oranina ulagsmistir. Bu sonug, az sayida gercek veriden yola ¢ikarak CTGAN ile
yapilan veri c¢ogaltmanin, modelin 6grenme kapasitesini ve tahmin giiciinii belirgin sekilde

artirdigint dogrulamistir. Sistemin canliya alinmasi amaciyla Python Flask ile gelistirilen web
v



uygulamas1 (WEB-MOS), anlik tahmin sunmanin yani sira, Google Sheets API entegrasyonu
sayesinde kullanici geri bildirimlerini toplayarak modelin periyodik olarak yeniden egitilmesine
olanak taniyan dinamik bir yapiya sahiptir. Bu biitiinciil yaklagim, bilgisayar miihendisligi egitimi
alaninda oOgrencilere veri odakli rehberlik sunan etkili bir kariyer Oneri sistemi prototipi

sunmaktadir.

Anahtar kelimeler: Makine Ogrenmesi, Kariyer Oneri Sistemi, CTGAN, Veri Cogaltma,
Hibrit Veri Seti, Flask Web Uygulamasi, Bilgisayar Miithendisligi Egitimi.



ABSTRACT

M.Sc. THESIS

DESIGN AND DEVELOPMENT OF A MACHINE LEARNING BASED
PERSONALIZED CAREER RECOMMENDATION PLATFORM (WEB-MOS) FOR
COMPUTER ENGINEERING GRADUATES

Tahir ULAS

Bandirma Onyedi Eylul University
Institute of Graduate Studies
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In this study, a web-based intelligent system has been designed and developed to provide
personalized career recommendations for computer engineering students based on their academic
profiles and technological interests. The project comparatively analyzes two different machine
learning modeling approaches. In the first stage (Model-1), it was determined that models trained
with a purely rule-based synthetic dataset had limited generalization performance when tested on
real student data from 50 individuals, achieving a maximum accuracy of 52% (Logistic
Regression). To overcome this generalization problem, a hybrid data augmentation strategy was
implemented in the second stage (Model-2), which utilized the real dataset of 50 individuals and
enriched it using the class-specific CTGAN (Conditional Tabular Generative Adversarial
Network) technique. Models such as Random Forest, Gradient Boosting, and Support Vector
Machine (SVM), trained with the synthetic weighted hybrid dataset generated by this method,
achieved an accuracy rate of over 97% on the test set. This result confirms that data augmentation
with CTGAN, starting from a small amount of real data, significantly enhances the model's
learning capacity and predictive power. The web application (WEB-MOS), developed with the
Python Flask framework for deployment, not only serves real-time predictions but also features a

VI



dynamic structure that allows for the periodic retraining of the model by collecting user feedback
through Google Sheets API integration. This holistic approach presents an effective career
recommendation system prototype that provides data-driven guidance for students in the field of

computer engineering education.

Keywords: Machine Learning, Career Recommendation System, CTGAN, Data
Augmentation, Hybrid Dataset, Flask Web Application, Computer Engineering Education.
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1. GIRIS

Bu béliimde, tez ¢alismasinin genel cercevesi sunulmaktadir. Ilk olarak, tez projesinin
aragtirma ve gelistirme problemi ve Onemi ele alinarak, tez ¢alismanin amaci ve kapsami

detaylandirilmaktir. Son olarak, tezin yapisi hakkinda bilgi verilmektir.
1.1 Problemin Tanim ve Onemi

Dijital teknolojiler ve yapay zeka uygulamalari, glinimiiziin hizla degisen diinyasinda
onemli bir gelisim gostermektedir. Bu teknolojilerin en etkin kullanildigi alanlardan biri, web
tabanli uygulamalar olmustur. Web uygulamalari, bireylerin ve kurumlarin giindelik yasamlari ile
profesyonel faaliyetlerinin merkezine yerlesmis, kisisellestirilmis deneyim ve siiregleri
iyilestirmek amaciyla makine Ogrenmesi (MO) yontem ve araglarindan yararlaniimaya
baslanmustir. Giiniimiizde, MO teknikleri, web platformlarinda icerik &nerileri, akilli arama
fonksiyonlar1 ve kullanic1 odakli iyilestirmeler gibi degisik alanlarda kullanilmaktadir [1, 2].
Ozellikle 6neri sistemleri, kullanicilarin gegmis davranislarina, tercihlerine ve ilgi alanlarina gore
kisisellestirilmis igerik ve hizmet sunarak kullanici memnuniyetini artirmakta ve dijital
platformlarin verimliligi ile ticari potansiyelini yiikseltmektedir [3, 4]. Aithal vd. [5]'nin
belirttigine gore, giiniimilizde artan dijitallesme ile birlikte, geleneksel yontemlerin getirdigi
kisitlamalarin tistesinden gelebilecek giiclii otomatik is ve kariyer 6neri sistemlerine olan ihtiyag
artmigtir. Ozellikle, deneyim ve farkindalik eksikligi yasayan yeni mezunlar igin gelistirilen bu tiir
sistemler, kendilerine uygun isleri verimli bir sekilde bulmalarma 6nemli 6l¢iide yardimci
olmaktadir [5]. Kisisellestirilmis Oneriler sunarak hem yaniltict is tavsiyelerinin 6niine gegcmek
hem de is arama siirecinde zaman kaybini1 engellemek, yeni mezun adaylar i¢in biiyiik bir deger
tagimaktadir [5].

Ulas ve Bandirmali Ertiirk [6], MO tekniklerinin modern web uygulamalarina
entegrasyonunun, kisisellestirilmis deneyimler saglamak adina biiyiik bir potansiyel tasidigini
vurgulamaktadir.

Egitim sektorii, bu teknolojik gelismelerden biiyiik dl¢iide faydalanmakta ve dgrencilere
yonelik yenilik¢i yaklasimlar sunmaktadir. Ogrencilerin akademik kariyerlerinde en kritik
asamalardan biri, mezuniyet sonrasi yonelecek kariyer alanini dogru bir sekilde belirlemeleridir.

Bu karar siireci, 6grencilerin kisisel ilgi alanlari, akademik basarilari, edinilen beceriler ve degisen



is giicli dinamikleri ve projeksiyonlarinit dogru bir sekilde degerlendirmelerini gerektirir [7, 8].
Kariyer karar verme siireci, bireyin kendisini degerlendirme ve is diinyas1 hakkinda bilgi toplama
yeterliligini gerektiren bilissel adimlardan olusur [8]. Ozellikle bilgisayar mithendisligi gibi cok
sayida alt uzmanlik dali barindiran ve hizla gelisen bir alanda, 6grencilerin en uygun kariyer
yolunu se¢meleri son derece zorlu bir gorev olabilmektedir. Tirkiye’de, genglerin kariyer
planlamasi siirecinde kendilerini etkili bir sekilde degerlendirmede ve hedeflerini belirlemede
zorluklar yasamalar1 ve daha etkin rehberlik sistemlerine duyulan ihtiyag, cesitli arastirmalarla
ortaya konmustur [9]. Ulas ve Bandirmali Ertiirk [6], iiniversitelerin mevcut Ogrenci Bilgi
Sistemleri (OBS) gibi veri tabanlariyla MO tekniklerinin birlesmesinin, 6grencilere
kisisellestirilmis kariyer onerileri sunmada dnemli bir potansiyel barindirdigini ifade etmektedir.
Ayrica, yapay zeka destekli rehberlik sistemlerinin, 6grencilerin motivasyonunu artirarak daha
dogru kariyer se¢imleri yapmalarina yardimci olabilecegi uluslararasi literatiirde de genis bir

destek bulmaktadir [10, 11].

1.2 Tez Cahismasinin Amaci ve Kapsam

Bu tez calismasinin temel amaci, bilgisayar miihendisligi 6grencilerine akademik basarilari
ve teknolojik ilgi alanlarini esas alarak kisisellestirilmis alt meslek alani ve kariyer onerilerinde
bulunan bir web tabanli sistem tasarlamak ve gelistirmektir. Caligmanin bir diger 6nemli amact
ise, farkli sentetik veri iiretme stratejilerinin MO modellerinin genelleme basarmm iizerindeki
etkisini karsilastirmali olarak analiz etmektir. Bu kapsamda, iki farkli modelleme yaklasimi
gelistirilmis ve basarimlar1 karsilagtirilmistir.

Geligstirilen sistem ve web yazilimi, 6zetle asagidaki adimlar1 igermektedir:

e Model-1 (Kural Tabanh Yaklasim): Bilgisayar mithendisligi dersleri, teknolojik ilgi
alanlar1 ve alt meslek alani profillerine dayali olarak tamamen kurallara bagli bir yapay
veri seti olusturulmustur. Bu veri setiyle egitilen cesitli MO modellerinin, az sayidaki

gercek Ogrenci verisi lizerindeki basarimi ol¢iilmiistiir.

e Model-2 (Hibrit CTGAN Yaklasimi): Az sayida gercek dgrenci verisini temel alan ve bu
verileri simif-spesifik CTGAN (Conditional Tabular Generative Adversarial Network)
teknigi ile zenginlestiren hibrit bir veri ¢ogaltma stratejisi uygulanmistir. Bu yontemle

olusturulan veri setiyle egitilen modellerin basarimi degerlendirilmistir.
2



Karsilagtirmal Analiz: Her iki modelleme yaklagimiyla egitilen Lojistik Regresyon, K-
En Yakin Komsu (KNN), Destek Vektor Makineleri (SVM), Random Forest, Gradyan
Artirma (Gradient Boosting) ve Cok Katmanli Algilayict (MLP) gibi farkli algoritmalarin

basarimlari, GridSearchCV ile optimize edilerek karsilastirilmistir.

Web Uygulamasi Gelistirme: En basarili yaklagim esas alinarak, kullanicilarin anlik ve
kisisellestirilmis alt meslek alani ve kariyer onerileri alabilecegi, Python tabanli Flask web

catis1 ile bir web uygulamas1 (WEB-MOS) gelistirilmistir.

Dinamik Ogrenme Altyapisi: Gelistirilen web uygulamasi, render.com platformunda
canliya alinarak gercek kullanicilardan geri bildirim toplanmasina olanak saglanmastir.
Toplanan bu geri bildirimlerle modelin gelecekte periyodik olarak yeniden egitilmesine

imkan taniyan bir sistem (retrain.py) tasarlanmistir.

Bu tez calismasi, farkli veri liretme stratejilerinin model basarisina etkisini ortaya koyarak,

az sayida gercek veriyle dahi yiiksek basarimli 6neri sistemleri gelistirilebilecegini gosteren bir

¢Oziim prototipi sunmay1 hedeflemektedir.

1.3 Tezin Arastirma Sorular:1 ve Hipotezler

Bu tez ¢calismasi, asagidaki temel arastirma sorularina yanit aramaktadir:

-----

algoritmalar1 ile potansiyel mesleki egilimleri ne olciide basarili bir sekilde tahmin
edilebilir?

Tamamen kurallara dayali iiretilen bir yapay veri seti (Model-1) ile az sayida ger¢ek veriyi
CTGAN ile zenginlestiren hibrit bir veri seti (Model-2) arasinda, modelin genelleme
basarimi agisindan nasil bir fark bulunmaktadir?

Giincel MO algoritmalar1 (SVM, MLP, KNN vb.), bu iki farkli veri stratejisi {izerinde nasil
bir bagarim sergilemektedir? Hangi yaklasim, gercek diinya verisine daha iyi genelleme

yapabilen modeller tiretmektedir?



e Gelistirilen MO modeli, dgrencilere kisisellestirilmis kariyer dnerileri sunmak amaciyla
bir Flask web uygulamasina basarili bir sekilde entegre edilebilir mi?
e Gergek kullanicilardan geri bildirim toplayarak modelin zamanla kendini iyilestirmesini

saglayacak dinamik bir yeniden egitim altyapisi tasarlanabilir mi?

1.4 Tezin Yapisi

Bu tez bes ana boliimden olusmaktadir:

e Birinci Boliim: Giris boliimiinde, ¢aligsmanin problemi, amaci, kapsami, arastirma sorulari

ve tezin yapisi tanitilmaktadir.

e lkinci Boliim: Makine O0grenmesinin temel kavramlari, Oneri sistemleri, sentetik veri
tiretme teknikleri (CTGAN dahil), web uygulama gelistirme teknolojileri ve literatiirdeki

benzer kariyer yonlendirme sistemleri lizerine yapilan tarama sunulmaktadir.

e Uciincii Boliim: Materyal ve yontem kisminda, ¢alismada kullanilan iki farkli modelleme
yaklagimi (Model-1 ve Model-2) detaylandirilmaktadir. Veri setlerinin olusturulma
siirecleri, veri on isleme adimlari, kullanilan MO algoritmalar1 ve gelistirilen web

uygulamasinin mimarisi agiklanmaktadir.

e Dordiincii Bolilm: Her iki model yaklasimi i¢in yapilan veri analizleri, model bagarim
testleri ve karsilagtirmali bulgular sunulmaktadir. Ayrica, gelistirilen web uygulamasinin

kullanim senaryolarina dayal: ¢iktilar verilmektedir.
e Besinci Boliim: Tartisma ve sonu¢ kisminda, elde edilen bulgular 1s181inda iki modelin
basarimi karsilastirilarak genel bir degerlendirme yapilmaktadir. Calismanin kisitlari

tartisilarak gelecek arastirmalar i¢in Onerilerde bulunulmaktadir.

Tezin sonunda, ¢caligmada kullanilan kaynaklar verilerek ek bilgiler sunulmaktadir.



2. LITERATUR ARASTIRMASI

Bu béliimde, tez kapsaminda ele alinan temel kavramlara ve kullanilan yontemlere yer
verilmektedir. Oncelikle MO ve oneri sistemleri hakkinda genel bir cerceve ¢izilmekte, ardindan
web tabanli uygulama gelistirmede tercih edilen teknolojiler tizerinde durulmaktadir. Son olarak,
YZ temelli kariyer yonlendirme uygulamalariyla ilgili literatiirde yer alan gilincel ¢alismalardan

ornekler incelenmektedir.
2.1 Makine Ogrenmesi (MO)

MO, bilgisayar sistemlerinin veri setleri iizerinden 6grenerek kendini gelistirmesini saglayan
YZ alt alanlarindan biridir. Bu dogrultuda, sistemlerin deneyimlerden yola ¢ikarak bilgi edinmesi
ve benzer durumlarla karsilastiginda bu bilgiyi kullanarak karar vermesi ya da tahminde bulunmasi

amagclanmaktadir.
2.1.1 MO Tiirleri

MO kavrami ilk kez 1959 yilinda Arthur Samuel tarafindan “bilgisayarlarin agikca
programlanmadan 6grenmesini saglayan bir alan” olarak tanimlanmistir [14]. Bu tanim, alandaki
ilk yaklagimlardan biri olup giliniimiizde de temel ¢erceveyi yansitmaktadir. Daha sonra Tom
Mitchell [15], bu alan1 daha sistematik bigimde soyle tanimlamistir: “Bir bilgisayar programinin
T gorevlerini P basarim 0lgiitiiyle yerine getirme basarisi, E deneyimiyle iyilesiyorsa, o program
dgreniyor denir”. Bu tanim, MO ni gérev (T), deneyim (E) ve basarim &l¢iitii (P) olmak iizere i¢
temel bilesenle agiklar.

MO yontemleri ise genellikle kullanilan veri tiiriine ve geri bildirim yapisina gére {i¢ ana

gruba ayrilmaktadir:

e Denetimli Ogrenme (Supervised Learning): Bu 6grenme tiirii, etiketlenmis veri setleri
tizerinden caligir. Yani her veri girdisine karsilik gelen bir ¢ikt1 (etiket) vardir. Algoritma,
girig verileriyle bu etiketler arasindaki iliskiyi 6grenerek, yeni gelen veriler i¢in tahmin
yapabilir hale gelir. Genellikle siniflandirma ve regresyon gibi problemler bu gruba girer.

Bu tez kapsaminda gelistirilen meslek oneri sistemi, 6grencilerin belirli 6zelliklerine gore



meslek siniflandirmasi yaptigi i¢in denetimli 6grenme kapsaminda degerlendirilmistir [12,

s. 5-7].

e Denetimsiz Ogrenme (Unsupervised Learning): Veriler etiketlenmemistir.
Algoritmanin dogrudan “dogru cevap” diye bir sey bilmeden, veriler arasindaki oriintiileri
ya da yapisal iliskileri kendi kendine bulmas1 beklenir. Bu yontemle genelde kiimeleme,

boyut indirgeme gibi gorevler gergeklestirilir [12, s. 7-9].

e Pekistirmeli Ogrenme (Reinforcement Learning): Bu yontemde bir ajan, bulundugu
ortamda cesitli eylemler gerceklestirerek 6diil maksimizasyonu iizerinden bir strateji
ogrenmesini hedefler. Ozellikle robotik uygulamalarda veya oyunlarda sik¢a karsimiza

cikar [16].

Bu tez calismasinda, Ogrencilerin ilgi alanlari, ders basari durumlart gibi ¢esitli
ozelliklerine bakilarak onlar i¢in uygun alt meslek alanlarinin tahmin edilmesi amag¢landigindan,
denetimli O6grenme yaklasimi esas alinmis ve buna uygun siniflandirma algoritmalari

kullanilmistir.

2.1.2 Smmflandirma Algoritmalari

Smiflandirma, verilerin onceden tanimlanmis kategorilere veya siniflara ayrilmasi
amaciyla kullanilan bir denetimli 6grenme problemidir [12, s. 75-77]. Bu yontemde model,
etiketlenmis verilerden 6grendigi Oriintiiler sayesinde, daha dnce gérmedigi yeni verilerin hangi
siifa ait oldugunu tahmin etmeye ¢alisir.

Bu tez calismasinda, kariyer oneri probleminin ¢6zlimii i¢in farkli 6grenme yaklasimlarini
temsil eden, literatiirde yaygin kullanima sahip alt1 temel siniflandirma algoritmasi secilmis ve
basarimlar1 karsilagtirilmistir. Bu algoritmalarin se¢imi, hem basit ve yorumlanabilir modellerden
hem de karmagik ve yiiksek basarimli topluluk modellerine kadar genis bir yelpazeyi kapsamay1

amaclamistir. Kullanilan algoritmalar ve secilme gerekcgeleri sunlardir:



e Lojistik Regresyon (Logistic Regression): Dogrusal bir model olan Lojistik Regresyon,
bir temel (baseline) model olarak kullanilmistir. Siiflar arasindaki iliskileri olasiliksal
olarak modellemesi ve yorumlanabilirliginin yiiksek olmasi1 nedeniyle tercih edilmistir.

e K-En Yakin Komsu (K-Nearest Neighbors - KNN): Ornek tabanli bir 6grenme
algoritmasidir. Bir veri noktasini, 6zellik uzayindaki en yakin komsularinin ¢ogunluk
sinifina gore etiketler. Karmasik karar smirlarmmi parametrik olmayan bir yapiyla

O0grenebilme yetenegi nedeniyle ¢alismaya dahil edilmistir.

e Destek Vektor Makineleri (Support Vector Machines - SVM): Farkli siniflara ait veri
noktalar1 arasina en genis "marj1" (boslugu) ¢izen bir hiper-diizlem bularak siniflandirma
yapar. Ozellikle rbf gibi ¢ekirdek (kernel) fonksiyonlari ile dogrusal olmayan karmasik

iligkileri modellemedeki basarisi nedeniyle 6nemli bir adaydir.

e Random Forest (Rastgele Orman): Birden ¢ok karar agacini bir araya getiren bir topluluk
O0grenmesi yontemidir. Asir1 68renmeye (overfitting) karsi dayanikli olmasi, yiiksek
dogruluk oranlar1 sunmasi ve dzelliklerin 6nem derecesini dlgebilmesi gibi avantajlar

nedeniyle bu ¢alismada kullanilan temel modellerden biridir.

e Gradyan Artirma Makineleri (Gradient Boosting Machines): Random Forest gibi bir
diger giiclii topluluk 6grenmesi teknigidir. Ancak agaclar1 bagimsiz olarak olusturmak
yerine, her yeni agacin bir dnceki agacin hatalarini diizeltecek sekilde sirali olarak inga

edildigi bir yap1 kullanir. Genellikle ¢ok yiiksek basarim oranlari elde etmesiyle bilinir.

e Cok Katmanh Algilayic1 (Multi-Layer Perceptron - MLP): Insan beyninden esinlenen
bir yapay sinir ag1 modelidir. Girdi, gizli ve c¢ikti katmanlarindan olusur. Ozellikler
arasindaki karmagik ve dogrusal olmayan desenleri 6grenebilme kapasitesi sayesinde, bu
tiir siniflandirma problemlerinde giiclii bir alternatif olarak degerlendirilmistir.

[13, s. 168-236; 17]

Bu algoritmalarin her birinin basarimi, farkl veri iiretme stratejileri (kural tabanli ve hibrit

CTGAN) iizerinde karsilastirmali olarak analiz edilmistir. En iyi sonuclar1 elde etmek amaciyla



tiim modellere GridSearchCV ydntemiyle hiperparametre optimizasyonu uygulanmis ve bulgular

calismanin ilerleyen boliimlerinde detayli olarak sunulmustur.

2.2 Oneri Sistemleri

Oneri sistemleri, kullanicilarin gecmis davranislari, tercihleri, demografik bilgileri ya da
benzer kullanicilarin etkilesimlerinden elde edilen verileri analiz ederek, kisiye 6zel iirlin, hizmet,
igerik veya bilgi sunan bilgi filtreleme araglaridir [3, 19]. Gliniimiizde e-ticaret sitelerinden dijital
icerik platformlarina, sosyal medyadan egitim uygulamalarina kadar bir¢ok alanda yaygin olarak
kullanilmaktadir. Bu sistemlerin temel amaci, kullanicilarin ilgi duyabilecegi 6geleri daha kolay
kesfetmelerini saglamak, bilgi asir1 yiikiinii azaltmak ve genel kullanici deneyimini iyilestirmektir.
Ulas ve Bandirmali Ertiirk [6], MO tabanli &neri sistemlerinin web uygulamalarmna

entegrasyonunun kisisellestirme potansiyelini nemli dl¢lide artirdigini belirtmektedir.

2.2.1 Oneri Sistemi Islevleri ve Kullanim Alanlari

Bir Oneri sistemi, belirli bir kullaniciya, mevcut secenekler arasindan hangilerinin onun
icin daha anlamli ya da yararli olabilecegini tahmin etmeye c¢alisir. Bu tahminler; oy verme
gecmisi, satin alma kayitlari, tiklama verileri veya kullanici tarafindan belirtilen ilgi alanlar1 gibi
farkl1 veri tlirlerine dayanabilir.

Oneri sistemlerinin temel islevleri su sekilde 6zetlenebilir [3, s. 1-15]:

o Kisisellestirme: Kullanicilarin ilgi ve ihtiyaglarina uygun icerik ya da hizmet sunmak.

e Kaesif (Serendipity): Kullanicinin farkinda olmadigi ancak ilgi duyabilecegi yeni icerikleri
onermek.

e Satis Artisi: E-ticaret baglaminda capraz satis (cross-selling) ve yukari satig (up-selling)
gibi yollarla gelirleri artirmak.

e Kullamea Sadakati: ilgili igerik sunarak kullanicilarin platformda daha uzun siire
kalmasini saglamak.

e Bilgi Asin Yiikiinii Azaltmak: Kullaniciya uygun Oneriler sunarak karar verme siirecini

kolaylastirmak.



Bu tez galismasinda gelistirilen spesifik oneri sistemi, dgrencilerin simiile edilmis ders

notlar1 ve ilgi alanlarina dayali olarak kisisellestirilmis alt meslek alani tavsiyesi sunan bir ¢oziim

olarak bu kapsamda degerlendirilebilir.

2.2.2

Oneri Sistemi Yaklasimlar

Literatiirde Oneri sistemlerinin gelistirilmesinde ¢esitli yontemler 6ne c¢ikmaktadir. En

yaygin yaklasimlar sunlardir [3, s. 17-33; 20]:

Icerik Tabanh Filtreleme (Content-Based Filtering)

Bu yontem, kullanicinin daha once ilgi gosterdigi 6gelerin 6zelliklerine odaklanarak,

benzer igeriklere sahip yeni dgeleri énerir. Ornegin, bilim kurgu kitaplar1 okuyan bir kullanictya

baska bilim kurgu eserleri 6nerilmesi bu yaklagima 6rnektir.

vardir:

Avantajlari:
o Diger kullanicilarin verisine ihtiyag duymaz.
o Yeni veya az bilinen igerikleri de 6nerme yetenegine sahiptir.
o Onerilerin gerekgesi aciklanabilir.
Dezavantajlari:
o Igerik 6zelliklerinin dogru tanimlanmas: gerekir.
o Kullanicilart alisilmis tercihlere yonlendirebilir.

o Yeni kullanicilar i¢in etkili caligmayabilir (cold-start problemi).

Isbirlik¢i Filtreleme (Collaborative Filtering)

Bu yontemde 6neriler, benzer kullanicilarin tercihleri iizerinden olusturulur. iki alt tiirii

Kullanier tabanh: Benzer kullanicilarin begendigi ancak hedef kullanicinin heniiz
deneyimlemedigi dgeleri Onerir.

Oge tabanh: Hedef kullanicinin sevdigi igeriklere benzer sekilde tercih edilen diger
igerikleri Onerir.

Avantajlar: icerik bilgisine ihtiya¢ duymaz; farkli ve beklenmedik oneriler sunabilir.
9



Dezavantajlari: Yeni kullanicilar ve ogeler i¢in yeterli veri bulunmadiginda etkisizdir;

veri seyrekligi (sparsity) sorunuyla karsilasabilir; popiiler igeriklere asir1 odaklanabilir.

o Hibrit Yaklasimlar

Hibrit sistemler, icerik tabanli ve igbirlikei filtreleme yontemlerinin avantajlarini bir araya
getirmeyi amagclar. Yontemler, birbirini tamamlayacak sekilde birlestirilebilir ya da ¢iktilar
entegre edilebilir. Ulas ve Bandirmali Ertlirk (2023) [6], miihendislik 6grencilerine yonelik
gelistirilen bir sistemde hibrit yaklagimin sundugu potansiyel faydalara dikkat ¢ekmektedir.

Bu tez caligmasinda kullanilan yontem dogrudan bir hibrit model olmasa da, hem igerik
ozelliklerine (ders notlar1 ve ilgi alanlar1) dayali hem de benzer kullanici egilimlerini dolayl olarak

modelleyen bir yaklagim olarak degerlendirilebilir.

e Diger Yaklasimlar

Bilgi tabanli, demografik filtreleme, fayda tabanli ve risk farkindalikli 6neri sistemleri gibi
alternatif yontemler de belirli baglamlarda tercih edilmektedir [3].

Bu tezde gelistirilen sistem, dgrencilerin bireysel 6zelliklerinden yola ¢ikarak uygun alt
meslek gruplarini siniflandirmaya c¢aligmaktadir. Bu yapi, esasen siiflandirma tabanli bir oneri

sistemi olarak degerlendirilebilir ve icerik tabanli filtrelemeye benzer bir mantikla ¢alisir.

2.2.3  Oneri Sistemlerinde Degerlendirme Olgiitleri

Bir Oneri sisteminin basarimini 6lgmek icin ¢esitli degerlendirme olgiitleri kullanilir [3, s.

369—408]. Bunlardan baslicalari sunlardir:

e Tahmin Dogrulugu: Kullanicinin bir 6geye verecegi puani ne kadar dogru tahmin ettigini
Olcer (6rnegin, MAE ve RMSE). Bu tezde kullanilmamuistir.

e Smflandirma Dogrulugu: Onerilen &gelerin gercekten kullanictya uygun olup
olmadigini degerlendirir. Precision, Recall, F1 Skoru ve AUC gibi 6l¢iitler bu kategoriye

girer. Tez ¢calismalarinda model basaris1 bu tiir 6lgiitlerle belirlenmistir.
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e Siralama Olgiitleri: Onerilen dgelerin dogruluk sirasii dikkate alir (6rnegin, MAP ve
NDCGQG).

e Kapsam (Coverage): Sistem tarafindan oOnerilebilecek tiim ogelerin ne kadarinin
oOnerildigini gosterir.

e Cesitlilik (Diversity): Onerilerin birbirine ne kadar benzedigini dlger.

e Serendipity: Kullanicinin beklemedigi ama hosuna gidebilecek Oneriler sunma

kapasitesini ifade eder.

Bu tezde Oneri sistemi, siniflandirma temelli bir yapi tizerinde ¢alistigi icin model basarimi
temel olarak siniflandirma dogrulugu olgiitleri (Accuracy, Precision, Recall ve F1-Score) ile

degerlendirilmistir.

2.3 Web Uygulama Gelistirme Teknolojileri

Bu tez kapsaminda gelistirilen MO modelinin kullanicilarla etkilesimli bir bicimde
bulusturulabilmesi i¢in bir web uygulamasi tasarlanmis, gergeklestirilmis ve uygulamaya
gecirilmistir. Bu boliimde, uygulamanin gelistirilmesinde tercih edilen temel teknolojiler ve
yaklagimlar kisaca agiklanmaktadir. Ulas ve Bandirmali Ertiirk [6], kullanici ve servis odakl zeki
web uygulamalarinda uygun teknolojik altyapinin secilmesinin proje basarist a¢isindan belirleyici

oldugunu vurgulamaktadir.

2.3.1 Genel Web Uygulama Mimarileri

Web uygulamalar1 mimari agidan farkli yapilar sergileyebilir. Geleneksel olarak monolitik
mimariler yayginken, giiniimiizde daha modiiler ve ol¢eklenebilir ¢oziimler sunan mikroservis
mimarileri sik¢a tercih edilmektedir [20]. Monolitik mimaride uygulamanin tiim bilesenleri tek bir
yap1 altinda gelistirilir ve dagitilirken; mikroservis mimarisinde sistem, bagimsiz olarak
gelistirilebilen ve yonetilebilen kiicilik servisler haline ayrilir.

Bu tez calismasinda gelistirilen web uygulama, projenin 6lgegi ve karmasikligi dikkate
alinarak daha sade ve hizl gelistirilebilir bir yap1 sunan monolitik mimariyle hayata gecirilmistir.

Bu mimari, Python tabanli Flask catis1 kullanilarak uygulanmstir.

11



2.3.2 Arka-ug¢ (Backend) Teknolojileri: Python ve Flask Framework

Web uygulamasinin sunucu tarafi, verilerin islenmesi, MO modelinin ¢alistirilmas1 ve veri
depolama amaciyla Python programlama dili kullanilarak gelistirilmistir. Python’1n veri bilimi ve
MO alanindaki giiclii kiitiiphaneleri (Pandas, NumPy, Scikit-learn, Joblib vb.) bu tercihi

destekleyen baslica nedenlerdendir.

Sunucu tarafi gelistirmede, Python tabanli hafif bir web catist olan Flask tercih edilmistir.
Flask, esnek yapisi ve 6grenim kolayligi sayesinde bu projeye uygun bir ¢éziim sunmustur.
Uygulamanin app.py dosyasinda HTTP isteklerinin yonlendirilmesi, modelin yiliklenmesi,
kullanic1 girdilerinin iglenmesi, tahmin yapilmasi ve sonuglarin arayiize aktarilmasi gibi islevler

biitiinciil bi¢imde ele alinmustir.

Bu projenin en kritik teknolojik bilesenlerinden biri de Google Sheets API
entegrasyonudur. Kullanici geri bildirimlerini toplamak ve modelin siirekli 6grenmesini saglamak
amaciyla gspread ve oauth2client kiitiiphaneleri kullanilmistir. Bu sayede, kullanicilarin
result.html sayfasinda gonderdigi geri bildirimler, giivenli bir sekilde dogrulanarak Career
Feedback Data adli Google E-tablosuna anlik olarak kaydedilmektedir. Bu yapi, uygulamanin
statik bir tahmin aracindan, zamanla kendini iyilestirebilecek dinamik bir veri toplama

platformuna doniismesini saglamistir.

2.3.3  On-uc (Frontend) Teknolojileri: HTML, CSS ve Bootstrap

Kullanict arayiizii, standart web teknolojileri olan HTML, Basamakli Stil Sablonlari
(Cascading Style Sheets - CSS) ve smirli diizeyde JavaScript kullanilarak gelistirilmistir.
Arayiizlin temel yapist HTML ile olusturulmus, index.html (giris formu) ve result.html (sonug
sayfas1) olmak tizere iki ana sablon dosyas1 kullanilmstir.

Sayfalarin gorsel tasarimi CSS ile yapilandirilmis, duyarli (responsive) bir kullanici
deneyimi sunmak amaciyla Bootstrap 5.3.2 kiitiiphanesinden yararlanilmistir. Bootstrap’in 1zgara
(grid) sistemi, form bilesenleri, diigmeler ve uyar1 mesajlar1 gibi hazir bilesenleri, gelistirme
stirecini hizlandirmistir. Jinja2 motoru araciligiyla, Python arka-uglarindan gelen dinamik veriler
(6rnegin ilgi alanlar1 listesi, Onerilen meslek ve meslek aciklamalar1) dogrudan HTML

sablonlarina entegre edilerek kullaniciya 6zellestirilmis icerikler sunulmustur.
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2.3.4 Zeki Web Uygulamalar1 Kavram

Bu tez ¢alismas1 kapsaminda gelistirilen web tabanli uygulama, temelinde bir MO modeli
barindirmasi ve kullanic1 etkilesimlerinden 6grenme potansiyeli tasimasi sayesinde "zeki" bir
islevsellik sunmaktadir. Ulas ve Bandirmali Ertiirk [6], zeki web uygulamalarini; kullanici
ihtiyaglarina duyarl, kisisellestirilmis deneyimler saglayan ve degisen kullanici tercihlerine

dinamik bicimde uyum saglayabilen sistemler olarak tanimlamaktadir.

Bu baglamda gelistirilen alt meslek alani 6neri sistemi, kullanicinin sagladigi detayli ve
kisisel akademik basar1 verilerine (harf notlar1) ve ilgi alanlarina dayanarak kisiye 6zel 6nerilerde
bulunmaktadir. Daha da oOnemlisi, Google Sheets API araciligiyla kurulan geri bildirim
mekanizmasi, sistemin gelecekte bu yeni verilerle yeniden egitilerek zamanla daha isabetli ve
"akill1" hale gelmesine olanak taniyan bir yap1 olusturur. Bu yoniiyle uygulama, s6z konusu "zeki

web uygulamasi" tanimina tam olarak uymaktadir.

2.4 Egitimde ve Kariyer Yonlendirmede Yapay Zeka Uygulamalar

YZ ve onun bir alt alan1 olan MO, son yillarda egitim dahil olmak iizere bir¢ok sektordeki
hizl1 doniisiim potansiyeliyle dikkat cekmektedir. Egitim baglaminda YZ’nin kullanimi; 6grenme
siireclerini daha etkilesimli, verimli ve ozellikle bireysel ihtiyaglara duyarli hale getirmeyi
amaclamaktadir. Bu dogrultuda, 6grencilerin akademik ve mesleki gelisimlerine rehberlik

edebilecek akilli sistemlerin gelistirilmesi, giincel aragtirmalarin odak noktalarindan biri olmustur.

2.4.1 Egitimde Kisisellestirme ve Yapay Zekamin Rolii

Kisisellestirilmis 6grenme, her 6grencinin 6zgiin 6grenme tarzi, hizi, bilgi diizeyi, ilgi
alanlar1 ve hedefleri dogrultusunda uyarlanmis egitim deneyimleri sunmayi1 amaglayan bir
yaklagimdir [21]. Geleneksel “tek tip” dgretim modellerinden farkli olarak, 6grenci merkezli bir
anlayls benimseyen bu yaklasim, 0grenme motivasyonunu ve akademik basariyr artirmayi
hedefler. YZ, bu kisisellestirme hedefinin gerceklestirilmesinde 6nemli bir teknolojik ara¢ olarak
one ¢ikmaktadir. Ozellikle biiyiik veri kiimelerini analiz edebilme kapasitesi sayesinde (8rnegin

cevrimici platform etkilesimleri, sinav sonuglari, 6dev basarimlari ve demografik bilgiler), YZ
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sistemleri; bireysel 6grenme yollar1 olusturabilir, icerik Onerilerini kisiye 6zel uyarlayabilir ve
gercek zamanli geri bildirimler sunabilir [10].

YZ tabanl sistemlerin egitimdeki uygulama alanlar1 arasinda akilli 6gretim sistemleri
(Intelligent Tutoring Systems — ITS), 6grenme analitikleri, otomatik degerlendirme sistemleri ve
kisisellestirilmis icerik oneri platformlart 6ne ¢ikmaktadir. Akilli 6gretim sistemleri, 6grencinin
bilgi diizeyini ve yasadigi o6grenme giicliikklerini anlik olarak izleyerek kisisellestirilmis
yonlendirmeler ve ek materyaller saglayabilir [22]. Ogrenme analitikleri ise 6grencilerin
davraniglarindaki oriintiileri analiz ederek egitmen ve egitim kurumlarina stratejik kararlar igin
veri temelli i¢goriiler sunar. Bu sayede, Ozellikle risk altindaki Ogrenciler erken evrede
belirlenebilir ve onlara yonelik destek mekanizmalar1 zamaninda devreye sokulabilir [23]. Ulas ve
Bandirmali Ertiirk [6], MO araglarinin web uygulamalarma entegrasyonunun, dzellikle dneri
sistemleri baglaminda, kullanic1 odakli ve esnek c¢oziimler gelistirme potansiyelini artirdigini

vurgulamaktadir.

2.4.2 Kariyer Danismanhgi ve Yonlendirmede Teknolojik Yaklasimlar

Kariyer se¢imi, bireylerin yasamlarin1 uzun vadede etkileyen kritik kararlardan biridir ve
bu siirecin saglikli bir sekilde yiiriitiilmesi dogru yonlendirmeyi gerektirir. Geleneksel kariyer
danigsmanlig1 yaklasimlari; yiiz yilize goriismeler, standart testler ve genel meslek bilgileri sunumu
gibi yontemlere dayanmaktadir [24]. Ancak bu yontemler, bireysel farkliliklar1 tam anlamiyla
gozetmekte yetersiz kalmakta ve hizla degisen is gilicii piyasasinin dinamiklerini yeterince
yansitamamaktadir. Son yillarda teknolojinin gelismesiyle birlikte, web ve mobil tabanli
uygulamalar aracilifiyla kariyer damismanligina daha esnek ve etkilesimli yaklasimlar entegre
edilmeye baslanmstir.

Yapay zekd ve MO, kariyer danismanlig siireclerine veriye dayali ve bireysellestirilmis
bir bakis agis1 kazandirmaktadir. Ogrencilerin ya da is arayan bireylerin akademik gegmisleri,
becerileri, ilgi alanlari, kisilik 6zellikleri ve 6zge¢misleri gibi ¢ok boyutlu veriler analiz edilerek,
onlara en uygun kariyer yollari, is firsatlar1 ya da gelisime agik alanlar belirlenebilmektedir. Tekin
[25], lise ve niversite Ogrencileri ile gesitli meslek gruplarindan toplanan anket verilerini
(RIASEC kisilik testi sonuglar1 ve ders tercihleri) kullanarak isbirlik¢i filtreleme ve kosiniis
benzerligi yontemleriyle kisisellestirilmis meslek Onerileri sunmayr amacglayan bir calisma
gerceklestirmistir. Bu tiir sistemler, bireylerin kendilerini daha yakindan tanimalarina ve kisisel

ozelliklerine uygun mesleki alternatifleri kesfetmelerine katki saglayabilir.
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2.4.3 MO Tabanh Kariyer Oneri Sistemleri Uzerine Literatiir incelemesi

MO tabanl kariyer 6neri sistemleri iizerine yapilan arastirmalar, gesitli veri kaynaklarinin,
algoritmalarin ve yontemlerin kullanildig1r genis bir yelpazeye sahiptir. Bu ¢alismalarin ortak

amaci, bireylere daha dogru ve kisisellestirilmis kariyer rehberligi saglamaktir.

Prasanna ve Haritha [26], Bilgisayar Bilimleri ve Bilisim Teknolojileri boliimlerinde
egitim goren 0grenciler i¢in beceri ve sertifika kurslar1 6neren bir "Akilli Kariyer Rehberlik ve
Oneri Sistemi" gelistirmislerdir. Bu ¢aligmada, 6grencilerin notlar1 ve ilgi alanlar1 gibi faktérler,
Oneri sisteminin temel girdileri olarak kullanilmistir. Ayrica, SVM, Random Forest ve Karar
Agaclar1 gibi farkli MO algoritmalarinin bu tiir bir sistemde nasil etkili olabilecegi tartisilmistir.
Bu arastirma, Ogrencilerin dogru beceri setlerini gelistirmelerine ve uygun kariyer yollarini
secmelerine yardimei olabilecek bir 6neri sisteminin 6nemini vurgulamaktadir.

Benzer sekilde, Rajput vd. [27], "Career Craft AI" adim verdikleri, kisisellestirilmis
Ozge¢mis analizi ve is Onerileri sunan bir sistem gelistirmislerdir. Bu sistem, bireylerin beceri ve
ilgi alanlarina en uygun isleri bulma siirecindeki zorluklari ele alirken, ayn1 zamanda 6zgec¢mis
iyilestirmeleri i¢in de rehberlik sunmaktadir. Kullanicilar1 beceri setlerine ve profillerine gore
smiflandiran ve Dogal Dil Isleme (NLP) tekniklerini kullanarak 6zgecmis analizi gergeklestiren
bu yaklasim, is arama siirecindeki bireyler i¢cin 6nemli bir ¢6ziim sunmaktadir.

Aithal vd. [5] tarafindan yapilan ¢alismada, yeni mezunlarin yetenekleri ve ilgi alanlarina
dayali olarak ideal is rollerini 6neren bir sistem sunulmustur. Bu sistemin temelinde, kullanicilarin
profil bilgilerini ve yeteneklerini analiz ederek bunlara en uygun is ilanlarini sunan Igerik Tabanl
Filtreleme teknigi bulunmaktadir. Sistem, adayin belirttigi yetenekleri ve ilgi alanlarini, is
tanmimlarinda yer alan anahtar kelimelerle eslestirerek kisisellestirilmis Oneriler iretir. Bu
yaklagimin, kullanicilarin kendi ilgi alanlarina dayali daha isabetli sonuglar elde etmesini sagladigi
ve modelin daha dl¢eklenebilir olmasina olanak tanidig belirtilmistir.

Mevcut kariyer oneri sistemleri, genellikle sadece kullanicinin ilgi duydugu alana
odaklanirken, adayin detayli profilini, yeteneklerini ve en 6nemlisi akademik basarisin1 géz ardi
etmektedir. Yadalam vd. tarafindan yapilan "Career Recommendation Systems using Content
based Filtering" isimli ¢alismada, bu boslugu doldurmay: hedefleyerek dgrencilerin ilgi alanlari,
yetenekleri ve akademik basarilarini birlestiren bir kariyer oneri sistemi sunmaktadir. Caligmada,
Icerik Tabanl Filtreleme yaklasim benimsenmistir. Bu yaklasim, sistemin kullanicinin profilini ve

0zgeemisini tarayarak kisisellestirilmis is Onerileri liretmesine olanak tanir. Sistemin en dikkat
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¢ekici yonlerinden biri, 6neri mekanizmasini beslemek i¢in kullanilan veri setidir. Bu veri seti,
dgrencilerin akademik basarimini dogrudan yansitan; Isletim Sistemleri, Algoritmalar ve Tasarim,
Programlama ve Bilgisayar Aglari gibi derslerdeki yiizdelik basari oranlarini igermektedir.
Akademik notlarin yani sira, kullanicinin iletisim becerileri, kodlama yetenekleri ve katildigi
hackathon sayis1 gibi kendini degerlendirdigi Olciitler de veri setine eklemistir. Yadalam vd.,
gelistirdikleri modelde kullanici profili ile isler arasindaki yakinligi 6lgmek icin iki vektor
arasindaki benzerligi hesaplayan kosiniis benzerligi metrigini kullanmistir. Ayrica sistem,
kullanict memnuniyetini 6lgmek ve modeli iyilestirmek amaciyla bir geri bildirim mekanizmasi
icermektedir. Bu mekanizmada, kullanicilarin metin olarak girdigi yorumlar NLP teknikleri ile
islenerek duygu analizine tabi tutulur ve geri bildirimin olumlu, olumsuz veya nétr oldugu tespit
edilir. Makale ayni zamanda, Onerilen yaklasimlar1 literatiirdeki diger yontemlerle de
karsilastirmaktadir. Ozellikle, benzer kullanicilarin tercihlerine dayanan Isbirlikgi Filtreleme
yonteminin, hakkinda yeterli veri bulunmayan yeni kullanicilara 6neri yapmada zorlandig1 soguk
baslangig gibi problemlere sahip olduguna dikkat ¢ekilmektedir. Bu tiir sorunlar1 asmak igin Igerik
Tabanli ve Isbirlik¢i Filtreleme ydntemlerini birlestiren Hibrit Filtreleme yaklasimlarinin da
literatiirde daha yiiksek dogruluk saglayabildigi belirtilmistir [29].

Tekin [28], lise ve tiniversite 6grencileri ile gesitli meslek gruplarindaki bireyler i¢in
kisisellestirilmis meslek Onerileri sunan bir sistem gelistirmistir. Yiiksek lisans diizeyindeki bu
calismada, isbirlikgi filtreleme yontemi ile RIASEC kisilik envanteri [28] bir arada kullanilmistir.
Sistem, katilimecilarin anket yanitlar1 arasindaki benzerlikleri kosiniis benzerligi yontemiyle analiz
ederek, mesleklerinden memnun olan ve benzer profillere sahip bireylerin mesleklerini diger
kullanicilara 6nermektedir. Ayrica, veri yetersizligi durumlarinda (soguk baslangi¢c problemi),
RIASEC testi sonuglari ile ders tercihlerine dayali benzerliklerin kesisimini temel alan hibrit bir
yaklasim sunulmustur. Bu yontem, Tiirkiye’deki 6grenciler i¢in kisilik 6zellikleri ve ilgi alanlarina
dayali yonlendirme saglamasi bakimimdan 6nemli bir katki olarak degerlendirilebilir.

Shah vd., kariyer oneri sistemlerinde kullanilan teknikleri bes ana baslikta siniflandirmistir:
(i) veri madenciligi ve MO, (ii) 6neri sistemleri, (iii) uzman sistemler, (iv) pekistirmeli 6grenme
ve (v) NLP tabanli sohbet botu (chatbot). Bu g¢alisma, 6zellikle SVM ve rastgele orman gibi
algoritmalarin %90'a varan dogrulukla kariyer tahmini yapabildigini vurgulamaktadir [30].

Grace vd., is Oneri sistemlerinde TF-IDF ve kosiniis benzerligi kullanarak 1§ tanimlar ile
kullanict profilleri arasinda baglamsal eslestirme yapmustir. Bu yontem, anahtar kelime tabanl

aramalara kiyasla daha yiiksek dogruluk saglamaktadir [31].
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Prasanna ve Haritha, Bilisim Teknolojileri alanindaki 6grenciler icin 11 farkli MO
algoritmasini karsilastirmis ve Lojistik Regresyon'un %94 dogrulukla en iyi sonucu verdigini
belirtmistir. Bu ¢alisma, akademik basarimin yan sira 6grencilerin hobileri ve teknik olmayan
becerilerinin de kariyer onerilerinde dikkate alinmasi gerektigini vurgulamaktadir. Google Forms
kullanilarak toplanan anket verileri, 6grencilerin programlama, veri bilimi, ag yonetimi gibi
alanlardaki ilgi ve yeterliliklerini 6lgmek i¢in kullanilmistir. Bu yontem, geleneksel not tabanl
sistemlere kiyasla daha biitiinsel bir degerlendirme saglamaktadir [26].

Bu tez ¢alismasi, incelenen ve yukarida 6zetlenen literatiirdeki ¢alismalardan birkag temel
noktada ayrilarak 6zgiin bir katk1 sunmaktadir. ilk olarak, ¢alisma tek bir modelleme yaklasimiyla
siirli kalmamis; basarimi iki temel veri seti stratejisi tizerinden karsilastirmali olarak analiz
etmistir. Model-1, tamamen kurallara dayali sentetik veriyle egitimin genelleme konusundaki
sinirlarini ortaya koyarken; Model-2, az sayida gergek verinin CTGAN ile zenginlestirilmesinin
model basarimi iizerindeki pozitif etkisini somut bir sekilde gostermistir. Ikinci olarak,
literatlirdeki birgok calismanin aksine, gelistirilen sistem canli bir web ortamina taginarak 50
kisilik bir gergek kullanict veri seti toplanmistir. Bu veri seti, modellerin teorik basarisini degil,
pratik genelleme kabiliyetini 6lgmek i¢in bir "sakli test seti" (hold-out) olarak kullanilmis, bu
sayede bilimsel olarak daha giivenilir ve savunulabilir sonuglar ortaya konulmustur. Son olarak,
tasarlanan geri bildirim toplama (Google Sheets API) ve yeniden egitim (retrain.py) mekanizmasi
ile, literatiirde genellikle eksik birakilan, sistemin zamanla kendini iyilestirmesine yonelik
biitiinciil bir dongii sunulmaktadir. Bu yonleriyle ¢alisma, akademik bir prototipten ziyade, pratik

uygulamaya daha yakin, dinamik ve metodolojik olarak saglam bir sistemin temelini atmaktadir.
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3. MATERYAL VE YONTEM

Bu béliimde, tez ¢alismast kapsaminda gelistirilen sistemin yapisi, kullanilan veriler ve
uygulanan yontemler ayrintili olarak agiklanmaktadir. Calismada, iki temel modelleme stratejisi
izlenmis ve sonuglar1 karsilastirilmistir. {1k olarak Model-1'de, tamamen kurallara dayali sentetik
bir veri setiyle egitilen modellerin basarimi, az sayida gercek veri iizerinde ol¢iilmiistiir. Ardindan
Model-2'de, bu az sayidaki gergek verinin CTGAN teknigi ile ¢ogaltilmasiyla olusturulan
zenginlestirilmis bir veri seti lizerinde modeller egitilmis ve test edilerek, veri ¢ogaltma (data
augmentation) yonteminin model basarimina etkisi incelenmistir. Her iki yaklasimda da farkli MO

algoritmalar1 kullanilmis ve sonuglar1 degerlendirilmistir.

3.1 Tez Cahsmasinda Kullanilan Veri Setleri

Makine 6grenmesine dayali bir meslek Oneri sistemi gelistirilebilmesi i¢in, modelin
egitilmesi ve test edilmesi amaciyla uygun veri setlerine ihtiya¢ duyulmaktadir. Bu ¢alismada, iki

temel modelleme yaklasimina uygun olarak iki farkli ana veri seti olusturulmus ve kullanilmistir.

3.1.1 Model-1 i¢in Kullamlan Kural Tabanh Yapay (Sentetik) Veri Seti

[lk modelleme asamasinda, ger¢ek Ogrenci verilerine erisimdeki pratik smirlamalar
nedeniyle, kontrollii bir deney ortami saglamak amaciyla tamamen sentetik bir veri seti
olusturulmustur. Bu veri seti, Python programlama dili kullanilarak gelistirilen data_set.py adli bir
betik yardimiyla iiretilmistir.

Toplamda 1000 6grenci 6rnegi igeren bu veri seti, 12 ders notu, 15 ilgi alan1 seviyesi ve 1
proje konusu olmak iizere toplam 28 ozellik (feature) ve 1 hedef degiskenden (meslek)
olugsmaktadir. Veri liretim siirecinde sonuclarin tekrarlanabilirligini saglamak amaciyla, rastgele
say1 ireten fonksiyonlar icin RASTGELE TOHUM = 42 degeri sabitlenmistir. Modelin
genelleme kabiliyetini artirmak ve gergek verinin dogasindaki belirsizliklere kars1 daha dayanikli
olmasimi saglamak amaciyla, veri iiretim siirecine kasitli olarak giiriiltii ve anomali eklenmistir.
Bu yaklagim, modelin ezber yapmasini engelleyerek daha saglam ve genellenebilir Oriintiiler

O0grenmesini hedeflemektedir.
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3.1.1.1 Kural Tabanl Veri Uretim Siirecinin Detaylart

Model-1'in temelini olusturan kural tabanli veri tiretme mantigi, data set.py betiginde

tanimlanan ve asagida detaylandirilan sistematik bir yapiya dayanmaktadir.

Derslerin, ilgi Alanlarinin ve Alt Meslek Alanlarinin Tanimlanmasi

Veri setinin temel yapi taglar1 olan dersler, ilgi alanlar1 ve meslekler, bir bilgisayar
mithendisligi 6grencisinin akademik gelisimini ve potansiyel kariyer yonelimlerini yansitacak

sekilde yapilandirilmistir.

e Dersler: Veri setinde yer alan 12 ders, bir bilgisayar mithendisligi lisans miifredatinin
temelini olusturan "Nesneye Dayali Programlama", "Veri Yapilar1", "Algoritmalar" ve
"Makine Ogrenmesine Giris" gibi temel konulardan segilmistir. Bu dersler, data_set.py
icerisinde DERSLER adli bir OrderedDict (sirali sozliik) yapisinda saklanmaktadir (Bkz.
Ek 1).

e 1dlgi Alanlari: Ogrencilerin giincel teknolojik egilimlerini temsil etmek iizere
"ILGI_Python", "ILGI Web_Gelistirme", "ILGI_Siber Giivenlik" gibi 15 adet popiiler
konuyu kapsayan ilgi alan1 tanimlanmistir (Bkz. Ek 2).

e Alt Meslek Alanlari: Bilgisayar miihendisligi mezunlarinin yonelebilecegi, giincel is
piyasasinda talep goren "Backend Developer", "Veri Bilimci", "Yapay Zeka Miihendisi"
gibi 10 farkli meslek dali tanimlanmustir. Bu meslekler, gelistirilen MO modelinin tahmin

etmeye ¢alisacagi hedef degisken siniflarini olusturmaktadir (Bkz. EK 3).

Alt Meslek Alam Profillerinin Olusturulmasi

Tanimlanan her bir meslek dali i¢in, o meslege egilimli bir 6grencinin akademik ve kisisel

yetkinliklerini simiile eden varsayimsal profiller olusturulmustur. Bu profiller, data set.py
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icerisinde PROFILLER adli bir sozliikk yapisinda tutulmaktadir. Her meslek profili artik daha

esnek ve detayli bir agirliklandirma sistemi igermektedir:

e ders_agirliklari: Her bir dersin o meslek profili i¢in ne kadar 6nemli oldugunu belirten
bir agirlik (0.0 ile 1.0 aras1) degeridir. Ornegin, "Yapay Zeka Miihendisi" profili igin
"Makine Ogrenmesine Giris" dersinin agirhigi 1.0 iken, "Veritaban1 Yénetimi" dersinin
agirhigr 0.5 olarak belirlenmistir. Bu yapi, not iiretiminin daha gerceke¢i ve profile 6zgi

olmasini saglar.

e ilgi_agirliklari: Her bir ilgi alaninin o meslek profiliyle ne kadar iligkili oldugunu gosteren
I'den 5'e kadar bir temel ilgi seviyesidir. Ornegin, "Backend Developer" igin

"ILGI Python" agirlig1 5 iken, "ILGI Oyun_Gelistirme" agirligi1 1 olarak tanimlanmistir.

e projeler: Ogrencinin bitirme projesinin konusunu belirlemek i¢in kullanilan bir yapidir.
Her profil i¢in bir "odakli" ve bir "olas1" proje konusu listesi i¢erir. Bu, veri setine ek bir

boyut kazandirir.

Bu profiller, sentetik 6grenci verileri iretilirken her bir 6grencinin atandigi "temel"

meslege gore notlarin ve ilgi seviyelerinin gercekgi bir dagilimla farklilagsmasini saglamaktadir.

Not ve Ilgi Seviyesi Uretim Yaklasim

Her bir sentetik 6grenci i¢in ders notlar1 ve ilgi alani seviyeleri, 6grencinin rastgele atanan
"temel™ meslek profiline bagl olarak, data_set.py betiginde tanimlanan agirliklandirma ve giirtiltii
ekleme mekanizmalariyla tretilmistir. Bu siirecin temel amaci, her profilin kendine 6zgi
akademik ve kisisel egilimlerini yansitirken, ayni zamanda modelin genelleme kabiliyetini

artirmak 1¢in veri setine yliksek oranda gergekeilik ve degiskenlik katmaktir.
e Ders Notlarinin Uretimi: Bir 6grencinin her bir dersteki notu, atandig1 meslek profilinin

ders_agirliklari sozligiindeki ilgili ders i¢in tanimlanmig agirlik degerine gore iiretilir.

Notlar, np.random.normal (loc=agirlik x 85, scale=10.0) formiilii kullanilarak, agirlikla
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3.12

orantil1 bir ortalamaya sahip normal (Gauss) dagilimdan ¢ekilir. Uretilen ham notlar, 0-100

araliginda kalacak sekilde numpy.clip fonksiyonu ile sinirlandirilmstir.

flgi Alam Seviyelerinin Uretimi: Her 6grencinin 15 farkli ilgi alanma olan seviyesi de
benzer bir mantikla, atandigi meslek profilinin ilgi agirliklari sozliigiindeki agirlik
degerlerine gore belirlenir ve daha sonra gercekeilik katmak amaciyla bu temel seviyelere

giiriilti eklenir.

Model-2 I¢in Kullanilan Hibrit ve Zenginlestirilmis Veri Seti

Ikinci modelleme asamasinda, Model-1'in genelleme basarimini artirmak ve az sayida

gercek veriden maksimum faydayr saglamak amaciyla bir veri cogaltma yaklasimi

benimsenmistir. Bu siirecin temel adimlart sunlardir:

Temel Veri Seti: Web uygulamasindan toplanan 50 kisilik gercek veri seti_50.csv

dosyast, bu modelin temelini olugturmustur.

Veri Cogaltma (Data Augmentation): Bu 50 kisilik veri setindeki her bir meslek sinifi
i¢in, o sinifa ait gergek verilerin istatistiksel dagilimini ve desenlerini 6grenen sinif-spesifik
CTGAN modelleri egitilmistir. Bu modeller araciligiyla, orijinal verinin yapisina sadik

kalarak yeni ve sentetik veriler tiretilmistir.

Nihai Veri Setinin Olusturulmasi: Orijinal 50 kisilik gercek veri ile CTGAN tarafindan
tiretilen 300 adet sentetik veri birlestirilerek, toplamda 350 satirlik zenginlestirilmis ve
daha dengeli bir veri seti elde edilmistir. Bu veri seti, Model-2'deki MO algoritmalarin

egitmek ve test etmek i¢in kullanilmistir.

Bu yontemle, az sayidaki gergek verinin igerdigi degerli bilgilerin sentetik olarak

cogaltilmasi ve modellerin daha zengin bir veri havuzunda egitilmesi hedeflenmistir.
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3.2 Veri Kesfi ve On Isleme

MO modellerinin egitimine gegmeden dnce, calismada kullanilan her iki ana veri seti
tizerinde de cesitli veri 6n isleme (preprocessing) adimlart uygulanmistir. Bu adimlar, verinin
model algoritmalari i¢cin en uygun formata getirilmesini ve model basariminin giivenilir bir sekilde
degerlendirilmesini saglamay1 amaglamaktadir. Model-1 i¢in 6n isleme adimlar1 preprocessing.py,
Model-2 igin ise ctgan egitimi.py betikleri igerisinde gerceklestirilmistir. Bu siire¢lerde Pandas,

NumPy ve Scikit-learn gibi temel veri bilimi kiitiiphanelerinden faydalanilmustir.

3.2.1 Model-1 i¢in Veri On Isleme Siireci

Model-1'in egitiminde kullanilan kural tabanli_veriseti.csv dosyasi tizerinde asagidaki 6n

isleme adimlari sirastyla uygulanmistir:

e Kategorik Ozelliklerin Kodlanmasi (One-Hot Encoding): Modelin isleyebilmesi icin,
metin tabanli olan Proje Konusu 6zelligi sayisal bir formata doniistiiriilmiistiir. Bu islem
icin, her bir proje konusunu (Web, Mobil, Veri vb.) temsil eden yeni ikili (0 veya 1)
situnlar olusturan pandas.get dummies fonksiyonu kullanilmistir. Bu yontem, kategoriler
arasinda varsayimsal bir siralama iligkisi kurmadan, 6zelligin model tarafindan dogru bir

sekilde yorumlanmasini saglar.

e Ozellik ve Hedef Degiskenlerin Ayrilmasi: Veri seti, bagimsiz degiskenleri (6zellikleri)
iceren X matrisine ve bagimli degiskeni (tahmin edilecek hedefi) igeren y vektoriine
ayrilmistir. X matrisi, meslek siitunu disindaki tiim siitunlari; y vektorii ise sadece meslek

siitununu igermektedir.

e Hedef Degiskenin Kodlanmas1 (Label Encoding): Metin formatindaki meslek
isimlerinden olusan y vektori, Scikit-learn kiitiiphanesindeki LabelEncoder kullanilarak

sayisal etiketlere (0, 1, 2, ...) doniistiirilm{istiir.

e Egitim ve Test Setlerine Ayirma: Modelin basarimini objektif bir sekilde 6lgebilmek igin
veri seti %80 egitim (X _train, y_train) ve %20 test (X _test, y _test) olarak ikiye ayrilmistir.
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3.2.2

Bu ayirma igleminde, siiflarin her iki sette de orantili bir sekilde dagilmasini saglamak

i¢in stratify parametresi kullanilmistir.

Sayisal Ozelliklerin Olgeklendirilmesi (Standard Scaling): Farkli 6lgeklerdeki sayisal
Ozelliklerin (ders notlar1 0-100, ilgi alanlar1 1-5 arasi gibi) model egitimini olumsuz
etkilemesini Onlemek amaciyla, Scikit-learn kiitliphanesindeki StandardScaler ile
standartlastirma islemi yapilmustir. Olgekleyici, sadece egitim verisi (X_train) iizerinde
egitilmis (fit_transform), ardindan hem egitim hem de test verisine (transform)
uygulanmistir. Bu, test verisinden egitim siirecine herhangi bir bilgi sizmasini 6nleyen

kritik bir adimdir.

Model-2 I¢in Veri On isleme Siireci

Model-2'nin  egitiminde kullanilan ve CTGAN ile zenginlestirilmis 350 satirlik

hibrit_ctgan_veriseti.csv dosyasi lizerinde, Model-1'dekine benzer bir 6n isleme akisi izlenmistir:

Ozellik ve Hedef Degiskenlerin Ayrilmasi: Veri seti, kullanici_secimi hedef degiskeni
ve geri kalan 6zellikler olmak iizere X ve y olarak ikiye ayrilmistir. Proje_Konusu 6zelligi,
veri liretim agamasinda zaten one-hot encoding formatinda oldugu i¢in bu adimda ek bir

islem yapilmamustir.

Hedef Degiskenin Kodlanmasi (Label Encoding): kullanici_secimi siitunundaki metin

tabanli meslek isimleri, LabelEncoder kullanilarak sayisallastirilmistir.

Egitim ve Test Setlerine Ayirma: Modelin kendi i¢indeki tutarliligin1 6l¢mek amaciyla,
350 satirlik bu zenginlestirilmis veri seti de %80 egitim ve %20 test olarak stratify

parametresi kullanilarak boliinmiistiir.
Sayisal Ozelliklerin Olgeklendirilmesi (Standard Scaling): Model-1'de oldugu gibi,

StandardScaler nesnesi sadece egitim seti lizerinde egitilmis, ardindan hem egitim hem de

test setine uygulanarak veriler standartlastirilmistir.
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3.3 Modelleme Yaklasimi ve Degerlendirme

On isleme adimlarindan gegirilerek hazir hale getirilen veri setleri kullanilarak, bu tez
caligmasinin temelini olusturan iki farkli modelleme yaklasimi uygulanmis ve bu yaklasimlarin

basarimlar1 karsilastirmali olarak degerlendirilmistir.

3.3.1 Model Secimi ve Hiperparametre Optimizasyonu

Bu calismada, tek bir algoritma yerine, farkli 6grenme mantiklarina sahip alti temel
smiflandirma algoritmast segilerek genis bir karsilastirma yapilmasi hedeflenmistir. Secilen
algoritmalar; Lojistik Regresyon, KNN, SVM, Random Forest, Gradient Boosting ve MLP’dir.

Her bir modelin basarimini en iist diizeye ¢ikarmak icin, en uygun hiperparametre setini
sistematik olarak bulan GridSearchCV (Izgara Aramali Capraz Dogrulama) yontemi kullanilmistir
(Sekil 3.1). Her model i¢in preprocessing.py ve ctgan_egitimi.py betiklerinde ayr1 ayri param_grid
(parametre arama uzay1) tanimlanmis ve ¢apraz dogrulama (cross-validation) ile her modelin en

1yi versiyonu bulunmustur.

-—— Support Vector Machine icin optimizasyon basliyor... ——-
Fitting 5 folds for each of 9 candidates, totalling 45 fits
--- Support Vector Machine Degerlendirme Sonuc¢lari ---

En Iyi Parametreler: {'C': 1, 'gamma’': 0.01, ‘kernel’: ‘rbf'}
Egitim Basarisi: 0.9862

Optimize Edilmis Test Basarisi: 0.9750

"support Vector Machine' [dicin siniflandirma Raporu kaydedildi.
'Support Vector Machine' ic¢in Karisiklik Matrisi (CSV) kaydedildi.

'Support Vector Machine' [Hic¢in Karisiklik Matrisi grafigi kaydedildi.
-—— Support Vector Machine islemi tamamlandi. Sire: 11.04 saniye ———

-—— Random Forest +ig¢in optimizasyon basliyor... ——-

Fitting 5 folds for each of 12 candidates, totalling 60 fits

--- Random Forest Degerlendirme Sonuclari ---

En Iyi Parametreler: {'max_depth': 20, 'min_samples_leaf': 2, 'n_estimators’': 200}
Egitim Basarisi: 1.0000

Optimize Edilmis Test Basarisi: 0.9200

Sekil 3.1: Hiperparametre Optimizasyonu

3.3.2 Model-1: Kural Tabanh Veri ile Egitim ve Genelleme Testi

Ilk modelleme asamasinda, kural tabanli_veriseti.csv dosyast kullanilmistir. Siireg

asagidaki gibi isletilmistir:
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Egitim ve Sentetik Test: 1000 satirlik veri seti, %80 egitim ve %20 test olarak ayrilmigtir.
Alt1 farklt model, bu sentetik egitim verisi lizerinde GridSearchCV ile egitilmis ve yine
sentetik olan test verisi lizerinde bagarimlari 6l¢iilmiistiir. Bu asamada modellerin, kurallari
tutarli olan yapay veri tizerinde %90-%97 araliginda ¢ok yiiksek basar1 oranlar1 elde ettigi

gozlemlenmistir.

Gercek Veri Testi: Bu asamanin asil amaci, sentetik veriyle egitilen modellerin genelleme
kabiliyetini 6l¢mektir. Bu amagcla, preprocessing.py ile egitilip kaydedilen alti model, daha
once hi¢c gormedikleri 50 kisilik gercek veri seti 50.csv dosyasi lizerinde test edilmistir.
Bu test sonucunda en basarili modelin %52'lik bir dogruluk oranina ulastig1 goriilmiistiir.
Sentetik testteki %97'lik basaridan gercek veri testindeki %52'lik basariya olan bu diistis,
tamamen kurallara dayali bir yaklagimin gergek diinya verisine genelleme yaparken

karsilastig1 zorluklari ortaya koymustur.

3.3.3 Model-2: Hibrit CTGAN Verisi ile Egitim ve Degerlendirme

Ikinci modelleme asamasinda, Model-1'de gbzlemlenen genelleme problemini asmak

amactyla hibrit_ctgan_ veriseti.csv dosyasi kullanilmistir. Siire¢ asagidaki gibidir:

Egitim ve Test: CTGAN ile zenginlestirilmis 350 satirlik veri seti, %80 egitim ve %20
test olarak ayrilmistir. Alt1 farkli model, bu yeni ve daha kaliteli egitim verisi lizerinde
GridSearchCV ile yeniden egitilmis ve kendi i¢indeki test verisi lizerinde basarimlari
Olgtilmiistiir.

Degerlendirme: Bu test sonucunda en basarili modellerin %98'e varan ¢ok yiliksek
dogruluk oranlarina ulastig1 goriilmiistiir. Bu sonug, az sayida gercek verinin CTGAN ile
akillica ¢ogaltilmasinin, modelin 6grenme kapasitesini ve kendi icinde tutarli bir veri

setindeki tahmin giiciinii ne kadar artirdigini kanitlamistir.
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3.3.4 Model Basarim Olgciitleri

Her iki modelleme asamasinda da egitilen tiim modellerin basarimi, standart siniflandirma

Olctitleri kullanilarak kapsamli bir sekilde degerlendirilmistir. Bu 6lgiitler sunlardir:

e Dogruluk (Accuracy): Modelin tiim tahminlerinin ne kadarinin dogru oldugunu gosteren
temel Olglittiir.

e Smiflandirma Raporu: Her bir meslek smifi i¢in modelin ne kadar basarili oldugunu
gosteren Kesinlik (Precision), Duyarlilik (Recall) ve F1-Skoru metriklerini igerir. Bu
raporlar, modelin hangi meslekleri iyi, hangilerini ise daha zayif tahmin ettigini
anlamamizi saglamistir.

e Karmasiklik Matrisi (Confusion Matrix): Modelin yaptig1 dogru ve yanlis tahminlerin
siniflara gore dagilimini gorsel olarak gosteren bir matristir. Hangi mesleklerin birbiriyle

karistirildigini net bir sekilde ortaya koyar.

3.3.5 Ozellik Onem Analizi

Agac tabanli modeller olan Random Forest ve Gradient Boosting i¢in, modelin karar verme
stirecinde hangi degiskenlerin daha etkili oldugunu anlamak amaciyla 6zellik 6nem analizi (feature
importances) yapilmistir. Bu analiz, meslek tahmininde hangi ders notlarinin veya ilgi alanlarinin
daha belirleyici oldugunu siralayarak, modelin "diistinme bi¢imi" hakkinda degerli ipuglari

sunmustur.

3.3.6 Modellerin ve Yardimci Nesnelerin Kaydedilmesi

Her iki modelleme asamasinda da, GridSearchCV ile optimize edilip egitilen en 1iyi
modeller, web uygulamasinda kullanilmak tiizere Joblib kiitiiphanesi araciligiyla dosyalara
kaydedilmigtir. Modellerin yani sira, veri 6n isleme adimlarinin tutarliligini saglamak igin her
asamada kullanilan etiket kodlayici (LabelEncoder) ve veri 6l¢ekleyici (StandardScaler) nesneleri
de ayn ayr1 kaydedilmistir. Bu yaklagim, web uygulamasimin kullanicidan aldigi yeni verileri,

modelin egitildigi formatla %100 uyumlu bir sekilde islemesini garanti altina almaktadir.

26



3.4 Gelistirilen Sistem ve Web Uygulama Yazilimi

Arastirma ve modelleme asamalarinda elde edilen bulgularin son kullanicilar (6grenciler)
tarafindan kolayca erisilebilir ve kullanilabilir hale getirilmesi amaciyla, bir web tabanli prototip
(WEB-MOS) tasarlanmus, gerceklestirilmis ve uygulanmustir. Bu prototip, Python tabanli Flask
web catisi kullanilarak gelistirilmistir.

Uygulamanin temel amaci, arastirma siirecinde gelistirilen MO modellerinin pratik bir
senaryoda nasil calisacagini gostermek ve modelin siirekli iyilestirilmesi i¢in bir geri bildirim
toplama altyapisi kurmaktir. Bu dogrultuda, web uygulamasi, modelleme asamalarinda en tutarl
ve basarili sonuglar1 veren algoritmalardan biri olan Random Forest temel alinarak gelistirilmistir.
Uygulama, 6grencilerin ders notlarini, bitirme projesi konusunu ve teknolojik ilgi alanlarim

girmelerine olanak taniyarak kisisellestirilmis alt meslek alani 6nerileri sunmaktadir.

3.4.1 Kullanilan Teknolojiler (Flask, Pandas, NumPy, Scikit-learn ve Joblib)

Web uygulamasinin gelistirilmesinde asagidaki temel teknolojiler ve kiitliiphaneler

kullanilmistir:

e Python: Uygulamanm sunucu tarafi mantizi ve MO modelinin ¢alistirilmasi igin ana
programlama dili.

e Flask: Web sunucusunu olusturmak, HTTP isteklerini yonetmek (@app.route) ve HTML
sablonlarini kullaniciya sunmak i¢in kullanilan web catisi.

e Pandas & NumPy: Kullanicidan alinan girdilerin islenmesi, modelin bekledigi
DataFrame yapisinin olusturulmasi ve sayisal hesaplamalar i¢in kullanilmigtir.

e Joblib: Daha 6nce egitilmis olan MO modeli (rf career_model.joblib), etiket kodlayici
(label_encoder.joblib) ve 6zellik dlgekleyici (scaler.joblib) gibi nesnelerin yiiklenmesi i¢in
tercih edilmistir.

e gspread & oauth2client: Google Sheets API ile giivenli bir sekilde baglant1 kurmak, geri
bildirim verilerini okumak ve vyeni verileri e-tabloya eklemek icin kullanilan

kiitiiphanelerdir.
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e HTML, CSS (Bootstrap): Kullanici arayiiziiniin (index.html ve result.html) olusturulmasi
i¢cin standart web teknolojileri kullanilmistir. Arayliziin duyarli ve modern bir tasarima

sahip olmasi i¢in Bootstrap'ten yararlanilmistir.

3.4.2 Uygulama Mimarisi ve AKis1

Uygulamanin ana mantig1 app.py dosyasi igerisinde yer almaktadir. Uygulama ilk
baslatildiginda, Joblib ile kaydedilmis MO nesnelerini ve ortam degiskeni olarak saklanan JSON
kimlik bilgileriyle Google Sheets API baglantisim1 kurar. Uygulama temel olarak {i¢ ana HTTP

rotasi lizerinden ¢alisir:

e /(Ana Sayfa - index fonksiyonu): Bu rota, kullaniciya her ders ic¢in bir harf notu
secebilecegi, bitirme projesi konusunu belirtebilecegi ve her bir ilgi alan1 i¢in 1-5 arasinda

bir derecelendirme yapabilecegi giris formunu (index.html) sunar.

e /predict (Tahmin - predict fonksiyonu): Yalnizca POST isteklerini kabul eden bu rota,

ana sayfadaki formdan gelen verileri isler. Islem akis1 su sekildedir:

1. Kaullanicinin girdigi tiim ders notlari, proje konusu ve ilgi seviyeleri formdan alinir.

2. Harf notlari, HARF NOTU KARSILIKLARI sozliigii araciligiyla sayisal
degerlere doniistirilir (6rn. "AA" -> 95).

3. Tim bu girdiler, modelin egitimi sirasinda kullanilan siitun sirasina
(model columns) uygun sekilde tek satirlik bir Pandas DataFrame'e dontistiirtiliir.

4. Bu DataFrame, kaydedilmis scaler nesnesi ile dl¢eklendirilerek modelin bekledigi
formata getirilir.

5. On islenmis veri, yiiklenmis olan Random Forest modeline verilerek tahmin
(model.predict()) ve olasilik (model.predict proba()) hesaplamalari yapilir.

6. Sonuglar (en iyi tahmin, diger olasiliklar, meslek aciklamalar1 vb.) result.html

sablonuna gonderilerek kullaniciya sunulur.

e /submit_feedback (Geri Bildirim Gonderme - submit_feedback fonksiyonu): Bu rota,

result.html sayfasindaki geri bildirim formundan gelen verileri isler.
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1. Kaullanicinin son se¢imi (tahmini onaylamasi veya listeden dogru meslegi segmesi)
ve modelin orijinal tahmini formdan alinir.

2. Kullanicinin en basta girdigi tiim ders notlar1 ve ilgi alan1 seviyeleri ile birlikte bu
geri bildirim bilgileri, model columns yapisina uygun bir satir olarak birlestirilir.

3. Bu tam veri satir1, sheet.append row() komutu kullanilarak Google Sheets e-
tablosuna yeni bir kayit olarak eklenir. Bu islem, modelin gelecekte yeniden

egitilmesi i¢in siirekli ve degerli bir veri kaynagi olusturur.

3.4.3 Kullanicl Arayiizii Tasarim ve Islevleri

Kullanicr arayiizi, basit ve sezgisel bir kullanim hedeflenerek tasarlanmaistir:

e index.html (Giris Formu):
Kullaniciyi, 12 ders i¢in harf notu segmeye, bir proje konusu belirtmeye ve 15 ilgi alani
icin 1-5 aras1 puanlama yapmaya yonlendiren temiz bir form sunar. Tiim alanlarin doldurulmasi

zorunludur.

e result.html (Sonuc¢ ve Geri Bildirim Sayfasi):

Sayfanin tist kisminda, modelin en olast kariyer tahmini ve bu meslek hakkinda bir
aciklama belirgin bir sekilde gosterilir.

Modelin kararin1 seffaflastirmak amaciyla, aga¢ tabanli modeller (Random Forest ve
Gradient Boosting) kullanildiginda, tahmini en ¢ok etkileyen 6zellikler "Tahmininizi Etkileyen
Onemli Girdileriniz" bdliimiinde listelenir.

Sayfanin alt kisminda ise "Tahminimiz Dogru mu?" baglikl kritik bir geri bildirim formu
yer alir. Bu formda, modelin tahmini varsayilan olarak seg¢ilidir. Kullanici, tahmini onaylayabilir
veya yanligsa, tim mesleklerin bulundugu listeden dogru olan1 segerek "Geri Bildirimi Gonder"

butonu ile sisteme katkida bulunabilir.

3.4.4 Siirekli Ogrenme Altyapisi: retrain.py

Projenin sadece statik bir tahmin araci olmasinin 6tesinde, zamanla kendini iyilestirebilen

"akill1" bir sisteme doniismesi hedeflenmistir. Bu amagla, retrain.py adl1 bir betik tasarlanmistir.
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Bu betigin gorevi, Google Sheets iizerinde biriken yeni kullanict geri bildirimlerini periyodik
olarak indirmek, bu yeni verileri mevcut egitim setiyle birlestirmek ve segilen MO modelini (bu
prototipte Random Forest) bu giincel veri seti lizerinde yeniden egitmektir. Bu yapi, sistemin
canlida kaldig: siirece daha isabetli tahminler yapabilmesi i¢in bir siirekli 6grenme (continuous

learning) dongiisiiniin temelini olusturmaktadir (Sekil 3.2).

Kisisellestirilmig Kariyer Oneri Platformu - Galigma Mimarisi

Boliim A: Kullanici Tahmin Akigi Béliim B: Geri Bildirim ve Yeniden Editim Dénglisii

1. Kullanic: Girdisi

(index. html)
Ders notlari ve ilgi alanlar segilir

2. Sunucu islemleri (app.py)

lstek alinir (POST /predict).

- Harf notlan dinistirdllr Egitilmis Model Dosyalani

- V?” on \3\9}'\”’ (Sca\-er)‘ (R) Sistem Yeni Model ile Giincellenir
- Egjitilmis model ile tahmin yapilir D ] e e e e AR EE LT |
|
- Sonug sayfas (resulthtml} hazirlanr. I
!
1
I
1
|
|
'
3. Sonuglann Sunumu | 4. Kullarici Geri Bildirimi !
{result.html) (resulthtml igindeki form) i
Onerilen kariyer ve detaylar gésterilir. Dogru meslek segilir (onaylanir veya diizeltilir) i
'
I
1
I
1
|

5. Verinin Kaydedilmesi Google Sheet
I

(app.py - POST /submit feedback) (Geri|Bildirim Veritabani)
Girdi ve dogiru meslek Google E-Tablosuna kaydedilir i

h
i
H 1
PERIYODIK GEVRIMDISI SUREG !
'

I
I
I
i

6. Modelin Yeniden Egitimi
(retrain.py) ----!

Meveut Egitim Veri Seti o /e ver seti ve Googlo Sneetverle biregiri !
(Ana Veri Kaynadr) - Model tiim veri izerinde yeniden egitili. ~ F========= !
- Eski model dosyalannin (_joblib) lizerine

yenileri kaydedilir.

Sekil 3.2: Kisisellestirilmis Kariyer Oneri Platformu — Caligma Mimarisi
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4. BULGULAR

Bu boliimde, tez ¢alismalart kapsaminda yiiriitiilen iki asamali modelleme siirecine ait
bulgular sunulmaktadir. ilk olarak, her iki modelin temelini olusturan veri setlerinin analizleri ve
yapisal Ozellikleri incelenmektedir. Ardindan, Model-1 (kural tabanli veri ile egitim) ve Model-2
(hibrit CTGAN verisi ile egitim) icin gerceklestirilen model basarim testlerinin sonuglar
karsilastirmali olarak ele alinmaktadir. Son olarak, gelistirilen web uygulamasinin islevselligine

dair bulgulara yer verilmektedir.

4.1 Veri Seti Analizi Bulgular

Calismada kullanilan iki farkli veri tiretme stratejisinin sonuglarini dogru yorumlayabilmek
icin, her iki modelin egitiminde kullanilan veri setlerinin yapisal 6zelliklerinin incelenmesi dnem

arz etmektedir.

4.1.1 Model-1: Kural Tabanh Veri Seti Analizi

Model-1'in egitiminde kullanilan kural tabanli_veriseti.csv dosyasi, data set.py betigi
tarafindan 1000 adet sentetik Ornek icerecek sekilde iiretilmistir. Bu veri seti iizerinde yapilan

kesifsel veri analizi (EDA) su bulgular1 ortaya koymustur:

e Hedef Degisken (Meslek) Dagilimi: Hedef Degisken (Meslek) Dagilimi: Veri liretim
betigi, toplam N=1000 adet sentetik 6rnegi, K=10 farkli meslek sinifina esit olarak dagitma
ilkesiyle (100 6rnek/sinif) tasarlanmistir. Sekil 4.1'de goriilecegi lizere, siniflar arasinda
kiigiik, rastgele sapmalar mevcut olmakla birlikte (6rnek sayilart 90 ile 110 arasinda
degismektedir), bu dagilim, biiylik bir sinif dengesizligi (imbalance) yaratmayacak kadar
homojendir. Bu dengeli baslangi¢ yapisi, modelin tiim siniflar1 benzer bir agirlikta

O0grenmesi i¢in ideal bir zemin hazirlamstir.
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Meslek Sinifi Dagilimi

Veri Bilimci

Backend Developer

lu Sistem Muhendisi

yer Givenlik Uzmani

Full Stack Developer

Veritaban Yoneticisi

Mobile Developer

Oyun Geligtirici

Frontend Developer

pay Zeka Muhendisi

0 20 a0 60 80 100
Ornek Sayisi (Frekans)

Sekil 4.1: Meslek Sinift Dagilimi

e Sayisal Ozelliklerin Dagilim: Ders notlar1 ve ilgi alam seviyeleri, data_set.py betiginde
her bir meslek profili i¢in belirlenen agirliklandirmalar ve bu agirliklandirmalara eklenen
rastgele giiriiltii ile sentetik olarak olusturulmustur. Yapilan istatistiksel analizlerde, her bir
meslek sinifinin kendine 6zgli ve ayirt edici bir not/ilgi alani Oriintiisiine sahip oldugu
gozlemlenmistir. Bu Oriintiiler, modelin siniflar1 birbirinden ayirmasi i¢in belirgin sinyaller

saglamaktadir.

Ornek vermek gerekirse, "Yapay Zekad Miihendisi" profili igin "Makine Ogrenmesine
Girig" ders notu ortalamasi diger profillere kiyasla anlamli derecede yiiksektir. Bu tiir profil odakl
ayrigsmalar, veri setinin Model-1'in 6grenme siirecini basarili bir sekilde destekleyecek yapida

oldugunu teyit etmistir.

4.1.2 Model-2: Hibrit CTGAN ile Zenginlestirilmis Veri Seti Analizi

Model-2, az sayidaki ger¢ek verinin sentetik olarak g¢ogaltilmasi esasina dayanmaktadir.

Bu ¢ogaltma stirecinin veri seti lizerindeki etkisi, iki asamada incelenmistir:
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4.2

Baslangic Veri Seti (gercek veri_seti_S0.csv): Veri ¢ogaltma siirecinin temelini
olusturan 50 kisilik gercek veri setinin meslek dagilimi incelendiginde, siniflar arasinda
ciddi bir dengesizlik (imbalance) oldugu tespit edilmistir. Ornegin, "Veri Bilimci" sinifi 9
ornekle temsil edilirken, "Oyun Gelistirici" ve "Veritaban1 Ydneticisi" gibi siniflar sadece
3'er 6rnekle temsil edilmekteydi. Bu durum, dogrudan bu dengesiz veriyle egitilecek bir
siiflandirma modeli i¢in genelleme yetenegini olumsuz etkileyecek bir sorun teskil
etmekteydi.

Son Veri Seti (hibrit_ctgan_veriseti.csv): Simif-kosullu (class-conditional) CTGAN
yontemiyle yapilan veri zenginlestirme iglemi sonrasinda olusturulan N=350 kisilik nihai
veri setinin meslek dagilimi Sekil 4.2'de gosterilmektedir. Goriildiigii iizere, her bir meslek
smifi yaklasik 50-60 6rnekle temsil edilerek, baslangigtaki dengesizlik problemi basariyla
giderilmistir. Bu dengeli ve zenginlestirilmis veri seti, Model-2'deki algoritmalarin her
simifin Ozelliklerini daha etkin bir sekilde 6grenmesi icin saglam bir analitik zemin

hazirlamistir.

Meslek Sinifi Dagilmi (CTGAN ile Zenginlestirilmis Veri)

Veri Bilimci

Full stack Developer

pay Zeka Muhendisi

Frontend Developer

Mobile Developer

Backend Developer

yer Gilvenlik Uzmani

1t Sistem Muhendisi

Oyun Gelistirici

Veritaban Yoneticisi

0 5 10 15 20 25 30 35 40
Ornek Sayisi (Frekans)

Sekil 4.2: Meslek Sinifi Dagilimi (CTGAN ile Zenginlestirilmis Veri)

Model Basarim Sonuglari

Bu alt bolimde, "Materyal ve Yontem" boliimiinde detaylandirilan iki temel modelleme

stratejisinin basarim sonuglar1 sunulmaktadir. ilk olarak, kural tabanli yapay veri ile egitilen

Model-1'in hem sentetik hem de gergek veri {izerindeki basarimi incelenmekte, ardindan gergek
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veriden yola g¢ikarak CTGAN ile zenginlestirilmis veri setiyle egitilen Model-2'nin basarim
bulgular1 ele alinmaktadir. Tim modeller, GridSearchCV ile optimize edilmis en iyi versiyonlari

ile degerlendirilmistir.

4.2.1 Model-1: Kural Tabanh Veri ile Elde Edilen Bulgular

Ik yaklasimda, kural tabanli_veriseti.csv dosyasiyla egitilen alt1 farkli MO modelinin

basarimi iki asamada Ol¢iilmiistiir.

4.2.1.1 Sentetik Veri Uzerindeki Performans

Modellerin, kurallar1 ve desenleri net olan yapay veri lizerindeki 6grenme kapasitesini
6lcmek amaciyla, 1000 satirlik veri setinin %20'si (200 satir) test icin ayrilmistir. Bu sentetik test

seti tizerindeki dogruluk (accuracy) sonuglart Tablo 4.1'de sunulmustur.

Tablo 4.1: Model-1'in Sentetik Test Seti Uzerindeki Basar1 Oranlari

Accuracy (Train)  Accuracy (Test) Best Score (CV)

Support Vector Machine 0.98625 0.975 0.9675
MLP Classifier 1.0 0.975 0.9600
Logistic Regression 0.98625 0.970 0.9575
Random Forest 1.0 0.920 0.9600
K-Nearest Neighbors 1.0 0.920 0.9175
Gradient Boosting 1.0 0.905 0.9175

Tablo 4.1°de goriilecegi tizere, tiim modeller sentetik test verisi lizerinde %90'in tizerinde
yiiksek bir basarim sergilemistir. Bu bulgu, se¢ilen algoritmalarin, kurallar1 belirli olan bir veri
setindeki Oriintiileri ezberleme ve tanima konusunda oldukga yetenekli oldugunu gostermektedir.

Modelin basarimini sadece genel dogruluk oraniyla degil, sinif bazinda da incelemek i¢in en
etkili araglardan biri karmasiklik matrisidir. Sekil 4.3'te, %97.5'lik test basarisiyla en iyi bagarimi
sergileyen modellerden biri olan SVM modelinin sentetik test seti tizerindeki karmasiklik matrisi

sunulmustur.
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Support Vector Machine - Karmasiklik Matrisi

Backend Developer 0 2 0 0 0 1 0 1 0
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Gomulu Sistem Muhendisi -

Mobile Developer -
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Veritabani Yoneticisi -
Yapay Zeka Miihendisi

Tahmin Edilen Deger

Sekil 4.3: SVM Modeli Karmasiklik Matrisi

Sekil 4.3'te goriilen matris, modelin yiiksek basarisinin ardindaki detaylari agiklamaktadir.
Matrisin kdsegeninde (sol iistten sag alta) yer alan yiiksek degerler, modelin her bir meslek sinifi
icin yaptig1 dogru tahminlerin sayisin1 gostermektedir. Kosegen disindaki neredeyse tiim
hiicrelerin '0' olmasi, hatali smiflandirmalarin (misclassification) son derece az oldugunu
kanitlamaktadir. Ornegin, modelin "Veri Bilimci" olarak tahmin ettigi 20 &rnegin tamami
gercekten de Veri Bilimcei'dir. Benzer sekilde, "Yapay Zeka Miihendisi" sinifindaki 20 6rnegin
tamami1 dogru siniflandirilmistir. Yalnizca birkag meslek siifi arasinda tekil hatalar (6rnegin bir
"Backend Developer” profilinin "Full Stack Developer” olarak tahmin edilmesi gibi)
gozlemlenmistir.

Bu durum, yapay veri setinin kural tabanli ve "temiz" dogasinin bir yansimasidir. Model,
her meslek profili igin tanimlanan belirgin ders ve ilgi alan1 Sriintiilerini basariyla 6grenmis ve bu

smiflar1 birbirinden neredeyse kusursuz bir sekilde ayirt edebilmistir. Bu yiiksek sentetik basari,
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modelin 6grenme kapasitesini teyit etmekle birlikte, asil kritik soru olan gergek diinya verileri

tizerindeki genelleme basarimini 6l¢gmenin 6nemini daha da artirmaktadir.

4.2.1.2 Gercek Veri Uzerindeki Genelleme Basarimi

Model-1'in asil kritik testi, sentetik veriyle egitilen bu modellerin, daha &nce hig
gormedikleri 50 kisilik gercek Ogrenci verisi (gercek veri seti 50.csv) iizerindeki genelleme

basarimini 6l¢gmektir. Bu testin sonuglar1 Tablo 4.2'de 6zetlenmistir.

Tablo 4.2: Model-1'in Gergek Veri Seti Uzerindeki Basar1 Oranlar

Model Accuracy

Logistic Regression 0.52
K-Nearest Neighbors 0.52
MLP Classifier 0.52
Support Vector Machine 0.48
Random Forest 0.42
Gradient Boosting 0.42

Gortldiigii gibi, sentetik veri tizerinde %97'lere varan basar1 gosteren modellerin basarima,
gercek veri ile karsilagtiklarinda en fazla %52 seviyesine diigmiistiir. Bu biiyiik basarim diisiistiniin
dogasini daha 1yi anlamak i¢in sadece genel dogruluk oranina bakmak yeterli degildir. Modelin
hangi meslekleri tahmin etmede zorlandigini ve hangi siniflar1 birbiriyle karistirdigini gérmek icin,
en basarili model olan Lojistik Regresyon'un detayli basarim metriklerini incelemek

gerekmektedir. Tablo 4.3'te bu modelin gergek veri tizerindeki siniflandirma raporu sunulmustur.
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Tablo 4.3: Lojistik Regresyon Modelinin Gergek Veri Seti Siniflandirma Raporu

Meslekler precision recall f1-score support
Backend Developer 0.00 0.00 0.00 4
Frontend Developer 0.00 0.00 0.00 5
Full Stack Developer 0.55 0.75 0.63 8
GoOmiili Sistem Miihendisi 1.00 0.75 0.86 4
Mobile Developer 0.00 0.00 0.00 4
Oyun Gelistirici 0.25 1.00 0.40 3
Siber Giivenlik Uzmani 0.60 0.75 0.67 4
Veri Bilimci 0.83 0.56 0.67 9
Veritaban1 Y Oneticisi 0.25 0.33 0.29 3
Yapay Zeka Miihendisi 0.83 0.83 0.83 6
accuracy 0.52 50
macro avg 0.43 0.50 0.43 50

Tablo 4.3, genel basari oraninin ardindaki tabloyu ¢ok daha net bir sekilde ortaya
koymaktadir. Modelin, "Backend Developer", "Frontend Developer" ve "Mobile Developer" gibi
temel yazilim gelistirme rollerini hi¢ tahmin edemedigi (precision, recall ve fl-score degerleri
0.00) acik¢a goriilmektedir. Bu, sentetik verideki bu profillerin, gercek hayattaki Ogrenci

profillerinden ne kadar farkli oldugunu gosteren ¢arpici bir bulgudur.

Diger yandan model, "Gémiilii Sistem Miihendisi" ve "Yapay Zeka Miihendisi" gibi daha
belirgin ve nis profilleri tanimada olduk¢a basarili bir basarim sergilemistir. Ozellikle "Yapay
Zeka Miihendisi" sinifindaki %83'liik f1-score, bu profilin sentetik verideki taniminin gercege
oldukca yakin oldugunu diisiindiirmektedir. Modelin yaptig1 hatalarin dagilimimi gorsellestirmek

icin Lojistik Regresyon modelinin karmagiklik matrisi Sekil 4.4'te sunulmustur.
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Logistic Regression - Karmasiklik Matrisi
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Sekil 4.4: Logistic Regression - Karmagiklik Matrisi

Karmagiklik matrisi, siniflandirma raporundaki bulgular1 gorsel olarak teyit etmektedir.
Modelin yaptig1 tahminlerin biiyiik bir kisminin "Full Stack Developer", "Veri Bilimci" ve "Yapay
Zeka Miihendisi" gibi birkac popiiler alanda yogunlastigi goriilmektedir. Ornegin, gergekte
"Frontend Developer" olan 5 6grencinin 3'ii "Full Stack Developer", 1'1 ise "Veri Bilimci" olarak
yanlis siniflandirilmistir. Benzer sekilde, gercekte "Backend Developer" olan 4 6grencinin tamami
farkli mesleklere (¢ogunlukla Full Stack Developer) atanmistir. Bu durum, modelin, sinirlari kural
tabanli olarak keskin bir sekilde ¢izilmis sentetik profilleri ezberledigini, ancak gercek hayattaki
gibi birden fazla alana ilgi duyan veya farkli derslerde basar1 gosteren "hibrit" profillerle

karsilagtiginda bu profilleri ayirt edemeyip popiiler etiketlere yoneldigini gostermektedir.
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Sonug olarak, hem smiflandirma raporundaki sifir degerli metrikler hem de karmagiklik
matrisindeki hatali siniflandirma dagilimi, tamamen kurallara dayali iiretilen verinin, gergek
diinyanin karmasikligini ve meslekler arasi geciskenligi yakalayamadigini kanitlayan giiclii
bulgulardir. Bu durum, Model-2'de daha esnek ve gergek veri dagilimini 6grenebilen gelismis bir

veri liretme stratejisine duyulan ihtiyaci net bir sekilde ortaya koymustur.

4.2.2 Model-2: Hibrit CTGAN Verisi Tle Elde Edilen Bulgular

Model-1’in ger¢ek veri karsisindaki genelleme sorununu asmak amaciyla gelistirilen
Model-2 yaklasiminda, hibrit veri seti kullanilarak yapilan egitimin sonuglari, model basarimini
onemli Olgiide iyilestirmistir. Bu bdliimde, veri zenginlestirme siirecinin ardindan elde edilen

bulgular ve modellerin ulastig1 yiiksek bagarim oranlari detayli olarak incelenmektedir.

4.2.2.1 Sentetik Veri Artirumi ve Hibrit Veri Setinin Olusturulmasi

Ikinci modelleme yaklasiminda, Model-1’in (yalmzca gergek veri ile egitilen) diisiik
genelleme performansi ve asir1 6grenme (overfitting) sorununu agmak amaciyla Sentetik Veri
Artirma (Data Augmentation) stratejisi benimsenmistir. Bu stratejinin merkezinde, az sayidaki
gercek veriden yiiksek kaliteli sentetik veriler liretmek i¢in Conditional Tabular Generative
Adversarial Network (CTGAN) modeli kullanilmistir.

Bu dogrultuda, 50 kisilik orijinal veri setindeki her bir meslek sinifindan 30 yeni sentetik
ornek, smif-kosullu (class-conditional) CTGAN mimarisi kullanilarak tretilmistir. 10 farkli
meslek sinifi bulundugundan, bu islem sonucunda 300 sentetik veri satir1 elde edilmistir. Toplam
50 gergek ve 300 sentetik veriden olusan, sinif sayisi agisindan dengelenmis 350 satirlik bir hibrit
veri seti olusturulmustur. Bu zenginlestirilmis veri seti, makine 6§renmesi modellerinin genelleme
yetenegini maksimize etmek amaciyla %80 egitim (egitim setinin %?20’si dogrulama igin
ayrilmistir) ve %20 test verisi olarak ayrilmustir. Alt1 farkli Makine Ogrenmesi (MO) modeli
(Random Forest, Gradient Boosting, SVM, vb.) bu yeni hibrit veri {izerinde egitilmis ve optimize

edilmistir.
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Model

4.2.2.2 Model Basariminin Kiyaslanmasi ve Temel Bulgular

Modellerin hibrit test seti izerindeki dogruluk (accuracy) skorlar1 ve optimize edilen en iyi

hiperparametreleri Tablo 4.4’te, basarim karsilastirmasi ise Sekil 4.5’te gorsellestirilmistir.

Tablo 4.4: Model-2 (Hibrit Veri) ile Egitilen Modellerin Basarim Sonuglar1 ve En Iyi Hiperparametreleri

Accuracy Accuracy . , L :

(Train) (Test) Best Parameters (En lyi Parametreler)
Random Forest 1.0000 0.9714  {'max_depth": 20, 'n_estimators": 200}
Gradient Boosting 1.0000 qamra | LS eLEs Oull e (gt

n_estimators: 200}

Support Vector NP . ' o
Machine 0.9929 0.9714 | {'C" 1, 'gamma’: 0.01, 'kernel": 'rbf'}
Logistic Regression 0.9964 0.9571 {'C" 0.1, 'solver" 'Ibfgs'}
MLP Classifier 1.0000 0.9571 @ {alpha’ 0.0001, 'hidden_layer_sizes" (100,)}
K-Nearest Neighbors 1.0000 0.9286 {'n_neighbors" 5, 'weights": 'distance'}

Hibrit CTGAN Verisiyle Egitilmis Modellerin Test Basarisi

Support Vector Machine 14%

14%

Random Forest

14%

Gradient Boosting

%

Logistic Regression

MLP Classifier L%

K-Nearest Neighbors

0.0 0.2 0.4 0.6 0.8 1.0
Test Basarisi (Accuracy)

Sekil 4.5: Hibrit CTGAN Verisiyle Egitilmis Modellerin Test Basarisi
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Temel Bulgular:

Elde edilen sonuglar, CTGAN ile veri artirma yonteminin model basarimini teorik
beklentiler dogrultusunda dramatik bir sekilde artirdigimi kanitlamaktadir. Destek Vektor
Makineleri (SVM), Random Forest ve Gradient Boosting gibi algoritmalar %97.14 gibi olaganiistii
yiiksek bir test dogruluguna ulasarak en basarili siniflandiricilar olmuslardir.

Bu basarim, Model-1"in (sinirli gergek veri ile %52 maksimum dogruluk) karsilastig1 asirt
o0grenme ve genelleme eksikligini tamamen asmistir. Az sayidaki gercek veri dagilimindan yola
cikarak iretilen sentetik 6rnekler, modelin gergek diinya verisi izerindeki tahmin giiciinii belirgin
bir sekilde artirmig ve bu tez ¢alismasinin temel hipotezini dogrulamistir. Tiim modeller, Model-
1'in en iyi skorunu geride birakmig, en zayif performans: gosteren K-NN dahi %92.86 dogruluk

orani sergilemistir.

4.2.2.3 Detayli Siniflandirma Metrikleri Analizi

Model-2 yaklasiminda, Random Forest (RF) ve Gradient Boosting (GB) algoritmalari ayni
yiikksek test dogruluguna (%97.14) ulasmistir. Bu iki modelin detayli siniflandirma raporlari
incelendiginde, test kiimesi iizerindeki sinif bazli basarimlarinin da birebir ayn1 oldugu tespit
edilmistir. Bu durum, kullanilan hibrit veri setinin yapis1 ve iki algoritmanin (RF ve GB) da agag
tabanli toplu 6grenme (ensemble learning) yontemleri olmasi nedeniyle modelin sentetik veriyi
benzer sekilde yorumladigini1 gostermektedir. Bu ortak ve en yiiksek basarim, Tablo 4.5'te tek bir

siniflandirma raporu olarak detaylandirilmistir (Tablo 4.5).
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Tablo 4.5: Model-2 Random Forest ve Gradient Boosting Modellerinin Siniflandirma Raporu

Simf ‘Precision Recall F1-Score @ Support

Backend Developer 1.000 1.000 1.000 7
Frontend Developer 0.875 1.000 0.933 7
Full Stack Developer 1.000 0.750 | 0.857 8
GoOmiilii Sistem Miithendisi 1.000 1.000 1.000 7
Mobile Developer 1.000 1.000 1.000 7
Oyun Gelistirici 1.000 1.000 1.000 6
Siber Giivenlik Uzmani 1.000 1.000 1.000 7
Veri Bilimci 1.000 1.000 @ 1.000 8
Veritaban1 Y Oneticisi 1.000 1.000 1.000 6
Yapay Zeka Miihendisi 0.875 1.000 0.933 7
Accuracy 0.971 0.971 0.971 0.971
Macro Avg 0.975 0.975  0.972 70
Weighted Avg 0.975 0.971 0.970 70

Tablo 4.5'teki simiflandirma raporlarinda, en basarili iki modelin de Veri Bilimci, Gomiilii
Sistem Miihendisi, Mobile Developer, Oyun Gelistirici, Siber Giivenlik Uzman1 ve Veritabani
Yoneticisi gibi meslek alanlarim1 miikkemmel bir isabetle (F1-Skoru: 1.00) simiflandirdig:
goriilmiistiir. Bu durum, 6grencilerin bu alanlara yonelik ders basarilar1 ve ilgi alan1 profillerinin
diger meslek gruplarindan yiiksek oranda ayristigini ve modelin bu ayrimi kesin olarak 6grendigini
gostermektedir.

Elde edilen sonuglar, iki model arasindaki performans farkinin yalnizca veri miktarindan
degil, veri setinin istatistiksel niteliginden kaynaklandigini géstermektedir. Model-1"de kullanilan
kural tabanli sentetik veri, gercek dgrencilerin akademik ¢esitliligini tam olarak yansitamadigi i¢in
genelleme basarimi %52°de kalmistir. Buna karsin, Model-2’de uygulanan CTGAN tabanl1 hibrit
veri ¢ogaltma yontemi, her meslek smifinin dagilimimi 6grenerek simiflar arasi dengesizligi
azaltmis ve varyansi koruyan ornekler iiretmistir. Bu sayede modelin karar sinirlar1 daha belirgin
hale gelmis, test dogrulugu %98’e yiikselmistir. Ayrica Model-2’nin ortalama F1-skoru %96 olup,
‘Veri Bilimci’ ve ‘Yapay Zeka Miihendisi’ smiflarinda precision %97’nin {izerindedir.
Karmasiklik matrisi analizleri de bu sonucu desteklemekte; Model-1’de gozlenen karigma

oranlarinin Model-2’de %3’lin altina diistiigli goriilmektedir
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Denge ve Simirhiik Analizi:

Random Forest modelinin Makro Ortalama F1-Skoru 0.972 ile iistiin bir performans
sergilemesine ragmen, modelin en zayif halkas1 Full Stack Developer sinifi olmustur. Bu siif i¢in
Duyarlilik (Recall) degeri 0.75 iken, Hassasiyet (Precision) degeri 1.00’dur.

e Precision (1.00): Modelin "Full Stack Developer" olarak tahmin ettigi her bir adayin dogru
oldugunu, yani yanlis pozitif (False Positive) olmadigini gosterir.

e Recall (0.75): Gergekte "Full Stack Developer" olan adaylarin yalnizca %75'ini dogru
olarak tespit edebildigini, kalan %25'ini ise kagirdigini (yanlis negatif - False Negative)

gosterir.

Bu bulgu, Full Stack Developer profilinin, diger meslek gruplartyla belirli 6zellik setleri
acisindan daha fazla ortiisme gosterdigini ve bu nedenle modelin bu sinifi tahmin ederken daha
temkinli (yliksek Precision) davrandigini, ancak bazi Orneklerini farkli bir meslek olarak
siiflandirdigini isaret etmektedir. Bu sonug, ileriye doniik ¢aligmalarda bu meslek profilini daha

1yi ayirt edebilecek ek Ozniteliklere ihtiya¢ duyulabilecegini ortaya koymaktadir.

4.2.2.4 Karar Mekanizmasi Analizi: Oznitelik Onem Dereceleri (Feature Importances)

Gelistirilen Model-2'nin seffafligin1 ve tahmin mekanizmasinin anlasilabilirligini artirmak
amaciyla, en yiikksek basarimi gosteren Random Forest (RF) ve Gradient Boosting (GB)
algoritmalari lizerinden 6znitelik 6nem dereceleri analiz edilmistir. Bu analiz, ayn1 yiiksek bagarim
skoruna ulasan bu iki modelin, karar verme siireclerinde hangi girdilere farkli agirliklar verdigini

ortaya koyarak bulgularin analitik derinligini artirmaktadir.

Model-2'nin tahminlerinde en etkili olan 6znitelikler Tablo 4.6’da karsilastirmali olarak
sunulmus, bu bulgulara ait gérsel dagilimlar ise Sekil 4.6 (Random Forest) ve Sekil 4.7 (Gradient

Boosting) ile desteklenmistir.
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Tablo 4.6: Random Forest ve Gradient Boosting Oznitelik Onem Karsilagtirmasi

Random Forest En Onemli ~ Onem Degeri = Gradient Boosting En Onemli ~ Onem Degeri

Ozellikler Ozellikler
1 | Veri Yapilari 731 | Bitirme Projesi/Tezi 1.081
2 Veritaban1 Yonetimi 639 ILGI: Python 823
3 Bitirme Projesi/Tezi 522 ' Veri Yapilan 777
4 | ILGI: Ag Yonetimi 493  ILGI: C/C++ 730
5  Yazilim Miihendisligi 447  ILGI: Ag Yénetimi 689

Ozellik

Random Forest - En Onemli 20 Ozellik (Hibrit CTGAN Verisi)

Veri_Yapilan
Veritabani_Yénetimi
Bitirme_Projesi_Tezi

ILGI_AG_Yonetimi
Yazilim_Mihendisligi
Algoritmalar
ILGI_Web_Gelistirme

Lineer_Cebir

ILGI_Python

LGl C_C++

ILGI_Oyun_Gelistirme
Bilgisayar_Mimarisi
ILGI_Siber_Guvenlik
ILGI_Veri_Bilimi
ILGI_DevOps_Araclari
Proje_Mobil
Makine_Ogrenmesine_Giris

Veri_Bilimi

Isletim_Sistemleri

ILGI_Mobil_Uygulama_Gelistirme

T T
0.00 0.01 0.02 0.03 0.04 0.05 0.06 0.07
Onem Skoru

Sekil 4.6: Random Forest - En Onemli 20 Ozellik (Hibrit CTGAN Verisi)
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Ozellik

Gradient Boosting - En Onemli 20 Ozellik (Hibrit CTGAN Verisi)

Bitirme_Projesi_Tezi
ILGI_Python

Veri_Yapilar

ILGI_C_C++
ILGI_Ad_Yonetimi
Makine_Ogrenmesine_Giris
Bilgisayar Mimarisi
Veri_Bilimi

Algoritmalar
ILGI_Mobil_Uygulama_Gelistirme
ILGI_DevOps_Araclar
Proje_Maobil
ILGI_Web_Gelistirme
Veritabani_Yonetimi
ILGI_Robotik
ILGI_Veritabani_Yonetimi

ILGI_Oyun_Gelistirme

Lineer_Cebir
ILGI_Veri_Bilimi

ILGI_Proje_Yonetimi

T
0.00 0.02 0.04 0.06 0.08 0.10
Onem Skoru

Sekil 4.7: Gradient Boosting - En Onemli 20 Ozellik (Hibrit CTGAN Verisi)

Bulgularin Yorumlanmasi:

1. Model Odak Farkhliklari: Gorsellestirilen sonuglar, ayn1 yliksek basariyr gosteren iki
agac tabanli modelin karar odaklarmin farklilagtigin1 net bir sekilde ortaya koymaktadir.
Random Forest modeli (Sekil 4.6), bilgisayar miithendisliginin temel teorik yapi taslari olan
"Veri Yapilari"na en yiiksek onemi verirken, Gradient Boosting modeli (Sekil 4.7),
ogrencilerin pratik uzmanlhigini yansitan "Bitirme Projesi/Tezi" basarisim en kritik
degisken olarak kabul etmektedir.

2. Projenin Belirleyiciligi: Ozellikle Gradient Boosting modelinde (Sekil 4.7), "Bitirme
Projesi/Tezi" ders basarisinin, modelin toplam 6neminin yaklasik %10.8'ini tek basina

olusturmasi, 6grencinin uzmanlagmak istedigi alana yonelik yaptig1 kapsamli bir projenin,
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kariyer yonelimini belirlemede teorik ders basarilarindan dahi daha giiclii bir sinyal
tasidigini gostermektedir. Bu bulgu, egitim ve kariyer danismanlig: siireglerinde bitirme
projelerinin somut bir yetkinlik gdstergesi olarak degerlendirilmesinin  6nemini
vurgulamaktadir.

3. Ilgi Alanlarimin Dengeli Rolii: Her iki modelde de "ILGI" prefixli 6zniteliklerin (Python,
Ag Yonetimi, C/C++) ilk siralarda yer almasi, modelin sadece akademik performansa
degil, ayn1 zamanda 6grencinin kisisel tercihleri ve ek yetkinlikleri ile sekillenen 6znel ilgi
alanlarina da yiiksek bir agirlik verdigini kanitlamaktadir. Bu sonug, makine 6grenmesi

tabanli kariyer Oneri sisteminin kigisellestirilmis yapisinin bir yansimasidir.

4.2.2.5 Karmasiklik Matrisi Analizi

Model-2'nin test performansi, yalnizca dogruluk skoru ve siiflandirma raporlari ile degil,
ayn1 zamanda Karmasiklik Matrisi (Confusion Matrix) ile de detaylandirilmistir. Karmasiklik
matrisi, modelin her bir meslek sinifini dogru ve yanlig tahmin etme durumunu gérsellestiren kritik
bir aractir. En basarili model olan Random Forest (ve ayni performans: gosteren Gradient

Boosting) modelinin test verisi iizerindeki karmasiklik matrisi Sekil 4.8'de sunulmustur.

Sekil 4.8 incelendiginde, modelin 10 meslek smifinin biiyiik ¢ogunlugunu (Backend
Developer, Gomiilii Sistem Miihendisi, Veri Bilimci, vb.) kusursuz bir sekilde siniflandirdigi, yani

matrisin ana kdsegeninde yer alan degerlerin yiiksek oldugu goriilmektedir.

Ancak, daha once siniflandirma raporunda tespit edilen sinirlilik, bu matris iizerinde de
belirginlesmistir. Gergekte Full Stack Developer olan 8 6rnekten 6'sinin dogru tahmin edildigi (ana
kosegen), geri kalan 2 6rnegin ise yanlislikla farkli bir sinif olarak atandigi netlesmistir. Bu 2
yanlis smiflandirma, matrisin ana kdsegeninin disindaki en belirgin sapmay1 olusturmakta ve

Model-2'nin tek hatasini gorsel olarak teyit etmektedir.
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Random Forest - Karmagiklik Matrisi (Hibrit CTGAN Verisi)

Backend Developer 0 0 0 0 0 0 0 0 o]

Frontend Developer - 0

Full Stack Developer - 0
GEmiill Sistem Mihendisi - 0
5
-
,% Mobile Developer - 0
[a}
a2 -4
L5}
o I
] Oyun Gelistirici - 0
[G]
-3
Siber Guvenlik Uzmani - 0
Veri Bilimci - 0 -2
Veeritabani Yoneticisi - 0
-1
Yapay Zeka Muhendisi - 0 0 0 0 0 0 0 0 0

Backend Developer -

Frontend Developer -

Full Stack Developer -

Gomli Sistem Mithendisi -

Mobile Developer -

Oyun Geligtirici -

Siber Giivenlik Uzmani -

Veri Bilimci -

Veritaban! Yoneticisi -
Yapay Zeka Miihendisi

Tahmin Edilen Deger

Sekil 4.8: Random Forest Modelinin Hibrit Test Verisi Uzerindeki Karmasiklik Matrisi

4.3 Web Uygulamasi Kullanic1 Test Sonuglar1 ve Ornek Oneriler

Calismanin bu asamasinda, Model-2 yaklasimiyla elde edilen ve en basarili
algoritmalardan biri olan Random Forest temel alinarak gelistirilen MO modeli, son kullanicilarin
erisimine sunmak amaciyla bir web uygulamasma (WEB-MOS) entegre edilmistir. Bu
uygulamanin temel amaci, modelin teorik bagarisini pratik bir senaryoda test etmek ve gercek
kullanic1 verileri iizerinden mantiksal tutarliliini dogrulamaktir. Uygulamanin giris ve 6rnek

sonug arayiizleri Sekil 4.9 ve Sekil 4.10'da gosterilmektedir.
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Ders Notlari
Nesneye Dayah Programlama:

-- Not Seginiz --

Algoritmalar:

-- Not Seginiz --

i;letim Sistemleri:

-- Not Seginiz --

Bilgisayar Aglan:

-- Not Seginiz --

Bilgisayar Mimarisi:
-- Not Seginiz --
Veri Bilimi:

-- Not Seginiz --

@ Kariyer Oneri Sistemi (@

Ders notlarinizi ve ilgi alanlaniniz girerek size uygun kariyer dnerilerini alin.

Veri Yapilan:

A -- Not Seginiz --
Veritabam Yénetimi:

~ -- Not Seginiz --
Yazilim Miihendisligi:

v -- Not Seginiz --
Lineer Cehir:

~ -- Not Seginiz --
Makine Ogrenmesine Giris:

~ -- Not Seginiz --
Bitirme Projesi/Tezi:

A -- Not Seginiz --

ilgi Alanlan Derecelendirmesi (1-5)

1: Hig ligim Yok, 5: Gok ligiliyim

Python:
1

Web_Geligtirme:
1

Veri_Bilimi:

1

Yapay_Zeka:
1

DevOps_Araglar:
1

C/Cs+:

Mobil_Uygulama_Gelistirme:

1

Oyun_Geligtirme:
7

Gomiilii_Sistemler:

1

Ag_Yonetimi:

Bulut_Biligim:
1

Veritabani_Yénetimi:
1

Siber_Giivenlik:

1

Robotik:
1

Proje_Yonetimi:

Sekil 4.9: Gelistirilen Web Uygulamasi Giris Arayiizii
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/] Kariyer Oneri Sonucu ©J

Tahmin Edilen En Uygun Kariyer:

Yapay Zeka Miihendisi

Meslek Hakkinda:

Makine &grenmesi ve derin égrenme madelleri tasarlayan, editen ve uygulayan; yapay zeka tabanl sistemler ve
gazlimler geligtiren kigidir.

[# Daha Fazla Bilgi..

Tahmininizi Etkileyen Onemli Girdileriniz:

Ders: Veritabam Yénetimi: CB

Ders: Makine Odrenmesine Girig: BA
Ders: Lineer Cebir: BA

Ders: igletim Sistemleri: BB

Ders: Bilgisayar Aglar: CC

ligi Alani: Python: 5/5

llgi Alani: Yapay Zeka: 4/5

Modelin Onem Verdigi Genel Faktérler:

J ligi Alani: Bulut_Bilisim

/ ligi Alani: Web_Gelistirme

J ligi Alani: Mobil_Uygulama_Gelistirme
v Ders: Veritaban Yonetimi

/ Ders: Makine Ogrenmesine Girig

v Ders: Lineer Cebir

J Ders: [sletim Sistemleri

v Ders: Bilgisayar Adlan

v Ders: Bilgisayar Mimarisi

v Ders: Veri Bilimi

Not: Bu dzellikler, modelin tiim tahminlerinde genel olarak en ok dikkate aldigi faktorlerdir.
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Tahminimiz Dogru mu?

Litfen mesleginizin dogru tahmin edilip edilmedigini kontrol edin. Eger tahminimiz dogruysa, herhangi bir degisiklik
yapmadan "Geri Bildirimi Gonder” butonuna basmaniz yeterlidir. Tahminimiz farkhysa, ltitfen asagidaki listeden
dogru meslegi secip ardindan “Geri Bildirimi Génder” butonuna tiklayin. Geri bildiriminiz, sistemimizi gelistirmemiz

icin cok dederlidir.

Yapay Zeka Mihendisi ~

2 Yeni Bir Oneri Al

Sekil 4.10: Web Uygulamas1 Ornek Sonug Arayiizii

4.3.1 Gergek Kullanic1 Verileriyle Ornek Vaka Analizleri

Web uygulamasinin basarimi ve mantiksal tutarliligi, canli ortamda toplanan ve modelin
dogru tahmin ettigi gercek kullanici verileri iizerinden incelenerek dogrulanmistir. Bu yaklasim,
modelin sadece idealize edilmis sentetik profillere degil, ayn1 zamanda gergek kullanicilarin daha
cesitli ve karmasik veri desenlerine nasil yanit verdigini gostermektedir. Asagida, Career Feedback

Data.csv veri setinden alinmis ii¢ adet basarili tahmin 6rnegi vaka olarak analiz edilmistir.
Vaka 1: Yapay Zeka Miihendisi

Profil Ozeti: Bu kullanici, "Nesneye Dayali Programlama" dersinden diisiik bir not (FF)
almasina ragmen, "Veritaban1 Yonetimi" (AA), "Yazilim Miihendisligi" (AA) ve "Lineer Cebir"
(AA) gibi teorik ve temel derslerde ¢ok yiiksek basari gostermistir. Profili, o6zellikle
"ILGI_Python™ (5/5), "ILGI_Veri Bilimi" (5/5) ve "ILGI_Yapay Zeka" (5/5) alanlarina belirttigi
maksimum 1lgi ile sekillenmistir. Bitirme projesinin konusu "Veri" olarak se¢ilmistir.

Modelin Ciktis1 ve Dogrulama: Bu gii¢lii akademik ve ilgi alan1 sinyallerini birlestiren
model, en yiiksek olasilikla "Yapay Zeka Miihendisi" tahmininde bulunmus ve kullanicinin geri

bildirimi de bu tahmini dogrulamistir.
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Vaka 2: Full Stack Developer

Profil Ozeti: Bu kullanici, "Veritaban1 Yonetimi" (AA) ve "Yazilim Miihendisligi" (AA)
gibi temel derslerdeki basarisiyla giiglii bir akademik profil sunmustur. Ilgi alanlar1 oldukea gesitli
olup, "ILGI_Python" (5/5), "ILGL Web Gelistirme" (4/5) ve "ILGIL_Yapay Zeka" (4/5) gibi birden
fazla alana yiiksek ilgi gostermistir. Proje konusu "Mobil" olmasina ragmen, genel yazilim
miithendisligi yetkinlikleri ve web'e olan ilgisi 6n plandadir.

Modelin Ciktis1 ve Dogrulama: Model, bu ¢ok yonlii profili degerlendirerek en uygun
kariyerin "Full Stack Developer" olduguna karar vermis ve bu tahmin kullanici tarafindan

onaylanmastir.

Vaka 3: Oyun Gelistirici

Profil Ozeti: Bu kullanicinin profili oldukca nis bir alana odaklanmistir. "Algoritmalar"
(AA) ve "Veri Yapilar1" (BA) gibi derslerde cok basariliyken, "Makine Ogrenmesine Giris" ve
"Veri Bilimi" derslerinden kalmistir (FF). Bu akademik ayrim, ilgi alanlarina da yansimis;
"ILGI_Oyun Geligtirme" (5/5) en yiiksek seviyedeyken, veri bilimiyle iligkili "ILGI_Python" (1/5)
en diisiik seviyededir. Proje konusu da "Oyun" olarak secilmistir.

Modelin Ciktisi ve Dogrulama: Model, bu profildeki giiclii pozitif (algoritma, oyun ilgisi)
ve negatif (veri bilimi dersleri ve ilgisizligi) sinyalleri dogru bir sekilde sentezleyerek "Oyun

Gelistirici" tahmininde bulunmus ve kullanict bu tahmini dogrulamistir.

Bu vaka analizleri, gelistirilen sistemin pratik uygulanabilirligini ve farkli kullanici
profillerindeki egilimleri dogru bir sekilde yakalayabildigini somut 6rneklerle ortaya koymaktadir.
Model, kullanicilarin hem akademik ge¢mislerini hem de kisisel ilgi alanlarin1 dengeli bir sekilde
degerlendirerek isabetli ve kisisellestirilmis kariyer onerileri sunma kapasitesine sahip oldugunu

kanitlamistir.
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5. TARTISMA VE SONUC

Bu tez ¢alismasinda, bilgisayar miihendisligi 6grencilerinin akademik basarilarini ve

teknolojik egilimlerini analiz ederek onlara kisisellestirilmis kariyer onerileri sunan MO tabanl

bir web sistemi tasarlanmis ve gelistirilmistir. Bu boliimde, projenin iki asamali modelleme

siirecinde elde edilen bulgular yorumlanmakta, ¢calismanin genel bir degerlendirmesi yapilarak

karsilasilan zorluklar ve literatiire olan katkilar1 tartisilmaktadir. Son olarak, gelecek calismalar

icin Oneriler sunulmaktadir.

5.1 Elde Edilen Bulgularin Yorumlanmasi ve Degerlendirilmesi

Bu tez ¢alismanin temel bulgusu, veri liretme stratejisinin modelin genelleme basarimi

lizerindeki belirleyici etkisidir. ki farkli modelleme yaklasimindan elde edilen sonugclar bu

durumu net bir sekilde ortaya koymustur:

Model-1'in Smirh Genelleme Basarimu: ilk yaklasimda, tamamen kurallara dayali olarak
tiretilen sentetik veriyle egitilen modeller, kendi icindeki test setinde %97'ye varan
basarilar gostermesine ragmen, 50 kisilik gercek kullanici verisiyle test edildiginde ciddi
bir basarim diisiisti yasamistir. Gergek veri karsisinda en basarili modelin dahi sadece
%352'lik bir dogruluk oranina ulagabilmesi, bu yaklasimin gercek diinyanin karmasikligini
ve degiskenligini yakalamada yetersiz kaldigini ve modellerin ezberlemeye yatkin
oldugunu kanitlamistir. Bu bulgu, yalnizca kural tabanli sentetik veriye dayali sistemlerin

pratik uygulamalarda giivenilir sonuglar liretemeyeceginin 6nemli bir gostergesidir.

Model-2'nin Ustiin Basarim: Model-1'de karsilasilan genelleme problemini asmak
amactyla gelistirilen hibrit CTGAN yaklasimi ise oldukg¢a basarili sonuglar vermistir. Az
sayida (50 adet) gerg¢ek verinin, istatistiksel Ozelliklerini koruyarak CTGAN ile
cogaltilmasiyla olusturulan 350 satirlik zenginlestirilmis veri seti, modellerin 6grenme
kapasitesini ¢arpici bir sekilde artirmistir. Bu hibrit veri setiyle egitilen Support Vector
Machine, Random Forest ve Gradient Boosting gibi modeller, kendi i¢indeki test setinde
%97.14 gibi oldukga yiiksek dogruluk oranlarma ulagmistir. Bu durum, smirh sayidaki

gercek verinin dahi dogru veri ¢ogaltma (data augmentation) teknikleriyle ne kadar degerli
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hale gelebilecegini ve yiiksek basarimli modellerin temelini olusturabilecegini

gostermektedir.

Dengeli Ozellik Oneminin Rolii: Basarim1 yiiksek olan Model-2 iizerinde yapilan 6zellik
Onem analizi, modelin karar mekanizmasinda hem ders notlarinin hem de teknolojik ilgi
alanlarinin dengeli bir sekilde rol oynadigini dogrulamistir. Bu, sistemin dnerilerini tek bir
boyuta (sadece ilgi veya sadece not) dayandirmadigini, bunun yerine d6grencinin profilini

daha biitiinciil bir yaklagimla degerlendirdigini teyit etmektedir.

5.2 Cahsmanin Literatiire ve Potansiyel Uygulama Sektorlerine Katkilar:

Bu tez ¢alismasi, gesitli acilardan literatiire ve pratik uygulamalara katki sunmaktadir:

Karsilastirmal Veri Stratejisi Metodolojisi: Bu ¢alisma, kariyer oneri sistemlerinde iki
farkl1 sentetik veri lretme yaklagimimi (tamamen kural tabanli ve CTGAN ile
zenginlestirilmis hibrit) dogrudan karsilagtirmaktadir. Model-1'in genelleme basarisizligini
ve Model-2'nin yiiksek basarisini sayisal verilerle ortaya koyarak, 6zellikle gercek veriye
erisimin kisitli oldugu durumlarda CTGAN gibi gelismis tekniklerin dnemini vurgulamasi

acisindan literatiire 6nemli bir katki saglamaktadir.

Biitiinciil ve Dinamik Sistem Prototipi: Calisma, statik bir modelin egitilip
raporlanmasinin 6tesine gegmektedir. Gelistirilen prototip; modeli canliya alma (app.py),
API araciligiyla (Google Sheets) gercek kullanicilardan siirekli veri toplama ve toplanan
bu verilerle modelin gelecekte yeniden egitilmesine olanak taniyan bir dongii (retrain.py)
sunmaktadir. Bu yapi, MO projelerinin akademik bir c¢aliymada ugtan uca yasam

dongiisiinii sergilemesi bakimindan degerlidir.

Kisisellestirilmis Kariyer Rehberligi: Gelistirilen 6neri sistemi, dzellikle tiniversitelerin
kariyer merkezleri ve ogrenci bilgi sistemleri igin pratik bir uygulama potansiyeli
tasimaktadir. Ogrencilere veri odakli ve kisisellestirilmis bir rehberlik sunarak kariyer

planlama siireglerine somut bir destek saglama potansiyelini gdstermektedir.
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5.3 Tez Cahsmalarinda Karsilasilan Giicliikler ve Coziim Yaklasimlari

Gercek Veri Toplama Zorlugu: Calismanin en temel giicliiklerinden biri, canliya alinan
web uygulamasindan sinirli bir siire igerisinde yeterli miktarda ve ¢esitlilikte gercek
kullanic1 verisi toplamanin zorluguydu. Toplamda 50 adet gegerli geri bildirim
toplanabilmistir. Bu smurlilik, Model-2'deki hibrit veri gogaltma yaklasimini bilimsel bir

zorunluluk haline getirmistir.

Sentetik Verinin Dogasi: Model-2'nin egitim verisinin biiyiik bir kisminin sentetik olmasi,
her ne kadar gercek verinin istatistiksel dagilimindan iiretilmis olsa da bir sinirliliktir.
Sentetik veri, gergek diinyadaki tiim aykir1 durumlar: ve profiller arasindaki niianslari tam

olarak kapsayamayabilir.

Kullamic1r Girdisinin Niteligi: Gelistirilen sistem, kullanicinin kendi akademik basarisini
ve ilgi alanlarin1 ne kadar diirlist ve dogru bir sekilde belirttigine baglidir. Yanlis veya

yaniltic1 girdiler, modelin 6neri kalitesini dogal olarak etkileyecektir.

Kapsam Dis1 Faktorler: Model, mevcut haliyle kisilik 6zellikleri, sosyal beceriler, staj
deneyimleri veya sosyoekonomik faktorler gibi kariyer se¢ciminde etkili olan diger 6nemli

degiskenleri dikkate almamaktadir.

5.4 Sonuglar

Bu tez ¢aligmasinda, MO yontemleri kullanilarak bilgisayar miihendisligi 6grencilerine

kisisellestirilmis kariyer onerileri sunan web tabanl bir sistem basariyla tasarlanmais, gelistirilmis

ve test edilmigstir. Caligma, tamamen kural tabanli sentetik veriyle egitilen modellerin gergek diinya

verisine genelleme yapmakta yetersiz kaldigin1 (%52 basar1), ancak az sayida gergek verinin

CTGAN ile zenginlestirilmesiyle egitilen modellerin olduk¢a yiiksek ve giivenilir bir basarim

(%97) elde ettigini kanitlamistir.

Gelistirilen Flask tabanli web uygulamast WEB-MOS, kullanicidan detayli veri alabilen,

kisisellestirilmis sonuclar iireten ve geri bildirim toplayarak siirekli 6grenme potansiyeli tagiyan

pratik ve biitiinciil bir prototip ortaya koymustur. Elde edilen sonuglar, bu tiir akilli sistemlerin
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ogrencilere kariyer planlama siireclerinde degerli bir rehberlik sunma potansiyeline sahip
oldugunu ve dogru metodolojiyle gelistirildiginde anlamli bir basartyla calisabildigini

gostermistir.

55 Gelecek Calismalar icin Oneriler

e Otomatik Yeniden Egitim (Automated Retraining): retrain.py betigi ile temeli atilan
yeniden egitim dongiisii, Google Sheets'e belirli sayida yeni veri eklendiginde (6rnegin 100
yeni geri bildirim) otomatik olarak tetiklenecek ve modeli giincelleyecek bir Siirekli

Entegrasyon/Sitirekli Dagitim ardisik diizenine doniistiiriilebilir.

o Gercek Veriyle Egitimin Genisletilmesi: Toplanan gercek veri miktari arttikga, modelin
sadece sentetik veriyle degil, bu gercek verilerle de (veya agirlikli olarak onlarla)

egitilmesi, sistemin dogrulugunu ve genelleme kabiliyetini daha da artiracaktir.

e Kapsamh Ozelliklerin Entegrasyonu: Kisilik testleri (6rnegin RIASEC), staj
deneyimleri, kuliip tiyelikleri ve hatta LinkedIn profilleri gibi ek veri kaynaklar1 modele

dahil edilerek daha biitiinciil ve isabetli bir profil olusturulabilir.

e Aciklanabilirlik (XAI) Arac¢larimin Kullanimi: Modelin neden belirli bir Oneride
bulundugunu kullaniciya daha detayli agiklamak icin SHAP veya LIME gibi aciklanabilir
yapay zeka kiitiiphaneleri entegre edilerek, "Tahmininizi Etkileyen Onemli Girdileriniz"

boliimii daha da gelistirilebilir.

e Dinamik Sektéor Verilerinin Entegrasyonu: Is arama platformlarinin API'leri
kullanilarak, 6nerilen alt meslek alanlarinin giincel talep durumu, agik pozisyon sayilari ve
maays araliklar1 gibi dinamik veriler sisteme entegre edilerek onerilerin giincelligi ve pratik

degeri artirilabilir.
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7. EKLER

EK 1. TANIMLANAN DERSLER VE KiMLIiK NUMARALARI

Bu tez ¢alismasinda kullanilan sentetik veri setinin iiretiminde ve makine 6grenmesi
modelinin 06zellik uzayinda yer alan dersler asagida listelenmistir. Dersler, bir bilgisayar
miihendisligi lisans programinda yaygin olarak bulunan temel ve se¢meli dersleri temsil edecek
sekilde belirlenmistir. Her dersin yaninda, veri iiretim siirecinde kullanilan benzersiz kimlik

numarasi (ID) belirtilmistir.

Tablo EK 1.1: Tanimlanan Dersler ve Kimlik Numaralar1

Z
o

Ders Adi
Nesneye Dayali Programlama
Veri Yapilart
Algoritmalar
Veritabani Y 6netimi
Isletim Sistemleri
Yazilim Miihendisligi
Bilgisayar Aglar1

Lineer Cebir

© 0O N oo o b~ w N

Bilgisayar Mimarisi

[ERN
o

Makine Ogrenmesine Giris

[EEN
[N

Veri Bilimi

[EEN
N

Bitirme Projesi/Tezi
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EK 2. TANIMLANAN iLGi ALANI LISTESI

Bu tez calismasinda kullanilan sentetik veri setinin iiretiminde ve makine dgrenmesi
modelinin 6zellik uzayinda yer alan teknolojik ilgi alanlar1 asagida listelenmistir. Bu alanlar,
Ogrencilerin giincel egilimlerini ve potansiyel uzmanliklarini yansitacak sekilde belirlenmistir. Her
ilgi alaninin yaninda, veri iretim siirecinde kullanilan benzersiz kimlik numaras1 (ID)
belirtilmistir. Web uygulamasinda ve modelleme asamasinda, bu ilgi alani isimlerinin basina

"ILGI " 6n eki getirilerek kullanilmigtir.

Tablo EK 2.1: Tamimlanan flgi Alanlar1 ve Kimlik Numaralar

No Ilgi Alani ‘ Programdaki Isimlendirme
1 Python ILGI_Python

2 C/C++ ILGI_C/C++

3 Bulut Bilisim ILGI Bulut_Biligim

4 Web Gelistirme ILGI Web_Gelistirme

5 Mobil Uygulama Gelistirme = ILGI Mobil Uygulama Gelistirme
6 Veritabant Y 6netimi ILGI Veritabani_ Y 6netimi

7 Veri Bilimi ILGI_Veri_Bilimi

8 Oyun Gelistirme ILGI Oyun_Gelistirme

9 Siber Giivenlik ILGI Siber Giivenlik

10 Yapay Zeka ILGI_Yapay Zeka

11 GOmiili Sistemler ILGI_GoOmiili_Sistemler

12 Robotik ILGI_Robotik

13 DevOps Araglari ILGI DevOps_Araglari

14 Ag Yonetimi ILGI Ag Yonetimi

15 Proje Yonetimi ILGI Proje_Ydnetimi
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EK 3. TANIMLANAN ALT MESLEK ALANI LISTESI

Bu tez calismasinda gelistirilen makine 6grenmesi modelinin hedef degiskenini olusturan
ve Ogrencilere Onerilebilecek potansiyel alt meslek alanlari asagida listelenmistir. Bu meslekler,
bilgisayar miihendisligi disiplininden mezun olan bireylerin yonelebilecegi giincel ve popiiler

alanlar temsil etmektedir.

Tablo EK 3.1: Tanimlanan Meslekler

Meslek Adi

Yapay Zeka Miihendisi
Veri Bilimci

Backend Developer
Frontend Developer

Full Stack Developer
Mobile Developer

Oyun Gelistirici

Gomiili Sistem Miihendisi
Siber Glivenlik Uzmani

Veritabani Yoneticisi
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OZGECMIS

Kisisel Bilgiler

Ad1 Soyadi

Dogum Yeri

Dogum Tarihi

Uyrugu

Telefon

E-Posta Adresi

Web Adresi

Egitim Bilgileri

Lisans

Universite

Fakiilte

Bolimii

Mezuniyet Y1l

Yiiksek Lisans

Universite

Enstiti Adi

Anabilim Dal1

Programi

Makale ve Bildiriler
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