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BUYUK VERI VE FINANSAL PIYASALARDA ISTATISTiKi MAKINE

OGRENMESI METOTLARININ YATIRIM KARARLARINDA
KULLANILMASI

Fehim KURUCAN

Bu tez ¢alismasinin amact BIST100 endeksinin giin i¢indeki maksimum
fiyatinin tahmin edilmesidir. Bu kapsamda, makine 6grenmesi yontemleri kullanilarak
olusturulan modellerden yatirim stratejileri gelistirilmesi hedeflenmistir. Zaman serisi
analizi olarak ele alinabilecek olan BIST100 endeksinin tahmin edilmesi, finansal
kararlarin verilmesinde ve bu kararlarla olusturulan yatirim stratejileriyle getiri elde
edilmesinde Onemli bir yere sahiptir. Makine O0grenmesi yontemleriyle sermaye
piyasalarinda varlik fiyatlarinin tahminine yonelik bir¢ok c¢alisma literatiirde
mevcuttur. Giinliik trendin tahmini ve kapanis fiyatinin tahmini genel olarak uygulama
alanlaridir. Bu c¢alismada, hem kullanilacak makine Ogrenmesi yonteminin
gelistirilmesi, hem de giin i¢i maksimum fiyat1 kullanilarak, veri setinin

genisletilmesiyle yatirim stratejisi modeli farklilagtirilmugtir.

BIST100 endeksinin giin igi en yiiksek fiyatinin tahmin edilmesinde dért ve
bes yillik uzunluga sahip veri setleri kullanilmistir. Bu sayede modelin basaris1 iki ayr1
veri seti ile test edilmistir. Endeksin tahmininde; tahminci olarak endeksin gecmis
verileri gecikmeli olarak kullanilmigtir. Bununla birlikte, tahminci veri setinde; doviz
kuru, faiz oranlari, emtia ve CDS gibi ekonomik ve digsal faktorlerde ele alinmistir.
Caligmada iki ayr1 makine dgrenmesi teknigi kullanilarak kapsam genisletilmistir.
Bunlar, literatiirde 6ne ¢ikan Yapay Sinir Aglari ve XGBoost modelleridir. Modellerin
karsilastirilmasinda literatiirde yaygin kullanilan performans 6lgiitleri kullanilmistir.
Bunlardan bazilari; Ortalama Mutlak Hata (MAE), Sinyal Dogrulugu (SA), Ortalama
Kare Hata (MSE) ve Kok Ortalama Kare Hata (RMSE)’dir.



Ampirik ¢alisma sonucunda, XGBoost yonteminin bu durumda Yapay Sinir
Aglaria gore daha iyi performans gosterdigine yonelik bulgular elde edilmistir.
Calisma kapsaminda olusturulan yatirim stratejileri elde edilen model performanslari
1s18inda olusturulmustur. XGBoost ile olusturulan yatirim stratejileri, ayn1 dénem
araliginda yapilacak pasif yatirrma gore, daha iyi sonug¢ verdigi tespit edilmistir.
Modellerin tahmin giiclinlin artirilmasi i¢in yapilan denemelerde, ayni giiniin acilis

fiyatinin tahminci veri setine eklenmesi, modellerin performansini artirmistir.

Anahtar Kelimeler: Makine Ogrenmesi, XGBoost, Yapay Sinir Aglari,
Tahmin, Fintech, Yatirim Stratejisi, BIST100, Hisse Senedi



ABSTRACT

USING BIG DATA AND STATISTICAL MACHINE LEARNING METHODS
IN INVESTMENT DECISIONS IN FINANCIAL MARKETS

Fehim KURUCAN

This paper aims to forecast the daily maximum prices of the BIST100 index.
In this context, the target is to develop investment strategies from models created by
using machine learning methods. Forecasting of the BIST100 index, which can be
considered as time series analysis, has an important role in making financial decisions
and generating returns with investment strategies formed by these decisions. There are
many studies in the literature on the prediction of asset prices in capital markets using
machine learning methods. The forecast of the daily trend and closing price are
generally areas of application. In this study, the investment strategy model is
differentiated both by developing the machine learning method to be used and by

expanding the data set by using intraday maximum price.

In order to forecast the highest intraday price of the BIST100 index, four and
five years of data sets were used. Thus, the power of the model was tested with two
separate data sets. In predicting the index, historical data of the index were used with
delay as a predictor data. In addition, the predictor data set includes economic and
external factors such as exchange rate, interest rates, commodity, and CDS. In this
study, the content was expanded by using two different machine learning techniques.
These are Artificial Neural Networks and XGBoost models that are prominent in the
literature. In the comparison of models, many performance criteria were used which
are commonly used in literature. Some of those; Mean Absolute Error (MAE), Signal
Accuracy (SA), Mean Square Error (MSE) and Root Mean Square Error (RMSE).

As a result of the empirical study, it was found that the XGBoost method
showed better performance than the Artificial Neural Networks in this situation. The
investment strategies created within the scope of the study were formed through with

the obtained model performances. The investment strategies created with XGBoost



have been found that give better results than passive investment for the same period of
time. In the experiments to increase the predictive power of the models, it was
observed that adding the opening price of the same day to the predictor data set

increased the performance of the models.

Keywords: Machine Learning, XGBoost, Artificial Neural Network, Forecasting,
Fintech, Investment Strategy, BIST100, Stock
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ONSOz

Bu tez calismasinin amaci BiST100 endeksini tahmin ederek yatirim
stratejileri  olusturmaktir. Tahmin modellerinin olusturulmasinda makine
ogrenmesi metotlari kullaniimistir. Zaman serisi analizi olarak ele alinabilecek
olan BiST100 endeksinin tahmin edilmesi, finansal kararlarin verimesinde ve
bu kararlarla olusturulan yatirim stratejileriyle getiri elde edilmesinde 6nemli bir
yere sahiptir. Bu calismada c¢esitli analizler 1siginda yatirnm stratejileri

olusturularak, BIST100 endeksinden getiri elde edilmesi hedeflenmistir.

Oncelikle destegini her daim hissettigim kiymetli abim Ahmet Salih
Kurucan’a, ¢calismamda desteklerini esirgemeyen tez danismanim Prof. Dr. Ali
HEPSEN’e ve maddi manevi desteklerini esirgemeyen her zaman yanimda

olan sevgili aileme tesekkuru bir borg bilirim.

Fehim KURUCAN

ISTANBUL, 2019
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GIRiS
Sermaye piyasalarinda varlik fiyatlarinin tahminine yonelik giinlimiize kadar
birgok c¢alisma yapilmistir. Bu ¢alismalarin biiyilik bir kismi da borsa endekslerinin
veya hisselerin gesitli periyodlarda yonlerinin ve fiyatlarinin tahmin edilmesi ile
ilgilidir. Ulkemizde Borsa Istanbul biitiin bireylere agik islem gormektedir. Borsa fiyat
ve hacim verileri 15 dakika gecikmeli olarak {icretsiz erisime sunulmakta ve belirli

ticretlerle de anlik veriye ulasilabilmektedir. Borsaya agik hisselerin finansallar1 ve

diger duyurular1 da Kamuyu Aydinlatma Platformundan paylasilmaktadir.

Borsaya acik hisselerin fiyatlamasi iilkenin ekonomik yapisindan, kiiresel
degisimlerden, sirketin finansal tablolarindan ve sirketle ilgili ¢ikan veya duyurulan
haberlerden etkilenmektedir. Borsanin yoniiniin belirlenmesi {izerine yapilan bir¢cok
calisma bu gostergeleri temel almistir. Bir kisim ¢alisma ise borsada sik¢a goriilen
teknik analiz yaklasimini temel almistir. Teknik analiz olarak RSI, CCI, agirlikli
hareketli ortalama gibi bir¢ok teknik gosterge veri setlerine eklenerek g¢alismalar

yapilmistir.

Glinlimiizde yazilim teknolojisinin gelismesiyle birlikte caligsmalarda cok
cesitli modeller gelistirilmekte ve kullanilmaktadir. Bunlardan makine 6grenmesi
modellerinin  birgok ¢alismada kullanildigi goriilmektedir. Makine Ogrenmesi
modellerinin de birgok ¢esidi bulunmaktadir. Ayrica bazi ¢alismalarda hibrit modeller

olusturulmakta ve bu modeller ¢esitlendirilmektedir.

Bu ¢alismanin temel amac1 makine dgrenmesi teknikleriyle Borsa Istanbul 100
endeksinin tahmin edilmesi ve bu iretilen modellerle yatirim stratejileri
olusturulmasidir. Bu ¢alismada makine 6grenmesi tekniklerden yapay sinir aglari ve
XGBoost modelleri ile tahminler yapilmistir. Bu yapilan tahminlerle de yatirim

stratejileri olusturulmustur.

Bu tez ¢alismasinda makine 6grenmesi modelleri olusturulurken cesitli veriler
kullanilmistir. Kullanilan veriler giinliikk bazda zaman serisi olarak olusturulmustur.
Borsa Istanbul 100 endeksinin giinliik olarak 5 verisi olusmaktadir. Uygulamada

tilkemizdeki en temel borsa endeksi olan Borsa Istanbul 100 endeksinin giinliik en



yiikksek fiyatinin tahmin edilmesi hedeflenmistir. Bu kapsamda birgok model
olusturulmus ve bu modellerin performanslari dlgiilerek en iyi modeller seg¢ilmistir.

Secilen modellerle giinliik yatirim stratejileri olusturularak getirileri karsilagtirilmistir.

Calismanin ilk kisminda, kullanilan makine 6grenmesi modellerinin temelleri
ayr1 ayr1 anlatilmistir. Ikinci kisminda literatiir arastirmasi yapilmistir. Literatiir
arastirmasi hem yapilan c¢aligmalarin modelleri bazinda hem de kullanilmis veriler
bazinda yapilmistir. Daha sonraki kisimda kullanilacak veriler ve performans dlgiitleri

incelenmistir.

En son kisimda BIST100 iizerine uygulama yapilmistir. Belirlenen verilerle
yapay sinir aglar1 ve XGBoost modelleri kurularak BIST100 giinliik en yiiksek fiyati
tahminleri yapilmistir. Modeller ¢esitli parametrelerde denenmis ve birden ¢ok
performans Ol¢iitii kullanilarak karsilastirilmistir. Performans olgiitlerine gore ¢ikan en
iyl modellerle yatirim stratejisi simiilasyonlar1 olusturulmustur. Bu simiilasyonlar

birbirleriyle karsilastirilmis ve analiz edilmistir.



BIiRINCI BOLUM
BUYUK VERIi VE MAKINE OGRENMESI MODELLERI
1.1 Biiyiik Veri

Biiytik veri deyince akla ilk gelen verinin boyutu olsa da aslinda biiyiik veri
sadece c¢ok fazla veri demek degildir. Biiylik veri ihtiyaca uygun sekilde hizli akisa
sahip, farkli formatlarda depolanmasi gereken verilerdir. Temel olarak biiyiik verinin

3 boyutu vardir. Bunlar hacim, hiz ve ¢esitliliktir.

Biiyiik verinin boyutunu ifade eden ifade hacimdir. Giiniimiizde veri hacmi
petabayt boyutlarma ulasmistir. Ozellikle sosyal medya gibi birgok insanin veri
tirettigi web siteleri gilinliik olarak terabayt boyutunda veri tiretmektedir. Verinin bu
denli biiyiik olmasi islenmesini zorlastirmaktadir. Bu veriyi isleyebilmek ve buradan
anlamli sonuglar elde edebilmek i¢in kullanilan sistemlerin buna uygun optimize

edilmesi gerekmektedir.

Internetin de yayginlasmasiyla bircok kaynaktan veri olusmaktadir. Veriler
aynt zamanda cok cesitli olabilmekte ve cok hizli iiretilmektedir. Verinin hizlh
tiretilmesi islem sayisini artirmaktadir. Siirekli hareket halinde olan verilere geleneksel

yontemlerle analiz etmek miimkiin olmamaktadir.

Giliniimiizde teknolojinin de gelisimiyle veri ¢esitliligi artmistir. Geleneksel
verilere ek olarak web sitelerinde olusan veriler, sosyal medya paylasimlari, e-postalar,
paylasilan gesitli dokiimanlar, elektronik cihazlardaki sensorler gibi gesitli kaynakta
veriler olusmaktadir. Bu verilerin hepsi farkli yapilardadir. Verilerin birlestirilebilmesi
ve hepsinden bir sonu¢ c¢ikarilabilmesi i¢in farkli yontemlerle islenmesi

gerekmektedir.

Biiyiik veri bilginin biyiikliigiine degil, onunla ne yapilacag1 {izerine
yogunlagir. Biiyiik verinin yayginlasmasiyla birlikte bir¢ok sirket cok veri tutmak

yerine verilerin verimli bir sekilde analizine yogunlagmistir.

Verilerin boyutlar1 biiyiidiikge, analiz edilmesi de zorlagsmaktadir. Bu tiir

verilerin analizinin gilinlik kullanilan normal bilgisayarlarla analiz edilmesi ve



buradan sonuclar ¢ikartilmasi da imkansiz hale gelmektedir. Makine O6grenmesi
modelleri bu ¢esidi ¢ok ve biiyiik boyuttaki verileri ¢ok daha hizli ve kullanigh sekilde

analiz etmemize imkan saglar.

1.2 Alternatif Veri

Teknolojinin gelisimiyle birlikte geleneksel verilere ek olarak birgok alternatif
veri kaynagi olusmustur. Bunlar1 siiflandirdigimizda 3 ana grupta inceleyebiliriz.
Bunlar insanlarin olusturdugu, sirket faaliyetlerinden olusan ve sensdrlerle toplanan

verilerdir.

Insanlarin olusturdugu verilere sosyal medya paylasimlari, haberler, analizler,
yorumlar ve kisisel veriler 6rnek verilebilir. Sosyal medyada birgok ¢esit paylasim
yapilmakta ve finansal piyasalarla, hisse senetleri ile ilgili bireysel diisiinceler de cokca
paylasilmaktadir. Ekonomik degisimler, merkez bankasi agiklamalari, yatirim
kuruluslarinin analizleri, hiikiimetlerin yaptig1 acgiklamalar, sirkete 6zel haberler ve
yorumlar sik¢a internet iizerinden paylasilmaktadir. Bu tarz veriler dogal dil isleme
yontemleriyle analiz edilebilmekte ve finansal piyasalara etkisi Olgiilebilmektedir.
Ayrica bireylerin olusturdugu arama motoru verileri de alternatif veriye Ornek

verilebilir.

Sirket faaliyetlerinin olusturdugu veriler, sirketlerin kendi iglerinde
toplayabilecegi veya resmi kuruluslarin agikladigi verilerdir. Bu tiir verilere kredi kart1
islem kayitlari, sirket tedarik zinciri kayitlari ve Tiirkiye Istatistik Kurumunun

paylastig1 veriler 6rnek olarak verilebilir.

Sensorlerle olusan verilere uydu verileri ve cografi konum verileri 6rnek
verilebilir. Uydu goriintiileri, hava durumu sensorlerinden olusan, telefonlardan olusan
ve market kameralarindan olusan veriler bu tipte verilerdir. Bu verilerin ¢ogu yapisal

olmayan verilerdir ve diger veri tiirlerine gore boyutlar1 ¢cok daha ytiksektir.

1.3 Makine Ogrenmesi

Makine Ogrenmesi istatistiksel yontemler kullanarak elimizdeki veriler

arasinda baglanti olusturan ve bu baglantilarla c¢ikarimlar yapan algoritmalardir.



Makine Ogrenmesi algoritmalar1 regresyon, kiimeleme gibi yontemlerle

calisabilmektedir. Bu calismada zaman serileriyle calisilmistir ve regresyon tabanli

algoritmalar kullanilmistir.

Makine ogrenmesi temel olarak siniflandirildiginda tige ayrilir. Bunlar

gozetimli 6grenme, gozetimsiz 6grenme ve takviyeli 6grenmedir.

Gozetimli Ogrenme (Supervised Learning): Bu algoritmalarda veriye ait
kategoriler, siiflandirmalar veya sonuglar daha dnceden bilinir. Algoritma
bilinen bu sonuglara gore bilgiler arasinda baglant1 kurarak 6grenir. Tahmin
yapmak istenilen bilgilerde bu baglantilar kullanilir. Bunlar asagidaki sekilde
ikiye ayrilir.

- Regresyon

- Smiflandirma

Gozetimsiz Ogrenme (Unsupervised Learning): Bu kisimdaki algoritmalar
gbzetimli 6grenmede olan sonug¢ bilgisine sahip degildirler. Bu yontem
onceden etiketlenmemis verilerin ilizerinde calisarak baglantilar kurar. Bu
baglantilanan verileri birbirleri arasinda kiimeler. Bunlar asagidaki sekilde tige
ayrilir.

- Kiimeleme (Clustering)

- Birliktelik Kurali (Association Rule Mining)

- Boyut Azaltma (Dimensionality Reduction)

Takviyeli Ogrenme (Reinforcement Learning): Bu yontem Ogrenme
islemini geri bildirim ile ilerletir. Algoritmada devamli denemeler yapilir ve
hedefe ulasilamadig1 siirece yapilan hareketleri iyi veya kotlii olarak
siniflandirir. Ogrendigi deneyimlerden yanlis yapilan hareketleri bir daha

tekrarlamayarak hep ileriye dogru ¢alisma mantigiyla ¢alisan algoritmalardir.



1.4 Cahsmada Kullanilan Makine Ogrenmesi Yontemleri

Bu caligmada iki farkli makine 6grenmesi modeli kullanilmistir. Bunlar yapay

sinir aglar1 ve karar agaci temelli olan XGBoost modelidir.

1.41 Yapay Sinir Aglan

Yapay zeka uygulamalarindan biri olan yapay sinir aglari, insan beyninin
calisma yapisini taklit ederek mevcut verileri analiz edip, bu verilerden farkli 6grenme

algoritmalari ile yeni bilgiler olusturan bilgi islem teknolojisidir.

Yapay sinir aglart insan beynin ¢alismasini temel almig ve bu yapiy: taklit
etmeyi hedeflemistir. Sinir hiicreleri biyolojik olarak synapsler yoluyla iletisim
kurarlar ve birbirlerine baghdirlar. Yapay sinir aglarinda da buna benzer olarak
birbirlerine baglidir ve gelen bilgileri toplar. Bu bilgileri aktivasyon fonksiyonundan
gecirerek ¢iktilar1 dretir. Yapay sinir aglart veriden veri iiretme yOntemiyle
caligmaktadirlar. Haykin (1994:24) yapay sinir aglarin1 “Yapay sinir agi, deneyime
dayal1 bilgiyi depolamaya ve bu bilgiyi kullanima sunmaya yo6nelik dogal bir egilim

icinde olan yogun paralel dagitilmis bir islemcidir” seklinde tanimlamaistir.

Yapay sinir aglarinin herhangi bir olay hakkindaki girdi ve ¢iktilar arasindaki
iligkiyi, dogrusal olsun veya olmasin, elde bulunan mevcut 6rneklerden 6grenerek
daha once hi¢ goriilmemis olaylari, 6nceki drneklerden ¢agrisim yaparak ilgili olaya
¢oziimler  iretebilmesi, algoritmik  ¢oziimii  bulunamamig  problemlerin

¢oziimlenmesinde kullanimini artirmistir (Yakut, 2014:141).

Yapay sinir aglar1 ndronlar yani yapay sinir hiicreleri ile ¢aligmaktadir. Bu
noronlar birbirlerine baglidir ve aralarindaki baglar agirlik derecelerini ifade eder. Her
bir néron gesitli baglantilardan birbirine fonksiyonlar yardimiyla baglanmasindan

olusmaktadir.
Yapay sinir aglari temel olarak 3 ana gruptan olusmaktadir. Bunlar;

e @Girdi katmani

e Arakatmanlar



e Cikt1 katmani

Ik kisim giris katmani, girdi verisinin bulundugu kisimdir. Ikinci kisim ise
gizli katmanin bulundugu ara kisimdir. Bu gizli katman birden ¢ok olabilir. Son olarak,
gizli katmandan gelen bilgilerin birlestigi ciktilarin bulundugu katmandir. Temel
olarak verilen giris bilgileri, aga girdi katmanindan iletilir. Ara katmanlarda gelen
veriler iglenir ve ¢ikt1 katmanina gonderilirler. Ara katman hem girdi katmani ile hem
de ¢ikt1 katmani ile aglarla baglidir. Bu aglarin hepsi istatistiksel olarak belirli agirlik
derecelerini ifade etmektedir. Modelin verilen girdilerle dogru sonuglarin elde
edilebilmesi i¢in agirlik derecelerinin dogru degerleri almasi gerekmektedir. Bu agirlik
derecelerinin dogru degerlenin bulunmasi i¢in farkli agirlik dereceleriyle tekrar tekrar
denemeler yapilmaktadir. Bu denemelere modelin egitilmesi adi1 verilir. Degerler en
basinda rastgele degerler ile baslar. Modelin dogrulugu, agirlik derecelerinin 6grenme
kural yapisina gore her deneme ile gelistirilir. Bu denemeler modelden en dogru
sonuclar alinana kadar devam ettirilir. Dogru sonuglara yaklasma modelden beklenen
performansa gore ¢alismadan calismaya degisiklik gostermektedir. Modelin egitim
asamasi bittikten sonra modelimizin yapisit olusmus olur. Bu belirlenen yapi ile test
verisi ile kurulan Orneklerin c¢iktilarinin performanslar1 6lgiiliir. Olusan model
beklenen performans degerlerine ulagmadiysa, modelin giris verisi degistirilerek yeni
modeller olusturulabilir. Buna ek olarak kullanilan yapay sinir ag1 yapist veya ara
katmandaki ndron sayis1 gibi kullanilan parametrelerin degistirilmesi gibi yontemlerle

yeni modeller olusturulabilir.



Output layer
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Sekil 1.1 : Yapay Sinir Aglar1 Yapisinin Gorsellestirilmesi (Qui, 2016)

Yukaridaki anlatilan noronlar1 ve baglantilarini sekil 2.1. deki gibi ifade
edebiliriz. Burada yer alan noronlar sakli katmanlar1 (Hidden Layer) ifade eder. Bu
noronlar birgok sekilde girdi ve ¢ikti verilerine baglhidir. Aradaki baglantilar (w)
agirhiklart gosterir. Cesitli agirliklarinda denenmesi ve bu denemelerden c¢ikan
hatalarin minimize edilmesi ile de yapay sinir aglar1 ile makine 6grenmesi modelimiz

olusur. Ne kadar hatalar minimize edilirse o kadar kaliteli sonuglar elde edilebilir.

Bu makine o6grenmesi yontemi, gelisen bilgisayar teknolojisiyle birlikte
insanlarin hesaplamasinin zor oldugu biiylik miktardaki verinin bilgisayar yardimiyla
islenmesinde kullanilabilmektedir. Bu yontemlerin gelistirilmesiyle birlikte ¢esitli
bilimsel alanlarda birgok ¢alisma yapilmakta ve bircok problemin ¢6ziimii

saglanmaktadir.

Yapay sinir aglar1 lineer regresyon gibi klasik yontemlere gore farkli bir
hesaplama yontemi onermektedir. Olusturulan verilere uyum saglayabilen, adaptif,
belirsizliklerde karar alip devam edebilen, eksik bilgi verisi olsa dahi calisabilen ve
hatalar karsisinda toleransli olabilen bir yapiya sahiptir. Yapay sinir aglar
modellerinin ¢ok ¢esitli kullanimlar1 vardir. Giinlimiizde birgok farkli sektorde

kullanilmaktadir.



Yapay sinir aglart ¢alisma bigimine gore iki farkli sekilde olabilmektedir.

Bunlar; ileri beslemeli ve geri beslemeli aglar olarak adlandirilmaktadir.

e Tleri Beslemeli Aglar: ileri beslemeli aglar daima ileri yone dogru veri akis
olustururlar. Bu tiir yapay sinir ag1 modellerinde gizli tabaka sayisi, i¢indeki
ndron sayilar1 ve giristeki nod sayilari tercihe gore belirlenir. Bu ara
islemcilerin artmasi modelimizin ¢alisma hizin1 diisiirmektedir. Birden ¢ok

gizli tabakas1 olan modeller derin 6grenme olarak ifade edilir.

Bias Kaynag Gzl

Baglants

‘/wn Cikis Tabakast

Gitig
Tabakasi

> Y]
Girig Giog
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Yl
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Zy | ZulQikglar

Sekil 1.2 : Ileri Beslemeli Yapay Sinir Ag1 Ornegi (Askin, 2011)

e Geri Beslemeli Aglar: Geri beslemeli aglar, ara katmanlardan giris birimine
veya c¢ikis katmanindan ara katmanlara geri besleme yapilan aglardir. Geri
beslemeli sinir aglarinin dinamik hafizlar1 vardir. Bu tip yapay sinir aglari

zaman serisi analizlerinde sik¢a kullanilmaktadir.
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Sekil 1.3 : Geri Beslemeleri Yapay Sinir Ag1 Ornegi (Askin, 2011)

Yapay sinir agi modelinin gelisimi ve olusumu asamasi modelin egitim
kismidir. Modelin egitimi giris katmani, ara katman ve ¢ikis katmani arasindaki aglarin
optimize edilmesi ile gerceklesir. Bu aglar hepsi istatistiksel olarak bir agirlig ifade
eder. Her asamada agirliklarin degistirilmesi ile ¢ikan hatalarin minimize edilmesi
hedeflenir. Modelin performansini 6lgmede kullanilan hatalarin karelerinin ortalamasi

(mean square error) ile 6l¢iildiiglinde asagidaki matematiksel ifade ortaya ¢ikar.

E(w) = %Z& (ef)z _ %Z;i (af - f)z (1.1)

Bu fonksiyonda df hedeflenen ¢ikis degeri ve y.f modelin ¢ikisinda elde edilen

1

tahmin degeridir.

w1 = ) 4 Ay K (1.2)
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Yapay sinir aglarinin arasinda bulunan agirliklar yukaridaki formiildeki gibi

agirhigim degisimi Aw®) birbiri iizerine eklenerek modeller egitilir.

Yapay sinir agi modelinin istenen sonuca dogru ilerlemesinde E(w)‘yi
miimkiin oldugunca minimuma indirgemek hedeflenir. Bunun igin her seferinde Aw *)
ile kullanilan agirhiklar degistirilir. Aw® ‘min hesaplanmas1 igin bircok algoritma
vardir. Bunlardan en yaygin kullanilan1 geri yayilimli (back propagation)
algoritmalaridir. Bu algoritmalara Levenberg-Marquardt, Bayesian Regulation

Fletcher-Powell Conjugate Gradient,ve Gradient Descent 6rnek olarak verilebilir.

e Levenberg-Marquardt Method: LevenbergMarquardt temel olarak
maksimum komsuluk tizerine kurulmus en az kareler hesaplama metodudur.
Bu algoritma Gauss-Newton ve gradient-descent algoritmalarinin en iyi
Ozelliklerinden olusur ve bu iki metodun kisitlamalarini kaldirir. Genel olarak
bu metot yavas yakinsama probleminden etkilenmez. Gauss-Newton
algoritmasinin ~ kombinasyonu olan Levenberg-Marquart — algoritmasi
optimizasyon problemlerinde egimli diisiis algoritmasina goére (gradient

descent) daha etkindir. Ayrica daha hizlidir (Askin, 2011).

e Bayesian Regulation Method: Bayesian regiilaisyonu Levenberg Marquardt
optimizasyonuna gore agirli ve bias degerlerini giinceller. Karesel hata ve
agirliklarin kombinasyonu minimize eder ve agi iiretmek i¢in dogru

kombinasyonu belirler (Askin, 2011).

1.4.2 XGBoost

XGBoost modelinin temeli karar agaglari ile baslamaktadir. Random forest ve
gradient boosting modelleri de karar agaci tabanlit modellerdir. XGBoost modeli
gradient boosting yonteminin gelistirilmis halidir. Bu bdliimde sirasiyla karar agaci,
random forest, gradient boosting ve buna ek olarak bagging, boosting algoritmalarinin

temel yapilar1 incelenmistir.
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Sekil 1.4 : XGBoost Modelinin Gelisimi (Morde, 2019)

1.4.2.1 Karar Agaclarn

Karar agaglari, temel olarak veri madenciliginde siniflandirma yontemlerinden
biridir. Bu yontemle veriler dallara ayrilarak belirlenen kural setine gore siniflandirilir
ve analiz edilir. Daha sonrasinda ise karar agaglar1 regresyona da uyarlanarak zaman
serilerinde de kullanilabilir hale gelmistir. Random forest ve gradient boosting

yontemleri karar agaglari olusturularak regresyon yapilabilen modellerdir.

Input: age, gender, occupation, ... Like the computer game X

/+2

prediction score in each leaf

Sekil 1.5 : Karar Agacit Ornegi (Chen, 2016)

Karar agaclar1 yukaridaki ornekte oldugu gibi degiskenlere gore ayrim
yapilarak olusturulurlar. Ayrimlarin her birine dal ismi verilir. Buradaki Ornekte
bilgisayar oyunu sevenler, yasa gore ayrilmistir. Belirli bir topluluk 6rnegi, 20
yasindan kiigiikler ve biiylikler olarak ikiye ayrilmistir. Karar agaglari siniflandirma

icin kullanilabilecegi gibi, regresyon problemleri i¢in de kullanilabilirler.

12



Karar agaglarinda regresyon hesaplamalar1 da asagidaki 6rnekte benzer sekilde
olusmaktadir. Bu 6rnekte bilgisayar oyunu oynamay1 seven kisileri tahmin etmek
istedigimizde asagidaki gibi iki tane karar agaci olusturabiliriz. Burada elimizde 2 sinif

veri oldugunu varsayiyoruz. Bunlarin biri yas birisi glinliik bilgisayar kullanimi.

S | +0.9

f( «@ )=2+09=29 K J=-1-0.9=-1.9

Sekil 1.6 : Karar Agac1 Topluluk Ogrenme Yontemi (Chen a.e., 2016)

Topluluk 6grenme yontemi birgcok karar agaci ile tek bir sonuca ulagmak i¢in
kullanilan yontemlerdir. Bu 6rnekte her bir karar agaci toplulugu ilgili degiskene gore
olasiliklar1 6rneklerimizden ¢ikartir. Daha sonrasinda iki karar agacindaki olasiliklar
toplanarak son sonugclar elde edilir. Bu tip modellerde degisken kadar birbirinden ayr1
yapilar kurulup en sonunda ulasilmak istenen sonuca goére tekrar birlestirme
yapilmaktadir. Topluluk 6grenme algoritmalar1 bir¢cok degiskeni ayri ayr1 topladigi
icin temelde kullanilan tekil karar agaglarina gore daha basarili sonuclar verirler.
Topluluk 6grenme yontemlerden en c¢ok kullanilanlar1 bagging ve boosting

algoritmalaridir.

5.= ). fu®) ).fi €F (13)
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Matematiksel olarak topluluk 6grenme yontemi yukaridaki formiil ile ifade
edilir. Formiil 1.3’de K toplam karar agaci sayisini, f olasilik fonksiyonunu ve F

miimkiin olan biitiin karar agaci kiimesini gostermektedir.

L) =) UGy) )+ T ) (14)

Temel olarak karar agaclar ile regresyon bu matematiksel model ile ifade
edilir. Formiil 1.4°deki [ fonksiyonu, tahminimizle hedefledigimiz dogru deger
arasindaki farki ifade eder. Q fonksiyonu da modelin karmasik (complexity) kalan

kisminin diizeltme fonksiyonunu ifade eder.

Karar agacit makine 6grenmesi modellerinin iki ana ¢alisma yontemi vardir.
Bunlar bagging ve boosting olarak adlandirilmaktadir. Bagging yapisi birbirinden
bagimsiz yapilar kurarak parallel olarak calisir. Rastgele orman (random forest)
modelleri bagging mantigi ile ¢alisgan modellerdir. Boosting yapisi ise bagimsiz paralel
yapilar yerine, sirayla birbirinin iizerine eklenen yapiya sahiptir. Bu tahmin yapma
yontemleri, bir 6nceki tahminlerin hatalarindan 6grenilen mantig1 gelistirerek sonuca
daha ¢ok yaklasmayi hedefleyen modellerdir. Bu modellerde her seferinde bir
oncekinin hatalarin1 g6z 6niinde bulundurarak ilerledigi i¢in paralel ¢alisan modellere
gore daha hizli ¢alisirlar. Boosting yontemi, bagging yonteminden farkli olarak paralel
karar agaclarinin birlestirilmesi yerine her iiretilen karar agaci, sirayla hatayr minimize
edecek sekilde calisir. Temelde, bu tip modellerde her yeni karar agaci belirli agirlik
oranlarinda bir dncekinin {lizerine eklenir ve model her adimda iyilestirilerek istenen

hedefe dogru ilerler.

1.4.2.2 Random Forest

Random  Forests ile smiflandirma, regresyon veya kiimeleme
yapilabilmektedir. Random Forests, topluluk 6grenme yontemi ile ¢calisan modellerdir.

Tekil olarak olusturulan bir¢ok karar agaci bir araya getirilerek karar ormani
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olusturulur. Olusturulan her karar agaci veri setinden booststrap yontemi ile
birbirinden ayr1 6rneklemlerle secilmektedir. Karar agaglarindaki tahminler gesitli

yontemlerle (ortalama alma vb.) bir araya getirilerek son tahmin ¢iktis1 hesaplanir.

Random Forests yonteminde sonradan gelen veriye ait tahmin yapilmasinin
yaninda, degiskenlerin énem derecesi de hesaplanmaktadir. Veri setinde ¢ok sayida
degisken varsa, degisken 6nem derecesinin hesaplanmasi model indirgemesi agisindan
oldukg¢a kullamishidir. Ornegin binlerce degiskenin bulundugu veri setinde, Random
Forests yontemiyle elde edilen 6nem derecesine gore, kurulacak yeni modelde dnem
derecesi yiiksek degiskenler kullanilarak daha etkin tahminlerin yapilmasi saglanabilir

(Akman, 2011).

Random Forest modellerinin galistirilmasi ig¢in 2 tane parametre segilmesi
gerekmektedir. Bu parametreler, karar agacinda en iyi dal boliinmesini saglamak igin
diigiimde kullanilan degiskenlerin sayist ve olusturulacak karar agaci sayisidir. Bu

yontemin baz1 dikkat cekici iistiin yonleri ve kisitlar1 asagida siralanmastir.
Ustiin Yoénleri;

- Kayip verilere ve asir1 6grenme problemlerine karsi gili¢lii modeller
olusturur.
- Cok fazla degiskene sahip veri setlerinde de kullanilabilir.

- Sadece 2 parametre belirlenir.
Kisitlari;

- Karar agaclarinda budama yapilmamasi performansi etkilemektedir.

1.4.2.3 Gradient Boosting

Gradyan artirma (Gardient Boosting), hem regresyon hem de smiflandirma
problemleri i¢in bir makine 6grenmesi teknigidir. Gradyan artirma modelleri karar
agaclarinin makine 6grenmesi ile birlesmesiyle olusmustur. Temelde bu algoritmalar

karar agac1 olustururlar ve biitiin makine 6grenme algoritmalarinda oldugu gibi ¢ikan
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hatalar1 en diisiik seviyeye indirgemeyi amaclarlar. XGBoost algoritmasi gradyan

artirma modelidir ve boosting algoritmasiyla ¢alismaktadir.

Baslangic Degeri == 0.1

Sekil 1.7 : Gradient Boosting

Gradyan artimli modeller gorsellestirildiginde yukaridaki sekildeki 6rnek
verilebilir. Gradient Boosting yonteminde, Random Forests modelinden farkli olarak
sekilde oldugu gibi karar agaglarinin birbiri ilizerine eklenmesiyle ilerlemektedir.
Model, verilerimize uygun herhangi bir baslangic degeriyle baslatilir. Daha sonrasinda
her yeni olusturulan karar agaci belirli oranlarda iist iiste eklenerek, ¢ikarilan hatalar

minimize edilene kadar model gelistirilmeye devam edilir.

£O =310V + fi(x) +00) (1.5)

Gradyan artimli modeller temel olarak formiil 1.5’deki matematiksel modelle
ifade edilir. Bu formiilde bir onceki formiile gore f; eklenmistir. Bu makine
ogrenmesindeki gelisimdeki hatayr minimize edene kadar eklenen fonksiyonlari ifade

eder. Her bir adimda yeni bir fonksiyon ilave edilerek istenen amaca dogru ilerlenir.
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(0)_0

3
7P =) = 59+ fi(x)
7P = i) + fo(x) = P+ f0x) (1.6)

t
50 = ) fule) )= 5570 4 i)

Daha once yukarida belirtilen f fonksiyonunun hesaplamast bu sekildedir.
Burada her bir 6grenilen modeli, yeni eklenen karar agaci ile diizeltilmesi seklinde

ilerlemektedir.

Modelimizin son kismi Q(f) ile ifade edilen karmasik (complexity) olarak ifade
edilen, diizeltme terimidir. Her makine 6grenmesi modelinde oldugu gibi burada da
modelin diizeltme kismi bulunmaktadir. XGBoost modelinde bu formil 1.7 ile

hesaplanmaktadir.

T
Q(f) = yT+3 4 E W (1.7)
j=1

Karar agaclarinda onemli faktorlerden bir tanesi de agacin dallarinin nasil
ayrilacagidir. Bunun i¢in bir¢ok yontem kullanilmaktadir. XGBoost modelinde

yontem asagidaki sekildedir.
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Sekil 1.8 : Karar Agacinin Dallara Ayrilmasi (Chen a.e., 2016)

g = 0 0 (v, 5:°7) (1.8)

hy = 0%, o (v, 9.47") (1.9)

Bu fonksiyonda g; kayip fonksiyonunun birinci dereceden diferansiyelini, h;
ise ikinci dereceden diferansiyelini ifade eder. XGBoost modelinde dallarin optimum
ayrilmasi icin asagidaki formiil kullanilmaktadir. Burada hesapladigimiz degerler ne

kadar kiiclikse karar agacinin yapis1 o kadar kalitelidir.

[ Glz, + GIZQ _ (GL+ GR)Z _ ,y (1.10)

1
Kazang = =
¢ Hp+A Hr+A Hp+ Hr+A

2
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Sekil 1.9 : Karar Agact Dal Ayrimi (Chen a.e., 2016)

Bu formiil 1) yeni olusturulan dal ayriminda sol taraftaki yapragin puani 2) yeni
olusturulan dal ayriminda sag taraftaki yapragin puan1 3) orijinal yapraktaki puan 4)
ek yapraktaki diizeltme terimi olarak ifade edilebilir. Eger kazang y'den kiigiikse, yeni
dali eklememenin daha iyi oldugu anlasilir. Bu yapilan isleme karar agaci
modellerinde budama (pruning) adi verilir. XGBoost modelinde, bu yontem
kullanilmaktadir. Bu yontemle karar agaglarinin dallarinin asir1 ve gereksiz biiylimesi

engellenmis olur.

XGBoost modelleri gradyan artirmadan performansinin ¢ok daha yiiksek
seviyede olmasinin baslica nedenlerden bir tanesi de karar agaglarini kullanan bu
algoritmalarda asagiya dogru uzanan aga¢ dallarini siirlandirmasidir. Bu
sinirlandirmay1 budama ile yapmaktadir. Karar agacindaki dallar asagiya dogru bastan
belirlenen smirlandirmayr gegerse algoritma bu dallar1 geriye dogru kisaltir. Bu
yontem sayesinden karar agaci ¢ok biiyliylip karmagiklasmadigi i¢in performans klasik
yonteme gdre cok daha yiiksek olmaktadir. Ikinci olarak da XGBoost kiitiiphanesi
kullanilan bilgisayardaki donanimi en yliksek seviyede kullanilabilecek sekilde

tasarlanmistir.

Bu modellerin performansimin c¢ok yiiksek olmasi, giinlik kullandigimiz
bilgisayarimizda g¢esitli parametrelerde bircok deneme yapabilmemizi de
saglamaktadir. Bu ¢aligmada Python programinda calisma yapilmis ve (XGBoost
Kiitliphanesi, 2019) ’sinden faydalanilmistir.

19



IKINCi BOLUM
LITERATUR INCELEMESI

2.1 Borsa Istanbul ve Makine Ogrenmesi Uzerine Yapilan Cahsmalar

Literatiir incelemesinde Oncelikle tez c¢alismasinin da amaci olan Borsa
Istanbul iizerine yapilan ilgili ¢alismalar ile makine dgrenmesi modelleriyle hisse
senetleri iizerine yapilan calismalar incelenmistir. Daha sonrasinda ise benzer
calismalarda kullanilan ve analiz edilen veriler, zaman dilimleri ve modellere gore

siniflandirmalar incelenmistir.

Gradyan artima yontemi ilk olarak Friedman (2001) tarafindan gelistirilmistir.
Daha sonrasinda Chen (2016:785-794) gradyan artrma yonteminde bazi
gelistirmelerle 2016 yilinda XGBoost yontemini makalesiyle paylagmistir. XGBoost,
en az seviyede kaynakla gergek problemleri ¢6zme yetenegine sahiptir Chen
(2016:785). Bu calismayla birlikte XGBoost yontemiyle zaman serilerinde tahmin
etme calismalar1 yapilmistir. Bunlardan bir kismi asagida paylasilmistir. Zaman
serilerinde yapay sinir aglart modelleri kullanilarak daha fazla ¢aligma yapildig:

gorilmiistiir.

Avci (2009:443-461) calismasinda BIST 30°da bulunan 5 tane hisse ile calisma

yapmis ve yapay sinir aglari ile al-tut stratejine gére daha i1yi sonuglar elde etmistir.

Tsai (2009) galismasinda karar agaclari ve yapay sinir aglarinin birlesimiyle
olusan hibrit modelden yiizde 77°lik bir performansla sadece yapay sinir aglarina gore

daha iyi bir sonug alindig: tespit etmistir.

Ugur (2009) galismasinda finansal oranlari, makroekonomik degiskenler ve
hisse senedi gecmis fiyat verileri ile sanayi, mali ve hizmet sektoriindeki hisselerin
fiyatlar1 tahmin etmeye calismistir. Calismada tek ve iki yonlii sabit etkiler panel veri
ve Arellano-Bond ile Arellano-Bover dinamik panel veri regresyon modelleri
kullanilmistir. Caligmanin sonucunda bu fiyatlar1 belirleyen 6nemli degiskenlerden

bazilarinin piyasa degeri / defter degeri orani, enflasyon orani, faiz orani, hisse bagina
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kazan¢ oldugu ortaya c¢ikmustir. Sektorler arasinda bu parametreler degisiklik

gosterebilmektedir

Yildirim (2011:4076-4091) calismada Borsa Istanbul’da yer alan kagit sektorii
tizerine aylik bazda analizler yapmustir. Lineer regresyona gore yapay sinir aglari ile
daha iyi sonu¢ alinmistir. Veri setine altin fiyatlari, borsa hacmi ve faiz oranlar1 da

eklenmistir.

Kara (2011:5311-5319) calismasinda BIST 100 endeksinin giinliik fiyatlarmin
yoniinii tahmin etmeyi hedeflemistir. Bu ¢alismada iki farkli model olarak yapay sinir
aglart ve destek vektér makineleri (SVM) kullanilmis ve birbirleriyle
Karsilastirilmistir. Yapay sinir aglart modeliyle ylizde 75,74’lik ve destek vektor
makineleri ile yiizde 71,52’lik dogruluk pay1 yakalamistir. Yapay sinir aglart modeli

ile daha iyi bir sonug elde etmistir. Veri setinde belirli teknik indikatorler kullanmustir.

Giiresen (2011:10389-10397) ¢alismasinda 146 giinlik Ogrenme verisi
kullanarak 36 giinlik NASDAQ endeksini tahmin etmeyi amaglamistir. Performans
Olciitii olarak MSE ve MAD kullanmistir. Calismanin sonucu olarak zaman serisi
tahmin modellerinde, klasik yapay sinir ag1 modelinin kurmus oldugu hibrit modellere

gore daha 1yi sonug verdigini ifade etmektedir.

Shen (2012) ¢alismasinda destek vektor makinesi (SVM) ile borsa endeksi
trendi tahmin etmeye c¢alismistir. Sonu¢ olarak NASDAQ endeksi igin yiizde 74,
S&P500 endeksi i¢in yiizde 76 ve DJIA endeksi icin yiizde 77’lik bir dogruluk

oraninda tahmin yapilmstir.

Kilig (2014:759-765) ¢alismasinda BIST 100 endeksinin belli bir kaliba gére

hareket ettigi ve piyasanin etkin olmadig1 sonucuna varilmistir.

Patel (2015:259-268) calismasinda Hindistan borsa endekslerinden CNX
Nifty ve S&P Bombay Stock Exchange (BSE) Sensex endeksleri iizerine yapilmastir.
10 senelik giinliik en yiiksek, en disiik, acilis ve kapamis fiyatlar1 veri setinde
kullanilmis ve teknik indikatorler de buraya dahil edilmistir. Yapay sinir aglari, destek
vektor makinesi (SVM), random forest (rasgele orman) ve naive-bayes modelleri

kurulmus ve karsilastirilmistir.
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Laboissiere (2015:66-74) calismasinda Brezilya’nin 3 tane enerji dagitim
sirketinin hisse senetlerinin giinliik en yiiksek ve en diisiik fiyatlarini tahmin etmeyi
amaclamistir. Bu ¢alismada yapay sinir aglar1 modelleri kullanilmistir. Performans
Olclitleri olarak da MAE, MAPE ve RMSE ile 6l¢tim yapilip karsilastirmalar
sunulmustur. Calismanin tahmin etme veri setine giinliik fiyatlara ek olarak dolar kuru
da eklenmistir. Calismanin sonunda MAPE performans kriterine gore en yiiksek fiyat

tahmininde yiizde 0,9 degerinden daha diisiik oldugu sonucuna ulagsmistir.

Sahin (2016) ¢alismasinda BIST100 endeksini tahmin etmeyi hedeflemistir.
Teknik indikatorlerin ve dolar, petrol fiyat1 gibi verilerden iyi ayr1 veri seti olusturmus
ve birbirleriyle kiyaslamistir. Ayrica bu veri setleriyle yapay sinir aglar1 ve bulanik
mantik modelleri olusturmus ve karsilagtirmistir. Yapay sinir aglarinin daha iyi tahmin

etme kabiliyetine sahip oldugu sonucuna varmistir.

Dey (2016) calismasinda Apple ve Yahoo sirketlerinin hisse senedi
fiyatlarinin trendlerini makine 6grenmesi modeli ile tahmin etmeyi hedeflemistir.
Makine 6grenmesi modellerinden eXtreme Gradient Boosting (XGBoost) modelini
kullanmistir. Kurudugu modellerde 60 ve 90 giinliin periyotlar i¢in yiizde 87’lik bir
dogruluk oranina ulagsmistir. Cikardigir sonuglardan diger modellere gore Onemli

derecede daha basarili sonuglar elde ettigini ifade etmektedir.

Jiao (2017) calismasinda S&P 500 endeksindeki hisseler ve i¢inde bulundugu
hisselerin yoniinli tahmin etmeyi hedeflemistir. Veri setinde faiz orani gibi cesitli
makroekonomik veriler kullanmistir. Calismada yapay sinir aglar1 ve gradyan artirma
yontemleriyle birlikte ¢esitli makine 6grenmesi modelleri kullanilmistir. S&P 500

endeksinin tahmin edilmesinde digerlerine gore daha iyi sonuglar almistir.

Giindiiz (2017:4829-4840) ¢alismasinda Borsa Istanbul hisselerinden Garanti,
Tiirk Hava Yollar1 ve is Bankasi sirketlerinin giinliik kapanis fiyatlar: tahmin edilmeye
calisilmigtir. Veri setinde gesitli teknik indikatorler kullanilmistir. Gradyan artirma

makinesi ile diger kullandig1 yontemlere gore daha iyi sonuclar elde etmistir.
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Shukla (2017) galismasinda Hindistan borsa endekslerinden NSE Nifty 50
tahmin edilmesi amag¢lanmistir. Performans 6lg¢iitii olarak RMSE kullanilmistir. Yapay

sinir aglartyla, ARIMA modeline gore daha iyi sonug alimistir.

Erkartal (2018) ¢alismasinda Garanti Bankasi hisse senedinin 5 giin sonrasi
icin alim satim sinyalleri olusturmustur. Bu sinyaller i¢in karar agaci, destek vektor
makineleri ve geri yayilimli sinir aglart modelleri ile tahminler {iretmistir. Yiizde

80’lik bir performansla karar agact modeli daha iyi sonug¢ vermistir.

2.2 Makine Ogrenmesi ile Modellenmis Zaman Serisi Calismalarinin

Siniflandirilmasi

Krollner (2010) ¢alismasinda zaman serisi tahminlerinde makine 6grenmesi
yontemlerinin kullanimimi arastirmistir. Bu calismada 2000 yilindan 2009 yilina
kadarki bir¢ok ¢alismay1 kategorize etmistir. Bu kisimda, kullanilan makine 6grenmesi
cesitleri, kullanilan zaman periyotlart ve kullanilan verilere gore c¢alismalar

siiflandirilmstir.

Tablo 2.1 : Makine Ogrenmesi Modellerine Gére Calismalarin Siniflandiriimasi

(Krollner a.e., 2010)

Teknoloji Toplam Calisma
Sayisi

Yapay Sinir Aglar1 Tabanli 21

Gelistirme Yapilmis ve

Optimize edilmis Teknikler 4

Hibrit Modeller 15

Diger 6

Makine 6grenmesi yontemlerinden en ¢ok yapay sinir aglart ve hibrit modeller

lizerine ¢alisma yapilmistir.
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Tablo 2.2 : Zaman Periyotlarina Gore Calismalarin Sayisi (Krollner a.e., 2010)

Zaman Calisma
Sayisi
Giinliik 31
Haftalik 3
Aylik 3
Coklu/Diger 9

Kurulan zaman serisi ¢alismalarinda diger kullanilan periyotlara gore en ¢ok

giinliik bazda ¢alisma yapildig1 goriilmektedir.

Tablo 2.3 : Kullanilan Verilere Gore Calismalarin Sayist (Krollner a.e., 2010)

Veri Calisma
Sayisi
Gecikmeli endeks verisi 35
Hacim 4
Teknik Indikatorler 13
Petrol Fiyati 4
S&P 500 / NASDAQ /
Dow Jones (ABD harici 4
caligmalar)
Issizlik Oran 1
Para Arzi 3
Doviz Kuru 3
Altin Fiyati 3
Kisa ve uzun vadeli faiz 6
orant
Diger 10

Calismalarin ¢ogu gecikmeli endeks verisi kullanmistir. Bu ¢aligmalarin
gogunda ise en yiiksek fiyat, en diisiik fiyat, agilis fiyat1 ve kapanis fiyati1 seklinde

kullanilan zaman diliminin i¢inde olusan veriler kullanilmistir.
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UCUNCU BOLUM
KULLANILAN VERILER VE PERFORMANS OLCUTLERI
3.1 Kullamlan Veriler

Veri setinde kullanilan biitiin veriler tahmin yapilmasi hedeflenen BiST100
fiyatinin olustugu giinlere gore uyarlanmistir. BIST100 endekisinin kapali oldugu
giinler i¢in veri setlerinde ayrigtirma yapilmistir. Calismada kullanilan veri setleri
Borsa endeksleri, ekonomik parametreler, doviz kurlar1 ve emtialar olarak 3 ana grupta

incelenmistir.

3.1.1 Borsa Endeksleri

BiST100 Endeksi

Borsa Istanbul Pay Piyasast i¢in temel endeks olarak kullanilmaktadir. Yildiz
Pazar ve Ana Pazar’da islem goren sirketlerle, Kolektif Yatirrm Uriinleri ve
Yapilandirilmis Uriinler Pazari’'nda islem géren gayrimenkul yatirim ortakliklari ve
girisim sermayesi yatirim ortakliklar1 arasindan secilen 100 paydan olusmakta olup,

BIST 30 ve BIST 50 endekslerine dahil paylari da kapsar (Borsa Istanbul, 2019).

130000 0.08
120000 0.06

0.04
110000

0.02
100000

0.00
90000

-0.02
80000

-0.04
70000 0.06
60000 -0.08

GUnlik Degisim Bist100 En Yuksek
Sekil 3.1 : BIST100 Giinliik En yiiksek Fiyat Degisim Grafigi
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Borsa Istanbul’un giinliik olarak 5 temel verisi olusur ve yayinlanir. Bunlar
Borsa’nin giinliik acilis fiyati, kapanis fiyati, en yliksek fiyat, en diisiik fiyat ve toplam

hacimdir. Bu ¢alismada bu verilerin hepsi gegmise yonelik modele eklenmistir.

BIST 30, BIST 50 ve BIST 100 endeksi paylarinin se¢imi ve endekslere alinma

kriterleri:

- Paylarin endekslere alinabilmesi i¢in degerleme donemi sonu itibariyla A
veya B listesinde yer almalar1 sarttir. C ve D listesinde yer alan paylar

endekslere dahil edilmemektedir (Borsa Istanbul, 2019).

- BIST 30, BIST 50 ve BIST 100 endekslerinin kompozisyonu Yildiz Pazar
ve Ana Pazar’da islem goren sirketlerle, Kolektif Yatirim Uriinleri ve
Yapilandirilmis Uriinler Pazari’nda islem géren gayrimenkul yatirim
ortakliklar1 ve girisim sermayesi yatirim ortakliklarinin paylarindan

olusmaktadir (Borsa Istanbul, 2019).

- Paylarin endekslere alinabilmesi i¢in, degerleme donemi sonu itibariyla
Borsa Istanbul’da en az 60 giin siireyle islem gdérme sart1 aranmaktadir.
Halka arz edilen kismin piyasa degeri 1 milyar TL’den veya Yildiz Pazar
ve Ana Pazar’daki fiili dolasimdaki paylarin toplam piyasa degerinin
%1’inden daha biiyiik olmasi1 nedeniyle degerleme donemi icinde
endekslere dahil edilen paylar i¢in ise 60 giin siireyle islem gérme sarti

aranmaz (Borsa Istanbul, 2019).

- Birden fazla grup pay1 ayri siralarda islem goéren sirketlerin, sadece bir grup

pay1 endekslere dahil edilmektedir (Borsa Istanbul, 2019).

Endekslerde yer alacak paylarin se¢imi piyasa degeri ve giinliik ortalama islem
hacmine gore belirlenir. Paylar, degerleme doneminin sonunda fiili dolagimdaki
paylarin piyasa degerlerine ve degerleme donemindeki gilinliikk ortalama islem

hacimlerine gore biiyiikten kiiciige dogru siralanarak secilir.
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BiST Bankaciik Endeksi

Borsa Istanbul Pay Piyasasi bankacilik sektorii i¢in temel endeks olarak

kullanilmaktadir.

220000 0.15
200000 0.10
180000

0.05
160000

0.00
140000

-0.05
120000
100000 010
80000 -0.15

Gunlik Degisim BISTBanks

Sekil 3.2 : BIST Bankacilik Endeksi Giinliik Degisim Grafigi
BIST30

Y1ldiz Pazar ve Ana Pazar’da islem géren sirketlerle, Kolektif Yatirim Uriinleri
ve Yapilandirilmis Uriinler Pazari’nda islem gdren gayrimenkul yatirim ortakliklar ve
girisim sermayesi yatirim ortakliklari arasindan segilen 30 paydan olusur (Borsa

Istanbul, 2019).
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160000 0.10

150000 0.08

0.06
140000

0.04
130000

0.02
120000 0.00
110000 -0.02

-0.04
100000 0.0

-0.06
90000

-0.08
80000 0.10
70000 -0.12

BIST30

Gunlik Degisim

Sekil 3.3 : BIST30 Endeksi Giinliik Degisim Grafigi
S&P500 Endeksi

Amerika Birlesik Devletleri hisselerinin en biiyiik 500 hissesini kapsayan
endekstir. Amerika Birlesik Devletleri hisselerinin yaklasik %70 - %80’ini kapsar. Bu
borsa endeksi, Standard & Poor's tarafindan yapilmaktadir. Standard & Poor's,

Amerika Birlesik Devletleri merkezli uluslararasi kredi derecelendirme kurulusudur.

3200 0.05
3000 0.04
2800 0.03
2600 0.02
2400 0.01
2200 0.00
2000 -0.01
1800 -0.02
1600 -0.03
1400 -0.04
1200 -0.05

Gunluk Degisim

S_P_500

Sekil 3.4 : S&P500 Endeksi Giinliik Degisim Grafigi
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3.1.2 Ekonomik Parametreler

1 Yillik Tahvil Faizi

Kupon 6demesine az kalmis olan devlet tahvilleri arasinda en ¢ok islem goren
(veya son {i¢ islem giinii i¢inde en ¢ok islem goren) devlet tahvilinin faizidir. 1 yillik

faizler igin gosterge niteligi tasir.

34 0.20
29 0.15
0.10

24
0.05

19
0.00

14
-0.05
° -0.10
4 -0.15

1 Yillik Tahvil Faizi

Glnlik Degisim

Sekil 3.5 : 1 Yillik Tahvil Faizi Giinliik Degisim Grafigi

10 Yillik Tahvil Faizi

10 yillik devlet tahvilleri arasinda en ¢ok islem géren devlet tahvilinin faizidir.
10 yillik faizler i¢in gosterge niteligi tasir. Uzun vadeli oldugu i¢in anlik merkez

bankasi faiz degisimlerinde 1 yilliklara gore daha geg¢ tepki verir.
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23 0.20

21

0.15

19
0.10

17
15 0.05
13 0.00
11 -0.05

9
-0.10

7
5 -0.15
3 -0.20

Gulnliuk Degisim 10 Yilhk Tahvil Faizi
Sekil 3.6 : 10 Yillik Tahvil Faizi Giinliik Degisim Grafigi
CDS

CDS (Credit Default Swap) dilimize ¢evrilmis hali kredi temerriit takasidir.
Kredi temerriit takaslar sigortacilik faaliyetlerinde kullanilan ve kredinin temerriide
ugramasi haline karsilik bir sigorta ¢esididir. Bir lilkenin kredi temerrtit takasi ise o
tilkeye kullandirilacak bir kredinin sigortalanmasi i¢in alinacak oran, ayn1 zamanda
tilkenin yabanci yatirimei goziindeki risk primini gostermektedir. Tiirkiye’nin 5 yillik
CDS wverisi de gosterge olarak kullanilmakta ve JP Morgan tarafindan

yayinlanmaktadir. Bu veri baz puan olarak yayinlanmaktadir.
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600 0.30

550 0.25
500 0.20
450 0.15
400 0.10
350 0.05
300 0.00
250 -0.05
200 -0.10
150 -0.15
100 -0.20

Glinliik Degisim CDS

Sekil 3.7 : CDS Giinliik Degisim Grafigi

3.1.3 Doviz Kurlar1 ve Emtialar

USD/TRY Kuru

Dolar TL paritesini ifade eder. Ozellikle gelismekte olan iilkeler i¢in yapilan
caligmalarda veri olarak onemli bir yere sahiptir. Amerikan dolari, Merkez Bankasi
tarafindan rezerv para olarak kabul edilmektedir. Diinyada uluslararasi 6deme araci
olarak kullanilmasi, kullanima hazir ve diger para birimlerine ¢evrilebilme 6zelliginin

yiiksek olmasi rezerv niteligini artirmaktadir.
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0.15
6

0.1
5

0.05
4

0
3
2 -0.05
1 -0.1

Gunlik Degisim USD/TRY

Sekil 3.8 : USD/TRY Giinliik Degisim Grafigi
EUR/USD Kuru

Euro, diinyada dolardan sonra en ¢ok rezervi bulunan para birimidir.
Euro, Avrupa Birligi iilkelerinin ortak kullandig1 para birimidir. Bu para birimi 1 Ocak
1999°da bankacilik islemlerinde kullanilmaya baslamistir. Calismada Euro para

biriminin dolar cinsinden paritesi veri setine eklenmistir.

1.45 0.04

1.4
0.03

1.35
0.02

13
1.25 0.01
12 0.00

1.15
-0.01

1.1
-0.02

1.05
1 -0.03

EURUSD

Gunluk Degisim

Sekil 3.9 : EUR/USD Giinliik Degisim Grafigi
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Brent Petrol

Petrol piyasasinda gegerli olan ve en ¢ok kullanilan petrol tiirii fiyatin1 ifade
eder. Diinyada petrol piyasalarinda kullanilan diger petrol tiirleri WTI (Crude Oil) ve

Umman petroliidiir. Dolar para birimi cinsinden veri setimize dahil edilmistir.

125 0.15
115
105 0.10
95
85 0.05
75
65 0.00
55
45 -0.05
35
25 -0.10

BrentPetrol

Gunluk Degisim

Sekil 3.10 : Brent Petrol Giinliikk Degisim Grafigi
Altin

Altin diinyada giivenli liman olarak bilinen bir kiymetli madendir. Altinin en
biiylik 0zelligi neredeyse diinyadaki biitlin merkez bankalarinda rezerv olarak

tutulmasidir. Dolar cinsinden ons fiyati veri setimize dahil edilmistir.

1800 0.06
1700 0.04
1600 0.02
1500 0.00
1400 -0.02
1300 -0.04
1200 -0.06
1100 -0.08
1000 -0.10

Giinliik Degisim XAUUSD

Sekil 3.11 : XAU/USD Giinliik Degisim Grafigi
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3.2 Performans Olgiitleri

Modellerimizi karsilastirirken bir tane performans o6l¢iitii kullanmak yerine

bircok ol¢iit kullanilmasi tercih edilmistir. Segilen Olgiitler literatiirde incelendigi

sekilde ¢alismalarda en yaygin kullanilan olgiitlerdir. Kullanilan 6lgiitler; ortalama

mutlak hata, mutlak hatalarin standart sapmasi, ortalama kare hata, sinyal(yon)

dogrulugu, ortalama kare hatalarin kara kokii, ortalama hata ve standart sapmadir.

MAE: Ortalama mutlak hata, tahmin edilen ve ger¢eklesmis degerin
arasindaki farktir. Bu farklar toplanirken mutlak deger alinir. Biitlin farklar

toplandiktan sonra toplam miktarina boliiniip ortalama deger hesaplanir.

n
MAE =1 e (3.1)

n

Mutlak Hatalarin Standart Sapmasi (SD Absolute Error): Hatalarin

standart sapma degerini gosterir.

SY.x = j Z"“ej (3.2)

n—K (Parametre Sayist)

MSE: Ortalama kare hata, hatalarin karelerinin toplaminin ortalamasini

gosterir.

1 n
MSE = - e;2 (3.3)
nla
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Sinyal Dogrulugu (Sign Accuracy): Verilen sinyalin dogruluk oranini
gosterir. Her tahmin degerinde tam deger bulunamayip arada bir fark olustursa
da bu deger yiizdelik olarak yapilan tahminlerin yoniiniin yiizde kaginin dogru

oldugunu gosterir.

RMSE: Ortalama kare hatalarin karakokii (Sqrt of MSE), hatalarin karelerinin

toplaminin ortalamasinin alinmasi sonrasindaki karekok degeridir.

n
e 2
2

RMSE =

(3.4)

RMSE = VMSE (3.5)

Ortalama Hata (ME): Ortalama hata, tahmin degerleri ile gergek degerlerin

arasindaki ortalama hatadir. Hata, bu degerlerin arasindaki farktir.

1 n
ME = ;Z_ e; (3.6)
j=1

Standart Sapma: Varyans, ortalamadan uzakliklarin  karelerinin
ortalamasidir. Varyansin karekokii de standart sapmayi verir. Standart sapma
finansta risk Ol¢iiti olarak kullanilmaktadir. Bu c¢alismada yatirim

stratejilerinin riskini 6l¢gmede kullanilmistir.

n

= 12;(9@- _ %) 3.7)
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DORDUNCU BOLUM
BiST100 ENDEKSIi UZERINE UYGULAMA

4.1 Metedoloji

Makine 6grenmesi bir¢ok programlama dilinde programlanabilmekte ayrica
sistematik olarak gelistirilmis bazi programlar ile de herhangi bir kod yazmadan
makine 6grenmesi modelleri olusturulabilmektedir. Bu ¢alismada, diinyada bu tarz
problemlerin ¢éziimiinde sikg¢a kullanilan Python dili kullanilmistir. Veri setlerinin
hazirlanmasi, ¢iktilarin tablo ve grafik haline getirilmesinde ise Microsoft Excel
programindan faydalanilmistir. Genel olarak metodoloji, asagidaki sekilde
Ozetlenmistir. Buna ek olarak c¢ikan en iyi modellerden yatirim stratejileri

olusturulmustur.

VR

Ham Verinin
Toplanmasi

H

Verileri
Diizenleme

N
A =N

Yapay Sinir XGBoost
Aglari
\I/
@ Y Moder

Olusturma Verisi Test Verisi Olusturma Verisi Test Verisi
Jrai Jrai
Modellerin ‘Modelin Modellerin ‘Modelin
olusturulmasi Olgiilmesi olusturulmasi Olgiilmesi

Sekil 4.1 : Metodoloji

4.2 Veri Diizenlemeleri

Bu ¢alismada yaklasik bes yillik doneme iligskin giinliik veri seti kullanilmistir.
Veriler 3 Ocak 2013 tarihinden baslayip 16 Kasim 2018 tarihinde son bulmaktadir.
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Toplamda 1477 giinliik veri kullanilmistir. Bu verilerin yaklasik yiizde 90’1 model

olusturma (6grenme) ve ylizde 10’u da test olarak kullanilmistir.

Verilerin  diizenlenmesi adimi en Onemli adimlardan bir tanesidir.
Programlamada c¢ikan ve ¢alismay1 yavaslatan hatalarin birgogu verilerin hatali
olmasinda kaynaklanmaktadir. Verilerin hepsi zaman serisi seklinde oldugu i¢in bir
onceki giinden ylizdelik degisim hesaplanarak modellere girdi olarak verilmistir.
Ayrica veriler diizenlenirken modellerde hata vermemesi ve hatali modeller
olugsmamasi adina bazi diizenlemeler yapilmistir. Bu diizenlemelerden bir tanesi CDS
verisinin bazi ulusal tatil gilinlerinde yaymlanmamasindan kaynaklanmaktadir. Bu
veriler ondan Onceki en son agiklanan verilerden giinlik degisim hesaplanarak
diizenlenmistir. Diger veri setlerinde de ayni diizenleme yapilmistir. Ayrica Borsa

Istanbul’un tatil oldugu giinlere gére diger veri setleri de diizenlenmistir.
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Sekil 4.2 : Ogrenme (Train) ve Test Ayrimli Birinci Veri Seti

Borsa Istanbul endeksi ekonominin gesitli donemlerinde farkli trendlerde
olabilmektedir. Buraya kadar olan c¢alismaya ek olarak, modellerimizin
dogrulugundan daha ¢ok emin olabilmek adina, veri setimizin en bas ve en son
tarafindan 100 giinliik veri eksiltilerek yeni bir zaman diliminde tahmin modelleri

olusturulmustur. Yeni veri setinde 1277 veri bulunmaktadir. Bu verilerin 121 giinii test
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verisi olarak kullanilmistir. Veri seti 27.05.2013 tarihinden baglayip 21.06.2018
tarihinde sona ermektedir.
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Sekil 4.3 : Ogrenme (Train) ve Test Ayrimli Ikinci Veri Seti

4.3 Makine Ogrenmesi Modelleriyle Tahmin Yapma ve Performans

Karsilagtirmalari

Tez galismasmin amaci Borsa Istanbul’daki giinliik en yiiksek fiyati tahmin
etmek ve bu iretilen tahminlerle yatirnm stratejisi olusturmaktir. Calismanin ilk
asamasinda fiyat tahmini yapilmis ve en iyi modeller segilmistir. ikinci asamasinda ise

bu secilen modellerden yatirim stratejileri olusturulmustur.

Calismada 2 farkl: stratejiyle tahmin yapma yontemi gelistirilmistir. Birincisi t
ve t’ye kadar olan veriler yani bugiiniin ve bugiinden dncesinin verisi kullanilarak, t+1
yani yarinki BIST fiyatinda goriilecek en yiiksek fiyat tahmin edilmeye ¢alisilmistir.
Ikinci olarak ise bu verilere ek olarak o giiniin acilis fiyat1 da dahil edilip yine o giiniin
en yiiksek fiyat1 gecmis veriye dayanarak tahmin edilmeye ¢alisitimistir. Iki veri seti

icin de ayni ¢alisma yapilmistir.

Daha sonraki boliimde bu tahmin edilen en yiiksek fiyatlarla 2 farkli yatirim

stratejisi olusturulmus ve pasif yatirimla elde edilebilecek getiri ile karsilagtirilmistir.
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Ik galisma olarak birinci veri seti ile ertesi giiniin en yiiksek fiyat: tahmin
edilmistir. Kullanilan veri setleri ayn1 kalmak suretiyle program ¢esitli parametrelerde
tekrar tekrar calistirtlmistir. Bu ¢alismada 1000’den fazla model iiretilmis ve bu
modellerden en iyilerinden 8 tanesi Kkarsilastirma tablosu seklinde asagida

sunulmustur.

Tablo 4.1 : Ertesi Giin En Yiiksek Fiyat Tahmini Birinci Veri Seti Performans

Sonuglari
SD

No| Yéntem | k | MAE | Absolute| SA | msg | Sartof | Mean
Error MSE Error

1 | XGBoost | 18 | 0.00694 | 0.00680 0.70776 | 0.00009 | 0.00923 | -0.00095

2 | XGBoost | 12 | 0.00679 | 0.00656 0.69318 | 0.00009 | 0.00944 | -0.00051

3 | XGBoost | 1 0.00694 | 0.00660 0.66591 | 0.00009 | 0.00958 | -0.00020

4 | XGBoost | 25 | 0.00723 | 0.00654 0.67890 | 0.00010 | 0.00975 0.00026

5 | XGBoost | 20 | 0.00738 | 0.00670 0.71167 | 0.00010 | 0.00996 | -0.00075

Yapay
6 Sinir 8 0.00774 | 0.00675 0.52835 | 0.00011 | 0.01027 0.00009
Aglarn

7 | XGBoost | 16 | 0.00761 | 0.00696 0.67426 | 0.00011 | 0.01031 0.00049

Yapay
8 Sinir 2 0.00783 | 0.00703 0.57788 | 0.00011 | 0.01052 | -0.00065
Aglar

Olgii birimlerine gore en iyi sonuglar koyu renkli sekilde ifade edilmistir. Bu
modellerden birinci siradaki model, bir¢ok 6lgiite gore en iyi, birkagina gore ise de en
lyiye yakin sonuglart vermistir. Dolayist ile 1 numarali model test modeli olarak
secilmistir. Bu model gegmise doniik 18 giinliik veri kullanmaktadir. Daha sonraki

boliimde bu model kullanilarak yatirim stratejisi olusturulacaktir.
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Ayni zaman dilimiyle olusturulan ikinci stratejide kullanilacak veride ise
yukarida da bahsedildigi lizere borsanin acilis fiyat1 geldikten sonra o giiniin en yiiksek
fiyatinin tahmin edilmesi hedeflenmistir. Bu veri seti kullanilarak da yukarida oldugu
gibi binden daha fazla sayida model olusturulmus ve bunlarin en iyileri asagida
ayrintili performans 6Olgiileriyle siralanmistir. Buradaki calismada da birinci veri seti

kullanilmistir.

Tablo 4.2 : Ayn1 Giin En Yiiksek Fiyat Tahmini Birinci Veri Seti Performans

Sonuglari
SD

No | Yontem | k | MAE | Absolute | SA | msg | Sartof | Mean
Error MSE Error

1 | XGBoost | 48 | 0.005619 | 0.005407 | 0.799534 | 0.000061 | 0.007798 | 0.00001

2 | XGBoost | 29 | 0.005726 | 0.005523 | 0.790805 | 0.000063 | 0.007956 | -0.00049

3 | XGBoost | 4 | 0.00595 0.005459 | 0.769231 | 0.000065 | 0.008074 | 0.00028

4 | XGBoost | 8 | 0.00605 | 0.005714 | 0.791383 | 0.000069 | 0.008322 | -0.00031

5 | XGBoost | 8 | 0.006043 | 0.006072 | 0.764172 | 0.000073 | 0.008566 | -0.00085

6 | XGBoost | 4 | 0.006908 | 0.006663 | 0.748869 | 0.000092 | 0.009598 | 0.00040

Yapay
7 Sinir 13 | 0.008132 | 0.007858 0.53303 | 0.000128 | 0.011309 | 0.00064
Aglar
Yapay
8 Sinir 3 | 0.008229 | 0.007899 | 0.425339 | 0.00013 | 0.011406 | -0.00113
Aglar

Yukaridaki tablodan da goriilecegi iizere en iyi model 1 numarali modeldir. Bu
modelde geriye doniik 48 giinliik veri, tahmin yapmak i¢in kullanilmaktadir. Biitiin
hata birimi 6l¢iitlerinde en iyi sonucu vermistir. Daha sonraki boliimde bu model ikinci

yatirim stratejisi i¢in kullanilacaktir.
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Test sonuglari birinci veri setiyle karsilagtirildiginda ikinci veri setinin yani
tahmin edilmek istenen giiniin a¢ilis fiyatinin da veriye katildigi model daha iyi sonug

vermistir.

Calismanin sonuglarmin daha iyi analiz edilebilmesi adina olusturulan ikinci
veri setine gore de ayni1 makine 6grenmesi modelleri ¢alistirilmistir. Burada da cesitli
parametrelerde 1000’in iizerinde model olusturulmustur. Bu modellerden bazilari
asagida siralanmistir. Bu modeller ertesi giiniin giinliikk en yiiksek fiyatin1 tahmin
etmek icin olusturulmustur. Veri setinde tahmin edilecek giiniin verisi

kullanilmamustir.

Tablo 4.3 : Ertesi Giin En Yiiksek Fiyat Tahmini Ikinci Veri Seti Performans

Sonuglari
SD

No | Yontem | k | MAE | Absolut| SA | msg | Sdrtof | Mean
e Error MSE Error

1 | XGBoost | 32 | 0.00634 | 0.00586 | 0.68182 | 0.00008 | 0.00863 | 0.00035

2 | XGBoost | 57 | 0.00615 | 0.00620 | 0.71858 | 0.00008 | 0.00873 | 0.00000

3 | XGBoost | 31 | 0.00675 | 0.00588 | 0.66310 | 0.00008 | 0.00895 | 0.00048

4 | XGBoost | 58 | 0.00655 | 0.00658 | 0.68033 | 0.00009 | 0.00929 | 0.00133

5 | XGBoost | 47 | 0.00681 | 0.00634 | 0.70732 | 0.00009 | 0.00931 | -0.00046

6 | XGBoost | 5 0.00676 | 0.00663 | 0.67278 | 0.00009 | 0.00947 | 0.00029

Yapay
7 Sinir 10 | 0.00783 | 0.00708 | 0.57368 | 0.00011 | 0.01056 | -0.00014
Aglar
Yapay
8 Sinir 20 | 0.00787 | 0.00723 | 0.51194 | 0.00011 | 0.01068 | 0.00008
Aglar
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Bu kurulan modellerde de XGBoost modellerinin daha iyi sonug¢ verdigi
goriilmiistiir. Bu modellerden gerek ortalama mutlak hata performans 6lciitiiniin daha
yuksek olmasi, gerekse genel olarak diger performans Olgiitlerindeki
karsilastirmalarda da iyi olmasi nedeniyle ikinci model segilmistir. Bu modelde

gecmise doniik 57 giin veri kullanilmistir.

Digerine gore zaman dilimi daha kisitli olan ikinci veri setinden bir ¢aligma
daha yapilmistir. Buradaki ¢alismada da Borsa Istanbul 100 endeksinin en yiiksek
fiyatinin tahmini yapilmaya calisilmistir. Ayni giiniin acilis fiyati1 da gecmis veri setine
dahil edilerek modeller kurulmustur. Borsanin agilis fiyatinin gelmesiyle giiniin en
yiiksek fiyatinin tahmin edilmesi tizerine kurgulanmistir. Bu veri setimizde de 121 adet

test verisi olusmustur. Performans olgiitlerine gore ayrilmis 8 model paylagilmistir.

Tablo 4.4 : Ayni1 Giin En Yiiksek Fiyat Tahmini ikinci Veri Seti Performans

Sonuglari
SD

No| Yontem | k | MAE |Absolute| SA | msg | Sdrtof | Mean
Error MSE Error

1 | XGBoost | 58 | 0.005107 | 0.004433 | 0.762295 | 0.000046 | 0.006763 | 0.000466

2 | XGBoost | 20 | 0.005587 | 0.004827 | 0.774536 | 0.000055 | 0.007383 | 0.001091

3 | XGBoost | 41 | 0.005675 | 0.004725 | 0.757412 | 0.000055 | 0.007385 | 0.001348

4 | XGBoost | 5 | 0.005536 | 0.005465 | 0.769634 | 0.000061 | 0.007779 | 0.000103

5 | XGBoost | 34 | 0.005843 | 0.006059 | 0.769437 | 0.000071 | 0.008418 | 0.000036

6 | XGBoost | 50 | 0.006697 | 0.006386 | 0.752717 | 0.000086 | 0.009253 | -0.000374

Yapay
7 Sinir 15 | 0.007805 | 0.006799 | 0.498681 | 0.000107 | 0.010351 | 0.000489
Aglar
Yapay
8 Sinir 9 | 0.008218 | 0.008075 | 0.527559 | 0.000133 | 0.011522 | -0.000031
Aglar
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Bir¢cok performans Olciitiinde birinci model digerlerine gore daha basarili
oldugu goriilmistiir. Bu modelde gegmise doniik 58 giin veri bulunmaktadir. Bir

sonraki boliimde yatirim stratejisi olusturulurken bu model kullanilacaktir.

4.4  Yatirim Stratejisi Uygulamalari

Birinci veri setimize gore test tarihleri arasinda yapilacak pasif bir yatirimin
getirisi yaklasik eksi %9 olacaktir. Yani test verisinin baginda BIST100’e yapilacak
bir yatirim verinin son tarihinde kapanis fiyatindan satildig1 varsayilirsa, bu yatirim

yilizde 9 zarar edecektir.
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Sekil 4.4 : BIST100 Birinci Test Verisi Grafigi

Bu kisimda, elde ettigimiz tahmin verilerinden 2 farkli yatirnm stratejisi
kapsaminda 4 farkli yatirim stratejisi olusturulmus ve getiri grafikleri ¢izilmistir. Borsa
Istanbul’da anlik veri gesitli kaynaklardan iicretli olarak paylasilmaktadir. 15 dakikalik
gecikmeli veri ticretsiz olarak verilmektedir. Ayrica borsada araci kurumlar islem
hacmi tizerinden komisyon orani bazli iicret tarifesi uygulanmaktadir. Bu yatirim

stratejilerinin getirileri hesaplanirken Borsa Istanbul’daki verilerin iicretsiz ve anlik
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ulagima ac¢ik oldugu varsayilmistir. Ayrica herhangi bir islem masrafinin da olmadigi

varsayilmistir.

PAY PiYASASI SUREKLI iSLEM YONTEMi (TAM iS GUNLERINDE)
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Glincellenme Tarlhl: 01/11/2016 Sayfa1/4

Sekil 4.5 : Borsa Istanbul Islem Saatleri (Borsa Istanbul, 2019)

Borsa Istanbul her tam is giinlerinde yukaridaki cizelgeye gdre hareket
etmektedir. Bu ¢izelgeye gore her sabah gelen emirlerle birlikte bir agilis fiyati
olusmaktadir. Ayn1 zamanda her aksam kapanis fiyatinda/son fiyattan islem imkan

sunulmaktadir.

Yatirim stratejilerinden birincisi ertesi giiniin en yiiksek fiyatini tahmin eden
modelden {retilmistir. Birinci veri setiyle olusturulmus modelin test verisi
kullanilmistir. Bu test verisi 120 gilinden olugmaktadir. Bu 120 giinliik tahminler
kullanilarak borsanin sabah agilistyla birlikte agilis fiyatindan alim pozisyonuna
girildigi varsayilmistir. Hedef fiyat olarak da tahmin ettigimiz fiyat kullanilmistir.
Eger borsa giin i¢inde tahmin ettigimiz fiyata ulastiysa kazancli islem olarak getiri elde
edildigi diisiiniilmiistiir. Tam tersi olarak da bu fiyata ulasmadig1 takdirde tahmin

ettigimiz deger basarisiz sayilmis ve giiniin sonundaki kapanis fiyatindan pozisyonun

44



kapatildig1 varsayilmistir. Her ne kadar kapanis fiyatindan pozisyonlarimizi kapatsak
da modellerimizde borsanin yoniinii de tahmin ettigimizden kapanan bu pozisyonlar

da art1 getiri olusturabilmektedir.

Bu yatirim stratejisinde birinci veri seti ertesi giin en yiiksek fiyat tahmini igin
olusturulan model kullanilmistir. Bu modelle olusturulan yatirim stratejisinin gtinlik
olarak getirisi hesaplanmistir. Hesaplanan degerler birim deger 100’den baslamak

kaydiyla grafige yansitilmistir:
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Sekil 4.6 : Birinci Test Verisi ile Olusturulan Birinci Yatirim Stratejisi Getirileri
(Birim=100)

Verimizin ilk kisminda borsa diisiis trendinde olmasina ragmen modelimiz
ortalama seviyeyi takip etmistir. Daha sonrasinda stratejimizin sonunda ise yaklagik
yiizde 12°lik bir getiri elde edilmistir. Eger Borsa Istanbul endeksine test verisinin en
basinda pasif yatirim yapilmis olsaydi yaklasik yiizde 9’1uk bir kayip olusacakti. Bu
yatirim stratejisinin pasif yatirnma gore daha yiiksek getiri elde ettigi gézlemlenmistir.
Bu getirilerin standart sapma degeri ise 0,0117 olarak hesaplanmistir. Pasif yatirimin

giinliik getirilerinden hesaplanan standart sapmasina gore (0,0161) de daha diisiik
¢ikmaktadir.
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Yatirim stratejilerimizden ikincisi ise ayni glinlin agilis fiyatinin da 6grenme
verisinde bulundugu ve giin i¢i en yliksek fiyati tahmin etmeyi hedefledigimiz ikinci
modelimiz kullanilmistir. Bu stratejide de birinci veri seti kullanilmaktadir. Bu strateji
giinliik olarak borsanin siirekli islem seansinin agilmasiyla birlikte acilis fiyatindan alig
pozisyonu yapildigi ve gelen acilis fiyatiyla birlikte giin i¢i en yiiksek fiyatin tahmin
edilmesiyle birlikte pozisyona devam etme veya kapatma karar1 alinmistir. Ey ytliksek
fiyatin diigiik tahmin edilmesi durumunda agilis fiyatinda pozisyonun tekrar ayni
fiyattan kapatildigi varsayilmistir. Pozisyonumuzun devam etmesi yonii secilmisse
satig fiyat1 olarak tahmin ettigimiz en yiiksek fiyat girilmistir. Giin i¢inde en yiiksek
fiyata ulasilamamasit durumda giinlik kapanig fiyatindan islemin kapatildigi

varsayilmistir.

Bu varsayimlar g6z oniinde bulundurularak birim degerin 100 ile basladigi

getiri grafigi ¢izilmistir.
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Sekil 4.7 : Birinci Test Verisi ile Olusturulan ikinci Yatirim Stratejisi Getirileri
(Birim=100)
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Bu stratejimizde yiizde 31,6 getiri elde edilmistir. Bu modelimizde de pasif
yatirima gore daha yiiksek getiri elde edilmistir. Getirilerin standart sapma degeri de

0,0114 olarak hesaplanmistir.

Tablo 4.5 : Getiri Karsilastirma Tablosu (Ikinci Veri Seti)

Pasif Birinci Yatirim Ikinci Yatirim
Yatirim Stratejisi Stratejisi
Dénemsel -9.1% 12.0% 31.6%
Getiri
Standart Sapma 0.0161 0.0117 0.0114

Ayni giliniin agilis fiyatinin dahil edildigi model digerlerine gore daha iyi
sonuglar vermistir. Bu strateji ile pasif yatirim ve 6nceki ertesi giiniin tahmin edildigi

modele gore daha fazla getiri elde ettigi gozlemlenmistir.

Yatirim stratejilerinin bu kisminda 1277 giin veriye sahip ikinci veri setiyle
stratejiler olusturulmustur. Burada da onceki varsayimlar yapilmis ve giinliik islem
yapildign diisiiniilmiistiir. Ikinci veri seti test verisine denk gelen kisim yiiksek
derecede diisiis trendine sahip oldugu i¢in modellerimizin daha iyi test edilebilecegi
diistiniilmiistiir. Burada yatirim stratejilerinde kullanilacak modeller de bir dnceki
kisimda secilmistir. Burada kullanilan model ertesi giinlin en yiiksek fiyatim ve

yOniinii tahmin etmektedir. Getiriler giinliik olarak hesaplanmistir.
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Sekil 4.8 : Ikinci Test Verisi ile Olusturulan Ikinci Yatirim Stratejisi Getirileri
(Birim=100)

Bu yatirim stratejisinde ¢ok yliksek getiri elde edilememistir. Ancak buradaki
test verisinde borsanin giiglii bir diisiis trendinde oldugu goriilmiistiir. Bu zaman
dilimden yapilacak pasif bir yatirim yaklasik ytizde 20 zarar edecektir. Dolayisiyla
diisiik goziiken getirimiz aslinda pasif yatinma gore cok iyi bir performans
gostermistir. Bu yatirim stratejisinin standart sapmasi da 0,0091 ile pasif yatirima gore

daha iyi ¢ikmustir.

Son olarak, ikinci veri seti ile ayni giiniin en yiiksek fiyatin1 tahmin ettigimiz
en iyl modelle olusturulmustur. Bu yatirim stratejisinde borsada agilis fiyatinin
gelmesiyle tahmin modelinin ¢alistirildigi ve borsa endeksinde pozisyon alindigi
diisiiniilmiistiir. Islemler giinliik bazda gergeklestirildigi i¢in getiriler de giinliik bazda

hesaplanmistir. Birim deger 100 ile baslatilarak gorsellestirilmistir.

48



116.00

114.00

112.00

110.00

108.00

106.00

104.00

102.00

100.00 =¥ - mm oo oo e

98.00

96.00
CO 0O 0O 00 00 00 00 00 00 00 00 OO 00 00 00 00 00 00 ©O ©O CO GO 0O 0O 00 00 00 00 00 ©OQ
L R e T T T e e T e T e T e O e O e e S e e T e e e e A e O e A o T e O e S e O e B o O o |
~N S S S S S S " """ "“"“"“""“""“"“"“"“"“""'Y""‘™S"“>_""Y “""=""=="=-""="
Tddd T T a0 SIS ST WO WLWLWLWLWO O O
O 0 0000000000000 0O0O00000009000
~N S s S s S S S " - " """ """ ===
N DN AN 4O AN O NOWOUNOUNOWMOMO OMOILW A W O N O
O O d =" AN MO o =" AN AN O = = AN ONOO +d =1 NO O ad N AN MM O

Sekil 4.9 : Ikinci Test Verisi ile Olusturulan Ikinci Yatirim Stratejisi Getirileri
(Birim=100)

Bu yatirim stratejisinden donem sonunda yiizde 13,2’lik getiri elde edilmistir.
Bu getiri pasif getiriyle karsilastirildiginda ¢ok iyi sonug¢ vermistir. Bir Onceki

stratejimizden de daha iyi sonu¢ vermistir.

Tablo 4.6 : Getiri Karsilastirma Tablosu (Ikinci Veri Seti)

Pasif Birinci Yatirim Ikinici Yatirm
Yatirim Stratejisi Stratejisi
Dénemsel -17.9% 2.5% 13.2%
Getiri
Standart Sapma 0.0126 0.0091 0.0085

Biitlin yatirim stratejilerinin sonuglarinda bakildiginda ertesi giin tahminiyle
iretilen modellerin pasif yatirima gore daha 1yi sonug verdigi goriilmiistiir. Ayn1 giiniin
en yliksek fiyatini tahmin ettigimiz modeller her ikisinde de daha i1yi sonu¢ vermistir.
Ayn1 yatirnm stratejileri iki farkli veri seti ile denenmistir. Her iki veri setinde de

secilen modellerin iyi sonug aldig1 goriilmiistiir.
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SONUC

Gelisen bilgisayar ve veri teknolojileriyle birlikte makine 6grenmesi teknikleri
dolayli veya dogrudan bir¢ok finansal istatistiki ¢aligmada yer almaktadir. Literatiir
calismasinda inceledigimiz sekilde yapilan ¢alismalarda en ¢ok yapay sinir aglari ve
tiirevi modellerin kullanildig1 goriilmektedir. Finansal kararlarin verilmesinde ve
yatirrm  stratejilerinin  olusturulmasinda, bilgisayar teknolojiSinin yardimiyla
algoritmalar olusturulmakta ve verilen finansal kararlar otomatik hale gelmektedir.
Gliniimiizde bircok yatinm kurulusu, algoritmik islemler igin bilgi islem
teknolojilerine yatirim yapmaktadir. Yapilan algoritmik alim-satim islemleri, veri
toplama ve isleme yeteneginin gelistirilmesiyle ¢ok hizli hale gelmistir. Yapilan
islemler milisaniye seviyelerine ulagmigtir. Literatiirde bu islemler yiiksek hizli
islemler (High Frequency Trading) olarak adlandirilmaktadir. Yiiksek hizli islem
teknolojileriyle, yatirimcilar ve sirketler piyasadaki degisimlere anlik olarak tepki

vererek, cesitli stratejilerle alim-satim islemleri gergeklestirmektedir.

Bu ¢alisma Borsa Istanbul 100 endeksi iizerine yapilmistir. Endeksin giinliik
en yiiksek fiyati, makine 6grenmesi modelleri ile tahmin edilmeye ¢aligilmistir. Olusan
bu veriler ile de giinliikk yatirim stratejileri olusturularak pasif yatirima gore daha
yuksek getiri elde edilmesi hedeflenmistir. Calismada makine Ogrenmesi
yontemlerinden yapay sinir aglar1 ve karar agaci temelli gradient boosting modeli olan
XGBoost modelli kullanilmistir. Kullanilan modeller gesitli performans olgiitlerine
gore karsilastirilmustir. Iki ayr1 zaman diliminde iki farkli kurdugumuz modellerde
XGBoost modellerinin yapay sinir aglari modeline gore daha iyi sonug verdigi
yoniinde bulgular elde edilmistir. Segilen bu modellerle de iki farkli yatirim stratejisi
olusturulmustur. Bu stratejiler olusturulurken Borsa Istanbul fiyat olusum seans yapisi

g0z oniinde bulundurulmustur.

Olusturulan birgok modele gore borsanin yoniiniin tahmin edilmesinde,
XGBoost modeli ile yapay sinir aglari modelinden daha yiiksek performans elde
edilebildigi gdzlemlenmistir. Borsa Istanbul 100 endeksinin en yiiksek fiyatmin

giinlik yoniinlin tahmin edilmesinde yilizde 72’lik oranlara ulasilmistir. XGBoost
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modellerinin karar agaci tabanli model olmasi bunun nedenlerinden bir tanesi oldugu

distiniilmektedir.

Tahmin modellerinde ayni giinlin acilis verisinin de ge¢mis veri olarak
kullanildig1 modeller, sadece onceki giinlerin verisinin kullanildigi modellere goére
daha iistiin performans saglamistir. Bu da Borsa Istanbul 100 endeksinde, en yiiksek
fiyatin tahmin edilmesinde giinlik agilis fiyatinin 6nemli bir veri oldugunu

gostermektedir.

Kurgulanan stratejilerde islem ve bilgi maliyetlerinin olmadig1 varsayilmaistir.
Borsada algoritmalarla yapilan alim-satim islemlerinde cesitli stratejiler
uygulanabilmektedir. Bu c¢alismada giinliik olarak alim yonlii stratejiler
olusturulmustur. Olusturulan stratejilerde yapilan tahmin modelleri dogrultusunda

pasif yatirima gore daha yiiksek getiri elde edilebilecegi goriilmiistiir.

Yapilan ¢aligmada, 5 yillik veri seti kullanarak olusturulan modelde 6 aylik
donem icin test yapilmistir. Bu test déneminde al-tut stratejisi ile Borsa Istanbul 100
endeksine yapilacak yatirim ylizde 9 zarar edecektir. Makine 6grenmesi modeliyle
olusturulan tahminler vasitasiyla giinliik al-sat stratejileri olusturulmustur. ik yatirim
stratejisi ile ayn1 donem igin yiizde 12 donemsel getiri elde edilmistir. Ikinci yatirim
stratejisi ile de ylizde 31,6 getiri ile hepsinden yiiksek donemsel getiri elde

edilebilecegi goriilmiistiir.

Test edilen yatirim stratejilerinin hepsinde pasif yatirima yani al-tut stratejisine
gore daha yiiksek performans goézlemlenmistir. Bu yatirim stratejileriyle Borsa
Istanbul trendinin asag1 oldugu donemlerde bile getiri elde edilebilecegi goriilmiistiir.
Ayrica ayni giiniin acilis fiyatinin tahminci veri setine eklenmesi ile olusturulan ikinci
yatirim stratejisinde, modelin performansinin arttigi gézlemlenmistir. Gézlemlenen

getirilerin tesadiifi olmadigi ikinci veri setiyle de kontrol edilmistir.
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EKLER

Yapilan ¢alismada Python programlama dili kullanilmistir. Modellerin kodlar:
sadelestirilerek bu kisimda basliklari ile paylasilmustir. ilk olarak Ek 1°de performans
Olciitlerinin tanimlart ve hesaplama sekilleri bulunmaktadir. Ek 2’de XGBoost
kiitiiphanesinin kullanimi ve parametre giris degerleri belirtilmistir. Ek 3’de ise yapay
sinir aglart modelinin kullanim sekli ve parametre degerleri gosterilmistir. Yapay sinir

aglar1 modeli i¢in Tensorflow kiitiiphanesinden faydalanilmistir.

EK 1 : Performans Olciitleri Hesaplar1

import numpy as np
import pandas as pd

def stats str(self, stats):

return 'Mean absolute error: %.6f\n' % stats['mae'] + \ # Ort
alama mutlak hata, tahmin edilen ve gerceklesmis degerin arasinda
ki farktir.

'SD absolute error: %.6f\n' % stats['stdae'] + \ # H
atalarin standart sapma degerini gdsterir.

'Sign accuracy: %$.6£\n' % stats['sign accuracy']
+ \ #Verilen sinyalin dogruluk oranini gdsterir.

'Mean squared error: %.6f\n' % stats['mse'] + \ # Ort
alama kare hata, hatalarin karelerinin toplaminin ortalamasini goé
sterir.

'Sqrt of MSE: $.6f\n' % stats['sqgrt mse'] + \
# Ortalama kare hatalarin karakdkii (Sqrt of MSE), hatalarin karel
erinin toplaminin ortalamasinin alinmasi sonrasindaki karekdok deg
eridir.

'Mean error: %$.6f\n' % stats['me'] + \ # Orta
lama hata, tahmin degerleri ile gercek degerlerin arasindaki orta
lama hatadir

def compute stats(self, prediction, truth):

residuals = np.abs(prediction - truth)
return {
'mae': np.mean(residuals),
'stdae': np.std(residuals),

'sign accuracy': np.mean(np.equal (np.sign(prediction), np
.sign(truth))),

'mse': np.mean (np.power (prediction - truth, 2.0)),

'sgrt mse': np.mean (np.power (prediction - truth, 2.0)) **
0.5,

'me': np.mean (prediction - truth),}
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EK 2 : XGBoost Modeli ve Kullanilan Parametreler

def iterate xgb(job info, Jjob runner, iterations=100, k 1im=60) :

if XgbModel is None:
return

job runner.iterate (iterations, params fun=lambda: {
'"target': job info.target,
'k': np.random.randint (1, k lim),
'model class': XgbModel,

'model params': {
'max_depth': np.random.randint (3, 8),
'n estimators': np.random.randint (100, 300),
'learning rate': 10 ** np.random.uniform(-2, -0.5),
'gamma': np.random.uniform(0, 0.1),
'subsample': np.random.uniform (0.5, 1),

}
})

import os
from xgboost import XGBRegressor
from sklearn.externals import joblib

from .model import Model
from util import vlog

class XgbModel (Model) :
def init (self, **params):
Model. init (self, **params)
del params|['features']
self. model = XGBRegressor (**params)

def fit(self, train):
self. model.fit(train.x, train.y)

def predict(self, x):
return self. model.predict (x)
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EK 3 : Tensorflow Yapay Sinir Aglar1 Modeli ve Kullanilan Parametreler

def iterate neural (Job info, job runner, iterations=10, k 1lim=21)

if NeuralNetworkModel is None:
return

job runner.iterate(iterations, params fun=lambda: {
'target': job info.target,
'k': np.random.randint (1, k lim),
'model class': NeuralNetworkModel,
'model params': {
'batch size': np.random.choice([500, 1000, 2000, 40

001),
'epochs': 100,
'learning rate': 10 ** np.random.uniform(-10, -2),
'init sigma': 10 ** np.random.uniform(-10, -3),
'layers': random layers (np.random.randint (1, 4)),
'cost func': np.random.choice(['1l1l', '12']),
'lambda': 10 ** np.random.uniform(-8, -2),

})
from _ future  import absolute import
import tensorflow as tf

from .tensorflow model import TensorflowModel
from .nn_ops import ACTIVATIONS, COST_ FUNCTIONS, dropout, batch
_normalization

class NeuralNetworkModel (TensorflowModel) :
def init (self, **params):
TensorflowModel. init (self, **params)

self. layers = params.get('layers', [])

self. init sigma = params.get('init sigma', 0.001)

self. lambda = params.get('lambda', 0.005)

self. cost func = COST FUNCTIONS [params.get('cost func'
1271

self. compile ()

def compile(self):
TensorflowModel. compile (self)

with tf.Graph() .as default() as self. graph:
x = tf.placeholder(tf.float32, shape=[None, self. f
eatures], name='x")
y = tf.placeholder (tf.float32, shape=[None], name='
v')
mode = tf.placeholder (tf.string, name='mode')
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rand init = lambda shape: tf.random normal (shape=sh
ape, stddev=self. init sigma)

layer = x

dimension = self. features
reg = 0
for idx, layer params in enumerate(self. layers):
with tf.variable scope('l %d' % idx):
size = layer params.get('size', 50)
W = tf.Variable(rand init ([dimension, size]
), name='Wsd' % idx)
b = tf.Variable(rand init([size]), name='Db%
d' % idx)
layer = tf.matmul (layer, W) + b
batchnorm = layer params.get ('batchnorm', F
alse)

if batchnorm:
batch normalization(layer, tf.equal (mod
e, 'train'))

activation func = ACTIVATIONS[layer params.
get ('activation func', 'relu')]
layer = activation func(layer)

dropout prob = layer params.get ('dropout',
0.5)

layer = dropout (layer, tf.equal (mode, 'trai
n'), keep prob=dropout prob)

reg += self. lambda * tf.nn.12 loss (W)
dimension = size

with tf.variable scope('l out'):
W out = tf.Variable(rand init ([dimension, 1]),
name="W")
b out = tf.Variable(rand init([1]), name='b'")
output layer = tf.matmul (layer, W out) + b out
reg += self. lambda * tf.nn.12 loss(W_out)

cost = self. cost func(output layer, y) + reg
optimizer = tf.train.AdamOptimizer(self. learning r
ate) .minimize (cost)

init = tf.global variables initializer()

self. x = x
self. y =y
self. mode = mode

self. output = output layer

self. cost = cost
self. optimizer = optimizer
self. init = init
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