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OZET

YUKSEK LISANS TEZi

DERIN OGRENME TEKNIKLERINI KULLANARAK BAGLAMSAL
BENZERLIGE DAYALI OTANTIK ISLAMI METINLERIN AKILLI
KUMELENMESI

Shakeel Ahmad Sheikh

Istanbul Universitesi

Fen Bilimleri Enstitiisii

Enformatik Anabilim Dal

Damisman: Prof. Dr. Sevinc GULSECEN

Bazi sosyal veya dini olaylarla ilgili karar verirken,islam hukuk uzmanlar1 (Islamic Jurists)
meseleyle dogrudan iligkili ya da baglamsal olarak benzer (contextually analogic) ya da
onunla iligkili meseleleri bulmak i¢in tiim temel metinleri taramalidir. Bir hakim heyetinin
veya hakimin verecegi hiikkmiin,eger meseleyle ilgili mevcut kaynak ve hukiimleri dikkate
alirsa muhkem olacagi agiktir. Eger bir hukum s1g bir seviyede verilmigse,0 zaman tarihte
goriildiigii iizere toplumda boliinme ve catismalara yol acacaktir. Bu tezde biz sorgulama
yapildigindan baglami c¢ikaran ve iligili kiilliyati (Corpus) heyetin onune getiren,derin
ogrenmeye dayali farkli teknikler 6neriyoruz.

Baglamsal benzerlik ve kiyasa dayali kiimeleri gelistirmek icin Derin 68renme
teknikleri,6zellikle Derin  Sinir Aglar1  ve denetimsiz kiimeleme algoritmalari
(K-Ortalama,BIRCH,Deep Embedded Clustering (DEC) ve Spektral) kullanilmastir.
Korpusun  gomiilmesi,Google’in ~ Word2Vec,Doc2vec,Facebook’un  FastText  ve
Stanford’in ~ GloVe  kullanilarak  hesaplanmistir. ~ GOmiilenler  (embeddings),
Word2Vec,Doc2Vec,Facebook’un fastText ve Stanford’s GloVe modellerini ¢ok boyutlu bir
baglamda gommek i¢in egitilmis metin korpusundan hesaplanmistir.

Temmuz 2019, 71 sayfa.

Anahtar kelimeler: Derin C)grenme,Kelime Gomme,Metin Kiimeleme,Dogal Dil I§leme
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SUMMARY

M.Sc. THESIS

INTELLIGENT CLUSTERING OF AUTHENTIC ISLAMIC TEXTS BASED
ON CONTEXTUAL SIMILARITY USING DEEP LEARNING TECHNIQUES

Shakeel Ahmad Sheikh

Istanbul University

Institute of Graduate Studies in Science & Engineering

Department of Informatics

Supervisor: Prof. Dr. Sevinc GULSECEN

While issuing the rulings regarding some social or religious affair,the Islamic Jurists (legal
experts) has to go into all the basic but authentic texts to find the stuff which is directly
related or having the contextual analogy or has an association with it. It is obvious that the
verdict or ruling of a jury or jurist will be strong if he takes into account all the contextually
related stuff. If the decision is taken just at the shallower level,it potentially leads to the
rift and conflict in the society and has been historically observed. In this thesis,we propose
various techniques based on deep learning,which upon query,infers a context,and produces
before the jury all the related corpus.

Deep learning techniques especially Deep Neural Networks and unsupervised clustering
algorithms (K-Means,BIRCH,Deep Embedded Clustering (DEC) and Spectral ) were
used to develop clusters based on the contextual similarity and analogy. The
embeddings were calculated in itself from the text corpus trained on embedding models
Word2Vec,Doc2Vec,Facebook’s fastText,and Stanford’s GloVe in the multidimensional
context. Google’s Tensorflow along with Keras framework have been deployed to carry
out the training of the autoencoder.

Temmuz 2019, 71 pages.

Keywords: Deep Learning,Word Embedding,Text Clustering,Natural Language

Processing. .
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1. GIRIS

Yapay Zeka (YZ) makineleri,insan davranisinin benzerini veya daha iyisini yapma
kapasiteleri acisindan degerlendirilir. YZ,Alan Turing’in 6nerdigi klasik kritere uygun
davranig gosterirse bu Turing testini gectigi anlamina gelir [47]. Eger bir kullanici,bir makine
tarafindan tiretilmis ¢iktiya bakar ve bunu bir insanin mi,yoksa makinenin mi iirettigini ayirt
edemezse,YZ nin Turing testini gectigi sdylenir. Bir chat-bot,insanlarin akilli davraniglarini
taklit eden bu tiir bir makinedir. Chat-bot,son kullanicilar ile etkilesime girmek i¢in insanlar

yerine otomatik programlarin kullanimina bir 6rnektir.

Tamimlama 1.1 (Dogal Dil Isleme) “Dogal dil isleme!

(Natural Language Processing
(NLP))”ye yapay zeka(YZ)nin bir alt grubu oldgunu soyleyebiliriz ciinkii bu hesaplama
cihazlar ve dogal diller arasinda etkilesimleriyle ilgileniyor. Ozel olarak hesaplama
cihazlar ,proses ,okumak ,gruplastirmak,analiz etmek ve dogal dil mecmua etmek icin nasil

programlanirlar bunu gosteriyor.

Dil isleme uygulamalarini data isleme uygulamalarindan ayirtan en onemli sey dil bilgisinin
kullamilmasidir. Unix wce programi bayt sayilarmni veya bir metin dosya icinde satir
sayisint hesaplamak icin kullandigr zaman bu bir basit veri isleme uygulamadir. Ama eger
aynt program bir dosya icinde kelime sayisint hesaplamak icin kullanilirsa,bir dil isleme

uygulamast sayilir.

1.1. MOTIVASYON

Gantz [18]’a gore,0niimiizdeki 10 yil icinde dijitallestirilmis verinin  90%’1
yapilandirilmamus veri olacaktir. Ozellikle metinler yapilandirilmamis veri olup bunlar
elektronik belgeler,web sayfalari,sosyal ag siteleri gibi her yerde bulunur. Insan icin,dogal
dil kolayca okunabilir ve anlasilabilirdir,ancak metinsel verilerin biiyiik miktarlarindan
oOtiirli,insanlarin bu tiir metinsel veri hacimlerini islemesi ve bu kadar biiyiikk olan

anlam ve kaliplar1 kategorilere ayirma,siniflandirmasi, neredeyse imkansizdir. Metin

1 Terminoloji iin: https:/github.com/deeplearningturkiye/turkce-yapay-zeka-terimleri/blob/master/turkce-ingilizce.md



analizi,verilerin siniflandirilmasinda,ve diizenlenmesinde ve yapilandirilmamis verilerden
cikarimlarin, kurallarin ve modellerin ¢ikarilmasina yardimci olabilir. Metin verilerinden
egilimleri ve bilgi kaliplarini bulmak ve tahmin etmek icin ¢esitli yaklagimlar uygulanmistir
[34]. Metin isleme ayni1 zamanda olasi dolandiricilik vakalarini tespit edebilmek igin
finansal olaylarda da kullanilabilir [24]. Son zamanlarda tbbi endiistriler,daha faydali

ilaglar kesfetmek iizere tibbi belgelerin kullanilmasi i¢in metin iglemeye baglamistir.

Metin isleme,faydali verilerden ve metin verilerinden c¢ikarimlardan tiiretmek icin
cesitli ara¢ ve teknikleri uygular. Bu teknikleri,siniflandirma,6zetleme.kesif analizi,bilgi
edinme (IR) gibi islevlerine gore smiflandirabiliriz. Kesif analizi,kiime analizi ve konu
¢ikarimini icerir. Bu nedenle,metin islemeyi,dogal dilde Derin Ogrenme Sinir Aglari’ ndan
(DLNN’ler) teknikleri kullanan veri madenciliginin alt kiimesi olarak diisiinebiliriz. Bu
aragtirmada,islami metinlere baglamsal benzerliklerine dayanarak ilgili kiimeleri elde etmek
icin ¢esitli derin dgrenme teknikleri uygulanmistir. Bu arastirma,islami metin alanindaki

problem ¢ozme i¢in derin 6grenme tekniklerini kullanan ilk cabalar arasindadir.

Metin verisinin tematik olarak siiflandirilmasi,Yedi Epitomes’e dayanmaktadlr,M.O’
olusturulan ilk simiflandirma sistemidir [26]. Bu,rapsodiler,sanat,sarki sozleri askeri
metinler,kehanet ve sayilar gibi bir¢ok farkli kategoriden olusur. Bu sekilde mevcut tiim

kitaplar (yaklasik 10 bin) elle kategorize edilmistir.

Islami metinlerin yani Hadis’in tematik olarak siniflandirilmasi,Horasanli alim Abdullah
Ibn El Miibarek’in 8.yy calismasim dayanmaktadir. Hadis,Hazreti Muhammed’in (S.A.V)
cesitli durumlarda soyledikleri veya yaptiklarina iligkin raporlardir. Siinnet, Muhammed’in
(S.A.V) yasam seklini ifade eder. Hadislerin Arapca anlami ‘“anlati” veya “baldric” diir
ve Siinnet “Gelenekler” olarak c¢evrilir. Hadislerin,Muhammed(S.A.V) ’in Geleneklerini
gostermesi  gerekiyordu. Hadisler,Kur’an 0gretilerinin anlagilmasinin ve Kur’an’da
sunulan genel talimatlar hakkinda ayrintili bilgi edinmenin anahtaridir [33]. Hadislerin
toplanmast Hz. Osman Ibn Affan (r.a) doneminde halifeligin resmi talimati altinda
Kur’an’in toplanmasindan,onlarca y1l sonra bagladi. Hadislerin,Hz. Muhammed(S.A.V)’in
vefatin sonra,peygamberin arkadaglarinin,insanlarin hadisleri ile Kuran karistirilmasindan
cekindiginden dolay1 yazilmadigina inanilmaktadir. Halife zamaninda,Miisliimanlar arasinda
uyusmazliklara neden olabileceginden [11] ya da Miisliimanlarin Kuran’1 terk etmesine

ve tahrif etmesine yol acabilir Hadislerin toplanmasi yasaklandi [1]. Ancak krallara



mektuplar,Miisliimanlar icin kullamim kilavuzlari ve Peygamberin (S.A.V) 1srar1 nedeniyle

kaydedilenler gibi yaklasik 65 diger belge kaydedilmistir [42].

Dinin anlagilmasi i¢in; ister Kuran olsun, Hadis olsun ,ister Hristiyanlarin Incili,Hindularin
Vedast olsun,din metninin anlasilmast gerekir. Bu dini metinler kendi dinlerinden
uzaklagtirilirsa, anlamini kaybedecektir [48]. Islam alimleri,Islami metinlerin derinliginin
anlagilmas1 i¢in nitel ve kritik yOntemler kullanirlar. Bu nitel yontemler,onbinlerce
sayfalik diiz metnin iizerinden gec¢mekten ibarettir. Bilgisayarin giicii ve dijital
verilerin bulunabilirligi insanlarin bilgi saklama ve biriktirme yetenekleri biiyiik olgiide
gelistirmistir. Gecmiste,korpusun kapsami dardi ve verileri elle simiflandirmak zor degildi.
Sayisallastirilmis metin verilerini degerlendirmek ve bunlar1 anlamli yapilara ayirmak
yorucu ve ¢cok zaman alan bir siirectir ve ¢cok bilyiik miktarda web verisinin mevcudiyeti ile
imkansiz hale gelmistir. Ozellikle,verinin baglamsal benzerliginden anlamli bir i¢gorii elde
etmek ve bilgiyi anlama,ve yorumlama yetenegimizi toplama becerimizle eglestirmek i¢in
Islami verileri diizenleme ve kategorilere ayirma yontemine yeni bir yaklasim gerekmektedir.
Islami uzmanlara ve hukukgulara,ilgili metni bulmada ve ona gére bir analoji kurarak karar

vermede yardimci olmak gerekmektedir.

1.2. TERMINOLOJI

Bu tezde aciklamay1 gerektiren bazi terimler kullanilmistir. Oncelikle bu terimler
aciklanacaktir. Bu,Islami Kiilliyatin bilgisayar bilimlerinde akilli metin kiimelenmesi iizerine
bir tezdir. Ayrica,dil teknolojisinde,metinlerde kiimelenme ve metinlerin baglamsal olarak
uyumlu kiimeler halinde kategorilere ayristirmak i¢in uygulanan,denetlenmeyen derin sinir
aglar ile ilgili bir tez oldugunu sdyleyebiliriz. Bazilar1 dil isleme teknolojisinin bilgisayarl
dilbilimin bir alt kiimesi,digerleri ise bilgisayar bilimi alt alam (6zellikle AI) olarak
adlandirilmas: gerektigini savunmaktadir. IR,genellikle biiyiik bir korpustan bilgi bulma
ve cikarma ile ilgili bir yaklasimdir. Metin kiimeleme bir IR yontemi olmanin yani sira
yapilandirilmamig korpusu birlestirerek yeni bilgiyi kesfetmek ve bulmak icin kullanilan
denetimsiz bir derin sinir ag1 yontemidir. Tiim alanlara uyan tek bir evrensel kiimeleme

teknigi yoktur.



1.3. KUMELENME & KATEGORIZASYON

Otomatik smiflandirma,bir modelin bir belgeye veya metnin,0nceden belirlenmis
kategorilerden olusan bir alanina ait olduguna karar vermesine izin vermek anlamina
gelir. Kiimelemede,model verilen bir metnin nasil boliimlendirilmesi gerektiine karar
verir. Yeni bir metnin bilinen kategorilere gore siniflandirilmasi amaglandiginda,kategorize
edildiginde,daha 6nce bilinmeyen yeni kiimelerin kesfedilmesi ve kesfedilmesi istendiginde
kiimelenme uygun oldugu i¢in kategori kullanilabilir. Bu yontemler goriinmeyen korpus
setinde merak uyandiran sonuglar verebilir; siniflandirma,bunlari onceden tanimlanmig
diizen ve yapiya gore gruplandirir,kiimeleme,belirli metin korpusu kiimesinin diizenini ve
yapisini gosterir. Bu tez esas olarak,metin verilerinin derin sinir ag1 modellerinin yardimi ile

baglamsal benzerlige dayali kiimelenmesine odaklanmaktadir.

1.4. KUME,KORPUS,KELIME,BELIRTEC

Bu tez calismasinda,bagliklar,hiperbaglaclar,belge numaralart  vb. meta veriler
kullanilmamaktadir. Bu tezde kiimelendirilen varliklar,korpus,metin,dokiimanlar vb.
olarak adlandirdiZimiz genellikle baglama bagl olarak kelimelerin dizisidir. Kelime ve
belirtec,birbirinin yerine kullamlir. Korpus Ingilizce dilinde olup genellikle bosluklarla,soru
isaretleriyle,virgiillerle ve kullanilan diger sinirlayicilarla ayrilmistir. Ayni alfabe grubuna
sahip olan Ingilizce ve diger diller icin bu iyi bir aciklama gibi goriinmektedir,ancak
Arapga,Tiirkge ve diger eklemeli diller i¢in uygun olmayabilir. Bu tezde kelimeler,ctimleler

ve belgeler (Hadisler) birbirinin yerine kullanilmagtir.

1.5. KUMELEME TEKNIKLERI,TEMSIL,BENZERLIK VE KELIME GOMME

Kiimelenme icin temel amag,farkli tiplerde olabilir. Mesela,Islam hukukculari,kararlarim
verirken yardimci olabilecek hangi metne bagvurduklart metinleri,istedikleri sekilde
sectik icin,bazi son derece ©nemli bir zaman noktasinda,islam hukukcularinin buna
uygun olarak hangi metni sectiklerini se¢melerine yararli olabilir. Korpus,cesitli
sekillerde tiirlere ayrilabilir. Birgok kiimeleme teknigi vardir. Bir¢ogu,varliklar
(corpus) arasindaki (dis) benzerlikleri bilmeyi gerektirir. Bazilar1 her kelime,belge

icin temsil edilmesini ve gerektiginde hesaplanabilecek benzerligin bir tanimim1 gerektirir.



Kelimelerin,ciimlelerin,belgelerin nasil temsil edildigi ve benzerlik taniminin uygulamalar
arasinda nasil degistigini tanimlamak gereklidir. Bunu bagsarmak icin,derin 0grenme
alaninda,kelimeler,climleler ve belgeler genellikle kelime gommelerle temsil edilen cesitli
yontemler vardir. Gomme kelimesi,kelimelerin,belgelerin anlam1 hakkinda bir sey ifade
eden ve yakalayan kelimelerin ve belgelerin yogun vektor temsilidir. Sozciik gommeleri,cok
biiylik bir metin kiimesinde c¢alismak icin derin bir sinir ag1 kullanarak iiretilir. Her bir
kelime,belge,yiiksek boyutlu gomme alanindaki bir nokta ile temsil edilir ve etrafindaki
kelimelerin,belgelerin baglamina gore bu noktalar 68renilir ve karigtirilir. Farklilik,vektorler
arasindaki mesafe olarak tanimlanabilir. Gelecek boliimlerde ele alinacak olan derin
0grenme modellerinde,gomme vektorleri olarak ifade edilen kelimeler veya belgeler 6rnegin

korpus,varliklar: tantmlamak i¢in kullanilan bir dizi 6zellik olarak kabul edilebilir.

Kiimeleme,boliimleri veya ilgili bazi kriterleri yerine getirmeye ve karsilamaya calisan
bir dizi teknik sunar. Her kiimedeki varliklarin olabildigince homojen ve benzer olmasi
gerekir. Bununla birlikte,benzerlik tanimlamasinin gergek varliklar arasindaki benzerligi
yansittigini diistinmeliyiz. Bu ¢alisma temel olarak icerik boliimlerine,yani benzer icerigi
paylasan metin kiimelerine odaklanmaktadir. Oyleyse soru,korpus’u nasil temsil ediyor ve
aralarindaki baglamsal benzerligi nasil tanimliyoruz? Bir¢ok derin 6grenme uygulamasinda
kiimeler,i¢cinde goriinen sozciikler,belgeler ile temsil edilir ve iki belge,ciimle (Hadisler)

arasindaki benzerlik,Hadislerin vektorel yogun temsilleri dikkate alinarak tanimlanir.

1.6. ARASTIRMANIN HEDEFI

Bu arastirmanin amaci,farkli kelime gomme modellerinden iiretilen temsillerin var
olan cesitli kiimelenme teknikleri iizerindeki etkisini analiz etmek ve karsilastirmaktir.
Bu,uygulama odakli bir aragtirma ¢alismasidir,ancak sonuglar kendi baglarina umut verici

ve ilging goriinmektedir.

1.7. METIN KUMELEMESI

Kiimelenme,metin govdesi icerisindeki iliskileri otomatik olarak analiz eden ve baglamsal
benzerliklerine dayanarak tutarli ve kompakt yapilandirilmis metin kiimeleri halinde

siniflandiran ve organize eden en 6nemli denetimsiz tekniklerden biridir. Bilgisayarla gorme



alaninda genis bir uygulama alani vardir [23],biyoinformatik [61],gibi NLP [59].

Son yillarda,kiimelenme sorunlarini ele almak icin sayisiz algoritma ortaya atilmigtir
[14]. Bununla birlikte,tiim sorun alanlarina uyan tek bir algoritma yoktur. Bu gorev
alanina ve ele alinacak metin govdesine (Corpus) baghdir. Genel olarak kiimelenme
teknikleri-benzerlik tabanli ve 0Ozellik tabanli kiimeleme algoritmalar1 olmak iizere iki
yaklagim vardir. Bir 6rnegi ele alalim,islam hukukcusunun ilgili kararinin ayrintili arka
planina ihtiya¢ duydugunu,ancak hadislerin ayrintilarina bakmasinin miimkiin olmadigini
varsayalim. Bu durumda biitiin Hadislerin baglamsal benzerliklerine dayanarak bir¢ok farkli
kiimeye kiimelemek yerine ne yapabiliriz. Genellikle,algoritmalarin ¢ogu,dogustan gelen

yapilari,alttaki orijinal 6zellik alanindan bulmaya calisirlar.

1.8. KUMELEME CESITLERI

Kiimeleme genel olarak 2 alt gruba ayrilabilir:

Tammmlama 1.8.1 (Sert Kiimelenme) Bu kiimelenme tiiriinde,her bir veri noktasi
(baglanmimizdaki Hadis) kiimelenmeye aittir veya tamamen degildir. Yukaridaki ornekte

oldugu gibi,her hadis tam olarak bir kiimeye konur.

Tamimlama 1.8.2 (Yumusak Kiimelenme) Yumusak kiimelenmede, her bir Hadis’i ayri bir
kiimeye koymak yerine,bu hadislerin bu kiimelerde bulunma olasiligi veya olasiligi tespit
edilmistir. Ornegin,yukaridaki érnekten her Hadise metnin 50 kiimesinden birinde olma

olasilig verilmistir.



2. DERIN OGRENME

Bu boliimde,derin 6grenme literatiiriindeki dikkate deger basliklarin genel bir aciklamasi
verilmigtir. Aragtirmanin literatiiriindeki hali hazirdaki derin 68renme teknikleri detayli
anlatilacak ve kargilagtirilacaktir. Derin 6grenmenin kullanimi ve uyglama alanina yapilan
katki ¢caligmanin tartisma boliimiinii olusturmaktadir:belirli bir uygulama i¢in hangi teknoloji
kullanilmalidir? Belirli Derin 6grenmenin algoritmasina bakarak bir olay icin kullanilan
teknolojiya Onsezi olusturur. Oyle,belirli uygulama uzayina en uygun olan yontemi elde

edebiliriz.

Tamimlama 2.1 Makine 6grenmesi (Machine Learning (ML)) Yapay zekanin alt alanmdir.
Burada bilgisayar yazilim katmadan modeller ve sonuclara dayanarak zeki bir sekilde
davranmaktadir . Makine ogrenmesi (MO) ,algoritmalart olusturarak saglanan verilerle
ilgili tahminlere odakli bir ¢calisma alamidir. Makine 6grenmesi bir fonksiyonu bulmay: ve

ogrenmeyi hedefler.
[ X—=Y

verilerin ozellik giris uzayt X en uygun tahmin edilen cikis uzayma Y aktarir [2]. Ornek
verilere dayali bir matematik modeli olusturur ki,buna egitim verileri denir. Bu verilere
dayanarak dayali bir tahmin yapmak yada karar almak icin bir fonksiyon olusturur. Egtim
verileri etiketli (cift giris ve istenen cikis tahmini) yada etiketsiz verilerden olusur. f
Jonksiyonu verileri kesin bir sekilde uymak icin,uzayn tipine dayali 6zel secilmistir. Mitchell
[31] makine 6grenmesini soyle tanimlar ‘bir bilgisayarin uygulamasidinuygulama T gorev
swnifi ve P performans olgiitiine énem vererek E deneyim iizerinden dgrenirperformans
gorevi T ve olcii P ise E deneyimle gelistirir'. E burda veri grubu MO algoritmasi
tarafindan gecirir. P élgii MO algoritmast iyi bir sekilde ¢alistgim gosterir.Simiflandirma
sorunlarinda genellikle kesinlik performans élcii olarak secili. MO uygulamalari: eposta
filteremek,fotograflarin siniflandirmasi,metin kiimelenmesi,makine terciimesi icin kullanilir.
MO kestirimsel ¢oziimlemeye de isaret eder. Aasagidaki Sekil 2.1: MO ve normal

programlama arasindaki farklar: gostermektedir.
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Sekil 2.1: Makine Ogrenmes ve Geleneksel Programlama Arasindaki Fark

2.1. MAKINE OGRENME ALGORITMASININ SINIFLANDIRMASI

Dort kategori olarak siniflandirir:

1. Denetimli Ogrenme (Supervised Learning)
2. Denetimsiz Ogrenme ( Unsupervised Learning)
3. Yari-Denetimli Ogrenme (Semi-supervised Learning)

4. Pekistirmeli Ogrenme (Reinforcement Learning)

2.1.1. Denetimli Ogrenmesi

Denetimli 6grenmede egitim siiresinde bir ¢ift girig(X) ve ¢ikis(Y) olur,ve eslestirmenin ¥ =

f(X) 6grenmesi bir algoritma elde ederiz.

Bu tir 6grenmede amacimiz bu fonksiyonun yaklagsmasidir,oyleki egitim siiresinde
yeni giris Orneginden cikisi tahmin etmeliyiz. Denetimli MO bir danisman olarak
diisiiniilebilir,burada danigman egitim siiresine danistyor. Algoritmalar ¢ift egitim verisi
stirekli olarak bir tahmin yapiyor. Algoritmalar hem Ogreten tarafindan hem de
hazir diizeltilen girig-¢cikis ciftlerinder olusur. En yakin komsu(Nearest Neighbor),Naive
Bayes,Karar Agaci(Decision Trees),Dogrusal Baginti(Linear Regression),Destek Vektor
Makinasi(Support Vector Machine(SVM)) en yaygin Denetimli algoritmalardir. Coziilebilen

problemler gerileme gorevler ve siniflandirmadar.



2.1.2. Denetimsiz Ogrenme

Denetimsiz 6grenmesi modelleri etiketsiz veri ile beslenir. Denetimsizde,sadece giris veri
(X) olup denk diisen ¢ikis de8iskenler olmaktadir. Egitim siirecinde danigsman bulunmaz.
Amac veride mevcut bulunan yap1 yada kalibi kesfetmektir. Bu MO algoritmalarin
ailesi tanimlayici modelleme ve kalibi belirlemede kullanilir. Kaliplart bulmak igin
algoritmalar girig verileri iizerine yontemler uygulamaya calisir,giris noktalar1 toplamaya
calisir ,anlamli,kesin ve derin anlayis gelistirmeye yardim eden kurallar olusturur. Genellikle
buna tanimlayic1 modeldir denir. Bazi genel denetlenmeyen algoritmalar kiimelenme ve

birlesme kuralin1 6grenmesini igerir.

2.1.3. Yan denetimli Ogrenme

Bu kategori denetimli ve denetimsiz arasinda yer alip bu ikisinin bir karigimidir. Cok buyuk
miktardaki veri girdisinden X sadece kii¢iik bir kisminin Y etiketli oldugu uygulamalar yari
denetimli 6grenmedir. Gergek hayatta ise butun verileri etiketlenmesi ¢ok masraflidir,zira
bunu yapmak icin uzmanlara ihtiya¢ duyulur. Boyle bir durumda modelleri kurmak i¢in yari
denetimli algoritmalar en iyi secenek sayilir. Ornek olarak fotograflarin cogunun etiketsiz

yalnizca ¢ok az kisminin kopek,kedi ve insan gibi etiketli oldugu fotograf arsivleri verilebilir.

2.1.4. Pekistirmeli Ogrenme

Bu teknikler,ajanlarin kazanci en iist seviyeye ¢ikarmak ya da bazi 6zel durumlarda riski en
aza indirgemek amacli hareket etmeleri gereken ortamlar i¢in idealdir. Ajanlar siirekli olarak

yakin ¢evresinden tekrarlayan bir sekilde dgrenir.

2.2. YAPAY SINIiR AGLARI (ARTIFiCIAL NEURAL NETWORKS (ANNS))

Yapay sinir aglarmin (YSA) calisma prensibi The Organization of behavior [20]
acikladigi,hiicrelerin birlikte aktive olmalar1 davranisini esas alir. Bu,sinir aglarinda her bir

sinir hiicresinin agirliginin nasil gelistigi ile karsilagtirilabilir:

Aw = ox.y 2.1)
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Sekil 2.2: Cok katmanli algilayici: Bir katmanli derin sinir mimarisi

Burda w agirhiktir ve a giincellestiren agirligin biiyiikliigiidiir. Hebb’in hayali biyolojik

sistemleri matematiksel olarak modellemektir.

1958°de Rosenblatt,Hebb’in diisiincelerinden yola cikarak ve Sekil 2.2: gibi ¢ok katmanl
algilayict gelistirdi. Cok katmanli algilayicinin derin 68renme (DL) arastirmalarina ¢ok
etkisi bulunmaktadir. Onu bayas toplanmasiyla X giris vektoriiniin ve ona denk gelen w
agirlik matrisinin noktasal ¢arpimi olarak tanimlanir. Bu carpim ¢ aktivasyon fonksiyonuna
katkilanir.

1 ifz(x)>0

z2(x) =wx+b where o(z) = (2.2)
0 otherwise

Sinir aglarin terminolojisi kullanarak,cok katmanl algilayici bir kath 6nbeslemeli sinir ag
(Feed Forward Neural Networks:FFNN) tarif edilebilir. Cok katmanl algilayicinin sadece
neuron ad1 olan bir hesap birimi igerir ,aktivasyon fonksiyonu olarak basamak fonksiyonu
kullanilir. Minsky [30] cok katmanli algilayicilar XOR gibi bazi lojik operasyonlar temsil

etmeye bildigini kesfetmis ve DL i¢in yillarca arastirma konusu olmustur.

Sekil 2.3: deki gosterilen derin sinir agin (DNN) mimarlar1 farkli uygulamalarda (6rnegin
kalibi tanima ve NLP) ileri siirdiigii SVM gibi MO yo6ntemleri biitiin diinyamin dikkatini
cekmistir. DNN hesaplama birimlerden olusur ,bunlara sinir hiicreleri denir. Genelde
DNN’lar ii¢ kattan olugur: giris yada 0. Kat ( 6zel aksam giris vektoriinden olusur),gizli kat
(sinir hiicrelerini kapsar) ve uygulamalara gore sinir agin yanmitindan olusan ¢ikis kat. Gizli

kat,giris katin1 ¢ikig katina yonlendirir. FFNN adina gore sadece sinyalarin giristen ¢ikisa
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Sekil 2.3: Tek gizli katmanli ileriye dogru Sinir Mimarisi (Feed Forward Neural Network
with Single Hidden Layer)

gecmesini izin verir.

2.3. ILERIBESLEMELI DERIN SINiR AGIN MIMARISI (FEED FORWARD
DEEP NEURAL NETWORK ARCHITECTURES)

Cok katmanli algilayicinin ¢ikisi baskasina giris olarak katilabilir. Bunun sonucu ¢ok
katmanli algilayicilardan olusan derin bilgili yi§in meydana gelir. Benko [8] sigmoid
aktivasiyon fonksiyonuyle iki yada fazla ¢ok katmanli algilayicint y1§in yaparak biitiin
katlarinda verilen sinir hiicreler herhangi bir fonksiyonun gosterebilecegini ispat etmistir.
Bunun sonucunda denk farkli katli ¢ok katmanli algilayicilar (MLP) ortaya c¢cikmistir.
MLP’inin bu genellestirmesine evrensel yaklagtirma 0zelligi denir. Hornik bunu [21]
aktivasyon fonksiyonlar1 olarak tanimlanmigtir. Lineer olmayan,tiirevlenen aktivasyon
fonksiyonlar1 ve geri yayilma algoritmalar1 [49] tarafindan kullanmasi sonucu ¢cok katmanli
algilayicilarin yiginlanabilmesidir. Geri yayilma gradyan inis yardimiyla agirliklarin derin
sinir agina geri uyumlamasi i¢in kullanilan bir yontemdir. Sekil 2.3: gosterildigi gibi MLPlar
FFNN olarak tanimlanir. Sinir aglarin egitim saglamhigin1 gelistirmek i¢in bir kac teknik
ortaya ¢ikmistir. Bunlar Duchi [13] tarafindan gelistirilen AdaGrad yoOntemi,sinir aginin
agirliklart uyumlamasi i¢in gradyan inisi denk bir yontem. Srivastava [43] Dropout adiyla bir
teknik gelistirmig,bu teknik asir1 uyma sorunun ¢oziilmesine yardim etmis ve sonug olarak

performans artmustir.
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V1= W%ﬂ'n% +w%1in% -l-w%]in% -I-wil * 1 (2.3)
Y1 = whyin? + whyin3 4+ w3,in3 +wiy x 1 (2.4)
.2 1 1

iny = wy Xy +wyx2+wz 1 (2.5)
221 1 L w1 26
Ny = WipX1 +WyoXa + w3y * (2.6)
221 1 1

Ing = wi3X1p +wy3xy +wiz* 1 2.7)

Denklemleri (2.3),(2.4),(2.5),(2.6),(2.7) FFENN Sekil 2.3:’daki grafik gésterimini matematik

formiil cinsinden gosterir.

2.4. EVRISIMLI SINIR AGLARI (CONVOLUTIONAL NEURAL NETWORKS
(CNNS))

CNNs kavramiyla karsilastigimizda ilk aklimiza gelen bilgisayarli gorii olur. Siiriiciisiiz
otomobiller ve fotograflar katlamalarda olan fotograf simiflandirmasinda CNNs biiyiik
ilerlemelerden sayilirkonvelasyonu iyice anlamak icin foto piksellerinden olusan bir
matrisin lizerinde uygulanan siirgiilii pencere fonksiyonu olarak diisiiniilmelidir. CNNde
Siirgiili pencere filtre,cekirdek yada oOzellik detector konvoliisyonu bulmak i¢in biitiin
elemanlarda orjinal matris degerleri ¢ekirdekle carpip kaydirmasi ile toplanir. CNNs adi
matematik ve sinyal islemdeki konvoliisyon operasyondan gelmektedir. CNNs,verileri ¢esitli
yollarda sisirmek (inflate) i¢in farkli numaralandirmis filtrelerin karistmini kullanir,bunun
sonucunda farkli verilerin es zamanli test edilmesini saglar [25]. CNNs c¢ok kath
konvoliisyonlar,baz1 lineer olmayan aktivasyon fonksiyonlariyla birlikte tanimlanabilen

tanh,ReLLU gibi ciktilar1 tizerinde uygulanmustir.

NLP i¢cin CNNs foto pikseller yerine giris olarak kullanilmaktadir. CNN agina ciimleler
yada dokiimanlar girdi olarak saglanir. Matrisin her bir satirn vektor seklinde temsil
edilir (kelime yada harf),buna kelime gomiilmeler denir. Bu gomiilmeler kiiciik boyut
olan temsiller WordVec [28] and GloVe [36] gibi,onlar 3. boliimde detayli bir sekilde
anlatilacaktir ama bu temsiller kelimelerin one-hot kodlamasi olabilir. Ornegin 10 kelimeli

ciimlede eger 100 boyutsal kelimenin temsili kullanilirsa,10 * 100 olan giris matrisi elde
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edilmis olur. CNNs’nin en uygun oldugu uygulamalar,mesaj saganagini belirleme iceren
siniflandirma,konu kategorileme ve duygu analizi gibi gorevlerdir. Bununla birlikte Xu [59]

CNNs kisa metin kiimelenme sorunu i¢in de kullanilabilecegini ifade eder.

2.5. YINELEMELI YAPAY SINIR AGLARI (RECURRENT NEURAL
NETWORKS (RNNS))

Sinir aglarinin bir bagka bi¢imidir. Jordan [22] grafinda yOnlendirilen daire olan NNs’1
recurrent olarak siniflandirmis olup,CNNs bunun tam zittidir. Jordan a8 ilk RNN
modellerinden biridir. Daha sonra bu [15] tarafindan Elman ag1 olarak formiilize
edilmistir. Bu sunucu modelinde saklanilan katlar iizerinde bilgi besleme konusunda
daha esnek hale gelmistir. Halkali graflarin katmasi sayisindan geri yayilma algoritmanin
farkligim kesfedilmesini bir gerek duyurmustur. Ona gore geri yayilma RNN algoritma

(backpropagation through time (BPTT)) meydana gelir.

RNNs NLP gorevlerinde c¢ok iyi sonuclar saglar. RNNs dildeki sirali ardistk monte
edilmis birimlerin varligini isleyebilir ve ele gecirebilir. Bu birimler ciimle,kelime yada
harf olabilir. RNNs’de hesaplama fonksiyonu mevcut girisi onceki hesaplamayla baglhdir.
Sekil 2.4: gosterildigi gibi RNNs’da yinelemeli birimi siirekli olarak giris metin serisinin
diizeltilmis hacimi olan temsil tarafindan katilmaktadir. RNNs’nin 6nemli bir avantaji
onceki hesaplamanin sonucunu kayit edip ve siirmekte olan hesaplamaya katabilmesidir.
Bu 6zellik RNNs girig seri bagli olmayan baglamin modellenmesi icin uygun hale getirir.
NLP’de RNNs’nin uygulama alanlari,makine terciimesi ve dil modellemedir. RNN ve CNN
modellerini karsilagtirdigimizda,RNNs’nin baglam icinde kullanilmig NLP gorevleri icin
daha basarili oldugunu soyleyebiliriz. Basit RNNs’1n sorunu yok etme gradyan sorunudur.
Bu problem egitim siiresinde parametrelerin Ogrenilebilmesini zorlastirir. Diger RNNs
tiirleri,uzun kisa vadeli bellek (LSTM) ,gecitli tekrarlayan iinite (GRUs) ve kalint1 aglar
(ResNets)’dir.

2.6. AKTIVASYON FUNKSIYONU

Aktivasyon fonksiyonlari,bir sinirin (hesaplama iinitesi) etkinlestirilip

etkinlestirilmeyecegine  karar veren YSA’larin temel Ozelligidir.  Aktivasyon
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Sekil 2.4: Yinelemeli yapay sinir aglari

fonksiyonlari,bilgi islem iinitesinin aldig: bilginin goz ardi edilip edilmeyecegine karar verir.
Aktivasyon fonksiyonlari,sonraki katmanlara beslenen giris sinyalinin dogrusal olmayan

doniistimleridir.

Y = Activation(Z(weights x inputs + bias) (2.8)

Agirliklar ve Onyargi olmadan,aktivasyon funksiyonu sadece dogrusal bir doniisiim yapar.
Dogrusal doniisiim veya dogrusal denklemin ¢6ziilmesi ¢cok kolaydir ancak ¢cok daha yiiksek
karmagik sorunlar1 ¢cozme kabiliyeti sinirhidir. Dolayisiyla,aktivasyon fonksiyonu olmayan
bir YSA,sadece dogrusal bir regresyon modelinden ibarettir. Bunun nedeni,YSA’lerin
karmagik doniistimleri 6grenmesini miimkiin kilan bu aktivasyon fonksiyonlaridir. Popiiler

aktivasyon fonksiyonlarindan bazilar1 sunlardir.

2.6.1. Sigmoid (Lojistik) Funksiyonu
Bu formun bir funksiyonudur:

1

o(z) = Thexp <

(2.9)

Sigmoid  (Lojistik) fonksiyonu,piiriizsiiz ve ayirt edilebilir bir fonksiyondur.

Islev,Sekil 2.5:’te gosterildigi gibi bir S seklinde 0 — 1 araligindadir.
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Activation Functions
Sigmoid '

o(x) =

1+e—=

1 1

tanh
tanh(z)

RelLU
max(0, z)

Sekil 2.5: Aktivasyon Funksiyonu

2.6.2. Tanh Funksiyonu

Bu sadece asagidaki gibi tanimlandigr gibi sigmoid fonksiyonunun o6l¢eklendirilmis bir

versiyonudur:

_exp‘—exp ©
 expi+exp?

o(z) = 20(2z7)—1 (2.10)

Bu aktivasyon funksiyonu,Sekil 2.5:’te gosterildigi gibi sigmoid’e benzer sekilde orijin
tizerinde simetriktir,ancak -1 ile 1 arasindadir. Tanh sigmoid fonksiyonundan daha dik bir

gradyana sahip. Nasil bir secim yapilacagi se¢imi problem alanina baghdir.

2.6.3. ReLU Funksiyonu

Bu en yaygin kullanilan aktivasyon funksiyonudur. Sekil 2.5:te gosterildigi gibi

Dogrultulmus Dogrusal Birim olarak adlandirilir. Olarak tanimlanir:

0 (z) = max(0,z) (2.11)

ReLU kullanmanin en biiyiik avantajlarindan biri,yalnizca girdi pozitifse aktif hale gelmesi
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ve boylece negatif de8erleri goz ardi ederek YSA’lerin verimli ve kolay hesaplanmasini

saglamasidir.

2.6.4. Softmax Funksiyonu

2 yerine ¢oklu siniflandirma problemi i¢in kullanilan bir tiir sigmoid fonksiyondur. Bu iglev,0
ve 1 arasindaki her bir sinifin ¢ikislarini kiiciiltiir. Softmax funksiyonu her sinifin ¢ikiglarini
0 ile 1 arasinda sikigtirir. Bu,girdilerin belirli bir siifta olma olasilik dagilimini verir. Su

sekilde tantmlanmistir

expd

:m for l:17...,K (212)

o (2)i

Diyelim ki ciktilarnmiz [1.2 ,0.9 ,0.75] olsun,Softmax uyguladiktan sonra bunlar
[0.42,0.31,0.27] sekline alir. Simdi bu olasiliklar her bir ¢ikti sinifi i¢in olasilik olarak
kullanilabilir. Softmax genellikle NN nin son ¢ikis katmaninda,her ¢ikisin sinifin1 belirleme

olasiliklarini belirlemek i¢in kullanilir.

Etkinlestirme fonksiyonlarini kullanmanin ne zaman iyi veya kotii oldugunu belirleyen
bir kural yoktur. Sorunun igeriine bagh olarak,yakinsaklikta daha hizli olan veya kolay
olan1 se¢cmeniz Onerilir. Sigmoid genellikle simiflayicilarda iyi caligir. ReLU sadece gizli

katmanlarda kullanilmalidir.
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3. KELIME KALIPLAMA

Dogal Dil Ssleme (NLP)’de,(Deep Neural Networks)DNN’lere besledigimiz girdi genellikle
kelimeler,climleler ,belgeler veya harflerden olusur. Ancak bu kavram ya da model
bilgisayarlar icin uygun degildir ve bu metin girisini bir yere eslemek icin bir sayisal
gosterimler gerekebilir. Bu tezde temel girdi bileseni hadislerdir. Bu boliimde en son

teknolojiye sahip kelime kaliplama yontemleri arastirilarak karsilastirilmistir.

Girisin en temel gosterimi bir sicak kodlamadir. Korpusun 6n iglenmesinden sonra,tiim temel
birimler (kelimeler) bir kelime setinde siralanir ve bu kelime setindeki her kelimeye indeksi
atanir. Kelime haznesindeki bu indeksler rastgeledir ve bu nedenle gercek anlami veya bilgiyi

yakalamaz.

En gelismis denetimsiz 68renme algoritmalari,sozciiklerin vektorel gommelerindeki
sozdizimsel ve anlamsal iligkileri yakalamaya isaret eder. S6z konusu iki kelimenin
gomiilii iki vektoriiniin benzerligi,climleler,cisimler (hadisler) arasindaki benzerlik kosiniis

benzerligi agisindan hesaplanir.

3.1. KELIME GOSTERIMLERI

Bir kelimenin anlaminin yani sira climle,paragraf,belge (bizim durumumuzdaki hadisler)
gibi daha biiyiik birimlerin formuliinii anlamak Dogal Dil Isleme’nin (NLP) temel
arayisidir. Makinelerin sozciik,ciimle ve belgelerin (Hadisler) derinlemesine anlagilmasini
o0grenmelerini saglamak icin,makinelerin kullanabilecegi veya {iizerinde c¢alisabilecegi
kelime ve belgelerin karakterizasyonunu veya gosterimini tanimlamamiz gerekir. Bu
karakterizasyon veya derin temsili 6grenme terminolojisine "kelime gosterimi veya kelime

gdmme" denir.

Kelime veya belgelerin baglam i¢inde miimkiin oldugunca fazla bilgiyi kodlayacak sekilde
temsil edilmesi NLP toplulugunun temel zorluklarindan biridir. Bengio [3],bir sinir dili
modeli e8itimi baglaminda,gdmme kelimesini bir araya getiren ilk kisidir. Lobert [7],kelime

gommelerinin / temsillerinin sonraki islemler i¢in yararli oldugunu ve harika aday
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¢oziimleri oldugunu ortaya koydu. Makine Ogrenimi (MO) alanindaki son gelismelerden
dolay1,giderek daha da karmasik olan bu basit modellerin bir sonucu olarak,daha karmasik

MO modelleri,daha biiyiik veri setleri iizerinde egitilmektedir.

Kelime temsilleri iizerine devam etmekte olan arastirma,bu yeni kelime gomiilmeleri
tarafindan iistesinden gelinmistir. En cok begeni toplayan,Google haber veri kiimesinde
[28] ve digerlerinin arasinda onceden hesaplanmis kelime gommelerinden olusan Word2Vec

paketinin dagilimina 6rnek olabilir.

GloVe,Common Crawl veri kiimesi [36],Doc2Vec [29],Vikipedi veri kiimesi [4],ELMO
egitimli fastText ile yaklagik 30 milyon ciimle hakkinda egitim almistir. Peter [37] ve
sonuncusu,BooksCorpus (800 milyon kelime) 2015) ve Ingilizce Wikipedia (2.500 milyon
kelime) veri kiimesinin bir araya getirilmesi konusunda egitilmis olan BERT gomiiliimuidiir

[10].

Neoterik katkilar,bu deneylerin NLP gorevlerinde ortaya konmasinin onemini ve cesitli
deneysel calismalardaki izlerini vurguladi. Gomiilmeleri 6grenme ya kelimenin baglamindan
Ongoriisiinii ya da kelimenin baglamindaki baglami optimize ederek yapilir [4],[36],[29].

Bu,dilbilimci Firth’iin yaklagimina dayanmaktadir: "Sirketten bir kelime bileceksiniz o tutar’

[16].

Derin sinir ag1 modellerinin egitim icin biiyiik miktarda veriye sahip olmasi bir zorunluluk
haline gelmistir,bunlarin hepsi kelime gémme icin egitim verisinin miktar1 devasa oldugu
icin kullanilabilir. GloVe [36] gdbmme modelinin 6rnegini ele alalim,taranan yaklasik 200
terabayt ham metin iceren Ortak Tarama veri kiimesi lizerinde egitilirBaglami temel alan
modelin egitimi,anlambilim (anlam) yani sira sozdizimini yakalayan kelime temsilinde

geligir.

Word2Vec veya GloVe gibi kelimelerin gomiilmesi,climlelerin gomiilmesi i¢in onlari
egiterek daha da gelistirilebilir [SO]. Ortalama alma yoluyla kompozisyon i¢in bu gémmeler

anlamsal metinsel benzerlik gorevleri icin belirgin gelismeler géstermistir.

FastText’in gomiilmesi [4],her ciimle ve her ciimle icindeki n-gram gosterimlerini
ogrenerek Word2Vec iizerine kuruludur. Her egitim adiminda temsillerin degerlerinin
bir vektorde ortalamasi alinir. Bu,kelime olusumu alt kelime bilgisini yakalamak i¢in

yardimc1 olur. FastText vektor gosterimlerinin Word2Vec gosterimlerinden daha dogru
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oldugu gosterilmisti. ELMO modeli,goriindiigii baglamina dayali olarak bir kelimenin
gomiilmelerini olusturur,bdylece ayni kelimenin farkli baglamlarda farkli vektor temsillerini

olusturur [37].

Son zamanlarda Google yapay zeka dilinden arastirmacilar, BERT (Transformers’in
Cift Yonli Kodlayic1 Sunumlar1) adinda yeni bir gomiilii 6n egitimli modeli tanitti;
bu,NLP toplulugunda Dogal Dil Cikarimi (NLI) gibi cesitli NLP gorevlerinde en son
sonuglart gostererek heyecanlanmasina neden oldu. BERT in yenilemesinde ana husus,dil
modellemesine dikkat modeli olan iki yonlii trafo egitimi uygulamasidir. BERT modeli,bir
korpusa soldan saga veya birlesik sagdan sola ve sagdan sola antrenmanlara bakan onceki
gdmme model yaklagimlarinin aksine farkli bir korpusa bakar. BERT modeli,kelimelerin tiim
metin dizisini bir kerede okur,bdylece iki yonlii hale getirir. iki yonlii tabir yerine yonsiiz
olarak adlandirmak uygun olur. Bu 6zel 6zellik, BERT modelinin,yakindaki cevre kelimelere

dayanarak verilen metin kelimenin icerigini 6grenmesini saglar.

3.2. BAGLAMSALLASTIRMA

Gommeler,genellikle baglamdaki bitisik kelimeler dikkate alinarak Ogrenilir. Grice [19]
‘nin teorisi,dilbilimciler arasinda yapilan referans calismasidir. Baglamsalligin anlambilim
acisindan Onemi,baglamin sadece ’siz’,’ben’,’burasi’ gibi endeksik kelimelerin ve baglam
duyarli yapilar1 olan zamanlarin anlamlari i¢in anlamli oldugunu varsaydig: i¢in Grice
tarafindan marjinallestirilir. Ancak [40],[46],[41] korpus icerisindeki baglamin anlamsal
iligkisinin oldugunu ileri siirmektedir. Bir 6rnek verilirse: " iki ya da daha fazla kisi bir
toplant1 i¢in gidiyorsa ya da “Ben zaten oradayim”,eger kendisi ile randevu almig olan birine
yonelikse,“Ben kapidayim","Haydi ¢abuk ol!" olarak anlasilabilir. Baglam,gercek diinya
baglami,cevresi ve bir kelimenin veya ifadenin hangi amaclarla yapildig: veya yakin ifadeler

acisindan dilsel baglam olarak tanimlanabilir.

Baglamin daha sonra aciklanmasi anlam kazanirsa ve NLP’deki kelimelerin vektor
ifadelerinin ortaya ¢ikmasindan bu yana NLP’deki gelismeyi dikkate alirsa,bu gelisme

kavramlar i¢in argiiman olarak kullanilabilir [46],[41].
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33. GUNCEL OLAN EN 1IYi DURUM POPULER KELIME GOMME
YONTEMLERI

Dogrudan denetlenmemis DNN’lerde ilerlemeden sonra,kelime gomme yontemleri popiiler
hale geldi. Sozciik dagarcigindan,daha kiiciik boyutlu IR ile gercek degerli bir vektor
uzayina,kelime bagina bir boyuta sahip matematiksel alandir. Gomme,makine cevirisi
[45],duyarlilik analizleri [12],dokiiman kiimeleme,otomatik metin 6zetleme [60],soru
cevaplama [44],belge alim1 [17] vb olmak iizere cesitli NLP uygulama alanlar1 i¢in mevcut
DNN’lerin vazgecilmez bir parcasidir. NLP’nin DNN’lerinin bir¢ogu,LSA [9],kahverengi

kiimeler [5] ve digerleri gibi geleneksel dagitim 6zelliklerini basariyla degistirmistir.

3.3.1. Word2Vec

En c¢ok tercih edilen gomme temsil modeli,popiilaritenin yiikselisinde haber veren ve birkag
yiizlerce makaleyle sonuclanan modeldir. Word2Vec modeli 2013 yilinda tamtildi [28].
Bu,dogrusal olmayan tek bir gizli katmandan olusan,sig bir derin 6grenme modelidir.
[28] biiyiikk bir metin kurumundan sézciik temsillerini 68renmek i¢in iki yeni denetimsiz
mimariyi onermistir. Ikisinden birincisi,Sekil 3.1:’de gosterildigi gibi CBOW modeli olarak
adlandirilir. Continuous bag-of-words model (CBOW) modeli,*“yedik” sézciigiinii,belirli bir

pencereyi kullanarak komsu baglam sozciik vektorlerinin toplamindan tahmin etmeye caligir.

Ikincisi,Sekil 3.2:’de gosterildigi gibi atlama gram modeli olarak adlandirilir. Bu model
onceki CBOW modelinin tam tersidir,verilen kelimeden baglami tahmin etmeye caligir.

Onceden egitilmis Word2Vec gémmeleri,atlama gram mimarisi kullanilarak egitilmistir.

Atla gram mimarisindeki her kelimeye,M nin pencere boyutunda bulunan (w) sézciigiiniin
yakininda goriinen baglam kelimelerini (c¢) tahmin etmek icin kullanilan hem hedef (v,,) hem
de baglam vektorleri (u,,) atanir. Olasilik dagilimi,softmax fonksiyonu adi verilen aktivasyon

olarak ifade edilir.

T
expuc Vw

. 3.1
Z?:l exp“i Vi

pw/c) =

Egitimi hizlandirmak icin,negatif Ornekleme veya hiyerarsik softmax gibi yontemler

kullanilabilir [29].
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Sekil 3.2: Skip-gram Modeli. Burada model sol baglami tahmin etmeye ¢alisir "kedi’ ve sag
"farenin’ merkez kelimesinden "yedik’
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Baglam penceresinin kosullu olasilifi,baglamdaki her kelimenin kosullu olasiliklarinin bir

trtiniidiir.
M
pw-m,.wyu/c)=[] pwn/c) (3.2)
m=—M ,m#0

GOmme kelimesini bulmak i¢in,3.2,3.3 denklemlerini kullanarak tiim metin korpusunun log

olasiligin1 maksimize ediyoruz.

1 T M
T2 L logp(wini/w) (3.3)
i=1 m=—M,m#0

Onceden egitilmis kelime gomme [28] tarafindan yapilan calismalar ile yayimnlandi. Bu
embeddngs,Google’in 100 milyar tokenlik Ingilizce haber makalesi biiyiikliigiinde 300
boyutunda Ingilizce haber makaleleri iizerine egitildi. Bu tezde,zaten halka acik olan

onceden egitilmis gomiilerden faydalaniyoruz.

3.3.2. Doc2Vec

Doc2Vec modelinin temel amaci,belgelerin sayisal temsillerini (uzunluguna bakilmaksizin)
olusturmaktir. Mikolov [29] fikri basit ama ¢ok akillica bir yaklasim olarak
anilmaktadir.Word2Vec mimarisini paragraf icin ek bir vektorle kullandilar. Sekil 3.3:’de

ornek verilmisgtir.

Doc2Vec’te (ayrica Paragraf Vektorii - Dagitilmigs Bellek PV-DM de denir),her bir
paragraf,matris (D) siitunu ile gosterilen benzersiz vektor gosterimi ile eglestirilir ve
her bir kelime,matris ile temsil edilen W’deki siitun benzersiz vektoriiyle temsil edilir
[29]. Bu vektorlerin daha sonra icerige dayali bir sonraki kelimeyi tahmin etmek icin
ortalamas1 alinir. Paragraf belirtecini,aym1 funksiyonu goren baska bir kelime olarak
diisiiniiliirse hafiza elemani,baglamdaki eksik bilgiyi hatirlar. Bu baglam vektorleri sabit
uzunluktadir ve ayni paragrafta iiretilen,ancak paragraflar boyunca iiretilen tiim baglamlarda
paylagilir. Bununla birlikte,vektor matrisi W kelimesi,i paragraflar1 arasinda korunmaktadir.
Ornegin, "'peygamber” icin vektor,tiim paragraflarda aynidir. Bu mimarileri egitmek icin geri

yayilim ile birlikte Stokastik gradyan inisi kullanilmisgtir.
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Sekil 3.3: Paragraf Vektoriiniin Dagitilmis Bellek siiriimii

3.3.3. FastText

Bu gdomme modeli,skipgram mimarisinin bir uzantist olan [4] tarafindan tamitildi. Bu
modelde,tekil deger ayristirmasi (SVD) yoluyla 4 gram karakter gosterimini 6grenen [39]
"den esinlenen fikir,n-gram karakterli ¢canta kelimelerden ziyade atomik olarak kabul edildi.
Karakter ngramlarinin ¢antalari icin bir 6rnek diisiiniin. N = 3 olan " lions " sozctigii karakter

ile gosterilecektir n-gram: < li,lio,ion,ons,ns > ve ek < lions > dizisi ile.

Bu yoOntemin en biiylik avantaji,kelimeler arasinda anlamlarin aktarilmasinin miimkiin
hale gelmesidir; bu,yeni kelimelerin yorumlanmasina yol acan,simdi n-gramlarin 6nceden
Ogrenilmis olan gommelerinden tahmin edilebilir. Uygulama morfolojide agiktir. Egitim
verilerinde "lion" kelimesinin bulundugunu,ancak "lionesque” kelimesinin olmadigim
diisiiniin. Karakter cantalarinin yardimiyla < esque > ekinin ve < lion > kok kelimesinin

anlaminin bu sekilde "lionesque” in anlamini tahmin edebilecegini biliyoruz.

Egitim,asagidakileri en aza indirgemekve negatif orneklemeyle gram atlamak icin

gerceklestirilir:

T M
1( Y Lswiswm) + Y H=s(wi,wm))) (3.4)
=1 m=—M

i=1m ,m#Q neN
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I(x) =log(1 4 e™*) and w, negatif 6rnege karsilik gelir. s funksiyonu,karakterdeki n-gram

karakterinin ¢antasindaki toplam olarak gosterilir.

s(wye) =) Zve (3.5)
8€Gy

burada G, karsilik gelen w ve z kelimesi ic¢in tiim n-gramlarin koleksiyonunu temsil

eder,0grenilen kelime gommeleridir. Belirli bir kelimenin gomiilmelerini elde etmek

icin,sadece n-gram karakterini eklememiz gerekir.

Vikipedi ¢opliiklerinde egitilmis yazarlar tarafindan 294 farkli dil® icin 300 boyutta 6nceden

egitilmig vektorler yaymlandi.

Tezimizde Sahih-Buhari’nin Ingilizce versiyonunun veri kiimesi iizerinde calistigimiz icin

korpus ile ilgili gomiiler olusturmak i¢cin gomme modelini ingilizce versiyonda egitiyoruz.

3.34. GloVe

Kelimelerin bu vektor gosterimi,skipgram modelinden esinlenmistir [36]. Anlamsal bilgi,iki
0zel sozciigiin birlikte ortaya ¢cikma olasiliklar1 oraninda gosterildigi sekilde bulunur [36].
Bu yaklasim,TF-IDF [38] yaklasimina biraz benziyor olsa da egitim sirasinda baglamsal
bir sozciige dnem vermektedir. Her bir 68enin skipgram mimarisine benzer sekilde,M nin
bir pencere boyutu i¢indeki j sozciigii ile birlikte ortaya ¢cikma sayisini temsil ettigi devasa

matris X. Bu birlikte olusturma matrisi daha sonra gomiilme kelimesini su sekilde tanimlar:
wiw;+b; = log(X;;) (3.6)

En uygun gomiileri w; ve w; elde etmek i¢in asagidaki en diisiik kare maliyet funksiyonu en

aza indirilmelidir.

Vv
Z Xij)(wiwj+b;i+b;—log(Xij))* (3.7)

|I[\Hﬂ<

f.sadece son derece yaygin kelime ciftlerinden 6grenmek yerine,tiim korpustan 6grenmeye

yardimct olan bir agirliklandirma funksiyonudr.

2 The pretrained fastText embeddings can be found at: https://github.com/facebookresearch/fast Text/blob/master/pretrained-vectors.md.
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Yazarlar tarafindan calismalart 3

boyunca c¢esitli farkli temsiller yayinlanmistir.
Siislemeler,cesitli boyutlarda Vikipedi maddeleri olan tweet’lerde egitildi. Kelime
gémmeleri, 100 milyardan fazla jetondan olusan Common Crawl* veri kiimesinden egitildi.
Common Crawl veri kiimesinde egitilmis olan gdmmeler,kiimelenme sorunu icin bu tezde
kullandi1gimiz,2.2 milyon kelime biiyiikliigiine sahip 300 boyutuna sahip gommelerden

olusur. Bu tez calismasinda,GloVe gémme modelini gommeleri olusturmak icin kendi

korpusumuza egitiriz.

3 The pretrained GloVe embeddings can be found at:https:/nlp.stanford.edu/projects/glove
4 Common Crawl dataset can be found at:http://commoncrawl.org
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4. METIN KUMELEMESI

Bu boliimde,birka¢ kiimeleme tekniklerini kisaca agikliyoruz,bunlarin arasinda tez caligmasi
icin kaliplamalarin ile birlikte birkac teknikleri aragtirdi.Kiimeleme,bir grup kiimeyi,ayni
gruptaki varliklarin (kiime adi verilen),diger gruplardakilere (kiimeler) gore daha benzer
(bir anlamda) olacak sekilde gruplandirmasidir [53]. Kiimelenme Cok degiskenli veri
madenciligindeki geleneksel bir metodoloji olup,s6z konusu kurumda dogustan gelen
kaliplar1 bulmak ve arastirmak i¢in tasarlanmistir,ayni1 kiimedeki belgeler benzer 6zellikleri
sahiptir ve diger kiimelerdeki varliklardan farklidir. Kiimeleme teknikleri cesitli alanlarda
uygulanir Sriintii tanima,tibbi arastirma,ekonomi vb. alanlar. U¢ boyuta kadar olan gorevler
icin insanlar kolayca kiimeleme yapabilir; ornegin iki boyutlu bir haritaya bakarken,biri
bolgelerin birbirine ne kadar yakin yerlestirildigine gore cesitli farkli bolgeleri otomatik
olarak ve kolayca tanmiyabilir. Fakat sezgisel degerlendirmelerin varliklarin yorumlanmasi

daha yiiksek boyutlara ulastiginda elde edilmesi zordur.

"Kiime" kavramini tam olarak tanimlamak zordur. Bu,bu kadar ¢ok kiimeleme algoritmasinin
var olmasinin ana nedenlerinden biridir. Bir kiimenin tanimi,farkli arastirmacilar farkli
kiimelenme modeli kullandigindan dolay: 6zelliklerinde onemli dl¢iide degisiklik gosterir.
Bu kiime modellerinin sezgisine sahip olmak,cesitli algoritmalar arasindaki farklar

anlamada ¢ok onemlidir. Kiime modellerinden bazilar1 sunlardir:

1. Baglant1 modelleri: 6rnegin,hiyerarsik kiimeleme,mesafe baglantisina dayali modeller
gelistirir.

2. Dagilim modelleri: kiimeler istatistiksel dagilimlar kullanilarak
modellenmisgtir,beklenti maksimizasyon algoritmast tarafindan kullanilan ¢ok

degiskenli normal dagilimlar gibi.

3. Yogunluk modelleri: DBSCAN ve OPTICS kiimeleri veri alanindaki bagli yogun
bolgeler olarak tanimlamaktadir.

4. Sinirsel modeller: En iyi bilinen denetlenmemis sinir ag1 kendi kendini diizenleyen
haritadir ve bu modeller genellikle yukaridaki modellerin birine veya daha fazlasina

benzer olarak nitelendirilebilir ve sinir aglar1 bir Asil Bilesen Analizi (ABA) veya
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Bagimsiz Bilesen Analizi bicimini uyguladiginda alt uzay modelleri de dahil olur [53].

4.1. KUMELEME ALGORITMALARI

Kiimeleme,veri noktalarmin gruplandirilmasini igerir(bizim durumumuzda hadisler). Bir
takim Hadis dokiimani verildiginde,her bir dokiimani belirli bir gruba siniflandirmak i¢in
kiimeleme tekniklerini kullanabiliriz. Kiimeleme denetlenmemis 6grenme teknigidir ve
dogal dil igleme (NLP)’de kullanilan en yaygin yontemlerden biridir. Bir sonraki boliimde,bu

tez calismasinda kullanilan bazi kiimeleme algoritmalari kisaca tarif edecegiz.

4.1.1. K Ortalamalar Kiimeleme

K-ortalama kiimeleme yontemi,denetlenmemis zor bir kiimeleme yoOntemidir. Bu,N
varliklarimi / belgelerini (Hadisleri) dy,d>,...,dy tam olarak K’nin 6nceden belirlenmis
kiimelerine Cy,C,, ...,Ck ayrr. Optimal K kiime sayis1 onceden bilinmemektedir,korpustan
cikarilmalidir [27]. K-ortalama kiimeleme algoritmasinin amaci,Denklem 4.1°de gosterilen

kare hatasini en aza indirmektir veya kiime i¢i toplam varyans.

J=

=

N ; 2
‘ 121\\d§—Kf}} @.1)
o

K-Ortalama algoritmasi nispeten etkili bir tekniktir. Bununla birlikte kiime sayisin1 énceden

Algorithm 1 K-Ortalama Algoritmast

1: Veri noktalarin1 6nceden tanimlanmis K gruplarina kiimeleyin;;

2: Kiime merkezleri olarak K rasgele noktalar1 secin;;

3: Kullanilan uzaklik funksiyonuna gore veri noktalarini (Hadisler) en yakin kiimelerine
atayin;

4: Her bir kiimedeki tiim veri noktalarinin (Hadisler) yeni merkezlerini/ortamalarini
hesaplayin;

5. Yakinsama kadar 2,3,4 adimlar1 tekrarlayin.

belirtmesi gerekir ve son kiimeler rastgele baglatmaya kars1 ¢ok hassastir ve yakinsama
garantisi vermez ve sik sik yerel olarak optimum duruma sikigir. Yakinsama zamanla iissel.
K-ortalama kiimelemesi sadece kiime merkezlerini dikkate alirama sekli degil. Bu,kiimelerin
kiiresel olarak simetrik sekillere sahip oldugunu ve kiirelerde esit boyutlarda oldugunu
varsaymakla esdegerdir,yani tiim boyutlarin esit 6nemde oldugu anlamina gelir. Malessef,en
uygun kiime sayisin1 bulmanin bir yolu yoktur. Pratik bir yaklagim yaklasimi birden fazla
calismanin sonuclarini farkli K ile karsilastirmak ve onceden belirlenmis bir kritere gore en
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tyisini se¢mektir. Genel olarak,K biiyiikse,muhtemelen hatayr azaltir ancak asirt uydurma
riskini arttirir. Kiimeler farkli boyutlar1 oldugunda K-ortalama basarisiz olur.

4.2. HIYERARSIK KUMELEME

Bu tiir algoritmalar kiime hiyerarsisi olusturur. Bir uctakiimeleme yapisi tiim veri
noktalarindan olusurken,diger ucunda veri noktalarina esit sayida kiime bulunmaktadir. Bu
kiimeleme tekniginde 6nceden olusturulmug kiimelenmeleri yeniden diizenlemek miimkiin
degildir. Baglangigta,hiyerarsik kiimeleme yalnizca sert kiimeler i¢indi,ancak daha sonra
yumusak kiimelenme i¢in de kullanilabilecegi gosterildi. Hiyerarsik kiimeleme,aglomeratif
veya bolmeli kiimeleme olabilir. Boliicii kiimeleme teknigi yukaridan asagiya bir
yaklagimdir,tek bir kiimeden maksimum kiime sayisina baslar. Aglomeratif,asagidan
yukariya yaklagsma yaklagimidir ve 6ncekinin tersidir: her gézlem kendi kiimesinde baslar ve
hiyerarsiye dogru ilerlerken kiimelerin gruplari tek bir kiimede birlestirilir. En yakin kiime
benzerligi dl¢iisiine sahip kiimeler,son kiime veya dnceden tanimlanmig kiime sayis1 kalana

kadar siirekli olarak birlestirilir. Basit aglomeratif kiimeleme algoritmasi asagidaki gibidir:

Algorithm 2 Aglomeratif Kiimeleme Algoritmasi

1: Tim kiime ciftleri arasindaki benzerligi hesaplaym,yani ij*" girisi " ile j”* kiime
arasinda benzerlik veren benzerlik matrisini hesaplayin.;

2: En benzer (en yakin) iki kiimeyi birlestirin.;

3: Yeni kiime ile orijinal kiimeler arasindaki ¢ift benzerligi yansitmak icin benzerlik
matrisini giincelleyin.;

4: Yalmizca son bir tek kiime veya Onceden tanimlanmis kiimeler kalana kadar 2. ve 3.
adimlar tekrarlayin..

Aglomeratif algoritmalar kullandiklar1 kiimeler arasi1 benzerlik Onlemlerine dayanarak
siniflandirilir. Bunlarin arasinda tek baglanti,grup ortalamasi ve tam baglanti bulunur. Tek
baglantida,herhangi bir cift veri noktasi arasindaki minimum mesafe (kiimelerden c¢izilen)
kiimeler arasindaki mesafedir. Ortalama baglantida ortalama mesafedir ve tam baglantida

maksimum mesafedir.

4.2.1. BIRCH Algoritmasi

Hiyerarsileri Kullanarak Dengeli Iteratif Azaltma ve Kiimeleme anlamina gelen BIRCH,cok
biiyiik veri kiimelerinde hiyerarsik kiimelemeyi gerceklestirmek i¢in veya yalnizca tek bir

veri taramast ile ¢ok iyi kiimeleme ¢oziimleri kesfetme yetenegi nedeniyle akis verileri igin
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kullanilan denetimsiz bir makine 6grenme algoritmasidir. Bu teknik,verilerde daha fazla
tarama yaparak kiimeleme kalitesini artirabilir. BIRCH kiimeleme algoritmasi tarafindan
elde edilen yiiksek verimlilik,biiyiik veri noktalar1 kiimesini temsil eden daha kiigiik 6zet
istatistik kiimesinin akillica kullanilmasidir. Bu 6zet istatistiklere,gercek veri kiimesinin
bolca degistirilmesini temsil eden kiimeleme amaclari i¢in CFs denir. BIRCH algoritmasina
girig,gercek degerli vektorler ve istenen sayida kiime K olarak temsil edilen,bir N veri noktasi

kiimesidir [52]. BIRCH kiimeleme algoritmasi 4 asamada c¢alisir.

BIRCH kiimelenme algoritmasinin ilk asamasiyiiksekligi dengeli bir CF agaci

olusturur,asagidaki gibi tantmlanmistir:

1. Belirli bir N boyutlu veri noktasi kiimesi i¢in CF,,iclii CF = (N,LS,SS) olarak

tanimlanir. LS ve SS asagidaki gibi tanimlanir.

(a) Dogrusal Toplam (Linear Sum):LS:LS Bireysel koordinatlarin

toplami,kiimenin koordinatlarinin (konumlarinin) ol¢iisiidiir.
N
=YX 4.2)
i=1

(b) Kareler Toplami(Squared Sum):SS SS.kiimenin yayilmasinin 6lgiisii olarak

tanimlanmaktadir.
N
5= (X)) 4.3)
i=1

(c) CF’ler,i¢ parametreli,yiikseklik dengeli bir agacta diizenlenir: dallanma
faktorii B (yapraksiz bir diigiim i¢in izin verilen maksimum cocuk sayisini
belirler),esik 7' (bir kiimenin yaprak diigiimiindeki yaricapa bagli olan {ist)
ve L (yaprak diigiimiindeki giriglerin sayis1). CF girisi,yapraksiz diigtimler
ve bir yaprak dii§iimii i¢cin o girisin alt diigiimlerindeki CF girislerinin
toplamina esittir,sadece degeridir. Sirali kiimeleme yaklagimiyla gerceklestirilen
CF agacinin olusturulmasi, bir anda bir veri noktasinin bir anda taranmasi
ve mevcut kilmeye veya yenisine dahil edilecek belirli bir veri noktasinin

atanmasina karar verir. Genel CF agaci1 Sekil 4.1:’de gosterilmektedir.

BIRCH yonteminin orijinal sunumunda bu adim istege bagh olarak isaretlenir. Bu 2.
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Sekil 4.1: CFT Genel Yapisi
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asamada BIRCH kiimeleme algoritmasiilk CF agacindaki yaprak diigiimlerinin tim
giriglerini tarayarak,kalabalik alt kiimeleri biiylik gruplara ayirarak ve aykirt 6geleri

kaldirarak daha kiiciik bir CF agaci yeniden yapilandirmaktadir.

BIRCH yo6nteminin 3. asamasinda,tiim yaprak girigleri varolan bir aglomeratif hiyerarsik
kiimeleme algoritmasiyla kiimelenir (dogrudan CF vektorleriyle temsil edilen alt kiimelere
uygulanir). Bu kullaniciya esneklik saglar,kiimeler i¢in Ozelik ¢apr esigini veya kiime
sayisini belirtmek i¢in. Bu asamadan sonra elde edilen kiimeler kiimesi veri noktalarinin

ana dagiliminm yakalar.

Bazi lokalize ve kiiciik uygunsuzluklar,3. asamasinin bitiminden sonra kalabilir ve daha
sonra BIRCH yonteminin son evresinde ¢oziilebilir. Bu 4. asamada,3. asamadan iiretilen
centroidler tohum olarak kullanilir ve veri kiimelerini yeni kiimeler olusturmak icin veri

noktalarinin en yakin tohumlarina yeniden dagitir. Aykiriklar da bu asamada atilabilir.

Sekil 4.2:’deki CF hesaplamalari icin bir ornek diisiiniin,sirasiyla kiime 1 ve 2’deki veri
noktalar1 sirasiyla (1,1),(2,1),(1,2) & (3,2),(4,1),(4,2).’dir. Kiime 1 i¢in Kiime ozelligi
CFj igerir:

CFi={3,1+24+1,1+1+4+2),(12+22+12,12+12+22)}
= {37(474)a(676)}

(4.4)

Ve kiime 2 i¢in CF;

Ch={3,3+4+4,2+1+2),(32+42+42,22+12+22)}
={3,(11,5),(41,9)}

4.5)

2 kiimenin CF’lerinin birlestirilmesi,AdditivityT heorem’e gore kolayca eklenebilir. Boylece,
Sekil 4.2:’deki kiimeler i¢in,ortaya ¢ikan CF,s0yle goriinecektir:m the resulting CF would
look like:
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Cluster 1 Cluster 2
3 L |
2 .
14
0 T T T T 1
0 1 2 3 4 5
Sekil 4.2: Kiimeler (Clusters)
CF2={3+3,(44+11,4+5),(6+41,64+9)} = {6,(15,9),(47,15)} (4.6)

4.2.2. Kiime Ozellikleri ile Hesaplamalar

Sadece CFs= (N ,ljg', S‘g') olarak verilen degerlerin gercek bilgisi olmadan yukaridaki

onlemler agagidaki gibi hesaplanabilir:

N .
Centroid : ? = Z’_le = % 4.7)
N L _
Radius - \/21:1(% ?)2 _ \/N.82+§;>9v 28[?9 4.8)

— —> — —
ve CFi= (Ny,LS1,SS1) and CF= (N,LS;,SS;) kiimeleri arasindaki ortalama baglanti

mesafesi soyle hesaplanir:

N vN v = = — —
b \/Z,-H Zjil(Z—Yj)z N, _ (| N1:582+ N SS1 —2.LS} LS
N 2 NN,

4.9)
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4.3. SPEKTRAL KUMELEME

K-ortalama gibi kiimelenme algoritmalarinin ¢ogu,verilerin seklini (radyal temel,spiral vb.)
varsaymaktadir ve yerel minimumlart bulmak icin baglangicta coklu yeniden baslatmalar
gerektirir. Spektral kiimeleme,kiimelerin sekilleriyle ilgili varsayimlarda bulunmakla ve
baglatma iglemine duyarli olmadan bu sorunlar1 ¢6zmeye yardimci olur. Bu teknik,grafik
teorisinin giicline dayanir ve kiilmeleme yapmadan 6nce boyutluluk azaltma icin benzerlik

matrisinin 6zdegerlerini kullanir [57]. Algoritma 3 asamada caligir:

Algorithm 3 Spektral Kiimeleme

1: Tiim veri noktalari icin benzerlik grafigi (e.g., K Nearest Neighbor grafigi) olusturun;

2: Kiimelerin kategorize edilmesinin daha agik oldugu veri noktalarinin Laplacian
grafiginin 6zvektorlerini kullanarak diisiik boyutlu bir spektral yerlesimler olusturun;

3: Gomme alanimi bolmek i¢in K-ortalama gibi herhangi bir klasik kiimeleme algoritmasi
uygulayin i.e. kiime icin 6zvektor segmek iizere en diisiik bir 6zdeger kullanin.

4.4. KENDI KENDINIi DUZENLEYEN HARITA VEYA KOHONEN HARITALARI

T Kohonen tarafindan icat edilen kendi kendini diizenleyen harita (SOM) veya kendi
kendini diizenleyen 6zellik haritas1 (SOFM),diisiik boyutlu (tipik olarak 2D) bir harita olarak
bilinen giris bogluklama 6rneklerinin istege bagli olarak gosterilmesi i¢in denetimsiz olarak
egitilen bir YSA’lar sinifidir. Bu nedenle,boyutluluk azaltma yontemidir. SOM’lar,rekabetci
diizeltme Ogrenimini,hata diizeltme Ogrenimi uygulayan (gradyanli yayilma gibi) diger
YSA’larin tersine uygular. SOM’larda giris alaninin topolojik 6zelliklerini korumak icin bir

komguluk funksiyonu kullanilir [55].

SOM ayrica bir veri gorsellestirme teknigi saglar,boyutlar1 Sekil 4.3:’te gosterildigi gibi
bir haritaya indirgeyerek yiiksek boyutlu verileri anlamaya yardimci olur. Kiimeleme
kavrami benzer veri nesnelerini birlikte gruplayarak SOM ile de temsil edilebilir,boylece
SOM kiimeleri yakalar ve boyutlar1 azaltir. SOM’da,hesaplama birimleri (noronlar) iki
katman halinde siralanir: giris ve rekabet katmani. Girig katman1 N noronlardan olusur
(her giris degiskeni i¢in) ve rekabet katmani diisiik boyutlu néronlardan olugsur. SOM’da
kiimeleme,mevcut veri nesnesi i¢in birden fazla iinite birbirine sahip olarak gerceklestirilir.
Sisteme girilen verilerden sonra,YSA girislere gore egitilir. Agirlik vektoriine mevcut

nesneye en yakin olan birimler aktif veya kazanan birim haline gelir. Girdi verilerinde



35

Size

input vectar

Sekil 4.3: Kendi Kendini Diizenleyen Harita programi(Self-Organizing Map scheme)

varolan komsuluk iligkileri,egitim asamasindaki girdi degiskenlerinin degerlerini kademeli
olarak ayarlayarak korunur. Her veri noktasi,temsiller i¢in rekabet ederek kendilerini tanir.
SOM,agirlik vektorlerini baglatarak baglar. Agirlik vektorlerini baglattiktan sonra,bir vektor
rastgele orneklenir ve karsilik gelen 6rnegi temsil eden en 1yi eslesmeyi bulmak i¢in agirlik
vektorleri haritasinda aranir. Her agirlik vektorii,yakindaki komsu agirliklardan olusur.
Secilen agirlik ve komsulari,haritanin rastgele olarak biiyiimesine ve 2D sekil uzayinda farkl
sekiller,genellikle ,kare / dikdortgen / altigen / L sekilleri olusturmasina izin veren 6rnek
numune vektoriinii secme olasiligini arttirir. Kisacasi,68renme birkag adimda ve birgok

yinelemede gerceklesir:

Algorithm 4 SOM Kiimeleme Algoritmasi

1: Her diigtimiin agirliklari baglatildi;

2: Antrenman verileri setinden rastgele bir vektor secilir;

3: Her diigiim,hangisinin agirhi§inin girdi vektorii gibi oldugunu hesaplamak i¢in incelenir.
Kazanan diigiim,En 1yi Eslesme Birimi (BMU) olarak bilinir;

4: Sonra BMI ¢evre hesaplanir. Komsgularin miktar1 zamanla azalir;

5: TKazanan agirlik,daha ¢ok numune vektorii gibi olmakla ddiillendirilir. Komgular da
ornek vektorii gibi olurlar. Bir diigiim BMU’ya ne kadar yakinsa,agirliklar1 o kadar fazla
degisir ve komsu ne kadar uzak olursa BMU’dan o kadar az sey 6grenir;

6: N yinelemeler icin 2. adimi tekrarlayimn 3 .
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Sekil 4.4: Otomatik Kodlayici Yapisi(Autoencoder Architecture)

4.5. K-ORTALAMA OLAN DERIN OTOMATIK KODLAYICILAR

Otomatik kodlayicilar,¢ikisin girdiyle ayni oldugu (Feed Forward neural Network) FFNN
ailesine aittir. Giris verileri daha diisiik boyutlu bir gizli bogluk temsiline sikistirilir ve
daha sonra bu gizli bogluk temsilinden ¢iktiy1 yeniden formiile eder. Otomatik doniistiiriicii
3 bilesenden olusur: kodlayici,gizli bosluk gosterimi ve kod c¢oziicii. Kodlayici,girig
verilerini sikistirir ve gizli alan gosterimini yaratir; bu,daha sonra dekoder tarafindan girisi
Sekil 4.4:’te gosterildigi gibi iiretmek i¢in kullanilir. Bu yontemler genellikle sikistirma
veya boyutluluk azaltma algoritmalaridir. Otomatik kodlayicilar kullanarak yiiksek girdi
boyutlulugunu diisiirdiikten sonra,olusturulan kiimeleri arastirmak ve analiz etmek icin

K-ortalama algoritmasina besleriz.

4.6. DERIN GOMULU KUMELEME (DEEP EMBEDDED CLUSTERING (DEC))

Derin gomiilii kiimeleme (DEC),6zellik gosterimlerini ve kiimeleme atamasini ayni anda
O0grenen [58] bir sinirsel ag1 tabanli yontemdir. Bir haritalama,girdi veri uzayindan daha
diisiik boyutlu bir 6zellik uzayma 6grenilir,kiimeleme hedefinin yinelemeli olarak optimize
edildigi yer.Kiimeleme veri noktalarimi n {x; € X}" ,’yi,dogrudan K grubu kiimeleri

icine,sentroids W, j = 1,2,...k ile yapmak yerine DEC yontemi ilk olarak,girig veri alaninin



37

X farkli bir alt-boyutlu gizli bosluk Z icine dogrusal olmayan bir eglemesi gerceklestirir.
fo: X —Z

0 ogrenilebilir parametredir ve Z gizli 6zellik alanidir.

Veri noktalarinda kiimeleme,ayni1 zamanda Z 6zellik alanindaki bir takim & kiime merkezini
ve girig veri alanin gizli 6zellik alan 6’ye esleyen DNN parametrelerini Z 6grenerek yapilir.

DEC 2 asamadan olusur:

1. Derin otomatik kodlayicilarla baglatma asamasi.

2. Parametre optimizasyonu (kiimeleme),yardimci bir hedef dagiliminin hesaplanmasi ile

Kullback-Leibler (KL) ayrismasinin en aza indirgenmesi arasinda yinelenir.

4.6.1. KL ayrismasi ile Kiimeleme

Onerilen denetimsiz DEC baslangicta sentroid kiimeler ile dogrusal olmayan haritalamanin
ilk tahmininde gomiilii noktalar arasindaki yumusak bir atamayi hesaplar. Yumusak
hizalamay1 hesapladiktan sonra, fg’y1 (derin haritalama) giinceller ve denklem 4.10 yardimci
hedef dagilimimi kullanarak mevcut atamalar1 68renerek.kiime merkezlerini yeniden

diizenler.

a+1
2

(1+ ||z — wj]| @)~
Zj/(l + }Zi—,uj/H o)

qgij = — (4.10)
2

4.7. METRIKLER

En ilkel degerlendirme konuslandirirken Derin  Ogrenme modellerinin  Kalitesini
degerlendirmektir. Her oOrnek ic¢in etiketler bulundugundan degerlendirme denetimli
problemler i¢cin daha kolaydir. However there is no such richness in the unsupervised
contexts,the notion if testing in this domain is a flawed premise. Ancak,denetlenmeyen

modellerin degerlendirilmesi i¢in kaybedilen bir neden degildir. Biiyiik say1 olgtimleri
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denetimsiz kiimelenme sonuclarinin kalitesini inceler. Bu metrikler kiimelere iliskin
i¢goriilii olabilir,se¢ilen algoritma secimine bagli olarak degisebilir ve birlikte kategorize

etmek i¢in verilerin dogal egilimi. Metriklerin bazilar1 sunlardir:

4.7.1. Psueod-F Statistic

Her birinin sirastyla N veri noktasina sahip K kiimeleri oldugunu diisiiniin. Boylece
Y n; = N(numunenin toplam biiyiikligii). x;;’in kiime i’deki j veri degerini gosterdigini
varsayalim,m;’in i' h kiimesinin kiime merkezi oldugunu ve M’nin tiim veri noktalarinin genel
ortalamas1 oldugunu varsayalim. Kiimeler arasindaki(sum of squares between :SSB) kareler

toplami ve (sum of squares within:SSE) kiimelerdeki kareler toplami soyledir:

K

SSB =Y n;.Distance*(m;,M) (4.11)
i=1
K 1

SSE = Z Z Distance® (xij,m;) 4.12)
i=1j=1

Ve
Distance(a,b) = Z(ai —b;)? (4.13)

Pseudo-F istatistigi sdyle tanimlanir:

SSB
-1 MSB

o @14
SSE. " MSE

Pseudo-F istatistigi,kiimeler arasindaki ayrimi hesaplayan kiimeler arasindaki (i) MSB
ortalama karesinin oranini,(ii) kiimelerin i¢indeki verilerin dagilimini 6lgen MSE ortalama

kare hatasinin oranini dlcer.



39

4.7.2. Davies-Bouldin (DB) Indeks

DB indeksini hesaplamak i¢in formiil:

0;+0j
d(Cl',Cj)

1 n
DBI = - Z max jz;( ) 4.15)

i=1
burada n kiimelerin sayisidir ve sigma; kiime i’deki tiim veri noktalarinin kiime sentroid ¢;’ye

olan ortalama mesafesidir.

Kiiciik indeks,kiimelerin kiiciik ve merkezlerin birbirinden ¢ok uzak oldugunu belirten iy1
kiimelere karsilik gelir.Bu nedenle,DB endeksini en aza indiren kiime diizeni optimum kiime

say1s1 olarak alinmustir [S51].

4.7.3. Siluet Katsayisi

Bu teknik,her veri noktasinin ne kadar iyi kiimelendiginin kompakt ve oOzlii bir
geometrik gosterimini saglar. Kiimeler icinde tutarliligin dogrulanmasi ve agiklanmasi
icin bir yontemdir. Bu deger,bir veri noktasinin,diger kiimelere (ayirma) acima
gostermede kendi kiimesine (uyum) ne kadar benzer oldugunu olcer [56]. Deger {-1,1}
arasindadir. Yiiksek deger,veri noktasinin kendi kiimesine cok iyi uyustugunu ve komsu
kiimelere cok kotii uyustugunu gosterir. Veri noktalarinin ¢ogunun yiiksek silueti degeri
varsa,kiimelenme yapisinin uygun oldugunu soyleyebiliriz. Cogunluk diisiik veya negatif
degerler iceriyorsa,kiimeleme yapisi ¢cok az sayida kiime veya ¢ok fazla kiime igerir. Siluet
metrigi,Manhattan veya Oklid mesafesi gibi herhangi bir mesafe metrigi ile hesaplanabilir.
Siluet degeri su sekilde belirlendi:
S0 a3 507

(4.16)

burada a(i),kendi kiimesindeki diger tiim noktalardan i noktasinin ortalama mesafesi olarak

belirlenir ve b(i),i’nin diger kiimelerdeki diger tiim noktalara en kiiciik ortalama mesafesidir.

4.7.4. Dunn Indeks

Sunu boyle tanimlanmistir:
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o d(i
D— mm1§,<_,§n /(lvj) (417)
maxi<<npd (k)

Burada i, j,& k kiime endeksleridir,d kiimeler aras1 mesafedir ve d kiime ici mesafedir. Dunn

endeksinin degeri ne kadar yiiksek olursa kiimeleme o kadar uygun olur [54].

4.7.5. Calinski-Harabasz Indeksi (CH Score)

Varyans Orani Kriteri (VRC) olarak da bilinen Calinski-Harabasz (CH) endeksi,temel gercek
etiketleri dnceden bilinmedigi takdirde modeli degerlendirmek i¢in kullanilabilir. Yiiksek bir

CH puani,modelin daha 1yi kiimeler olusturdugu anlamina gelir.
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5. METODOLOJI,ARACLAR VE DENEYSEL KURULUM

Bu boliimde,uygulamay1 gerceklestirmek i¢in kullanilan veri kiimesi,tasarim yaklagim ve

yazilim araglar1 aciklanacaktir.

5.1. VERI KUMESI

Denemeler,islami metinlerin Ingilizce versiyonunda yapilmistir: Sahih Bukhari ¢ . Sahih-i
Buhari, 7275 hadisi iceren 93 boliimden olusmaktadirus. Verileri modele aktarmadan
once,veri kiimesinde bazi1 temel 6n islemler gerceklestirilmistir. Sik kullanilan kelimeler

(durma kelimeler (stop words)) kaldirilmistir.

5.1.1. Arastirma ve Tasarim Stratejisi

Bu tez boyunca kullanilmasi planlanan 6n isleme ve kiimeleme teknikleri mevcut olanlardir.
Ancak,Word2Vec,Doc2Vec,GloVe ve fastText gibi metin gomme tabanli ve kiimeleme

algoritmalartyla kullanilan analizleri 6nermekteyiz.

Bu tezde,K-ortalama (K-means),Birch,DEC ve Spektral (clustering) gibi cesitli kiimeleme
algoritmalari,belgelerin cesitli derin temsilleri ile birlikte incelenerek analiz edilmistir. Bu
vaka ¢alismasinda kullandigimiz temsiller Word2Vec,Doc2Vec,GloVe ve fastText’tir. Bu

vaka calismasinin genel arastirma metodolojisi,Sekil 5.1:’de gosterilmektedir:

5.1.2. Veri Kiimesi On Islemesi

Hadis belgelerini dogrudan denetimsiz kiimeleme algoritmalarina beslemeden 6nce,dnce

verileri islemden gecirmemiz gerekir. On isleme sunlari igerir:

Tokenizasyon Tokenizasyon uzun bir diziyi jeton (token) yani dizgeler olarak adlandirilmig
olan sozciikler,belirtecler gibi kurucu parcalarina bolme islemidir. Bir girdi dizisi (input

sequence) olarak In the name of Allah,the most beneficent and most merciful ve onun

6 https://www.quranexplorer.com/hadithebook/english/index.html
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v On isleme
(PreProcessin, )

Vektdrlestirilmis Hadis Belgeleri
(Vectorized Hadith Documents) Gomuler Uretimi
\ 4 (Embedding Generation)

Gomme esasli Denetimsiz Kimelenmesi
(Unsupervised Embedding based
v Clustering)

Sekil 5.1: Metodoloji (Methodology)

jetonlerini {’In’,’the’,’name’,’of”,’ Allah’,’the’,’most’,’beneficent’,’and’,”most’,’ merciful’ }
olarak dikkate alin. Korpus’un Ingilizce versiyonunu kullandigimizdan,korpusumuzdaki

tokenizasyon islemini yiiriitmek i¢in RegexpTokenizer 7 kullanmistir.

Durdurma Kelimelerinin Kaldirilmasi: (Removal of Stop Words The,of . an,
vb.. gibi dilde sikca kullamlan durdurma kelimeler faydasiz — sozciiklerdir.
Durdurma kelimelerinin  kaldirilmasindan  sonra,6nceki  boliimdeki  girdi  dizisi
{"name’; Allah’,’most’,’beneficent’,’ most’, merciful’  },gibi  goriinecektir. Durdurulan
Etkisiz kelimelerin kaldirilmasi,derin sinir ag modellerine gegcmeden 6nce veri kiimesini
daha iyi hazirlayarak cesitli NLP metin problemleriyle basa ¢cikmada i¢in ana adimlardan
biridir. Durdurma kelimelerinin kaldirilmasi icin,NLTK® ara¢ setinden stopwords adli

kiitiiphaneyi kullaniyoruz.

Hadis Belgelerinin Temsili Kelime gobmme modelleri,kelimeleri,ciimleleri veya belgeleri

yiiksek boyutlu uzayda vektorler olarak gostermek ig¢in ¢ok etkili yontemlerdir. Bu

7 https://www.nltk.org/_modules/nltk/tokenize/regexp.html
8 https://www.nltk.org/book/ch02.html
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tez calismasinda,Word2Vec,Doc2Vec,GloVe ve fastText gibi cesitli gdbmme modelleri
kullanarak tiim Onceden islenmis korpustan gommeleri olusturmak ve cesitli kiimeleme
teknikleri ile birlikte kullanildiginda sonucglarim1 analiz etmek i¢in kullaniyoruz.
Bizim calismamizda,onceden egitilmis gommeleri kullanmak yerine,gdbmme modellerini
korpusumuzda 300 gomme boyutuna sahip yeni gdmmeler olusturmak i¢in yeniden
egitiyoruz. Gomme modelleri boliim 3’te ayrintili olarak aciklanmigtir. Kiimeleme
Algoritmalar1 Gommeleri onceden islenmis korpustan iirettikten sonra,bu etiketlenmemis
gobekleri ¢esitli denetimsiz kiimeleme algoritmalarina besleriz. Bu tez calismasinda,kelime
gomme islemlerinin K-Ortalama,BIRCH,DEC,Spektral ve SOM denetimsiz kiimeleme

teknikleri tizerindeki etkilerini 4. boliimde detayl1 olarak analiz edip karsilastiriyoruz.

Yazilim Donanim Aracglar1 Python programlama dilinin bilgisayar arastirmalarinda ve
derin 6grenme cevresinde yaygin kullanimi nedeniyle,bu tez uygulamasi i¢in Numpy [32]
Scikitlearn [35] Gibi kiitiiphanelerle Python’u (siiriim 3.7.2) ve Keras [6] Tensorflow’un
derin 6grenme kiitiiphanesi sectik. Deneyler 2,2 Ghz 4-core Intel Core i7 islemci iizerinde

gerceklestirildi.
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6. SONUCLAR

Bu calismada,kelime kaliplama modellerinin K-means,BIRCH,Spectral ve DEC kiimeleme
algoritmalar1 olan 4 farkli kiimeleme algoritmas: iizerindeki etkilerini degerlendirerek
karsilagtiriyoruz. Yiiksek boyutlu kiimeleri gorsellestirmek icin,t-Dagitilmis Stokastik
Komgu Gomme (t-SNE) teknigini kullanarak,parcalarin boyutlarinin sayisin1 2(2D - 2
Boyutlu)’ye esitliyoruz. Bu deneyde,Tablo 6.1°de gosterildigi gibi 300 kaliplama boyutunu
ve 0.025 6grenme orani ile 1000 ¢ag kullaniyoruz. Kiimeleme algoritmalari i¢in parametreler

Tablo 6.1:’de ayrintili olarak verilmistir.

6.1. GOMME MODELLI K-MEANS (K-MEANS WITH EMBEDDING MODELS)

| Kaliplama Modeli | Ogrenme Orani | Caglar | Kaliplama Boyutu |

Word2Vec 0.025 1000 300
Doc2Vec 0.025 1000 300
fastText 0.025 1000 300
GloVe 0.025 1000 300

Tablo 6.1: GoOmme Modellerinin Parametreleri

Biliyoruz ki,cok yogun ve iyi ayrilmig kiimeler i¢cin CH skorunun daha yiiksek olmasi
gerekir. Silhoutte katsayisi,yanlis kiimeleme icin 1’den,yogun kiimeleme i¢in +1’e kadardir.
Silhoutte skoru sifira yakinsa,0 zaman bu,0rtiisen kiimeler oldugu anlamina gelir. Bu
nedenle,cok yogun kiimeler ve iyi tanimlanmig kiime modelleri i¢in silhoutte katsayis1 daha
yiiksek olmalidir. Daha diisiik DB endeksine sahip bir model kiimelerin daha iyi tantmlanmus
olmas1 ve daha iyi performans gosterdigi,ve model yiiksek CH puanina sahipse kiimelerin

yogun ve iyi bir sekilde ayrildig1 anlamina gelir.

Kaliplama modellerinden olusturulan gosterimleri temel alan,verileri kiimelemek igin
K-means algoritmasin1  kullandigimizda,Doc2Vec tabanli modelin diger kaliplama
tabanli kiimeleme modellerinden daha iyi performans gosterdigini analiz ediyoruz.
Tablo 6.3:’den,Doc2Vec’in verilen Olciitlere gore c¢ok iyi bir puana sahip oldugu,yani

daha yiiksek silhoutte katsayisina,daha diisik DB endeksine ve daha yiiksek CH
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Kiimeleme Modeli \ Kiimelerin Sayisi \ Finetune Yineleme \ Dallanma Faktort ‘

K-Means 50 - -
BIRCH 50 - 50

DEC 50 50 -

Spectral 50 - -

Tablo 6.2: Kiimeleme Modellerinin Parametreleri

Kaliplama Modeli | Silhouette Katsayis1 | DB Indeksi | CH Skoru |

Word2Vec -0.0063 3.4346 44.7168
Doc2Vec 0.0053 2.9048 62.9038
fastText -0.0385 3.2191 3.2191

GloVe 0.0029 3.0484 50.0802

Tablo 6.3: Kaliplama Modelleri (Word2Vec,Doc2Vec,fastText, GloVe) ile K-Means

skoruna sahip oldugu,ve dolayisiyla K-means kiimeleme teknigi ile kullanildiginda
Doc2Vec’in diger kaliplama gosterimlerden daha yogun ve iyi tanimlanmis kiimeler
verdigi goriilebilir. Bunun nedeni,Doc2Vec tabanli modelin baglamsal benzerlige
dayanmasidir,yani baglami hesaba katar ve daha sonra kiimeleme gerceklestirir,diger
modeller ise sadece Hadis baglamini dikkate almayan kelimelere dayanir. Analiz,Doc2Vec
tabanli kiimeleme modelinin yogun ve iyi tammmlanmis kiimeler gerceklestirdigini gosteren

Sekil 6.1:,Sekil 6.2:,Sekil 6.3:,Sekil 6.4: resimlerinden dogrulanabilir.

Sekil 6.1: Word2Vec esasli(based) K-Means Kiimelenme
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K-Means Clustering with Doc2vec
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Sekil 6.2: Doc2Vec esasli(based) K-Means Kiimelenme

K-Means Clustering with fastText

100 o o B 100

Sekil 6.3: fastText esasli(based) K-Means Kiimelenme

K-Means Clustering with Glove

Sekil 6.4: GloVe esasli(based) K-Means Kiimelenme
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Kiimeleme Modeli \ Silhoutte Katsayisi \ DB Indeksi \ CH Skoru ‘

Word2Vec -0.0090 3.7865 37.3402
Doc2Vec 0.0772 3.0303 50.0197
fastText -0.0009 3.5384 3.5384

GloVe 0.0040 3.3769 43.6556

Tablo 6.4: Kaliplama Modelleri (Word2Vec,Doc2Vec,fastText, GloVe) ile BIRCH

Sekil 6.5: Word2Vec esasli(based) BIRCH Kiimelenme

6.1.1. Gomme Modelli BIRCH (BIRCH with Embedding Models)

BIRCH kiimeleme algoritmasi i¢in,Doc2Vec gomme modeli yine yiiksek silhoutte
katsayisi,diisiik DB endeksi ve daha yiliksek CH puani odlgiitleri ile iyi bir puan gosteriyor.
Word2vec,fastText gibi diger gomme tabanli BIRCH modeli, Tablo 6.4:’te gosterildigi
gibi Doc2Vec tabanli BIRCH ile kargilastirildiginda zayif sonuclar gostermektedir.
Bununla birlikte,GloVe tabanli BIRCH modeli,Doc2Vec tabanli BIRCH kiimeleme
modeline ¢ok yakin bir kargilasirma gostermektedir. Bu,Doc2Vec ve GloVe tabanl
BIRCH’in diger ikisinden daha 1yi ve yogun kiimeler gerceklestirdigini gosteren
Sekil 6.5:,Sekil 6.6:,Sekil 6.7:,Sekil 6.8: grafiklerinden gorsel olarak  goriilebilir.
Sebep,Do2Vec’in Hadis belgelerinin baglamsal benzerligini dikkate almasi ile ilgili

olarak daha once tartisildig1 gibidir.

6.1.2. Gomme Modelli DEC (DEC with Embedding Models)

DEC versiyonunda,Word2Vec tabanli DEC kiimeleme modeli,Tablo 6.5:’te gosterildigi

gibi geri kalanlarindan daha iyi sonuglar elde etmektedir. Ve fastText kaliplama modeli
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Birch Clustering with Doc2Vec
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Sekil 6.6: Doc2Vec besasli(based) BIRCH Kiimelenme

Birch Clustering with fastText

100 o o B 100

Sekil 6.7: fastText esasli(based) BIRCH Kiimelenme

Birch Clustering with Glove

Sekil 6.8: GloVe esasli(based) BIRCH Kiimelenme
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Kiimeleme Modeli \ Silhoutte Katsayisi \ DB Indeksi \ CH Skoru ‘

Word2Vec 0.0277 3.9101 40.6479
Doc2Vec 0.1127 8.8679 30.7128
fastText -0.0235 4.1706 4.1706

GloVe -0.0194 13.1864 20.7652

Tablo 6.5: Kaliplama Modelleri (Word2Vec,Doc2Vec,fastText, GloVe) ile DEC

Sekil 6.9: Word2 Vec esasli(based) DEC Kiimelenme

DEC kiimeleme algoritmasi ile kullanildiginda diisiik performans gosterir. Doc2Vec tabanli
DEC de,word2Vec tabanli DEC modeline kiyasla timit vaat eden sonuglar1 gostermektedir.
Bu,Word2Vec tabanli DEC’in Doc2Vec tabanli DEC’den biraz daha iyi performans
gosterdigini  gosteren  Sekil 6.9:,Sekil 6.10:,Sekil 6.11:,Sekil 6.12:  grafiklerinden
dogrulanabilir. Sekil 6.11:’deki yesil kiimelerin uygun bir gsekilde gruplanmamis ve
grafigin her yerine dagilmis olduguna dikkat edin.

Sekil 6.10: Doc2Vec esasli(based) DEC Kiimelenme



50

Dec Clustering with fastText png
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Sekil 6.11: fastText esasli(based) DEC Kiimelenme

Dec Clustering with Glove png

Sekil 6.12: GloVe besasli(based) DEC Kiimelenme
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Kiimeleme Modeli \ SSilhoutte Katsayisi \ DB Indeksi \ CH Skoru ‘

Word2Vec -0.0061 3.1233 31.6110
Doc2Vec 0.0059 2.8364 45.1595
fastText -0.1091 2.9846 2.9845

GloVe -0.0054 3.2436 35.1671

Tablo 6.6: Kaliplama Modelleri (Word2Vec,Doc2Vec,fastText, GloVe) ile Spectral

Sekil 6.13: Word2Vec esasli(based) Spektral Kiimelenme

6.1.3. Gomme Modelli Spektral (Spectral with Embedding Models)

Doc2Vec Tabanli Spektral kiimeleme,diger kaliplama esasli Spektral modellerden ¢ok
umut verici sonuglar gostermektedir. Doc2Vec Tabanli Spektral kiimeleme,Tablo 6.6:’da
gosterildigi gibi yiiksek silhoutte katsayisina,diisik DB endeksine ve daha yiiksek CH
puanina sahiptir; bu,Doc2Vec tabanli spektral kiimeleme modelinin iyi tanimlanmis
ve 1iyice ayrilmis kiimeler yarattigi anlamina gelir. Bu,Doc2Vec bazli spektralin
oldukca yogun ve iyi tamimlanmis kiimeler gergeklestirdigini gosteren 2B grafikten

(Sekil 6.13:,Sekil 6.14:,Sekil 6.15: and Sekil 6.16:) kontrol edilebilir.

6.2. TARTISMA

Bu calismada,kelime kaliplama islemlerinin mevcut kiimeleme teknikleri tizerindeki etkisini
inceledik ve yeni 16 kaliplama tabanli kiimeleme modelini 6nerdik ve karsilastirdik.

Asagidaki 16 farkli gomme tabanli modeli uyguladik:
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Spectral Clustering with Doc2vec

Sekil 6.14: Doc2Vec esasli(based) Spektral Kiimelenme

Spectral Clustering with fastText

Sekil 6.15: fastText esasli(based) Spektral Kiimelenme

Spectral Clustering with Glove
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Sekil 6.16: GloVe esasli(based) Spektral Kiimelenme
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Word2Vec esasli(based) K-Means.
Doc2Vec esasli(based) K-Means.
fastText esasli(based) K-Means.
GloVe esasli(based) K-Means.
Word2Vec esasli(based) BIRCH.
Doc2Vec esasli(based) BIRCH.
fastText esasli(based) BIRCH.
GloVe esasli(based) BIRCH.
Word2Vec esasli(based) DEC.
Doc2Vec esasli(based) DEC.

. fastText esasli(based) DEC.

. GloVe esasli(based) DEC.

. Word2Vec esasli(based) Spectral Kiimeleme.

A T AN i S

e e e
H LW NN = O

. Doc2Vec esasli(based) Spectral Kiimeleme.

p—
9

. fastText esasli(based) Spectral Kiimeleme.

—
@)

. GloVe esasli(based) Spectral Kiimeleme.

Onerilen tim modeller arasinda,Doc2Vec tabanli kiimeleme tekniklerinin,sonuclarimiza
dayanarak,verilerin ¢ok iyi ve yogun bir sekilde kiimelenmesini sagladi§i sonucuna
vartyoruz. Doc2Vec tabanli kiimeleme modeli,dier gomme tabanli kiimeleme
modellerinden daha iyi performans gosteriyor. Bu,Doc2Vec tabanl kiimelemenin baglami
(komsu baglami) dikkate almasi ve Hadis belgesinin baglamsal benzerligine dayanmasi
nedeniyle,0nerilen digerlerinden daha iyi kiimelenme gerceklestirmesi ve dolayisiyla ilgili
Hadis belgelerini aym1 kiimeye gruplandirmasi nedeniyledir. Biz ayn1 zamanda,sadece
demonstrasyon amagli,bir Hadisin programa girdi olarak verildigi zaman,baglamsal
benzerligine dayali olarak ayni kiimeye giren ilgili Hadisleri ortaya c¢ikaran temel grafiksel
kullanic1 arayiiziinii (GUI) de uyguladik. Bu,islam hukukunda bazi dini veya sosyal

meselelere iligkin kararlar1 verirken karar destek sistemi olarak uygulanabilir.

Sonuglarimiza dayanarak,fastText tabanli kiimelemenin 6nerilen modeller arasinda en kotii

sonuglar1 gosterdigi sonucuna vartyoruz.

Son olarak,veri kiimelemesi i¢in ¢ok sayida teknik onerilmis olmasina ragmen hala acik bir
soru oldugunu bildirmek istiyoruz. Veri kiimelenmesi internetin siirekli biiylimesi nedeniyle

hala 6nemli ve en gerekli kisimdir.
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7. SONUC VE GELECEK CALISMA

Calismamiza, Islam ictihadinda karar destek sistemi olarak bir uygulama ile baslad.
Toplumsal ve dini konularda fetva verilirken,Islam fakihleri, konu ile alakali biitiin
temel,sahih metinleri géz oniinde bulundurmak zorundadir. Surasi kesindir ki,bir hiikiim
eger baglamsal materyaller ile desteklenirse daha giiclii olur. Bu da ancak baglami
algilayip,gerekli materyalleri bulabilen bir sistem ile miimkiindiir. Tarihsel olarak,zayif
hiikiimlerin toplumsal problemlere ve ayrigsmalara yol actifi bilinmektedir. Bunun icin
gelistirdigimiz cizimsel kullanici arayiizii, girdi olarak bir Hadis alip,ona baglamsal
olarak benzer Hadisleri bulmaktadir. Bu karar destek sistemi olarak Islami kararlar
alinirken,toplumsal yargilamalarda,sirketlerin disiplin komitelerinde,tavsiye sistemlerinde

vb. olusumlarda kullanilabilir.

Bu calismada oOnerilen modeller ¢ok temel asamadadir ve bircok farkli gelistirme
yapilabilir. Yakin gelecekte,onerilen modellerimizi etiketli veri kiimesi iizerinde kullanmay1
ve performanslarint dogruluk,tamlik ve hatirlama agisindan karsilagtirmali bir sekilde
analiz etmeyi planliyoruz. Ayrica ELMO,BERT,XLNet vb. gibi daha igerige yerlestirilmis
kaliplamalarin kiimeleme teknikleri iizerindeki etkilerini arastirmak ve etiketli ve etiketsiz

veri setleri iizerindeki performanslarini kargilagtirmali olarak analiz etmek istiyoruz.

Bu aragtirma calismasinda,bircok farkli derin kaliplama modelini ve bunlarin bir¢ok
kiimeleme teknigine etkisini ve Keras,scikit - learn,Gensim,GloVe gibi baz1 derin 6grenme
kiitiiphanelerini kesfetme ve 6grenme firsatimiz oldu. Bu aragtirma ¢alismasinin uygulamasi

github sayfasinda bulunmaktadir °

9 https://github.com/shakeel608/TextClustering/blob/master/TextClustering/Embeddings.ipynb
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