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OZET
YUKSEK LiSANS TEZi

DERIN OGRENME YAKLASIMLARIYLA ARAC KAPORTA BOYALARININ
ORIJINALLIK TESPIiTI

Mehmet Mehdi TUNCYUZLU
Batman Universitesi Lisansiistii Egitim Enstitiisii
Bilgi Teknolojileri Ana Bilim Dah
Damsman: Dr. Hafzullah IS

2025, 66 Sayfa

Otomotiv enddistrisi, yiiksek kaliteli ve gilivenilir ara¢ tiretiminde boyanin énemli bir rol
oynadigini kabul eder. Arag¢ kaporta boyasi, sadece estetik bir unsur olmanin 6tesinde, ayni
zamanda aracin dis ylizeyini ¢evresel faktorlere karsi koruma gorevini iistlenir. Bu nedenle, arag
kaporta boyalarinin orijinalligi ve kalitesi, hem iireticiler hem de tiiketiciler i¢in biiylik 6nem tasir.
Giliniimiizde, ara¢ kaporta boyalarinin orijinalligini tespit etme islemi genellikle arag
ekspertizlerinde boya kalinligin1 6lgen mikron cihazi ya da araglarin kaporta ustalarinin el
yordami ve deneyime dayali yontemlerle yapilmaktadir. Ancak, bu yontemler hem zaman alicidir
hem de insan hatasina agiktir. Teknolojinin hizla gelismesiyle birlikte, otomotiv sektoriinde kalite
kontrol stireclerinde daha yenilik¢i ve gilivenilir yontemlere olan ihtiya¢ artmaktadir. Bu
baglamda, derin 6grenme teknolojileri, ara¢ kaporta boyalarinin orijinalligini tespit etmek i¢in
umut verici bir ¢dzliim olarak ortaya ¢ikmaktadir. Derin 6grenme, biiyiik veri kiimeleri tizerinde
O0grenme yetenegi sayesinde, karmasik desenleri ve iliskileri tespit edebilme kapasitesine sahiptir.
Goriintl isleme teknikleri ile birlestiginde, derin 6grenme modelleri, ara¢ kaporta boyalarinin
orijinalligini ve kalitesini yiiksek dogrulukla analiz edebilir. Bu tezde, derin 6grenme tabanli bir
sistemin arag¢ kaporta boyalarinin orijinalligini tespit etmedeki etkinligi incelenmistir. Caligmada,
arag kaporta boyalarmin birincil kaynagindan olup olmadigini goriintii analizleri kullanarak tespit
etmek hedeflenmistir. Bu sayede, ara¢ kaporta boyalarinin orijinallik tespitinde bilinen
yontemlere alternatif bir yaklagim sunulmasi amaglanmaktadir. Goriintii isleme ve derin 6grenme
yontemleri kullanilarak olusturulan bir ESA modeli, fabrika ¢ikish boyali ve sonradan boyanmis
araglardan alinmis toplam 2000 goriintii 6rnekleri {izerinde egitilmistir. Veri kiimesi, %80-%20
egitim ve dogrulama setlerine boliiniip ResNet50, VGG16, InceptionV3, EfficientNetBO,
MobileNetV2 ESA modelleri ile test edilerek en yiiksek dogruluk orani InceptionV3 ile %98
olarak hesaplanmistir. Bu sonuglar, derin 6grenmenin ara¢ boyalarinin orijinalligini tespit etmek
icin kullanilabilir oldugunu gostermektedir, ancak modelin dogrulugunu artirmak i¢in daha fazla
veri ve farklt model yapilarina ihtiyag duyulabilir.

Anahtar Kelimeler: Derin 6grenme, ESA, Ara¢ Kaporta Boya Orijinalligi
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MASTER THESIS

ORIJINALITY DETERMINATION OF VEHICLE BODY PAINTS WITH DEEP
LEARNING APPROACHES
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The automotive industry acknowledges that paint plays a crucial role in the production of
high-quality and reliable vehicles. Automotive body paint is not merely an aesthetic component
but also serves the essential function of protecting the vehicle’s exterior surface against
environmental factors. Therefore, the originality and quality of automotive body paint hold
significant importance for both manufacturers and consumers.Today, the process of detecting the
originality of automotive body paint is generally performed during vehicle inspections using
micron gauges that measure paint thickness, or through manual methods relying on the skill and
experience of body repair experts. However, these methods are both time-consuming and prone
to human error. With the rapid advancement of technology, the automotive sector faces a growing
demand for more innovative and reliable methods in quality control processes.In this context,
deep learning technologies have emerged as a promising solution for determining the originality
of automotive body paint. Thanks to its ability to learn from large datasets, deep learning has the
capacity to identify complex patterns and relationships. When combined with image processing
techniques, deep learning models can analyze the originality and quality of automotive body paint
with high accuracy.In this thesis, the effectiveness of a deep learning—based system in detecting
the originality of automotive body paint is examined. The study aims to determine whether
automotive body paint originates from its primary source through image analysis. In doing so, it
seeks to provide an alternative approach to the commonly used methods for detecting paint
originality.By employing image processing and deep learning methods, an ESA model was
developed and trained on a dataset of 2,000 images obtained from factory-painted and repainted
vehicles. The dataset was divided into 80% training and 20% validation sets, and the ESA models
ResNet50, VGG16, InceptionV3, EfficientNetB0, and MobileNetV2 were tested. The highest
accuracy rate, 98%, was achieved with InceptionV3. These results indicate that deep learning can
be effectively used to determine the originality of automotive paint; however, larger datasets and
different model architectures may be required to further improve accuracy.

Keywords: Deep Learning, ESA, Vehicle body paint originality
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1. GIRiS

Otomotiv endiistrisi, teknolojik yeniliklerin hizla ilerledigi ve tiiketici taleplerinin
siirekli olarak degistigi dinamik bir sektordiir. Araglarin giivenligi, performansi ve
estetigi, tiiketici tercihlerini etkileyen énemli faktorler arasinda yer almaktadir. Ozellikle
araclarin dig goriiniisii, ilk izlenimi olusturmasi ve aracin genel durumunu yansitmasi
acisindan biiyiik bir 6neme sahiptir. Bu baglamda, ara¢ kaporta boyasi, sadece estetik bir
unsur degil, ayn1 zamanda aracin dis etkenlerden korunmasi i¢in kritik bir rol oynayan bir
bilesendir. Kaporta boyasi, ara¢ gévdesini paslanma ve diger cevresel hasarlara karsi
korurken, ayni zamanda aracin degerini ve omriinii de dogrudan etkiler. Ancak, arag
kaporta boyasinin orijinalliginin ve kalitesinin dogru bir sekilde tespit edilmesi, 6zellikle
ikinci el ara¢ piyasasinda biiyiik bir 6nem tasimaktadir. Orijinal boya, aracin fabrikadan
ciktig1 haliyle korunmus olmasini ifade ederken, sonradan yapilan boyama islemleri
genellikle hasar veya tamir ge¢cmisine isaret eder. Bu nedenle, boyanin orijinalliginin ve
kalitesinin dogru bir sekilde degerlendirilmesi, hem arag¢ sahipleri hem de potansiyel
alicilar i¢in kritik bir 6neme sahiptir. Geleneksel yontemlerle yapilan incelemeler ve
gbzlemsel degerlendirmeler, insan faktoriine bagli olarak hatalara acik olabilir ve bu da
subjektif sonuglara yol agabilir. Bu yontemler, kaportadaki boya kalinligini 6l¢en cihazlar
veya gorsel inceleme teknikleri kullanilarak gerceklestirilir. Ancak, bu teknikler
genellikle sinirli hassasiyete sahiptir ve uzman olmayan kisiler tarafindan uygulandiginda
yanlis sonuglar verebilir. Ayrica, geleneksel yontemlerin uygulanmasi zaman alici
olabilir ve biiyiik 6l¢iide kullanic1 deneyimine baglidir. Bu nedenle, bu yontemler her
zaman gilivenilir sonuclar vermez ve arag kaporta boyasinin ger¢ek durumu hakkinda
eksik bilgi sunabilir.

Son yillarda, yapay zeka ve Ozellikle derin 6grenme alanindaki gelismeler,
otomotiv endiistrisinde de 6nemli ilerlemeler kaydedilmesini saglamistir. Derin 6grenme,
biiylik veri setleri {izerinde egitim alarak karmagik gorevleri yerine getirebilen ¢ok
katmanli sinir aglar1 kullanir. Bu aglar, goriintii isleme, ses tanima ve dogal dil isleme
gibi gesitli alanlarda basartyla uygulanmaktadir. Ozellikle evrisimsel sinir aglar1 (ESA),

goriintii tabanli verilerin islenmesi ve analizi konusunda giiclii yeteneklere sahiptir.



ESA'lar, farkli katmanlar arasinda Oznitelik c¢ikarimi yaparak, goriintiideki anlamli
ozellikleri 6grenir ve bu sayede yiizey kusurlarini tespit etmede yiiksek dogruluk saglar.

Arag kaporta boya kusurlar tespitine yonelik arastirmalar, otomotiv endiistrisinde
halen smirlidir. Arag govdesindeki yiizey kusurlarmi gorsellestirmek icin optik iic
boyutlu tarayici sistemler kullanilmistir (Eichhorn, vd., 2005). Kusur yerleri ihmal
edilebilir, nitelikli ve niteliksiz olmak iizere ii¢ kategoriye ayrilarak siniflandirmada
yiiksek dogruluk oranlarina ulagilmistir (Chung, vd., 2006). Diger ¢alismalar ise goriintii
isleme teknikleri kullanarak kusur tespitinde 6nemli ilerlemeler kaydetmistir.

Derin 6grenme ve 6zellikle evrisimsel sinir aglari, goriintii siniflandirma ve kusur
tespiti alaninda genis bir uygulama alanina sahiptir. ESA dokiiman tanima ig¢in
kullanilmaya baglamistir (LeCun, vd., 1998). Krizhevsky, vd. (2012) ImageNet veri
setinde ESA kullanarak elde ettikleri basarili sonuglarla devam etmistir. Szegedy, vd.
(2015) tarafindan gelistirilen GoogleNet ve He, vd., (2016) gelistirdigi ResNet modelleri,
derin 6grenmenin giiciinii ve potansiyelini gostermistir. Bu ¢alismalar, ESA’larin goriinti
smiflandirma ve obje tespitindeki etkinligini ortaya koymaktadir. Ozellikle otomotiv
endiistrisinde, boya kusurlarinin tespitine yonelik yapilan ¢alismalarda ESA'lar 6nemli
bir rol oynamaktadir. Ayrica, Zheng (2021), insan davraniglar1 tanima ve Kaur, vd.
(2022), ara¢ plakas1 tanmima gibi farkli alanlarda ESA’larin basariyla uygulandigini
gostermiglerdir.

Bu c¢alismada, ara¢ govdesi boyalarimin orijinal veya sonradan boyalt olup
olmadigint belirlemek amaciyla derin 6grenme tabanli bir smiflandirma yaklagimi
gelistirilmistir. Ozellikle ESA mimarileri kullanilarak, ara¢ kaporta boya yiizeylerinin
siniflandirilmast hedeflenmistir. Yapilan literatiir incelemeleri, ESA tabanli yontemlerin
gorsel smiflandirma problemlerinde yiiksek dogruluk oranlari sagladigini ve otomotiv
endistrisinde de ylizey kontrolii ve kusur tespiti gibi uygulamalarda basariyla
kullanilmaya baslandigin1 gostermektedir. Bu baglamda onerilen modelin, ara¢ govdesi
boyalarinin orijinal iiretim standartlarina uygunlugu ile sonradan yapilan boya islemleri
arasindaki farki daha yiiksek dogrulukla tespit edebilecegi ve mevcut geleneksel

yontemlere kiyasla daha tutarli ve otomatik bir ¢6ziim sunacagi dngdriilmektedir.



1.1. Amag

Teknolojinin hizla ilerlemesi, bir¢ok endiistride oldugu gibi otomotiv sektoriinde
de onemli degisiklikler ve yenilikler getirmistir. Ozellikle ara¢ kaportalarindaki boya
orijinalliginin tespiti, araclarin degerinin belirlenmesinde ve ikinci el pazarinda 6nemli
bir rol oynamaktadir. Geleneksel inceleme yontemleri, bu tespiti yaparken zaman alici
ve subjektif olabilir. Bu durum, 6zellikle biiyiik 6l¢ekli islemler i¢in verimliligi azaltabilir
ve insan faktoriine bagli olarak hata payini artirabilir.

Bu ¢aligmanin amaci, derin 6grenme yontemlerinden biri olan ESA modelini
kullanarak ara¢ kaportalarindaki orijinal ve boyali bolgeleri siniflandirmaktir. ESA,
Ozellikle goriintii isleme ve nesne tanima gibi alanlarda biiyiik basarilar elde etmistir ve
bu ¢alismada arac¢ kaportalarinda boya orijinalligini tespit etmek i¢in kullanilacaktir. Arag
boya orijinalligi tespitinde ¢esitli ESA modelleri egitilecek ve bu modellerin ara¢ kaporta
boyasini siniflandirma basarisi iizerindeki etkileri degerlendirilecektir. Amag, geleneksel
yontemlere kiyasla daha hizli, daha dogru ve tutarli sonuglar elde ederek, boya orijinallik
tespitinde hatalar1t minimize etmek ve maliyetleri diisiirmektir. Bu baglamda, ¢alismada
elde edilecek bulgular, otomotiv endiistrisinde kalite kontrol siireclerinin iyilestirilmesine
ve miisteri memnuniyetinin artirilmasina katki saglayacaktir. Ayrica, yapay zeka tabanli
bu yeni yaklasim, insan hatalarin1 minimize ederek daha objektif bir degerlendirme
sunacak ve kullanicilarin dogru kararlar almasina yardimer olacaktir. Bu, 6zellikle arag

alim-satim islemlerinde seffaflik ve giivenligi artiracaktir.
1.2. Kapsam

Otomotiv sektorii, araclarin estetik degerlerinin ve islevselliginin korunmasinda
biiyiik 6nem tasimaktadir. Ozellikle ikinci el arag¢ piyasasinda, araglarin kaporta
boyalarinin orijinalligi, araglarin ge¢misi ve degerini belirlemede kritik bir faktordiir.
Ulkemizde, ara¢ kaporta boya orijinalligi, ara¢ alim-satim islemlerinde énemli bir kriter
olarak kabul edilir ve bu nedenle, arag sahipleri ve alicilar1 arasinda biiyiik bir hassasiyet
konusu olmugtur. Bu konunun dogrulugu ve giivenilirligi, ara¢ alicilarinin magduriyetini
onlemek i¢in hayati dneme sahiptir.

Bu calismanin kapsami, ara¢ kaporta boya orijinalligi tespit yoOntemlerini
incelemek ve bu yoOntemler arasinda en etkili olanlar1 belirlemektir. Geleneksel
yontemler, genellikle manuel incelemelere dayanmakta ve bu da insan faktoriine baglh

olarak sonuglarin degisken olmasina neden olmaktadir. Ancak, yapay zeka
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teknolojilerinin gelismesiyle birlikte, bu tiir subjektif yontemlerin yerine daha objektif ve
giivenilir yontemlerin kullanilmas1 miimkiin hale gelmistir. Bu ¢alismada, birbirine ¢ok
yakin benzerlikte olan goriintiilerin yapay zeka tabanli ESA agi kullanilarak
siniflandiriimasi hedeflenmistir. Ozellikle ResNet50, VGG16, InceptionV3, EfficientB0
ve MobileNetV2 gibi ESA modelleri test edilip siniflandirma basarim oranlari
karsilastirilacaktir. Bu c¢alisma, mobil cihazlardan elde edilen goriintiilerin ne derece
tutarl bir sekilde siniflandirilabilecegini arastirarak, giinliik kullanimda pratik bir ¢6ziim
sunmay1 amaglamaktadir. Bu baglamda, ¢alisma hem akademik literatiire hem de
endiistriyel uygulamalara katkida bulunacak ve yeni teknolojilerin otomotiv sektoriinde
nasil kullanilabilecegi konusunda onemli bulgular saglayacaktir. Ayrica, gelistirilen
sistemin pratikte uygulanabilirligi ve kullanict dostu olmasi, gelecekteki uygulamalar i¢in

Onemli bir referans noktasi olacaktir.



2. LITERATUR CALISMALARI

Bu béliimde, ara¢ kaporta boya orijinalligi tespiti ¢calismamiza 1s1k tutabilecek
basta otomotiv endiistrisinde ESA ile yapilmis ¢esitli goriintii siniflandirma ¢alismalarina
basvurulmustur.

Arag kaporta boya filmi kusurlarinin tespiti, otomotiv endiistrisinde kalite kontrol
stireclerinin kritik bir pargasidir. Yiizey kusurlarinin zamaninda ve dogru bir sekilde tespit
edilmesi, iretim siirecinin verimliligini artirmakta ve nihai {iriiniin kalitesini
saglamaktadir. Bu ¢alismada, derin 6grenme teknikleri ve transfer 6grenme stratejileri
kullanilarak arag¢ kaporta boya orijinalliginin tespit edilmesi hedeflenmistir.

Otomobil kaporta boyasi filmi kusur tespiti alaninda son yillarda bircok yontem
Onerilmistir. Kamani, vd. (2011) , boya kusurlarinin tespiti ve siniflandirilmasi igin
gelistirilmis destek vektoér makinesini (SVM) kullanmuslardir. 11k olarak, kusur konumu
yerel varyans rotasyonu degismez 6l¢iisityle bulunmus ve ardindan tiim kusur konumlari
bire-kars1 hepsi destek vektor makinesi (OAA-SVM) ile siniflandirilmistir. Cheng, vd.
(2017), gorintii islemeye dayali otomobil boya filminin goriintii taninmasi ve
siniflandirilmasi i¢in bir yontem dnermislerdir. Kusur konumunu belirlemek i¢in grafik
teorisine dayali morfolojik isleme ve goriintii boliimleme algoritmas: kullanilmig ve
tanima orani %90 olarak rapor edilmistir. Edris, vd. (2015), ara¢ govdesinin ylizeyinden
tic boyutlu bir goriintii elde etmek, diizensiz konumu isaretlemek ve sinir agin1 kullanarak
isaretlenen alani tanimlamak icin ii¢ boyutlu bir tarayict kullanmislardir. Zhang, vd.
(2020), ara¢ govde iiretim boya kusurlarinin otomatik tespiti i¢in bilgisayarli gorii ve
derin 6grenme yontemleri kullanilmistir. Kiiciik veri 6rneklerinden kaynaklanan asiri
uyum sorununu ¢ozmek i¢in yeni bir veri iyilestirme algoritmasi dnerilmistir. MobileNet-
SSD aginin 6zellik katmani iyilestirilmis ve sinirlayici kutu eslestirme stratejisi optimize
edilmistir. Deneysel sonuglar, gelistirilen algoritmanin %95'in iizerinde bir dogrulukla
ara¢ boya kusurlarimi tespit edebildigini ve geleneksel SSD algoritmasindan %10 daha
hizli oldugunu gostermistir. Boylece arag¢ boya kusurlariin ger¢ek zamanl ve dogru bir
sekilde tespit edilebilmesi saglanmistir.

Derin 6grenme, kusur tespitinde yaygin olarak kullanilmaktadir. Jeyaraj, vd.
(2019), ileri 6grenme algoritmasini kullanarak bilgisayar destekli bir kumag hatasi tespit

ve siniflandirma sistemi tasarlamis ve gelistirmislerdir. Bu sistemde temel
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malzemelerdeki alti ¢esit kusur, derin ESA ile siniflandirilmakta ve siniflandirmanin
ortalama dogrulugu %96,55'tir. Kang, (2024) tarafindan yapilan ¢aligmada, kumas kusur
tespiti konusunda mevcut zorluklarin ele alindig1 ve bu sorunlara yonelik hafif bir ag
tabanli yaklasim onerildigi vurgulanmaktadir. Ozellikle, tekstil sektdriindeki yiiksek
gercek zamanli gereksinimler ve derin 6grenme modellerinin karmasikliginin, endiistriyel
sahalarda uygulanmasini siirladigr belirtilmistir. Bu baglamda, yazarlar YOLOvVSs
modelini temel alarak, evrisim blok dikkat modiilii ve 6zellik gelistirme modiilii gibi
bilesenleri entegre eden bir yontem gelistirmislerdir. Ayrica, YOLOvS5s’nin kayip
fonksiyonu CloU _Loss olarak degistirilmis ve bu sayede modelin bilgi ¢ikarma yetenegi
ile tahmin dogrulugu artirilmistir. Deneysel sonuglara gore, gelistirilen model ham kumas
ve desenli kumas veri kiimelerinde ortalama dogruluk hassasiyeti (mAP) acisindan
strastyla %86,4 ve %75,8'e ulasmis, orijinal YOLOvSs algoritmasina gore %7,6 ve %1,7
oraninda bir iyilesme saglamistir. Ayrica, modelin ortalama tespit hizt 102 FPS olup,
endiistriyel alanlarda gercek zamanli gereksinimleri karsilayabilecek kapasitededir.
Zhao, vd. (2020), siirekli dokiim {iiriinlerinin yiizey kusurlarini tespit etmek i¢in tamamen
bagli ag1 ve tamamen kivrimli ag1 birlestiren bir fiizyon derinligi ESA modeli tasarlayarak
yeni bir iki agamali kusur tespit stratejisi onermektedir. Hu, vd. (2014) yaptiklar
calismada, celik serit ylizey goriintiilerindeki kusurlar1 simiflandirmak i¢in SVM
kullanilmistir. Gortintiilerin ikili yapilmasinin ardindan, kusur hedef goriintiisii ve buna
karsilik gelen ikili goriintii birlestirilerek geometrik, gri seviye ve sekil 6zellikleri gibi ii¢
tiir goriintli 6zelligi ¢ikarilmistir. SVM tabanli siniflandirma modeli i¢in Gauss radyal
bazli ¢ekirdek fonksiyonu kullanilmig, model parametreleri ¢capraz dogrulama yontemiyle
belirlenmis ve ¢ok sinifli siniflandiric1 olarak one-versus-one yontemi uygulanmistir.
Deney sonuglari, SVM modelinin, ortalama siniflandirma dogrulugunda geleneksel geri
yayilim sinir agma dayali siiflandirma modelinden daha iyi performans gosterdigini
ortaya koymustur. Wei, vd. (2020), yiizey kusurlarin1 tespit edebilen ve dort tiir kusuru
dogru bir sekilde tanimlayabilen PDDNet'i Onermislerdir. Asinma derinligi tahmin
sonuclar1 sahada 6l¢iilen verilerle karsilastirildiginda, sonuglar yontemin yiiksek tahmin
dogruluguna sahip oldugunu gostermektedir.

Xu, vd. (2020) tarafindan yapilan ¢alismada, ara¢c govde boyasi kusurlarinin
tespiti i¢in bilgisayarla gérme temelli bir yontem Onerilmistir. Arastirmacilar, geleneksel
kenar tespit algoritmalarinin sinirlamalarin1 agmak amactyla, otomotiv boya 6zelliklerine
dayali bir karinca kolonisi optimizasyonu kenar tespit algoritmasi (APF-ACO)

gelistirmiglerdir. Bu yontem, ACO algoritmasinda hem genel kesif hem de yerel inceleme
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stireclerini bir arada kullaniyor. Boylece hem genis alanda en iyi ¢oziimleri artyor hem
de detayli olarak ince ayar yaparak daha dogru (yiiksek hassasiyetli) kusur tespiti
sagliyor. Ayrica, HSV (Hue, Saturation, Value) renk uzayini kullanarak yansitici alanlar
tespit eden ve bu alanlar1 elimine eden bir algoritma da gelistirilmistir. Deneysel sonuglar,
Onerilen sistemin sag, ¢izik, damla, boya katlanmas1 ve yagmur damlas1 gibi bes farkl
kusur tiirlinii %97,76 dogruluk oraniyla tespit edebildigini gostermektedir. Bu sonuglar,
gelistirilen APF-ACO algoritmasiin hem zaman agisindan verimli oldugunu hem de
yiiksek dogruluk sagladigini ortaya koymaktadir.

Xu, vd. (2021) tarafindan yapilan calismada, arag gévdesi ve benzeri metalik
ylizeylerin boya filminin kusurlarini tespit etmek i¢in derin 6grenme tabanli bir sistem
Onerilmistir. Calismada, SSD (Single Shot MultiBox Detector) ve Faster R-CNN
(Region-based Convolutional Neural Networks) algoritmalar1 kullanilarak yiizey kalitesi
degerlendirilmistir. Arastirmacilar, yiiksek ¢oziiniirliklii gortintiler kullanarak 2000
goriintiiden olusan bir veri seti olusturmus ve bu veri seti tizerinde SSD ve Faster R-CNN
yontemlerini egitmislerdir. Elde edilen sonuglar, bu derin 6grenme algoritmalarinin,
Ozellikle manuel olarak tasarlanmasi gereken Ozelliklere ihtiya¢ duymadan, yiizey
kusurlarini tespit etmede daha saglam oldugunu gostermistir. Deneysel veriler, bu
yontemlerin ¢esitli sanayi uygulamalarinda, 6rnegin ahsap kusur tespiti, parga ylizey
kusur tespiti ve kaynak kusur tespiti gibi alanlarda uygulanabilirligini ortaya koymustur.
Caligma, derin 6grenme algoritmalarinin kullanimiyla ilgili dnemli bulgular sunmus ve
bu yontemlerin geleneksel gorsel tespit yontemlerine gore daha yiliksek dogruluk ve hiz
sagladigini ortaya koymustur.

Arac goOvde ylizeylerindeki kusurlarin tespiti, otomotiv endiistrisinde kalite
kontrol siirecinin 6nemli bir pargasidir. Geleneksel manuel muayene yontemleri, insan
hatalarina kars1 savunmasizdir ve bu durum, kusurlarin dogru bir sekilde tespit edilmesini
zorlagtirabilir. Molina, vd. (2017), aynasal ara¢ govde yiizeylerindeki spekiiler
yilizeylerdeki kiigiik kusurlarin tespiti icin yeni bir algoritma sunulmustur. Calisma,
spekiiler ylizeylerde 0.2 mm capa kadar olan kusurlarin tespiti i¢in deflektometri ve
goriintii birlestirme tekniklerine dayanan bir yaklasim &nermektedir. Onerilen sistem,
kusurlar1 kenarlar, koseler ve derin igbiikeylikler gibi zorlu alanlarda bile tespit
edebilmektedir. Bu yontem, geleneksel yontemlerin aksine tiim yiizeyi kapsamayi
amaglayarak, stil ¢izgileri ve diger karmagik geometrilere sahip alanlarda bile etkin bir
tespit sunmaktadir. Algoritma, Mercedes-Benz'in Ispanya'daki Vitoria fabrikasinda

basariyla uygulanmis ve kusurlarin tespiti slirecini biiyiik 6l¢iide otomatiklestirerek, daha
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hizli ve gilivenilir sonuglar elde edilmesini saglamistir. Wang vd. (2024) tarafindan
yapilan calismada Otomotiv yapistirict hatalarinin tespitinde, manuel inceleme diigiik
verimlilik ve insan goriisiindeki kor noktalar nedeniyle zorluklar yasar, bu da parcalarin
performansini olumsuz etkiler. Bu nedenle, otomatik tespit yontemleri biiylik 6nem tagir.
Otomatik yapistirma siire¢lerinde yapistirici hatalarinin iiretim iizerindeki olumsuz
etkilerini gidermek amaciyla, bu calismada otomotiv uygulamalar1 i¢in iyilestirilmis
YOLOVS tabanli bir yapistirict hata tespit yontemi énerilmistir. Ik olarak, modelimizin
onemli Ozelliklere segici olarak odaklanabilmesini saglamak i¢in modelin omurga
kisminda SSE (spatial squeeze and excitation) dikkat mekanizmasi kullanilmistir. Daha
sonra, orijinal sinir kutusu kayip fonksiyonu yerine WloU kayip fonksiyonu eklenmistir.
Deneysel sonuglar, bu yontemin orijinal YOLOv8n modelinin mAP50 degerini %3.25
oraninda artirdigini ve ortalama olarak goriintli bagina 7.9 ms tespit siiresiyle, saniyede
126.58 kare hizina (FPS) ulastigin1 gostermektedir. Bu da ger¢ek zamanli hata tespiti
gereksinimlerini kargilamaktadir. Park vd. (2016) ¢alismasinda, makine 6grenimi (ML)
tabanli goriintiileme sistemleriyle yiizey kusurlarinin otomatik tespitinde Onemli
ilerlemeler kaydedildigi belirtilmistir. Ozellikle, ESA kullanimi ile geleneksel
yontemlerin Otesinde yliksek dogruluk ve verimlilik saglanmistir. Bu calisma, derin
0grenme modellerinin ylizey kusuru denetiminde uygulanabilirligini géstermis ve ¢esitli
yiizeylerdeki kusurlarin tespitinde enerji ve maliyet tasarrufu sagladigini kanitlamistir.
Derin 6grenmeye (DL) dayali otomatik yiizey kusurlari tespiti, farkli gorsel
inceleme uygulamalari tizerinde biiyiik bir etkiye sahip olan ve hizla gelisen bir aragtirma
alanidir. Derin 6grenme yontemleri, bu zorlu gorevi yerine getirmek igin etkili ¢ézlimler
sunar. Ancak, ayna benzeri malzemelerdeki yiizey kusurlari tespiti, iiretim siire¢lerinde
hala 6nemli bir zorluktur. Geleneksel yontemler, ylizey kusurlarimi tespit etmek i¢in
yaygin olarak kullanilir, ancak bu yontemler genellikle el ile ¢ikarilan 6zelliklere dayanir
ve belirli aydinlatma kosullarina ihtiya¢ duyar, bu da tespit yeteneklerini siirli hale
getirir. Karangwa vd. (2020) yaptiklar1 ¢calismada ayna benzeri malzemelerdeki yiizey
kusurlarinin tespitini otomatiklestirmek i¢in daha hizli bir RCNN modeli 6nerilmektedir.
Onerilen model, 6zellik c¢ikarict olarak VGG16 mimarisini kullanarak filtrelerin ve
Ozellik haritasinin yararh 6zellikleri yakalamasini saglar. Seramik bir nesne iizerinde,
catlak, mikro catlak, igne deligi, kir, cukur ve leke gibi alt1 farkli yiizey kusuru tiirii
incelenmistir. Deneysel sonuglar, dnerilen modelin %94 dogruluk oranina ulagarak

geleneksel yontemlere kiyasla tistiin performans sergiledigini gostermistir.



3. METARYAL VE YONTEM

3.1. Materyal

Bu ¢alismada, ara¢ kaportalarindaki boya orijinalliginin tespiti amaciyla orijinal
ve boyal1 ylizeylere sahip araclarin fotograflar1 kullanilmistir. Toplamda 2000 fotograf,
1000 adet orijinal ve 1000 adet boyali yiizeylere sahip araglardan elde edilmistir.
Fotograflarin ¢ekiminde kullanilan ekipman, ¢ekim kosullar1 ve verilerin toplanma siireci

asagida ayrintili olarak agiklanmustir.

Tablo 3.1. Veri setindeki goriintii siniflar1 ve sayisi

Sira Simif Goriintii Sayisi
1 Boyali 1000
2 Orijinal 1000

3.1.1. Fotograf cekim kosullar:

Fotograflar, giindiiz saatlerinde ve yansimanin minimum diizeyde oldugu golgeli
alanlarda ¢ekilmistir. Bu durum, goriintiilerin kalitesini artirmak ve yansimalarin tespit
stirecine olumsuz etkilerini en aza indirmek amaciyla tercih edilmistir. Cekimler sirasinda
dogal 15181n homojen dagilimi saglanmis ve gereksiz parlamalar Onlenmistir.Ayrica
cekimi yapilan yiizeyler dnceden temizlenip ¢ekime hazir hale getirilmistir. Kullanilan
cekim cihazi Apple iPhone 14 Pro Max'tir. Cihazin kamerasi, /2.2 diyafram acikligi,
(1/15)-(1/60) araliginda saniye enstantane hizi ve ISO 50-2500 gibi ayarlarla
kullanilmigtir. Bu ayarlar, diisiik 1sik kosullarinda bile yeterli pozlama saglarken,
parazitlenmeyi minimize etmek i¢in optimize edilmistir. Fotograflar, 72 DPI ¢oziiniirliik
ve 24 bit renk derinligi ile ¢ekilmis olup, her bir goriintli en az 1 MB en fazla 22 MB
boyutundadir. Cekim mesafesi boya goriintiisii alinan yiizey ile ¢ekim cihazi arasinda 3-
7 cm degismektedir. Bu ozellikler, fotograflarin yiiksek kalitede ve detayli olmasini

saglamistir.
3.1.2. Orijinal fotograflar

Orijinal boyal1 ara¢ fotograflari, yalnizca tek bir iiretici firmadan temin edilmistir.

Bu se¢im, orijinal boya uygulamalarinin tutarlilifini saglamak ve verilerin homojenligini



korumak amaciyla yapilmistir. Fotograflanan araglar, iretici tarafindan belirlenen fabrika

standartlarina uygun olarak orijinal boyali araglardir. Her arag, farkli agilardan ve ¢esitli

kaporta bolgelerinden ¢ekilerek, boyanin orijinal yapisin1 ve kusursuzlugunu belgelemek

lizere 0zenle secilmistir.
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Sekil 3.1. Orijinal boyali ara¢ fotograf drnekleri
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Sekil 3.2. Orijinal ara¢ boyalarinin renk dagilimi
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3.1.3. Boyah fotograflar

Boyali arag fotograflari, ikinci el ara¢ pazarindan ve farkli boyama islemlerinden
elde edilmistir. Bu araglar, orijinal boya disinda ek boyama iglemlerine tabi tutulmus
olup, genellikle tamir veya modifikasyon sonrasi tekrar boyanmis araglardir. Cesitli
boyama teknikleri ve boya tiirleri kullanilmis olup, bu ¢esitlilik, farkli kusur tiirlerinin
tespit edilmesi ve siniflandirilmasi i¢in 6nemlidir. Boyali araglarin fotograflar: da orijinal
araclarda oldugu gibi ¢esitli agilardan ¢ekilmis ve her bir bolgenin detayli goriintiisii

alimmustir.

Sekil 3.3. Sonradan boyanmus arag¢ fotograf drnekleri
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Sekil 3.4. Sonradan boyanmis ara¢ boyalariin renk dagilimi
3.1.4. Veri setinin hazirlanmasi

Cekilen tim fotograflar, yiiksek ¢oziiniirlilkte ve kalite kayb1 olmadan dijital
ortamda saklanmistir. Fotograflarin dosya isimlendirilmesi, ¢ekim sirasina gore yapilmis
ve her bir dosya, orijinal veya boyali olarak etiketlenmistir. Yansimalarin etkisini en aza
indirmek amaciyla, fotograflar {izerinde goriintii isleme teknikleri kullanilarak gerekli
diizenlemeler yapilmis ve yansima azaltma algoritmalar1 uygulanmistir. Bu yontemlerle
elde edilen veri seti, hem orijinal hem de boyali yiizeylerin detayli analizine olanak
tanimakta ve boya orijinalliginin tespitine yonelik gelistirilmis modellerin egitim ve

dogrulama siireclerinde kullanilmaktadir.

3.2. Yontem

Bu ¢alismada, deneyler 11. nesil Intel(R) Core(TM) 17-1165G7 islemciye sahip,
2.80 GHz hizinda c¢alisan ve 16 GB RAM donanimimna sahip bir bilgisayarda
gerceklestirilmistir. Derin 6grenme modellerinin uygulanmasinda python programlama
dilinin tensorflow.keras kiitiiphanesi kullanilmistir. Caligmada, temel olarak bes farkli

ESA modeli kullanilmistir.
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3.2.1. Transfer 6grenme yontemleri

Transfer 6grenme, bir modelin 6nceden edinmis oldugu bilgi ve deneyimi, farkl
ancak ilgili bir gorevde yeniden kullanmasini saglayan bir 0grenme paradigmasidir.
Geleneksel makine O6grenimi sistemleri, her yeni gorev icin sifirdan model egitimi
gerektirirken; transfer 6grenme, mevcut modellerin parametrelerini, yapisint ya da
temsillerini yeniden kullanarak daha hizli ve etkili sonuclar elde etmeyi amaglar.
Ozellikle smirli veri setine sahip alanlarda, transfer 6grenme &nemli bir avantaj saglar
(Pan & Yang, 2010).Transfer 6grenme yontemleri genel olarak gorev benzerligi, veri
etiket durumu ve 6zellik dagilimlar1 gibi etkenlere gore siniflandirilir. Bu siniflandirmalar
sayesinde, uygulama alanma en uygun transfer stratejisi secilebilir. Asagida transfer
O0grenmenin temel tiirleri sistematik bi¢imde agiklanmustir.

Tiimevarimsal Transfer Ogrenme (Inductive Transfer Learning): Bu yaklasimda,
hedef gorevde etiketli veriler mevcuttur ve kaynak ile hedef gérev genellikle farklidir.
Ogrenme siireci, hedef gorevdeki tahmin performansmni artirmayr amaglar. Derin
O0grenme alaninda yaygin bir uygulamasi, biiyiikk bir veri kiimesi ilizerinde (6rnegin
ImageNet) egitilmis bir ESA modelinin, bagka bir gorsel siniflandirma goérevine
aktarilmasidir. Bu tiir aktarimlar genellikle ince ayar (fine-tuning) veya 6zellik ¢ikarimi
(feature extraction) seklinde uygulanir (Yosinski, vd. 2014).

Gegisli Transfer Ogrenme (Transductive Transfer Learning): Transductive
o0grenmede, kaynak ve hedef gorev aynidir, ancak veri dagilimlari farklidir. Yani model
aym gorevi ¢ozmeye c¢alisirken farkli domenden gelen verileri isler. Bu tiir transfer,
ozellikle domain adaptation (alan uyarlamasi) problemlerinde énem kazanir. Ornegin, bir
metin siniflandirma modeli Ingilizce verilerle egitildikten sonra, benzer gorevleri
Almanca ya da Fransizca veri iizerinde gergeklestirmek istendiginde bu yaklasim
kullanilir. Burada amag, kaynak alanda 6grenilen bilgiyi hedef alana uygun hale
getirmektir (Ben-David vd. 2010).

Gozetimsiz Transfer Ogrenme (Unsupervised Transfer Learning): Bu yéntemde
hem kaynak hem de hedef alanlar i¢in etiketli veri bulunmaz. Genellikle 6zellik ¢ikarimu,
boyut indirgeme veya kiimeleme gibi gorevlerde uygulanir. Gozetimsiz transfer 6grenme,

temsil 6grenme (representation learning) kavramiyla yakin iliskilidir. Bu tiir senaryolar,
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medikal goriintiileme, ag analizi veya dogal dil isleme gibi ¢ok boyutlu ve az etiketli veri
ortamlarinda One ¢ikar.

Few-Shot ve Zero-Shot Learning: Modern derin 6grenme modellerinde sikca
karsilagilan bir bagka strateji ise ¢ok az drnekle (few-shot) ya da hi¢ 6rnek goérmeden
(zero-shot) hedef siniflarin 6grenilmesini saglayan yontemlerdir. Bu teknikler, genellikle
biiylik dil modelleri (LLM) ya da meta-6grenme yaklagimlariyla birlikte kullanilir.
Ornegin, bir GPT modelinin daha 6nce gormedigi bir gérevde mantikli yamitlar
tiretebilmesi, zero-shot transferin tipik bir 6rnegidir (Brown, vd. 2020).

Multi-Task ve Continual Learning Yaklasimlari: Transfer 6grenmeye dayali daha
ileri yontemler arasinda ¢ok gorevli 6grenme (multi-task learning) ve siirekli 6grenme
(continual/lifelong learning) yaklagimlar1 yer alir. Multi-task 6grenmede model, birden
fazla gorevi es zamanli olarak 6grenir ve ortak temsiller sayesinde bilgi paylasimi yapilir.
Siirekli 6grenmede ise model, zamana yayilan ardisik gorevlerde Ogrendiklerini
unutmadan yeni bilgileri edinmeyi hedefler (Parisi, vd. 2019).

Transfer 6grenme, makine 6grenimi sistemlerinin verimliligini artiran giiglii bir
aragtir. Ozellikle derin sinir aglariin karmasik yapilari, bu bilgiyi farkli gérevlere
aktarmaya uygun hale getirmistir. Dogru segilen transfer stratejileri, yalnizca egitim
siiresini ve veri gereksinimini azaltmakla kalmaz, ayn1 zamanda genelleme kapasitesini
de 6nemli 6l¢iide artirir. Glinlimiizde transfer 6grenme, saglik, giivenlik, dogal dil isleme,

otonom sistemler ve finans gibi bir¢ok alanda yaygin bi¢imde kullanilmaktadir.
3.2.2. Evrisimsel sinir aglar:

Evrisimsel sinir aglar1, LeCun vd. (1998) tarafindan 6nerilen ve Krizhevsky vd.
(2012) tarafindan AlexNet modeli ile popiiler hale getirilen derin 6grenme mimarileridir.
Evrisimli Sinir Aglar1 , derin 6grenme tabanli yapay sinir aglarmin bir alt sinifim
olusturmaktadir ve 6zellikle goriintii isleme, video analizi ve nesne tanima gibi alanlarda
Oonemli basarilar elde etmistir. ESA mimarisi, biyolojik gorsel korteksten esinlenerek
gelistirilen ve gorilintli verilerindeki mekéansal ve zamansal iligkileri modelleme
kapasitesine sahip bir yapidir. Bu aglar, 6zellikle yiiksek boyutlu verilerde 6z nitelik
cikarimi ve siiflandirma gorevlerini otomatiklestirerek klasik yontemlere gore onemli
avantajlar saglamaktadir.

ESA mimarisi genellikle ii¢ temel bilesenden olugsmaktadir: evrisim katmanlari

(convolutional layers), havuzlama katmanlari (pooling layers) ve tam baglantili katmanlar
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(fully connected layers). Evrisim katmanlari, 6grenilebilir filtreler araciligiyla girdi
verisinden cesitli 6zellik haritalar1 (feature maps) olusturur. Bu filtreler sayesinde
goriintiilerdeki kenar, doku ve diger temel gorsel Ozellikler etkin bigimde yakalanir.
Aktivasyon fonksiyonlari, genellikle ReLU (Rectified Linear Unit) kullanilarak dogrusal
olmayanlik kazandirilir. Bunu takip eden havuzlama katmanlari, 6znitelik haritalarinin
boyutlarini azaltarak modelin hesaplama yiikiinii hafifletmekte ve konumsal genelleme
yetenegini artirmaktadir. Son asamada yer alan tam baglantili katmanlar ise siniflandirma
veya regresyon gibi gorevlerde nihai karar mekanizmasini olusturmaktadir.

ESA’larin en 6nemli avantajlarindan biri, 6zellik mithendisligi ihtiyacin1 ortadan
kaldirmasidir. Geleneksel yontemlerde manuel olarak belirlenmesi gereken 6znitelikler,
ESA’lar tarafindan otomatik olarak Ogrenilmektedir. Ayrica, parametre paylasimi
sayesinde ag yapist karmagik goriintii verileri iizerinde daha verimli ve daha diisiik
hesaplama maliyetiyle islem yapabilmektedir.

Bu yapilarin basarilari, LeNet-5, AlexNet, VGGNet, ResNet ve MobileNet gibi
cesitli mimarilerin gelistirilmesini tesvik etmis; glinlimiizde medikal goriintiileme,
otonom siiriis sistemleri, yiiz tanima, endiistriyel kalite kontrol gibi pek ¢ok uygulama
alaninda yaygin olarak kullanilmaktadir. ESA’lar, yalnizca siniflandirma problemlerinde
degil; ayn1 zamanda segmentasyon, nesne tespiti ve stil transferi gibi farkl bilgisayarla
gorii gorevlerinde de istlin performans sergilemektedir. Asagida ESA temel yapisi

gosterilmistir.

Input Conv Pool Conv Pool FC Output
Sekil 3.5. ESA ag yapis1 (Hidaka & Kurita, 2017)

Giris katmani (Input layer) : Giris katmani, modelin giris verilerini alir. Ornegin,
bir gorilintli siniflandirma probleminde, giris katmani1 genellikle RGB renk kanallarina
sahip goriintiileri kabul eder. Girdi verisi, genellikle li¢ boyutlu bir matris (yiikseklik x
genislik x kanal sayis1) olarak temsil edilir (Goodfellow, vd. 2016). Giris katmani,
modelin geri kalan katmanlarina anlamli bir bigimde veri saglayabilmesi i¢in girdilerin
boyutunu ve yapisini tanimlar. Bu katman, genellikle model mimarisi tasarlanirken veri
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tipine gore oOzellestirilir. Ornegin, gri tonlu goriintiilerde giris boyutu iki boyutlu
(ylikseklik x genislik) bir matris olurken, RGB renkli goriintiilerde {i¢ boyutlu bir tensor
yapist kullanilir. Ayrica, 6n isleme asamasinda giris verileri genellikle normalize edilerek
(0-1 araligina yada -1 ile 1 arasina) 6l¢eklendirilir. Bu islem, modelin daha hizli ve kararli
bir sekilde 6grenmesine yardimci olur (LeCun, Bottou, Orr, & Miiller, 2012). Giris
katman1 ayni1 zamanda modelin aldig1 veri boyutlarinin sabitlenmesini saglar. Egitim
strasinda tiim goriintiilerin ayn1 boyutta olmasi gerektiginden, farkli boyutlardaki resimler
¢ogu zaman yeniden boyutlandirilarak modele verilir. Bdylece evrisimli katmanlar
(convolutional layers) iizerinde homojen bir veri akis1 saglanir. Ozellikle derin 6grenme
modellerinde, giris katmani sonradan gelen katmanlarin parametre sayisini ve hesaplama
gereksinimini dogrudan etkileyerek modelin genel karmasikligini belirler (Dumoulin &
Visin, 2016).

Evrisim katmanlar1 (Convolutional layers): Evrisim katmanlari, giris verileri
tizerinde kiiclik boyutlu filtreler (kernel) kullanarak 6zellik haritalar1 (feature maps)
tiretir. Bu filtreler, goriintliniin belirli bolgelerini tarayarak diisiik seviye ozellikleri
(6rnegin kenarlar, koseler, dokular) otomatik olarak 6grenir. Evrisim islemi, filtre
agirliklan ile girig verisinin yerel pencerelerde ¢arpilmasi ve sonuglarin toplanmasi
yoluyla gergeklestirilir (Fukushima, 1980). Bu islem sirasinda filtre agirliklar
Ogrenilebilir parametrelerdir ve modelin egitim siirecinde giincellenerek veri setine uygun
en iyi 0zellik ¢ikarimini saglar.

Evrigim katmanlariin ¢iktis1 olan 6zellik haritalari, girig goriintiisliniin uzamsal
boyutlarini (genislik ve ylikseklik) genellikle stride ve padding ayarlarina bagl olarak
azaltir ve daha derin (¢ok kanalli) temsillere doniistiiriir. Bu sayede model, daha karmasik
ve soyut Ozellikleri hiyerarsik olarak oOgrenebilir. Evrisim katmanlarinin temel

matematiksel formiilii genel olarak su sekilde ifade edilir:
Z=fX*W+b) (3.1)

Burada Z, ozellik haritasini, X girig verisini, W filtre agirliklarini, b bias terimini
ve f aktivasyon fonksiyonunu temsil eder. Filtreler, giris verisi iizerinde kaydirilarak
yerel bolgelerden oriintiiler ¢ikarir. Tek bir ¢ikt1 birimi i¢in daha ayrintili olarak su sekilde

hesaplanir:

Zi;i=f(ZM_y SN_1 Xiivm)(j4n) Winn + b) (3.2)
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Cok kanall girigler (6r. RGB goriintiiler) i¢in formiil su sekilde genisletilir:

Zi,j = f(zg=1 %:1 Zg:l X(i+m),(j+n)- I/l/c,m,n + b) (3.3)
1 2 0 1 0
1 1| 2 1 1 1 0 2 | 13
1| 2 | 3| o |3 X 2 1 3 | =
0 1 3 2 a\ 2 0 1
0 2 1 2 0 Filtre Ozellik Haritasi

T IXLHOK242X0+2XHIX(- 1) 43526
WIH0K2H1X3=13 ——

Goruntd
Sekil 3.6. Evrisim islemi

Yukaridaki sekilden anlagildigi gibi gosterilen 6rnekte, 5x5 boyutunda bir goriintii
matrisi lizerinde 3x3 boyutlu bir filtre uygulanmaktadir. Filtre, belirli bir bolgedeki piksel
degerleriyle carpilarak ve toplanarak tek bir cikti degeri iiretir. Bu islem, giris
goriintiisiiniin tiim bolgelerinde ayni agirliklar ile kaydirilarak tekrarlanir. Boylece, giris
goriintiisiiniin boyutu kiiciiliirken 6zellik bilgisi korunur ve yeni bir 6zellik haritasi
(feature map) elde edilir. Ozellik haritasi, orijinal goriintiiniin yerel oriintiilerinin
(kenarlar, koseler, dokular gibi) temsili bir formudur.

Sekil 3.6°da goriildiigi gibi ilk kaydirma konumundaki 3x3 pencere secilmis ve
filtre ile element bazli ¢arpim-toplam islemi yapilmigtir. Goriintiiniin sol iist bolgesinden
alinan 3x3 blok su degerlerden olusmaktadir: [1, 2, 0], [1, -1, 2], [1, 2, 3]. Filtre matrisi
ise [1, 0,2], [2, 1, 3], [2, 0, 1] seklindedir. Evrisim islemi sirasinda, karsilik gelen
elemanlar carpilir ve tiim sonuglar toplanir ve 6zellik haritasindaki ilgili konumdaki
sonug ortaya ¢ikar. Bu sonug, 6zellik haritasinin ilgili konumundaki degeri olusturur.
Filtre, tiim goriintii iizerinde belirlenen stride ayarina gore kaydirilarak islem
tekrarlandiginda tam bir 6zellik haritasi elde edilir. Ozellik haritasi, giris goriintiisiiniin
belirli Oriintiilerini (kenarlar, koseler, dokular) 6ne ¢ikaran ve daha kii¢iik boyutlu,
Ozetlenmis bir temsildir.

Evrisim katmanlarinin 6nemli bir 6zelligi parametre paylasimidir: ayni filtre
agirliklar tiim goriintiide kullanilir. Bu yaklasim modelin parametre sayisini azaltir ve
genelleme yetenegini artirir. Egitim siirecinde bu filtre agirliklar: 6grenilerek, model veri

setine uygun oriintiileri algilamay1 optimize eder.
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Sonug olarak, evrisim islemi derin 6grenme modellerinde yerel 6zelliklerin
cikarilmasini saglar ve goriintiilerin daha soyut, yliksek seviyeli temsillerini {iretir. Bu
stire¢, siiflandirma, nesne tanima ve segmentasyon gibi bilgisayarla gorii gérevlerinde
basarinin temel taglarindan biridir.

Havuzlama katmanlar1 (Pooling layers): Havuzlama katmanlari, evrisimli sinir ag1
mimarilerinin temel bilesenlerinden biri olarak, uzamsal boyutlar kiiciiltmek, hesaplama
yiikiinii azaltmak ve modelin asir1 6grenmesini 6nlemek amactyla kullamlir. Ozellik
haritalarinin boyutlarini azaltirken 6nemli bilgileri korumay1 hedefler. Bu katmanlar, giris
Ozellik haritalar1 tizerinde belirli bir pencere (6rnegin 2x2 veya 3x3) kaydirarak 6zet bir
temsil ¢ikarir.

En yaygin kullanilan havuzlama yontemi max pooling'dir. Bu yontemde, pencere
icinde yer alan tim degerler incelenir ve maksimum deger secilerek ¢ikt1 6zellik
haritasma yazilir. Ornegin, 2x2 boyutunda bir pencere kullamldiginda, her 4 piksel
degerinden yalnizca en yliksek olani ¢ikista yer alir. Bu yaklagim, kenar veya doku gibi
baskin 6zellikleri korurken detayli konum bilgisinin bir kismini atar, bu da modelin
cevresel kaymalara kars1 daha dayanikli olmasini saglar (Riesenhuber ve Poggio, 1999).

Max pooling islemi, Ozellik haritasinin genislik ve yiikseklik boyutlarim
genellikle stride parametresine bagli olarak yariya indirir. Ornegin, 2x2 pencere ve 2
birimlik stride kullanildiginda, ¢ikis haritast orijinal boyutun dortte biri olur. Bu boyut
kiiciltme, modelin parametre sayisini azaltir ve egitim siliresini kisaltir. Ayrica,
havuzlama katmanlart modelin yerel oOriintiilere karsi esnekligini artirarak, farkl
konumlarda benzer Ozellikleri taniyabilmesini kolaylastirir. Bunun yani sira average
pooling ad1 verilen bagka bir havuzlama tiirii de vardir. Average pooling, pencere i¢indeki
degerlerin ortalamasini alarak boyut kiigiiltiir. Bu yaklasim, daha yumusak ve
genellestirici bir temsil saglar ancak max pooling kadar belirgin kenar veya kose
bilgilerini korumayabilir. Baz1t modern ESA mimarilerinde ise global average pooling
kullanilarak tiim uzamsal boyutlar ortalama bir degere indirgenir ve siniflandirma

katmanina bu 0zet 6zellik vektori aktarilir.
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36 24 12 35 i
16 a7 65 82 | 30,75 | 53,5
40 48 92 56 52,5 59,5
55 67 72 18
Havurlama Boyuia(2x2) Maksimum Havuzlama

Sekil 3.7. Maksimum ve ortalama havuzlama Islemleri

Havuzlama katmanlari, evrisim katmanlariyla birlikte kullanilarak agin derinligini
artirirken, parametre yiikiinii kontrol altinda tutar. Katmanlar arasinda bilgi aktarimim
daha soyut ve genel hale getirerek yiiksek seviyeli 6zelliklerin ¢ikarilmasina olanak tanir.
Sonug olarak, havuzlama islemi, ESA mimarilerinin hem verimli hem de gii¢lii bir sekilde
O0grenmesini saglayan temel adimlardan biridir.

Tam baglantili katmanlar (Fully connected layers): Tam baglantili katmanlar,
klasik yapay sinir ag1 (ANN) katmanlaridir. Bu katman, daha onceki evrisimsel ve
havuzlama katmanlarinda ¢ikarilan 6zellikleri tek bir diizlestirilmis vektor halinde alir.
Ozellik haritasinin diizlestirilmesi (flatten islemi), ¢ok boyutlu verilerin tek boyutlu bir
vektore doniistiiriilmesini saglar ve modelin tiim 6nemli bilgileri yogun bir temsil halinde
kullanabilmesine imkan tanir. Tam baglantili katmanda her bir néron, bir onceki
katmandaki tiim noronlardan giris alir. Bu yap1 sayesinde model, tim c¢ikarimis
Ozellikleri ayn1 anda degerlendirme yetenegine sahip olur. Katman i¢indeki agirliklar ve
bias terimleri, egitim silirecinde giincellenerek, giris 6zellikleri ile dogru sinif arasinda en
iyi iliskiyi kurmay1 6grenir. Boylece, modelin daha 6nce 6grendigi kenar, renk, doku gibi

diisiik seviyeli 6zellikler, daha soyut ve yiiksek seviyeli temsil haline doniistiiriiliir.
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Model mimarisinde kullanilan tam baglantili katmanda ReLU (Rectified Linear
Unit) aktivasyon fonksiyonu tercih edilmistir. ReLU fonksiyonu, dogrusal olmayan
yapisiyla negatif degerleri sifirlayarak modelin karmagik oriintiileri 6grenmesini saglar
ve gradyan sonmesi problemini azaltir. Bu sayede agin derinligi arttik¢a bile 6grenme
kabiliyeti korunur. Tam baglantili katmanin ReLLU aktivasyonu, ¢ikarilan 6zellikleri daha
anlamli ve ayirt edilebilir bir forma doniistiirerek siniflandirma basarisini destekler.

Cikis katmaninda ise sigmoid aktivasyon fonksiyonu kullanilmistir. Sigmoid
fonksiyonu, modelin ¢iktisin1 0 ile 1 arasinda normalize ederek iki sinifli (boyali ve
orijinal) problem i¢in olasilik tahmini yapmasina olanak verir. Bu sayede model, verilen
bir ara¢ boya goriintiisiiniin "boyali" sinifina ait olma olasiliginm iretir. Siniflandirma
karar1 ise belirlenen bir esik degerine (genellikle 0.5) gore yapilir.

Sonug olarak, tam baglantili katman, evrisimsel katmanlarda ¢ikarilan bilgileri en
yiiksek diizeyde yorumlayarak siniflandirma kararinin verilmesinde koprii islevi goriir.
Kullanilan ReLU aktivasyonu Ogrenmenin dogrusal olmayan karmasik Oriintiileri
yakalamasii saglarken, c¢ikistaki sigmoid aktivasyonu modelin ikili siiflandirma
problemine uygun, yorumlanabilir ve pratik bir olasilik tahmini iiretmesine katkida
bulunur. Sekil 3.8’de smiflandirmamda kullandigim temsili tam baglantili katmana ait

gorsel bulunmaktadir.

O BOYALI
O ORIJINAL

DUZLESTIRME TAM BAGLANTILI KATMAN CIKIS KATMANI
KATMANI (Sigmoid Aktivasyonu)

SINIFLANDIRMA

Sekil 3.8. Tam baglantili katman
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Aktivasyon fonksiyonlari: Derin 6grenme modellerinde, ozellikle Evrisimsel
Sinir Aglar1 mimarilerinde aktivasyon fonksiyonlari, modelin karmasik ve dogrusal
olmayan iligkileri temsil etmesini saglayan temel bilesenlerdir. Bu fonksiyonlar, her
katmandaki dogrusal doniisiimler arasina eklenerek modele dogrusal olmayanlik
kazandirir ve sinir agimin siradan bir dogrusal regresyon sisteminden ¢ok daha gii¢lii bir
yaklagiklayicit haline gelmesini saglar. Aktivasyon fonksiyonlarinin baglica gorevi,
agdaki noronlarin aldig1 girdileri doniistiirerek hangi bilgilerin iletilecegini ve hangi
bilgilerin bastirilacagini belirlemektir. Bu islem, agin O6grenebilecegi Oriintiilerin
karmasikligini artirir ve farkli problem tiplerine uygun ¢oziimler tiretmesine imkan tanir.
Ozellikle goriintii isleme, dil modelleme ve ses tanima gibi karmasik gorevlerde dogru
aktivasyon fonksiyonunun secilmesi, modelin basaris1 iizerinde dogrudan etkili olur
(Nwankpa vd., 2018). Asagida, ESA mimarilerinde sik¢a kullanilan baglica aktivasyon
fonksiyonlar1 ve 6zellikleri 6zetlenmistir:

Sigmoid Fonksiyonu (Logistic Sigmoid): Sigmoid fonksiyonu, giris degerlerini 0
ile 1 arasinda bir araliga doniistiirerek ¢iktiy1 olasilik yorumu yapilabilecek bir degere
cevirir. Bu 0Ozelligi nedeniyle oOzellikle ikili siniflandirma problemlerinde ¢ikis
katmaninda yaygin olarak tercih edilir. Ancak bliylik pozitif ya da negatif girislerde
gradyan degerinin ¢ok kiiclilmesi, vanishing gradient problemine yol acabilir (Han &
Moraga, 1995).

Softmax Fonksiyonu: Cok sinifli siniflandirma problemlerinde yaygin olarak
kullanilan Softmax fonksiyonu, tiim sinif skorlarini normalize ederek bir olasilik
dagilimina doniistiirir. Boylece her sinifa ait ¢ikti degeri, toplamda 1 olacak sekilde
normalize edilir. Bu, modelin hangi sinifa daha yiiksek olasilik atadigini yorumlamay1
kolaylastirir).

ReLU (Rectified Linear Unit): ReLU fonksiyonu modern derin Ogrenme
mimarilerinin temel yap1 taglarindan biridir. Negatif girisleri sifira esitlerken, pozitif
girisleri oldugu gibi gecirir. Bu basit ama etkili yaklasim, modelin hesaplama maliyetini
azaltir ve gradyan seyrelmesi sorununu O6nemli Sl¢lide hafifletir. Ancak tiim negatif
degerlerin sifirlanmasi, bazi néronlarin tamamen etkinligini kaybetmesine (dying ReLU)
yol acgabilir (Nair & Hinton, 2010).

Tanh (Hyperbolic Tangent): Tanh fonksiyonu sigmoid'e benzer S-seklinde bir
egriye sahiptir ancak ¢iktilar -1 ile +1 arasinda degisir. Bu merkezlenmis yap1, 6grenme

stirecinde agirliklarin daha dengeli giincellenmesini saglar. Genellikle sigmoid’e gore

21



daha iyi performans gosterir ¢linkii ¢ikisin ortalamasi sifira daha yakindir (LeCun vd.,
2012).

ELU (Exponential Linear Unit): ELU fonksiyonu, ReLU'nun bir varyanti1 olarak
tasarlanmistir ve negatif degerlerde sifir olmayan, yumusak bir ¢ikis saglar. Negatif
taraftaki bu egim, agirliklarin sifira yakinsamasini hizlandirabilir ve modelin genelleme
yetenegini artirabilir. ELU'nun bu 6zelligi, gradyan akisini daha dengeli tutar ve 6grenme
stirecini iyilestirir (Clevert vd., 2016).

Leaky ReLU: Leaky ReLU, ReLU’nun “6lii ndron” problemini ¢dzmek i¢in
gelistirilmistir. Negatif girisler i¢in kii¢iik ama sabit bir egim saglar. Bu sayede gradyanlar
sifirlanmaz ve 0grenme sirasinda tiim noronlar etkin kalabilir. Bu 6zelligi sayesinde
ozellikle derin aglarda daha istikrarli bir 6grenme saglar (Maas vd., 2013).

MaxOut: MaxOut aktivasyonu, giristeki bir grup ndron arasinda maksimum
degeri secerek caligir. Bu yaklasim, farkli dogrusal bolgelere uyum saglayarak modelin
daha karmagik iligkileri 6grenmesine olanak tanir. Parametre sayisini artirsa da temsil
kapasitesini de Onemli oOlgiide ylkseltir (Goodfellow vd., 2013). Aktivasyon
fonksiyonlarina ait grafikler Sekil 3.9°da verilmistir.

Sigmoid Leaky ReLU

T p— max(0.1z, z)

0 - 10

tanh Maxout
tanh(z) § "’ max(w] x + by, ws x + by)

10 10

ReLU ELU

T x>0
maX(O’ .CE) ale®-1) =z ; 0 i

=10 10

Sekil 3.9. Aktivasyon fonksiyonlar1 (Kalyoncu, 2020)
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Dropout katmani: Derin 6grenme modellerinin egitimi sirasinda karsilasilan en
Oonemli sorunlardan biri asir1 6grenme problemidir. Asir1 6grenme, modelin egitim
verisini ezberlemesi ve dolayisiyla yeni, goriilmemis veriler {izerinde diisiik genelleme
performansi gostermesiyle sonuglanir. Bu sorunun ¢dziimii i¢in gelistirilen yontemlerden
biri dropout katmanidir.

Dropout, Hinton ve arkadaslar1 tarafindan 2012 yilinda Onerilen bir
diizenlilestirme teknigidir (Hinton vd., 2012). Bu yontemde, egitim sirasinda modelin
belirli bir oranla (6rnegin %20-%50) rastgele se¢ilen néronlarinin aktivasyonu sifirlanir.
Bu islem her egitim adiminda farkli bir alt ag (subnetwork) olusturulmasina olanak tanir.
Boylece model, 6zelliklerin tiimiine bagimli hale gelmek yerine daha genellestirilebilir
temsiller 6grenir. Dropout katmaninin uygulanmasi sirasinda, model egitimi esnasinda
belirlenen dropout oranina gore diigiimler gegici olarak devre dis1 birakilir. Ancak model
test asamasinda tiim noronlar aktif hale getirilir ve ¢ikiglar, egitim sirasinda yapilan
dropout'un telafisi i¢in Slgeklendirilir. Bu yaklasim, modelin karmasikligini azaltmadan
asirt uyumu sinirlandirir. Bir bagka avantaji ise ¢ogul (ensemble) 6grenmeye benzer bir
etki yaratmasidir. Dropout, tek bir biiylik model yerine ¢ok sayida daha kii¢iik ve farkl

modelin birlesik bir versiyonunu egitmis gibi davranir.

(a) Standard Neural Net (b) After applying dropout.

Sekil 3.10. Standart sinir ag1 ve dropout uygulanan sinir ag1 (Hinton vd. 2012)
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Sekil 3.10’da standart bir sinir aginin dropout uygulandiginda bazi sinir
diigiimlerinin rastgele sifirlandig1 goriilmektedir. Sonug olarak, model daha saglam ve
yeni veri lizerinde daha basgarili hale gelir. Dropout orani hiperparametre olarak belirlenir
ve genellikle 0.2 ile 0.5 arasinda secilir. Daha yiiksek oranlar daha agresif bir
diizenlilestirme saglar ancak asir1 yiiksek degerler modelin 6grenmesini zorlagtirabilir.

Diizlestirme (Flatten) katmani: Diizlestirme (Flatten) katmani, derin 6grenme
mimarilerinde yer alan ve evrisimsel sinir aglarinin 6nemli bir bileseni olarak 6ne ¢ikan
bir yapidir. Bu katmanin temel islevi, evrisim ve havuzlama katmanlarindan elde edilen
cok boyutlu 06zellik haritalarim1 (feature maps) tek boyutlu bir vektér bigimine
dontistiirmektir. Boylece, agin siniflandirma asamasinda kullanilan tam baglantili (fully
connected) katmanlara uygun bir giris yapis1 saglanir.

Evrigim ve havuzlama katmanlar1 genellikle uzamsal (spatial) boyutlar1 ve kanal
bilgilerini igeren ii¢ boyutlu tensor ¢iktilar liretir. Ancak tam baglantili katmanlar, bu
veriyi yalnizca tek boyutlu vektdr formatinda isleyebilir. Diizlestirme katmani bu
dontisiimii  gergeklestirerek modelin son katmanlarindaki siniflandirma islemlerinin
uygulanabilmesini miimkiin kilar. Diizlestirme katmani parametre igermeyen bir
yapidadir ve yalnizca tensoriin sekil doniistimiinii gerceklestirir; bu siirecte veri igeriginde
herhangi bir kayip veya degisiklik olusmaz. Modelin hesaplama yiikiine anlamli bir etkisi

bulunmaz.

DUZLESTIRME

OZELLIK HARITALARI 3

Sekil 3.11. Diizlestirme katmani
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Ogrenme siireci: Evrisimli Sinir Aglari, goriintii verilerinden otomatik 6znitelik
¢ikarimi ve siniflandirma amaciyla tasarlanmis derin égrenme mimarileridir. Ogrenme
stireci, konvoliisyon katmanlarinin giris verisi lizerinde 6grenilebilir filtreler araciligiyla
yerel oOriintiileri ve temel gorsel ozellikleri yakalamasiyla baslar. Bu katmanlarda
kullanilan aktivasyon fonksiyonlari, modelin dogrusal olmayan iliskileri temsil etmesine
olanak tantyarak karmagik Oriintiilerin 6grenilmesini miimkiin kilar.

Havuzlama katmanlari, 6znitelik haritalarinin uzamsal boyutlarini azaltarak
modelin hesaplama maliyetini diisliriir ve konumsal genelleme yetenegini artirir. Bu
katmanlar, giristeki bilgiyi daha kompakt ve 6zet bir temsil haline getirirken, 6nemli
Oznitelikleri korumaya odaklanir.

Diizlestirme (Flatten) katmani, cok boyutlu 6znitelik haritalarini tek boyutlu bir
vektor yapisina doniistiirerek tam baglantili katmanlara uygun bir giris olusturur. Tam
baglantili katmanlar, bu 6znitelikleri biitiinciil bir bicimde degerlendirerek siniflandirma
kararini iiretir. Ayrica dropout katmanlari, egitim sirasinda ndronlarin belirli oranlarda
rastgele devre dis1 birakilmasi yoluyla asir1 6grenmeyi (overfitting) azaltir ve modelin
genelleme yetenegini gili¢lendirir.

Ogrenme siireci, ileri besleme asamasiyla baslar; burada giris verisi katmanlar
boyunca ardisik doniisiimlerden gegirilerek modelin ¢iktis1 hesaplamir. Uretilen ¢ikt,
gercek etiketle karsilastirilarak bir kayip fonksiyonu araciligiyla hata degeri elde edilir.
Ardindan, geriye yayilim (backpropagation) algoritmasi kullanilarak bu hata degeri
agirliklarin  giincellenmesi i¢in ag boyunca geriye dogru iletilir. Optimizasyon
algoritmalar1 yardimiyla ag parametreleri adim adim giincellenerek modelin hatasi
minimize edilir. Bu siire¢ sonucunda ESA, karmasik gorsel Oriintiileri 6grenerek yeni ve

goriilmemis veriler lizerinde yiiksek dogrulukta tahmin yapma yetenegi kazanir.
3.2.2.1. ResNet50

ResNet50, Kaiming He ve calisma arkadaslar tarafindan gelistirilen ve derin
O0grenme mimarilerinde artik baglantilar (residual connections) kavramini sistemli
bicimde kullanan bir evrisimsel sinir ag1 modelidir. Artik baglantilar, bir evrisim
katmaninin ¢iktisin1 dogrudan sonraki katmanin girdisine ekleyerek iletir. Bu yapi, derin
aglarda karsilasilan gradyan sonmesi problemini azaltir, egitim siirecini daha kararli hale

getirir ve modelin karmasik 6znitelikleri daha etkili bigimde 6grenmesini saglar.
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ResNet50 mimarisi bes ana evreden olusur. ilk evrede 7x7 boyutunda ve 64 filtreli
bir evrisim katmani bulunur ve bunu 2 adim uzunlugunda 3x3 boyutlu bir maksimum
havuzlama katmani takip eder. Ikinci evrede, iiclii tekrarlardan olusan bloklar yer alir: her
blokta sirastyla 64 kanalli 1x1 evrigim, 64 kanalli 3x3 evrisim ve 256 kanalli 1x1 evrisim
katmanlar1 bulunur.

Ugiincii evrede 128 kanall1 1x1 evrisim, ardindan 128 kanall1 3x3 evrisim ve 512
kanall1 1x1 evrisim katmanlar1 ardisik sekilde yer alir ve bu yapi belirli sayida tekrarlanir.
Dordiincii evrede ise 256 kanalli 1x1 evrisim, 256 kanalli 3x3 evrisim ve 1024 kanalli
Ix1 evrisim katmanlarindan olusan bloklar ardisik olarak uygulanir. Besinci ve son
evrede ise 512 kanalli 1x1, 512 kanall1 3x3 ve 2048 kanall1 1x1 evrisim katmanlarindan
olusan yapi bulunur. Tim bu evrisim asamalarinin ardindan bir global ortalama
havuzlama katmani uygulanir ve siniflandirma islemi i¢in tam baglantili katman yer alir.

Ayrica, ResNet50 mimarisi transfer 6grenme yaklasimlarinda yaygin olarak tercih
edilmektedir. Artik baglantilar sayesinde dnceden egitilmis aglarin farkli veri kiimelerine
uyarlanabilmesi ve sinirlt etiketli veriyle bile yiiksek dogruluk saglanmasi miimkiindiir.
Ornegin, Reddy ve Juliet (2019), ResNet50’yi transfer dgrenme ydntemiyle sitma hiicre
goriintiilerinin  siniflandirilmasinda basariyla kullanarak bu mimarinin farkli gorsel

siniflandirma problemlerinde etkinligini gostermistir.
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Sekil 3.12. ResNet50 mimarisi (Habek vd. 2024)

Sekil 3.12°de ResNet50 mimarisi katman yapisiyla birlikte gosterilmektedir.
Farkli asamalarda yer alan Ix1 ve 3x3 evrisim katmanlari, artik baglantilarla
birlestirilerek 06zellik haritalarinin = derinlemesine 6grenilmesine olanak tanirken,
maksimum ve ortalama havuzlama katmanlari uzamsal boyutlar1 azaltarak modelin

parametre verimliligini artirmaktadir (Rojas-Aranda vd. 2020).
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3.2.2.2. VGG16

VGG16, Oxford Universitesi Gorsel Geometri Grubu (Visual Geometry Group)
tarafindan Simonyan ve Zisserman (2014) onciiliiglinde gelistirilmis derin bir evrigimsel
sinir ag1 mimarisidir. ImageNet Large Scale Visual Recognition Challenge (ILSVRC)
2014 yarismasinda 6ne ¢ikan bu mimari, 6zellikle sadeligi ve sistematik tasarimiyla derin
ogrenme alaninda 6nemli bir kilometre tas1 olarak kabul edilir. VGG16’nin en belirgin
ozelligi, tiim evrisim katmanlarinda sabit boyutlu (3x3) kiiciik cekirdekler (filtreler)
kullanarak ag1 derinlestirmesidir. Bu yaklasim, daha biiyiik alana sahip alic1 bolgeler
(receptive fields) olusturarak goriintiideki karmasik oriintiileri daha iyi modelleme imkani
saglar (Simonyan & Zisserman, 2014).

VGG16 mimarisi, toplamda 16 agirlikli katmandan (13 evrisim + 3 tam baglantili)
olusur. Modelin tasariminda 3x3 boyutlu evrigim filtreleri ve 2x2 boyutlu maksimum
havuzlama katmanlar1 ardisik olarak yerlestirilmistir. Kiiciik ¢ekirdek boyutlari sayesinde
model, parametre sayisini agir1 artirmadan derinligi artirabilir ve dolayisiyla daha
karmasik ve cok katmanl driintiileri dgrenebilir. Ornegin, ardisik iki adet 3x3 evrisim
katmani, 5x5 bir filtreye esdeger bir alic1 alan saglar ancak daha az parametreyle bu
hesaplamay1 yapar. Bu sistematik yapi, modelin anlasilabilirligini ve uygulanabilirligini
de kolaylastirir.

Mimari detaylara bakildiginda, VGG16 mimarisi bes evrisimsel bloktan olusur.
Ilk iki blokta 64 ve 128 filtreli 3x3 evrisim katmanlar1 yer alirken, iiciincii blokta 256
filtreli katmanlar bulunur. Dordiincii ve besinci bloklarda ise 512 filtreli evrisim
katmanlar1 ardigik olarak uygulanir. Her blok sonunda 2x2 boyutlu maksimum havuzlama
katmani ile uzamsal boyutlar yariya indirilir. Evrisim bloklarinin ardindan gelen
katmanlar, tam baglantili yapida olup, iki adet 4096 néronlu katman ve bir adet 1000
siifli softmax ¢ikis katmanindan olusur. Bu yap1 ImageNet veri setindeki 1000 sinifi
siniflandirmak i¢in tasarlanmistir (Simonyan & Zisserman, 2014).

VGG16 mimarisinin bir diger dnemli 6zelligi, tiim katmanlarda ReLU aktivasyon
fonksiyonunun kullanilmasidir. ReLU, negatif degerleri sifira esitleyerek gradyan
sonmesi problemini azaltir ve modelin daha hizli ve kararli bir sekilde 6grenmesini saglar.
Ayrica, modelin egitiminde dropout gibi diizenlilestirme teknikleri kullanilarak asiri
ogrenme riski azaltilmistir. Egitim sirasinda 224x224 ¢oziiniirlikte RGB goriintiiler

kullanilmis ve girig goriintiileri normalize edilmistir.
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Teknik agidan VGG16 tasariminin en 6nemli avantajlarindan biri, tasarim sadeligi
ve modiiler yapisidir. Tiim evrisim katmanlarinin ayni boyuttaki filtrelerle tasarlanmasi,
mimarinin farkli veri kiimelerine ve problem tiirlerine kolayca uyarlanmasina olanak
saglar. Bu modiiler yap1 sayesinde arastirmacilar, modelin derinligini veya genisligini
degistirerek yeni varyantlar gelistirebilir. Ornegin, VGG19 modeli, VGG16’ya benzer
yapiy1 daha da derinlestirerek 19 agirlikli katmana sahiptir.

VGG16’nin basarisi, transfer 6grenme uygulamalarinda da etkili olmasina yol
acmustir. ImageNet lizerinde 6nceden egitilmis VGG16 agirliklari, sinirli veri igeren farkl
gorevlerde yeniden kullanilabilir. Ozellikle medikal goriintii analizi, nesne tespiti, yiiz
tanima ve endiistriyel kalite kontrol gibi alanlarda VGG16 tabanli transfer 6grenme
yontemleri yayginca uygulanmustir (Shin vd., 2016). Bu yaklasimda, 6nceden egitilmis
konvoliisyon katmanlar1 sabit tutulabilir veya ince ayar yapilabilir. Boylece, veri kiimesi
kiigiik olsa bile yiliksek dogruluklu siniflandirma performansi elde edilebilir.

Bir diger 6nemli unsur, VGG16’nin parametre sayisinin yiiksek olmasidir.
Yaklasik 138 milyon parametre iceren bu mimari, 6zellikle bellegi sinirli cihazlarda
dogrudan uygulanmasi zor olan bir yapidadir. Bu nedenle mobil ve gdmiilii sistemler i¢in
daha hafif mimari varyantlart (6r. MobileNet, EfficientNet) gelistirilmistir. Bununla
birlikte, VGG16’nin egitilebilirligi, modiilerligi ve transfer 6grenme performansi
sayesinde derin 6grenme literatiiriinde en ¢ok referans verilen modellerden biri olmaya
devam etmektedir (Chollet, 2017).

Sonug olarak, VGG16, kiiclik ¢ekirdek boyutlarinin ardisik kullanimina dayali
basit ama derin bir mimari tasarim ortaya koyar. Bu yaklagim, daha karmasik oriintiileri
katmanl1 yapilar i¢inde hiyerarsik olarak 6grenmeye imkan tanir. Sadeligi, giiglii transfer
o6grenme yetenekleri ve modiiler tasarimi sayesinde VGG16, giiniimiizde bilgisayarla
gorlii ve gorlintli smiflandirma alaninda temel yapi taslarindan biri olarak kabul

edilmektedir. Sekil 3.13’te VGG16 model mimarisi goriilmektedir.
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Sekil 3.13. VGG16 mimarisi katman blok diyagrami (Neurohive, 2018)
3.2.2.3. InceptionV3

InceptionV3, Szegedy ve c¢alisma arkadaslar1 (2016) tarafindan gelistirilen ve
GoogleNet mimarisi lizerine insa edilen gelismis bir derin evrisimsel sinir ag1 modelidir.
Inception mimarileri, geleneksel evrisimsel tasarimlara gore farkl 6lgeklerdeki filtrelerin
ayni katmanda paralel olarak uygulanmasi prensibine dayanir. Bu tasarim, ¢ok dlgekli
Ozellik c¢ikarimi saglayarak modelin hem diisiik seviyeli hem de yiiksek seviyeli
oOrtintiileri ayn1 anda yakalayabilmesine imkan tanir.

Inception mimarisinin temel fikri, farkli boyutlardaki evrisim filtrelerini (6r. 1x1,
3x3, 5x5) aymi seviyede uygulayarak ve ardindan bu ciktilar1 kanal ekseni boyunca
birlestirerek cok 6lcekli bir temsile ulagsmaktir. Boylece model, farkli biiyiikliikteki alici
bolgelerden (receptive fields) gelen bilgileri biitiinlestirir ve daha zengin bir 6zellik
haritasi tiretir (Szegedy vd., 2015).

InceptionV3, dnceki Inception siirlimlerine gore 6nemli gelistirmeler igerir. En
onemli yeniliklerden biri faktorize evrisimler kavramidir. Biiyiik boyutlu evrisimler daha
kiiciik boyutlara ayrilarak (6rnegin bir 5x5 evrigim — iki ardisik 3x3 evrisime boliinerek)
hesaplama maliyeti diisiiriiliir. Ayrica, asimetrik evrisimler kullanilarak 6rnegin 3x3
evrisimler 1x3 ve 3x1 seklinde ayristirilir. Bu yaklasim parametre sayisini azaltirken
O0grenme kapasitesini korur ve modelin daha derin katmanlar icermesine olanak saglar
(Szegedy vd.,2016). Bunun yani sira Auxiliary Classifiers adi verilen yardimci

siiflandiricilar, modelin orta seviyelerinde yer alir ve etiket bilgisini erken katmanlara

29



tagir. Egitim sirasinda bu yardimci smiflandiricilar gradyan akisini iyilestirerek daha
istikrarli bir 6grenme siireci saglar ve gradyan sénmesi (vanishing gradient) problemini
azaltir. Egitim asamasinda toplam kayip fonksiyonuna bu yardimci kayiplar da dahil
edilir, ancak ¢ikarim sirasinda yalnizca ana siiflandirici kullanilir.

InceptionV3 mimarisi toplamda yaklasik 42 katmandan olusur ve optimize
edilmis inception modiilleri icerir. Bu modiiller, hesaplama verimliligini artirmak i¢in
1x1 evrigimler ile boyut indirgeme gerceklestirir. Boylece, kanal sayis1 azaltilarak biiyiik
boyutlu evrisimlerin parametre maliyeti diisiiriiliir. Bu prensip, modelin hem daha derin
hem de daha genis yapida olmasini saglar ve bu yapi, farkli veri kiimelerinde ve
gorevlerde yliksek genelleme performansi gosterir.

InceptionV3 modeli, ImageNet veri kiimesi lizerinde egitilmis dnceden egitilmis
agirliklarryla transfer 6grenme uygulamalarinda siklikla kullanilmaktadir. Ozellikle
siirl veri igeren problemler i¢in dnceden egitilmis InceptionV3 agirliklari dondurularak
veya ince ayar yontemiyle adapte edilerek yiiksek dogruluklu siniflandirma modelleri
gelistirilebilir. Medikal goriintli analizi, nesne tanima, yiiz tanima ve enddistriyel kalite
kontrol gibi birgok alanda bu model basariyla uygulanmaktadir (Chollet, 2017).

Bir diger 6nemli avantaj, Inception mimarisinin modiiler yapisidir. Her inception
blogu bagimsiz olarak tasarlanabilir ve farkli evrisim tipleri paralel dallar halinde
yerlestirilebilir. Bu modiiler tasarim, farkli donanim gereksinimlerine ve uygulama
senaryolaria gore 6zellestirilebilir. GoogleNet'ten InceptionV3'e evrim siireci boyunca
bu modiiler yap1 daha verimli ve derin tasarimlara doniismiistiir.

Sonug olarak, InceptionV3 mimarisi, ¢cok 6lgekli 6zellik ¢ikarimi, faktorize
evrigimler, asimetrik evrisimler ve yardimci siiflandiricilar gibi modern derin 6grenme
tekniklerini bir araya getirerek hesaplama verimliligi ile yiliksek performansi dengeler. Bu
ozellikleri sayesinde InceptionV3, giiniimiizde transfer 6grenme tabanli bilgisayarla gorii

uygulamalarinda yaygin olarak tercih edilen bir ESA mimarisi haline gelmistir.
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Sekil 3.14. InceptionV3 mimarisi (SB Shetty vd. 2022)

Sekil 3.14’te SB Shetty ve arkadaglarinin (2022) cilt hastaliklar1 tespitinde

kullandig1 InceptionV3 model mimarisinin diyagrami gosterilmistir.
3.2.2.4. EfficientNetB0

EfficientNetB0, Tan ve Le (2019) tarafindan Onerilen ve evrigimsel sinir agi
mimarilerinde olgeklendirme problemine sistematik bir ¢oziim sunan EfficientNet
ailesinin temel modelidir. Derin 6grenme mimarilerinde daha yiiksek dogruluk elde
etmek icin genellikle agin daha derin (depth), daha genis (width) veya daha yiiksek
¢Oziiniirliiklii girigler (resolution) ile Olgeklendirilmesi gerekir. Ancak bu fig¢
Olceklendirme boyutu geleneksel olarak rastgele veya tek boyutlu olarak uygulaniyordu
ve hesaplama maliyetleri ¢ok hizli biiyiiyordu (Tan & Le, 2019).

EfficientNet mimarisi, compound scaling ad1 verilen bir yontemle bu li¢ boyutu
birlikte ve dengeli bir sekilde dlgeklendirmeyi dnerir. Compound scaling, sabit bir kaynak
biitgesi altinda derinlik, genislik ve ¢oziiniirliik parametrelerini optimize ederek en iyi
performanst saglar. EfficientNet ailesinin tim modelleri, bu prensibi kullanarak
EfficientNetB0O {izerine kuruludur. BO modeli, otomatik makine 6grenimi (AutoML)
arama teknikleri ile optimize edilmis ve daha biiylik versiyonlar icin temel yap1 tasim
olusturan referans mimaridir (Tan & Le, 2019).

EfficientNetBO mimarisi, temel olarak Mobile Inverted Bottleneck Convolution
(MBConv) bloklarindan olusur. Bu bloklar ilk olarak MobileNetV2 mimarisinde
Onerilmis ve EfficientNet’te genisletilmistir. MBConv bloklari, derin ayrik (depthwise

separable) evrigimleri ve sikistirma-genisletme (squeeze-and-excitation)
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mekanizmalarini igerir. Bu yap1 sayesinde parametre sayisi azaltilirken modelin temsil
kapasitesi artirilir (Sandler vd., 2018; Hu vd., 2018).

EfficientNetB0, yaklasik 5.3 milyon parametreye sahiptir ve ImageNet veri
kiimesi lizerinde son derece rekabetci dogruluk elde eder. Bu parametre verimliligi, onu
mobil ve gomiilii sistemlerde kullanima uygun hale getirir. Model, daha derin ve daha
biiylik EfficientNet versiyonlarinin (B1-B7) olusturulmasinda referans 6l¢ekleme noktasi
olarak gorev yapar. EfficientNet mimarisi, yalnizca dogruluk acisindan degil, ayni
zamanda FLOPs (Floating Point Operations) bakimindan da daha verimlidir. Tan ve Le
(2019) calismalarinda, benzer dogrulukta modellerden daha az hesaplama kaynagi
kullanarak daha yiiksek verimlilik sagladiklarini gostermislerdir.

EfficientNetB0’1n bir diger 6nemli 6zelligi, MBConv bloklarindaki sikistirma-
genigletme (SE) katmanlaridir. SE modiilleri, kanal boyutunda dikkati 6grenerek 6nemli
ozelliklerin vurgulanmasin1 saglar ve modelin genel performansini artirir (Hu vd., 2018).
Ayrica, EfficientNet mimarisi, AutoML NAS (Neural Architecture Search) yontemleriyle
optimize edilmis blok ve katman yapilarma sahiptir, bu sayede el ile tasarlanmis
geleneksel CNN mimarilerine gore daha dengeli ve verimli bir tasarim sunar.

Sonug olarak EfficientNetB0, dengeli 6l¢eklendirme, parametre verimliligi ve
modern blok tasarimi ile 6ne ¢ikar. Hem akademik arastirmalarda hem de endiistriyel
uygulamalarda yaygin olarak kullanilmaktadir. Ozellikle transfer &grenme
senaryolarinda 6nceden egitilmis EfficientNetB0 agirliklari, sinirh veri igeren problemler

icin etkili bir baslangi¢ noktasi sunar.
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Sekil 3.15. EfficientNETBO mimarisi (Chen vd. 2024)

Sekil 3.15’te EfficientNetBO mimarisinin genel yapis1 gosterilmektedir. Model,
baslangigta standart evrisim katmaniyla giris verisini isler ve ardindan bir dizi MBConv
blogu araciligiyla derin 6zellik ¢ikarimi gerceklestirir. Farkli biiytikliikteki ¢ekirdek
boyutlarina (3x3, 5x5) sahip MBConv katmanlari, ozellikleri ¢ok oOlgekli olarak
yakalamay1 hedefler. Katman sayilarinin farkli agsamalarda tekrarlanmasi, modelin
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derinligini ve temsil kapasitesini artirir. Son agamada yer alan adaptif ortalama havuzlama

katman ise siniflandirmaya hazir, sabit boyutta bir 6zellik vektorii tiretir.

3.2.2.5. MobileNetV2

MobileNetV2, Sandler ve ¢alisma arkadaglar1 (2018) tarafindan 6nerilen ve mobil
cihazlarda veya hesaplama kisith ortamlarda derin 6grenme modellerinin verimli
calismasini amaglayan bir ESA mimarisidir. MobileNetV2’nin temel tasarim felsefesi,
daha az hesaplama maliyeti ve daha diisilk parametre sayisiyla yiiksek dogruluk
saglamaktir. Bu amagla, derin ayrik evrisimler (depthwise separable convolutions) ve
inverted residual blok yapis1 gelistirilmistir (Sandler vd., 2018).

Depthwise separable convolution, klasik konvoliisyon islemini iki asamaya
ayirarak parametre ve islem maliyetini dnemli 6lgiide azaltir. Ilk asama depthwise
convolution, her giris kanalinda ayr1 ayr1 evrisim uygulanarak uzamsal 6zellik ¢ikarir.
Ikinci asama olan pointwise convolution (1x1 konvoliisyon), kanallar arasi
kombinasyonlar1 6grenir. Bu ayrim sayesinde klasik evrisimlere gore yaklasik sekiz ila
dokuz kat daha az hesaplama gerektirir (Howard vd., 2017).

MobileNetV2’nin en Onemli yeniligi, inverted residual blok tasarimidir.
Geleneksel “residual block™ yapilarinda dar bir yapidan genis bir temsil alanina gegis
goriiliirken, inverted residual bloklarda genisleterek (expand) baslamak ve tekrar
daraltarak (project) sonlandirmak esas alinir. Bu bloklar, linear bottleneck adi verilen
katmanlar igerir. Linear bottleneck, aktivasyon fonksiyonunun bilgi kaybin1 6nlemek i¢in
dogrusal 6zellik haritalar iiretir ve daha ince temsillerde bilgiyi korur. Boylece model,
yiiksek seviyeli 6zellikleri korurken parametre verimliligini de saglar (Sandler vd., 2018).

MobileNetV2 mimarisinde tiim yap1 bu bloklarin ardigik bir dizilimiyle insa
edilmistir. ilk katmanda klasik bir 3x3 evrisim yer alir. Ardindan sirasiyla birden fazla
inverted residual blok yer alir. Bu bloklar igerisinde ReLU6 gibi sinirlandirilmis
aktivasyon fonksiyonlar1 kullanilarak sayisallagtirma (quantization) uyumlulugu
artirllmig ve mobil donanimlarda verimli ¢alismasi saglanmistir. Ayrica, her blokta
shortcut (skip connection) kullanilarak gradyan akisinin daha iyi ger¢eklesmesi ve derin
yapilarin egitilebilirligi artirilmistir.

Parametre verimliligi, MobileNetV2’nin baslica avantajlarindan biridir. Ornegin,
ImageNet veri kiimesinde egitilmis bir MobileNetV2 modeli yaklagik 3.4 milyon
parametre igerirken, ¢cok daha biiyiik modellerle karsilastirilabilir dogruluk saglar. Bu

hafif yapi, akilli telefonlar, IoT cihazlar1 ve gémiilii sistemler gibi siirli kaynakli
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ortamlarda ¢alismaya uygundur. Ayrica, MobileNetV2 genellikle transfer 6grenme
senaryolarinda onceden egitilmis agirliklarla kullanilabilir ve smirli veri bulunan 6zel
siiflandirma problemlerinde yiiksek performans sunar (Howard vd., 2019).

Sonug olarak, MobileNetV2 mimarisi, inverted residual blok yapisi, depthwise
separable convolution stratejisi ve linear bottleneck katmanlari ile hesaplama agisindan
verimli, diisik gecikmeli ve yiiksek dogruluklu ¢oziimler sunar. Ozellikle mobil
cihazlarda gercek zamanli goriintli siniflandirma uygulamalari i¢in tasarlanmig modern,

hafif ve optimize edilmis bir ESA mimarisi olarak one ¢ikar.

bottleneck blocks
I {0
i | |2 : 3 | 3] i
z
Stride = 1 block Stride = 2 block

Sekil 3.16. MobileNetV2 mimarisi (Shahoveisi vd. 2023)

Sekil 3.16’da MobileNetV2 mimarisi, giris katmanindan baglayarak 6rnek bir
goriintiinlin siniflandirma siirecindeki tiim asamalarini iceren bir semayla sunulmustur.
[k asamada, 32 filtreye sahip bir evrisim katmani temel kenar ve desen bilgilerini ¢ikarir.
Sonrasinda yer alan 19 adet residual bottleneck katmani, modelin derinlemesine 6zellik
O0grenmesini saglar ve bilgi kaybini azaltir. Bu katmanlar, diisik parametre sayisiyla
karmagik yapilar1 tantyabilmeyi miimkiin kilar. Son asamada ise tam baglantili bir katman
yer alarak siniflandirma sonucunu iiretir. Gorselde bu islem akisi, transfer 6grenme
yaklasiminda 6nceden egitilmis ag1 farkli bir probleme adapte etmenin bir 6rnegi olarak

gosterilmistir.
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3.2.3. Performans olciitleri

Bu boliimde, gelistirilen siiflandirma modelinin basarimini degerlendirmek
amactyla kullanilan performans oOlciitleri detayli olarak agiklanmaktadir. Modelin
siiflandirma yetenegini nesnel olarak o6lgmek icin dogruluk (accuracy), duyarlilik
(recall), kesinlik (precision), F1-skoru, karisiklik matrisi ve ROC egrisi gibi metriklerden
yararlanilmistir. Bu dlgiitler, modelin farkl hata tiirlerini nasil yonettigini ortaya koyarak
genel ve smif bazli basarimi kapsamli bir sekilde degerlendirmeye olanak tanir. Sekil
3.17°de oncelikle modelin simniflandirma performansini temel diizeyde Ozetleyen
karigiklik matrisi sunulmakta ve gercek etiketlerle model tahminleri arasindaki dogru ve

yanlis siniflamalarin dagilimi detayli olarak gosterilmektedir.

GERCEK

F 3
L J

POZITIF NEGATIF

POZITIF TP
TAHMIN

MNEGATIF

Sekil 3.17. Karigiklik Matrisi

TP (True Pozitif): Gergek sinifi “boyali” olan bir ara¢ boyasit drneginin model
tarafindan dogru bir sekilde “boyali” olarak tahmin edilmesidir. Yani hem ger¢cek hem
tahmin etiketi boyalidir.

TN (True Negatif): Gergek sinifi “orijinal” olan bir aracin dogru sekilde “orijinal”
olarak tahmin edilmesidir. Modelin dogru sekilde boyali olmadigini anlamasidir.

FP (False Pozitif): Gergek sinifi “orijinal” olan bir ara¢ boyasi dérneginin model
tarafindan yanlis bir sekilde “boyali” olarak tahmin edilmesidir. Model burada yanlis

alarm tiretmistir.
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FN (False Negatif): Gergek smifi “boyali” olan bir aracin model tarafindan
yanliglikla “orijinal” olarak tahmin edilmesidir. Bu durum, modelin boyali1 araci
tanityamayip atlamasidir.

Bu c¢alismada siniflandirma basarimi, asagidaki metrikler yardimiyla
degerlendirilmistir. Basar1 (Accuracy), Kesinlik (Precision), Duyarlilik (Recall) ve F-

Olgiitii (F-score) formiilleri sirasiyla asagida verilmistir:

TP+TN

Basart = f rvernerr 34
Kesinlik = —= (3.5)
TP+FP
TP
Duyarlilik = e (3.6)
F — score = 2 % Kes'inl'ik*Duyarllllk (3.7)
Kesinlik+Duyarlilik

ROC (Receiver Operating Characteristic): ROC egrisi, modelin siniflandirma
performansini farkli karar esiklerinde degerlendirmek igin kullamilan bir aragtir. Ikili
siniflandirma problemlerinde modelin duyarlilik (True Positive Rate, TPR) ile yanlis
pozitif oran1 (False Positive Rate, FPR) arasindaki iliskiyi gorsellestirir. TPR ve FPR su

formiillerle tanimlanir:

TPR = — % (3.8)
TP+FN

FPR = £ (3.9)
FP+TN

ROC egrisi, modelin karar esigi degistik¢e bu iki oran arasindaki dengeyi ortaya
koyar. Egrinin altinda kalan alan (AUC — Area Under Curve) degeri, modelin siniflar
arasinda ayirt edebilme basarisini 6zetleyen tek bir 6l¢iit olarak yorumlanir. AUC degeri
I'e yaklastikca modelin siiflandirma yetenegi artar, 0.5 civarinda olmasi ise rastgele

tahmin diizeyini ifade eder.
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4. BULGULAR

Bu calismada, arag¢ boya yiizeylerinin orijinal ve boyali olarak siiflandirilmasi
amaciyla derin 6grenme tabanl transfer 6grenme yaklasimlari: kullanilarak kapsamli bir
model karsilastirmas1 gerceklestirilmistir. MobileNetV2, InceptionV3, ResNet50,
VGGI16 ve EfficientNetBO gibi dnceden egitilmis evrisimsel sinir ag1 mimarileri, veri
artirma teknikleri ve ince ayar (fine-tuning) stratejileri ile egitilerek test edilmistir.
Egitim-dogrulama bdoliinmesi %80-%20 oraninda yapilmig ve model performansi
dogruluk (accuracy), dogrulama kaybi1 (val loss), ROC egrisi ve karigiklik matrisi gibi
metriklerle degerlendirilmistir. Sonuglar, o6zellikle InceptionV3, MobileNetV2 ve
VGG16 modellerinin dogrulama setinde %90 iizeri basar1 oranlar1 elde ederek karmasik
ve parlak metalik yiizey farkliliklarin1 diger modellere gore daha iyi ayirt edebildigini
gostermistir. ResNet50 ve EfficientNetBO modellerinin ise sinif dengesizligine ve diigiik
veri ¢esitliligine daha duyarli oldugu ve dogrulama basarimlarinin  %50—%68
seviyelerinde kaldig1 belirlenmistir. Ayrica, uygulanan veri artirma stratejileri ve katman
dondurma sayilart modellerin genelleme yetenegini artirmada énemli rol oynamis, dogru
O0grenme orani (learning rate) ayarlamalari ile agir1 6grenme etkileri azaltilmistir. Egitim
ve dogrulama kaybi grafikleri incelendiginde, iyi performans gosteren modellerin
kayiplariin istikrarli sekilde azaldigi ve dogrulama basarisinin doygunluga ulastigi
gozlemlenmistir. ROC egrileri ve AUC degerleri de siniflandirma ayrim yeteneginin
modellenmesine katki saglamistir. Bu bulgular, derin 6grenme tabanli transfer 6grenme
modellerinin ara¢ boya orijinalligi siniflandirmasinda uygulanabilirliini ortaya
koyarken, daha dengeli ve ¢esitli veri kiimeleri ile egitildiklerinde ger¢ek diinyada daha
yiuksek dogruluk ve genelleme yetenegi saglayabileceklerini gdstermektedir. Tablo

4.1°de tiim modeller i¢in kullanilan standart ayarlar gosterilmektedir.

Tablo 4.1. Modeller i¢in kullanilan standart parametreler

Parametreler Degerler
Egitim-Dogrulama %380-%20
Batch Size 16
Dropout 0.5
Epoch 30
Optimizer Adam
Learning rate 0.0001
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4.1. ResNet50 Bulgular:

ResNet50 mimarisi kullanilarak yapilan simiflandirma egitiminde modelin

dogrulama basaris1 yaklasik 0.68 seviyelerine ulasmistir. Egitim sirasinda dogrulama ve

egitim basar1 egrileri birbirine paralel bir artig gostermis, asir1 0grenme egilimi sinirli

diizeyde kalmistir. Sekil 4.1°de kayip degerlerinde 6zellikle dogrulama kaybinda bazi

dalgalanmalar ve ani sigramalar gézlenmistir. Bu durum, verinin karmasiklig1 ve sinif i¢i

cesitlilik nedeniyle modelin bazi donemlerde daha zor genelleme yapabildigini

gostermektedir.
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Sekil 4.1. ResNet50 mimarisinin egitim ve dogrulama grafikleri
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Sekil 4.2°de karisiklik matrisine gére model, boyali sinifi 165 dogru ve 35 yanlis

sekilde tahmin etmis; orijinal smifi ise 105 dogru ve 95 yanlis simiflandirmistir. Boyali

yiizeylerde kesinlik degeri 0.63 ve duyarlilik degeri 0.82 olarak elde edilmistir. Orijinal

sinifta ise kesinlik 0.75 seviyesinde iken duyarlilik degeri 0.53te kalmistir. Bu sonuglar,

modelin boyal1 yiizeyleri daha basarili ayirt edebildigini, ancak orijinal ylizeylerdeki

varyasyonlar ve detayli yapilar nedeniyle daha fazla hata yaptigini ortaya koymaktadir.
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Karisikhk Matrisi
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Sekil 4.2. ResNet50 mimarisinin karigiklik matrisi

Sekil 4.3’te ROC egrisinin altinda kalan alan (AUC) yaklasik 0.73 olarak
hesaplanmistir. Bu deger, modelin simiflar1 ayirt etme becerisinin makul ancak
miilkemmel olmadigini gosterir. AUC 0.5’ten biiyiik oldugu i¢in modelin rastgele
tahminden anlamli 6l¢lide daha iyi performans gosterdigi sdylenebilir. ROC egrisinin
kademeli yiikselmesi sinif ayriminin belirli esik degerlerinde daha basarili olabilecegine

isaret eder.
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ROC Eqgrisi
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Tablo 4.2°de %80-%20 oraninda ayrilan egitim ve dogrulama bodlmesinde
dogrulama setindeki 400 goriintii i¢in, boyali ve orijinal siniflarina ait kesinlik, duyarlilik

ve F-Score metrikleri sunulmustur. Modelin dogrulama basarisi ise 0.68 olarak elde

edilmistir.

Sekil 4.3. ResNet50 mimarisi ROC grafigi

| |
0.4 0.6
False Positive Rate

Tablo 4.2. Resnet50 ile siniflandirma metrikleri

1.0

Siniflar Kesinlik Duyarhhk F-score Veri Sayisi
Boyalh 0.63 0.82 0.72 200
Orijinal 0.75 0.53 0.62 200

40




Gorsel tahmin 6rnekleri incelendiginde modelin orijinal yiizeyleri genelde dogru
tahmin ettii ancak bazi boyali yiizeyleri orijinal olarak etiketledigi goriilmektedir. Bu
yanlis siniflandirmalar, boyali yilizeyin renk tonu, 151k yansimasi veya metalik yapidaki

benzerliklerden kaynaklanabilir.

Gergcek: orijinal Gergek: orijinal
Tahmin: orijina Tahmin: orijinal
N s 7 AR i R

Gercek: boyall Gercek: boyal
Tahmin: orijinal Tahmin: orijinal

Sekil 4.4. ResNet50 ile 6rnek tahmin goriintiileri
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4.2. VGG16 Bulgulan

Bu calismada arag¢ boyalarinin orijinal ve boyali yiizey olarak siniflandirilmast
icin transfer 6grenme yaklasimi kapsaminda VGG16 mimarisi tercih edilmistir. VGG16,
kat1 ve diizenli yapidaki ardisik evrisim ve havuzlama katmanlariyla derin &zellik
cikarimi saglayan, yayginca kullanilan bir evrisimsel sinir agidir. Bu modelde ince ayar
stratejisi olarak son 6 katmani serbest birakilmis, bu sayede dnceden ImageNet {izerinde
Ogrenilen evrensel 6zelliklerin korunmasi saglanirken, problem 6zelinde belirli bir uyum
gelistirilmesi hedeflenmistir. Bu yaklagim, modelin hem genelleme yetenegini hem de

veri kiimesine 6zgii ayirt edici 6zellikleri 6grenmesini desteklemektedir.
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Sekil 4.5. VGG16 mimarisinin egitim ve dogrulama grafikleri

Sekil 4.5’te modelin egitim ve dogrulama basarilari ile kayiplarinin epoch sayisina
gore degisimi gosterilmistir. Egitim ve dogrulama basarilarinin yaklagik 0.94 seviyesine
kadar yiikseldigi ve birbirine yakin seyrederek asir1 6grenme riskinin diisiik oldugu
gbozlemlenmektedir. Kayip fonksiyonlar1 ise diizenli bir sekilde azalarak modelin
ogrenme siirecinde istikrarl bir iyilesme sagladigini ortaya koymaktadir. Son 6 katmanin
serbest birakilarak ince ayar yapilmasi, modelin dnceden 6grenilmis 6zellikleri korurken
veri setine Ozgii ayirt edici detaylart 6grenmesini saglamis ve yiiksek dogruluk

seviyelerine ulasilmasina katkida bulunmustur.
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Sekil 4.6°da yer alan karigiklik matrisi, modelin boyal1 ve orijinal siiflar1 ayirt
etme performansini detayli bir sekilde gostermektedir. Boyali siifta 187 dogru tahmin,
13 yanlis tahmin; orijinal sinifta ise 189 dogru tahmin ve 11 yanlis tahmin
gergeklestirilmistir. Bu sonuglar, siiflar arasinda olduk¢a dengeli ve basarilt bir ayrim
yapildigini gostermekte ve modelin siniflar arasi karisikligr minimuma indirdigini ortaya

koymaktadir.

Karisikhk Matrisi
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Sekil 4.6. VGG16 mimarisinin karigiklik matrisi

Sekil 4.7°de verilen ROC egrisi altinda kalan alan AUC degeri 0.99 olarak
hesaplanmistir. Bu yiliksek AUC degeri, modelin siniflar1 ayirma giiciiniin oldukga yiiksek
oldugunu ve tiim esik degerlerinde dengeli bir duyarlilik ve 6zgiilliik performansi
sundugunu gostermektedir. Bu sonug, transfer 6grenme mimarisinin gii¢lii ayristirma

kabiliyetini ve veri setine uyum sagladigini desteklemektedir.
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ROC Egrisi
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Sekil 4.7. VGG16 mimarisi ROC grafigi
Tablo 4.3. VGG16 ile siniflandirma metrikleri
Siiflar Kesinlik Duyarhhk F-score Veri Sayisi
Boyalh 0.94 0.94 0.94 200
Orijinal 0.94 0.94 0.94 200

Tablo 4.3’te modelin simif bazli kesinlik, duyarlilik ve F-score degerleri
gosterilmistir. Her iki smif i¢in kesinlik, duyarlilik ve F-score degerlerinin 0.94 oldugu
gozlenmistir. Bu sonug, modelin boyali ve orijinal siniflar1 yiiksek dogrulukla ayirt

edebildigini ve smiflar aras1 dengesizligin model performansini olumsuz ekilemedigini

ortaya koymaktadir. Modelin dogrulama basaris1 0.94 olarak elde edilmistir.
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Gergek: boyali Gergek: orijinal
Tahmin: orijinal Tahmin: orijinal

Gergek: boyali Gergek: orijinal
Tahmin: boyal Tahmin: orijinal

Sekil 4.8. VGG16 ile 6rnek tahmin goriintiileri

Sekil 4.8’de modelin dogrulama setinden rastgele secilen bazi 6rneklerdeki
tahmin sonuglar1 yer almaktadir. Gorsellerde gercek smif ve model tahmini
karsilagtirildiginda, modelin yiizey dokusu ve parlaklik gibi detayli 6zellikleri bagarili bir
sekilde ayristirabildigi gortilmektedir. Son 6 katmanin serbest birakilmasi sayesinde
transfer 6grenme modeli, onceden 6Zrenilmis genel 6zelliklerin {izerine boyali ve orijinal

ylizeyler arasindaki ince farklar1 da adapte edebilmistir.
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4.3. InceptionV3 Bulgular:

Bu calismada, ara¢ boya yiizeylerinin orijinal veya boyali olup olmadiginm
siniflandirmak amaciyla InceptionV3 mimarisi tercih edilmistir. InceptionV3, Google
tarafindan gelistirilmis derin ve kompleks bir evrisimsel sinir ag1 mimarisi olup, farkl
boyutlardaki filtreleri ayn1 anda kullanarak detayli 6znitelik ¢ikarimi saglar. Modelin
daha iyi genelleme yapabilmesi ve transfer 6grenmeden yararlanabilmesi i¢in dnceden
ImageNet iizerinde egitilmis agirliklar1 kullanilmis ve son 100 katmani serbest
birakilarak ince ayar yapilmistir. Boylece hem Onceden 6grenilen genel 6zellikler

korunmus hem de problemimize 6zgii detaylar 6grenilmistir.
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Sekil 4.9. InceptionV3 mimarisinin egitim ve dogrulama grafikleri

Sekil 4.9°de egitim ve dogrulama basari/kayip degerlerinin epoch sayisina gore
degisimi gosterilmistir. Egitim ve dogrulama basar1 oranlarinin yaklasik 0.98 seviyelerine
ulastig1 gozlenmektedir. Bu, modelin hem egitim hem de dogrulama verisi iizerinde gii¢lii
bir ayirt edici performans gelistirdigini gostermektedir. Kayip fonksiyonlarimin da
zamanla azalarak stabil hale gelmesi, asir1 6grenme riskinin kontrol altinda tutuldugunu
ve modelin yiiksek dogrulukla genelleme yapabildigini gostermektedir. Bu basarida son
100 katmanin serbest birakilarak veri setine uyumlu sekilde yeniden egitilmesinin etkili

oldugu diistiniilmektedir.
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Sekil 4.10°da yer alan karigiklik matrisi modeli daha ayrintili inceleme imkani
sunmaktadir. Orijinal sinifa ait 200 goriintiiden 195't dogru, boyali smifa ait 200
goriintiiden 199'u dogru siniflandirilmistir. Yanlis siniflandirilan 6rnek sayist son derece
diistiktiir. Bu sonug, modelin iki simifi dengeli sekilde ayirt edebildigini ve yiiksek

duyarlilik ile kesinlik degerlerine ulastigini géstermektedir.
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Sekil 4.10. InceptionV3 mimarisinin karigiklik matrisi

Sekil 4.11°de yer alan ROC egrisi ve AUC degeri, siniflandirma modelinin
olaganiistii bir ayirt edici giice sahip oldugunu gostermektedir. Egrinin 1’e yakin bir
sekilde yiikselmesi ve AUC degerinin 1.00 olmasi, yanlis pozitif oranini en aza indirirken

dogru pozitif oranin1 maksimize eden bir karar sinir1 gelistirdigini ortaya koymaktadir.
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Sekil 4.11. InceptionV3 mimarisi ROC grafigi

Tablo 4.4. InceptionV3 ile siniflandirma metrikleri

Siiflar Kesinlik Duyarhhk F-score Veri sayisi
Boyah 0.98 0.99 0.99 200
Orijinal 0.99 0.97 0.98 200

Tablo 4.4’de yer alan siiflandirma raporu, her sinif i¢in kesinlik, duyarlilik, F-
score degerlerini sunmaktadir. Hem boyali hem de orijinal sinif i¢in kesinlik ve duyarlilik
degerleri 0.97-0.99 araliginda Slgiilmiistiir. F-score her iki sinif i¢in de 0.99 seviyesine
ulagmistir. Genel basari ise 0.98 olarak hesaplanmistir. Bu sonuglar, modelin iki sinif igin

de dengeli ve yiiksek dogrulukta tahminler yaptigini gostermektedir.

48




Gercek: orijinal Gergek: orijinal
Tahmin: orijinal Tahmin: orijinal

Gergek: boyali Gergek: orijinal
Tahmin: boyal Tahmin: orijinal

Sekil 4.12. InceptionV3 ile drnek tahmin goriintiileri

Sekil 4.12°de modelin dogrulama seti iizerinde gerceklestirdigi 6rnek tahminler
gorsellestirilmistir. Gergek etiketler ile tahmin edilen etiketlerin uyumlu oldugu bu
ornekler, modelin ger¢ek diinyada da anlamli tahminler yapabildigini gostermektedir.
Boya yiizeyindeki renk tonu, doku ve parlaklik gibi Ozelliklerin basarili sekilde

Ogrenildigi ve transfer 6grenmenin dnemli bir avantaj sundugu goriilmektedir.
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4.4. EfficientNetB0 Bulgular

Bu caligmada, transfer Ogrenme yaklasimiyla EfficientNetBO mimarisi
kullanilarak ara¢ boya yiizeylerinin orijinal ve boyali olarak siniflandirilmasi
amaglanmistir. EfficientNetB0, parametre verimliligi agisindan optimize edilmis bir ESA
mimarisi olup genelde daha az parametreyle yiiksek dogruluk saglayabilir. Bu caligmada
ince ayar stratejisi olarak son 50 katman serbest birakilarak, modelin probleme 6zgii
detayli 6zellikleri 6grenmesi hedeflenmistir. Ancak sonuglar, bu ayarin veri setindeki
smiflar arast ayrimi yeterince yakalayamadigin1 ve modelin istenen siniflama bagarimini
gosteremedigini ortaya koymustur. Bu durum, veri ¢esitliliginin ve ¢gekim protokollerinin

gelistirilmesi gerekliligini vurgulamaktadir.
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Sekil 4.13. EfficientNetB0 mimarisinin egitim ve dogrulama grafikleri

Sekil 4.13’de egitim ve dogrulama basari/kayip grafikleri sunulmustur. Egitim
stirecinde hem egitim hem de dogrulama basarisinin 0.50 civarinda sabit kaldigi, belirgin
bir 6grenme gergeklesmedigi goriilmektedir. Kaybin ise her iki sette de yavasca azaldigi
ancak basarinin artmadigi dikkat gekmektedir. Bu durum, modelin veri setindeki siniflari

ayirt etmekte zorlandigini ve ayiric 6zellikleri 6grenemedigini gostermektedir.
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Sekil 4.14’te gosterilen karisiklik matrisi, modelin tiim Ornekleri tek bir sinifi
(boyal1) tahmin ettigini ortaya koymaktadir. 200 ger¢ek boyali 6rnegin tamami dogru
tahmin edilirken, 200 gercek orijinal 6rnek boyali olarak siniflandirilmistir. Bu durum,
modelin smiflar arast ayirict 6zellikleri 6grenemedigini ve siniflandirma gorevinde

basarisiz kaldigin1 géstermektedir.

Kanisikhk Matrisi
200

175

0 150

boyal

125

- 100

Gercek

-75

orijinal

- 25

i -0
boyali orijinal
Tahmin

Sekil 4.14. EfficientNetBO mimarisinin karisiklik matrisi

Sekil 4.15’te modelin ROC egrisi verilmistir. Elde edilen AUC degeri 0.39 olup
rastgele tahmin AUC=0.5 seviyesinin bile altinda kalmistir. Bu sonug, modelin siniflari
ayirma yetisinin zayif oldugunu ve pratik kullanimda giivenilir sonuglar vermeyecegini
gostermektedir. Sonug olarak model, ger¢ek pozitif orani diisiik tutarken yanlis pozitif

oranini yiksek tutmaktadir.
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ROC Egrisi
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Tablo 4.5. EfficientNetBO ile siniflandirma metrikleri

0.8

L0

Siiflar Kesinlik Duyarhhk F- score Veri sayisi
Boyah 0.50 1.00 0.67 200
Orijinal 0.00 0.00 0.00 200

Tablo 4.5’te yer alan sinif bazli metrik raporunda, boyal1 sinif i¢in kesinlik 0.50,
duyarlilik 1.00 ve F-score 0.67; orijinal sinif i¢in ise kesinlik 0.00, duyarlilik 0.00 ve F-
score 0.00 elde edilmistir. Bu tablo, modelin sadece boyali sinifin1 6grenip orijinal sinifi

tamamen goz ard1 ettigini gostermektedir. Genel basar1 0.50 olarak kalmistir ki bu dengeli

iki sinifta tamamen rastgele tahmin anlamina gelir.
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Sekil 4.16’da modelin 6rnek tahmin sonuclar1 gosterilmistir. Tiim oOrneklerde
model orijinal 6rnekleri boyali olarak tahmin etmistir. Gorsellerin detayli incelenmesi,
boyal1 ve orijinal yiizeylerin bazi durumlarda olduk¢a benzer gorsel ozelliklere sahip
oldugunu ve modelin renk, doku gibi ayrimlar1 yeterince Ogrenemedigini ortaya
koymaktadir. Bu durum, veri setinin ¢esitliliginin artirilmast ve ¢ekim protokollerinin

standartlagtirilmasi geregini vurgulamaktadir.

Gercek: orijinal Gercek: orijinal
Tahmin: boyali Tahmin: boyali

Gergek: boyali Gergek: boyali
Tahmin: boyal Tahmin: boyal

Sekil 4.16. EfficientNetBO0 ile 6rnek tahmin goriintiileri
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ara¢ boyalarinin orijinal veya boyali olup olmadiginin siniflandirilmasi hedeflenmistir.

4.5. MobileNetV2 Bulgular:

Bu ¢alismada, transfer 6grenme yaklasimiyla MobileNetV2 mimarisi kullanilarak

MobileNetV2, mobil ve gdmiilii cihazlarda ¢aligmaya uygun hafif ama giiclii bir evrigimli

sinir ag1 mimarisidir. Modelin onceden ImageNet iizerinde Ogrendigi genellemeler

korunurken, ince ayar stratejisiyle son 30 katmani serbest birakilmistir. Boylece, modelin

ara¢ boya ylizeyinin incelikli dokusal farkliliklarina daha iyi uyum saglamasi ve probleme

0zgi ozellikler 6grenmesi amacglanmistir.
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Sekil 4.17. MobileNetV2 mimarisinin egitim ve dogrulama grafikleri

Sekil 4.17°de egitim ve dogrulama asamalarinda elde edilen basar1 ve kayip

degerlerinin epoch bazli degisimi goriilmektedir. Egitim ve dogrulama basarilari, egitim

siireci boyunca 0.95 seviyelerine kadar yiikselmistir. Grafikler, egitim ve dogrulama

basarilarinin birbirine yakin seyrettigini ve belirgin bir asir1 6grenme egilimi

gostermedigini ortaya koymaktadir. Kaybin hem egitim hem de dogrulama verilerinde

azalarak dengeli bir sekilde diismesi, modelin hem Ogrenme kabiliyetinin yiiksek

oldugunu hem de genelleme yeteneginin iyi seviyede oldugunu gdstermektedir.
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Sekil 4.18’ de yer alan karisiklik matrisine gore, model boyali sinifi 195 kez dogru
ve 5 kez yanlis tahmin etmis; orijinal sinifi ise 184 kez dogru ve 16 kez yanlis tahmin
etmistir. Bu sonuglar, modelin her iki sinif i¢in de yiiksek bir ayirt edebilme yetenegine
sahip oldugunu gostermektedir. Yanlis siniflandirmalar diisiik sayilarda kalmis ve siniflar

aras1 denge korunmustur. Bu durum, modelin boyal1 ve orijinal yiizeylerin 6zelliklerini

iyi ayirt edebildigine isaret etmektedir.
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Sekil 4.18. MobileNetV2 mimarisinin karigiklik matrisi
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Sekil 4.19°da verilen ROC egrisi, modelin siniflandirma basarisim1  esik
degerlerine gore degerlendirmektedir. AUC skoru 0.99 olarak elde edilmistir. Bu deger,
modelin neredeyse miikkemmel bir ayrim giiciine sahip oldugunu gostermektedir. ROC
egrisinin Uist sol koseye yakin ilerlemesi, hem yliksek duyarlilik hem de diisiik yanlis

pozitif oran1 saglandigini ifade eder.
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Sekil 4.19. MobileNetV2 mimarisi ROC grafigi

Tablo 4.6. MobileNetV?2 ile siniflandirma metrikleri

Smiflar Kesinlik Duyarhhk F-score Veri sayisi
Boyal 0.92 0.97 0.95 200
Orijinal 0.97 0.92 0.95 200
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Tablo 4.6’da yer alan siniflandirma raporu, modelin kesinlik, duyarlilik ve F-score
gibi metriklerini ortaya koymaktadir. Boyali sinif i¢in kesinlik 0.92, duyarlilik 0.97 ve F-
score 0.95 olarak elde edilmistir. Orijinal sinifta ise kesinlik 0.97, duyarlilik 0.92 ve F-
score yine 0.95 seviyesindedir. Genel dogruluk (accuracy) orant 0.95 olarak elde
edilmistir. Bu sonuglar, modelin her iki smifi da dengeli ve yiiksek basariyla
siiflandirabildigini ortaya koymaktadir.

Sekil 4.20°de 6rnek dogrulama goriintiileri ve modelin tahminleri yer almaktadir.
Gorsellerde modelin gergek etiketlerle uyumlu tahminler yaptigi gozlemlenmektedir.
Hem orijinal hem de boyali yiizeylerdeki tahminlerin dogru olmasi, modelin gorsel
dokular1 ve renk farkliliklarin1 bagarili bir sekilde oOgrenip ayirt edebildigini

gostermektedir.

Gergek: orijinal Gergek: boyali
Tahmin: orijinal Tahmin: boyali

Gercek: orijinal Gercek: orijinal
Tahmin: orijinal Tahmin: orijinal

Sekil 4.20. MobileNetV2 ile 6rnek tahmin goriintiileri
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5. TARTISMA

Otomotiv endiistrisinde ara¢ kaporta boya orijinalliginin tespiti, ikinci el arag
alim-satim islemlerinde seffaflik ve giivenilirlik saglamada kritik bir rol oynamaktadir.
Geleneksel yontemler, genellikle uzman ustalarin gozlemleri veya boya kalinligi 6l¢ciim
cihazlart gibi manuel yaklasimlara dayanmakta, bu da insan hatasina ve yorum
farkliliklarina agik sonuglar dogurmaktadir (Park vd., 2016). Bu ¢alismada 6nerilen derin
O0grenme tabanl sistem, bu sinirlamalar1 asmay1 hedefleyerek, gorsel veriler lizerinden
arag¢ kaporta boyasinin orijinal mi yoksa sonradan boyali m1 oldugunu yiiksek dogrulukla
belirleyebilen bir ¢dziim sunmustur.

Literatiirde yapilan arastirmalar, ESA temelli yaklagimlarin goriintii siniflandirma
ve ylizey kusuru tespiti gibi gorevlerde iistiin performans sagladigin1 gostermektedir
(Krizhevsky vd., 2012; He vd., 2016; Szegedy vd., 2015). Calismada kullanilan
ResNet50, VGG16, InceptionV3, EfficientNetBO ve MobileNetV2 modelleri, transfer
O0grenme stratejileriyle birlikte kullanilarak, nispeten sinirli sayida (2000 goriintii) yerel
veri ilizerinde olduk¢a yiiksek smiflandirma dogrulugu elde etmistir. Ozellikle
InceptionV3 modeli %98 dogruluk oranmi ile 6ne cikmistir. Bu sonuglar, transfer
Ogrenmenin siirli veri senaryolarinda etkinligini dogrular (Pan & Yang, 2010).

Diger yandan, bu g¢alismanin bulgulari, ESA modellerinin yalnizca otomotiv
sektoriinde degil, kumas kusuru tespiti (Jeyaraj & Nadar, 2019) veya endiistriyel yiizey
kontrolii (Zhang vd., 2020) gibi farkli uygulama alanlarinda da benzer sekilde basarili
sonuglar verebilecegini gdstermektedir. Boylece, Onerilen yaklasim yalnizca arag boya
orijinalliginin tespitinde degil, genis bir endiistriyel kalite kontrol problem alanina
genellenebilir bir yontem olarak degerlendirilebilir.

Sonug olarak, tezde gelistirilen derin 6grenme tabanli siniflandirma sistemi,
geleneksel yontemlerin zayif yonlerini azaltarak, kullanicidan bagimsiz ve daha tutarli bir
kalite kontrol araci olarak one ¢ikmaktadir. Bununla birlikte, daha genis ve dengeli veri
kiimeleriyle egitim yapilmasi ve farkli aydinlatma, kamera ayari gibi kosullarin da
dikkate alinmasi, modelin pratikteki dayanikliligini ve genellenebilirligini daha da

artiracaktir.
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6. SONUCLAR VE ONERILER

6.1. Sonuglar

Bu deneysel calismada, ara¢ boya yiizeylerinin orijinal ve boyali olarak
simiflandirilmasinda  derin  0grenme  tabanli  transfer Ogrenme yaklasimlari
degerlendirilmistir. MobileNetV2, InceptionV3, VGG16, ResNet50 ve EfficientNetB0
mimarileri kullanilarak gerceklestirilen deneyler sonucunda, 6zellikle InceptionV3 (%98
dogruluk), MobileNetV2 (%95 dogruluk) ve VGGI16 (%94 dogruluk) modellerinin
yiiksek performans sergiledigi belirlenmistir. Bu modeller, boyali ve orijinal yiizeyler
arasindaki ince dokusal ve renk farkliliklarini basartyla ayirt edebilmistir. Buna karsin,
ResNet50 (%68 dogruluk) ve EfficientNetBO (%50 dogruluk) mimarileri diisiik
performans gostermis, 6zellikle veri sayis1 ve veri gesitliliginin yetersizligi karsisinda
genelleme yetenekleri sinirli kalmigtir. Bulgular, veri artirma ve katman dondurma
stratejilerinin model performansini artirmada kritik rol oynadigini, ayrica dogru 6grenme
orani ayarlarinin asir1 6grenme riskini azalttigini ortaya koymustur.

Sonug olarak, transfer 6grenme yontemlerinin arag boya orijinalligi tespitinde
etkin bir sekilde kullanilabilecegi goriilmiistiir. Ancak daha genis ve ¢esitli veri kiimeleri
ile desteklendiginde, bu modellerin gercek diinyadaki giivenilirligi ve genelleme giicli

daha da artirilabilecektir.
6.2. Oneriler

Bu calismanin temel hedefi, ara¢ kaporta boya orijinalliginin gorsel veriler
tizerinden otomatik olarak siniflandirilmasini saglamaktir. Ancak calisma sinirl sayida
ve belirli bir liretici grubuna ait veri setiyle yiiriitiilmiis, ¢cekim kosullarindaki farkliliklar,
151k degisimi ve kamera acgilar1 gibi etmenler kontrol altinda tutulamamistir. Modelin
genelleme yetenegini artirmak amaciyla daha cesitli ve dengeli veri kiimeleriyle
calismak, farkli cekim senaryolarini kapsamak ve gergek zamanli uygulama olanaklarini
gelistirmek gelecekteki calismalar i¢in hedeflenmektedir. Asagida gesitli kisitlamalar ve

¢Oziim Onerileri sunulmustur:
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Veri seti kisitlamalari: Calismada kullanilan goriintii veri seti, her ne kadar
siiflandirma i¢in uygun olacak sekilde etiketlenmis olsa da, ger¢ek diinya kosullarin
tam olarak temsil etmeyebilir. Cekim agilari, 151k kosullari, ylizey temizligi ve kamera
kalitesi gibi faktorler, modelin egitiminde kullanilan gdrsellerle ger¢ek uygulamadaki
gorseller arasinda farkliliklar yaratabilir. Ayrica veri setinin boyutu, derin &grenme
modellerinin 6grenme kapasitesi agisindan siirli kalabilir. Bu kisitlamalar, modelin
gercek ortamda beklenen genelleme performansini olumsuz yonde etkileyebilir.

Smif dengesizligi: Veri setindeki siiflarin ("boyali" ve "orijinal") dagiliminin
dengeli olmasi smiflandirma performansi igin kritik dneme sahiptir. Siniflar arasinda
ornek sayisi acisindan bir dengesizlik oldugunda model, ¢ogunluk smnifa asir1 uyum
saglayarak azinlik siiftaki o6rnekleri dogru siniflandiramaz. Calismada sinif dengesini
saglamak amaciyla veri artirma (data augmentation) tekniklerinden yararlanilmis olsa da,
dengesizlik tamamen ortadan kaldiritlamamis olabilir. Bu durum, o&zellikle gercek
diinyadaki nadir boyal1 ylizeylerin tespitinde yanlis siniflama riskini artirabilir.

Egitim—test orani: Bu ¢alismada veri seti egitim (train) ve dogrulama (validation)
olarak ikiye ayrilmistir. Egitim ve dogrulama oranlari, modelin 6grenme yetenegini
optimize etmek i¢in %80-%20 olarak belirlenmistir. Bu ayrim, modelin asir1 6grenme ve
eksik 6grenme problemlerini azaltmak igin kritik bir parametre olup, modelin yeni
verilere uyum yetenegini degerlendirmek amaciyla dogrulama siirecinde kullanilmaistir.

Hiperparametre se¢imi: Model mimarisi ve egitim siireci boyunca 6grenme orani
(learning rate), batch size, dropout orani ve optimizasyon algoritmasi gibi
hiperparametreler deneysel olarak ayarlanmistir. Uygun hiperparametre se¢imi model
basarisin1 dogrudan etkiler. Bu ¢alismada 6grenme orani kademeli azaltilmis, dropout
katmanlar1 asir1 6grenmeyi engellemek i¢in eklenmis ve Adam optimizasyon algoritmasi
tercih edilmistir. Ancak hiperparametre se¢imi, veri setine 6zgii en uygun degerlerin
belirlenmesi i¢in daha ileri hiperparametre arama teknikleriyle gelistirilebilir.

Uretici firma boya cesitliligi: Bu ¢alismada kullanilan orijinal &rneklerin biiyiik
kismi1 ayni iiretici firmaya ait araglardan elde edilmistir. Bu durum, boya formiilasyonu,
pigment yapist ve uygulama teknikleri agisindan gorece homojen bir veri kiimesi
olusmasina yol agmistir. Farkli iireticiler, kendi boya teknolojileri, renk secenekleri ve
ylizey finisajlariyla 6nemli cesitlilik gosterir. Dolayisiyla model, yalnizca bu fireticiye
0zgii 6zellikleri daha iyi 6grenirken, farkli marka ve modellerdeki boya varyasyonlarina

genelleme yetenegi sinirli kalabilir. Gelecek ¢alismalarda, ¢cok sayida iiretici firmaya ait
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araclardan toplanan orijinal ve boyali 6rneklerle egitilen bir modelin, iireticiden bagimsiz
daha giiclii bir siniflandirma yetenegine sahip olmasi hedeflenmelidir.

Siniflandirma dogrulugunun artirilmasi: Siniflandirma dogrulugunu artirmak i¢in
veri artirma stratejileri, onceden egitilmis modellerin katmanlarinin uygun sekilde
dondurulup agilmas1 ve dgrenme orani planlamasi kullanilmstir. ileri asamalarda, daha
biiylik ve daha ¢esitli veri setleri, otomatik hiperparametre optimizasyonu ve ¢oklu
O6grenme gibi yontemlerle basar1 oran1 daha da artirilabilir.

Genelleme yeteneginin iyilestirilmesi: Mevcut veri seti, belirli bir cografi veya
ticari segmentte toplanmig olabilir ve boya tiirleri bakimindan sinirli kalabilir. Farkli renk
tonlari, yaslanma seviyeleri, tamir sonrasi yiizeyler ve farkli ¢ekim cihazlariyla
olusturulmus veri setlerinin entegre edilmesi, modelin siniflandirma basarimini artirmak

icin 6nemlidir. Gelecek ¢aligmalarda bu ¢esitliligin saglanmasi1 hedeflenmelidir.
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	Dropout katmanı: Derin öğrenme modellerinin eğitimi sırasında karşılaşılan en önemli sorunlardan biri aşırı öğrenme problemidir. Aşırı öğrenme, modelin eğitim verisini ezberlemesi ve dolayısıyla yeni, görülmemiş veriler üzerinde düşük genelleme perfor...
	Şekil 3.10’da standart bir sinir ağının dropout uygulandığında bazı sinir düğümlerinin rastgele sıfırlandığı görülmektedir. Sonuç olarak, model daha sağlam ve yeni veri üzerinde daha başarılı hale gelir. Dropout oranı hiperparametre olarak belirlenir ...
	Düzleştirme (Flatten) katmanı: Düzleştirme (Flatten) katmanı, derin öğrenme mimarilerinde yer alan ve evrişimsel sinir ağlarının  önemli bir bileşeni olarak öne çıkan bir yapıdır. Bu katmanın temel işlevi, evrişim ve havuzlama katmanlarından elde edil...

	5. TARTIŞMA
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