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ÖZET 

 

Çok sayıda insan, ulaşım ve taşımacılık konusunda havaalanlarını yoğun bir şekilde kullanmaktadır. 

Bu sebeple gerek insan sayısındaki fazlalık gerekse trafik yoğunluğu, havaalanlarında potansiyel suç 

oluşumuna sebep olabilmektedir. Gelişen teknoloji ve güvenlik yönetimi stratejileri ile emniyet 

önlemleri arttırılarak kaza ve saldırı ihtimali düşürülmeye çalışılmaktadır. Güvenlik sistemleri, 

terminal ve yolcuların izlenerek herhangi bir açığın ortaya konulması için kullanılmaktadır. Bu 

sistem sayesinde havaalanlarında gelişen veya gelişme ihtimali olan olaylar tespit edilmektedir. 

Havaalanı çevresinde, sınır ihlali, uçağın kalkış veya iniş esnasında piste girme girişiminde bulunan 

canlıların takip edilip önlenmesi gibi uygulamalar yapılmaktadır. Bu çalışmada, havaalanı güvenliği 

için önemli bir husus olan erken uyarı sistemleri üzerine odaklanılmaktadır. İnsan, nesne ve hayvan 

tespiti üzerine yoğunlaşılarak havaalanı çevresinde olası tehditlerin engellenmesi amacıyla görüntü 

işleme yöntemleri kullanılmıştır. Çalışma iki uygulamadan oluşmaktadır. Bu sayede sınıf farklılığına 

göre çalışmanın sonuçları gözlemlenecektir. İlk uygulamada sınıf sayısı düşük tutulup çalışmanın 

başarım seviyesi gözlemlenmiştir. Bu uygulamada, insan, nesne (ağaç) ve hayvan (kedi) görüntüleri 

ile nesne tespiti ve sınıflandırma yapılarak belirlenen hayali sınır ile ihlal senaryoları test edilmiştir. 

Sınır ihlal senaryoları sonucunda, insan, nesne (ağaç) ve hayvan (kedi) görüntülerinin eğitilmesi ile 

oluşturulan test kümesi sonucuna göre başarı oranı ağaç için %99, insan için %94 ve hayvan (kedi) 

için %100 olarak elde edilmiştir. İkinci uygulamada ise sınıf sayısı artırılmıştır. Sınıf sayısına insan, 

nesne (ağaç) ve hayvan (kedi) görüntülerinin yanında inek ve keçi görüntüleri de dahil edilip nesne 

tespiti ve sınıflandırma yapılarak belirlenen hayali sınır ile ihlal senaryoları test edilmiştir. Sınır ihlal 

senaryoları sonucunda, insan, nesne (ağaç) ve hayvan (kedi, inek, keçi) görüntülerinin eğitilmesi ile 

oluşturulan test kümesi sonucuna göre başarı oranı nesne (ağaç) için %91, insan için %86, hayvan 

(kedi) için %84, hayvan (inek) için %89 ve hayvan (keçi) için %75 olarak elde edilmiştir. 
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ABSTRACT 

 

A large number of people make extensive use of airports for transportation and travel purposes. 

Consequently, both the high volume of individuals and the intensity of traffic can lead to the 

emergence of potential criminal activities within airport premises. In response, advancements in 

technology and the implementation of modern security management strategies have aimed to 

enhance safety measures and reduce the likelihood of accidents and attacks. Security systems are 

employed to monitor terminals and passengers, enabling the identification of possible vulnerabilities. 

Through such systems, incidents occurring or likely to occur at airports can be detected in advance. 

Around airport perimeters, various applications are implemented, such as monitoring and preventing 

border breaches or the intrusion of living beings onto the runway during aircraft takeoff or landing. 

This study focuses on early warning systems, which are an important issue for airport security. Image 

processing techniques have been utilized with a particular focus on the detection of humans, objects, 

and animals, in order to prevent potential threats around airport environments. The study consists of 

two applications. In this way, the results of the study will be observed according to class differences. 

In the first application, the number of classes was kept little and the success level of the study was 

observed. In this application, violation scenarios were tested with imaginary boundaries determined 

by object detection and classification with human, object (tree) and animal (cat) images. Based on 

the test dataset generated through the training of these classes, the success rates were obtained as 

99% for trees, 94% for humans, and 100% for cats. In the second implementation, the number of 

classes was increased. In addition to humans, objects (trees), and animals (cats), images of cows and 

goats were also included. Object detection and classification were again performed, and virtual 

boundary intrusion scenarios were tested. According to the results obtained from the test dataset, 

which was formed using images of all these categories, the success rates were determined as 91% 

for trees, 86% for humans, 84% for cats, 89% for cows, and 75% for goats. 
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1. GİRİŞ 

 

Havaalanları, sivil havacılık altyapısının temel unsurlarından biri olarak; yolcu ve kargo 

taşımacılığına yönelik operasyonel faaliyetlerin gerçekleştirildiği, aynı zamanda ekonomik 

kalkınma, ulusal güvenlik ve stratejik ulaşım planlaması açısından kritik öneme sahip 

kompleks yapılardır.  

 

Modern hava taşımacılığı sisteminde havaalanları, sadece uçuşların gerçekleştirildiği 

fiziksel alanlar değil; hava trafik yönetimi, yer hizmetleri, gümrük işlemleri, acil durum 

yönetimi ve çok katmanlı güvenlik uygulamalarının entegre biçimde işletildiği kompleks 

merkezler olarak değerlendirilmektedir (IATA, 2023). Artan hava trafiği ve güvenlik riskleri 

doğrultusunda, havaalanı yönetiminde ileri teknolojilere dayalı çözümler, özellikle yapay 

zekâ destekli video analiz sistemleri, biyometrik tanımlama, otomatik bagaj tarama ve 

gerçek zamanlı tehdit algılama sistemleri gibi uygulamalar yaygın olarak benimsenmektedir 

(Özdemir ve Yıldız, 2021).  

 

Havaalanları, aynı zamanda ülkenin sınır güvenliği açısından da stratejik rol oynamakta 

olup, hava yolu giriş çıkış noktaları üzerinden gerçekleştirilebilecek yasa dışı faaliyetlerin 

önlenmesine yönelik çok yönlü güvenlik protokolleri geliştirilmektedir (EASA, 2020). 

Ayrıca, havaalanlarının bulunduğu coğrafi konum, bölgesel kalkınma ve uluslararası 

bağlantılılık açısından da belirleyici bir unsur olmakta; bu yönüyle havaalanları yalnızca 

ulaştırma altyapısı değil, aynı zamanda ekonomik büyüme ve toplumsal etkileşim için kritik 

merkezler olarak işlev görmektedir (Kaya ve Demirtaş, 2019). 

 

Havaalanları, yalnızca bir prestij göstergesi olmakla kalmayıp aynı zamanda ülke 

ekonomisine önemli katkılar sunan yapılar olduğundan, bu alanlarda güvenlik hizmetlerinin 

etkin bir şekilde sağlanması büyük bir önem taşımaktadır. Yapılacak ufak bir hata 

eylemlerinin sonuçlarını arttırdığı için havaalanları güvenlik alanında geçmişten günümüze 

cazip alanlar olmuştur (Yıldız vd., 2023).  
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1.1. Havaalanı Güvenliği 

 

Havaalanı güvenliği, potansiyel tehdit unsurlarının ve tehlikeli durumların ortaya çıkmasını 

ya da ülkeye girişini önlemeye yönelik olarak yapılandırılmış çok katmanlı bir güvenlik 

sistemidir. Güvenlik uygulamalarının etkinliği, yasa dışı maddelerin, tehdit oluşturan 

kişilerin veya unsurların havaalanı sahasına ve uçaklara erişim ihtimalini büyük ölçüde 

azaltmaktadır. Bu bağlamda, havaalanı güvenliğinin temel amaçları; havaalanı altyapısını ve 

ulusal sınırları olası tehditlerden korumak, yolcu güvenliğini sağlamak ve toplumsal 

güvenlik algısını güçlendirmektir. Havacılık güvenliğine yönelik tehditler çok boyutludur. 

Bu tehditler; insan kaynaklı eylemler başta olmak üzere çevresel faktörler, olumsuz hava 

koşulları ve doğal afetler gibi çeşitli unsurlardan kaynaklanabilmektedir.  

 

Havacılık sektöründe güvenliğin ne kadar önemli olduğu 1968-1972 yıllarında yapılan 

364’ten çok uçak kaçırma olayıyla daha net görülmüştür (Çoban ve İpek, 2020). 1960’lı 

senelerin sonlarından başlayarak havaalanları ve sivil havacılık siyasi amaçlara yönelik 

suçların hedefi olmuştur (Abeyratne, 1994). Fakat bütün dünyada sivil havacılık için tehdit 

oluşturan kanun dışı fiillerin türü zaman içinde değişmiştir. 1970’li senelerde uçakların 

kaçırılması 1980 ve 1990’lı senelerde uçakların bombalanması en önemli tehditken, 2000’li 

senelerde söz konusu tehditlerin yönünü değiştirip bilgisayarlara bağlı havacılık bilgi 

sistemlerini hedef aldığı görülmüştür (Küçükönal, 2001). Yasadışı fiiller senelerdir ciddi bir 

tehlikeye dönüştüğünden alınacak tedbirlerin devamlılığı ile milletlerarası sivil havacılığın 

kanun dışı eylemlere karşı korunması gerekmektedir (Young, 2003).  

 

Havacılık sektöründeki eylemlerde oluşan can kayıpları aynı zamanda hava taşımacılığının 

engellenmesiyle oluşan negatif iktisadi etkiler kritik bir hale gelmiştir. Eylemlerin 

engellenme becerisi ise tüm sistemdeki güvenlik önlemlerinin arttırılmasına bağlıdır (Button 

vd., 2004). Havaalanı yönetiminin, çalışanlar ile yolcuların güvenliğini temin etmenin yanı 

sıra bina, uçak ve başka ekipmanları da en iyi seviyede korunmasını sağlaması veya bunu 

temin edecek tedbirleri alması gerekmektedir. Fakat alınacak güvenlik tedbirleri hava 

taşımacılığının kritik bir avantajı olan hız etkenini yok etmeyecek biçimde olmalıdır (Wells 

ve Young 2011). 

 

Kanun dışı fiillerin başlangıç noktası olması nedeniyle, havaalanları milletlerarası 

standartlara sahip güvenlik tedbirlerinin alınması gereken yerlerdir. Yolcu terminali binası 
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da kanun dışı fiilleri engellemek üzere güvenlik tedbirlerinin uygulanabileceği en kritik 

mekanlardan biridir. Bir havaalanı güvenlik faaliyetinin tam anlamıyla icra edilmesi; 

merkezi ve mahalli idarenin, havaalanı otoritelerinin, buralarda faaliyette bulunan başka 

şirketlerin, polis ve güvenlik personeliyle toplumun iş birliğini ve kararlığını gerekli 

kılmaktadır (Frederickson ve LaPorte, 2002).  

 

Hava meydanlarına yönelik çeşitli sabotaj eylemleri bulunmaktadır. Örneğin saldırı yapan 

insanın kolay bir biçimde olay yerinden uzaklaşmasına neden olacak birçok yöntem 

bulunmaktadır (Lykou vd., 2020). Sabotaj eylemleri arasında el çantası ve bavul gibi yerlere 

patlayıcı yerleştirilmesi, silah veya başka nesneyle ateş edilmesi ve uçağa patlayıcı 

maddelerin veya silahların sokulması sayılabilir (Küçükönal, 2001). 

 

Güvenlik sisteminde aksaklıklara mahal vermemek, huzuru ve işleyişi sağlamak amacıyla 

güvenlik birimlerinin özenli ve dikkatli olmaları gerekmektedir (Karakuş, 2006). 

Havaalanları gün boyunca birçok kişiye aktif olarak hizmet verdiği için güvenlik sistemleri 

24 saat çalışır vaziyette olmalıdır. Ayrıca havaalanı etrafının kontrol edilmesi, uçakların, 

havaalanı tesisleriyle binalarının, havaalanına dışardan gerçekleştirilebilecek saldırılar 

karşısında korunmasına yönelik olarak çok kritiktir (Küçükönal, 2001). Söz konusu kontrol, 

havaalanının etrafının nöbetçilerce devriye gezilmesi, gözetleme noktalarıyla kapalı devre 

TV sistemlerinden izlenilmesiyle yapılmaktadır (Tiryaki, 2013).  

 

Bunun yanı sıra uçağın yaklaşmayla kalkış yollarının etrafı, ormanlık alanlarla araç park 

alanları gibi sabotajcıların kolayca gizlenebilecekleri yerlere özel ihtimam gösterilmelidir 

(Sochor, 1991). Havaalanı güvenliği, her iki yanında 3,04 m boş bir saha olan tel örgülerde 

başlamaktadır. Tel örgüler veya güvenlik bariyerleri ışıklandırılmalı, söz konusu engeller 

gizli bir biçimde geçildiğindeyse bu durumu ortaya koyacak ikaz cihazları kullanılmalıdır 

(Wells ve Young, 2011).  

 

Ayrıca havaalanı çevre güvenliği, kontrol noktalarındaki güvenlik personelinin 

arttırılmasıyla ve kamera sisteminin sınır hattı boyunca konumlandırılmasıyla hava tarafına 

giren kişilerin kolaylıkla tespit edilmesi sağlanmalıdır (Pütz, 2012). 

 

Havaalanı güvenlik yönetiminde kullanılabilecek en önemli unsurlar teknoloji ve insandır.  

Tek başına teknoloji yeterli olmayıp ancak insan ile tamamlandığı zaman bir anlam 



4

11

1 

 

kazanmaktadır (Gemici ve Yılmaz, 2019). Bundan dolayı havaalanının güvenlik 

yönetiminde faydalanılan bütün kaynakların aktif ve uyumlu bir biçimde çalıştırılması 

oldukça önemlidir (Arcúrio vd., 2020). 

 

Teknolojik ilerlemelerle birlikte havaalanı güvenliği yeni bir boyut kazanarak terminal ve 

çevre güvenliği olarak ikiye ayrılmaktadır (Davis ve Chang, 2012). Terminal bölümü, 

yolcuların uçağa iniş-biniş yaptığı ve valizlerinin teslim edildiği yerdir. Çevre güvenlik 

bölümü ise havaalanı sınır hattı boyunca çevreleyen terminal dışında kalan yerleri 

içermektedir. Resim 1.1’ de İstanbul havaalanına ait bir görsel yer almaktadır. 

 

 

 

 

Resim 1. 1. İstanbul Havaalanı dıştan görünüm. 

 

1.1.1. Havaalanı Terminal Güvenliği 

 

Havaalanı terminalleri, Resim 1.2’de görüldüğü üzere yolcu taşımacılığı süreçlerinin 

merkezinde yer alan, karmaşık operasyonel faaliyetlerin gerçekleştiği çok işlevli yapılardır. 

Bu binalar; biletleme, bagaj işlemleri, güvenlik kontrolleri, pasaport ve gümrük denetimleri, 

bekleme salonları ve uçağa biniş kapıları gibi çeşitli hizmet alanlarını bünyesinde 

barındırmaktadır.  

 

Havaalanı terminal tasarımında temel hedef, yüksek yolcu yoğunluğuna uygun bir 

sirkülasyonun sağlanması, yolcu deneyiminin iyileştirilmesi ve tüm operasyonel süreçlerin 
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maksimum verimlilikle yürütülebileceği bir altyapının oluşturulmasıdır. Son yıllarda 

terminal planlamasında dijitalleşme ön plandadır; biyometrik geçiş sistemleri, temassız 

kontrol noktaları ve yapay zekâ tabanlı yönlendirme teknolojileri yaygın olarak 

kullanılmaktadır (IATA, 2023). Bununla birlikte, havaalanı terminalleri, sivil havacılık 

güvenliğinin en kritik bileşenlerinden birini oluşturmaktadır.  

 

Terminal güvenliği; yolcu ve bagaj tarama sistemleri, kimlik doğrulama prosedürleri, 

patlayıcı madde tespit sistemleri, kapalı devre televizyon (CCTV) sistemleri, erişim kontrol 

üniteleri ve eğitimli güvenlik personeli ile çok katmanlı bir yapıda organize edilmektedir 

(EASA, 2020; Özdemir ve Yıldız, 2021).  

 

Uluslararası güvenlik standartlarına (örneğin ICAO Annex 17 ve ECAC Doc 30) uyum, 

terminal alanlarındaki güvenlik protokollerinin temel çerçevesini oluşturmaktadır. Aynı 

zamanda, artan yolcu trafiği ve gelişen tehdit senaryoları doğrultusunda, terminal 

güvenliğinde proaktif yaklaşımlar ve gerçek zamanlı risk analizleri daha fazla önem 

kazanmaktadır (Graham, 2020). Terminal içi güvenliğin etkin yönetimi, yalnızca havaalanı 

operasyonlarının sürekliliği açısından değil, aynı zamanda yolcuların güven algısının 

korunması ve ülke güvenliği açısından da stratejik bir role sahiptir. 

 

 

 

Resim 1. 2. İstanbul Havaalanı Terminali (İç Kısım) 
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1.1.2. Havaalanı Çevre Güvenliği 

 

Havaalanı çevre güvenliği, sivil havacılık tesislerinin dış sınırlarının izinsiz giriş, sabotaj, 

casusluk, terör saldırısı ve diğer yasa dışı faaliyetlere karşı korunmasını amaçlayan kritik bir 

güvenlik alt sistemidir. Bu kapsamda çevresel güvenlik; tel örgüler, hareket ve titreşim 

algılayıcı sensörler, gece-gündüz çalışabilen termal kameralar, radar tabanlı izleme 

sistemleri ve insansız hava aracı (İHA) tehditlerine karşı geliştirilen karşı tedbir sistemleriyle 

desteklenmektedir (EASA, 2020).  

 

Güvenlik açıklarının büyük bölümü genellikle havaalanı sınır hattında başladığından, çevre 

güvenliği sadece fiziksel bariyerlerle değil, aynı zamanda yapay zekâ destekli video analiz 

sistemleri ve entegre alarm yönetim altyapısı ile sürekli izlenmek zorundadır (Özdemir ve 

Yıldız, 2021). Çevre güvenliği arasında; sınır ihlali, uçak iniş kalkışı ve bu esnada piste 

girme girişiminde bulunan canlıların takip edilmesi gibi çalışmalar bulunmaktadır. Bunun 

gibi ihlallerinin önlenmesi için havaalanı sınır hattı boyunca çevre güvenlik kamera sistemi 

konumlandırılmaktadır. Bu sayede tüm ihlaller izlenerek gerekli müdahaleler yapılmaktadır 

(Topak vd., 2015; Shang vd., 2023).  

 

Özellikle pist çevresine ve uçuş hattına yakın alanlarda meydana gelebilecek izinsiz insan 

ya da araç girişleri, uçuş emniyeti açısından ciddi riskler doğurabilmektedir. Bu nedenle, 

çevre güvenliği sistemleri yalnızca hırsızlık ya da sızma girişimlerini değil, aynı zamanda 

pist üzerindeki yabancı cisim tehlikesi (FOD) ve hayvan girişleri gibi operasyonel riskleri 

de önlemeye yönelik olarak planlanmaktadır (FAA, 2021). Bu bölümde pistin güvenli bir 

konumda kalmasını, olası tehditlerin piste ulaşmadan bu bölümde fark edilip tehditlerin 

önlenmesi amaçlanmaktadır (Willemsen ve Cadee, 2018).   

 

Ancak çevre güvenliğinin yalnızca teknolojik altyapılarla sağlanması yeterli olmayıp bu 

sistemlerin etkin bir şekilde işletilebilmesi için insan faktörü kritik bir rol oynamaktadır. 

Güvenlik sistemlerinin işleyişinden sorumlu personelin, belirlenmiş prosedürlere hâkim 

olması, düzenli olarak eğitilmesi ve olası acil durum senaryolarına karşı hazırlıklı bulunması 

gerekmektedir. Nitelikli ve eğitimli insan kaynağı, çevre güvenlik sistemlerinin başarısını 

doğrudan etkileyen temel bileşenlerden biridir. 

 

Çevresel güvenliğin yönetimi, uluslararası sivil havacılık güvenlik düzenlemeleri (örneğin 
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ICAO Annex 17 ve ECAC Doc. 30) ile uyumlu şekilde yürütülmekte ve havaalanı güvenlik 

yönetim sisteminin ayrılmaz bir parçası olarak konumlandırılmaktadır. Resim 1.3’te Google 

Earth üzerinden alınmış Mardin Prof. Dr. Aziz Sancar Havaalanının çevre güvenlik sınırı 

gösterilmektedir (kırmızı hat boyunca). 

 

 

 

Resim 1. 3. Mardin Prof. Dr. Aziz Sancar Havaalanı Çevre Güvenlik Sınırı 

 

1.1.3. Havaalanında kullanılan Güvenlik Sistem ve Cihazlar 

 

Yasadışı faaliyetlerin artış göstermesi, havalimanlarında yolcu ve bagaj tarama sistemlerinin 

yaygın biçimde konuşlandırılmasını zorunlu kılmıştır (Skorupski ve Uchronski, 2015). Bu 

yüksek teknolojili tarama altyapıları, özellikle terör eylemleri başta olmak üzere yasa dışı 

girişimlerin hem ulusal hem de uluslararası düzeyde engellenmesine ve risklerin en aza 

indirilmesine olanak tanımaktadır. (Feng, 2007). 

 

Bu bölümde, Türkiye’de yer alan havaalanlarında güvenlik hizmetlerinin yürütülmesinde 

önemli rol oynayan sistem ve cihazlara odaklanılmaktadır. Yolcuların bagaj arama ve tarama 

süreçlerinde aktif olarak kullanılan güvenlik teknolojileri; risklerin önceden belirlenmesi, 

tehlikeli maddelerin tespiti ve genel yolcu güvenliğinin sağlanması açısından kritik öneme 

sahiptir. Gelişen teknolojilerle birlikte bu cihazlar, yalnızca tarama işleviyle sınırlı kalmayıp 

bütüncül bir güvenlik yönetimi yaklaşımına katkı sağlayacak şekilde entegre sistemler 

olarak kullanılmaktadır. 
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1.1.3.1. Kapı ve El Tipi Metal Arama Dedektörü 

 

Elektromanyetik alan ilkeleri doğrultusunda işleyen kapı ve el tipi metal dedektörleri, yolcu 

arama ve tarama uygulamalarında yaygın biçimde tercih edilen başlıca güvenlik 

sistemlerindendir (Singh ve Singh, 2003). Kapı tipi metal arama dedektörleri, metal ve metal 

içeren nesnelerin hacim ve kütle parametrelerine duyarlı biçimde elektromanyetik sinyaller 

üreterek alarm veren, geçit çerçevesi biçimde tasarlanmış güvenlik cihazlarıdır.  Bu 

sistemler, güvenlik kontrol noktalarının yanı sıra gerekli görülen diğer alanlarda kişilerin 

güvenlik arama ve taramalarını gerçekleştirmek amacıyla yaygın olarak kullanılmaktadır 

(SHGM, 2015). 

 

El tipi metal arama dedektörleri, havaalanlarında bireylerin üzerlerinde taşıyabilecekleri 

silah, bıçak gibi kesici-delici nesnelerin saptanmasına yönelik olarak; özellikle kapı tipi 

dedektörlerin tetiklediği alarmın kaynağının tam olarak belirlenemediği durumlarda, hedef 

bölgeye odaklanan tamamlayıcı bir arama-tarama aracı olarak kullanılmaktadır (Hallowel, 

2001). 

 

1.1.3.2. X-Ray Bagaj Arama Cihazı 

 

X-ray bagaj arama cihazı, bagaj ve diğer eşyaların içindeki nesnelerin saptanmasına olanak 

tanıyan, yüksek enerjili x-ışınları kullanan gelişmiş bir güvenlik aygıtıdır. Farklı malzeme 

yoğunluklarını ayırt ederek operatörlerin monitörler üzerinden analiz edebileceği ayrıntılı 

görüntüler üretir (SHGM, 2015). X-ray bagaj arama cihazı, havaalanlarında bagaj ve eşya 

denetiminde birincil öneme sahip güvenlik teknolojileri arasında konumlandırılmaktadır 

(Küçükönal, 2001). Metal arama dedektörleri yalnızca metal bileşen içeren nesnelere karşı 

duyarlılık gösterdiğinden, havacılık güvenliğini tehdit edebilecek ancak metal içermeyen 

tehlikeli maddelerin tespiti konusunda yetersiz kalabilmektedir. Bu tür maddelerin 

algılanması ise x-ray bagaj arama cihazlarıyla sağlanmaktadır. 

 

X-ray bagaj arama cihazı, başta yolcuların kabin içine taşıyabildiği bagajların 

denetlenmesinde kullanılmakla birlikte, uçak kargo bölmesine yerleştirilen alt bagajların 

incelenmesinden de etkin biçimde görev yapmaktadır. Tarama sürecine sağladığı 

operasyonel kolaylıklara karşın, yerleşik otomatik tehdit tanıma modülü bulunmadığından, 

operatörün uzmanlığına ve dikkat düzeyine bağlıdır (Shanks ve Bradley, 2004). 
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Türkiye’de uçuş güvenliği ve havacılık emniyetini riske atabilecek unsurların belirlenmesi 

amacıyla kullanılan x-ray bagaj arama cihazları, dış hatlardan gelen yolcuların terminal 

sahalarında da ülkeye sokulması yasak veya gümrük muafiyeti dışında kalan eşyaların 

denetlenmesinde etkin biçimde görev yapmaktadır. 

 

1.1.3.3. Patlayıcı Tespit Sistemleri (EDS: Explosive Detection System) 

 

Patlayıcı Tespit Sistemleri bagaj güvenliğinde çok katmanlı bir tarama zinciri sunmaktadır. 

Uçağa yükleme öncesinde her bagaj sırasıyla x-ray bagaj arama cihazı, bilgisayarlı 

tomografi ve iz dedektörleri aşamalarından geçirilmektedir. İlk kademede x-ray bagaj arama 

cihazları bagajları otomatik olarak değerlendirir; “temiz” olarak sınıflandırılanlar doğrudan 

uçağa yönlendirilirken “şüpheli” görülenler ileri inceleme amacıyla tomografi cihazına sevk 

edilir. Tomografi cihazında kesitsel görüntüleri elde edilen bagajlar, yetkili güvenlik 

personeli tarafından tekrar analiz edilir. Riskin bertaraf edilmediği vakalarda bagajlar 

kimyasal iz analizinin yapıldığı iz dedektörlerine aktarılır. İz dedektörü sonucunda da şüphe 

giderilmezse, bagaj sahibinin nezaretinde manuel arama prosedürü başlatılır; yolcu 

refakatinin mümkün olmadığı hallerde ise fiziki kontrol, yetkili personel tarafından bağımsız 

şekilde gerçekleştirilir (Shanks ve Bradley, 2004; Kraemer vd., 2009; Rekiel ve Wit, 2013; 

SHGM, 2015). 

 

1.1.3.4. Kartlı Geçiş Kontrol Sistemi (CACS: Card Access Control System) 

 

Havaalanı personeline tahsis edilen erişim kartları, çalışanların yetkilendirildikleri güvenlik 

bölgelerine giriş-çıkışlarını kolaylaştırmak ve yetkisiz erişimi önlemek amacıyla 

geliştirilmiştir (SHGM, 2009). Kartlı geçiş kontrol altyapısında, kısıtlı alanların girişlerine 

kart okuyucularla entegre turnike, otomatik bariyer ve benzeri fiziksel engeller 

yerleştirilerek izinsiz geçiş olasılığı en aza indirilmektedir (Uzuner, 2003). Personele tahsis 

edilen giriş kartı, kapı üzerindeki okuyucuya tanıtıldığında ilgili kapı mekanizması açılmakta 

ve işlem veri tabanına kaydedilmektedir. Her ne kadar yöntem pratik ve maliyet etkin olsa 

da kart paylaşımı gibi suistimal olasılıkları, yetkisiz kişilerin korunan bölgelere erişim riskini 

tamamen ortadan kaldıramamaktadır (Sayın, 2011). Bu nedenle, söz konusu sistemin 

etkinliği büyük ölçüde kapalı devre kamera sistemleri (CCTV) başta olmak üzere, diğer 

tamamlayıcı güvenlik önlemleriyle entegre edilerek artırılabilmektedir. 
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1.1.3.5. Biyometrik Sistemler 

 

Geniş bir kullanım yelpazesine sahip olan biyometrik sistemler, güvenlik tedbirlerinin en üst 

düzeyde uygulandığı alanlardan biri olan havaalanlarında da etkin bir şekilde 

kullanılmaktadır. Biyometrik tanıma sistemleri, kimlik doğrulamada fiziksel kart veya 

parola gibi ekipmanlara başvurmak yerine, kopyalanması ya da taklit edilmesi pratikte 

mümkün olmayan parmak izi, iris ve retina, yüz geometrisi, ses imzası, avuç içi damar 

haritası gibi kişiye özgü biyolojik karakteristikleri taramaya dayanır. Bu veriler 

devredilemez, unutulamaz ve kaybolamaz nitelikte olduğu için geleneksel kimlik denetim 

mekanizmalarına kıyasla daha yüksek güvenilirlik sağlamaktadır (Şamlı ve Yüksel, 2009). 

 

1.1.3.6. Kapalı Devre TV Sistemleri (CCTV Sistemleri) 

 

Kapalı devre tv altyapısı, havaalanı sahası ve çevresindeki tüm faaliyetlerin kesintisiz 

biçimde gözetlenmesine olanak tanımaktadır (TSA, 2004). Sabit ya da yönlendirilebilir 

kameralarca üretilen görüntü akışı, merkezi bir kontrol odasında eş‑zamanlı izlenmekte ve 

analiz edilmektedir (Uzuner, 2003). Olumsuz ya da tehdit niteliği taşıyan bir durum tespit 

edildiğinde, ilgili güvenlik birimleriyle derhâl irtibat kurularak hızlı müdahale 

sağlanabilmektedir. Bu sistemde kullanılan kameralar, geleneksel güvenlik kameralarından 

farklı olarak; yüksek çözünürlükte görüntü sağlayabilen, termal (ısıya duyarlı) algılama 

yeteneğine sahip ve yapay zekâ destekli analiz kabiliyetine sahip akıllı kameralardır.  

 

Bu sistemler, havacılık güvenliğine yönelik tehditlerin bertaraf edilmesinin yanı sıra 

olayların aydınlatılmasında da yüksek etkinlik göstermektedir. Bu sistem, sivil havacılık 

tesislerine yönelik olası saldırıları engellemek ve soruşturmakla kalmayıp, havalaanı 

sahasında meydana gelebilecek hırsızlık, kavga ve kap‑kaç gibi diğer suçların önlenmesi ve 

çözüme kavuşturulmasında da önemli katkı sunmaktadır (Agustina ve Clavell, 2011). 

 

1.1.4. Havaalanı Çevre Güvenliğinde Kameranın Rolü 

 

Havaalanları geniş bir araziye yayılmış olup çevre güvenliği, havaalanı işletmesi ve uçuş 

emniyeti için kritik öneme sahiptir. Çevre güvenliğinde en yaygın ilk tedbir, tel örgü gibi 

fiziksel bariyerlerdir ancak standart bir çit ve dikenli tel, izinsiz bir kişi veya aracı 

yavaşlatabilse de güvenlik birimlerini otomatik olarak uyarmaz veya ihlali tamamen 
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engellemez (Barry, 2018). Nitekim son yıllarda çeşitli havaalanlarında çitleri aşarak pist 

alanına giren araç ve kişiler olmuş, ilk müdahale ekipleri yetişene dek uçaklara kadar 

yaklaşabilmişlerdir (Barry, 2018). Bu tür olaylar terör amaçlı olmasa bile mevcut çevre 

güvenlik sistemlerindeki zafiyeti gözler önüne sermiş ve havaalanı çevre güvenliğinin 

önemini pekiştirmiştir (Barry, 2018). 

 

Günümüzde havaalanı işletmecileri, çevre güvenliğini sağlamak için gelişmiş teknolojilere 

yönelmektedir. Kamera tabanlı izleme sistemleri, geniş arazilerde 7/24 gözetleme imkânı 

sunarak hem güvenlik ihlallerini hem de yabani hayvan girişlerini tespit etmede önemli bir 

bileşen haline gelmiştir.  

 

Kamera sistemleri, havaalanı çevre güvenliğinde hem caydırıcı bir unsur hem de olay anında 

durum değerlendirmesi sağlayan kritik bir araçtır. Geleneksel olarak kapalı devre televizyon 

(CCTV) kameraları çevre sınırını izlemek ve bir ihlal durumunda operatörlerin olayı görsel 

olarak teyit etmesi için kullanılagelmiştir (Barry, 2018). Özellikle çevre ihlal tespit 

sistemlerinde (Perimeter Intrusion Detection Systems, PIDS) kameralar, tel örgü sensörleri 

veya radar gibi algılayıcılardan gelen alarmların doğrulanması için devreye girer (Barry, 

2018). Birçok modern PIDS uygulamasında, algılama yapan farklı sensörler kamera 

görüntüleri ile entegre edilerek güvenlik personelinin durumu anında görmesine olanak 

tanınır (Barry, 2018).  

 

Kameralar sadece pasif izleme aracı olmaktan çıkmış, gelişmiş video analitiği sayesinde 

aktif birer algılama sensörüne dönüşmüştür. Video analiz kabiliyeti olan akıllı kameralar, 

belirlenen sanal sınırların ihlalini veya şüpheli hareketleri otomatik olarak algılayabilir. 

Örneğin, kamera görüntüsü üzerinde tanımlanmış bir hat veya bölgeyi bir insanın geçmesi 

durumunda sistem otomatik alarm üretebilir. Bu sayede devriye personelinin fark 

edemeyebileceği uzak veya tenha bir noktadaki ihlal, anında tespit edilerek kontrol 

merkezine iletilebilir. Kameraların bu aktif rolü, geniş bir çevre hattına sahip 

havalimanlarında insan gözüyle sürekli izleme gereksinimini azaltmakta ve güvenlik ekibine 

ciddi bir avantaj sağlamaktadır (Plante, 2024). 

 

Son olarak, kameraların konumlandırılması ve entegrasyonu da çevre güvenliğinde önemli 

bir husustur. Kör nokta bırakmayacak şekilde, görüş alanları örtüşecek biçimde kameraların 

yerleştirilmesi gerekir. Kritik noktalar (giriş kapıları, apron sınırları, ormanlık alan kenarları 
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vb.) ekstra kameralarla izlenmelidir. Tüm kameralar bir ağ üzerinden güvenlik kontrol 

merkezine bağlanır ve görüntüler kayıt altına alınır. Böylelikle hem gerçek zamanlı 

müdahale mümkün olur hem de olay sonrası inceleme için kanıt sağlanır. Özetle, 

kameraların doğru konfigürasyonu ve ileri analiz yetenekleri ile donatılması, havaalanı çevre 

güvenliğinde vazgeçilmez bir katman oluşturur. 

 

Havaalanlarında uygulanan güvenlik protokolleriyle ilgili mevcut literatürde sınırlı sayıda 

çalışma bulunmaktadır. Bu araştırmada derin öğrenme tabanlı nesne tespit algoritmalarından 

biri olan You Only Look Once versiyon 10 (YOLOv10) yöntemi kullanılarak insan, hayvan 

ve nesne tespiti gerçekleştirilmiştir. Bu bağlamda, öncelikle literatür detaylı bir şekilde 

incelenmiş, güvenlik alanında kullanılan görüntü işleme ve nesne tespit teknikleri 

değerlendirilerek YOLOv10 algoritmasının havaalanı güvenliği kapsamında potansiyel 

kullanım alanları tartışılmıştır. Çalışma kapsamında elde edilen bulgular, mevcut 

yöntemlerle karşılaştırmalı olarak ele alınarak YOLOv10’nun avantajları, sınırlılıkları ve 

havaalanı güvenlik süreçlerine entegrasyonu açısından taşıdığı potansiyel 

değerlendirilmiştir.
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2. İLİŞKİLİ ÇALIŞMALAR 

 

Literatür taraması kapsamında, mevcut çalışmalar incelenmiş ve özellikle nesne tespiti, 

insan ve hayvan hareketliliğinin izlenmesi gibi konulara odaklanan araştırmalar 

değerlendirilmiştir. Bu bağlamda, görüntü algılamada yapay zekâ tabanlı yaklaşımların 

kullanımını ele alan çalışmalar analiz edilerek, YOLOv10 algoritmasının bu alandaki 

potansiyelini ortaya koyan örnekler incelenmiştir. 

 

Sharma ve ark. (2014), hayvan (köpek) tanımlaması için normalleştirilmiş çapraz korelasyon 

yöntemini kullanmışlardır. Desen eşleştirme mekanizması yaklaşık 5000 görüntü üzerinde 

denenmiş, çeşitli köpek görüntüleri üzerinde yapılan çalışmada %86,25'lik tutarlılık elde 

edilmiştir (Sharma vd., 2014). 

 

Eldem ve ark. (2017) ise kamera ile bireylerin fotoğraflarını kullanarak yüzlerini tanıma 

çalışması yapmışlardır. Açık kaynaklı bir veri tabanı olan OpenCV (Open Source Computer 

Vision Library) yardımı ile C# için geliştirilen OpenCVSharp kullanılmış, görüntülerin 

kayıtlarla karşılaştırılması sonucu ise yüz tanımada %79 doğruluk oranı elde edilmiştir 

(Eldem vd., 2017). 

 

Yaban hayvanlarına yönelik görüntü analizi üzerine yapılan çalışmada, Yabanova ve Kaya 

(2019) farklı sınıflandırma yöntemlerinin performansları karşılaştırılmıştır. Bu çalışmada 

geliştirilen renksel öznitelik testi kullanılarak Destek Vektör Makineleri (DVM) ve Yapay 

Sinir Ağları tabanlı sınıflandırıcıların başarım oranları incelenmiş, Yapay Sinir Ağlarının 

DVM’ye kıyasla daha yüksek doğruluk oranına sahip olduğu belirlenmiştir. Elde edilen 

bulgular, önerilen yöntemin yabani hayvan türlerinin belirlenmesi ve sayımında %100 

doğruluk oranına ulaştığını göstermektedir (Yabanova ve Kaya, 2019). 

 

Algur ve ark. (2018) çalışmalarında dış ortam görüntülerindeki insanların hareketlerinin 

sınıflandırılmasına yönelik hibrit bir derin öğrenme modeli sunmuşlardır. Dış ortamlardan 

çekilmiş olan görüntülerdeki bireylerin tespitine yönelik olarak YOLO kullanılmıştır. Bunlar 

için Google Street View platformu tercih edilerek, Konvolüsyonel Sinir Ağı modeli 

yardımıyla sınıfları belirlenen nesnelerin tespit edilmeye çalışılmıştır. Dört sınıflı bir veri 

seti için sınıf doğrulama başarımı %85,71 olarak elde edilmiştir (Algur vd., 2018). 

Başka bir çalışmada Şimşek ve ark. (2020), foto kapan görüntülerinden insan tespiti için 
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YOLO yöntemini kullanmışlardır. Bu çalışmada 2048*1536 boyutlarında toplam 2880 

görüntü kullanılmıştır. Veri setinde 314 insan içeren görüntünün 297’si tespit edilerek %94,6 

başarı oranı elde edilmiştir (Şimşek vd., 2020). 

 

Derin öğrenme tabanlı YOLO algoritması, güvenlik alanında proaktif önlemlerin alınmasına 

ve hızlı aksiyon mekanizmalarının geliştirilmesine olanak sağlayarak güvenlik tedbirlerinin 

etkinliğini artırmaktadır. Bu bağlamda, gerçek zamanlı nesne tespiti ve tehdit analizi 

yapabilme kapasitesi sayesinde, güvenlik sistemlerinin daha dinamik ve öngörülebilir bir 

yapıya kavuşmasına katkı sağlamaktadır. Örneğin Choubisa ve ark. (2018), optik kamera 

tabanlı izinsiz giriş sınıflandırması çalışması yapmışlardır. Çalışmada, silahlı kişi ve araçlı 

kişi görüntüleri yanı sıra insan gezinmesi ve hayvan hareketi sınıflandırılmıştır. İnsan ve 

hayvan sınıfları arasında doğruluk oranları sırasıyla %95,65 ve %90'a yakın değerler elde 

edilmiştir. Ayrıca sınıflandırma için KSA tabanlı algoritma gerçek zamanlı olarak dış 

mekânda konuşlandırılmış ve %92 oranında sınıflandırma doğruluğu elde edilmiştir 

(Choubisa vd., 2018). 

 

Önal ve Dandıl (2021) çalışmalarında, endüstriyel üretim alanında bireysel korumayı 

sağlayan donanımların kullanılmasının denetlenmesiyle güvenli olmayan hareketlerin tespiti 

için YOLOv4 kullanmışlardır. Çalışmada, çalışanların kullanmış olduğu baretlerin, 

yeleklerin, maskelerin, eldivenlerin ve gözlüklerin tanınmasına yönelik doğruluk değeri 

%91,18 olarak bulunmuştur (Önal ve Dandıl, 2021).   

 

Çalışkan ve Demir (2022), şüpheli davranış tespiti üzerine yaptıkları çalışmada oluşturulan 

Marmara Üniversitesi Kriminal Davranış/Nesne (MÜKDN) veri setinde YOLOv4 ile tek 

sınıflı uygulamanın daha başarılı olduğu söylemiş ve yapılan çalışmada doğruluk değeri 

%86,66 olarak elde edilmiştir (Çalışkan ve Demir, 2022). 

 

Nayak ve ark. (2019), gerçek zamanlı akıllı şehir uygulamalarında izinsiz giriş tespit sistemi 

üzerine çalışmışlardır. Çalışmada izinsiz girişlerin tespiti için YOLO, saldırganın gerçek 

zamanlı olarak takibi için ise Basit Çevrimiçi ve Gerçek Zamanlı Takip algoritması 

kullanılmışlardır. YOLOv2 ile yapılan eğitim sonucunda doğruluk değeri %97 olarak 

bulunmuştur (Nayak vd., 2019). 
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Ulaşım güvenliğine odaklanan bir başka çalışmada ise Sevi ve Aydın (2023), demiryolu hattı 

çevresindeki yabancı nesnelerin tespiti için 8500 yüksek çözünürlüklü RailSem19 veri seti 

kullanarak YOLOv8 tabanlı bir yaklaşım oluşturulmuştur. Eğitim prosesi için Google Colab 

kullanılmış ve değişik YOLOv8 alt tasarıları için ortalama hassasiyet mAP50 değerinde 

%88,8 doğruluk değeri elde edilmiştir (Sevi ve Aydın, 2023). 

 

Son yıllarda derin öğrenme modelleri trafik alanında da sıkılıkla kullanılmıştır. Alemdar 

(2024) çalışmasında, çift sıra parklanmanın nesne belirleme uygulaması üzerinde 

YOLOv8’le çalışmıştır. Model, Google Colab altyapısı kullanılarak eğitilmiştir. İzmit ile 

Erzurum'daki trafik yoğunluğu yüksek caddeler dikkate alınarak toplam 891 görüntü 

kullanılmış, ölçüm parametresi F1 skor değeri 0,83, modelin çift sıra parklanma, normal 

parklanma ve tüm veri setine ait mAP50 değerleri ise sırasıyla 0,851, 0,922 ve 0,886 olarak 

elde edilmiştir. Çift sıra parklanma tespitinde ise %89'luk bir doğruluk değeri bulunmuştur 

(Alemdar, 2024). 

 

Sadik ve ark. (2024), araçların ve yayaların gerçek zamanlı tespiti ve analizi üzerine 

çalışmalar yapmışlardır. Zorlu kentsel ortamlar için YOLOv8I ve RT-DETR-L modellerinin 

kullanarak yaya sınıfı için sırası ile %82,2 ve %81,7’lik bir mAP doğruluk değeri elde 

etmişlerdir (Sadik vd., 2024). 
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3. PROBLEM TANIMI VE ÖN-BİLGİ 

 

3.1. Problemin Durumu 

 

Bu çalışma, YOLOv10 ile nesne (insan, kedi, ağaç, inek ve keçi) tespit sistemi ile havaalanı 

çevre sınırında oluşabilecek ihlallerin tespitinin yapılmasına odaklanılmaktadır. Havaalanı 

çevre güvenliğinde oluşabilecek ihlaller CCTV Sistemleri vasıtasıyla havaalanında yer alan 

güvenlik personeli tarafından kontrol edilmektedir. YOLOv10 ile belirtilen nesnelerin tespiti 

yapılacak ve belirlenecek hayali sınırı aşması durumunda ihlal, kontrol edici kısımda yer 

alan güvenlik çalışanının ekranına alarm olarak düşecektir. Bu minvalde, sınır ihlali olması 

durumunda tespit işlemi yapay öğrenme yöntemleriyle daha hızlı ve verimli bir şekilde 

gerçekleştirilebilecektir. 

 

3.2. Araştırmanın Amacı 

 

Bu tez çalışmasında amaç, ülkemizde bulunan ve stratejik öneme sahip havaalanlarının hem 

terminal hem pist hem de çevre güvenliğinin sağlanması için nesne (insan, kedi, ağaç, inek 

ve keçi) tespitinin derin öğrenme yaklaşımlarıyla yapılmasını sağlamaktır. Bu amaç 

doğrultusunda havaalanlarında oluşabilecek güvenlik açıklarının hızlı ve hassas bir şekilde 

tespit edilip ilgili birimlere iletilmesini sağlanacaktır. Bu çalışma, güvenlik personelinin 

kendi gözlemlerine göre daha verimli ve güvenilir bir tespit ve analiz etme süreci 

sağlamaktadır. Görüntü işleme ile çalışmada yer alacak veri setleri detaylı bir şekilde analiz 

edilip havaalanı çevresinde oluşabilecek ihlaller hakkında detaylı ve güvenilir bilgiler 

sunulabilecektir.
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4. MATERYAL VE YÖNTEM 

 

4.1. Veri Seti 

 

Bu tez çalışması için kendi veri setimiz oluşturulmuştur. Çalışmada analizlerin yapılacağı 

videolar 2024 yılında sokakta gezinen insan ve kediden, bir duvar kenarında gezinen 

insanlardan, tel örgü yakınında ve insanla birlikte gezinen keçi ve ineklerden oluşmaktadır. 

Kalabalık sokakta gezinen insan videoları internet ortamında bulunmuş olup veri setine dahil 

edilmiştir. Veri setinde yer alan videolarda gezinen insan, kedi, inek ve keçi yer almaktadır.  

Ayrıca ağaçlar da veri setine dahil edilmiştir. Çünkü yerleşim yerlerine yakın 

havaalanlarında ağaç görüntüsü de kamera açısı içine girebilmekte ve rüzgar, gölge gibi 

etkenlerle yanlış alarma sebep olabilmektedir.  Her video için ayrı sınır hattı oluşturulmuş 

ve bu sınır hattının geçilmesi durumunda hem alarm üretilecek hem de sınır hattını geçen 

nesnenin sınıfı ve sayısı tespit edilebilecektir. 

 

Tez çalışması iki uygulamadan oluşturulmuştur. Amaç, görüntü ve sınıf sayısındaki 

değişimleri göz önüne alarak çalışmanın başarı oranını ölçebilmektir. İlk uygulamada, 

yalnızca ağaç, insan ve kedi videoları dikkate alınmış, analizleri yapılmıştır. İkinci 

uygulamada ise görüntü sayısı ve sınıf sayısında değişikliğe gidilmiştir. Ağaç, insan, kedi, 

inek ve keçi görüntüleri dahil edilmiş olup bu görüntüler üzerinden analizler yapılmıştır. 

Sınıflandırma ve tespit işlemlerinin yapılabilmesi için YOLOv10 versiyonu kullanılmıştır. 

 

Oluşturduğumuz veri setinde ilk uygulama için, şehir içi açık alanlar ve belli sınır yerlerinde 

insan ve hayvan (kedi) görüntüleri ile tespit ve sınıflandırma yapılmıştır. Görüntü 

içerisindeki insanların ve hayvanların tespit işlemi görüntü işleme alanında ele alınmıştır. 

Görüntüler, 30 frame per second (fps) ve 640*640 (genişlik*yükseklik) boyutunda 1000 adet 

renkli görüntüden oluşmaktadır. Bu verilerin %80’i eğitim, %20’si ise test için 

kullanılmıştır. Eğitimler, Google Colab altyapısı ile yapılmıştır. Çalışmanın ilk 

uygulamasında sınıfların eğitim ve test küme sayıları Çizelge 4.1’de gösterilmektedir. 
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Çizelge 4. 1. Çalışma için kullanılan Eğitim ve Test küme sayıları (1. Uygulama) 
 

Analiz Sınıfı Eğitim        Test 

İnsan 450 110 

Kedi 50 10 

Ağaç 300 80 

Toplam 800 200 

    

Veri setinde yer alan görüntülerin etiketleme işlemi, nesne algılama, sınıflandırma ve 

segmentasyon için görüntü etiketlemede kullanılan Roboflow ile gerçekleştirilmiştir. 

Oluşturduğumuz veri setinin eğitimi ve testi için etiketleme işi Roboflow tarafından 

gerçekleştirilmiştir. Roboflow YOLO ile uyumlu etiketleme, nesne algılama, sınıflandırma 

ve segmentasyon için kullanılabilen bir yazılım aracıdır. Veri setindeki görüntüler Roboflow 

ile sınırlayıcı kutular (bounding box) tekniği ile etiketlenmiş ve insan, hayvan (kedi), nesne 

(ağaç) olarak 3 etiket sınıfı kullanılmıştır (Ultralytics, 2025). Çalışmada YOLOv10 modeli 

eğitim için kullanılmış olup aşamaları Şekil 4.1’de gösterilmektedir. 

 

 
 

Şekil 4. 1. Çalışmanın iş akış diyagramı 
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Çalışmada Python programlama dili ve IDE (Integrated Development Environment – 

Entegre Geliştirme Ortamı) olarak ise PyCharm kullanılmıştır. Sınıflandırma ve tespit 

yapabilmek için yazılan kodlar Şekil 4.2’de gösterilmektedir. 
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Şekil 4. 2. Çalışmada kullanılan Pusedo Code 

  

Tez çalışmasının ikinci uygulamasında ise insan, nesne (ağaç), hayvan (kedi, inek, keçi) 

tespiti yapabilmek için görüntüler üzerinde analizler yapılmıştır. Sınıflandırma ve tespit 

işlemlerinin yapılabilmesi için YOLOv10 versiyonu kullanılmıştır. 

 

Oluşturduğumuz veri setinde ikinci uygulama için, şehir içi açık alanlar ve belli sınır 

yerlerinde insan ve hayvan (kedi) görüntüleri ile tespit ve sınıflandırma yapılmasının 

yanında otlak arazide gezinen inek ve keçi görüntülerinden de yararlanılmış ve bu sınıflar 

için de tespit ve sınıflandırma yapılmıştır. Görüntü içerisindeki yeni sınıf türünden olan inek 

ve keçinin tespit işlemi görüntü işleme alanında ele alınmıştır. Görüntüler, 30 frame per 

second (fps) ve 640*640 (genişlik*yükseklik) boyutunda 875 adet renkli görüntüden 
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oluşmaktadır. Veri kümesi toplam 875 adet renkli görüntüden oluşmaktadır. Bu görüntüler, 

modelin eğitim, doğrulama ve test aşamalarında kullanılmak üzere üç alt gruba ayrılmıştır. 

Modelin eğitimi için verinin büyük çoğunluğu ayrılmış, kalan kısmı ise doğrulama ve test 

işlemleri için kullanılmıştır. Eğitimler, Google Colab altyapısı ile yapılmıştır. Çalışmanın 

ikinci uygulamasında sınıfların eğitim, doğrulama ve test küme sayıları Çizelge 4.2’de 

gösterilmektedir. 

 

Çizelge 4. 2. Çalışma için kullanılan Eğitim ve Test küme sayıları (2. Uygulama) 
 

Analiz Sınıfı Eğitim Doğrulama    Test 

İnsan 180 20 10 

İnek 150 13 7 

Kedi 150 13 7 

Ağaç 155 16 8 

Keçi 130 11 5 

Toplam 765 73 37 

 

Veri setinde yer alan görüntülerin etiketleme işlemi, Roboflow ile gerçekleştirilmiştir. Veri 

setindeki görüntüler Roboflow ile sınırlayıcı kutular (bounding box) tekniği ile etiketlenmiş 

ve insan, hayvan (kedi, inek, keçi), nesne (ağaç) olmak üzere 5 etiket sınıfı kullanılmıştır. 

 

4.2. Derin Öğrenme 

 

Kullanıcının açıkça talimat veya komut vermesine gerek kalmadan bilgisayar sistemlerinin 

önceden belirlenmiş belirli bir görevi yerine getirmesine olanak tanıyan istatistiksel 

modellerin bilimsel olarak incelenmesi, makine öğrenimi (machine learning – ML) olarak 

bilinir (Bingöl vd., 2020). Makine öğrenimi, yapay zekâ araştırmalarının bir alt dalını 

oluşturur. Makine öğrenimi, görüntü ve görüntü tanıma uygulamalarında yaygın olarak 

kullanılmaktadır. Bilgisayarın söz konusu görüntüyü öğrenebilmesi için görüntü tanıma 

uygulamalarında sayısal tabanlı görüntülerin devreye girmesi gerekmektedir. Böylelikle 

sistem görseller arasındaki farkları hızlı bir şekilde tespit edebilir ve benzer görsellerin ortak 

özelliklerini tanımlayabilir olmaktadır (Akmeşe vd., 2023). 

Derin öğrenme (deep learning – DL) öğrenme sürecini yönetmek için yapay sinir ağlarının 
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hiyerarşik seviyelerini kullanan bir yapay zekâ yaklaşımıdır. Makine öğrenimi metotları 

içerisinde yer alan derin öğrenme, yapılandırılmamış (unstructured) veya etiketlenmemiş 

(unlabeled) verilerden denetimsiz öğrenebilen (unsupervised) ağlara sahip makine öğrenme 

mimarilerini kullanır (Bengio, 2009). Resim 4.2’de, Yapay zekâ kavramının derin öğrenme 

kavramına kadar gelişim evreleri yıllara göre detaylı gösterilmiştir. 

 

 

 

Resim 4. 2. Yapay zekânın gelişim süreci (Copeland, 2020). 

 

Derin öğrenme, geniş veri setlerini işleme kapasitesi ve karmaşık desenleri öğrenme 

yeteneği sayesinde çeşitli disiplinlerde uygulanabilen bir teknolojidir. Sürekli olarak gelişen 

bu alan, yeni kullanım alanlarının keşfiyle birlikte hızla ilerlemekte ve inovatif çözümler 

sunmaktadır.  

 

Derin öğrenme; nesne tespiti, ses işleme-tanıma, görüntü işleme-sınıflandırma, yüz tanıma, 

doğal dil işleme, hava durumu tahmini, finansal veri tahmini gibi birçok alanda yaygın olarak 

kullanılmaktadır. Bilim ve teknolojinin birçok alanında önemli ilerlemelere yol açmıştır 

(Chollet, 2020). 

 

Derin öğrenme, temel olarak veri temsili üzerinden öğrenme ilkesine dayanmaktadır. 

Özellikle görüntü analizine odaklandığımızda, temsil kavramı piksel yoğunluklarından 

oluşan vektörlerden, kenar kümelerine veya özel şekil özelliklerine kadar geniş bir yelpazede 

düşünülebilir. Bu özellikler arasında, veriyi en etkili şekilde temsil edenleri seçmek 

önemlidir (Şeker vd., 2017). 

Derin öğrenme, havaalanı çevre güvenliği alanlarında ise sınır hattı güvenliği, izinsiz giriş 
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tespiti, güvenlik kameraları aracılığıyla tehdit analizi, otomatik tarama sistemleri, sınır 

güvenlik personelinin desteklenmesi ve tehlikeli durumların erken tespiti gibi 

uygulamalarda kullanılmaktadır. Bu uygulamalar, derin öğrenmenin havaalanı güvenliği 

sektöründeki potansiyelini göstermektedir. Bu teknolojiler, güvenliği artırmak, kaynakları 

daha etkin kullanmak ve sürdürülebilir güvenlik önlemlerini desteklemek amacıyla 

geliştirilmektedir. Bu uygulamaların geliştirilmesinde temel kaynak, güvenlik uzmanlarının 

kararlarına dayanmaktadır. Son yıllarda geleneksel güvenlik analiz yöntemlerinin yerini 

derin öğrenme teknikleri almıştır, özellikle evrişimli sinir ağı modelleri, havaalanı güvenliği 

alanında yüksek doğruluk oranları ile kullanılmaktadır. 

 

4.3. Evrişimli Sinir Ağları (CNN: Convolutional Neural Network) 

 

Çeşitli derin öğrenme yöntemleri, farklı nesne sınıflarının sınıflandırılması gibi çeşitli 

makine öğrenimi görevlerini yapmak için sinir ağı algoritmalarını eğitmek için verileri 

kullanır. CNN ağdaki katmanlardan bazılarının etkili bir şekilde eğitildiği, görüntü analizi 

için önemli derin öğrenme tekniklerinden biridir (Ayyüce Kızrak ve Bolat, 2018; Oh vd., 

2021). 

 

CNN derin öğrenme alanının en önemli alt dallarından biri olup, özellikle dijital görüntü 

işleme ve bilgisayarla görme (computer vision) uygulamalarında yaygın olarak 

kullanılmaktadır. CNN'ler, biyolojik sinir ağlarından esinlenerek geliştirilmiş yapay sinir ağı 

(ANN) modelleridir ve temel olarak görüntüleri analiz etmek için tasarlanmıştır. CNN'lerin 

özelliği, görüntülerdeki farklı özellikleri tanıma ve öğrenme yeteneği sunan evrişim 

(convolution) işlemi kullanmalarıdır. Bu ağlar, özellikle veri üzerinde manuel özellik 

çıkarımı yapılmasına gerek kalmadan, verinin yapısını ve özelliklerini kendiliğinden 

öğrenebilme kapasitesine sahiptir.  

 

CNN, dijital görüntü işleme alanında son yıllarda en güçlü algoritmalar arasında yer 

almaktadır. Bu algoritmalar, özellikle görüntüler üzerinde yapılan otomatik işleme 

işlemlerinde yüksek verimlilik ve doğruluk sağlamaktadır. CNN'ler, genellikle 

görüntülerdeki özellikleri çıkarmak ve nesneleri tanımak gibi karmaşık görevleri başarıyla 

yerine getirmektedir. Bu nedenle, nesne tanıma, görüntü sınıflandırma ve segmentasyon gibi 

uygulamalarda yaygın olarak kullanılmaktadır. Dijital görüntülerin analizinde, CNN'ler, 

görüntüdeki yapısal ve uzamsal ilişkileri etkili bir şekilde öğrenme kapasitesine sahip olması 
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nedeniyle, geleneksel yöntemlere kıyasla önemli avantajlar sunmaktadır.  

 

CNN derin öğrenmenin en iyi modellerinden biridir. CNN, ANN gibi girdi, çıktı ve birkaç 

gizli katmandan oluşan çok katmanlı bir yapıya sahiptir. Bir evrişimli sinir ağının üç ana 

katmanı vardır: bir evrişim katmanı, bir havuzlama katmanı ve bir tam bağlantılı katman 

bulunmaktadır. İlk iki katmanda girdi olarak alınan görüntüden özellikler çıkarılır ve bu 

çıktılar çıkış katmanına eşleştirilir (Daşkın vd., 2018). Şekil 4.3’te, Evrişimli Sinir ağlarının 

mimari yapısı gösterilmektedir. 

 

 
 

Şekil 4. 3. Evrişimli Sinir Ağı Mimarisi (CNN)  

 

Farklı veri kümeleri üzerinde uygulanan önceden eğitilmiş CNN modelleri, sınıflandırma 

başarısını önemli ölçüde artırma potansiyeline sahiptir. Bu yaklaşım, CNN mimarilerinin 

veri kümelerine adapte edilmesiyle, modelin performansını daha verimli hale getirmeyi 

amaçlamaktadır. Aşağıda, kullanılan bazı ön-eğitimli CNN mimarilerine dair bilgiler 

sunulmaktadır. 

 

4.3.1. Giriş katmanı (Input layer) 

 

Adından da anlaşılacağı üzere bu bileşen, model mimarisinin ilk katmanını oluşturur ve 

veriler ham hâlde doğrudan ağa iletilir. Model başarımını etkileyen kritik parametrelerden 

biri, bu katmana sunulan giriş görüntüsünün boyutudur. Yüksek çözünürlüklü girişler, bellek 

gereksinimini, eğitim süresini ve görüntü başına düşen çıkarım süresini artırsa da ağın 

doğruluk oranını yükseltebilir. Buna karşılık düşük çözünürlüklü girişler bellek kullanımını 

azaltıp eğitimi hızlandırırken ağ performansını sınırlayabilir. Bu nedenle görüntü tabanlı 

uygulamalarda ağ derinliği, donanımsal hesaplama maliyeti ve hedeflenen doğruluk birlikte 

gözetilerek optimum bir giriş görüntü boyutu seçilmelidir (İnik ve Ülker, 2017).       
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4.3.2. Evrişim katmanı (Convolution layer) 

 

Evrişimli Sinir Ağı modelinin temel yapı taşlarından biri olan bu katman, literatürde sıklıkla 

“dönüşüm katmanı” olarak adlandırılmaktadır. Bu katmanda gerçekleştirilen işlem, belirli 

bir filtrenin giriş görüntüsü üzerinde kaydırılması prensibine dayanmaktadır. Bu nedenle, 

filtreler evrişim tabanlı mimarinin vazgeçilmez unsurlarını oluşturmaktadır. Filtreler, önceki 

katmandan aktarılan giriş verilerine evrişim (convolution) operatörünü uygulayarak, sonraki 

aşamada kullanılacak özellik haritalarını üretir. Bu işlem sonucunda ortaya çıkan aktivasyon 

haritaları (feature maps), her bir filtrenin algıladığı özgül özelliklerin uzamsal olarak temsil 

edildiği bölgelerdir. Modelin eğitim süreci boyunca bu filtrelerin ağırlıkları, eğitim verisi 

üzerinde yapılan her öğrenme döngüsünde güncellenerek optimize edilir. Bu sayede ağ, 

hangi uzamsal bölgelerin anlamlı olduğunu öğrenir ve bu bölgeleri öne çıkararak 

sınıflandırma ya da tespit gibi görevlerde daha başarılı sonuçlar üretir. 

 

Bu katmandan gelen görüntü bir filtreden geçer. Öznitelik matrisi, filtreleme yoluyla elde 

edilen değerlerle oluşturulur. Elde edilen çıktı matrisi, evrişim çekirdeğinin tüm giriş tensörü 

üzerinde sistematik olarak kaydırılmasıyla oluşturulur. Girdi, renkli bir görüntü olduğunda 

ise her bir spektral kanal (örneğin Kırmızı, Yeşil, Mavi) bu işlemi bağımsız biçimde 

yürüterek kendisine özgü özellik haritalarını üretir. (Karaoğlan, 2022). 

 

4.3.3. Aktivasyon katmanı (Activation layer) 

 

Aktivasyon işlevlerinin yürütüldüğü katmandır. Aktivasyon fonksiyonu, bilgisayar 

biliminde kullanılan yapay sinir ağlarının temel bir bileşeni olarak, insan beynindeki 

nöronların işlevine benzer bir şekilde çalışır. Bu fonksiyonlar, bir nöronun bir sonraki nörona 

hangi bilgileri ileteceğini belirlemede kilit bir rol oynar. Doğrusal olmayan (non- linear) 

aktivasyon fonksiyonları, modele lineer olmayan özellikler kazandırarak daha karmaşık veri 

yapılarını öğrenme kapasitesini artırır ve böylece modelin genel doğruluğunu optimize eder 

(Naes, 2023). Bir nöron tüm girdi değerlerini topladıktan sonra aktivasyon fonksiyonuna 

gönderilir. Bir sonraki katmana aktarılacak çıktı miktarı, aktivasyon fonksiyonu tarafından 

belirlenir. Çıktı değerleri genellikle 0 – 1 ya da (–1) – 1 aralığında sınırlandırılır. Aktivasyon 

katmanında çoğunlukla Doğrultulmuş Doğrusal Birim (ReLU) tercih edilir. ReLU, ileri 

besleme ve geri yayılım süreçlerinde yaygın diğer fonksiyonlara göre daha düşük hesaplama 

yüküyle daha hızlı tepki üretir (Karasu, 2019). 
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4.3.4. Havuzlama katmanı (Pooling layer) 

 

Alt örnekleme katmanı, giriş özelliği haritalarının boyutunu küçülterek parametre sayısını 

ve hesaplama maliyetini düşürür. Bu katmanda kullanılan pencere, evrişim katmanında 

olduğu gibi tüm giriş tensörü üzerinde kaydırılsa da öğrenilebilir ağırlıklar içermediği için 

evrişimsel işlemlerden ayrışır ve yalnızca istatistiksel bir özet (örneğin maksimum veya 

ortalama değer) üretir (Gong vd., 2014). Maksimum ve ortalama havuzlama en yaygın iki 

türdür. Ortalama havuzlama, pencereyi özellik haritasının üzerine kaydırıp ortalama değerini 

alırken, maksimum havuzlama, pencerenin maksimum değerini alır. Evrişimsel ve 

havuzlama katmanları, derin ağın hiyerarşik temsil öğrenme sürecinde birbirini 

tamamlayarak etkin özellik çıkarımı işlevini üstlenir (Benli, 2021). 

 

4.3.5. Tam bağlı katman (Fully connected layer) 

 

Tam bağlantılı katman, önceki evrişim ve havuzlama katmanlarında çeşitli filtreler 

aracılığıyla çıkarılan öznitelikleri bütüncül bir vektörel temsile dönüştürerek son 

sınıflandırma işlemini üstlenir. Evrişimsel ve havuzlama aşamaları çoğunlukla ReLU 

aktivasyonundan yararlanırken, tam bağlantı katmanı genellikle softmax işlevini kullanarak 

her sınıf için 0 ile 1 arasında olasılık değerleri üretir ve böylece modelin nihai kararını 

biçimlendirir. (Lin vd., 2015).  

 

Son evrişim ya da havuzlama katmanının ürettiği özellik haritaları önce düzleştirme işlemine 

tabi tutularak çok boyutlu tensörlerden tek boyutlu bir vektöre indirgenir. Bu vektör daha 

sonra, her giriş nöronunun her çıkış nöronuna öğrenilebilir ağırlıklarla eksiksiz biçimde 

bağlandığı bir veya birden fazla tam bağlantılı (yoğun) katmana aktarılır. (Prajapati vd., 

2019). Evrişimsel ve havuzlama katmanlarının alt örnekleme yoluyla ürettiği yapısal 

temsiller, ağın çıktı alanına her hedef sınıfa karşılık gelen olasılık değerlerini hesaplayacak 

biçimde tam bağlantılı katmanın belirli nöron alt kümeleri tarafından yansıtılır. Söz konusu 

tam bağlantılı katman genellikle, problemde tanımlı sınıf sayısıyla bire bir özdeş düğüm 

sayısına sahip olacak şekilde yapılandırılır. (Cimpoi vd., 2016). 
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4.3.6. Sadeleştirme katmanı (Dropout layer) 

 

Yapay Sinir Ağlarında veriler eğitilirken benzer verilerin çok fazla kullanılması aşırı 

öğrenmeye neden olur ve sinir ağları ezberler, ezber yapan sinir ağı da sonuç üretirken 

uydurur. Aşırı uydurmayı önlemek için sinir seyreltme (dropout) işlemi uygulanır. Parametre 

ölçeği bakımından zengin derin sinir ağları, makine öğrenmesi alanında en yüksek temsil 

kapasitesine sahip ileri düzey modelleri oluşturmaktadır. Bu tür ağlarda aşırı uyum ciddi bir 

sorundur. Ayrıca, yüksek parametreli ağların çalıştırılması görece yavaş olduğundan, test 

aşamasında birden fazla büyük sinir ağının çıktısını birleştirerek aşırı uyum sorununu 

azaltmak güçleşmektedir. Aşırı uyum sorununu hafifletmenin yaygın yollarından biri 

seyreltme (dropout) düzenlemesidir. Dropout tekniği, görüntü tanıma, konuşma tanıma, 

doküman sınıflandırması gibi çeşitli denetimli öğrenme sinir ağlarının performansını 

artırdığını göstermiştir. Seyreltme işlemi ile bir sinir düğümü yok sayılarak yok sayılan 

düğümün tüm bağlantıları kesilir yani o düğümün önceki ve sonraki katmanlarla olan bilgi 

akışı engellenir. Bu teknik nesne sınıflandırma, basamak tanıma, konuşma tanıma, belge 

sınıflandırması ve hesaplamalı biyoloji verilerinin analizi dahil olmak üzere çok çeşitli 

uygulama alanlarında ANN’nin performansını iyileştirdiği tespit edilmiştir (Bozkurt, 2021). 

 

4.4. YOLO (You Only Look Once) 

 

YOLO (You Only Look Once) modeli, yüksek doğruluk oranı ve gerçek zamanlı işlem 

kabiliyeti ile nesne tespitinde öne çıkan yöntemlerden biridir. Basit bir evrişimli sinir ağı 

(CNN) yapısı üzerine kurulu olan bu tek aşamalı derin öğrenme mimarisi, sınıf olasılıklarını 

ve sınır kutularını doğrudan giriş görüntüsü üzerinden tahmin etmektedir. 

 

YOLO (You Only Look Once), nesne algılama ve tanıma görevlerinde yaygın olarak 

kullanılan, derin öğrenme temelli bir algoritmadır. Algoritma, görüntü üzerindeki nesneleri 

tek bir aşamada tespit edip sınıflandırması sayesinde hem yüksek doğruluk hem de düşük 

gecikme süreleriyle dikkat çeker. Bu yönüyle, özellikle gerçek zamanlı uygulamalar için 

oldukça elverişli bir çözüm sunmaktadır. 

 

YOLO algoritması, geleneksel çok aşamalı nesne algılama yöntemlerinin aksine, bir 

görüntüyü doğrudan bir evrişimli sinir ağına (CNN) aktararak çıktıda nesne sınıflarını ve 

bunlara karşılık gelen sınırlayıcı kutuları eş zamanlı olarak üretmektedir. Bu yapı hem 
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hesaplama verimliliği sağlar hem de sistemin uçtan uca eğitilmesine olanak tanır. Böylelikle 

YOLO, nesne algılama, görüntü sınıflandırma ve hatta bazı durumlarda görüntü 

segmentasyonu gibi görevleri tek bir ağ yapısı içerisinde gerçekleştirebilmektedir. 

 

YOLO mimarileri, çeşitli sektörlerde farklı amaçlarla etkin biçimde kullanılmaktadır. 

Örneğin, güvenlik sistemlerinde, insan, hayvan veya şüpheli nesne tespiti için kullanılarak 

gözetim sistemlerinin otomasyonu sağlanmaktadır. Sağlık sektöründe, tıbbi görüntülerde 

anomali tespiti (örneğin tümör bölgeleme) gibi uygulamalarda yüksek başarı oranları 

sergilemektedir. Tarım teknolojilerinde, ürün tanıma, hastalık tespiti ve zararlı analizlerinde 

kullanılarak tarımsal verimliliğin artırılmasına katkı sağlamaktadır. Otomotiv sektöründe, 

özellikle otonom sürüş sistemlerinde yol üzerindeki nesnelerin (araç, yaya, trafik levhası vb.) 

tespiti amacıyla sisteme entegre edilmektedir. 

 

Bu yönleriyle YOLO algoritması, derin öğrenmenin bilgisayarlı görü alanındaki en güçlü 

uygulamalarından biri olarak konumlanmaktadır. Uygulama çeşitliliği ve gerçek zamanlı 

çalışabilme yeteneği sayesinde hem akademik araştırmalarda hem de endüstriyel sistemlerde 

tercih edilmektedir. 

 

YOLO algoritması, çağdaş nesne algılama yaklaşımlarının çoğunda olduğu gibi temelde 

evrişimsel sinir ağlarından yararlanır; ancak iki aşamalı bölge‑önerili çerçevelerin aksine, 

giriş görüntüsünü tek bir ileri geçişle bütüncül biçimde işleyerek nesne sınıflandırma ile 

konum kestirimini eşzamanlı biçimde gerçekleştirir. Bu “tek atımlı” tasarım, Faster R‑CNN 

ve SSD gibi popüler mimarilere kıyasla ortalama doğruluk metriklerinde daha yüksek başarı 

gösterirken, gerçek zamanlı uygulamalarda gereken düşük gecikme sürelerini de 

koruyabilmektedir. Bundan dolayı diğer nesne tespit yöntemlerinden daha kullanışlı olup 

tercih edilmesine neden olmaktadır. Resim 4.3’te YOLO’nun genel çalışma prensibi yer 

almaktadır. 
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Resim 4. 3. YOLO’nun genel çalışma prensibi (Redmon vd., 2016) 

 

Resim 4.3’te görüldüğü üzere, YOLO algoritmasının temelinde, giriş görüntüsünün S×S 

boyutlarında bir ızgara yapısına bölünmesi prensibi yer almaktadır (genellikle S=7 olarak 

alınır). Bu bölütleme işlemi sonucunda elde edilen her bir ızgara hücresi, kendi sınırları 

içerisinde yer alan bir nesneye ait belirli bilgileri öğrenmek ve tahmin etmek üzere 

yapılandırılmaktadır. 

 

Her bir hücre, öncelikle sahne içerisinde bir nesnenin merkez koordinasyonunun kendi 

sınırları içerisinde bulunup bulunmadığını değerlendirir. Eğer bir nesnenin merkezi ilgili 

hücreye düşüyorsa, bu hücre aşağıdaki bilgileri içeren bir tahmin vektörü üretir: Nesnenin 

yatay konumunu (x koordinatı), dikey konumunu (y koordinatı), sınırlayıcı kutunun 

yüksekliği ve genişliğini (h, w), ilgili nesneye ait güven oyunu (confidence score) ve tahmin 

edilen nesnenin, önceden tanımlı sınıflardan hangisine ait olduğuna dair sınıf benzerlik 

oranını göstermektedir. 

 

Bu bağlamda güven oyu, ilgili hücrede gerçekten bir nesne olup olmadığını ifade eder ve 

yalnızca nesne bulunduğu durumlarda hesaplanan Intersection over Union (IoU) değeriyle 

ilişkilendirilerek modelin doğruluğunu artırır. IoU, tespit edilen sınırlayıcı kutu ile eğitim 



30

11

1 

 

verisindeki etiketli nesnenin kutusu arasındaki örtüşme oranını temsil eder. 

 

Sonuç olarak, her hücre yalnızca merkezi kendisine ait olan nesnelerden sorumlu olacak 

şekilde konumlandırma (x, y), boyutlandırma (w, h) ve sınıflandırma (class probability) 

görevlerini aynı anda yerine getirir. Bu yapı sayesinde, bir nesnenin görüntüdeki konumu ve 

ait olduğu sınıf, doğrudan modelin çıktısından elde edilebilmektedir. Bu yaklaşım hem 

konumsal hem de anlamsal bilgi çıkarımı açısından YOLO algoritmasının gerçek zamanlı 

nesne algılama görevlerinde yüksek verimlilikle çalışmasını mümkün kılmaktadır. 

 

4.5. YOLOv10 Sürümü 

 

YOLOv10, son yıllarda tanıtılmış olan, gerçek zamanlı ve uçtan uca çalışan bir nesne tespit 

algoritmasıdır. YOLO serisinin temel özelliklerini temel alırken, çeşitli yönleri iyileştirerek 

ve yenilikler katarak tespit performansını ve verimliliği daha da artırmayı hedeflemektedir. 

YOLOv10’daki başlıca ilerlemeler, son işlem (post-processing) stratejileri ve model 

mimarisi tasarımı etrafında şekillenmiştir. Bu geliştirmelerin temel amacı; hesaplama 

yükünü azaltmak, çıkarım (inference) hızını artırmak ve yüksek doğrulukta tespit 

sağlamaktır (Wang vd., 2024).  

 

Klasik nesne tespit algoritmaları arasında yer alan Mask R-CNN, RetinaNet, SSD, 

EfficientDet, CenterNet ve YOLO, farklı uygulamalar için kendine özgü güçlü yönler sunar: 

 

• Mask R-CNN, segmentasyon kalitesi açısından oldukça başarılıdır ancak yüksek 

hesaplama maliyeti nedeniyle gerçek zamanlı uygulamalarda tercih edilmesi zordur (He vd., 

2018). 

 

• RetinaNet, özellikle küçük nesnelerin tespitinde Focal Loss ile doğruluğu artırır 

fakat bu da hesaplama ve bellek yükünü yükseltir (Lin vd., 2017). 

 

• SSD, tek aşamalı (single-shot) tasarımı sayesinde gerçek zamanlı tespit için 

uygundur ancak küçük nesneleri ve yüksek çözünürlüklü görüntüleri tespit etmekte zayıf 

kalabilir (Liu vd., 2016). 

 

• EfficientDet, hesaplama verimliliğini optimize eder ve bellek kullanımını azaltır 
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fakat karmaşık arka planlara karşı zayıf performans gösterir (Tan vd., 2020). 

 

• CenterNet, anahtar nokta tespiti yaklaşımıyla hız ve doğruluk arasında denge sağlar, 

orta seviyede karmaşıklığa ve düşük bellek gereksinimine sahiptir ancak küçük nesneler 

üzerinde düşük performans gösterir (Zhou vd., 2019). 

 

• YOLO, oldukça verimlidir ve düşük bellek gerektirir bu da onu, kaynakları sınırlı 

sistemlerde gerçek zamanlı tespit için ideal hale getirir. Şekil 4.4’te YOLOv10 ağ mimarisi 

yer almaktadır (Liao vd., 2025). 

 

 

 

Şekil 4. 4. YOLOv10 Ağ Mimarisi (Liao vd., 2025). 
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Şekil 4.4’te görüldüğü üzere, YOLOv10 ağ mimarisi dört ana bileşenden oluşur: Girdi 

(Input), Omurga (Backbone), Boyun (Neck) ve Baş (Head). 

 

Input (Girdi) Modülü: Eğitim veri kümesinin çeşitliliğini artırmak ve aşırı öğrenmeyi 

(overfitting) azaltmak amacıyla Mosaic ve Copy-Paste gibi veri artırma (data augmentation) 

yöntemleri kullanılmıştır (Bochkovskiy vd., 2020; Ghiasi vd., 2021). Bu yöntemler, modelin 

yeni durumlara güncelleme yapma yeteneğini artırır. Özellikle, karmaşık arka planlara karşı 

dayanaklılığı artırmak ve gürültü etkisini azaltmak için bu teknikler dikkatlice ayarlanmıştır. 

Bu artırmaların şiddeti, veri çeşitliliği ile gürültü bastırma arasında denge kuracak şekilde 

dinamik olarak ayarlanmıştır. Ayrıca, eğitim sürecinin son 10 aşamasında bu teknikler devre 

dışı bırakılarak modelin kararlılığı sağlanmıştır (Liao vd., 2025). 

 

Backbone (Omurga) Modülü: Omurga Modülü, öznitelik çıkarımı için kritik öneme sahiptir 

ve şu bileşenleri içerir: 

 

• SCDown (Spatial Channel Decoupling Downsampling): Verimli öznitelik 

indirgeme için uzamsal ve kanal ayrıştırma, farklı ölçeklerde öznitelik çıkarımını geliştirerek 

uzamsal kanal verilerini optimize eder. 

 

• C2f bileşeni: Bilgi akışını artırırken parametre verimliliğini koruyan, kısmi bağlantı 

ve çoklu konvolüsyon bloklarıyla yapılandırılmış hafif bir özellik çıkarım modülüdür. 

 

• SPPF (Spatial Pyramid Pooling-Fast): Daha güçlü öznitelik temsili sağlar. Alıcı 

alanını (reciptive field) genişleterek büyük hedeflerin tespitini destekler. 

 

• PSA (Partial Self-Attention): Önemli bilgileri vurgulayarak öznitelik haritalarını 

iyileştirir. Küçük hedeflerin daha iyi tespit edilmesini sağlar (Liao vd., 2025). 

 

Neck (Boyun) Modülü: YOLOv10, boyun kısmında PAFPN (Path Aggregation Feature 

Pyramid Network) kullanır (Liu vd., 2018). Bu yapı, FPN (Feature Pyramid Network) ve 

PANet’in avantajlarını birleştirerek çok ölçekli öznitelik birleştirmeyi verimli şekilde sağlar. 

Böylece, farklı boyutlardaki hedeflerin daha doğru tespiti mümkün olur (Liao vd., 2025). 

Head (Baş) Modülü: YOLOv10, ayrıştırılmış bir baş (decoupled head) yapısı kullanır. 

Burada, YOLOv8’in C2f modülünün geliştirilmiş bir versiyonu olan C2fCIB modülü yer 
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alır (Varghese ve Sambath, 2024). C2fCIB, çok seviyeli öznitelikleri bir araya getirerek 

küçük nesne tespitini geliştirir, aynı zamanda alıcı alanı ve öznitelik temsil gücünü artırır. 

YOLOv10 ayrıca, sınıflandırma başlığını hafifletmiş ve önceki sürümlerdeki “hedef 

branşı”nı kaldırarak, bağımsız sınıflandırma ve regresyon dallarına odaklanmıştır (Liao vd., 

2025). 

 

4.6. Performans Metrikleri 

 

Bir modelin performansını değerlendirmek yapılan çalışmanın en önemli kısımlarından 

biridir. Model performansını ölçmek için kullanılan çeşitli başarım ölçütleri bulunmaktadır. 

Geliştirilen bir modelin etkinliğini değerlendirmek, bir araştırmanın temel aşamalarından 

biridir. Modelin performansını objektif bir biçimde ölçmek içim çeşitli başarı metrikleri 

kullanılmaktadır. Bu metrikler, modelin genel başarı düzeyini nicel olarak değerlendirmeye 

ve karşılaştırmaya imkân sağlar (Ünal, 2024). 

 

4.6.1. Karışıklık matrisi 

 

Karışıklık matrisi (confusion matrix), sınıflandırma problemlerinde bir modelin başarısını 

değerlendirmek için kullanılan önemli bir araçtır. Bu matris, modelin gerçekleştirdiği 

sınıflandırma tahminlerini ve gerçek sınıfları karşılaştırarak farklı performans metriklerini 

hesaplamak için kullanılır (Aktaş, 2020). 

 

Karışıklık matrisi, sınıflandırma problemlerinde modelin tahmin performansını 

görselleştirmek amacıyla kullanılan temel araçlardan biridir. Bu matrisin satır kısmı gerçek 

sınıf etiketlerini, sütun kısmı ise model tarafından tahmin edilen sınıfları göstermektedir. 

Böylelikle her bir sınıf için, gerçekte hangi sınıfa ait olduğu ve modelin bu durumu nasıl 

tahmin ettiği açıkça izlenebilmektedir. Çalışma kapsamında Çizelge 4.3’te, ikili 

sınıflandırmaya yönelik olarak hazırlanmış bir karışıklık matrisi gösterilmiş ve modelin 

performansı gösterilen çizelgeye göre değerlendirilmektedir. Karışıklık matrisi, modelin 

öngördüğü etiketlerle gerçek sınıf etiketlerinin kesişiminde oluşan dört temel hücre değerini 

içermektedir (Yıldırım vd., 2023). Bunlardan; 

 

Doğru Pozitif (True Positive) değeri, gerçek sınıfın pozitif olduğu ve modelin de pozitif 

öngörüde bulunduğu durumlar. 
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Yanlış Pozitif (False Positive) değeri, gerçek sınıfın negatif olmasına karşın modelin de 

pozitif öngörüde bulunduğu durumlar. 

 

Doğru Negatif (True Negative) değeri, gerçek sınıfın negatif olduğu ve modelin de negatif 

öngörüde bulunduğu durumlar. 

 

Yanlış Negatif (False Negative) değeri ise, gerçek sınıfın pozitif olmasına karşın modelin de 

negatif öngörüde bulunduğu durumlardır. 

 

Doğru Pozitif (DP) ve Doğru Negatif (DN) modelin doğru tahminlerini, Yanlış Pozitif (YP) 

ve Yanlış Negatif (YN) ise modelin yanlış tahminlerini gösterir (Yıldırım vd., 2023). 

 

Analizde kullanılan sınıflandırma modellerinin elde ettiği sonuçların daha anlaşılır ve 

yorumlanabilir hâle getirilmesi amacıyla, tahmin edilen değerlerin doğruluğu ve hata 

oranları çapraz biçimde incelenmiştir. Bu değerlendirme sürecinde karışıklık matrisi temel 

araç olarak kullanılmıştır. Söz konusu karışıklık matrisi, modelin doğru ve yanlış 

sınıflandırmalarını sistematik biçimde ortaya koymakta, böylece model performansına 

ilişkin kapsamlı bir bakış açısı sunmaktadır. Çizelge 4.3’te, ikili sınıflandırma problemi için 

oluşturulmuş karışıklık matrisine dayalı sistem gösterilmektedir. 

 

Çizelge 4. 3. İkili sınıflandırma için karışıklık matrisi 
 

 

KARIŞIKLIK MATRİSİ 

TAHMİN DEĞERLERİ 
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Doğruluk (Accuracy) 

 

Tüm sınıfları kapsayan küresel bir performans göstergesidir; modelin doğru sınıflandırdığı 

örnek sayısının toplam örnek sayısına oranlanmasıyla hesaplanır. 0 ile 1 arasında değer 

almaktadır (Cı̇ran ve Özbay, 2022). Doğruluk ölçütünün hesaplanma yöntemi Denklem 1’de 

gösterilmektedir. 

 

𝐷𝑜ğ𝑟𝑢𝑙𝑢𝑘 =
𝐷𝑃+𝐷𝑁

𝐷𝑃+𝑌𝑃+𝑌𝑁+𝐷𝑁
        (1) 

 

Kesinlik (Precision) 

 

Pozitif öngörü değeri modelin pozitif olarak sınıflandırdığı örneklerin gerçekte pozitif 

olma oranını gösteren bir performans ölçütüdür. Bu metrik, gerçek pozitif sayısının toplam 

pozitif sayısına bölünmesiyle elde edilir ve 0 ile 1 arasında değer alır (Cı̇ran ve Özbay, 

2022). Kesinlik değerinin yüksekliği modelin doğruluğu açısından önemli kriterlerdendir. 

Kesinlik ölçütünün hesaplanma yöntemi Denklem 2’de gösterilmektedir. 

 

𝐾𝑒𝑠𝑖𝑛𝑙𝑖𝑘 =
𝐷𝑃

𝐷𝑃+𝑌𝑃
         (2) 

 

Duyarlılık (Recall) 

 

Bu ölçüt, tüm gerçek pozitif örnekler içinde modelin doğru biçimde saptadığı kısmı 

belirleyen ve 0 ile 1 aralığında değer alan duyarlılık (recall) katsayısıdır (Korkmaz, 2021). 

Duyarlılık ölçütünün hesaplanma yöntemi Denklem 3’te gösterilmektedir. 

 

𝐷𝑢𝑦𝑎𝑟𝑙𝚤𝑙𝚤𝑘 =
𝐷𝑃

𝐷𝑃+𝑌𝑁
         (3) 

 

F1 skor Değeri 

 

Kesinlik ve duyarlılık değerlerinin harmonik ortalamasına dayanan F1 skoru, bir performans 

ölçütü olarak kullanılmaktadır. Dengesiz sınıf dağılımına sahip veri kümelerinde, 

performansın daha sağlıklı değerlendirilebilmesi adına doğruluk metriği yerine F1 skorunun 

kullanılması önerilmektedir (Cı̇ran ve Özbay, 2022). F1 Skor ölçütü hesaplanma yöntemi 

Denklem 4’te gösterilmektedir. 
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𝐹1 𝑆𝑘𝑜𝑟 = 2 ×
𝐾𝑒𝑠𝑖𝑛𝑙𝑖𝑘×𝐷𝑢𝑦𝑎𝑟𝑙𝚤𝑙𝚤𝑘

𝐾𝑒𝑠𝑖𝑛𝑙𝑖𝑘+𝐷𝑢𝑦𝑎𝑟𝑙𝚤𝑙𝚤𝑘
       (4) 
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5. BULGULAR VE TARTIŞMA 
 

Bu çalışma iki uygulamadan oluşmaktadır. İlk uygulama olarak insan, nesne (ağaç) ve 

hayvan (kedi) görüntülerinden yararlanılmıştır. Görüntüler genel olarak değerlendirildiğinde 

eğitilen modelin başarılı olduğunun kabul görülmesi için birleşim üzerindeki kesişim (IoU) 

parametresinin 0,5’ten büyük olması gerekmektedir. Bu değerin üstündeki değerler eğitilen 

modelin başarılı olduğunu göstermektedir. Ancak kesişim parametresi ile ilgili performans 

parametreleri de bulunmaktadır. Bunlardan doğruluk, modelin tespit doğruluğunu; kesinlik, 

model tarafından pozitif olarak tahmin edilen girdi görüntülerinin gerçek veri setinin ne 

kadarının pozitif olduğunu; doğruluk, model tarafından pozitif olarak tahmin edilmesi 

gereken girdi görüntülerinin ne kadarının doğru tahmin edildiği ile bilgi sunmaktadır (Chen 

vd., 2023; Xiong vd., 2024). 

 

Doğruluk değeri ve mAP parametresi ile performansın ölçülerek modelin doğruluğunun ve 

hassasiyetinin bulunması sağlanılmaktadır. İnsan, nesne (ağaç) ve hayvan (kedi) tespitinin 

sağlıklı bir şekilde yapıldığını ve modele uygun olduğunu analiz edebilmek için modelin 

eğitilmesi sonucu F1 skoru, duyarlılık ve kesinlik grafikleri elde edilmiştir. Bu değerler 

çalışmanın ilk uygulamasını ifade etmektedir. Elde edilen değerler sırasıyla Şekil 5.1, Şekil 

5.2, Şekil 5.3 ve Şekil 5.4’te gösterilmektedir. 

 

 

 

Şekil 5. 1. F1 Skoru- Güven Eğrisi (1. Uygulama) 
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Şekil 5. 2. Kesinlik Eğrisi (1. Uygulama) 

 

 

 
 

Şekil 5. 3. Duyarlılık Eğrisi (1. Uygulama) 
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Şekil 5. 4. Kesinlik-Duyarlılık Eğrisi (1. Uygulama) 

 

Sınıflandırma doğruluğu, F1 skor değeri, kesinlik ve duyarlılık değerlerinin haricinde, 

sınıflandırma algoritmasının performansını özetlemek için karışıklık matrisi 

kullanılmaktadır. Karışıklık matrisi hem sınıflandırma yapılırken modelin hata oranlarını 

hem de hatanın türü ile ilgili bilgiler sunmaktadır. Özetle, model tarafından tespit edilmiş 

görüntüler ile gerçek görüntülerin karşılaştırılması yer almaktadır. İlk uygulamaiçin test 

kümesine ait karışıklık matrisi Şekil 5.5’te gösterilmektedir. 

 

 
 

Şekil 5. 5. YOLOv10 modeline ait karışıklık matrisi (1. Uygulama) 
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Şekil 5.5’e göre karışıklık matrisinde sütunlar gerçekte sınıfın ne olduğunu, satırlar ise 

tahmin edilen sınıfı belirtmektedir. Karışıklık matrisinin değerlendirilmesi, sınıflar 

arasındaki tahmin performansının oransal düzeyde incelenmesine dayanmaktadır. Bu 

amaçla kullanılan karışıklık matrisi, her bir sınıfa ilişkin gerçek ve tahmin edilen değerlerin 

yüzdesel dağılımını sunmaktadır. Ayrıca matriste tanımlanan üç ana sınıfın dışında kalan 

tüm nesne ve yapıları temsil eden bir “arka plan (background)” sınıfının yer aldığı 

görülmektedir. Bu sınıf sistemin ilgilenmediği veya sınıflandırma kapsamında olmayan 

öğeleri kapsamaktadır.  

 

Şekil 5.5’e göre insan görüntüsünün yaklaşık %94’ünün doğru bir şekilde model tarafından 

insan olarak sınıflandırıldığı, kedi görüntüsünün %100’ünün doğru bir şekilde model 

tarafından kedi olarak sınıflandırıldığı ve ağaç görüntüsünün yaklaşık %99’unun model 

tarafından ağaç olarak sınıflandırıldığı şeklinde yorumlanabilir. 

 

Sınıflandırılan test kümesine ait insan, nesne (ağaç) ve hayvan (kedi) katman görüntüleri 

Şekil 5.6’da gösterilmektedir. 
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Şekil 5. 6. Test veri setindeki tahmin ve katman görüntüleri (1. Uygulama) 

 

Oluşturulan veri tabanı kullanılarak geliştirilen program, Benfold ve Reid’in çalışmalarında 

kullanılan 5 dakikalık Oxford Sokağı video kaydı üzerinde yeniden çalıştırılmış ve elde 

edilen sonuçlar doğrulanmıştır. Analizler sonucunda, rastgele seçilen kareler (frame'ler) 

üzerinde doğruluk oranı %91 olarak hesaplanmıştır (Benfold ve Reid, 2011). Analiz 

sonuçlarına ait görüntü kesitleri Şekil 5.7’de gösterilmektedir. 
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Şekil 5. 7. Oxford Sokağı analiz sonuçlarına ait görüntü kesiti 

 

Yapılan çalışmada sınıfların eğitilmesi sonucu Şekil 5.8’de yer alan grafikte eğitim sonuçları 

program çıktısı olarak gösterilmektedir. Eğitim sonuçlarının yer aldığı grafiklerde, 

 

train/box_om grafiği, modelin eğitim sürecinde nesne konumlandırma doğruluğunu yansıtan 

koordinat tabanlı kayıp değerinin zamana bağlı olarak nasıl değiştiğini göstermektedir. 

Eğitimin başlangıç aşamalarında yüksek seviyelerde seyreden bu kayıp değeri, eğitim 

ilerledikçe (epoch sayısı arttıkça) istikrarlı bir şekilde azalmaktadır. Bu düşüş, modelin 

gerçek nesne konumlarını tahmin etme yetkinliğinin arttığını göstermektedir.  

 

train/cls_om grafiği, one-to-many (her bir gerçek nesneye karşılık birden fazla tahmin 

yapılmasına olanak tanıyan başlık yapısı) başlıklar için sınıflandırma kaybıdır. Bu kayıp 

modelin sınıf tahmininin doğruluğunu yansıtır. Kayıp değeri ne kadar düşükse modelin 

sınıflandırma doğruluğu o kadar yüksektir. 

 

train/dfl_om grafiği, one-to-many başlık yapısının çıktısı olan kutu koordinatlarının 

doğruluğunu ölçer. Modelin tahmin ettiği kutu konumunun, gerçek konuma dağılımsal 

olarak ne kadar yakın olduğunu ölçer. Eğitim yapıldığı süre boyunca bu değerin düşmesi 

sayesinde model, kutuların konumlarının giderek daha hassas ve kararlı tahmin etmeye 

başlar. 
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train/box_oo grafiği, modelin bir nesne için yaptığı tekil (one-to-one) kutu tahmininin, 

gerçek kutuyla ne kadar örtüştüğünü ölçen kayıp değeridir. Model eğitimi yapıldığı süre 

boyunca bu değerin düşmesi, modelin kutu tahminlerinde daha doğru olmasını sağlar. 

 

train/cls_oo grafiği, modelin one-to-one başlık yapısı altında, tespit ettiği nesneleri doğru 

sınıfa atayıp atamadığını ölçer. Bu değer eğitimin başlangıç kısmında yüksektir çünkü model 

sınıf ayrımını henüz öğrenememiştir. Eğitim ilerledikçe model daha doğru sınıflar yapıp bu 

değeri düşürecektir. Bu değer düştükçe modelin nesneleri doğru sınıflara atama yeteneğinin 

geliştiğini gösterir. 

 

metrics/recall grafiği, modelin duyarlılık değerini göstermektedir. Bu değer, modelin doğru 

olarak tespit ettiği gerçek pozitif örneklerin, toplam gerçek pozitif örnekler içindeki oranını 

ifade eder. Eğitim ilerledikçe bu değerin arttığı gözlemlenmektedir. Bu artış, modelin 

zamanla daha fazla sayıda gerçek nesneyi isabetli şekilde tespit edebildiğini göstermektedir. 

 

metrics/mAP50 grafiği, modelin nesne tespit performansını ölçmek için kullanılan Ortalama 

Doğruluk Değerini (Mean Average Precision – mAP) gösterir. Bu değer, Intersection over 

Union (IoU) eşik değeri 0.5 olarak alınır. Eğitim ilerledikçe bu değerde görülen artış modelin 

nesneleri daha doğru sınıflandırdığını göstermektedir. 

 

metrics/mAP50-95 grafiği, IoU eşik değerleri 0.5 ile 0.95 arasında değişen mAP değerini 

göstermektedir. Bu değer, modelin nesne tespit başarımının yalnızca belirli bir eşikte değil, 

farklı eşik değerlerinde de olmasına olanak sağlar. Eğitim süresince bu değerdeki artış, 

modelin geniş bir IoU aralığında yüksek doğrulukta tahminler yapabildiğini göstermektedir. 

 

metrics/precision grafiği, modelin hassasiyet değerini göstermektedir. Bu değer modelin 

doğru pozitif tahminlerin toplam pozitif tahminlere oranı olarak tanımlanır. Eğitim süresince 

bu değerde gözlemlenen artış modelin sahte pozitif tahminlerini azaltarak doğru nesne tespiti 

yapabilmesini sağlamaktadır.  

 

train/dfl_oo grafiği, modelin sınırlayıcı kutularının konumlarını ne kadar doğru tahmin 

ettiğini ölçer. Epoch ilerledikçe bu değerin düşmesi, modelin kutu tahminlerinde doğru ve 

kararlı olduğunu göstermektedir. 
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Şekil 5. 8. YOLOv10 eğitim sonuçları (1. Uygulama) 

 

Modelin 2. Uygulaması olarak insan, nesne (ağaç) ve hayvan (kedi, inek, keçi) 

görüntülerinden yararlanılmıştır. Doğruluk değeri ve mAP parametresi ile performansın 

ölçülerek modelin doğruluğunun ve hassasiyetinin bulunması sağlanılmaktadır. İnsan, nesne 

(ağaç) ve hayvan (kedi, inek, keçi) tespitinin sağlıklı bir şekilde yapıldığını ve modele uygun 

olduğunu analiz edebilmek için modelin eğitilmesi sonucu F1 skoru, duyarlılık ve kesinlik 

grafikleri elde edilmiştir. Bu değerler çalışmanın ikinci uygulamasını ifade etmektedir. Elde 

edilen değerler sırasıyla Şekil 5.9, Şekil 5.10, Şekil 5.11 ve Şekil 5.12’de gösterilmektedir. 

 

 
 

Şekil 5. 9. F1 Skoru -  Güven Eğrisi (2. Uygulama) 
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Şekil 5. 10. Kesinlik Eğrisi (2. Uygulama) 
 

 
 

Şekil 5. 11. Duyarlılık Eğrisi (2. Uygulama) 
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Şekil 5. 12. Kesinlik - Duyarlılık Eğrisi (2. Uygulama) 
 

 

Sınıflandırma doğruluğu, F1 skor değeri, kesinlik ve duyarlılık değerlerinin haricinde, 

sınıflandırma algoritmasının performansını özetlemek için karışıklık matrisi 

kullanılmaktadır. Karışıklık matrisi hem sınıflandırma yapılırken modelin hata oranlarını 

hem de hatanın türü ile ilgili bilgiler sunmaktadır. Özetle, model tarafından tespit edilmiş 

görüntüler ile gerçek görüntülerin karşılaştırılması yer almaktadır. 2. Uygulama olarak 

belirtilen modelin eğitilip oluşturulan test kümesine ait karışıklık matrisi Şekil 5.13’te 

gösterilmektedir.
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Şekil 5. 13. YOLOv10 modeline ait karışıklık matrisi (2. Uygulama) 

 

Şekil 5.13’e göre insan görüntüsünün yaklaşık %86’sının model tarafından insan olarak 

sınıflandırıldığı, kedi görüntüsünün %84’ünün model tarafından kedi olarak sınıflandırıldığı, 

ağaç görüntüsünün yaklaşık %91’inin model tarafından ağaç olarak sınıflandırıldığı, inek 

görüntüsünün yaklaşık %89’unun model tarafından inek olarak sınıflandırıldığı ve keçi 

görüntüsünün yaklaşık %75’inin model tarafından keçi olarak sınıflandırıldığı şeklinde 

yorumlanabilir. Model, eğitimini tamamladıktan sonra test kümesi için insan, nesne (ağaç) 

ve hayvan (kedi, inek, keçi) tespiti yapılıp tahmin ve katman görüntüleri Şekil 5.14’te 

gösterilmektedir. 
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Şekil 5. 14. Test veri setindeki tahmin ve katman görüntüleri (2. Uygulama) 

 

Oluşturulan veri tabanı kullanılarak geliştirilen program ile yeni sınıf olarak analiz ettirilen 

inek ve keçi görüntülerinden rastgele seçilen kareler (frame'ler) üzerinde doğruluk oranı inek 

için %96 ve keçi için %57 olarak hesaplanmıştır. Analiz sonuçlarına ait görüntü kesitleri 

Şekil 5.15 ve Şekil 5.16’da gösterilmektedir. 
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Şekil 5. 15. İnek görüntülerinin yer aldığı analiz sonuçlarına ait görüntü kesiti 

 

 
 

Şekil 5. 16. Keçi görüntülerinin yer aldığı analiz sonuçlarına ait görüntü kesiti 

 

Yapılan çalışmada sınıfların eğitilmesi sonucu Şekil 5.17’de yer alan grafikte eğitim 

sonuçları program çıktısı olarak gösterilmektedir. Eğitim sonuçlarının yer aldığı grafiklerde, 

train/box_om grafiğinde epoch arttıkça değerin düştüğü görülmektedir. Bu düşüş, modelin 

gerçek nesne konumlarını tahmin etme yetkinliğinin arttığını göstermektedir. Train/cls_om 

grafiğinde, kayıp değerinin epoch arttıkça düştüğünü bu sebeple kayıp değeri ne kadar 
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düşükse modelin sınıflandırma doğruluğu o kadar yüksek olduğu gözlemlenmektedir. 

Train/dfl_om grafiğinde yer alan değer epoch arttıkça düşmektedir. Bu sayede model, 

kutuların konumlarını daha hassas ve kararlı tahmin etmeye başlamaktadır. Train/box_oo 

grafiğinde, model eğitimi yapıldığı sürece bu değerin düşmekte olup modelin kutu 

tahminlerinde daha doğru olmasını sağlamaktadır. Train/cls_oo grafiğinde, modelin eğitimi 

yapıldığı sürece bu değer düşmektedir. Bu sayede modelin nesneleri doğru sınıflara atama 

yeteneğinin geliştiğini göstermektedir. Metrics/recall grafiğinde, modelin eğitimi yapıldığı 

sürece arttığı gözlemlenmiştir. Bu artış, modelin zamanla daha fazla sayıda gerçek nesneyi 

isabetli şekilde tespit edebildiğini göstermektedir. Metrics/mAP50 grafiğinde, modelin 

eğitimi yapıldığı sürece bu değerde görülen artış ile modelin nesneleri daha doğru 

sınıflandırdığı gözlemlenmiştir. Metrics/mAP50-95 grafiğinde, modelin eğitimi yapıldığı 

sürece bu değerde gerçekleşen artış ile modelin geniş bir IoU aralığında yüksek doğrulukta 

tahminler yapabildiği gözlemlenmiştir. Metrics/precision grafiğinde, modelin eğitimi 

yapıldığı sürece bu değerde artış gözlemlenmiştir. Bu artış ile model, sahte pozitif 

tahminlerini azaltarak doğru nesne tespiti yapabilmesini sağlamaktadır. Train/dfl_oo 

grafiğinde, modelin eğitimi yapıldığı sürece değer düşmekte olduğu gözlemlenmiştir. Bu 

değerin düşmesi ile model, kutu tahminlerinde daha doğru ve kararlı olmaktadır. 

 

 
 

Şekil 5. 17. YOLOv10 eğitim sonuçları (2. Uygulama) 
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6. SONUÇ 

 

Yapılan çalışmada yer alan görüntüler YOLOv10 nesne tespit yöntemi ile tespit edilmiştir. 

İlk olarak belirlenen sınıflar için görüntüler toplanmıştır. Toplanan görüntüler YOLOv10 

modeli ile Google Colab altyapısında eğitilmeye başlanmıştır. Eğitilen modellerin 

etiketleme işlemi Roboflow tarafından yapılmıştır. 

 

Sonuçlar incelendiğinde, 1. Uygulama olarak insan, nesne (ağaç) ve hayvan (kedi) 

sınıflarının eğitilmesi sonucu doğruluk değeriyle ilişkili olan mAP50 değeri 0.984 olarak 

elde edilmiştir. Ancak mAP50 değerinde yer alan uç noktalardaki görüntüler 

değerlendirilmediğinden, F1 skor değerin dikkate alınarak daha doğru sonuçlar vermesine 

olanak sağlayacaktır. Çalışma için kullanılan model sonucunda F1 skor değeri 0,95 olarak 

elde edilmiştir. Bu çalışmada elde edilen değer, modelin oldukça başarılı bir şekilde 

oluşturulup güvenli sonuçlar verdiğini göstermektedir.  

 

Şekil 5.5’te gösterilen 1. uygulama için verilmiş olan karışıklık matrisi değerleri ile 

Roboflow üzerinden etiketleme işlemi yapılarak, veri seti kümesinin %80’i eğitim ve %20’si 

test şeklinde eğitimi gerçekleştirildikten sonra insan, nesne (ağaç) ve hayvan (kedi) tespitinin 

ve sınıflandırılmasında yapılan test kümesi sonuçlarına göre ağaç için %99, insan için %94 

ve kedi için %100 doğruluk değeri elde edilmiştir. Bu sonuçlar veri setinin çok yüksek 

doğruluk değerine sahip olduğunu göstermektedir.  

 

Elde edilen sonuçlarda sınıf sayısının arttırılması ile değişikliklerin gözlemlenmesi 

hedeflenmiştir. Bu kapsamda, 2. uygulama olarak insan, nesne (ağaç) ve hayvan (kedi) sınıf 

türlerinin yanında inek ve keçi de sınıf türleri olarak eklenmiştir. Belirlenen sınıfların 

eğitilmesi sonucu doğruluk değeriyle ilişkili olan mAP50 değeri 0.851 olarak, F1 skor değeri 

0,82 olarak elde edilmiştir. Bu çerçevede, sınıf sayısının ve görüntü sayısının değişmesi ile 

eğitim sonuçlarındaki değişiklikler gözlemlenmiştir.  

 

Şekil 5.13’te gösterilen 2. Uygulama için verilmiş olan karışıklık matrisi değerleri ile 

Roboflow üzerinden etiketleme işlemi yapılarak, veri seti kümesinin eğitimi 

gerçekleştirildikten sonra insan, nesne (ağaç) ve hayvan (kedi, inek, keçi) tespitinin ve 

sınıflandırılmasında yapılan test kümesi sonuçlarına göre ağaç için %91, insan için %86, 

kedi için %84, inek için %89 ve keçi için %75 doğruluk değeri elde edilmiştir.  
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Her iki uygulamada elde edilen bu değerler, Sadik ve ark. (2024) yayaların gerçek zamanlı 

tespiti ve analizi üzerine yaptığı YOLOv8I ve RT-DETR-L modellerinin kullanılarak %82,2 

ve %81,7’lik mAP değerinde olan, Algur ve ark. (2018) dış ortam görüntülerindeki 

insanların hareketlerinin sınıflandırılmasına yönelik yaptığı konvolüsyonel sinir ağı modeli 

ile  %85,71’lik başarım oranı olan ve Sharma ve ark. (2014) hayvan (köpek) tanımlaması 

için çeşitli köpek görüntüleri üzerinde yaptığı ve %86,25’lik başarım oranı olan çalışma 

sonuçlarından daha iyi sonuçlar vermektedir.  

 

Çalışmanın sonuçları dikkate alındığında, havaalanlarının stratejik konumu hizmet 

sektörünün önde gelen bir alanı olduğu için güvenlik çok önemlidir. Havaalanı çevre 

güvenliği sınır hattı boyunca yerleştirilen kameralarla sağlanmakla birlikte elde edilen 

görüntüler ile sınır hattını aşan ihlaller bildirilmektedir. Yapılan çalışmada, çevre hattında 

belirlenen hayali sınır hattından insan veya hayvan (kedi, inek, keçi) geçmesi halinde 

görüntü eğitilerek tespit edilip sınıflandırılması yapılmıştır. Ayrıca belirlenen hayali sınır, 

görüntü üzerinden değiştirilebilir şekilde yapılmıştır. İhlal anında yanlış alarm vermemesi 

için ağaçlar da sınıflandırma grubunda yer almaktadır. İhlal tespiti için insan ve hayvan 

olarak kedi, inek ve keçi de sınıflandırma grubunda yer almıştır. Çalışmanın görüntüyü hem 

tespit edip hem de sınıflandırma yapması ayrıca görüntü içerisinde hayali sınır oluşturulup 

sınırın geçildiğinde alarm üretmesi ve sınır hattını geçen insan ya da hayvan sayısının 

tespitinin yapılması gibi senaryolar ile kendisini literatürde yer alan diğer çalışmalardan ayrı 

kılmaktadır. 

 

Çalışmada belli sayıda sınıflandırma dikkate alınmıştır. Yeni bir çalışmada sınıf sayısının 

arttırılması düşünülebilir. Görüntü sayısının arttırılması ile başarının daha yüksek çıkması 

beklenilmektedir. Ayrıca alarm senaryoları da havaalanına özel olarak değiştirilebilir ve 

uygulanabilir. 
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