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OZET

YUKSEK LiSANS TEZI

DERINLEMESINE AYRILABILIiR EVRiSiM VE LSTM AGLARI iLE
GORUNTULERDEN ANLAMSAL IFADE CIKARMA

Ezgisu SENEL

Konya Teknik Universitesi
Lisansiistii Egitim Enstitiisii
Bilgisayar Miihendisligi Anabilim Dal

Damisman: Dr. Ogr. Uyesi Hazim ISCAN
2023, 55 Sayfa

Jiiri
Prof. Dr. ismail BABAOGLU
Dog¢. Dr. Mehmet Akif SAHMAN
Dr. Ogr. Uyesi Hazim ISCAN

Bir goriintliniin icerigini, goriintiiniin bize neler anlattigini climleler kurarak dogru bir sekilde
ifade etmek insan beyni i¢in her ne kadar kolay olsa da bir bilgisayar i¢in bu islemi yapmak oldukca
zordur. Dogru ve iyi bigimlendirilmis climleler olugturmak i¢in, dilin hem s6zdizimsel hem de anlamsal
olarak anlasilmasi gerekir. Bu konuda karsimiza ¢ikan en biiyiik zorluk sadece goriintiilerde bulunan
nesneleri degil, ayn1 zamanda bu nesnelerin birbirleriyle iligkisini, nasil bir iligki i¢erisinde olduklarini
ifade eden bir agiklama olugturabilmektir. Derin 6grenme yaklasimi ile aglar, goriintiilerdeki nesneleri,
yiizleri, sahneleri ve diger anlamsal bilgileri anlamak igin biiyilk veri kiimeleri iizerinde egitilir.
Goriintiilerin anlamsal analizi, otomotiv, giivenlik, video gozetimi ve tibbi goriintiileme gibi birgok
alanda uygulanabilmektedir. Bu alan, daha dogru ve karmagik analizler saglayan yeni derin 6grenme
modelleri ve biyiik veri kiimeleriyle siirekli olarak gelismekte ve ilerlemektedir. Bu ¢alismada, Flickr 8k
veri setinde bulunan 8000 goriintiiniin, Xception modeli ile 6zellik ¢ikarimi yapilmistir. Diger bir yandan
Flickr 8k’da bulunan goriintillere ait 5 agiklamadan, LSTM ile benzersiz sozliik yapisi ortaya
cikarilmigtir. Elde edilen bu iki veri transfer dgrenme yapilan modele verilerek goriintilerin dogal
climlelere ¢evrilmesi saglanmistir.

Anahtar Kelimeler: Altyazi olusturma, Anlamsal analiz, Bilgisayarli gorii, CNN-LSTM,
Goriintiiler, Keras, NLP



ABSTRACT

MS THESIS

SEMANTIC EXPRESSION EXTRACTION FROM IMAGES WITH
DEPTHWISE SEPARABLE CONVOLUTION AND LSTM NETWORKS

Ezgisu SENEL

Konya Technical University
Institute of Graduate Studies
Department of Computer Engineering

Advisor: Asst. Prof. Dr. Hazim iISCAN
2023, 55 Pages

Jury
Prof. Dr. ismail BABAOGLU
Assoc. Prof. Dr. Mehmet Akif SAHMAN
Asst. Prof. Dr. Hazim iISCAN

Although it is easy for the human brain to accurately express the content of an image and what
the image tells us by using sentences, it is quite difficult for a computer to do this. To create correct and
well-formed sentences, the language must be understood both syntactically and semantically. The biggest
challenge we face in this regard is to create an explanation that not only expresses the objects in the
images, but also the relationship of these objects to each other and how they are related. With a deep
learning approach, networks are trained on large datasets to understand objects, faces, scenes and other
semantic information in images. Semantic analysis of images can be applied in many fields such as
automotive, security, video surveillance and medical imaging. This field is constantly evolving and
advancing, with new deep learning models and large datasets providing more accurate and complex
analytics. In this study, feature extraction was performed on 8000 images in the Flickr_8k dataset with the
Xception model. On the other hand, a unique dictionary structure was revealed with LSTM from 5
descriptions of images found on Flickr_8k. These two data obtained were given to the transfer learning
model and the images were converted into natural sentences.

Keywords: Captioning, Computer Vision, CNN-LSTM, Images, Keras, NLP, Semantic
Analysis
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SIMGELER VE KISALTMALAR

Kisaltmalar

AGI : Genel Yapay Zeka

Al . Yapay Zeka

ANN : Yapay Sinir Aglari

ANI : Dar Yapay Zeka

ASI : Siiper Yapay Zeka

BLEU : iki Dilli Degerlendirme Alt Calismasi
CIDEr : Konsensiise Dayal1 Goriintii Agiklamasi1 Degerlendirmesi
CNN : Konvoliisyonel Sinir Ag1

CV  : Bilgisayarli Gorii

DL  : Derin Ogrenme

GAN : Uretken Diisman A1

HAF : Hiyerarsik Dikkat Fiizyon

LSTM : Uzun Kisa Siireli Bellek

LTM : Uzun Siireli Bellek

ML : Makine Ogrenmesi

NLP : Dogal Dil Isleme

RelLu : Rektifiye Lineer Birim

REN : Yeniden Degerleme Ag1

RNN : Ozyinelemeli Sinir A1

RODe : BOlgesel Nesne Dedektorii

RSIC : Uzaktan Algilama Goriintii Yazist
STM : Kisa Siireli Bellek



1. GIRIS

Derin 6grenme bir makine 6grenme teknigidir. Bu, ¢iktiyr tahmin etmek igin
belirli bir veri kiimesini kullanmak tizere bir sinir agmin egitilmesini saglar. Hem
denetimli hem de denetimsiz 6grenme kullanilarak Sinir aglari egitilebilir. Derin
o0grenmede, makine 6greniminde kullanilan hesaplamalar, her seferinde bir katman
yerine birden c¢ok katmanda gergeklestirilir. Bu, makine 6greniminin tanimlamasi
gereken parametreleri de bilen ve potansiyel olarak daha iyi parametrelerle
degerlendirmeler yapabilen bir tekniktir. Derin 6grenme sisteminde bulunan yapay sinir
aglari, beynin yapisi, sekli ve buna benzer oOzellikler kullanilarak olusturulan
algoritmalardir.

Derin 6grenmenin en zor kisimlarindan biri sinir agin1 egitmektir. Neden?

- Biiyiik veri kiimeleri gerektirir.

- Biiyiik miktarda bilgi isleme ve hesaplama giicti gerektirir.

Ornegin; muz ve portakal gorsellerinin birbirinden ayrilmasi. Makine &grenimi,
insan deneyimini parametreler araciligiyla makinelere aktarmaya ¢alisir. Turuncu
portakal, sart muz benzeridir. Yuvarlaksa muhtemelen portakal, kavisliyse muhtemelen
muz vs. gibi pek ¢ok parametrenin tanimlanmasi gerekir, ancak derin 6grenme bunu
kendi basina 6grenebilir. Portakal ve muz resimleri derin 6grenme sistemine sunularak,
renk ve seklin farkliliklarini ortaya ¢ikarmak icin temel ayirt edici unsurlar oldugunu
kabul ederek kendi kurallarin1 olusturulur. Bu nedenle, temel insan becerileri
gerektirmez ve kendi ayristirma yetenegini insa ederek eylemlerini gerceklestirebilir.

Bir goriintiiniin igerigini, gorilintliniin bize neler anlattigim1 climleler kurarak
dogru bir sekilde ifade etmek insan beyni i¢in her ne kadar kolay olsa da bir bilgisayar
icin bu islemi yapmak olduk¢a zordur. Dogru ve iyi big¢imlendirilmis ciimleler
olusturmak igin, dilin hem s6zdizimsel hem de anlamsal olarak anlasilmasi1 gerekir.

Gorme engelli kisilerin, etraflarinda olan olaylari, goriintiileri daha 1yi
anlamalarina yardimci olmasi i¢in goriintiilere altyazi olusturmanin biiylik bir etkisi
olabilir.

Bu konuda karsimiza c¢ikan en biiylik zorluk sadece goriintiilerde bulunan
nesneleri degil, ayn1 zamanda bu nesnelerin birbirleriyle iliskisini, nasil bir iligki

igerisinde olduklarini ifade eden bir agiklama olusturabilmektir.



Goriintiilerin anlamsal analizi, giinliik hayatta bir¢ok kullanim alanina sahiptir
ve onemli bir 6zelligi gérme engelli bireylerin gorsel iceriklere erisimini artirmaktir.
Glinliik hayattan kullanim alanlarina 6rneklerden bazilari:

Gorme engellilere yardimcr olma: Altyazi olusturma, gérme engelli bireylerin
gorsel igeriklere erisimini kolaylagtirir. GoOrme engelli bir kisi, sosyal medya
platformlarinda veya web sitelerinde paylasilan fotograflarin veya videolarin icerigini
anlamak icin otomatik olarak {iretilen altyazilar1 kullanarak sesli olarak dinleme
yapabilir. Bu, onlarin dijital igeriklere daha fazla katilimini ve sosyal etkilesimlerini
artirir.

Gorsel icerigin arama motorlarinda erisilebilir hale gelmesi: Altyazilar, gorsel
icerigi tarif eden metinsel bilgiler igerir. Bu, arama motorlarinin gorsel igerigi
anlamalarin1 ve kullanicilara daha dogru sonuclar sunmalarmi saglar. Ornegin, bir
arama motorunda "plajda giineslenen insanlar" seklinde bir arama yapildiginda,
goriintiilerin analizi ile olusturulan altyazilara dayanan gorseller bulunabilir.

E-ticarette iiriin tanitim1: E-ticaret platformlari, tirtinlerin gérsellerini kullanarak
satig yaparlar. Goriintiilere altyazi olusturulmasi, bu gorsellerin daha etkili bir sekilde
tanitilmasin1  saglar. Altyazilar, {rliniin 6zelliklerini veya kullanim senaryolarini
aciklayabilir, potansiyel miisterilere daha fazla bilgi saglayabilir ve satin alma
kararlarin1 kolaylastirabilir.

Haberlerde gorsel agiklamalar: Haber siteleri veya dergiler, haberlerin yaninda
gorseller kullanir. Anlamsal analiz ile olusturulan altyazilar, haberlerin igerigini
gorsellerle daha iyi bir sekilde destekler ve okuyuculara daha fazla bilgi saglar. Bu,
haberleri daha anlasilir ve ilgi ¢ekici hale getirebilir.

Sosyal medyada gorsel icerik paylasimi: Sosyal medya platformlari,
kullanicilarin fotograf veya video paylagmasina olanak saglar. Altyazi olusturma ile
otomatik olarak olusturulan altyazilar, kullanicilarin paylagimlarin1 agiklamalarla
destekleyerek gorsel icerigin anlamini ve etkilesimini artirir.

Bilgisayarli gorii ve dogal dil islemenin bulustugu bir noktada yapilan bu
caligma, resimlerin insanlar tarafindan anlasildigi gibi yorumlanmasi ve bilgisayar

tarafindan bu goriintiiye ait altyazinin olusturulmasini amaclamaktadir.



2. KAYNAK ARASTIRMASI

Zakir Hossain ve ark. (2021), calismasinda derin d6grenmeye dayali birtakim
teknikler onermistir. Goriintiilerin metinsel tanimlarini olusturmak, bilgisayarla gorme
ve dogal dil islemede 6nemli bir konu olmustur. Bu teknikler, modelleri egitmek ve test
etmek i¢in insan agiklamali goriintiileri kullanir. Modeli egitmek ve test etmek i¢in hem
gercek hem de sentetik verileri kullanan bir resim yazisi yontemi Onermistir. Sentetik
goriintiiler olusturmak icin Uretken Diisman Ag1 (GAN) tabanli metinden goriintiiye
tiretici kullanmastir.

Qi Wang ve ark. (2021), iyi olusturulmus bir climle olusturmayi amaglayan
uzaktan algilama goriintii yazis1 (RSIC), son yillarda daha fazla ilgi gordiigiinden;
RSIC’de, kodlayict ve kod ¢oziicliniin iki alt modelini iceren kodlayici-kod ¢oziicii
mimarisi 6nermistir. Elde edilen performans i1yi olmasina ragmen, kodlayici-kod ¢oziicii
mimarisi, agiklanabilirligi olmayan bir kara kutu modelidir. Bu dezavantajin iistesinden
gelmek icin, RSIC i¢in yeni bir agiklanabilir sdzciik-ciimle cergevesini dnermislerdir.
Onerilen kelime-ciimle gercevesi iki boliimden olusur: kelime ¢ikarici ve ciimle
olusturucu. Kelime cikarici verilen uzaktan algilama goriintiistindeki degerli kelimeleri
c¢ikarirken, ciimle olusturucu bu kelimeleri iyi olusturulmus bir ciimle halinde diizenler.

Komal Kumar ve ark.’nin (2019) onerdigi yontem, mevcut resim yazisi
olusturucu sistemini daha da gelistirmek i¢in derin 6grenme {izerinde durulmasidir.
Bolgesel Nesne Dedektorii (RODe) algilama, tanima ve altyazi olusturma i¢in kullanilir.
Goriintiilerden altyazi elde etmek i¢in genellikle derin 6grenme kullanilmigtir. Derin
ogrenme ile gelen basarilarin yani sira olusan altyazilarin dogrulugunda, duygularda
baz1 eksiklikler ortaya c¢ikmaktadir. Bu eksikliklerin giderilmesi i¢in yeni ve
kombinatoryal drnekler iiretmek icin Uretken Diisman modelleri dnerilmistir. Daha
spesifik olarak, resimler i¢cin daha dogru ve anlamli altyazilar olusturmak igin veri
kodlamalarin1 denetimsiz bir sekilde Ogrenen sinir aglart olan g¢esitli otomatik
kodlayicilar 6nerilmistir.

Amirian ve ark. (2019), gorsel tabanli metin iiretme modelinin tanitildigi bir
calismada goriintiiler ve metinler bir araya getirilerek birbiri arasindaki iliskinin daha iyi
olmas1 saglanmistir. Bu calismada modelin goriintii ve metin arasindaki iligkiyi tam

anlamiyla yakalayabilmesi i¢in encoder-decoder mimarisi kullanilmustir.



Xu ve ark. (2015), daha iyi ve daha odakli altyazilarin {iretilmesini amaglayan
bir ¢alismada gorsel dikkat mekanizmalarini kullanmislardir. Gelistirilen modelde
kelime olusturulurken hangi béliimiin goriintiide 6nemli oldugu vurgulanmaktadir.

Lu ve ark. (2016), Visual Sentinel yani gorsel bekgi olarak adlandirilan bir
mekanizma kullandiklar1 ¢alismalarinda modelin ne zaman gorsel bilgiye odaklanmasi
gerktigi belirlenmektedir. Bu sayede baglam yakalanilarak agiklamalar iiretilir.

Gupta ve Malik (2015), daha ayrintili ve baglami zengin bir sekilde agiklama
olusturmaya odaklanan bir ¢alismalarinda Gorsel Anlamsal Rol Etiketlemesi (Visual
Semantic Role Labeling) konseptini tanitmislardir.

Wang ve ark. (2022), dil tabanli Transformer modellerini altyazi olusturma igin
uyarlanan bir calisma yapmistir. Gorsel ve metin verilerinin daha iyi bir sekilde
birlestirilmesi saglanarak ve biiyiik metin verileri kullanilarak daha iyi agiklamalar elde
edilmesini saglamislardir.

Vinyals ve ark. (2014), Altyazi olusturma konusunda yaptiklari bir ¢alismada
nesne tespiti ve yerellestirme kullanilmislardir. Model, goriintideki nesneleri
taniyabilmekte ve bu nesnelerin yerini ve iliskilerini agiklamalara entegre
edebilmektedir.

Mirza Muhammad Ali Baig ve ark. (2018), calismalarinda, semantik kelime
yerlestirme ve mevcut son teknoloji nesne tanimlama algoritmalarin1 kullanarak
bilinmeyen nesneleri ve siniflar1 tanimlamak i¢in Zero-Shot Learning kavramlarini
igeren bir ¢dziim Onerilmektedir. Onerilen modelde, Novel Word Injection kullanarak
onceden egitilmis bir altyazi olusturucu ile veri kiimesinde bulunmayan nesneleri resim
yazisina enjekte etmek i¢in olusturucunun ¢iktisi lizerinde ¢alisilmistir.

Kenan Emir Ak ve ark. (2022), yaptiklari ¢alismada, bir sahnede neyin
degistigini tanimlamay1 amagclar ve her iki gérevin de iiretici aglara dayandigi TIM'in
ters versiyonu olarak kabul edilen CC (Change Captioning) onermislerdir. TIM
yontemlerindeki son gelismeler, manipiile edilmesi gereken dogru bolgelere
odaklanamamalar1 nedeniyle giris goriintiileri ve metinsel agiklamalar arasindaki iligkiyi
yakalamakta zorlanmaktadir. Sinif kosullu etiketlere gére karmasik metin verilerini
anlamakta da zorlanilir. Bunun i¢in TIM' degisiklik altyazis1 (CC) ile birlestiren ve
birlikte egitimin faydalarini kullanan bir ¢er¢eve sunulmustur.

Chunlei Wu ve ark. (2020), Resnet'in ¢ok seviyeli Oznitelik haritalarinin
hiyerarsik bir sekilde entegre edildigi, takviyeli 6grenme yoOntemlerine dayali resim

altyazis1 i¢in temel olarak bir Hiyerarsik Dikkat Fiizyon (HAF) modeli sunmaktadir.



Yeniden degerleme agi (REN), bir alt yazidaki her kelimenin Onemine goére her
kelimeye farkli agirliklar atayarak CIDEr (Consensus-based Image Description

Evaluation) puanini yeniden degerlendirmek i¢in kullanirlar.



3. MATERYAL VE YONTEM

3.1. Yapay Zeka (Artificial Intelligence, Al)

Giintimiiz teknolojisinde gercekten 6nemli bir yere sahip olan yapay zeka, sesleri
algilama, insans1 davraniglar gdsterme, hareket, konusma gibi yeteneklerin toplami olan

yazilim ve donanim sistemleridir.

3.1.1. Yapay Zeka Tiirleri

Al, insan zekasinin nasil kullanildigina bagl olarak ii¢ sekilde incelenebilir.

3.1.1.1. Dar Yapay Zeka (Artificial Narrow Intelligence, ANI)

Bugiin giinliik hayatta goriilen yapay zeka dar yapay zekadir. Aslinda, bugiin var
olan tek yapay zeka tiirii de budur. Sinirli islevselligi nedeniyle zayif kabul edilir. Dar
yapay zekanin arka planinda aslinda tam anlamiyla bir diisiinme ve kavrama yoktur.
Belirli bir konuda insana yakin veya insandan daha iyi sonuglar ortaya cikarir. Ozellikle
belirli alanlara odaklandigindan dolay1 nedensel iliskiler kurmaya calisir.

- Otonom araglar

- Saglik alaninda biyogdriintiileme, robot asistanlar

- Yiiz algilama

- Siber giivenlik

Yukaridaki alanlar dar yapay zekanin ¢evremizdeki uygulama alanlaridir. Siri,

Alexa ve Google asistan dar yapay zekaya ornektir.

3.1.1.2. Genel Yapay Zeka (Artificial General Intelligence, AGI)

Genel yapay zeka, yalnizca insanlar kadar karmasik, zekanin isleyisiyle ilgili
gorevleri gerceklestirebilen bir tiirdiir. Ister daha 6nce 6grenmis olsun ister ilk kez
deneyimlemis olsun, 6grendigi becerileri kullanir. Kendisine atanan gorevleri kendi
kendini kesfetme yoluyla da tamamlayabilir. Yalnizca teorik olarak s6z konusudur.

Gilinlimiizde bir varsayim olarak bulunan genel yapay zeka uygulamaya

gecildiginde insan zekasinin isleyisine, sahip oldugu yeteneklere erismis olacaktir. Bu



ayn1 zamanda diger akilli sistemlerin duygularini, inanglarini, ihtiyaglarin1 ve diisiince

stireclerini taniyabilecegi anlamina gelir.

3.1.1.3. Siiper Yapay Zeka (Artificial Super Intelligence, ASI)

Genel yapay zeka uygulamaya gectikten sonra siiper yapay zeka konusulabilir.
Insanlarm anlamas1 miimkiin olmayan tahmin etme, diisiinme yeteneklerine sahip olur.

Insan beyninin temel ¢alisma ilkelerine ve islevlerine dayanan fakat insanin
sahip oldugu beynin ve insan beynine ait olan disiince sisteminden daha iistiin
ozelliklere sahip yazilim ve algoritmalarin ortaya ¢ikacagi tahmin edilmektedir. Siiper
yapay zekanin kendi donanimini olusturabilecegi gibi kendi algoritmalarimi da
olusturabilecegi diisiiniilmektedir.

Hawking "Etkili yapay zeka yaratmadaki basari, uygarligimizin tarihindeki en
biiyiikk olay olabilir. Ya da en koétiisii. Sadece bilmiyoruz. Bu nedenle, yapay zeka
tarafindan sonsuz bir sekilde yardim edilip edilmeyecegimizi veya onun tarafindan
gérmezden gelinip, bir kenara atilip atilmayacagimizi veya onun tarafindan makul bir
sekilde yok edilip edilmeyecegimizi bilemeyiz" diyerek yapay zeka yaratma ve
kullanma kurallarinin belirlenmesine dikkat ¢ekilmistir (Oztiirk ve Sahin, 2018).

3.1.2. Yapay Zeka Bilesenleri

3.1.2.1. Makine Ogrenmesi (Machine Learning, ML)

Makine o©grenimi, ilk olarak 1900'erin ikinci yarisinda ortaya c¢ikmaya
baslamistir. Bilgisayar Ogrenimi ve yapay zekada Oriintli tanima c¢alismalarinda
gelistirilen bilgisayar biliminin bir alt dalidir. Makine 6grenimi, verileri yapilandirma ve
tahminlerde bulunma islevi olarak 6grenme yetenegine sahip algoritmalarin ¢calismasini
ve ingasini inceleyen bir sistemdir. Bu algoritmalar, dengeli program yonergelerini siki
bir sekilde takip etmek yerine, girdi orneklerinden elde edilen verilere dayali olarak
tahminler ve kararlar almak i¢in bir model olusturarak ¢aligir.

Makine 6grenmesi algoritmalari amaglarina gore 4’e ayrilmistir. Bu kategoriler

ilerleyen boliimlerde incelenecektir.



3.1.2.2. Derin Ogrenme (Deep Learning, DL)

Yapay zekanin bir alt dali olan makine 6grenmesinin alt dalidir. Birden ¢ok
katmandan olusan makine 6grenimi yontemidir.

Makine 6grenimi ile derin 6grenme arasinda ortak yonler olsa da derinlemesine
incelendiginde iki teknoloji arasinda ciddi farklar oldugu gériiliir. Ornegin, makine
ogreniminde islemleri tek bir katmanda gerceklestirmek miimkiin iken derin 6grenmede
birden ¢ok katmani ayni anda islemek miimk{indyir.

Ote yandan, makine dgreniminde daha fazla yapiya ihtiya¢ vardir. Burada,
verilerin bir etiketi olmasi ¢ok dnemlidir. Ancak derin 6grenmede algoritmalarin belirli
etiketleri olmamasina ragmen veri 6geleri adina iliskiler belirlenebilir.

Sahip olunan verinin hacmi ne kadar genis olursa, derin 6grenme o kadar
miikemmel olur. Insanlar i¢in baz1 grevler olusturmak basittir, ancak bilgisayarlar icin
aynt sey soOylenemez. Bilgi soyutlamasi, gorevleri karmasiklastiran katmanli sinir
aglarinda giderek daha 6nemli hale gelmektedir. Derin 6grenmede, bilgi nispeten daha

soyut yontemler kullanilarak islenmelidir (Eker ve Duru, 2021).

3.1.2.3. Yapay Sinir Aglan (Artificial Neural Network, ANN)

Biyolojik sistemlerde Ogrenme, ndronlar arasindaki sinaptik baglantilari
diizenleyerek gerceklesir. Baska bir deyisle, insanlar dogumdan itibaren bir 6grenme
stireci i¢indedirler. Bu siirecte beyin siirekli bir biiylime sergiler. Yasadigi siire boyunca
elde edilen deneyimler ile iki néronun baglanti noktalari olan sinaptik baglantilar
ayarlanir ve hatta yeni baglantilar olusur. Ogrenme bu sekilde gerceklesir.

Yapay Sinir Ag1 da karmagsik problemleri ¢6zmek igin insan beynindeki sinir
hiicrelerinden model alinarak olusturulan sayisal sinir ag1 modelidir.

Yapay sinir aglarinin genel yapisi asagidaki gibidir.

Girdi katmami: Dis diinyadan gelen girdilerin yapay sinir agina giris yaptigi
katmandir. Bu katmanda disaridan gelen girdi kadar hiicre bulunmasa bile, girdiler
herhangi bir islem gérmeden alt katmanlara iletilir.

Ara (gizli) katman(lar): Girdi katmaninin ¢iktis1 bu katmanin girdisidir. Ara
katmanin sayis1 aglar arasinda degisiklik gosterebilir. Bazi sinir aglarinda orta katman
bulunmazken, bazi sinir aglarinda ¢ok sayida orta katman bulunur. Bu katmanlarda

bulunan hiicre sayis1 girdi ve ¢ikti sayilarina bagh degildir. Gizli katmanlardaki



hiicrelerin sayisinin artmasi hesaplama karmasikligini ve siiresini artirsa da yapay sinir

aglarmin daha karmasik problemlerin ¢éziimiinde kullanilmasina da olanak saglar.

Cikis Katmani: Ara katmanin ¢iktis1 bu katmana girdi olarak gelir ve bu bilgiler

islenerek ag sonuglar tretilir. Bu katmanin sonucu ise dis diinyaya gonderilecek olan

son c¢iktidir. Sonu¢ kullanilarak yapay sinir ag1 i¢in yeni agirliklar hesaplaniyorsa,

bunlara geri beslemeli aglar denir (Seker ve ark., 2017).

Aktivasyon Fonksiyonu:

Bu fonksiyon, hiicrenin net girdisini isler ve hiicrenin bu girdiye yanit olarak
iiretmesi gereken ¢iktiyr belirler,

Aktivasyon fonksiyonlarmin lineer olmamasi, yapay sinir aglarmin da
dogrusal olmadig1 anlamina gelir,

Aktivasyon  fonksiyonunun  tlirevinin  hesaplanmasinin ~ karmasik
olmayanlardan se¢ilmesi de g6z Oniinde bulundurulmas: gereken bir
noktadir. Geribesleme aglarinda bu fonksiyonlarin tiirevi de kullanildigindan
dolay1 tiirevi daha kolay hesaplanabilen bir islev segilerek hesaplamada
yavaslamanin Oniine gegilir,

Giintimiizde en fazla kullanilan "Cok Katmanli Perceptron", aktivasyon

islevi olarak genellikle "sigmoid islevi" kullanilmaktadir,

(Ser ve Bati, 2019).

Yapay sinir aglarinin simflandirilmasi:

Yapilarina Gore:
Ileri Beslemeli Aglar
Geri Beslemeli Aglar

Ogrenme Algoritmalarina Gére
Danmigmali Ogrenme
Danismasiz Ogrenme
Destekleyici Ogrenme

Ogrenme Zamanina Gore
Statik Ogrenme

Dinamik Ogrenme

Ileri beslemeli aglar:

lleri beslemeli aglarda, néronlarin bastan sona kadar diizenli katmanlari vardir.

Katmanlar arasi sadece bir baglant1 vardir. Yapay sinir agina gelen bilgiler sirasiyla orta
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katmanlarda ve ¢ikis katmaninda iglendikten sonra giris katmanina gegerek daha sonra
dis diinyaya ¢ikar.

- Tek yonlii bir bilgi akis1 mevcuttur.

- leri beslemeli ag modelinde giris katmanindan elde edilen ¢iktilar gizli
katmana iletilir.

- Ara ve c¢ikis katmanlarindan, bilginin iglenmesi sonucu ile ¢ikis degeri
hesaplanir.

Geri beslemeli aglar:

Geri beslemeli sinir aglarinda, ileri beslemeli aglardan farkli olarak, bir hiicrenin
verdigi sonug bir sonraki hiicrenin katmanina giris verisi olarak saglanmaz. Ayrica bir
onceki katmandaki herhangi bir hiicreye veya kendi katmanina girdi olarak baglanabilir.

- Geri beslemeli sinir ag1, ¢ikis katmanindan ve ara katmandan gelen ¢iktilarin
onceki birimlere ya da gizli katmanlara geri yayildigi bir ag yapisidir.
Boylece, bilgi hem ileri hem de geri yonlii islenir (Backpropagation).

- Bu tiir yapay sinir aglar1 dinamik bellege sahip olmasindan dolay1 ¢ikti hem
mevcut girisi hem de oOnceki girisi aninda gosterir. Bu nedenle, tahmin
uygulamalari i¢in 6zellikle uygundurlar.

- Geri bildirim aglari, farkli tiirdeki zaman serilerini tahmin etmede ¢ok
basarili olmustur. Hopfield, SOM (Self-Organizing Map), Elman ve Jordan
aglar1 6rnek olarak verilebilir.

Denetimli 6grenme:

Denetimli 6grenme sirasinda sinir agina saglanan girdi verileri igin ¢ikis
degerleri de saglanir. Gelen giris verileri ile ¢iktilart iretmek i¢in ag, kendi agirliklarini
giincelleyerek ilerler. Ag cikist ile elde edilmesi istenen cikis arasindaki hata degeri
hesaplanir ve yeni ag agirligi hesaplanan bu degere gore siralanir.

Denetimsiz 6grenme:

Ogrenme siirecinde aga yalnizca drnek girdiler iletilir. Elde edilmesi istenen
cikti degerleri verilmez. Giris bdoliimiinde verilen bilgilere gore ag, her siirlimii
digerinden smiflandirmak i¢in kendi kurallarini olusturur. Ayni 6zelliklere sahip
dokular1 ayirmak i¢in ag baglanti agirhiklarimi gilincelleyerek Ogrenme siirecini

tamamlar.
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Destekleyici 6grenme:

Bu yontemde, agin her yinelemesinin sonucunun basar1 durumu hakkinda bilgi
verilir. Ag, bu bilgilere gore tekrardan diizenlenir. Bu sekilde ag, bir girdi dizisi ile hem
0grenme hem de ¢ikarim yapmaya devam eder.

Statik 6grenme:

Sinir ag1, kullanimdan once egitilen statik bir 6grenme kuraliyla calisir. Bu
egitimin tamamlanmasmin ardindan istenildigi gibi kullanilabilir. Fakat bu agi
kullanirken agirliklarda herhangi bir degisiklik yoktur.

Dinamik 6grenme:

Dinamik 6grenmenin temel mantigl ise sinir aglarmin ¢alisirken 6grenecegini
ongorerek tasarlanir. Agin egitim asamasinin tamamlanmasinin ardindan sonraki
kullanimlarda ¢iktinin onayina gore agirliklart degistirerek calismaya devam eder

(Seker ve ark., 2017).

3.1.2.4. Dogal Dil isleme (Natural Language Processing, NLP)

NLP yapay zekanin en Onemli konularindan birisidir. Dogal dil isleme, bir
bilgisayarin konusulan dili anlama, anladigini yorumlama ve hatta sifirdan kendi
climlelerini olusturma yetenegi olarak adlandirilir. Bilgisayar bilimi (6zellikle yapay
zeka ve makine 6grenimi) ile dilbilimi birlestiren bir ¢aligmadir.

Bankacilik sitelerinde konusan chatbot'lar, telefondan asistana verilen komutlar,
Google/Microsoft Translate ile olusturulan ceviriler, mesaj yazarken telefonun bir
sonraki kelimeyi tahmin etmesi gibi teknolojiler tamamen dogal dil isleme siirecidir.
NLP, makine 6grenimi algoritmalart ile birlikte kullanildiginda, gorevleri kendi kendine
yapmay1 6grenen ve deneyimleyerek gelisen sistemler olusturur (Kiigiik ve Arict, 2018).

Dogal dil islemede s6zdizimsel analiz ve anlamsal analiz olmak {izere iki teknik
uygulanir.

S6zdizimsel analiz, kelime sirasim1 ve kelimeler arasindaki iliskileri belirlemek
icin temel gramer kurallarini kullanarak metni analiz eder.

- Simgelestirme; simge isimleri verilmis olan climle ya da sézciiklerden olusan

daha minik parcalara boliinmesi ana metnin islenmesini kolaylastirir.

- Konusma etiketleme; kelimelerin etiketlenerek (isim, fiil, zarf gibi)

anlaminin anlagilmasini saglar.
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- Lemma ve kok; daha kolay ayristirma i¢in bir sdzcligii tanidik temel
bi¢imine indirgeme.

Semantik analiz, metnin anlamini1 ¢ikarmak igin kullanilan dogal dil isleme
teknigidir. Baslangigta, kelime anlamlart kontrol edilir. Ardindan kelimelerin
kombinasyonlarini ve baglam i¢indeki anlamlarini kontrol eder. Semantik analizin bazi
temel gorevleri soyledir:

- Kelimelerin anlamindaki net olmayan durumlar1 ortadan kaldirma; net olarak
belirlenen bir baglamda kullanilan bir kelimenin anlamini belirlemeye
caligmaktir.

- Baglant1 kurma; mekanlar, insanlar vb. gibi varliklarin nasil oldugunu metin
iizerinde anlamaya calismak.

- Kelimeleri c¢ikarma; anlam degeri olmayan sik kullanilan kelimeleri
kaldirma.

Dogal dil islemenin bazi1 kullanimlari:

Duygu analizi: Metindeki duygulari tanimlamak ve yorumlari olumlu, olumsuz

veya notr olarak siniflandirmak.

Dil ¢evirisi: Farkli dillerde iletisim kurmalarina izin vererek isletmelerin kiiresel
iletisimlerini gelistirmelerine veya yeni pazarlara girmelerine yardimci olmak.

Metin ¢ikarma: Metinden Onceden tanmimlanmis bilgileri ve ilgili anahtar
kelimeleri ¢ikarmaya izin vermek.

Konu smiflandirmasi: Yapilandirilmamis metni kategoriler halinde diizenlemeye

yardimer olmak (Yiiksel ve Karabiyik, 2022).

3.1.2.5. Bilgisayarh Gorii (Computer Vision, CV)

Kisaca yapay gorme denilebilir. Temel olarak bilgisayarla gérme, insan beyninin
gorme konusunda yapabildigini makinelere yaptirmaya c¢alismaktir. Ana gorevi
nesneleri tanimaktir. Nesneleri tanimlar ve gruplandirir. Amag, dijital bir goriintiiniin ya
da bir videonun igerigini anlamaktir. Makinelerin goriintiilerden nesneleri, metinleri
veya modelleri ¢ikarmasina izin verir.

Dogal gormede insan beyninde gerceklesen islemler olduk¢a karmasiktir.
Dolayisiyla géren ve gordiigiinii anlamlandiran makinelerin bir kamera ve belirli

algoritmalar ile ortaya cikmasi sanildigindan daha zordur. Bu alanda uzun siiredir
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caligmalar, aragtirmalar yapilmasina ragmen heniiz tam anlamiyla insan gibi goren bir
makine yapilmamustir.

Diger bir sebep ise resim diinyasinin ¢ok renkli ve karmasik olmasidir. Birden
fazla ortlisen nesne arasinda ayrim yapmak insan beyni i¢in kolaydir, ancak makineler
icin tam tersi olabilir. Konum, 15181in gelisi, onlinde veya yaninda bir engel olup
olmadig1 gibi sayisiz durum vardir ve bir nesneyi tanimak ig¢in bir algoritmanin bu
sonsuz durumlar1 analiz etmesi ¢ok zor olabilir.

Bilgisayar goriisii ¢ok fazla veri gerektirir. Farkliliklar1 ayirt edene ve sonunda
goriintilyii taniyana kadar veri analizini tekrarlar. Ornegin, bir bilgisayara bitkileri
tanimay1 6gretmek, farkliliklarini 6gretmek ve Ozellikle bitki tiirlerini tanimak igin
birgok bitki resminin ve bitki ile ilgili goriintiilerin girdi olarak verilmesi gerekir.

Goriintiiler tizerinde calismaya baslandiginda derin 6grenme algoritmalarini
kullanmak gerekir. Bu algoritmalar sayesinde goriintiiler tizerindeki nesneler birbirinden
ayirt edilebilir (Unay, 2021).

3.1.3. Yapay Zeka Nasil Calisir?

Yapay zeka, insan zekasini taklit ettiginden dolay1 insan beyninin ¢alistigi gibi
calisir. Biiylk miktarda veriyi analiz eder, korelasyonlar, modeller olusturur ve
sonuglar belirli durumlar hakkinda tutarli tahminler yapmak icin kullanir. Ornegin, bir
chatbot, gercek bir insan gibi iletisim kurmay1 6grenmek i¢in olusturdugumuz modelleri
kullanabilir. Benzer sekilde milyonlarca drnegi tarayarak goriintiilerdeki nesneleri nasil
tanimlayacagini 6grenebilir. Yapay zeka sistemleri ii¢ biligsel yetenege dayanmaktadir.

Ogrenme siireci:

Biiyik miktarda veri toplanir ve bunlarin nasil kullanilabilir bilgiye
dontistiiriilecegine dair kurallar olusturulur. Bu kurallara algoritma denir. Yapay zekaya
belirli bir gorevi nasil tamamlayacagina dair adim adim talimatlar verir.

Muhakeme siireci:

Yapay zeka, istenen bir sonuca ulagsmak ic¢in dogru algoritmanin nasil
secilecegini gosterir.

Kendi kendini diizeltme siireci:

Bu devam eden bir siiregtir. Algoritmalar miimkiin olan en dogru sonuglar
vermek icin siirekli gelistirilmektedir. Zamanla yapay zeka daha tutarli sonuglar

saglayacaktir (Oztiirk ve Sahin, 2018).
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3.2. Makine Ogrenmesi

Makine Ogrenimi, bilgisayarlarin programlama olmadan calismasini, verileri
kesfetmesini, kaliplar1 tanimasini1 ve biiyiik verilerdeki degiskenler arasindaki iliskileri
O0grenmesini saglayan algoritmalarin ve istatistiksel modellerin bilimsel olarak
incelenmesidir.

Algoritmalar, makine 6greniminin temelini olusturur. Farkli makine 6grenimi
tiirleri vardir ¢ilinkii  kullandiklar1 algoritmalar farkli yapilara sahiptir. Makine
O0greniminin temelini olusturan ve makine Ogreniminin tiirlerini ortaya koyan
algoritmalar bu boliimde incelenecektir.

Makine O0grenimi siireci; problemin, neyin tahmin edilmesi gerektigi ve bu
tahminleri yapmak icin hangi gozlemlerin gerekli oldugu acisindan tanimlanmasi ile
baglar. Ardindan bir veri seti olusturmak i¢in yapilandirilmis verileri veya
yapilandirilmamis verileri toplamak gerekir. Daha sonra makine 6grenimine uygun
veriler hazirlanir ve verilerde anlamli degiskenler olusturulur. Verilerin hazirligindan
sonra yapilacak olan 6nemli bir islem ise tahmin igin bir model segmektir. Sorunu en iyi
tanimlayan ve verilere uyan model secilir. Eldeki veriler, modelin ¢iktilar1 tahmin etme
yetenegini kademeli olarak gelistirir. Veri Seti ti¢c boliime ayrilir. Bunlar; egitim veri
seti, dogrulama veri seti ve test veri setidir. Egitim ve dogrulama verileri model
egitiminde, test verileri ise model dogrulamada kullanilir. Ardindan modelin egitim i¢in
hi¢ kullanilmamus veriler iizerinde test edilmesi gerekir. lyilestirme ve yorumlama i¢in
egitim sonuglart kullanilir. Elde edilen sonuclar degerlendirdikten sonra, sonuglarin
daha da iyilestirilip iyilestirilemeyecegini gérmek Onemlidir. En iyi sonuclar1 veren
uygun parametreler ayarlanarak sonuglar iyilestirilir. Son olarak ise modelin bilmedigi

veriler kullanilarak tahminler yapilir.
3.2.1. Makine Ogrenmesi Algoritmalar
3.2.1.1. Gozetimli Ogrenme (Supervised Learning)
Denetimli 6grenme boyunca aga iletilen girdi verileri igin ¢ikti sonuglar1 da
belirtilir. Ag, verilen girdiye gore beklenen ¢iktiyr iiretmek icin agirliklari yeniden

hesaplar ve giinceller. Gergek c¢iktilar ile beklenen ¢iktilar arasindaki hata hesaplanir ve

yeni agirliklar bu hata oranina gore yeniden giincellenir.
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Denetimli 6grenmenin en kotii yani, egitim verilerini olusturmaktir. Egitim
verileri, makine 6grenimi tekniklerini kullanarak bir islev olusturmak i¢in kullanilir. Bu
islev, yeni gelen verileri tahmin etmeye calisir. Bu egitim verilerini hazirlamak,
denetimli 6grenmenin en ¢ok zaman alan kismidir. Kotli hazirlanmis egitim verileri ¢ok
zayif tahminlere yol agar. Bu egitim verileri olusturulurken iki veya ii¢ kisinin rehberlik

etmesi avantajhdir.

3.2.1.2. Gozetimsiz Ogrenme (Unsupervised Learning)

Denetimsiz 6grenmede, egitim sirasinda aga yalnizca ornek giris verileri verilir.
Istenen ¢ikti degerleri verilmez. Giris verilerine gore ag, her 6rnegi birbirine gore
siiflandiran kendi kurallarini olusturur. Ag baglant1 agirliklart ayni 6zelliklere sahip
baska bir doku iizerine yerlestirilerek 6grenme islemi tamamlanir.

Denetimsiz 6grenmede egitim i¢in ayrilan bir veri seti bulunmaz. Bu bdliimde
kullanilan algoritmalar, elde bulunan verileri gruplandirmaya ve daha sonra gelen
verileri en uygun gruba atamaya g¢aligir. Denetimsiz 6grenmenin uygulanmasinin kolay
olmasinin sebebi ise egitim veriSinin olmayisidir. Fakat baz1 kolay olmayan sorunlarda

¢ok 1yi sonug¢ vermeyebilir.

3.2.1.4. Takviyeli Ogrenme

Bu yontemde, agin her yinelemesinin sonucunun basart durumu hakkinda bilgi
verilir. Ag, bu bilgilere gore tekrardan diizenlenir. Bu sekilde ag, bir girdi dizisi ile hem

ogrenme hem de ¢ikarim yapmaya devam eder (Seker ve ark., 2017).

3.3. Derin Ogrenme

Makinelerin, insan beyninin isleyisini ve yapisint kopyalayarak ogrenme ve
kavrama yeteneklerine insan denetimi olmadan sahip olmasidir. Kisacasi diisiinen ve
hisseden makinelere dogru giden bir yoldur.

Makine 6grenmesinin bir alt dali olan derin 6grenme, makine 6grenmesi gibi
ogrenmesi smirli degildir. Derin 6grenme sistemlerinde sonuglar, girdi verilerinin

boyutu ve tutarliligina bagh olarak siirekli iyilesir.
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Insan zihni ile biiyiik veriyi islemek oldukca zordur, hatta imkansizdir. Yeterli
insan zihni elde edilmis olsa dahi bu veri setlerinden 6zellikleri ¢ikarmak oldukg¢a uzun
zamanlar alir. Derin 6grenme bu 0Ozellik ¢ikarma, siniflandirma siirecini ¢ok 1yi bir
derecede basitlestirir. Derin 6grenme sayesinde yapay zeka sistemleri insan denetimi
olmadan kendi kendini egitebilir ve gelistirebilir. Bazi derin &grenme mimarileri

asagida maddeler halinde agiklanmigtir.

3.3.1. Evrisimli Sinir Ag1 (Convolutional Neural Network, CNN)

Geleneksel bir Konvoliisyonel Sinir Agi mimarisi genellikle ti¢ katmandan
olusur. Bunlar; Evrisim katmani (CONV), Ortaklama (POOL), Tam Baglant1 (Fully
Connected, FC) katmanlaridir (Sekil 3.1.). Fotograf ve video goriintiileri, metin, ses
benzeri giris verileri igin bazi derin 6grenme algoritmalart kullanilarak 6grenme
gerceklesir. Normal sinir aglarinin aksine, CNN'ler girdi verilerindeki o6zellikleri
tanimlamak icin filtreler veya cekirdekler adi verilen kiiciik matrisler kullanir. Bu
filtreler giris verilerini kaydirir ve her noktada bir ¢ikti iiretir. Bu sekilde ag, girdi

verilerinden 6zellikleri 6grenir ve bu 6zellikleri daha st diizey 6zelliklerde birlestirir.

Girig gorintisini Evrigim Ortaklama Tam baglanti

Sekil 3.1. Evrisimli Sinir Ag1 (Evrisimli Sinir Ag1, 2018)

Bilgisayar herhangi bir goriintiiyii algiladiginda (bir goriintiiyli girdi olarak
aldiginda), bir dizi piksel degeri goriir. Goriintiiniin boyutuna ve piksellerine bagh
olarak belli boyutlarda bir sayr dizisi goriintiilenecektir. Netlestirmek icin JPG
formatinda renkli bir gorselin oldugunu ve boyutunun 480x480 oldugunu varsayalim.
Bu noktadaki piksel yogunlugunu temsil eden dizi 480x480x3'tlir. Bu sayilarin goriintii
smiflandirmast i¢in bir anlami yoktur, ancak bilgisayar tarafindan kullanilabilen
girislerdir. Buradaki amag, bu sayr kiimesi verildiginde, bilgisayarin goriintliniin
herhangi bir sinifa ait olma olasiligini1 temsil eden bir say1 dondiirmesi gerektigidir.

Bilgisayarlarin herhangi bir goriintiiyii taniyabilmesini ve bir tavsani tavsan ya

da fili fil yapan benzersiz oOzellikleri bulabilmesi istenir. Bu, zihnimizde ve
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bilingaltimizda gergeklesen dogal bir siirectir. Bir filin resmine bakilip ardindan goriintii
tizerinde hortum veya dort ayak gibi taninabilir 6zelliklere sahip olup olmadigina gore
siniflandirilabilir. Bu 6zelliklere benzer olarak, bilgisayarlar goriintii siniflandirmasini
daha soyut kavramlara dayandirabilir. Bunlar kenarlar ve egriler gibi diisiik seviyeli
ozelliklerdir. Ve evrisimli katmanlar ile bu soyut Ozelliklere bakarak siniflandirma

yapilabilir (Evrisimli Sinir Ag1, 2018).

3.3.1.1. CNN Katmanlarn

Convolutional Layer: Bu katman, CNN'in temel taslarindandir. Gorinti
ozelligini tanimak tizerine gorevlidir. Goriintiiden farkli seviyelerde (diisiik, yiiksek)
ozellikleri ¢ikarmak icin goriintiiye birkag filtre uygular. Uyguladig: filtre, 6rnegin
kenar algilama icin bir filtre olabilecegi gibi birden fazla boyutu vardir ve piksellerin
degeri vardir (5x5x3 gibi). Burada 5, matrisin yiiksekligini ve genisligini, 3 ise matrisin
derinligini gosterir. Bu filtrenin nasil uygulandigina bakilacak olunursa;

Anlagilir olmasi adina tek bir kanal i¢in filtre islemi yapilir. Goriintiiniin 1'ler ve
0'lar igeren 5x5'lik bir goriintii oldugu goriiliir (Sekil 3.2.). 3x3 boyutunda bir filtre
olusturulur (Sekil 3.3.).

i1/1|0|0
011|100
0 0/ 1 1|1
0 0|1 1|0
01,1 0|0

Sekil 3.2. Ornek resim

1
0|10
1

Sekil 3.3. Filtre

Ilk olarak filtre, goriintiiniin sol iist kosesine yerlestirilir. Bu durumda, iki
matrisin (goriintii ve filtre matrisleri) indekslerine ¢arpim igslemi uygulanir. Daha sonra
tiim sonuglar toplanir ve ¢ikis matrisi elde edilir. Ardindan, bu filtre bir piksel saga
taginarak bu ¢arpma islemi yeniden gerceklestirilir. Birinci satir tamamlandiginda ikinci
satira gecilir ve islem yeniden uygulanir. Tiim islemler tamamlandiktan sonra bir ¢ikti

matrisi elde edilir. Burada 3x3 filtre, 5x5 goriintii matrisinde yatay ve dikey olarak 3
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kez hareket eder, dolayistyla ¢ikis matrisi 3%3 olur. Goriintii 6x4 ve filtre 3x3 ise ¢ikis
matrisi 4x2 olacaktir (Sekil 3.4.). Bu ¢ikti matrisine genellikle 6zellik haritasi denir.
Yani, filtreyi goriintii tizerinde hareket ettirir ve 6zellikleri algilamak i¢in basit matris
carpimint kullanir. Birden ¢ok 06zelligi algilamak i¢in genellikle birden ¢ok filtre

kullanilir. CNN aglarmin birden ¢ok evrisimli katmani vardir.

1/1,1,/0|0
&I 1/1/1]0 4
0/0)1 11
o|j0j1/1|0
of1|1/0(0
Convolved
Image Feature

Sekil 3.4. Filtre uygulanist

Non-Linearity Layer: Dogrusal olmayan katmanlar genellikle tiim evrigimli
katmanlardan sonra yerlestirilir. Bu katman, etkinlestirme islevlerinden birini kullandig1
icin etkinlestirme katmani olarak adlandirilir. Daha 6nce lineer olmayan fonksiyonlar
(Sigmoid, Tahn) kullanilirken, sinir ag1 6grenme hiz1 agisindan en iyi sonuglari verdigi
icin artik komiitasyon fonksiyonu (ReLu) kullanilmaktadir.

Ozellik haritasina (Sekil 3.5.) ReLu fonksiyonunu uygulamak, yukaridaki gibi
sonu¢ verir (Sekil 3.6.). Ozellik haritastmin siyah seviyesi negatiftir. Relu

fonksiyonunun uygulanmasindan sonra siyah diizeyi kaldirilir ve 0 ile degistirilir.

Non-Linear

Original Image Feature Map

Sekil 3.5. Ozellik ¢ikarimi
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ReLU activation function
x 8(x)

.
-4 -2 F 2 4

Sekil 3.6. ReL.u Fonksiyonu

Pooling Layer: Bu katman genellikle bir CNN'de birbirini izleyen evrisimli
katmanlar arasina eklenir. Bu katmanin gorevi, filtre kaydirma boyutunu ve agdaki
parametre ve hesaplama sayisini giincellemektir. Bu sekilde agdaki uyumsuzluklar
kontrol edilir. Birgok havuzlama islemi vardir, ancak en yaygin olant maksimum
havuzlamadir (Sekil 3.7.). Bu filtre asagidaki (4x4) gorselde goriilebilir. Resimden de
goriilecegi gibi, filtreler kapladiklar1 alan i¢inde en biiyiik sayiy1 secer. Bunun sebebi

sinir aginin dogru karar verebilmesi i¢in gerekli olan bilgiyi iceren kiiciik ¢iktilar

kullanilmasidir.
Tip Maksimum ortaklama Ortalama ortaklama
A Her ortaklama iglemi, gegerli matrisin Her ortaklama iglemi, gegerli matrisin
ma
S maksimum dederini secer degerlerinin ortalamasi alir

< | max | avg

Gorsel
Acgiklama

e + Boyut azaltarak drneklenmistelik
» Algilanan &zellikleri korur

Acgikl znitelik harit
caklama > EnqelCallbmbr oznitelik haritasi

* LeNet'te kullamilmig

Sekil 3.7. Ortaklama tiirleri (Evrigimli Sinir Agi, 2018)

Flattening Layer: Bu katmanin tek gorevi, tam baglantili katmanin girdisi i¢in
verileri uygun hale getirmektir. Genel olarak, sinir agi girdi verileri tek boyutlu
dizilerden gelir. Bu sinir ag1 i¢in veriler, evrisim ve havuzlama katmanlarinda olusan

matrislerin tek boyutlu bir diziye doniistiiriilmesiyle olusur (Sekil 3.8.).
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Sekil 3.8. Diizlestirme katmani

Fully Connected Layer: Tamamen bagli katman, havuzlama katmanimi takip
eder ve evrigimli bir sinir aginin son asamasidir. Havuzlama katmaninin ortaya ¢ikan
¢iktist, bu katmanda tek boyutlu bir vektdre doniistiiriiliir. Bunun nedeni, tek boyutlu bir
vektore doniistiiriilen girdinin sinir agina eklenmesidir. Modelin girdileri, tek boyutlu
lineer vektorler bigiminde olmalidir. Bu nedenle, diizgiin ve miikemmel bir sekilde

yapistirilmig bir katman gereklidir (Sekil 3.9.).

Sekil 3.9. Tam bagli katman (Evrisimli Sinir Ag1, 2018)

3.3.1.2. CNN Mimarileri

Xception, Derinlemesine Ayrilabilir Evrisimleri (Depthwise Separable
Convolutions) igeren derin bir CNN mimarisidir. Bu model, Google ¢alisan1 Francois
Chollet tarafindan tanitildi. Inception modelinin ‘extreme’ versiyonu olarak bilinir
(Chollet, 2016).

Inception, yinelenen modiillerden olusan yapisi olan derin bir sinir agidir (Sekil
3.10.). Bu yinelenen modiillere baglangic modiilii denir. Bir baslangic modiili,

yukaridaki sekilde gosterildigi gibi, ayni girdi iizerinde birden fazla farkli doniisiim
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hesaplar ve ardindan tiim ¢iktilart birlestirerek modelin hangi 6zelliklerin ne kadar

alimacagina karar vermesine olanak tanir.

—

1x1 ’convolution

‘ \ N/
|/ _3x3 convolution. |
\

Previous f , Fllter

layer \ ~ Concatenate
3x3 max-pooling

5x5 convolutvon

Sekil 3.10. Inception mimarisi (Chollet, 2016)

Xception, Inception modelinde girdiyi sikistirmak i¢in 1x1 konvoliisyon
kullanilan adim1 tersine ¢evirir. Yani ilk olarak filtreleri derinlik haritalarina uygular ve
daha sonra derinlik boyunca 1x1 konvoliisyon uygular.

Bu iki model arasinda bir fark daha bulunmaktadir. Bu, Inception’da yukaridaki
her iki adimdan sonra da ReLu fonksiyonunun uygulanmasidir. Xception’da ise sadece
filtreler uygulandiktan sonra yani ilk adimda ReLu uygulanir.

Xception''mn Genel Mimarisi (Giris Akist > Orta Akis > Cikis Akisi)
(Derinlemesine Ayrilabilir Evrigim, 2018).

Xception modelinin dayandig: iki ana nokta vardir:
- Derinlemesine Ayrilabilir Evrigim

- ResNet'te oldugu gibi Evrigim bloklar1 arasindaki kisayollar (Sekil 3.11.)
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2048-dimensional vectors

Optional fully-connected
layer(s)

Logistic regression

Sekil 3.11. Xception mimarisi

3.3.2. Ozyinelemeli Sinir Ag1 (Recurrent Neural Network, RNN)
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Bazi durumlarda bir énceki ¢iktisini giris verisi olarak kullanmayi saglayabilen

RNN, bir derin 6grenme mimarisidir. Bu yoniiyle diger aglardan hatirlamasiyla ayrilir.

Yavas hesaplama ve Onceki bilgilere erismede zorluklar olsa bile girdi biiyiikliigii

degismesi durumunda model boyutu artmaz, herhangi bir uzunluktaki veriyi isleyebilir.

Genellikle dogal dil isleme ve konusma tanima gibi alanlarda kullanilir. Asagida

goriildiigii gibi ¢ikt1 olan bir sonug girdiyi etkiler (Sekil 3.12.).

®

A

® ® @
I T
LA LA

U

Sekil 3.12. RNN yapisi

i

Geleneksel bir sinir agi, yalnizca o anda verilen girdi bilgisini kullanarak bir

goriintiideki nesneleri tanir. Daha Once sisteme gonderilen bilgiler kullanilmadan


https://3.bp.blogspot.com/-X4iBlCqR5mk/WtJsMgfuxwI/AAAAAAAAJt8/37kDo0O9pdUkvYjM6bSUvCtCVH-bL6vVgCLcBGAs/s1600/2.png
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tahmin yapilmasi amaglanir. RNN'ler ise yalnizca o anda saglanan bilgileri degil, daha
Once sisteme girilen veya daha sonra sisteme yiiklenen bilgileri de kullanir. Dolayistyla
bu sinir aglar1 hafizali aglardir. Eski ve yeni verileri karsilagtirarak sonuca varirlar.
Tekrarlayan bir sinir ag1, zaman i¢inde bir¢ok farkli yineleme gergeklestirebilir.
Bu yeniden denemeler, veriler iizerinde ¢ok az etkiye sahip olduklar i¢in verilerle
iligkili bazi parametrelerin sistemden kaldirilmasina neden olabilir. Bu parametreler
sinir agina uzun zaman once eklendiyse, kullanicilar bu bilgilere erisimi kaybedebilir.
Bu atilan ve unutulan bilgileri bir havuzda toplamak i¢in bir mimari gelistirilmistir.

LSTM bu mimarinin bir 6rnegidir. (Cho, 2014).

3.3.3. Uzun Kisa Siireli Bellek (Long Short Term Memory, LSTM)

Uzun Kisa Siireli Bellek, temel olarak RNN igerisindeki normal bir adimin
farklilastirilmasidir. Bu farklilagma diiz ilerleyen bir sinir ag1 yapisi yerine igerisinde
farkli birkag matematiksel islem daha yapilarak yeni parametrelerin hesaplanmasi ve
saklanmasidir. Degerleri rastgele araliklarla hatirlayan bir RNN mimarisidir denilebilir.
Boylece daha oOnceki adimlardaki girdi ya da c¢ikti bilgilerine gerek duyuldugunda
ulagilabilmektedir. Farkli farkli problemlerde ¢ok iyi calismalarindan dolay1 giiniimiizde
cok sik bir sekilde kullanilmaktadir.

LSTM'ler hem Uzun Siireli Bellek (LTM) hem de Kisa Siireli Bellek (STM) ile
ilgilenir ve hesaplamalar1 basit ve etkili hale getirmek i¢in kapr kavramimi kullanir
(Sekil 3.13.).

- Forget Gate (Unutma Kapis1): LTM bu kapiya gelir ve yararli olmayan bilgileri
unutur.

- Learn Gate (Ogrenme Kapisi): Yeni Ogrenilen bilgilerin mevcut girdiye
uygulanabilmesi i¢in mevcut girdi ve STM birlestirilir.

- Remember Gate (Hatirlama Kapis1): Kalan LTM bilgileri ile STM ve mevcut
girdi bu kapida birlestirilir.

- Use Gate (Kullanma Kapisi): Mevcut olaymn ¢iktisinin tahmin edildigi kapi

(Onan, 2022).
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Sekil 3.13. LSTM diyagrami (Maniath, 2017)
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4. ARASTIRMA SONUCLARI VE TARTISMA

Derin 6grenme, yapay sinir aglar1 ve biiyiik veri kiimeleri ile ¢alisarak karmasik
gorevleri gergeklestirebilen bir makine 6grenme yontemidir. Goriintii isleme, dogal dil
isleme ve derin 6grenmeyi birlestirmek, goriintiilere otomatik altyazi ekleme gibi ilging
uygulamalar sunar. Bu tez ¢alismasi, derin 6grenmeyi kullanarak altyazi olusturmay1
kapsar.

Altyazi, bir gorlintiiniin igerigini dogal dilde acgiklayan metin olusturmaktir.
Bunun, gérme engelli kisilerin resimlerin anlamini anlamasini kolaylastirmak ve resim
icerigini arama motorlar1 i¢in daha erisilebilir hale getirmek gibi birgok pratik kullanimi
vardir. Derin 6grenmeye dayali altyazi, genellikle birka¢ adimdan olusan bir siirectir.

Veri toplama: Bir derin 6grenme modelinin egitimi, bir veri kiimesi gerektirir.
Altyazi igin, gorlintii ve veri g¢iftlerini igeren bir veri seti olusturulmasi gerekir. Bu
kayit, gortintiileri ve her goriintii i¢in dogru baslhig: icermelidir.

On isleme: Goriintii verileri derin grenme modellerine uygun hale
getirilmelidir. ilk olarak, goriintii 6lceklenir ve normallestirilir. Ardindan, 6zellik
¢tkarma yontemi kullanilarak gériintiiniin 6zellik vektorii ¢ikarilabilir. Ozellik ¢ikarima,
gorilintliyll daha diisikk boyutlu bir temsile doniistiirmek i¢in dnceden egitilmis sinir
aglar1 kullanilarak gerceklestirilir.

Model egitimi: Goriintiileri ve altyazilar1 eglestirmek icin bir derin 6grenme
modeli egitilir. Evrisimli Sinir Aglar1 ve Uzun Kisa Siireli Bellek gibi mimariler yaygin
olarak kullanilmaktadir. CNN'ler goriintii verilerinden 6zellik ¢ikarmak i¢in kullanilir
ve LSTM'ler dil modelleri olusturmak i¢in kullanilir. Bu iki ag birlikte, resim yazilar
olusturan bir model olusturur.

Altyazi olusturma: Egitilen model, yeni goriintiiler i¢in altyazi olusturmak icin
kullanilabilir.

Bu tez caligmasinda Evrigimli Sinir Ag1 (CNN) ve Uzun Kisa Siireli Bellek
(LSTM) derin o6grenme mimarileri kullanilarak goriintiiler anlamsal olarak analiz
edilmistir. ImageNet veri seti kullanilarak daha oOnceden egitilmis model olan
Xception’dan goriintii 6zellikleri ¢ikarilmistir. Bir CNN modeli olan Xception’dan
cikarilan 6zellikler LSTM modeline girdi olarak verilerek altyazilar olusturulmustur.
Gelistirme Python dili ile yapilmistir. Keras ve Numpy gibi Kkiitliphaneler de

kullanilmistir.
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MSCOCO veya Flickr 30K gibi veri setlerinin egitim sirasinda olduk¢a uzun
zamanlar almamasi1 adina daha kiigiik boyutta olan Flickr 8K veri seti kullanilmigtir.
Bir fotograf paylasim sitesi olan Flickr’dan olusturulmustur. Goriintii analizi ve dogal
dil isleme gibi alanlarda kullanilan bir veri setidir. Toplam 8092 goriintiiden olusur ve
her bir goriintii 5 altyazi ile etiketlenmistir. Bu da toplam 40460 altyazi yapar. Yaklagik
8000 goriintliniin 6000 tanesi egitim verisi, 2000 tanesi test i¢in kullanildi. Bu agamada
K-Fold ¢apraz dogrulama uygulamasi da yapildi. Veri seti 5 ayr1 parcaya boliinerek,
sirayla her parca veri seti test adiminda kullanildi. Egitim i¢in ayrilan veri setlerinde ise
10 epoch degeri verildi. Flickr_8K veri setini kullanarak, resimlerdeki nesneleri ve
sahneleri tanima, resimleri agiklamalarla eslestirme, resimleri arama, resim altyazilari
otomatik fotograf olusturma gibi ¢esitli gorevler gergeklestirilebilir. Bu gorevler, yapay
zeka sistemlerinin goérsel ve gramer bilgisini birlestirme yetenegini gelistirmek ic¢in
Oonemlidir.

Modelin semasi ve ¢apraz dogrulama sonuglar1 Sekil 4.1°de gosterilmektedir.

TANIMLAR ——»/ | | | sozluk

XCEPTION

Gorinta

Czellikleri —  LSTM ——
Dense
katmaniyla

I N =
biten ag A
yapisi
<start>
kelime-1
kelime-2
kelime-n
<end>

Sekil 5.1. Model Semast
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4.1. Kiitiiphane Hazirhg:

Bu ¢alismada kullanilan kiitiiphaneler Sekil 4.2°de gosterilmektedir.

" from keras.applications.xception import Xception, preprocess input
from keras.preprocessing.text import Tokenizer
from keras.utils import plot_model
from keras.utils import to categorical
import matplotlib.pyplot as plt
import numpy as np
from pickle import dump, load
from PIL import Image
import string
from tensorflow.keras.layers import Dense, Input, Conv2D, MaxPool2D, LSTM, add
from tensorflow.keras.layers import Activation, Dropout, Flatten, Embedding, concatenate
from tensorflow.keras.models import Model, load_model
from tensorflow.keras.preprocessing.sequence import pad_sequences
from tensorflow.keras.utils import load_img, img_to_array
import os
from tgdm import tqgdm_notebook as tqdm
tqdm().pandas()

[» <ipython-input-2-@@69994@c3aa>:18: TqdmDeprecationWarning: This function will be removed in tqdm==5.8.@
Please use ~tqdm.notebook.tqdm™ instead of ~tqdm.tgqdm_notebook”
tqdm() .pandas()

0/? [04:45<7, ?it/s]

Sekil 4.2. Kiitiiphaneler
4.2. Veri Temizleme

Verilen yoldaki dosyanin igerigini okur (Sekil 4.3.).

° def loadDocument(filename):
file = open(filename, 'r")
fileText = file.read()
file.close()
return fileText

Sekil 4.3. Veri okuma

Her goriintliye ait olan 5 etiketli altyaziyi, dosya adi ile birlikte bir sozliik yapisi

haline getirir (Sekil 4.4.).
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° def getAllImagesCaptions(fileName):
file = loadDocument(fileName)
captions = file.split('\n")
descriptions ={}
for caption in captions[:-1]:
image, caption = caption.split('\t")
if image[:-2] not in descriptions:
descriptions[image[:-2]] = [ caption ]
else:
descriptions[image[:-2]].append(caption)
return descriptions

Sekil 4.4. Altyaz listesi

Bir onceki fonksiyonun ¢iktis1 veri temizleme fonksiyonunun parametresidir.
Etiket listesini alarak metinsel olarak bir temizleme islemi yapar. Tiim kelimeler kiigiik

harflerle ifade edilir, noktalama isaretleri ve sayilar etiketlerden kaldirir (Sekil 4.5.).

° def dataCleaning(captions):
table = str.maketrans('',"",string.punctuation)
for image,captions in captions.items():
for i,imageCaption in enumerate(captions):
imageCaption.replace("-"," ™)
description = imageCaption.split()

description = [word.lower() for word in description]
description = [word.translate(table) for word in description]
description = [word for word in description if(len(word)>1)]
description = [word for word in description if(word.isalpha())]

imagecaption = ' '.join(description)
captions[image][i]= imageCaption
return captions

Sekil 4.5. Veri temizleme

Elimizde bulunan etiket listesinin icerisindeki tiim metinleri tarayarak benzersiz

olan sozciikleri bulur. Bu islem sozliik yapisini ortaya ¢ikarir (Sekil 4.6.).

t’ def decriptionvocabulary(descriptions):
vocabulary = set()
for key in descriptions.keys():
[vocabulary.update(d.split()) for d in descriptions[key]]
return vocabulary

Sekil 4.6. Sozliik olusturma
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Etiketlerin temizlenmis halini bir dosyaya, yine etiketin ait oldugu dosya ismi ile

yazar (Sekil 4.7.).

" def saveDescriptions(descriptions, filename):
lines = list()
for key, descriptionList in descriptions.items():
for description in descriptionList:
lines.append(key + "\t' + description)
data = "\n".join(lines)
file = open(filename,"w")
file.write(data)
file.close()

Sekil 4.7. Kayit islemi

4.3. Ozellik Cikarma

Xception modelinin girdi boyutu 299x299x3’tiir. Tiim goriintiiler uygun boyutta

bu modele verildiginde goriintiilere ait Ozellikleri ¢ikarir. Elde edilen bu 6zellik

vektoriini “.p” uzantili bir dosyaya kaydeder (Sekil 4.8.). Ardindan bu dosya yiiklenir
(Sekil 4.9.).

° def extractImageFeatures(directory):

model = Xception( include top=fFalse, pooling='avg')

features = {}

for img in tgdm(os.listdir(directory)):
filename = directory + "/" + img
image = Image.open(filename)
image = image.resize((299,299))
image = np.expand_dims(image, axis=@)
#image = preprocess_input(image)
image = image/127.5
image = image - 1.0
feature = model.predict(image)
features[img] = feature

return features

Sekil 4.8. Xception ile 6zellik ¢ikarma

° features = extractImageFeatures(datasetImagespath)

[

dump(features, open(“features.p”,"wb"))

Downloading data from https://storage.googleapis. con/tensorflow/keras-applications/xception/xception weights_tf dim_ordering tf_kernels_notop.hs
83683744/83683744 [ =] - 15 eus/step
<ipython-input-16-6 :4: Tqe onbarning: This function will be removed in tqdm=-5.0.0
please use ~tqdm.notebook.tqdm™ instead of ~tgdm.tqdm notebook
for img in tqdm(os.listdir(directory)):

100% | ;00175091 [1:21:15<00:00, 2.01it's]
ra kasaltalda.

- 15 635ms/step

- @s 351ms/step

@s 361ms/step

- 8s 343ms/step

@8s 356ms/step

@s 357ms/step
- @s 361ns/step
- 85 350ms/step
- 85 350ms/step
@s 352ms/step

1
1
|
1
|
1
1
}
1

Sekil 4.9. Ozelliklerin yiiklenmesi
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4.4. Veri Seti Yiikleme

Goriintiilere ait dosya isimlerini bir liste halinde geri doner (Sekil 4.10.).

° def loadImages(filename):
file = loadDocument(filename)
images = file.split("\n")[:-1]
return images

Sekil 4.10. Veri seti yiikleme

LSTM modelinin, etiketlerin baslangic bitis noktalarini algilayabilmesi i¢in her

bir gorlintiiye ait olan etiketlere “<start>" ve “<end>" etiketlerini ekler (Sekil 4.11.).

° def loadCleanDescriptions(filename, images):
file = loadDocument(filename)
descriptions = {
for line in file.split("\n"):
words = line.split()
if len(words)<1
continue
image, imageCaption = words[@], words[1:]
if image in images:
if image not in descriptions:
descriptions[image] = []
description = '<start> ' + " ".join(imageCaption) + ' <end>’
descriptions|[image].append(description)
return descriptions

Sekil 4.11. LSTM modeline hazirlik

Yukaridaki adimlarda yapilanlar, modelden c¢ikarilan 6zellikleri verir (Sekil

4.12.).

[ 1 def loadFeatures(images):
allFeatures = load(open("features.p”,"rb"))
features = {k:allFeatures[k] for k in images}
return features

Sekil 4.12. Ozellikleri yiikleme
4.5. Kelime Dagarcigi
Elimizde bulunan, goriintii etiketlerinden elde edilen, benzersiz so6zliik

yapisindaki her bir kelimeyi yine aymi sekilde her birini benzersiz bir say1 ile eslestirir

(Sekil 4.13.).
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[ 1 def createTokenizer(descriptions):
descriptionList = dictionaryTolList(descriptions)
tokenizer = Tokenizer()
tokenizer.fit_on_texts(descriptionList)
return tokenizer

Sekil 4.13. Kelime-say1 eslesmesi

Asagidaki ¢iktida gortildiigi tizere 7577 benzersiz kelime vardir (Sekil 4.14).

" tokenizer = createTokenizer(trainingDescriptions)
dump(tokenizer, open('tokenizer.p', 'wb'))
vocabularySize = len(tokenizer.word index) + 1
vocabularySize

o 7577

Sekil 4.14. Essiz kelimeler

Her bir etiketin maksimum uzunlugunu bulur (Sekil 4.15.).

° def maxLength(descriptions):
descriptionList = dictionaryToList(descriptions)
return max(len(description.split()) for description in descriptionList)

[ 1 maxLength = maxLength(descriptions)
maxLength
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Sekil 4.15. Maksimum uzunluk

4.6. Veri Olusturma

Modelin egitim yapabilmesi i¢in girdi ve ¢iktilar verilerek gozetimli bir 6grenme
uygulanir (Sekil 4.16.).

X1: Goriintiilerden elde edilen 2048 boyutlu 6zellik vektoriidiir.

X2: Giris metni.

Y: Cikt1 (Sekil 4.17.).

° def createsequences(tokenizer, maxLength, descriptionList, feature):
X1, X2, y = list(), list(), list()
for description in descriptionList:
sequence = tokenizer.texts_to_sequences([description])[e]
for i in range(1, len(sequence)):
insequence, outSequence = sequence[:i], sequence[i]
inSequence = padSequences([inSequence], maxlen=maxLength)[@]
outSequence = to_categorical([outSequence], num_classes=vocabularysize)[e]
X1.append(feature)
X2.append(inSequence)
y.append(outsequence)
return np.array(X1), np.array(X2), np.array(y)

Sekil 4.16. Gozetimli 6grenme
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° [a,b],c = next(dataGenerator(trainingDescriptions, features, tokenizer, maxLength))
a.shape, b.shape, c.shape

> ((47, 2048), (47, 32), (47, 7577))

Sekil 4.17. Cikt1

4.7. Model Tanimlama

Kullanilacak modeli tanimlamak i¢in Keras kullaniimistir.

[lk adimda Dense katmani ile elimizdeki 6zellik vektdriiniin boyutunu 256’ya
indirilmistir.

Embedding katmaninda girdileri igler ve LSTM katmani islenir.

Son adim olarak, iki katmandan da elde edilen ¢iktilar birlestirilerek Dense

katmanina tahmin yapmasi igin gonderilir (Sekil 4.18.).

° def defineModel(vocabularySize, maxLength):
inputsl = Input(shape=(2048,))
fel = Dropout(®.5)(inputsl)
fe2 = Dense(256, activation="relu')(fel)
inputs2 = Input(shape=(maxLength,))
sel = Embedding(vocabularySize, 256, mask_zero=True)(inputs2)
se2 = Dropout(@.5)(sel)
se3 = LSTM(256)(se2)
decoderl = add([fe2, se3])
decoder2 = Dense(256, activation="relu")(decoderl)
outputs = Dense(vocabularySize, activation="softmax')(decoder2)
model = Model(inputs=[inputsl, inputs2], outputs=outputs)
model . compile(loss="categorical_crossentropy', optimizer=‘adam")
print(model.summary())
plot_model(model, to file='model.png®, show_shapes=True)
return model

Sekil 4.18. Model olusturma

4.8. Model Egitimi

Egitim i¢in ayrilan 6000 goriintii kullanilarak islem baslatilir (Sekil 4.19.) ve
ayni zamanda model kaydedilir (Sekil 4.20.).

° print('Dataset: ', len(trainingImages))

print('Descriptions: train=', len(trainingDescriptions))

print('Photos: train=", len(trainingFeatures))

print('vocabulary Size:', vocabularySize)

print('Description Length: ', maxLength)

model = defineModel(vocabularySize, maxLength)

epochs = 10

steps = len(trainingDescriptions)

os.mkdir("“models™)

for i in range(epochs):
generator = dataGenerator(trainingDescriptions, trainingFeatures, tokenizer, maxLength)
model.fit_generator(generator, epochs=1, steps_per_epoch= steps, verbose=1)
model.save("models/model " + str(i) + ".h5")

Sekil 4.19. Egitim



Dataset: 6888
Descriptions: train= 6eee
Photos: train= 6000
Vocabulary Size: 7577
Description Length: 32

Model: "model"

Layer (type) Output Shape Param # Connected to
input_3 (InputLayer) [(None, 32)] =] []

input_2 (InputLayer) [(None, 2@48)] =] [1

embedding (Embedding) (None, 32, 258) 1939712 ['input_3[@][e]"]
dropout (Dropout) (None, 2848) 8 ['input_2[@][e]"]
dropout_1 (Dropout) (None, 32, 256) 8 [ 'embedding[@][@]"]
dense (Dense) (None, 256) 524544 [ 'dropout[@][e] "]
lstm (LSTM) (None, 256) 525312 ['dropout_1[@][e]"]
add_12 (Add) (None, 256) =] [ ‘dense[@][©] .

‘Istm[e][@]"]

dense_1 (Dense) (None, 256) 65792 ["add_12[e][e]"]
dense_2 (Dense) (None, 7577) 1947289 [ 'dense_1[@][e] "]

Total params: 5,002,649
Trainable params: 5,862,649
Non-trainable params: @

Sekil 4.20. Model katmanlar1

4.8. Modelin Test Edilmesi

Model egitiminin tamamlanmasinin ardindan test islemi yapilir (Sekil 4.21.).

[ 1 tokenizer2 = Tokenizer(split=" ")
tokenizer2 = createTokenizer(trainingDescriptions)

maxLength = 32

model = load_model('/content/gdrive/MyDrive/python-project-image-caption-generator/models /model_9.h5")
xceptionModel = Xception(include_top=False, pooling="avg")

img_path = '/content/gdrive/MyDrive/test/futbol.jpg’
photo = extractImageFeatures(img_path, xceptionModel)

img = Image.open(img_path)
description = generateDescription(model, tokenizer2, photo, maxLength)

print("\n\n")

print(description)
plt.imshow(img)

Sekil 4.21. Test asamast



Elde edilen sonuglar (Sekil 4.22., Sekil 4.23., Sekil 4.24.):

o 1/1[ ] - 1s 1s/step
start two boys playing soccer in field end
<matplotlib.image.AxesImage at ©x7824240abe50>

0

120
140

160

0 50 100 150 200

Sekil 4.22. Sonug 1

- 1s 1s/step

start two hockey players are playing hockey end
<matplotlib.image.AxesImage at 0x7c2f71987e80>

Sekil 4.23. Sonug 2

- 1s 1s/step

start dog is running through the water end
<matplotlib.image.AxesImage at 8x7c2f6ed3elde>

Sekil 4.24. Sonug 3

34
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5. SONUCLAR VE ONERILER

5.1. Sonugclar

Bilgisayarli gorii ve dogal dil islemenin bulustugu bir noktada yapilan bu
caligma, resimlerin insanlar tarafindan anlagildigi gibi yorumlanmasi, bilgisayar
tarafindan bu goriintiiye ait altyazi1 olusturulmasini saglamaktir.

Bu calismanin amaci, derin 6grenme teknikleri kullanilarak goriintiilerin
anlamsal analizidir. Ozellikle, evrisimli sinir aglar1 (CNN) ve uzun kisa siireli bellek
(LSTM) aglar1 yardimiyla goriintii igerigi, 6zellikleri ve anlamu ile ilgili ¢esitli analizler
yapilmaktadir. Bu calismada Flickr 8k veri seti kullanilarak model performansi
degerlendirilmistir.

Gorilintiilerin anlamsal analizi, bilgisayarlarin gorsel verileri anlama yetenegini
gelistirmek i¢in dnemli bir arastirma alanidir. Bu ¢alisma ile derin 6grenme teknikleri
kullanilarak bu analiz gerceklestirilmektedir. CNN'ler, goriintii siniflandirma ve 6zellik
cikarma gibi gorevler icin etkin bir sekilde kullanilir. Ote yandan LSTM, zamanla
degisen verileri analiz etmek i¢in kullanilan bir tiir 6zyinelemeli sinir agidir. Bu
calismada, CNN ve LSTM birlestirilerek goriintiilerin anlamsal analizi yapilmaya
calisiimastir.

Arastirmanin ilk adimi, Flickr 8k veri setinin toplanmasidir. Flickr 8k, cesitli
kategorilerde yaklasik 8.000 resim ve bunlarin agiklamalarini igeren bir veri setidir. Bu
veri seti, derin O0grenme modellerinin egitimi ve performans degerlendirmesi i¢in
kullanilmistir.

Egitim asamasinda CNN ve LSTM aglar birlestirilerek model olusturulmustur.
[k olarak, CNN kullanilarak gériintii 6zellikleri ¢ikarilmistir. CNN'ler, gériintiiyii daha
kiiciik boyutlara indirgeyerek onemli Ozellikleri ¢ikaran evrisimli ve havuzlama
katmanlarindan olugan bir mimariye sahiptir.

CNN'nin 6znitelikleri daha sonra LSTM agina girdi olarak iletilir. LSTM, dil
modelleme gibi zamanla degisen verileri analiz etmek i¢in kullanilan bir sinir agidir. Bu
ag, goriintliide yer alan nesnelerin ve sahnelerin agiklamasini olusturmak i¢in kullanilir.

Yapilan ¢alisma sonucunda CNN ve LSTM birlestirilerek olusturulan bir model
Flickr_8k veri seti lizerinde olduk¢a basarili olmustur. Goriintii siniflandirma, 6zellik
¢ikarma, agiklama olusturma gibi gorevlerde basarili sonuglar alinmistir. Modelin farkli

kategorilere ait goriintiiler lizerinde anlamsal analiz yapabildigi goriilebilmektedir.
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Asagida verilen tablolarda bazi degerlendirme sonuglar1 goriilmektedir (Tablo
5.1. , Tablo 5.2.). Ilk olarak egitilmis model, daha 6nce modelin gérmemis oldugu
goriintiiler ile test edildi (Tablo 5.1.). Ardindan model egitiminde ve modelin test
asamasinda kullanilan goriintiilerden 10 adet segilerek bu goriintiilere ait etiketler alindi
ve goriintiiler modele girdi olarak verilerek tahmin sonuglari elde edildi. Elde edilen bu
bilgiler, tahmin sonucunun dogruluk orani ile birlikte asagida verilmistir (Tablo 5.2.).

Dogruluk orami belirleme metrigi olarak BLEU (Bilingual Evaluation
Understudy) kullanilmistir. Dilden bagimsiz ve hesaplanmasi hizli olmasindan dolay1
bu metrik tercih edilmistir. insani degerlendirmeye yakindir.

BLEU skorunu hesaplarken referans ciimlelere ihtiyag vardir. Degerlendirilecek
olan ciimlenin her kelimesi tek tek kontrol edilir. {1k kelimeden baslanarak; o kelimenin,
referans ciimleler i¢inde gecip gecmedigine bakilir. Referans ciimleler i¢cinde gegen
kelime sayist bulunur. Ardindan degerlendirme ciimlesinin kelime sayisina bdliinerek

Bleu sonucu elde edilir. Birkag¢ 6rnek ile agiklanirsa;

Referans Ciimle 1: dog runs through the grass in the mountains
Referans Ciimle 2: yellow dog is running up trail

Degerlendirilecek Ciimle: start dog runs through the grass end

Degerlendirme ciimlesindeki dog, runs, through, the, grass kelimeleri referans
climlelerinde en az bir kere geg¢mektedir. Dolayisiyla bu kelimelerin sayist 5’tir.
Degerlendirme ciimlesinin kelime sayis1 ise 5°tir. 5/5 = 1.0. BLUE skoru 1 olarak

hesaplanir. Bu ise miikkemmel bir tahmin sonucu elde edildigi anlamina gelir.

Referans Ciimle 1: children playing soccer near the goal net
Referans Ciimle 2: four boys playing soccer

Degerlendirilecek Ciimle: start two boys playing soccer on field end

Bu ornekte ise degerlendirme ciimlesindeki boys, playing, soccer kelimeleri referans
climlelerde gecmektedir. Dolayisiyla elde edilen sayr 3’tiir. Ciimledeki kelime sayisi

6’dir. BLEU skoru 3/6 = 0,5 elde edilir. Yani %50 oraninda bir dogruluk anlamina gelir.



Tablo 5.1. Test sonuglart
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TEST GORUNTUSU

TAHMIN SONUCU

start boy is swimming underwater in pool end

start little boy in red shirt is swinging on swing end

start man in red shirt is walking down the street end

start two boys playing soccer in field end

start two hockey players are playing hockey end
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start man in red shirt is riding bike on the street end

start tennis player in red shirt is playing baseball end

start young boy in red shirt and jeans is playing with

soccer ball end

start boy in red shirt is jumping in the air end

start dog is running through the water end




Tablo 5.2.

Flickr 8k test sonuglari
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FLICKR 8K TEST
GORUNTUSU

ETIKETLER

TAHMIN
SONUCU

man is skiing down
mountain with another
large mountain behind
him and river between the
mountains

man is skiing down
snowy hill with large
mountain in the
background

man skiing down snow
covered mountain
person skis down snowy
mountain

skier goes down hill with
mountain as backdrop

start man treks through
the mountains end
BLEU*=3/5=0.6

boy in black helmet and
red long sleeve shirt rides
his motorbike over rocky
stream

man on motorcycle steers
through swampy terrain
man rides his bike over
rocks and creek
motocross bike is being
ridden between markers
in running stream

person is dirt biking over
rocks and water

start man in red shirt is
riding bike down dirt
path end
BLEU*=7/10=0.7

brown dog runs towards
the camera on dirt trail
with mountains in the
background

brown dog runs toward
the camera down rocky
trail through the brush
with mountains in the
background

dog running on trail in the
mountains

the brown dog is walking
along the dirt path with
beautiful mountains
behind him

yellow dog is running up
trail

start dog runs through
the grass end
BLEU*=5/5=1.0
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baseball pitcher with
shelton on his shirt
throws the ball

baseball player in black
and orange shirt and with
glove on pitches the ball
male dressed in sports
outfit tries to catch
baseball

man playing baseball
the baseball player is
running after the ball

start boy in red and
white uniform running
with soccer ball in his
hand end
BLEU*=7/13=0.54

man in blue goggles is in
the swimming pool

man with blue yellow and
green swimming cap is
wearing goggles and
swimming

swimmer doing the
breaststroke in pool
swimmer swimming
butterfly in pool

the swimmer is wearing
green and yellow hat and

goggles

start boy is swimming
underwater in pool end
BLEU*=4/6=0.66

boy with beach ball
behind him playing in
pool

young boy plays around
in jacuzzi

children play in an
inflatable pool

the boy laughed as he
swam in the pool

two children are in pool
with beach ball floating
nearby

start young boy is
swimming underwater
in pool end
BLEU*=4/7=0.57

group of young boys on
opposing teams are
playing soccer

children playing soccer
near the goal net

four boys playing soccer
four children run along
grassy field playing
soccer

the young boy in the red
shirt is kicking soccer ball

start two boys playing
soccer on field end
BLEU*=5/6=0.83
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- man in paddle boat on

lake

- man is rowing canoe on
lake

- manisrowing on his boat | start man is kayaking in
through very still water the water end

- old man canoeing with BLEU*=4/6=0.66

green lilly pads

- the man in the brown cap
is paddling boat on calm
river

- climber walks along
snowy peak

- man climbs over snow
covered rocks by shore

- man is standing on start man is walking on
snowcapped mountain snowy mountain end

- person hikes down snowy BLEU*=5/6=0.83
mountain

- there man on top of an
snow covered mountain
with lake behind him

- brown dog is running
through brown field
- brown dog is running

through the field

- brown dog with collar start brown dog is
runs in the dead grass running through the
with his tongue hanging grass end
out to the side BLEU*=7/7=1.0

- brown dog with his
tongue wagging as he
runs through field

- dog running in the grass

Bu c¢alismay1 diger ¢alismalardan ayiran, kullanilan CNN modelidir. Bir CNN
modeli olan Xception modeli, geleneksel CNN modellerinden farkli olarak, "derinlik
ayristirma" adi verilen bir yaklasim kullanir. Bu yaklasim, daha ince bir agin ardisik
olarak birden ¢ok konvoliisyon islemi yapmasini saglar. Bu model temelde iki agsamali
bir konvoliisyon islemi olan “depthwise seperable convolution” kullanir. Bu islem
sayesinde agdaki her katman belirgin 6zellikleri 6grenmeye odaklanir. Bunun sebebi
ise parametre sayisini diisiirerek hesaplama maliyetini en aza indirger. Parametre
sayisinin az olmasi da Xception modelini egitmek i¢in daha az veriye ve hesaplama

giicline ihtiya¢ oldugu anlamina gelir. Bu da modelin daha hafif olmasin1 ve daha az
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bellek kullanmasini saglar. Dolayisiyla Flickr 8k veri setinde bulunan yaklagik 8000
goriintii ile de dogruluk oranm yiiksek sonuglar elde edilebilir. Ogrenilecek
parametrelerin az olmasi, 6nceden egitilmis ag1 farkli gorevler i¢in daha basarili bir
sekilde uyarlamay1 kolaylastirir. Yani kullanilan Xception modeli, transfer 6§renme icin
daha uygundur.

Sonug olarak, Xception, geleneksel CNN modellerine gore daha hafif, daha etkin
ve daha genellestirilebilir olma egilimindedir. Bu sebepten dolayr bu calismada
Xception modeli goriintiilerin  semantik analizinde kullanilmig, basarili sonuglar

alimustir.

5.2. Oneriler

Bu c¢alisma, derin 6grenme tekniklerinin goriintiilerin anlamsal analizinde etkili
oldugunu gostermektedir. Ancak, gelecekteki aragtirmalar projenin kapsamini
genisletebilir ve performansm iyilestirebilir. Ornegin, daha biiyiik ve daha gesitli veri
kiimeleri kullanmak, modelin genellestirme yetenegini artirabilir. Ek olarak, farkli derin
O0grenme mimarilerini veya 6grenme algoritmalarini test eden karsilastirmali calismalar
yapilabilir. Bu sayede bu calismanin sonuglarinin daha da iyilestirilmesine yardimci

olacak ve bu alanda daha fazla ¢alisma yapilabilmesine olanak saglayacaktir.
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