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ONSOZ

Tez ¢alismam siiresince bilgi ve degerli fikirlerinden istifade ettigim, hi¢bir zaman
destegini esirgemeyen ve bu tezin olugmasinda biiylik rol oynayan degerli tez

danismanim Dog. Dr. Bahadir YUZBAST’ ya,

Calismalarim sirasinda bana maddi ve manevi yardimci olan degerli arkadagim
Fuad HASANOV’ g,

Calismam sirasinda her zaman yanimda olup bana destek olan canim kardesim

Kardelen TAYA’ ya,

Okul hayatim boyunca 6grenimime destek olan ve O0grenimim ig¢in her tiirlii

imkan1 sunan ve her zaman yanimda olan canim annem ve canim babam’a,

Sonsuz tesekkiir eder saygilarimi sunarim.



OZET

Bu c¢aligmada Tiirkiye'ye ait dig ticaret verileri ile makine &grenmesi
yontemlerinden yararlanilmis olup siniflandirma c¢alismas: yapilmistir. Caligma
kapsaminda makine 0grenmesi yontemlerinden destek vektdr makineleri ve lojistik
regresyon modelleri kullanilarak model performans karsilastirmasi yapilmistir. Destek
vektor makinelerinde radyal ve dogrusal ¢ekirdek fonksiyonlart kullanilmistir. En iyi
smiflandiriciyr segmek i¢in karigiklik matrisi degerleri ve ROC egrisi kullanmustir. En iyi

sonug destek vektor makinelerinden olan radyal ¢ekirdek fonksiyonundan elde edilmistir.

Anahtar Kelimeler: Makine 6grenmesi, Destek Vektor Makineleri, Lojistik
Regresyon, ROC Egrisi, Karigiklik Matrisi, Siniflandirma



ABSTRACT

In this study, foreign trade data of Turkey and machine learning methods were
used and classification study was carried out. Within the scope of the study, model
performance comparison was made by using support vector machines and logistic
regression models from machine learning methods. Radial and linear kernel functions are
used in support vector machines. Confusion matrix values and ROC curve were used to
select the best classifier. The best result was obtained from the support vector machine,

the radial kernel function.

Key Words: Machine Learning, Support Vector Machines, Lojistic Regression,

ROC Curve, Confusion Matrix, Classification
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‘ROC Egrisi Altinda Kalan Alan (Area Under the ROC Curve)
:Alici Isletim Karakteristigi (Receiver Operating Characteristic)
:Tiirkiye Istatistik Kurumu

:Yapay Sinir Aglari

:Lojistik Regresyon

:Krus-Kuhn-Tucker Kosullar



1. GIRIS

Son zamanlarda biiyiik veri ile adin1 sik¢a duydugumuz kavramlardan biri haline
gelen makine 6grenmesi yapay zekanin bir alt dalidir. Makine 6grenmesi matematik ve
istatistik bilimlerinden yararlanarak hesaplamalar yapmaya calisan ve yaptigi bu
hesaplamalarla dogru bilgi aktarimin1 amacglayan yontemler biitliniidiir. Makine
O0grenmesi Ogrenebilen algoritmalarin kapsamina girmekle birlikte ona sunulan veri
tabanlariyla tahminler yapan sistemler biitiinlidiir. Makine 6grenmesi icin ona belirli
bilgiler verilerek 6grenmesi saglanir daha sonra dgrendiklerini baska veriler iizerinde
uygulamasi ve nerede yanlis nerede ne kadar dogru tespit yapmis oldugu belirlenir. Bu
sebeple makine 6grenmesi yontemleri gelistirilmistir. Kizilkaya ve Oguzlar (2018: 92)
Makine 6grenmesinin sagladigi kolayliklardan biri, insan giiciiyle yapilmak istenen
islemlerin ¢ok fazla zaman alacagi ve is giicli olarak zor olan hesaplamalarin, bilgisayarlar
tarafindan ¢ok kisa siirede kolaylikla yapilabildigine degismistirler. (Athey, 2019:509)
bilgisayar bilimlerinde gelistirilen ve bilgisayar biliminin alt alanlarindan olusan makine
ogrenmesi ekonometri, istatistik ve sosyal bilimlerde kullanilmaya baslayan yontemleri
ifade eder. Makine Ogrenmesi verilere uygulanmak iizere tasarlanmis algoritmalar
gelistiren bir alan olmakla birlikte, kiimeleme ve siniflandirma alanlariyla yakindan ilgili
olduguna deginmistir. Makine 68renmesi yontemi kullanilan alanlara gore farklilik
gostermektedir. Bu yontemler denetimli 6grenme ve denetimsiz 6grenme olarak ikiye

ayrilir. Sekil 1. 1. de gorsellestirilmis halini gorebiliriz.



MAKINE OGRENMESI

DENETIMLI DENETIMSIZ
OGRENME OGRENME

KUMELEME

Sekil 1.2. Makina 6grenmesi algoritmalari

1.1. Makine Ogrenmesi Tiirleri

1.1.1. Denetimli Ogrenme

Denetimli 6grenme yontemi ¢ok sik kullanilan makine 6grenme yontemidir. Bu
O0grenme yonteminde verilerin egitilmis siire¢lerine dayanarak olusturulan modelleri
ifade eder. Gozetimli d6grenmede sisteme sunulan giris bilgileri ve modelin 6grenme
sayesinde olusturdugu cikis bilgileri bulunur. Makineye sunulan girdi bilgileriyle

makinelerin tirettigi ¢ikt1 bilgilerinin istenen degerle kiyaslanarak ara islemde kullanilan



bilgi yontemlerinin ifade bi¢imidir. Bu bilgiler su sekilde daha agiklayici olabilir. X
bagimsiz degiskenine Y bagimli degiskeninin bilgilerinden olusan egitim veri seti
olusturulur ki buna verinin egitilmesi diyebiliriz. Olusturulan modelin belirli bir kismi1
ornegin 0.70 gibi bir oranla egitim verisi olusturulur. Geri kalan veri (0.3) oran ile test
verisini olusturur. Test verisi egitim verisinin ne kadar dogru ¢alisip ¢alismadigini tespit
etmek icin kullanir. Bu islemleri uygulamada kullanmak i¢in denetimli 6grenme konulari

olan regresyon ve siniflandirma olarak iki alt baslikta ele alinir.
Regresyon

Denetimli 6grenme yontemlerinden biri olup iki veya daha fazla degisken
arasindaki iligkiyi belirler. Regresyon basit dogrusal regresyon, ¢oklu dogrusal regresyon
olarak iki boliime ayrilir. Basit dogrusal regresyonda Y; bagimli degiskenini sadece bir
tane X; bagimsiz degiskeni agikliyorsa, coklu dogrusal regresyonda Y; bagimli degiskeni
birden fazla X; bagimsiz degiskeni tarafindan agiklanir. Basit regresyon modeli

ekonometrik olarak

Y; = Bot+p1 X +u,, i=1,2,3...n (1.1)
seklinde gosterilir. Modelde yer alan Y; ile ifade edilen degisken bagimli degisken olarak
ifade edilir. Denklemde yer alam X; ’ise bagimsiz degisken olarak tanimlanir. u; hata
terimidir. [, sabit parametredir ve dogrunun Y eksenini kestigi noktay1 gosterir.
B1 egim parametresidir. Bagimsiz degiskende meydana gelen bir birimlik
degisimin bagimh degiskendeki etkisini belirtir. i alt-indeksleri belirlenmis miimkiin

gbzlemi ifade eder.
Coklu regresyon modeli;

Y = BotB1 X1y +B2 Xz + - BpXip + 1 i=1,2,3...n (1.2)

seklinde ifade edilir. Y;bagimh degiskendir. X;;,X,;, ..., Xip’ler  bagimsiz

ip
degiskenlerdir. §, bagimsiz degisken degerleri sifir oldugu durumda bagimli degiskenin
alacagi degeri belirten sabit terimdir. By ... B, kismi regresyon katsayilari olarak
tammlanir ayrica f, modelde p tane parametre, p —1 tane agiklayict degisken
bulundugunu gostermektedir. u; hata terimidir. i alt-indeksleri belirlenmis miimkiin

gbzlemi ifade eder.



Simiflandirma

Nitel degiskenlerin analiz edildigi denetimli 6grenme algoritmasidir. Bagimli
degisken nitel oldugu i¢in iki veya daha fazla kodlanmis degiskenleri igerir (0,1).
Kodlamanin fazla oldugu durumlara ¢oklu siniflama denilir. Denetimli 6grenmede
simiflandirma algoritmalar1 DVM, naive bayes, karar agaglari, lojistik regresyon ve

diskiriminant analizi gibi bazi makine 6grenmesi teknikleri kullanilmaktadir.

Ekonometri alaninda literatiir incelendiginde dis ticaret verilerine gore herhangi
bir siniflandirma ¢aligsmasina rastlanmadigindan dolayi bu tez ¢aligmasinda destek vektor
makineleri ve lojistik regresyon yontemi kullanilarak Tiirkiye’nin dis ticaret birim deger
endeks verilerine gore ihracat ve ithalat smiflandirma ¢alismasi yapilacaktir ve en iyi

siniflandirict metodu segilecektir.

1.1.2. Denetimsiz Ogrenme

Denetimsiz 6grenme tanimlanmamis verilerde kullanilir. Denetimsiz dgrenme
onceden belirlenmis verileri gozlemleyerek islemeye c¢alistigi sirada makine 6grenimi
algoritmalarint kullanir. Bu islem asamasinda insan miidahalesi gerekli degildir.
Verilerdeki baglica benzerlik ya da farkliliklar1 belirlemeye yarayan ve veriler hakkinda
daha c¢ok bilgiye sahip olmak i¢in kullanilan yontemdir. Denetimsiz 0grenme
algoritmasin1 denetimli 6grenme algoritmasiyla kiyaslayacak olursak denetimsiz
o0grenme daha karmasik islemlerle ¢alisir ve bu calismasinda dogru bir cevap yoktur. Yani

karmasik olan modelleri taniyip dogru gruplara ayirmaya calisir.

Kiimeleme analizi denetimsiz 0grenme algoritmalarinin temel bashigi olup, K-
ortalamali kiimeleme, hiyerarsik kiimeleme, olasilikli kiimeleme gibi birkag alt baslikta

incelenebilmektedir.



2. DESTEK VEKTOR MAKINELERI

Bir¢ok uygulama alani olan makine 6grenmesinin denetimli 6grenme algoritmasi
kullanilmaktadir. Bunun sebebi denetimli 6grenme algoritmalarinin tahmin ve kestirim
gibi sorunlara yogunlasip tutarli sonuglar vermesidir. Denetimli &grenme
algoritmalarindan ve istatistiksel 6grenme yontemlerinden biri olan siiflandirma nitel
verilere degerler atayarak isleme alan yontemdir. Siniflandirma bagligi ad1 altinda bir¢ok
smiflandirma yontemi vardir. Bu yontemler lojistik regresyon, diskiriminant analizi, en
yakin komsu analizi Siniflandirma agaglar1 ve DVM’ dir. DVM denetimli 6grenme
yontemlerinden olup siniflandirma ve regresyon analizlerinde kullanilir. DVM’ nin
kullanimini arttiran ve diger metotlardan iistiinliigliniin baslica nedeni 6grenme esnasinda
bilinmeyen verilerde islemin az olmasi ve basart olasiliginin yiiksek olmasindan
kaynaklanir. DVM c¢ok boyutlu veriyi bir hiper diizlemden yararlanarak iki farkli sinifa
ayirmay1 amaglayan siniflandirma yontemidir. Literatiir incelendiginde DVM’ nin genel
siniflandirma uygulamalarina nazaran daha etkili ve dogru kestirimler yaptig1 sonucuna
vartlmistir. DVM metin, karakter, hiicre, goriintii gibi kullanim alanlar1 olduk¢a genis
cercevede incelenebilir ve calismalar yapilarak literatiire katki saglayabilir bir
smiflandirma tirtidir. DVM ile ilgili olarak Cortes ve Vapnik (1995:273) DVM
simiflandirma i¢in kullanilan yeni bir yontem olup dogrusal olmayan cok yiiksek
boyutluluk 6zelligi olan islemlerde dogrusal karar yilizeyi olusturur ve siniflandirma
islemini gergeklestirecegine deginmistir.  Karagiil (2013:174-178) yapmis oldugu
calismada Istanbul Menkul Kiymetler Borsas1 100 (IMKB-100) i¢inde gida, tekstil ve
¢imento sektorlerinde islem goren sirketleri ele almistir. Yaptigi calismada DVM ile
sektor siiflandirmast uygulayip destek vektor makinelerinde %97,61 basar1 saglamistir.
Kara ve Ecer (2018: 185-195) yayinlamis olduklar1 BIST Banka Endeksi hareket
yoniiniin tahmininde DVM ile birlikte diger siniflandirma yontemlerinin performanslarini
karsilastirmislardir. Tayyar ve Tekin (2013 :189-218) DVM ve LR kullanarak IMKB-100
Endeksinin DVM ile Giinliik, Haftalik ve Aylik Veriler Kullanarak Tahmin Edilmesini

saglamiglardir.

Yakut vd. (2014: 139-157) yapmis olduklari ¢alismada ileri beslemeli yapay sinir
aglar1 ve DVM yontemleri kullanarak BIST endeksleriyle tahmin gerceklestirmislerdir.
Elde ettikleri sonuglara gore DVM ve ileri beslemeli yapay sinir aglariyla BIST endeks



caligmas1  yapilabilecegi kanisindadir. Destek vektdor makineleriyle yapilan
calismalarinda Niu ve Suen (2012) insan denekler iizerinde yaptiklar1 ¢alismada el
yazistyla yazilmis rakamlar1 tanimak icin yeni bit hibrit CNN (Evrisimli sinir ag1) ve
DVM (destek vektor makinesi) ile siniflandirict ¢alismasi yapmislar ve ayni veri tizerinde
diger caligmalarla kiyaslandiginda bu hibrit modelin daha iyi sonuglar elde ettigini
belirtmislerdir. DVM’ nin kullanilmis oldugu farkl alanlardaki ¢aligmalarinda Giiran vd.
(2014: 86-93) Duygu analiziyle ilgi ¢alismalarinda siniflandirma metotlarindan DVM
kullanarak farkli parametreler tizerinde DVM basariminin etkili oldugunu belirtmislerdir.
Yapmis oldugu yiiksek lisans tez ¢alismasinda Eray (2008: 1-85) DVM kullanarak ses
tanima yapmistir ve %91 ve %71 oranla basar1 elde etmistir. DVM gelistirmis olup
basarisini kanitlayan Akgiin (2016: 1-44) Apache spark streaming teknolojisi lizerinde
DVM siiflandirma yontemi gelistirmis ve gelistirdigi programi LR ile karsilatirmistir.
Calismada DVM yonteminin LR gore daha etkin ve basarili sonu¢ alindigi tespit
edilmistir. Literatiire baktigimizda DVM ve diger siniflandirma metotlariyla karsilastirma
yapilmistir ve alinan sonuglardan Giineren (2015: 1-44) Gomiilii sistem {izerinden yiiz
tanima uygulamasinda DVM, yapay sinir aglar1 (YSA) ve K- en yakin komsuluk
yontemini kullanarak siiflandirma ¢alismasi yapmis ve bu calismasinda DVM basarist

diger yontemlere nazaran %91 e ulastig1 goriilmektedir.

DVM genel anlamiyla iki siifa ait verileri uygun sekilde ayirabilmek i¢in hiper
diizlem kullanir. Destek vektor makineleri’ nin asil amaci siniflandirmada iki sinir1 en iyi
sekilde ayiran hiper diizlemi ¢izmektir. DVM, ¢izilen bu hiper diizlem ile destek vektor
makineleri arasindaki marjin (uzaklik) maksimum olacak sekilde hiper diizlemi
kullanarak siniflandirma islevini gerceklestirmeye calisir. Marjin olarak bahsedilen terim
ayirici olan hiper diizlemden en yakin veri noktasina olan kisa uzakligi belirtir. DVM,

dogrusal DVM, dogrusal olmayan DVM olmak {izere iki grupta incelenir.



3. DIGER SINIFLANDIRMA YONTEMLERIYLE DVM ARASINDA Ki iLiSKi

Denetimli  6grenme  yontemlerinden olan smiflandirma igin  literatiir
incelendiginde de bir¢ok yontem mevcuttur. Bu konunun baslangicinda bahsedildigi
tizere DVM diger smiflandirma yontemlerine gore kullanimi1 daha kolaydir ayrica diger
metotlara nazaran basar1 orani yiiksektir. Ancak bu baslik altinda diger siiflandirma

yontemlerinden birkacina deginerek kisa bilgi verilecektir.

3.1. Lojistik Regresyon

LR kullanimina 1945'i yillarda baglanmis olup sosyal bilgiler alaninda yaygin bir
sekilde kullanilmaktadir. LR da bagimli degisken kategorik, bagimsiz degiskenler veri
halindedir. LR kernel hilesini DVM 'de kullanilmak istenmedigi taktirde LR kernel

kullanarak islemleri yapabiliriz.

3.2. Karar Agaclan

Karar agaclar1 siniflandirma problemlerinde yaygin olarak kullanilmasiyla birlikte
regresyon problemlerinde de kullanilmaktadir. Siniflandirma problemlerinde nicel
veriyle calismak yerine nitel verileri tahmin etmek i¢in kullanilir. Karar agaglar niteliksel
olarak kukla degiskenlerini olusturur. James vd.,(2013:303-316) karar agaglarinin
kavranmas1 ve kolayca yorumunun yapilmasi ayrica her tiirden insan tarafindan
anlagilabilen bir yapist vardir ancak karmagik problemlerde dvm ile kiyaslanacak olursa

dvm ye gore daha az tercih edilmelidir diyebiliriz.

3.3. Dogrusal Diskriminant Analizi

Cok degiskenli istatistiksel yontemlerden olan siniflandirma da ¢ok eskiden beri
kullanilan yontem olup giivenilirligini hala korumaktadir. Diskiriminant analizinde
verinin igerisinde ki her nitelik i¢in ayr1 ayr1 islem yapilarak hangi sinifa ait oldugunu
bulunmaktadir. Diskirminant analizinin baslica amacina deginecek olursak ayirma ve
siniflandirma yapmaktir. Diskiriminant analizi ¢ok kullanilan bir yontem olup ¢ok giiclii
teorik bir yapiya sahiptir ancak dogrusal diskirminant analizinin dogrusal olmayan
verilerde kullanilmasi uygun degildir. DVM ile karsilastiracak olursak dvm dogrusal

olmayan veriler i¢in ¢6zlim iiretebilmektedir. Diskiriminant analizi ¢dziim iiretse dahi



genellestirme performans: diisiik olacagindan analiz ve sonuglart etkili sonug

vermeyecektir.



4. DOGRUSAL DESTEK VEKTOR MAKINELERI

4.1. Dogrusal Ayrilabilir Durum (Sert Sinir)

DVM en basit olarak taninan modelidir. Dogrusal olarak ayrilabilen verilerde
kullanilmas1 uygundur. Ancak giiniimiizde ger¢ek veri kullanimindan kaynakli olarak bu
model pek kullanisli degildir. Yine de destek vektdr makinelerini daha iyi kavrayabilmek
icin bu konunun anlatilmas: gereklidir. James vd., (2013: 341) dogrusal olan destek
vektor makinelerinde veriler hiper diizlem aracilifiyla problemsiz olarak ayriliyorsa
burada kullanilabilir olan hiper diizlem sonsuz denilecek kadar ¢ok olabilmektedir. Bu
islemin nedeni olusturulan hiper diizlemin higbir gdézlemin {izerinden ge¢meden
kaydirilabilir ya da asagi yukari dondiiriilebilir oldugunu belirtmislerdir sekil 4. 1. de

gorebiliriz.

Kaynak: (James vd., 2013: 340)

Sekil 4.1. Hiper Diizlemler

Sekil 4.1. de olas1 hiper diizlemler goriilmektedir. Veriyi ikiye bolen {i¢ tane hiper
diizlem goriilmektedir. Ama bu hiper diizlemlerin sadece bir tanesi dogru bir sekilde

maksimum ayirmaya sahiptir. Bu ayirma diizlemi sekil 4. 2. de gésterilmektedir.



Kaynak: (James vd., 2013: 340)

Sekil 4.2. Maxsimum Ayiran Hiper Diizlem

Hangi hiper diizlemin daha iyi ve dogru karar verdigini gormek i¢in maksimum
marj siniflandiricisindan yararlanilabilir. En kullanisli ve dogru hiper diizlemin olmasi
icin veri kiimelerine esit uzaklikta olabilmelidir. Yani X veri kiimesine daha yakin olup
ya da daha uzak olursa dogru bir hiper diizlem bulunmus olmaz bu sebeple bu tiir

sorunlarla karsilasmamak i¢in maksimum marj siniflandiricindan yararlanilir.

Kaynak: (James vd., 2013: 342)

Sekil 4.3. Maksimum Marj Siiflandiricisi
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Sekil 4.3 te iki sinif arasina eklenen ortadaki diiz koyu renkli ¢izgi maksimal marj
diizlemidir. Marj (sinir) olarak adlandirilan yer kesikli ¢izgilerle diiz ¢izgi arasinda
bulunan mesafedir. Grafikte gordiigiimiiz iki mavi ve bir kirmizi nokta destek
vektorleridir. Destek vektor makinesinde siniflandirma isleminde siniflar birbirinden ne
kadar uzak olursa yani marjin genisligi ne kadar ¢ok olursa o kadar dogru siniflandirma
olur aksi taktirde siiflar ne kadar yakin olursa siniflarin dogru ayrilma oran1 diisecektir.
Maksimum marj siniflandiricist destek vektorleri disinda higbir gézleme bagli baglh
degildir. Maksimum marjin tanimini iki smif {izerinden belirtecek olursak egitim
verilerimiz X = (Xy,X3,...,X,) ve y;e{—1,1},i =12,..,n ve x; € R™ seklinde
tanimlanir. Hiper diizlemin bir tarafinda kalan kisim y; = —1, diger tarafinda kalan kisim
ise y; = +1dir. Bu bilgilerden anlasildig1 iizere hiper diizlem her iki tarafta bulunan
siiflara esit ve en yiiksek mesafede bulunmaktadir. Marja yakin bulunan noktalar ise
destek vektorleridir. Marja yakin olan veya marj tizerinde duran destek vektorleri sekil 4.

4.’te detayl olarak inceleyebiliriz.

Destel Vekiorler
St v,
Destele Velddrler wﬁ"’?{ .t @
AN 'H ‘el @ @
v\ @ @® ©
g 00O L‘:n ® ©
00 0® \ ®
O D | *_ .
D] Optimtim Hiper Diizlem

Kaynak: (Bulut ve Giinlii, 2016: 530)

Sekil 4.4. Destek Vektorleri

Sekil 4. 1.’de destek vektorleriyle birlikte marjinin genisligini, yakinligin1 ve
optimal hiper diizlemi detayl bir sekilde gorebiliriz.
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Kaynak: (Dogan, 2020: 76)

Sekil 4.5. Destek Vektorleriyle Birlikte Dar Marjin(a), Genis Marjin(b) ve Ayirict Hiper

Diizlem

Optimal olarak hiper diizlem (w'.x) + b = 0 olarak tanimlanir. Hiper diizlemin
karar fonksiyonu f(x) = (W'.x) + b seklinde ifade edilir. Burada w bir agirlik
vektoriinii (veya asirt diizlemin normalini), x destek vektorlerini, b skaleri de bir sapma
degerini ifade etmektedir. Gézlemler pozitif (y = +1) ve negatif (y = —1) seklinde
smiflandirilir, burada y simif etiketini temsil etmektedir. Bu bilgileri sekil 4. 6. da

gorebiliriz.

Kaynak: (Karakaynak, 2014: 18)

Sekil 4.6. Kanonik Hiper Diizlemler ve Ayirict Hiper Diizlem
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Dogrusal destek vektorlerinde agirlik w ile gosterilir. Destek vektorleri arasindaki

sekil uzakligi ”;—” ile hesaplanir ve destek vektorleri arasindaki marjin en genis uzakligini

hesaplamak igin 1 ifadesi ile miimkiin hale gelir. ||...| bir normdur. Bu sekilde dogru

hiper diizlemi bulmak miimkiindiir ve olas1 hiper diizlem (w'.x) + b = 0 seklinde yazilir.
Kanonik hiper diizlemleri bulmak i¢in asagidaki denklem olusturulur.
H =W.x)+b =+1 (4.1)
H, =W.x)+b =-1 (4.2)

Marji1 maksimal yapmak i¢in hiper diizlemler (H; ve H,) arasindaki uzakligi
bulmak 6nemlidir. Bir tane x noktasinin H; ve H, lizerindeki etkisini kullanacak olursak
Hyicin x4, H,icin x, seklinde gosterilir. Ayn1 zamanda geometrik olarak uzakligin

hesaplanmasinda asagidaki islemler kullanilir.

M=H, — H, (4.3)

W' (x1 —x))=2 (4.4)
w' _ i (4.5)

(m (x1 —x )= T

M= (x —x2)=”vzv—” (4.6)

Bu yapilan islemlerde asil amacimiz marji en yiiksek se¢cmektir. Yani ﬁ

formiiliiniin maxsimum yapilmasidir. Ozellikle ||w| agirhiginin minimum yapilmasi
gereklidir. Bu islem yapilirken destek vektorlerinin ya da verilerin marjin igine

diismemesi gereklidir bunu engellemek i¢cin minimizasyon problemi yapilir.
yi=—-1 W'x)+b<-1 4.7
yi=+1 (Ww'x)+b=>+1 (4.8)

Olusturulan minimizasyon problemini sekil 4. 6. da gorebiliriz. Olusturdugumuz

minimizasyon problemini tek bir denklemde birlestirilebilmektedir.
yil(wW'x)+b)—1) =0, v; (4.9

Yukarida gordiigiimiiz denklemde son islem asagidaki gibidir.
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Min : |wl|

kisitlar

yi((w'x) +b) =1 i=1,2,3,...n (4.10)
seklindedir.

Ayrica bu denklemi ¢oziimlemek biraz zordur. Bu sebeple

Iwll=vVw'w = Jw? + w?Z + w2+... +w?2
seklinde agarak islemi kolaylastirabiliriz. Yani agirlik vektoriimiiz olan w karekoklerle
islem yapilir. Bu denklemlerle yaptigimiz islemlere optimizasyon problemi diyebiliriz.
4.2. Lagrange yontemi

1961 yilinda Lagrange tarafindan gelistirilmis olup, ¢ok degiskenli optimizasyon
problemlerinin ¢6zliimii i¢in kullanilan yontemdir. DVM de optimal hiper diizlemi

bulmak i¢in Lagrange yonteminden yararlanilir.
Optimizasyon problemi:
Max: f(x,y)

Kisitlar: g(x,y) = ¢
Bu optimizasyon problemi i¢in Lagrange metodu 4.11 esitlikte gergeklestirilir.

L(x,y,a) = f(x,y) —a;(g (x,y) —¢) a; =0, i=12,..,n (4.11)

Yukaridaki kisitlarda bulunan esitlikler i¢in Lagrange carpani vardir ve Lagrange
metodunun x ve y’ye gore tiirevini alip sifira esitlememizin amaci en kii¢iik ve en biiyiik
degere ulasmamiz ig¢indir. Lagrange yontemi esitlik oldugunda basvurdugumuz
metotlardandir. Ancak kisitlarda her zaman esitlik saglanamayabiliyor bu durumda

Krush-Kuhn-Tucker kosullar1 yontemine bagvurulur.

4.3. Krus-Kuhn-Tucker kosullar1 (KKT)

Lagrange yonteminde belirttigimiz gibi kisitlar da esitlik oldugunda Lagrange
yonteminden yararlaniyorduk ancak kisitlarsa esitlik olmadigi durumlar da

goriilmektedir. Bu durumlarda KKT kosullarindan yararlanabiliriz. KKT kosullar
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dogrusal olmayan optimizasyon problemleri i¢in en yararli ve dzellikleri bakimindan
etkin kosullardir. Lagrange carpanlari esitsizlik icermeyen kosullarda KKT carpanlari
Lagrange carpanlarina doniistiiriiliir. Lagrange yontemini asagidaki sekilde yazarak

islemlere baslayabiliriz.

L(w,b,a) = %W’W —Ya; [yywx;+b)—1], a; =0, i=123,...,n (4.12)
Yukarida belirtilen Lagrange yonetiminin b ve w ye gore birinci dereceden

tiirevini alip sifira esitlemek gereklidir.

dL(w,b, ’
% = w =X yiax; =0 W=Y, Q;YiX; (4.13)
aL(w,b,

(‘gb 8= - =1y =0 2ay; =0 (4.14)

b ve w’ ye gore tiirevini alip elde ettigimiz bu sonuglara KKT kosullar1 denir. Bu
kosullara bagl olarak KKT kosullar1 (4.12) de yerine yazilirsa asagidaki sonuglar ortaya
cikmaktadir.

L(w,b,@) = (L ayxi, L ay) — Ly [yi((X apypng), x; + b) — 1]=

1
2 =1 2?:1 a;;y;yj (xixj) — X a;a;y;yj (xi,xj) — byl iy Y
(4.15)

1
n n n !
~Li=1 & — J Li=1 Zj:l a;q;yiyj X iX;

(4.15)’de gordiigiimiiz tizere w yi bulmak igin Lagrange carpanini bilmemiz
gereklidir. Langrange carpanlan esitlik oldugunda kullanilmaktaydi ve KKT ise esitlik
olmadigi durumlarda kullanilmaktadir. Yani (4.15)’de w’ nin dogrusal kombinasyonlari
bulmaktayiz  optimum noktayr bulabilmek i¢in Lagrange c¢arpanm1  olan
ai’i maxsimum yapilmali ayn1 zamanda w ve b ye gore Langrange fonksiyonu minimum
sirt noktasini bulalim. Bu tiir problemler i¢in iki ¢6ziim vardir. Primal ve dual olarak
¢ozlimlene bilmektedir. Pirimal uzayda (w ve b)’ye gore, dual uzayda ise (a)’ya gore
¢oziimlenebilir (Wang,2005).

Genel olarak optimum sirt noktasinin problemini ¢ozerken iki ¢6ziim yontemi de
ayni sonuca ulagmaktadir. Fakat primal ¢6ziim yontemi dual ¢ézlime gore daha karmasik

yapiya sahiptir. Bu nedenle biz burada dual ¢6ziim uzayi’ni tercih edecegiz.
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Lauar (@) = Xizq a; —% i=12)=1 A Y VX' X (4.16)
Maxs Lgyar (@)
Kisitlar a; =0, i=12,...,n

Yay; =0 (4.17)

Bu sekilde olusturulan dual ¢oziim problemi optimizasyon probleminin ikinci
dereceden ¢oziimii ile yapilir. Genel olarak bakildiginda her bir ¢6ziim egitim 6rnegi i¢in
birer tane Lagrange ¢arpani oldugu fark edilir. Lagrange ¢arpanlarinin ; = 0 oldugunu
ve genel olarak 0 oldugunu bilmekteyiz. a; > 0 ve x; yapida olan verilere destek
vektorleri adin1 verebiliriz. Destek vektorleri konunun ilk basinda bahsedildigi tizere
Hyve H, asirt diizleminde yer alan noktalardir. Lagrange c¢arpanlari a; = 0 olan
xi degerleri destek vektorleri degildir. Yan Lagrange ¢arpanlar1 a; = 0 olan degerler
destek vektorleridir ve aktif kisitlardir diyebiliriz. H,ve H, asir1 diizlemin arkasinda

bulunan yani destek vektor olmayan, Lagrange ¢arpanlari a; = 0 olan degerlerdir.

4.4. Tiimiiyle Dogrusal Ayrilamayan Durum (Yumusak Sinir)

DVM giris kisminda da belirttigimiz gibi ¢ogu degiskenler, veriler dogrusal bir
sekilde ayrilmamaktadir bunun sebebi ise gercek verilerdir. Maksimum marj
siiflandiricist ayirma hiper diizleminin oldugu durumda ortaya ¢iktigindan ayirici hiper
diizlemin olmadigi yerde maksimal marj siniflandiricisindan bahsetmek miimkiin
degildir. Baz1 durumlarda ise veriyi tam ortadan ayirmak ¢ok giictiir. Bu gibi durumlarda
yumusak marj kullanabiliriz, yani yaklasik olarak iki siifa ayrilabilen hiper diizlemi

bulabiliriz.
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Kaynak: (James vd., 2013: 344)

Sekil 4.7. Maksimal Marj Siniflandiricisinin Olmadigt Veriler

Sekil 4. 7. de iki farkli renkte ayrilmis olan iki sinif vardir ve bu iki sinif ayirici
bir hiper diizlem ile ayrilamaz ve. Bu durumda maksimal marj smiflandiricisindan
bahsetmek miimkiin degildir. Destek vektor siniflandirict olarak adlandirilan tanim ise
maksimal marj siniflandiricisinin kullanilmadigi, hiper diizlemin tam olarak dogrusal

ayrilamadigi veriler i¢in adlandirilan bir tanimdir diyebiliriz. (James vd., 2013: 344)

Kaynak: (James vd., 2013: 345)

Sekil 4.8. Ayiric1 Hiper Diizlemin Tek Gozlemle Yer Degistirdigi Grafik

Sekil 4.8°de gorebilecegimiz lizere sinifa tek bir gézlem eklenmesi veya yer
degistirmesiyle birlikte maksimal marj hiper diizleminin yer degistirdigi agik bir sekilde
goriilmektedir. Yer degistiren hiper diizlemle birlikte marj dar olarak ifade edilir. DVM

de marj ne kadar genis yapiya sahip olursa siniflandirma ger¢ek ve dogru sekilde
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olusacaktir. Sekil 4.8’den anlasilacagi tlizere maksimal marj smiflandiricist tek bir
gozleme dahi duyarli bir yapiya sahiptir. Tek bir degiskene dahi duyarli olan maksimal
marj smiflandiricisinda tek degiskenle yer degistirmesini veya bu gibi sorunlari
¢Oziimlemek i¢in biitiin verileri tam olarak dogru bir hiper diizlemle ayirmak sorun teskil
ettiginden genel olarak egitim verisinin birgogunu dogru smiflandiran hiper diizlemi
bularak ¢o6ziim iretebiliriz. Bu islemin baglica uygulanan metodu destek vektor
siniflandiricilaridir. Destek vektor siniflandiricilarinda bazi degiskenlerin hiper diizlemin
diger tarafinda olmasina tolerans saglayan ama geriye kalan egitim verilerini dogru tarafta
bulunduran siniflandiricilardir. Bu konunun bashigimin ana kaynagr marjinin yumusak
olmas1 destek vektor siniflandiricilarinin toleranslarindan kaynaklanmaktadir. Yani bazi

gbzlemlerin yanlis tarafta olmasindan dolayr yumusak marjin olarak adlandirilir.

-+ - r
- -ﬂ--\"-\.__ m
B o= B ]
ﬂ—--h-"'-.\._ o
I 1 1 I I I I I I I I I I I
05 00 05 0 5 .0 2.5 05 DD 0.5 1.0 1.5 20 25
X X,

Kaynak: (James vd., 2017: 346)

Sekil 4.9. Yumusak Sinir Gosterimi

Sekil 4.9’a baktigimizda yumusak sinir 6rnegini gorebiliriz. Sol taraftaki sekilde
1 ve 8 numarali gozlemler marjin yanlis tarafindalar sag taraftaki sekilde ise sol taraftaki
sekle nazaran 11 ve 12 gozlemleri eklenmis olup 12 marjin tizerindir goriilmekte ama 11,
1 ve 8 gozlemi marjin yanhs tarafinda bulunmaktadir. Bu agiklamalar1 sadelestirecek
olursak yukarida bahsettigimiz gibi marjin yumusak olmasi biitiin egitim gozlemlerinin
yanlis smiflandirilmasini tercih etmektensen birkag tane gozlemin yanhis yerde

bulunmasini normal karsilayabilir ve bu duruma yumusak marj denir.
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Tiimiiyle dogrusal ayrilamayan durumlarda hatalar1 ifade etmek amaciyla zayiflik
&, degiskenleri modele eklenerek ¢6ziim bulunmaya calisilir. §; degiskeni pozitif yapiya

sahiptir. (4.18) ve (4.19)’da ki esitlikler zayiflik degiskenine gore diizenlenecek olursa
yie+1 icin  w.x;+b=+1-§ §=0 (4.18)
yi——1 icin wi.xi+b=>-1+¢ §&=0 (4.19)

esitsizlikleri ortaya ¢ikacaktir. Bu esitsizliklere dayanarak problem su sekilde tekrardan

olusturulur ise

Minimizasyon fw, &) =21 lw||?+CY -, &
Kisitlar: yi(w'.x;+b)= +1 - ¢ i=12,...,n

£>0 i=12,..,n (4.20)
olusur.

Destek
Vektorler

Kaynak: (Eray, 2008: 51)

Sekil 4.10. Dogrusal Ayrilamama Durumunda Zayiflik Degerleriyle Optimal Ayirici

Asir1 Diizlem

Sekil 4.10°da zayiflik degiskenleriyle birlikte optimum ayirici asirt diizlemi
gormekteyiz. Siiflandirma probleminde marjin genisliginin dnemli oldugunu daha 6nce
de ifade etmistik. Bu sebeple marjin genisliginin kontrol edilmesi i¢in ve egitim

verilerimizin hep ayni yapida ¢alismasini engellemek amaciyla modele C parametresi
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ekleyebiliriz. C parametresi dogru siniflandirilamayan goézlemler i¢in Olgiim
parametresidir. Yani egitim verilerimiz i¢in ceza parametresi olarak ayrica marjinin
genigligini ayarlamak i¢in de diizenleyici bir parametre gorevi gorebilir. C parametresi
Lagrange carpanlariyla dogrudan iliskili olup Lagrange c¢arpanlarinin bulundugu en
yiiksek aralig1 belirtmektedir. Lagrange carpanlar1 C parametresi ile su sekilde 0 < a; <
C gosterilir. C parametresinin eklenmesiyle birlikte Lagrange ¢arpanlart asagidaki forma

doniistir.
1
Lprima=3 Iwll*P+C X & — Y o i Gg.w+b)—1+&3-Y0 W & (4.21)

Bu esitlikte p; parametresi §; zayiflik degiskeninin pozitif olmasi ig¢in kullanilan
lagrange carpanlarindandir. Bu formda olusturulan problemi ¢6zmek i¢cin KKT kosullari

yeniden olusturulur.

OLprima ! il .
ST’Z =w' =i @;y;x; =0 (4.22)
w' =Xl o aiYiX; (4.23)
oL rima
—L e =YL a;y;=0 (4.24)
9Lprima
?,Tl =iz &y =0
(4.24) esitliginin tiirev islemi zayiflik degiskenine uygulanir.
6Lz:3r€i:nal — C—(Xj —i = 0 (425)
Zayiflik degiskenlerinin tiirevinin alinmasiyla olusan denklem asagidaki esitligi
olusturmaktadir.
a; = C—|.ll (426)

Buldugumuz bu yeni kisitlar ve degerler Lagrange ¢arpanlarinda yerine koyularak

islem yapilmak istense asagidaki dual problem ortaya ¢ikar.
Kisitlar: 0< a <C i=12,..,n

~,a;y;=0 i=12,..,n (4.27)
Bu esitliklerde destek vektorleri x; olarak gosterilen degerlerdir ve bu degerler
lagrange carpanlarinda 0 < a; < C genigliginde yer almaktadir. Son esitlik ise dual

problemlerde kullanilacak olan kisittir.
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4.5. Dogrusal Olmayan Destek Vektor Makineleri

Bu boliime kadar olan siiregte dogrusal destek vektorlerini ve dogrusal olarak
ayrilamayan verilere zayiflik degiskeni eklenerek optimizasyon problemlerine ¢&ziim
irettik. Bu boliimde gergek egitim verilerimizin dogrusal olarak ayrilamadigi ve birden
cok farkli bilesenlerden olusan ve dogrusal olarak ayrilamayan problemlere ¢6ziim
arastiracagiz. Dogrusal olmayan sorunlarin ¢ézliimiinde ¢ekirdek fonksiyonlartyla egitim
verilerinin yeni ve yiiksek boyutlu uzayda birlestirip yeni ¢oziimler liretilmektedir.
Dogrusal olmayan destek vektorlerinin de karar sinirlarini olusturmak i¢in dogrusal
olmayan bir hiper ylizey olusturmak ve olusturulan hiper yiizey ile siniflandirma

yapilabilmesidir.

x: | Dograsal Olmayan Ayoma

Dogrusal Aymma e wanls
suuflanduabmeg noktalar

L Xy

Kaynak: (Eray, 2008: 53)

Sekil 4.11. Dogrusal Olmayan Destek Vektdr Makineleri

Destek vektorlerinin baslica amact ve metodu x girdisini olusturan X € R™
vektorlerini
@ (x) yonteminde kullanarak daha yiiksek bir boyutta F'e yaklastirarak(R™ — F™)

dogrusal olmayan problemi dogrusala ¢evirerek problemi ¢ozmektir.

X ER" > ®(x) = [¢y (x), 2 (x),..., ¢n (X)] ERT (4.28)
Olusan bu fonksiyon sabit bir fonksiyon olup x degiskenlerinin @(x)’ e
doniismesini saglar. Girdi vektorii X,x; gdzlemlerden olusur. Ozellik uzayinm olusumunu

saglayan @ (x) vektorii ¢; (x)’ lerden olusmaktadir.
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(a) (b)
Kaynak: (Karakaynak, 2014: 34)

Sekil 4.12. Dogrusal Olmayan Veri Setinin Yiiksek Boyutlu Uzayda Dogrusal Hiper

Diizlem ile Siniflandirilmast

Kernel fonksiyonlarinin tamamiyla yapilan c¢alismalarda ozellikleri ayirici bir
dogrusallik vardir ve bunu gosterecek karar fonksiyonu asagidaki gibidir.
d(x) = sign(TiZ, yia; P(x)P(x) + b) = sign(Xiz, yiaiK (x; x) + b) (4.29)
olusturulan karar fonksiyonunda,

k(x;x) ifadesiyle hem dogrusal hem de dogrusal olmayan, 6zellik uzayinda ise

dogrusal siniflandiricilar: elde eden ¢ekirdek fonksiyonu vardir.
Karar fonksiyonunu yeniden diizenlemek gerekirse
sign(d(x)) = sign(Xi=, a;y; K(x;x) + b) olur.

Bu fonksiyonda kullanilan ts destek vektorii sayisini ve x; ise destek vektorlerini

belirtmektedir.

4.5.1. Cekirdek Fonksiyonlar:1 (Kernel Functions)

Dogrusal olmayan DVM de smiflandirma yapabilmek i¢in girdi vektoriinii
oldugundan daha fazla yiiksek boyutta yerlestirmek gereklidir. Bu islemin sonucunda
dogrusal olarak ayrilamayan verilerin siiflandirma islemini yapmak igin DVM’ nin

gecerli kosullar1 baz alinarak islem gerceklestirilir.
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Kaynak: (Eray, 2008: 54)

Sekil 4.13. Girdi Uzayindan Ozellik Uzayina Doniisiim

Sekil 4.13’de goriildiigli tizere iki boyutlu giris uzayindan, 6zellik uzayina
eslesmeyi gorebiliriz. Sol grafikte verilen dogrusal olarak ayrilamadigini sag yiiksek
boyutlu bir 6zellik uzayinda tagindiginda dogrusal olarak ayrilabildigini goriilmektedir.

Kernel fonksiyonunda haritalama i¢in ¢R™ — R™, m> n oldugunu varsayarsak
dontisiim fonksiyonu asagidaki esitlik gibi olur.
K(xy)= o)) xyeR (4.30)
Olusturdugumuz bu fonksiyona kernel fonksiyonu veya c¢ekirdek(ler) fonksiyon

(lar1)’u denir. Kernel nitelikler uzayinda i¢ carpimdan olusan bir fonksiyondur. Genel

tanimiyla kernel fonksiyonu asagidaki gibi ifade edilir.

K(x,y) = ¢x)®@) = (x,y)* (4.31)
Olusturulan kernel fonksiyonunda X, y € R™ dir ayn1 zamanda ikinci dereceden

homojen polynominal kernel olarak tanimlanabilir.

Kernel fonksiyonunun bircok cesitleri vardir. En c¢ok kullanilan kernel

fonksiyonlarini agiklamak gerekirse;
e Radyal tabanl ¢ekirdek(kernel) fonksiyonlari

—IIxi—ijI) (4.32)

K(xi.y) = exp( o

e Dogrusal ¢ekirdek (kernel) fonksiyonu
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e Polinom ¢ekirdek (kernel) fonksiyonu

K(xi.y;) = (x'1. %)) (4.34)

Kernel fonksiyonlar1 siniflandirma problemlerinde ihtiyaca gore belirlenmektedir.
Problemin zorluk derecesine gore de belirlenir. Yani dogrusal ayrilabilen bir problemde
dogrusal kernel K(x,y) = x.y kullanilir ama dogrusal ayrilamayan ve daha karmasik
yaptya sahip olan bir probleme sahipsek gaussiyan (radyal tabanli) kernel kullanabiliriz.
Ya da ikinci dereceden polinomal kernel (x,y) = (x,y)? kullanarak dogrusal
ayrilamayan sinifi yiiksek boyutta dogrusal olarak ayirabiliriz. Kernel fonksiyonu
nitelikler uzayinda i¢ ¢arpimlardan olusan bir fonksiyondur. Ancak her fonksiyon bu
ozellige sahip degildir. Bu fonksiyonun nitelikler uzayinda i¢ ¢arpimlarin olugmasi igin

mercer kosullarini saglamasi gereklidir.
Mercer kosullar:

Olusturulan fonksiyonun kernel fonksiyonu olabilmesi belirli sartlar1 (kosullari)

saglamasi gereklidir ve bu kosullara verilen ad mercer kosullaridir.

X girdi uzaymin fonksiyonu olan K(x;, x;) kernel fonksiyonudur.

K(x,y)= @(x).2() (4.35)
k’ nin pozitif ve simetrik 6zellikleriyle tanimli ise Mercer kosullarini sagladigi
belirtilir.
Kosul 1:
2 (4.36)
K(y) = ) (0.9, @ 2 0
K
Kosul 2:

[ k@ »gamda, >0 (4.37)

Kosullar1 saglaniyorsa kernel fonksiyonu nitelikler uzayinda i¢ ¢arpima sahiptir

diyebiliriz.
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4.5.2. Kernel Fonksiyon Secimi

DVM de smniflandirma calismast yapilirken veri setine hangi kernel tiiri
uygulanacagma karar vermek c¢ok Onemlidir. Aksi taktirde egitim verisine kernel
fonksiyonlarinin tlimiinii uygularsak asir1 uyum sorununa yol agabilir. Bu sorunlarin
Oniline gecebilmek igin literatiirli iyi arastirmak ve eski ¢aligmalardan hangi veri tipine

hangi kernel uygulanmis arastirmak gereklidir.
4.5.3. DVM icin Kerneller (DVM’ler de kullanilan kerneller)

4.5.3.1. Polinomal Kernel

K(x,y) = (yx".y +1)% Genellikle dogrusal olmayan verilerde kullanilarak
dogrusal olmayan veriler arasindaki iligskiyi modelleyen yontemdir. Denklemde r > 0
oldugunda homojen olmayan polinomal kernel olur.r = 0 oldugunda ise homojen
polinomal kernel olarak tanimlanabilir. Polinomal kernel yonteminde asir1 uyum
sorunuyla karsilagmak polinomun derecesi yiikseldik¢e ¢cok olasi bir durumdur. Ivanciuc
(2007:291-400) polinomal kernelde polinomun derecesi yiikseldik¢e asir1 uyum séz
konusu olabilmektedir. Polinom derecesi yiikseldik¢e siniflandirma probleminin

karisiklig1 daha da artmakta ve zor bir durum halini alir.

4.5.3.2. Dogrusal kernel

Ivanciuc (2007:291-400) dogrusal kernel hakkinda dogrusal smiflandirici
oldugundan dogrusal olmama testi olarak kullanilir ve dogrusal olmayan egitim setinden,
dogrusal olmayan cekirdeklerden elde edilen siniflandirma islemleri i¢in uygun bir
ozelliktir.K (x, y) = x'.y dogrusal kerneli tanimlamak i¢in i¢ ¢carpimlarin ger¢eklesmesi
gereklidir. I¢ carpimlarin gerceklesmesi igin dncelikle mercer kosulari gergeklesmelidir.
Dogrusalligi test etmede ¢oziim olarak kullanilan yontem x ve y nin g¢arpimlariyla

adlandirilir.

4.5.3.3. Gaussiyan (radyal tabanh) kernel

Gaussiyan kernel olarak adlandirilir. En ¢ok tercih edilen yontemlerden biri olup
dogrusal olmayan veri setinde kullanilir. Gaussiyan kernel ayirma hiper diizleminin

sekliyle dogrudan iligkili olup DVM sayisinin artip ve azalmasina etki eder.
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5. LOJISTIK REGRESYON

Lojistik regresyon analizi bagimli degiskenin genellikle kategorik ve iki diizeyli
oldugu durumlarda kullanilmaktadir. Regresyon analizlerinde bagimli ve bagimsiz
degiskenler arasinda iliski olup olmadigim1 incelenmektedir. Dogrusal regresyon
modellerine genellikle bagimli degisken siirekli yapida olmaktadir. Klasik dogrusal
regresyon modellerinde aranan belli basli varsayimlar mevcuttur. Bu varsayimlar normal
dagilimin olmasi, sabit varyans, bagimli ve bagimsiz degiskenler arasinda dogrusallik
olmasidir. Regresyon analizinde bagimli degisken bazi durumlarda kategorik deger
alabilmektedir. Bu durumlarda klasik dogrusal regresyon varsayimlari gecerli
olmadigindan lojistik regresyon ile calisma devam ettirilir. Lojistik regresyon
siiflandirma yontemlerinden biridir. Lojistik regresyon da bagimli degisken kategorik
yapida oldugu i¢in bagimsiz degiskenler de herhangi bir zorunluluk yoktur. Stirekli veya
kategorik olusu ile ilgili lojistik regresyon da bagimli ve bagimsiz degiskenler arasinda
dogrusal bir iligkinin olmas1 zorunlu aranmamaktadir. Kisacasi lojistik regresyon girdi
parametrelerini kategorik veriye (0 veya 1), (olumlu veya olumsuz) gibi kodlama yaparak

calisan bir makine 6grenme yontemidir.

5.1. Logit Doniisiim ve Lojistik Regresyon Modeli

Dogrusal olasilik modelleri O ile 1 arasinda deger alabilen modellerdir. i. gozlem

icin genel dogrusal regresyon modeli, esitlik (5.1)’deki gibi ifade edilmektedir.

p
yi:Zﬁk xik+ui l:1,2,n (51)
k=0

Dogrusal regresyon denkleminde bagimsiz degiskenler {izerine bir kisit yok iken
bagimli degisken siirekli olmalidir. Dolayist ile elde edilen modelde bagimli degisken
— o ile

+ oo arasinda yer almalidir. Bagimli degisken y; 0-1 gibi kategorik yapida deger
almastyla dagilim bozulmaktadir. Bu durumda, i’inci gozlemin 1 degerini alma olasiligi

P(y; = 1) olmak iizere, beklenen deger
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E(y)=1*P(y;= 1)+0*«P(y;=0) =P(y;=1) i=12,..,n (5.2)
elde edilir. Elde edinilen beklenen deger regresyon denklemi olarak yazilirsa denklem
(5.3) gibi olur.

14
EG) = POi= D+ ) B xu i=12...,n (5.3)
k=0

arasinda olasilik degerleri alabilen denklem (5.3)’teki denklem ‘dogrusal olasilik modeli’
olarak adlandirilir. Esitlik (5.3) de gordiigimiiz dogrusal olasilik modeline logit
dontigiimii yapilabilmesi i¢in 6ncelikli olarak P / 1 — P olasilik doniisiimii yapilmalidir.
Sonrasinda ise elde edilen modeli logaritmas: alarak ¢ikti degiskeninin genisligi
— w ile + oo arasinda yer almalidir. Denklem (5.3) de logit doniisiim yapildiktan sonra

olusan lojistik model denklemi (5.4) de goriilmektedir.

Pj

E(yl) =Li= lOg (1—_131) 1];:0 ﬁk Xik i = 1,2, e, n (54)

P; olasilik degeridir ve

p, = exp(Th—o Br xix ) i=12,... (53)

" (—exp (TR Brxi )

seklinde elde edilir. Elde edinilen denkleme lojistik fonksiyon denilmektedir.

Lojistik regresyon modeline logit doniisiim uygulanarak dogrusallagtirma yapmak
miimkiindiir.
n = In (B2=2) i=12..,1n (5.4)

P;/(1 — P;) = olasilik oran1

Logit doniisiimii uygulandiktan sonra lojistik regresyon modeli denklem (5.5)

deki gibi gériinmektedir.

E(y) = n= By + Bixyi + Baxzi + ..+ Bixp i=12,..,n (5.5)
Lojistik regresyon modeline dayanarak hesaplanan P; olasilik degeri 0.5 ten

kiictik ise

¥, = 0.5, biiyiik ise ¥, = 1 seklinde tamimlanabilir.

Vi
p, =L i=12 ..,n (5.6)
1+eYi
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Lojistik regresyon kendi i¢inde {ige ayrilmaktadir. Bu alt basliklar su sekildedir.
Lojistik regresyon da bagimli degisken iki kategori ise ikili (binary), lojistik regresyon da
bagimli degisken ikiden fazla olmasi durumunda ise ¢oklu kategorik (multinominal)
lojistik regresyon modeli olarak adlandirilmaktadir. Lojistik regresyon da bagiml
degiskenin sirali sekilde olmasi ise ¢oklu siralayici (ordinal) lojistik regresyon olarak
adlandirilmaktadir. Lojistik regresyonda grafik dogrusal regresyondan farklidir. Klasik
dogrusal regresyon da grafik dogrusal bir sekil alirken lojistik regresyon grafigi s seklinde
olmaktadir. Asagida sekil 5. 1.de lojistik regresyon grafigi goriilmektedir.

e e e e EmA TR TR EEEYE Y mmm s m.

p 2

ik
1

4

k.0

i Sl ] 1500 200 2500

Kaynak: (James vd., 2013: 131)

Sekil 5.1. Lojistik Regresyon Grafigi
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6. DEGERLENDIiRME KRITERLERI

6.1. Karisikhk Matrisi

Karisiklik matrisi siniflandirma ¢alismalarinda optimal ¢6zlimiin belirlenmesinde
On planda yer almaktadir. Siniflandirma ¢alismalarinda yararlanilan karisiklik matrisi ikili
siiflandirma c¢aligmalarinda 2 x 2 boyutunda olurken, ii¢lii siniflandirma ¢alismalarinda

3 x 3 boyutunda olmaktadir.

Tablo 6.1. Karigiklik Matrisi Olusum Tablosu

Gergek Pozitif Gergek Negatif
Tahmin Pozitif TP FP
Tahmin Negatif FN TN

TP: Gergek sinif degeri pozitif olan gdzlemlerin dogru bir sekilde pozitif olarak tahmin
edilmesi durumunu gostermektedir
FP: Gergek sinif degeri negatif olan gézlemlerin dogru bir sekilde pozitif olarak tahmin
edilmesi durumunu gostermektedir
TN: Gergek sinif degeri negatif olan gézlemlerin dogru bir sekilde negatif olarak tahmin
edilmesi durumunu gostermektedir
FN: Gergek sinif degeri pozitif olan gézlemlerin tahmin sonucunda negatif olarak yanlis

degerlendirildigini géstermektedir.

Bu dort degerin toplami siiflandirilacak olan toplam Ornek sayisini verir.
Kanigiklik  matrisi  makine 6grenmesi simiflandirma ¢alismalarinda  kullanilan
algoritmalarinin kalitesinin Olgiilmesi icin kullanilan yontemlerin hangisinin daha iyi

sonug verdigini belirlemede kullanilmaktadir.
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6.2. Dogruluk

Coskun ve Baykal (2011:53) modelin basarilarinin 6l¢iimiinde kullanilan en basit
ve kullanimi kolay olan degerlendirme kriterlerinden biri olduguna deginmistir. Dogruluk

orani hesaplamak i¢in karisiklik maddesinden yararlanilir.

TP+TN
TP+ FP+FN+TN

Dogruluk =

6.3. Duyarhhik (Hassasiyet)

Pozitif degerlerin ne kadarinin pozitif siniflandirmaya alindigini gostermektedir.
Coskun ve Baykal (2011:54) dogru siniflandirilmis pozitif 6rnek sayisinin toplam pozitif

ornek sayisinin sayisina orani oldugunu belirtmektedir.

TP

Duyarlilik = TP+ FN

6.4. Ozgiilliik

Siniflandirmada negatif 6rnek sayisinin toplam negatif Grnek sayisina orani

seklinde hesaplanmaktir.

TN

Ozgulluk = m

6.5. Kesinlik

Kesinlik kriteri ile modelde sifir olarak eklenen grubun tahmin edilen 6rneklerden

gercekten kag tanesinin pozitif oldugunu saptanmaktadir.

TP

Kesinlik = W
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6.6. ROC Egrileri

ROC egrisi pozitif yanlis oran ve testlerin duyarliligindan olusan bir grafiktir.
ROC egrisi genellikle farkli ¢esitlerde smiflandirma problemi i¢in performans
degerlendirme bic¢imidir. ROC egrisinde bulunan AUC degerleri genel dogruluk
degerlerini belirler. ROC egrisinde kullanilan modellerin ne kadar dogru siniflandirma
yapabildigini gostermektedir. ROC egrisinde kullanilan yontemleri degerlendirmek
istendiginde modelde kullanilan yontemlerin AUC degerleri 1’e ne kadar yakin veya 1

ise bu degerler en uygun modeli belirlemede yardimci olur.

6.6.1. ROC Egrileri Degerlendirilmesi

Icerisinde miikemmel dogruyu elde etmek gercek hayat verilerine gére oldukga
imkansiz bir durum denilebilir. Kumar ve Indrayon (2011: 279) miikemmel dogru igin
koordinat sisteminde (0,0) baslangi¢ noktasi ile sol iist kose noktalarinin birlesmesiyle
ayn1 zamanda sag iist kdse noktasi ve sol iist noktalarinin birlesiminden miikkemmel bir
sekilde ¢ikmaktadir. Bu ¢ikan %100 veya miikemmel sonucu temsil eder. Ancak bdyle
egrileri elde etmek olduk¢a zordur denilebilir. Yapilan analizlerde testin kesinligi veya
dogrunun 6l¢mek icin kullanilan kisimlardan bir tanesinde ROC egrisinin alt tarafinda
kalan kismidir. ROC egrisinin altinda kalan kismin alabilecegi degerler aralig1 0 ile 1
arasindadir. ROC egrisinin altinda kalan kisim 0,5 tir. Milkemmel dogruya sahip olan
ROC egrisinin degeri ise 1,0 dir. Yani bu degerlerden anlasilacagi lizere yapilan testlerin
Roc egrisinde 0,5 ile 1,0 arasinda olmasi gozlenir 0.5 ile 1,0 arasinda olusan egrilerin

yeri biiytidiikge yani 1,0’a yaklastik¢a testlerin kesinliginde artis meydana gelir.

6.6.2. ROC Egrileri Avantajlar:

Kumar ve Indrayon (2011: 280) ROC egrisinin avantajlarina su sekilde

deginmislerdir.
1. Olasi tiim sonuglar1 gdsterme imkanina sahiptir
2. ROC egrisi sorunun prevalansindan etkilenmez.

3. Iki veya ikiden fazla testin ROC egrisine gore bir grafikte gorsellestirilebilir ve

degerlendirmeye kolaylik saglar
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4. Bazi durumlarda duyarlilik 6n plana c¢ikabilmektedir veya secicilik duyarliliga
tercih edilebilir. Bu iki durumla karsilasildiginda dahi ROC egrileri uygun kesim

noktalar1 bulur.
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7. UYGULAMA

Tez ¢aligmasinin bu boliimiinde makine 6grenmesi uygulama alanlarindan dis
ticaret birim deger endeks verileri iizerinde makine 6grenmesinde DVM ve LR analizi
yontemleri kullanilarak simiflandirma ¢alismasi yapilmis ve elde edilen sonuglar

degerlendirilmistir. Calisma kapsaminda TUIK resmi sitesinden https://www.tuik.gov.tr/

alman veriler istatistiksel modelleme, veri gorsellestirme gibi etkili bir bigimde

kullanilmasi ve iglem gérmesini saglayan R stiidyo programi kullanilmistir.

7.1. R Programinda e1071 Paketinde sym fonksiyonu

svm fonksiyonu destek vektorlerini egitmek i¢in kullanilan bir fonksiyon olup
smiflandirma ve regresyon ¢alismalarinda siklikla kullanilmaktadir. svm fonksiyonu tek
degiskenli ve ¢ok degiskenli ¢alismalarin kullanimina uygundur. e1071 paketinde
uygulamalarda yaygin olarak kullanilan ¢ekirdek isimleri su sekildedir. radial kernel,

dogrusal kernel, polinom kernel en yaygin ve basarili olan kernel tiirleridir.

7.2. R Programinda stats Paketinde glm fonksiyonu

Makine Ogrenmesinde siniflandirma islemlerinde DVM hangi fonksiyonun
kullandigimiza degindik. LR’ nin R stiidyo programinda uygulamasi i¢in glm fonksiyonu
kullanilir. glm genellestirilmis lineer modelin kisaltilmig halidir. glm fonksiyonu siradan
dogrusal regresyon bir uzantist seklindedir. Bagimli degisken kategorik oldugu
durumlarda lojistik regresyon uygulamalarinda kullanilmaktadir. glm fonksiyonu

icerisinde “binomial”, “bernoulli”, “poisson” gibi genis kapsamli dagilim o6zellikleri

bulunan aileler vardir. Bu ¢alismamizda binomial dagilim kullanilmaktadir.

7.3. Problemin Belirlenmesi

Ulkemizde uluslararas: ticaretin gelismesi ile ithalat ve ihracat oranlarinda artis
gozlenmektedir. Olugan bu ithalat ve ihracatini standart ticaret siniflandirmalarina gore
belirlenmesi gereklidir. Bu tez ¢alismasi kapsaminda amag ithalat ve ihracat degerleri
kapsaminda dogru tahmin yapabilmek i¢in makine 6grenmesi siniflandirma yontemlerini

kullanarak en iyi sonucu veren yontemi belirlenmesidir.
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7.4. Verilerin Toplanmasi ve Hazirlanmasi

Tez calismast kapsaminda 2013 yil1 ocak ayindan baslayan ve 2021 yili Agustos
ayma kadar olan siirede dis ticaret birim deger endeks verileri TUIK resmi sitesinden

almmistir  https://www.tuik.gov.tr/. Veri seti igerisinde eksik veri gozlem

bulunmamaktadir. Veri seti igerisinde bagimli degisken kategorik yapida bulunmaktadir.
Arastirma kapsaminda toplanan veri seti igerisindeki 6zellikler tablo 7.1. 'de detayh

olarak belirtilmistir.

Tablo 7.1. Calisma Kapsaminda Degiskenler ve Agiklamalari

Bagimh Degisken: Ac¢iklamalar

Smif: Dis ticaret tiirti 0= fhracat
1= Ithalat

Bagimsiz Degiskenler:

Gida Gida, igcecek ve tiitiin

Hammadde Ham maddeler yakit harig

Yakit Yakitlar

Imalat Imalat (gida, icecek ve tiitiin harig)

Sitc SITC'de baska bir yerde siiflandirilmayan
mallar

7.5. DVM Kurulumu

Bu kisimda ileriki ¢caligmalar i¢in uygulayacagimiz radyal ve dogrusal kernel i¢in
gerekli ¢alisma yer alacaktir. Oncelikle Verinin her &zniteligi i¢in ana ekran uzunluklarini

ve kiiclik eksen uzunluklarinin gérsellesmis hallerini asagidaki sekillerde gorebiliriz.
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Sekil 7.1. Gida ve Hammaddeye Gore Dis Ticaret Siniflandirilmasi
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Sekil 7.2. Gida ve Yakita Gore Dis Ticaret Siiflandirilmasi
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Gida ve imalat
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Sekil 7.3. Gida ve Imalata Gére Dis Ticaret Siniflandirilmasi
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Sekil 7.4. Gida ve Sitc'a Gore Dis Ticaret Siiflandirilmasi
Grafiklerden anlasilacagi lizere gida degiskeninin diger tiim degiskenlerle birlikte

i¢ ige gecmis bir sekilde siniflandirildigr goriilmektedir. Simdi hammadde degiskeninin

diger degiskenlerle kombinasyonunu inceleyelim.
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Hammadde ve Yakit
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Sekil 7.5. Hammadde ve Yakita Gore Dis Ticaret Siniflandirilmasi
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Sekil 7.6. Hammadde ve imalata Gére Dis Ticaret Siniflandirilmasi
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Hammadde ve Sitc
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Sekil 7.7. Hammadde ve Sitc'a Gore Dis Ticaret Siniflandirilmasi

Grafiklerden anlasilacag: lizere hammadde degiskeninin diger degiskenlerle olan
kombinasyonlarina bakildiginda siniflandirmanin gii¢siiz oldugu goriilmektedir. Simdi

yakit degiskeninin diger degiskenlerle kombinasyonunu inceleyelim.
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Sekil 7.8. Yakit ve Imalata Gore Dis Ticaret Siiflandirilmasi
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Sekil 7.9. Yakit ve Sitc’a Gore Dis Ticaret Siniflandirilmasi

Verinin tam haliyle grafikler incelendigine gore dis ticaret grubuyla tam
siniflandirma mevcut degildir. Makine 6grenmesi yontemleri kullanarak veri seti egitim

ve test seti olarak ogretildikten sonra siniflandirma ¢alismasi yapilacaktir.

7.6. Egitim ve Test Verisinin Ayrilmasi

Veri seti analizini hazirlandiktan sonra makine 6grenmesinde siniflandirma
yontemleri uygulanabilmesi i¢in egitim ve test olarak ikiye ayrilmasi gereklidir. Bu

calisma kapsaminda veri rassal olarak %50 egitim ve %50 test veri seti olarak ayrilmistir.

7.7. Modelinin Olusturulmasi

Calisma igerisinde belirtilen makine 6grenmesi siniflandirma tekniklerinden olan
DVM ve LR yontemine uygun modeller R programlama dili kullanilarak olusturulmustur.
Calismada egitim veri seti kullanilarak DVM’ den olan
dogrusal kernel, radyal kernel ve LR kullanilmistir. Model egitim  verisi
kullanilarak olusturulmus ve test veri seti lizerinde tahmin yapilmistir. Dogruluk,
duyarlilik, 6zgiilliik ve kesinlik gibi degerlendirme kriterlerinin sonuglarini tablo 7.2 de

gorebiliriz.
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Tablo 7.2. Simiflandirma Y ontemlerinin Karsilastirilmasi

Dogruluk | Duyarlilik Ozgiilliik Kesinlik
(Accuary) | (Sensitivity) | (Specificity) | (Pos Pred Value)
Dogrusal 0.682 0.727 0.650 0.603
kernel
Radyal 0.807 0.840 0.783 0.740
kernel
Lojistik 0.625 0.750 0.533 0.541
regresyon

Tablo 7.2°de gorildigi tizere smiflandirma islemi gercgeklestirilmis ve
degerlendirme kriterlerine gore radyal kernel 0.807 dogruluk, 0.840 duyarlilik, 0.783
ozgillik ve 0.740 kesinlik degeriyle degeri ile ithalat ve ihracata gore en dogru
siniflandirmay1 yapan metot dur. Dogrusal kernel Ithalat ve ihracata gére siniflandirma
isleminde ikinci sirada basariyla siniflandirici olmustur. LR ise degerlendirme kriterlerine

gore tclincii bagariyla siniflandirmay1 gergeklestirmistir.

7.8. Kanisikhik Matrisi Sonuclar:

Karigiklik matrisi yapilan c¢alismada smiflandirma oraninin  dogrulugunu
gostermektedir. Verideki gozlemlerin ka¢ tanesinin yanis kag¢ tanesinin dogru
siiflandirildigini belirtmektedir. Yapilan ¢alisma egitim verisi kullanilarak olusturulmus
ve test veri seti lizerinde tahmin edilmistir DVM’ den dogrusal, radyal kernel ve LR’ a
gore sonuglar olusmustur. Asagidaki Tablo 7.3.’te karigiklik matrisi sonuglari

goriilmektedir.

Tablo 7.3. Karigiklik Matrisi Sonuglari

Dogrusal Kernel Radyal kernel Lojistik regresyon

Tahmin Thracat Ithalat | Tahmin TIhracat ithalat Tahmin Thracat Ithalat
[hracat 32 23 Thracat 37 13 fhracat 33 28
[thalat 12 37 [thalat 7 47 ithalat 11 32
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Tablo 7.3’te goriildiigii tizere dogrusal kernel 104 gozlemden 69 tanesini dogru,
35 tanesini yanlis siniflandirmistir. Radyal kernel karisiklik matrisi sonuglarina bakildigi
zaman 104 gézlemden 84 tanesini dogru, 20 tane gézlemi yanlis siniflandirmistir. Lojistik
regresyonun karisiklik matrisindeki performansi ise 65 gozlemi dogru siniflandirarak 39
gbzlemi yanlis siniflandirmistir. Sonuglardan anlasilacagi lizere en iyi performansi veren

model 84 gozlemi dogru siniflandirarak radyal kernel olmustur.

7.9. Egitim ve Test Veri Seti Destek Vektorlerinin Belirlenmesi

Verilerin %50 egitim ve test olarak boliinmesiyle gida ve yakit degiskenleriyle
egitim ve test veri setinin radyal tabanli siniflandirma grafigi ¢ikarildi. Olusturulan
grafikte egitim veri setiyle siniflandirmadaki destek vektorleri ve hyperlan ¢izgisi
(ayrilma) belirgin bir sekilde goriilmektedir. Test veri setinin grafigi incelendiginde ise
egitim verisinde oldugu gibi siiflandirmay dogru bir sekilde yaptigi goriilmektedir yani
egitilen model ayrilan veri seti yani test seti ile test edilmis olup siniflandirmayi bagarili

bir sekilde gerceklestirmistir.
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Sekil 7.10. Gida ve Yakit Degiskenine Gore Egitim ve Test Siniflandirma Grafikleri

Sekil 7.10°da goruldigi tizere 1’inci sekil egitim verilerinin seklidir ve modelin
egitim gozlemlerini siniflandirmada ne kadar basarili oldugunu kontrol edebilmemizi
saglar. Egitim verisiyle model analiz edilirmistir. Modelin tahmini i¢in ayirdigimiz test

veri setiyle ne kadar dogru siniflandirma yaptigi belirlenmistir. Sekillerde siyah noktalar
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ihracatt pembe noktalar ithalati temsil etmektedir. Dis ticaret her ekonomik uygulama
gibi ihtiyaglar1 karsilamak, fayda saglamak veya gelir elde etmek i¢in yapilan bir
ekonomik faaliyettir. 1. ve 2. Sekillerde ithalat ve ihracat siniflandirmasi saglanmis ancak
gida ve yakit degiskeni verileri sayisal olarak birbirine ¢ok yakin diizeyde oldugundan
ithalat ve ihracat degiskenleri bir arada goriilmektedir. Yani Tiirkiye’nin ithalat ve ihracat

verilerine gore gida ve yakit degerleri birbirine ¢ok yakindir.

test

10

imalat
imalat

gida gida
Sekil 7.11. Gida ve Imalat Degiskenine Gore Egitim ve Test Siniflandirma Grafikleri
Sekil 7.11°de goriildiigii tizere 1. ve 2. Sekillerde ithalat ve ihracat siniflandirmasi

saglanmistir ancak Tirkiye’nin dis ticaret verilerine gore gida ve imalat sektoriinde

ihracat ve ithalat degerleri arasinda ¢ok az fark vardir bu yiizden sekillerde destek

vektorleri bir arada goriinmektedir.
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Sekil 7.12. Gida ve Hammadde Degiskenine Gore Egitim ve Test Siniflandirma
Grafikleri

Sekil 7.12°de goriildiigii iizere Tirkiye’nin dis ticaret verilerine gore gida ve
hammadde degiskenleri arasinda gozle goriiliir diizeyde bir simiflandirma mevcuttur.

Ancak gida ve hammadde degerleri birbirine yakin oldugunda destek vektorleri bir arada

goriinmektedir.
ROC Egrisi ve AUC: Logistic ile SVM
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Sekil 7.13. ROC Egrisi
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ROC (Islem Karakteristik Egrisi) egrisinde X ekseninde FPR(1-Ozgiilliik) yanls
pozitif oran1 gostermektedir. Y ekseninde bulunan TPR (hassasiyet) gercek pozitif orani
gostermektedir. ROC egrisi yorumu yapilirken AUC (ROC egrisinin altinda kalan alan)
degerleri dikkate alinarak en iyi siniflandirict model segilir. Asagida Tablo 7. 4.’te

calismada kullanilan modellerin AUC degerleri goriilmektedir.

Tablo 7.4. AUC Degerleri

Lineer kernel Radyal kernel Lojistik regresyon

0.780 0.864 0.770

Tablo 7. 4.te AUC (ROC egrisinin altinda kalan alan) degerleri goriilmektedir.
AUC ne kadar biiyiik ise, dogru siniflandirmanin tahmin edilmesinde s6z konusu 0 metot
basarilidir. AUC 0.5 ile 1 smirlar1 arasinda deger almaktadir. Bu calismada kullanilan
modellerden en basarili sonucu veren AUC degeri 0.864 ile radyal kerneldir. Dogrusal
kernel 0.780 AUC degeriyle ikinci siradadir. Lojistik regresyon ise 0.770 deger ile ti¢iincii
sirada yer alir. Sonug olarak ROC egrisinin altinda kalan alan belirlendi ve en basarili

model radyal kernel olarak belirlenir.
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8. SONUC VE YORUM

Bu tez kapsaminda ilk asamada makine 6grenmesi yontemlerinden destek vektor
makineleri ve lojistik regresyon metotlar1 kullanilarak siniflandirma ¢alismasi yapildi. Bu
kapsamda, dogrusal kernel, radyal kernel ve lojistik regresyon sonuglart edilmistir.
Calisma kapsaminda 208 gozlemli dis ticaret verisi kullanilmistir. Veriler rassal bir
sekilde %50 egitim ve %50 test olarak ikiye boliinmiistir. Model egitim verisi
kullanilarak olusturulmus ve test veri seti lizerinde tahmin yapilmistir. Dogruluk,
duyarlilik, 6zgiilliikk ve kesinlik gibi degerlendirme kriterlerinin sonuglarina gore en iyi
sonucu veren radyal kerneldir. Degerlendireme kriterlerinden olan ROC egrisi ve AUC

degerlerine gore en iyi siniflandiric1 0.86 oraniyla radyal kernel seg¢ilmistir.

Bu calismada DVM ve lojistik regresyon metotlar1 kullanmigtir. Ayrica,
siiflandirma yapmak i¢in diskriminant analizi ve en yakin komsular yontemi gibi diger

yontemler uygulanarak literatiire katki saglanabilir.
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94,7
90,2
90,7
101,3
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ecNeoleololololNeololNoloelololNololNolNololololNoeloelNollololelololelellololieolNoellolollolollolaolo ool )

89,4
89,3
88,5
88,9
88,4
87,3
89,0
89,2
86,6
85,5
83,9
84,4
83,1
81,3
83,2
84,4
84,9
85,4
84,4
83,2
83,0
83,6
83,0
82,7
83,0
82,5
80,9
80,6
80,8
79,1
775
775
77,9
78,4
79,1
79,5
80,6
80,6
80,3
81,1
80,5
79,4
80,1
81,7

91,4
92,4
91,7
93,4
97,0
93,7
97,7
99,3
98,1
97,2
97,6
96,1
99,7
98,7
99,9
98,4
100,4
102,9
100,8
100,7
100,0
99,1
97,3
100,1
99,3
104,2
100,5
103,9
103,0
99,8
99,2
94,6
97,1
90,9
97,1
94,2
94,6
94,1
92,4
96,4
93,6
93,5
92,7
94,5

70,4
74,8
82,9
82,8
78,7
83,9
84,1
87,2
85,4
93,1
96,2
95,9
89,7
93,5
91,1
86,7
90,1
96,4
98,5
101,2
106,1
107,3
1127
1113
112,3
116,1
119,9
121,2
124,3
127,3
126,9
130,5
118,7
98,2
99,8
107,8
114,0
118,7
1154
110,7
112,6
105,0
108,2
107,7

95,6
97,1
97,0
98,0
97,9
96,9
96,6
95,1
94,4
95,2
95,2
94,6
94,2
94,9
96,5
99,0
99,4
100,3
101,5
100,3
101,0
102,9
104,8
106,2
104,8
104,9
102,4
102,8
100,9
99,2
98,6
97,4
97,4
98,2
98,8
97,7
97,1
96,3
96,7
98,1
96,8
95,6
94,9
94,7

103,2
102,8
105,6
106,4
110,8
1117
109,6
104,4
103,8
96,5

99,2

103,2
103,0
106,8
105,5
107,5
104,0
104,0
1111
107,6
106,8
108,1
110,7
117,0
1117
1117
109,1
109,3
103,4
99,4

100,4
101,5
101,4
104,8
107,4
109,6
108,3
107,1
109,7
115,8
117,77
123,8
126,7
123,6
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PP PPPPPPPPPPPPPPPPPPPOOCOOOOO0OCDOO0OCOO0O000000O0O0O0OO0OO0OOoOOoO

81,0
81,3
81,9
81,9
82,5
82,9
82,6
82,2
82,0
81,2
81,2
80,9
81,2
83,5
85,0
88,8
86,3
86,2
85,1
103,0
103,3
87,1
110,2
116,5
116,7
113,2
115,0
114,6
1111
111,6
108,9
110,8
107,7
110,3
108,3
109,5
107,6
110,0
114,1
116,0
113,3
112;7
109,4
107,1

92,7

90,6

91,4

93,8

92,9

911

92,6

90,0

90,7

93,1

93,5

95,8

93,4

100,8
100,3
105,2
109,5
111,8
116,0
114,3
119,7
117,3
130,2
129,8
131,7
131,2
130,8
130,7
126,1
126,1
125,7
127,5
1277
128,1
129,3
129,7
129,4
127,3
127,1
127,5
128,3
125,5
126,3
121,0

104,7
1034
106,9
98,6

69,1

59,3

48,4

69,4

70,1

75,9

71,9

68,0

72,2

81,4

89,4

97,0

104,9
107,0
109,6
118,9
120,0
115,9
170,3
172,2
169,6
163,1
157,3
158,4
158,6
162,0
163,5
161,0
160,5
164,9
159,0
158,8
160,9
157,8
157,0
159,6
158,4
154,4
151,4
146,4

95,5
96,6
97,0
94,9
951
95,3
92,7
94,7
96,0
97,1
96,1
96,0
96,9
99,9
101,3
101,3
100,8
101,5
103,1
101,5
106,3
105,4
1127
114.8
112,0
1140
112,9
1115
110,3
110,9
111,8
114.8
113,9
114,2
112,4
112,9
114,8
116,3
114,0
112,6
113,4
112/4
111,6
110,5

122,0
123,2
129,3
130,7
130,5
142,3
1437
143,2
149,5
163,2
163,3
159,6
145,4
139,0
147,3
145,9
1447
1451
156,9
156,6
150,0
150,3
146,4
150,8
145,0
1411
138,7
131,0
118,6
120,0
116,5
120,7
119,1
119,0
111,0
107,0
112,0
114,1
118,3
118,9
105,9
107,2
113,6
106,1
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PR R RPRRPRPRRPRPRPRPRPRPRPRPRPRPRPRPRPRPRPREPRPREPRPREPRERPREPREPRPRPREPRPREPRPRPRPRPRPRPRLRRERRER

106,3
107,6
106,4
104,6
106,1
102,0
100,8
100,3
99,3
98,2
96,6
95,2
95,9
94,6
93,6
93,5
93,2
93,2
94,0
93,3
92,6
93,0
91,1
91,5
91,5
92,0
91,0
91,4
91,7
90,1
91,8
91,8
90,4
89,4
89,4
88,7
92,9
93,7
93,5
92,1
92,7
94,4
94,1
94,7

118,8
113,0
111,2
109,3
106,8
100,3
99,9
101,4
101,5
100,6
96,1
92,7
91,8
88,3
87,8
86,5
85,5
84,4
90,1
96,4
95,3
91,4
90,5
92,9
91,1
93,1
95,8
99,1
101,5
101,2
104,3
103,0
104,6
104,7
106,3
112,8
110,1
107,5
107,6
109,7
112,5
113,7
114,3
114,3

138,9
128,8
114,3
1125
114,4
104,9
1117
110,3
101,1
93,5
89,2
86,3
83,6
78,1
67,4
64,3
67,6
65,5
70,8
74,0
71,3
70,1
72,1
74,8
71,9
77,1
85,1
86,4
84,7
86,1
83,1
82,3
82,5
86,1
90,2
92,1
96,4
97,9
104,7
102,9
101,4
106,3
111,9
111,8

110,6
109,4
104,9
102,6
99,0
100,3
101,1
101,5
99,3
99,3
98,6
99,5
97,8
96,2
92,9
94,6
94,7
97,3
97,4
96,6
96,6
97,8
97,5
98,7
97,7
95,6
95,6
96,5
97,5
97,4
99,2
98,8
99,4
101,5
101,8
103,2
105,0
105,0
104,9
105,2
105,1
106,8
103,7
103,7

112,0
109,2
101,1
107.,8
96,8

102,7
102,9
102,5
104,7
102,0
94,0

95,5

92,8

97,2

93,3

1011
102,2
104,4
108,4
111,0
108,8
1151
116,7
120,1
110,9
110,4
107,6
1135
115,9
1175
119,9
121,6
1211
121,1
125,9
120,8
115,3
123,4
127,4
117,4
1195
115,3
119,7
109,0
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PR RPPRPRPRPRPRPRPRPRPRPRPRPRPRPRPREPRPREPREPRPREPRPRPREPRPREPRPRPRPRPRPRPRPRERRER

92,0
89,3
88,5
88,8
89,4
87,7
92,5
91,0
92,2
92,1
89,5
88,5
88,2
87,2
87,6
86,4
86,9
87,8
90,0
90,4
91,8
92,2
91,0
90,7
87,9
88,7
91,5
90,9
97,1
98,5
99,4
101,8
106,3
101,4
102,4
104,1
106,7
106,4

113,4
113,6
111,9
109,8
108,6
109,4
106,7
101,2
103,3
104,7
105,5
105,1
103,5
102,0
100,6
95,9
88,6
91,1
93,5
97,9
96,9
94,9
92,9
911
91,0
91,5
93,0
96,8
101,4
105,2
113,6
127,9
135,1
139,8
140,2
143,7
148,8
152,9

112,3
113,3
116,0
1195
112,9
105,8
107,9
109,6
110,8
111,0
111,8
107,6
105,3
101,3
100,8
97,8
98,6
99,9
104,2
95,1
82,6
55,3
50,1
66,6
67,3
71,3
70,7
67,4
68,9
74,2
80,7
86,9
92,0
95,2
100,2
103,1
112,6
113,7

102,2
101,9
101,3
103,8
104,5
103,4
102,5
101,4
102,4
101,5
99,0
99,4
100,2
98,6
97,8
98,0
98,1
97,2
95,8
94,3
97,1
94,7
91,2
92,3
93,4
94,3
97,8
98,3
100,9
102,8
103,1
104,3
108,4
110,2
110,4
110,9
114,4
1175

106,9
102,4
98,7

99,1

102,1
106,5
108,7
113,2
118,6
116,8
106,9
106,8
107,7
114,1
114,1
127,3
129,7
128,4
127,6
125,7
142,9
147,3
147,0
1441
1413
162,0
172,6
164,1
168,3
159,2
151,5
159,2
1577
121,1
124,6
1277
119,9
136,9
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Ek 2. Calismada Kullanilan Kodlar

library(caret)
library(e1071)
library(readxl)

library(ggplot2)
library(tidyverse)

hb<- read_excel("C:/Users/ozlem/Desktop/veri.xIsx") # verinin bilgisayardan ¢ekilmesi
View(hb)

my.df <- hb # my.df olarak atanmasi

dim(my.df) # verinin boyutunun goriilmesi

# Verinin scale edilmesi

my.df scaled <- my.df %>%

mutate(sinif= case when(sinif == 0 ~ "ihracat", TRUE ~ "ithalat") %>% as.factor())

%>%
mutate_if(is.numeric, function(x) {(x - min(x)) / (max(x) - min(x))})
# Grafikler
ggplot(my.df scaled, aes(x =gida , y =hammadde , colour = sinif )) +
geom_point() +
labs(title = 'Gida ve Hammadde') # Sekil 7. 1. grafigi
ggplot(my.df scaled, aes(x =gida , y =yakit , colour = sinif )) +
geom_point() +
labs(title = 'Gida ve Yakat') # Sekil 7. 2. grafigi
ggplot(my.df scaled, aes(x =gida , y =imalat , colour = sinif )) +
geom_point() +

labs(title = 'Gida ve Imalat') # Sekil 7. 3. grafigi
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ggplot(my.df scaled, aes(x =gida , y =sitc , colour = sinif )) +
geom_point() +
labs(title = 'Gida ve Sitc') # Sekil 7. 4. grafigi

ggplot(my.df_scaled, aes(x =hammadde , y =yakit , colour = sif )) +
geom_point() +
labs(title = 'Hammadde ve Yakat') # Sekil 7. 5. grafigi

ggplot(my.df scaled, aes(x =hammadde , y =imalat , colour = sinif )) +
geom_point() +

labs(title = 'Hammadde ve Imalat') # Sekil 7. 6. grafigi

ggplot(my.df scaled, aes(x =hammadde , y =sitc , colour = siif )) +
geom_point() +
labs(title = 'Hammadde ve Sitc') # Sekil 7. 7. grafigi

ggplot(my.df scaled, aes(x =yakit , y =imalat , colour = siif )) +
geom_point() +
labs(title = "Yakit ve Imalat') # Sekil 7. 8. grafigi

ggplot(my.df scaled, aes(x =yakit , y =sitc , colour = smif )) +
geom_point() +
labs(title = "Yakit ve Sitc') # Sekil 7. 9. grafigi

HiHHH

my.df$simif <- as.numeric(as.factor(my.df$sinif)) # verinin siniflandirilmasi
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my.df$smif = factor(my.df$sinif, labels = ¢(0, 1))
IR
# Gerekli fonksiyonlar
predict_prob <- function(model_train,test_data) {
pred <- predict(model_train, test_data, probability=TRUE)
attr(pred,"probabilities™) %>%
as.data.frame() %>%
pull(1)%>%

return()

predict_prob_logistic <- function(model_train,test_data) {
pred <- predict(model_train, test_data, type="response’) %>%
as.data.frame() %>%
return()
b
# ROC ve AUC igin gerekli fonksiyonlar
library(pROC)
test_auc <- function(prob,test) {
roc(test, prob)
b
test_auc_logistic <- function(prob,test) {

roc(test~prob)
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}

# Veriyi Egitim ve Test olarak ikiye bolme
set.seed(2021)
index  <- L:nrow(my.df scaled)
testindex <- sample(index, trunc(length(index)/2))
testing <- na.omit(my.df[testindex,])
training <- na.omit(my.df[-testindex,])
y_train <- training %>% select(sinif) %>% as.matrix() %>% as.factor()
X_train <- training %>% select(-c(sinif)) %>% scale() %>% as.matrix()
train_df <- data.frame(sinif=y_train,x_train)
y_test <- testing %>% select(sinif) %>% as.matrix() %>% as.factor()
X_test <- testing %>% select(-c(smnif)) %>% scale() %>% as.matrix()
test_df <- data.frame(sinif=y test,x_test)
# svm fonksiyonlari
# dogrusal kernel
set.seed(2021)
tune.linear = tune(svm, sinif ~ . ,
data = train_df,
kernel = 'linear’,
ranges=list(gamma=2"(-5:5), cost=2"(-5:10)),
control = tune.control(sampling="cross", cross=10),
probability = TRUE)

best.linear = tune.linear$best.model
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predict.linear_test = predict(best.linear,x_test)
confusionMatrix(table(predict.linear_test, y_test))
# radyal kernel
set.seed(2021)
tune.radial = tune(svm, siif ~ .
data = train_df,
kernel = 'radial’,
ranges=list(gamma=2"(-5:5), cost=2"(-5:10)),
control = tune.control(sampling="cross", cross=10),
probability = TRUE)
best.radial = tune.radial$best.model
predict.radial_test = predict(best.radial,x_test)
confusionMatrix(table(predict.radial_test, y_test))
# Logistik Regresyon
set.seed(2021)
model glm = glm(sinif ~., data = train_df, family = "binomial")
model_glm_pred = predict(model_glm, newdata = test_df, type = "response™)
confusionMatrix(table(ifelse(model_glm_pred > .5, 1, 0), y_test))
# olasiliklar
pred_svm_linear <- predict_prob(best.linear,test_df)
pred_svm_radial <- predict_prob(best.radial,test_df)
# AUC degerleri olusumu

auc_logistic <- test_auc_logistic(prob=model glm_pred,test=test df$sinif)
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auc_svm_linear <- test_auc(prob=pred_svm_linear,test=test df$sinif)

auc_svm_radial <- test_auc(prob=pred svm radial,test=test df$sinif)

# ROC egrisi karsilastirmak icin degerler
df auc <- bind_rows(data_frame(TPR = auc_svm_linear$sensitivities,
FPR =1 - auc_svm_linear$specificities,
Model = "SVM(Dogrusal)"),
data_frame(TPR = auc_svm_radial$sensitivities,
FPR =1 - auc_svm_radial$specificities,
Model = "SVM(Radyal)"),
data_frame(TPR = auc_logistic$sensitivities,
FPR =1 - auc_logistic$specificities,
Model = "Logistik Regresyon™))
# ROC egrisi grafigi
df auc %>%
ggplot(aes(FPR, TPR, color = Model)) +
geom_line(size = 1) +
theme_bw() +
coord_equal() +

geom_abline(intercept = 0, slope =1, color = "gray37", size = 1, linetype = "dashed")

+
labs(x = "FPR (1 - Ozgiilliik)",
y = "TPR (Hassasiyet)",

title = "ROC Egrisi ve AUC: Logistic ile SVM")
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# AUC degerleri gosterimi

lapply(list(auc_svm_linear, auc_svm_radial,auc_logistic), function(x) {x[["auc"]]})

# grid fonksiyonu olusturmak

make.grid = function(x, n = 100) {
grange = apply(x, 2, range)
x1 = seq(from = grange[1,1], to = grange[2,1], length = n)
x2 = seq(from = grange[1,2], to = grange[2,2], length = n)
expand.grid(X1 = x1, X2 = x2)

}

# Sekil 7. 10. grafigi

#define data set and data frame

GidaYakit <- data.frame(my.df_scaled[,c(3,5)])

G.Y.SINIF <- as.factor(my.df scaled$sinif)

dat2 = data.frame(GidaYakit, G.Y.SINIF)

# gida, yakit ve bagimli degiskeni train ve test olara ayirma

set.seed(2021)

intrain<- createDataPartition(y =dat2$G.Y.SINIF, p= 0.5, list = FALSE)

trainingl <-dat2[intrain,]

testingl <-dat2[-intrain,]

dim(testingl)

dim(testingl)
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anyNA(dat2)

#test setine boliinen grafigi datl de birlestirme
P_TEST <- data.frame(testingl1[,c(1,2)])
P_TRAIN <- data.frame(training1[,c(1,2)])
|_TEST <- as.factor(testing1$G.Y.SINIF)

I TRAIN <- as.factor(training1$G.Y .SINIF)
dat3 = data.frame(P,I)

#Ftr svm model egitim

svmfitl = svm(G.Y.SINIF ~ ., data = trainingl, kernel = "radial", gamma= 0.8, cost =
10000, scale = FALSE)

print(svmfitl)
plot(svmfitl, dat2)
#ftr svm model test

svmfittestl = svm(G.Y.SINIF ~ ., data = testingl, kernel = "radial”, gamma= 0.8, cost =
10000, scale = FALSE)

print(svmfittest1)

plot(svmfittestl,dat?)

#GRid X1 and X2 values

xgrid_TEST = make.grid(P_TEST)

xgrid TRAIN = make.grid(P. TRAIN)

xgrid[1:10,]

colnames(xgrid_TEST) <- colnames(xgrid TRAIN) <- colnames(GidaYakit)
# svm fit model tahmini

ygrid_TEST = predict(svmfitl, xgrid_TEST)
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ygrid TRAIN = predict(svmfitl, xgrid TRAIN)
#arafikteki noktalar ve destek vektorlerinn belirlenmesi
par(mfrow = c(1, 2)) # 2 x 2 pictures on one plot

plot(xgrid TRAIN, col = ¢("#00FFFF","#FFO0FF")[as.numeric(ygrid TRAIN)], pch =
20, cex = .2,

main = "egitim")
points(P_TRAIN, col =1 _TEST, pch =20 )
points(P_ TRAIN[svmfitl$index,], pch =0.5, cex =2)

plot(xgrid_TEST, col = c("#00FFFF","#FFOOFF")[as.numeric(ygrid_TEST)], pch = 20,

cex = .2,
main = "test")
points(P_TEST, col =1_TEST, pch =20)

points(P_TEST[svmfitl$index,], pch =0.5, cex =2)

# Sekil 7. 11. grafigi

#define data set and data frame

Gidalmalat <- data.frame(my.df_scaled[,c(3,6)])

G.1.SINIF <- as.factor(my.df scaled$sinif)

datl = data.frame(Gidaimalat, G.I.SINIF)

# gida, imalat ve bagimli degiskeni train ve test olara ayirma
set.seed(2021)

intrain<- createDataPartition(y=dat1$G.I.SINIF, p= 0.5, list = FALSE)
training <-dat1[intrain,]

testing<-dat1[-intrain,]
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dim(testing)

dim(testing)

anyNA(datl)

#test setine boliinen grafigi datl de birlestirme
W_TEST <- data.frame(testing[,c(1,2)])
W_TRAIN<- data.frame(training[,c(1,2)])
E_TEST <- as.factor(testing3$G.1.SINIF)
E_TRAIN<-as.factor(training2$G.1.SINIF)
#Ftr SVM model

svmfit = svm(G.I.SINIF ~ ., data = training,kernel = "radial", gamma= 0.2, cost =
10000, scale = FALSE)

print(svmfit)
plot(svmfit, datl)
# plot fit data

svmfittest = svm(G.1.SINIF ~ ., data = testing,kernel = "radial", gamma= 0.2, cost =

1000, scale = FALSE)
print(svmfittest)

plot(svmfittest, datl)

#Grid X1 and X2 values

xgrid_TEST = make.grid(W_TEST)
xgrid TRAIN = make.grid(W_TRAIN)
xgrid[1:10,]

colnames(xgrid_TEST) <- colnames(xgrid TRAIN) <- colnames(Gidaimalat)
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# predict svmfit

ygrid_TEST = predict(svmfit, xgrid_TEST)

ygrid TRAIN = predict(svmfit, xgrid TRAIN)

xgrid = make.grid(Gidalmalat)

xgrid[1:10,]

colnames(xgrid) <- colnames(Gidalmalat)

#predict svmfir

ygrid = predict(svmfit, xgrid)

#grafikteki noktalar ve destek vektorlerinn belirlenmesi
par(mfrow = c(1, 2)) # 2 x 2 pictures on one plot

plot(xgrid TRAIN, col = c("#00FFFF","#FFO0FF")[as.numeric(ygrid TRAIN)], pch =
20, cex = .2,

main = "egitim")
points(W_TRAIN, col = E_TEST, pch =20 )
points(W_TRAIN[svmfit§index,], pch =0.5, cex =2)

plot(xgrid_TEST, col = c("#00FFFF","#FFOOFF")[as.numeric(ygrid_TEST)], pch = 20,

cex = .2,
main = "test")
points(W_TEST, col = E_TEST, pch =20)

points(W_TEST[svmfit$index,], pch =0.5, cex =2)

#Sekil 7. 12. grafigi
#define data set and data frame

GidaHammade <- data.frame(my.df _scaled[,c(3,4)])
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G.H.SINIF <- as.factor(my.df _scaled$sinif)

dat3 = data.frame(GidaHammade, G.H.SINIF)

#gida hammadde ve bagimli degiskeni train ve test olara ayirma
set.seed(2021)

intrain<- createDataPartition(y =dat3$G.H.SINIF, p= 0.5, list = FALSE)
training2 <-dat3[intrain,]

testing2 <-dat3[-intrain,]

dim(testing2)

dim(testing2)

anyNA(dat2)

#test setine bollinen grafigi datl de birlestirme

H_TEST <- data.frame(testing2[,c(1,2)])

H_TRAIN <- data.frame(training2[,c(1,2)])

U_TEST <- as.factor(testing2$G.H.SINIF)

U_TRAIN <- as.factor(training2$G.H.SINIF)

#Ftr SVM model train

svmfit2= svm(G.H.SINIF ~ ., data = training2, kernel = "radial", gamma= 0.8, cost =
10000, scale = FALSE)

print(svmfit2)
plot(svmfit2, dat3)
# ftr svm model test

svmfittest2 = svm(G.H.SINIF ~ ., data = testing2, kernel = "radial", gamma= 0.8, cost =
10000, scale = FALSE)

print(svmfittest2)
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plot(svmfittest2,dat3)

#GRid X1 and X2 values

xgrid_ TEST = make.grid(H_TEST)

xgrid TRAIN = make.grid(H TRAIN)

xgrid[1:10,]

colnames(xgrid_TEST) <- colnames(xgrid TRAIN) <- colnames(GidaHammade)
#predict svmfit

ygrid_TEST = predict(svmfit2, xgrid_TEST)

ygrid TRAIN = predict(svmfit2, xgrid TRAIN)
#grafikteki noktalar ve destek vektorlerinn belirlenmesi
par(mfrow = c(1, 2)) # 2 x 2 pictures on one plot

plot(xgrid TRAIN, col = ¢("#00FFFF","#FFO0FF")[as.numeric(ygrid TRAIN)], pch =
20, cex = .2,

main = "egitim")
points(H_TRAIN, col = U_TEST, pch =20)
points(H_TRAIN[svmfit2$index,], pch =0.5, cex =2)

plot(xgrid_TEST, col = c("#00FFFF","#FFOOFF")[as.numeric(ygrid_TEST)], pch = 20,

cex =.2,
main = "test")
points(H_TEST, col = U_TEST, pch =20)

points(H_TEST[svmfit2$index,], pch =0.5, cex =2)
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