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OZET

Diyabetik retinopati, diyabet (seker hastaligi) olan kisilerde goriilen bir goz hastaligidir. Bu
hastaligin erken teshisi onemlidir. Yapay zeka, biiylik veri analitigi ve derin 6grenme gibi
gelismis algoritmalar1 kullanarak, tip alaninda ¢esitli uygulamalara sahiptir. Bu sistemler
uzman doktorlarin teshislerini desteklemek veya biiyiik bir hasta kitlesini tarayarak erken teshis
icin yardimci olmak amaciyla kullanilabilir.

Bu ¢alismada, normal, hafif, orta, siddetli ve proliferatif fundus goz goriintiilerinden olusan
3662 oOrnekten olusan Aptos veri seti ile 7915 gorselden olusan 06zglin bir veri seti
hazirlanmustir. ki farkli veri seti kullanilarak evrisimsel sinir ag1 modellerinde hiper
parametrelerin siniflandirma performansi iizerindeki etkileri incelenmistir. Degerlendirilen
hiper parametreler arasinda sabit dgrenme orani, 6grenme orani planlamasi yontemleri,
aktivasyon fonksiyonlari, L2 diizenleme, veri artirma teknikleri ve optimizasyon algoritmalari
yer almaktadir. Goriintiilerin siniflandirma basarisini artirmak i¢in ¢esitli 6n isleme adimlari
uygulanmig ve transfer 6grenme yaklagimiyla ResNet34 modeli kullanilarak egitim
gerceklestirilmistir. Baglangicta 3662 Aptos veri seti lizerinde SGD optimizasyon algoritmasi
ile model egitilmigtir. Daha sonra 7915 veri seti iizerinde veri artirma teknikleri, L2
regiilarizasyon kullanilarak Momentum optimizasyon algoritmasiyla tekrar egitime tabi
tutulmus olup ¢ikan sonuglar neticesinde baslangic degerine gore ReLU %9,93, Leaky ReL U
%8,99 oraninda bir yiikselme gostermistir. Elde edilen sonuglar, ReLU aktivasyon
fonksiyonunun 0,786 dogruluk ve F1 skoru, Leaky ReLU'nun ise 0,751 dogruluk ve F1 skoru
ile en yliksek basariyr sagladigini gostermistir. Bu bulgular, fundus goz goriintiilerinin
siiflandirmasinda hiper parametrelerin 6nemini vurgulamaktadir.

Anahtar Kelimeler: (Diyabetik Retinopati, Derin 6grenme, Aktivasyon Fonksiyonlari,

Optimizasyon Algoritmalari, L2 diizenleme).
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ABSTRACT

Diabetic retinopathy is an eye disease that occurs in people with diabetes. Early diagnosis of
this disease is essential. Artificial intelligence has various applications in the medical field,
using advanced algorithms such as big data analytics and deep learning. These systems can be
used to support expert doctors' diagnoses or to screen a large population of patients to help with
early diagnosis.

In this study, an Aptos dataset of 3662 samples of normal, mild, moderate, severe and
proliferative fundus eye images and a unique dataset of 7915 images were prepared. The effects
of hyperparameters on the classification performance of convolutional neural network models
were analyzed using two different datasets. The hyper-parameters evaluated include fixed
learning rate, learning rate planning methods, activation functions, L2 regularization, data
augmentation techniques and optimization algorithms. Various preprocessing steps were
applied to improve the classification success of the images and training was performed using
the ResNet34 model with a transfer learning approach. Initially, the model was trained with an
SGD optimization algorithm on 3662 Aptos datasets. Then, the model was retrained on 7915
datasets with the Momentum optimization algorithm using data augmentation techniques and
L2 regularization, and the results showed an increase of 9.93% in ReLU and 8.99% in Leaky
ReLU compared to the initial value. The results showed that the ReLU activation function
achieved 0.786 accuracy and F1 score, while Leaky ReL.U achieved the highest success with
0.751 accuracy and F1 score. These findings emphasize the importance of hyperparameters in
the classification of fundus eye images.

Keywords: (Diabetic Retinopathy, Deep Learning, Activation Functions, Optimization
Algorithms, L2 regularization).
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GIRiS

Diyabetin sik goriilen ve potansiyel olarak yasami tehdit eden bir sonucu, diyabetik retinopati
(DR) olarak adlandirilir (Singh ve Tripathi, 2010, s. 18-19). Bu hastaligin erken teshisi,
hastalarin retinalarinin normal fonksiyonunu geri kazanmasina yardimei olur ve korligi 6nler
(Saleh ve Eswaran, 2012, s. 2). Bununla birlikte, DR’yi tanimlamaya yo6nelik geleneksel manuel
yontemler, cok miktarda veri nedeniyle zaman alicidir ve siklikla yanlis siniflandirmalara neden
olur (Alyoubi vd., 2020, s. 1-2). Tibbi goriintiilerde anormal 6rnekler normal 6rneklere gore
daha az goriiliir ve gogu zaman degerlidir; bu nedenle dengesiz verileri incelemek ¢ok dnemlidir
(Chenvd., 2021, s. 2-4). Retinopati siddetinin belirlenmesi, kapsamli mesleki bilgi ve deneyim
gerektirir. Hekimin deneyimine bagli olarak ayni veri setinin yorumlari farklilik gosterebilir ve
bu da hatalara neden olabilir. Bu nedenle, goriintiilerin sayisallagtirilmasi nem arz etmektedir.
Ayrica, makine 6grenmesi ve derin 6grenme teknikleri kullanilarak teshisler dogrulanabilmekte
ve gerekli tedaviler net bir sekilde belirlenebilmektedir. Bu teknikler, doktorlarin dogru tani
koymasma ve lezyonlar: tamimlamasina yardimci olabilir. Ozellikle derin grenme
algoritmalar1, biiyiikk veri setleri iizerinde egitilerek retinopati gibi karmasik hastaliklarin
tanisinda yiiksek dogruluk oranlari saglayabilmektedir. Bu sayede, retinopati siddetinin daha
objektif ve tutarli bir sekilde belirlenmesi miimkiin hale gelmektedir (Ting vd., 2019, s. 1-2;
Bellemo vd., 2019, s. 2-12).

Hao vd., (2020) galismalarinda, arastirmacilar tarafindan yaygin olarak kullanilan gesitli
aktivasyon fonksiyonlar1 incelenmekte ve belirli sinir ag1 modelleri ile birlestirilerek niteliksel
karsilastirma sonuglarini sunmuslardir (Hao vd., 2020). Ornegin, LeNet modeli kullanilarak
MNIST veri kiimesi tizerinde yapilan ¢aligmalarda, PReLU aktivasyon fonksiyonu %98,724 ile
en yliksek dogruluga ulasmis, bunu %98,708 dogruluk orani ile Swish takip etmistir. Cifar-10
veri seti lizerinde yapilan deneylerde ise ELU aktivasyon fonksiyonu %64,580 ile en yiiksek
dogrulugu elde etmis, ardindan %64,455 ile Mish gelmistir. VGG16 modeli kullanildiginda
ReLU aktivasyon fonksiyonu %90,226 dogruluk orani ile en iyi performansi gostermis, PReLU
ise %90,197 ile onu takip etmistir. ResNet50 modeli ile yapilan ¢calismalarda ise ELU %89,943
dogruluk orani ile en yiiksek performansi sergilerken, Mish %89,780 dogruluk orani ile ikinci
sirada yer almistir. Bu bulgular, farkli aktivasyon fonksiyonlarinin farkli sinir ag1 mimarileri ve

veri kiimeleri lizerinde degisken performans sergiledigini gostermektedir. Dolayisiyla, sinir ag1
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modellerinin performansini optimize etmek i¢in dogru aktivasyon fonksiyonunun se¢imi kritik

oneme sahiptir.

Bu calismada, goz saglhiginmi tehdit eden ciddi bir hastalik olan DR tespiti i¢in derin 6§renme
tabanli siniflandirma yontemleri ele alinmistir. Literatiirde, DR gibi retina hastaliklarinin erken
teshisi ve siiflandirilmasi, korliikk gibi geri doniisii olmayan sonuglarin oniine gegmek igin
biliyiik 6nem tasimaktadir. Fundus goz goriintiilerinin kullanildig1 bu tiir caligmalar, saglik
alaninda klinik karar destek sistemlerinin gelistirilmesine katki saglamaktadir. Ancak,
literatiirde mevcut olan ¢alismalarin ¢ogu belirli veri setleri lizerinde sinirli kalmakta ve hiper
parametre optimizasyonu gibi modelin basarisin1 dogrudan etkileyen faktorlere yeterince yer

verilmemektedir.

Bu ¢alismanin amaci, DR teshisinde kullanilan Evrisimsel Sinir Ag1 (ESA) modellerinde hiper
parametrelerin  smiflandirma performansi {izerindeki etkilerini kapsamli bir sekilde
incelemektir. Bu baglamda, kamuya acik "Aptos Blindness Detection" ismiyle Kaggle
platformunda yayinlanan ve 3662 6rnekten olusan veri seti ile 7915 gdrselden olusan 6zgiin bir
veri seti kullanilarak iki farkli veri seti iizerinde karsilastirmali bir analiz gergeklestirilmistir.
Literatiire katki saglamak amaciyla, hiper parametrelerin her iki veri seti tizerindeki etkileri ayr1
ayr1 degerlendirilmis ve farkli veri artirma teknikleri, optimizasyon algoritmalari, 6grenme

orani stratejileri gibi faktorlerin performansa olan katkilar1 detayli olarak incelenmistir.

Calismada ele alinan hiper parametreler arasinda sabit Ogrenme orani, Ogrenme orani
planlamasi, aktivasyon fonksiyonlari, L2 diizenleme, veri artirma teknikleri ve optimizasyon
algoritmalart bulunmaktadir. Bu parametrelerin her birinin ESA tabanli modellerin
simiflandirma dogrulugu {izerindeki etkisi deneysel olarak analiz edilmistir. Ayrica,
gorlntiilerin  siniflandirma basarisim  artirmak amaciyla, c¢esitli on isleme adimlar
uygulanmigtir. Bu adimlar arasinda gri tonlama, yeniden boyutlandirma, maskeleme, Gauss
bulaniklig1 ve dairesel kirpma gibi teknikler yer almaktadir. Bu sayede, veri setlerinin kalitesini

ve ¢esitliligini artirarak modelin genelleme yetenegi gliclendirilmistir.

Transfer 6grenme yaklasimi kullanilarak ResNet34 mimarisi {izerine yapilan ¢alismalar da
literatiirde Oonemli bir yer tutmaktadir. Bu ¢alismada, ResNet34 mimarisinin son katmani
degistirilerek, farkli siniflar arasinda daha basarili bir siniflandirma elde edebilmek i¢in transfer
ogrenme yontemi kullanilmistir. Bdylece, modelin daha 6nce egitildigi biiyiik veri setlerinden
edindigi bilgi birikimi, DR teshisine uyarlanarak daha etkili sonuglar elde edilmesi

amaclanmustir.



Calismanin literatiire katkisi, mevcut yontemlerin 6tesine gegerek farkli hiper parametrelerin,
veri artirma tekniklerinin ve On isleme adimlarinin siiflandirma performans: izerindeki
etkilerini detayli olarak sunmasidir. Bu kapsamli analiz, gz sagligi ile ilgili klinik karar destek
sistemlerinin gelistirilmesinde yeni bir bakis acis1 sunmakta ve DR gibi ciddi hastaliklarin
teshisinde daha dogru ve giivenilir yontemler gelistirilmesine olanak tanimaktadir. Sonug
olarak, bu ¢alisma, hiper parametre optimizasyonunun ve goriintli isleme tekniklerinin klinik
uygulamalarda daha etkin kullanimini tesvik ederek, g6z hastaliklarinin erken teshisi ve

siiflandirilmasinda 6nemli bir ilerleme saglamay1 hedeflemektedir.



BIiRINCI BOLUM

KURAMSAL TEMELLER

Bu boliimde, arastirmanin problemi, amaci ve Onemi ayrintili olarak ele alinacak ve bu
baglamda calismanin izleyecegi metodolojik yaklasim ve yon hakkinda bilgi verilecektir.
Oncelikle, DR teshisinde yapay zeka ve derin 6grenme yontemlerinin siiflandirma basarisini
artirmaya yonelik problemlere ¢6ziim Onerileri sunulacaktir. Sonraki béliimlerde, ¢alismanin
teorik ve pratik katkilar1 vurgulanacak, izlenecek yontemler ve kullanilan veri setlerinin analizi,
hiper parametre optimizasyonu ve on isleme adimlarinin etkilerini incelemek iizere nasil

yapilandirilacag detaylandirilacaktir.

1.1. Arastirmanin Problemi

Bu arastirmanin problemi, DR gibi ciddi bir géz hastaliginin erken teshis ve siniflandirmasinda
yapay zeka tabanli yontemlerin optimizasyonuna odaklanmaktadir. Mevcut teshis siireclerinin
zaman alic1 ve uzman gerektirmesi nedeniyle, biiylik veri setleri iizerinde etkili ve dogru bir
sekilde c¢alisan otomatik sistemlerin gelistirilmesi gerekmektedir. Ancak, derin 6grenme
modellerinin performansi, modelin yapilandirmasinda kullanilan hiper parametreler, veri 6n
isleme adimlar1 ve optimizasyon stratejilerine bagli olarak biyiik o6l¢iide degisiklik
gosterebilmektedir. Bu ¢aligmanin temel problemi, farkli hiper parametrelerin, 6n isleme
adimlarmin ve transfer 6grenme yontemlerinin fundus gz goriintiilerinin siniflandirma basarisi
iizerindeki etkilerini degerlendirerek, DR teshisinde daha dogru ve genellenebilir bir yapay zeka

modelinin nasil olusturulabilecegini belirlemektir.

1.2. Arastirmanin Amaci

Bu calismanin temel amaci, DR teshis etmek i¢in yapay zeka tabanli bir siniflandirma modeli
gelistirmek ve bu modelin etkinligini degerlendirmektir. DR teshisi i¢in erken teshis ve etkili
tedavi 6nemli bir rol oynamaktadir ve bu calisma, yapay zeka teknolojisinin bu alandaki
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potansiyelini kesfetmek ve klinik uygulamalarda kullanilabilirligini degerlendirmek amaciyla
gerceklestirilmistir. Arastirma, derin 6grenme algoritmalari ve derin sinir aglari kullanarak DR
goriintlilerinden anlamli 6zelliklerin ¢ikarilmasi ve siniflandirma modellerinin olusturulmasi
icin bir yontem sunmaktadir. Ayrica ELU, Leaky ReLU ve ReLU gibi aktivasyon
fonksiyonlarmin yani sira SGD, Momentum gibi optimizasyon algoritmalari, 6grenme orani
belirleme yontemlerinden olan sabit 0grenme orani, 6grenme orani planlamasi (Cosine
Annealing, ReduceLROnPlateau), One Cycle Policy (OneCycleLR), L2 Diizenleme
(Regularization), Veri Artirma (Data Augmentation) hiper parametrelerinin karsilastirmali

analizi yapilarak modelin performansi degerlendirilmistir.

1.3. Arastirmanin Onemi

Diyabetik retinopati, diyabetik bireylerde gérme kaybinin 6nde gelen nedenlerinden biridir ve
erken teshis edilmezse ciddi sonuglara yol acabilir. Bu nedenle, diyabetik retinopatiyi tespit
etmek icin hassas ve etkili bir teshis yontemi gelistirmek klinik pratikte biiyiik 6neme sahiptir.
Yapay zeka tabanli siniflandirma modelleri, biiyiik veri setlerini analiz ederek hizli ve dogru
teshisler yapabilme potansiyeline sahiptir. Bu ¢alisma, DR teshisinde yapay zeka teknolojisinin
kullanilabilirligini ve etkinligini arastirmak amaciyla bu alandaki bilgi ve uygulama

bosluklarin1 doldurmay1 amaglamaktadir.



IKINCi BOLUM

KAVRAMSAL CERCEVE VE LITERATUR TARAMASI

Bu boliimde, DR teshisinde kullanilan yapay sinir aglari, derin 6grenme algoritmalar1 ve
transfer 6grenme teknikleri ayrintili bir sekilde ele alinacak ve bu yontemlerin fundus goz
goriintiilerinin analiz ve degerlendirilmesindeki rolii {izerinde durulacaktir. Ozellikle, derin
O0grenme tabanli yaklasimlarin, karmasik gorsel desenlerin otomatik olarak ¢ikarilmasi ve
siiflandirilmas: siireclerindeki etkinligi vurgulanacaktir. Transfer 6grenmenin biiyiik veri
setleri gereksinimini azaltarak sinirli sayida veri ile daha ytliksek dogruluk elde edilmesini nasil
miimkiin kildig1 agiklanacaktir. Ayrica, literatiirdeki 6nde gelen calismalar incelenerek,

diyabetik retinopatide kullanilan algoritmalarla ilgili ¢alismalara yer verilecektir.

2.1. Diyabetik Retinopati Hastahigi

Diyabetik retinopati hastaligi, diabetes mellitusun (DM) en yaygin karsilasilan
komplikasyonlarindan biridir. Uzun zamandir mikrovaskiiler bir hastalik olarak kabul
edilmektedir. DR tanist mikrovaskiiler lezyonlarin tespitine dayanir. DR'nin tedavisi zor
olmaya devam etmektedir. Anti-vaskiiler endotelyal biiytime faktorii (VEGF) tedavisinin ortaya
cikisi, DR hastalarinda dikkate deger klinik faydalar gostermistir; ancak hastalarin ¢ogunda
klinik olarak anlamli gorsel iyilesme saglanamamistir. Bu nedenle, yeni tedavilerin
gelistirilmesine acil ihtiyag vardir (Wang ve Amy, 2018, s. 1). DR baslangigta asemptomatiktir
ve bu nedenle hastalarin ¢ogu, gérme yetilerini duygusal olarak kisitlamadig siirece durumun
farkinda degildir. Bu nedenle, daha fazla zorluktan kacinmak ve hastaligin ilerlemesini kontrol
etmek i¢in DR’nin Onceden ve tutarli bir sekilde taranmasi esastir. DR'nin en Onemli
semptomlarindan biri goz dibi goriintiilerinde goriilebilen eksudalardir (Dutta vd., 2018, s. 90).
Fundus goriintiisii, monokiiler bir kamera tarafindan 2 boyutlu bir diizlemde ¢ekilen fundus
projeksiyonudur. OCT goriintiileri ve anjiyografiler gibi diger goz taramalarinin aksine, fundus
goriintiileri invazif olmayan ve uygun maliyetli bir sekilde elde edilebilir, bu da onlar1 biiyiik

Olgekli tarama igin daha uygun hale getirir (Li vd., 2021, s. 1). Fundus goriintiilerinde, optik
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disk, optik kap, makula, fovea, kan damarlar1 ve mikroanevrizmalar, kanamalar, sert eksiidalar
ve yumusak eksiidalar gibi diyabetik retinopati ile iligkili ¢esitli onemli biyobelirtecler tespit
edilebilir. Bu biyobelirtecler, glokom, diyabetik retinopati, yasa bagli makula dejenerasyonu,
katarakt, prematiire retinopatisi ve diyabetik makiiler 6dem gibi c¢esitli oftalmolojik
hastaliklarin teshisinde kritik bir rol oynar. Sekil 1’de DR semptomlarin1 gosteren fundus

goriintiileri gosterilmistir.

Kanama

Mikroanevrizma

Kanarn

Mikroanevrizma
veya kanama

Leke
kanamasi

LX)

Optik diskte yeni

Mikroanevrizma Serl eksudalar
kanamasi

usumu

Sekil 1. Diyabetik Retinopati Semptomlarin1 Gosteren Fundus Goriintiileri

2.2. Diyabetik Retinopati Seviyeleri

Diyabetik hastalik gelisimsel seyrinde géz fundusunda polimorfik degisikliklere yol agarak
hastalarin ¢ogunda goérme fonksiyonunun ardigik olarak ilerlemesine ve onemli Olgiide
bozulmasina neden olur. DR, hastaligin ilerlemesine ve retina {izerindeki hasarin derecesine
gore farkli siddet seviyelerine ayrilmistir. Bu seviyeler, retina {izerindeki hasarin ciddiyetine
bagli olarak siiflandirilir ve dort ana asamada incelenir. Her seviyenin kendine 6zgii klinik

ozellikleri vardir. Sekil 2’ de goriildiigii tizere DR seviyeleri siddet derecesine gore verilmistir.



-

(&) DR Yok (b) Hafif DR (c) OrtaDR

(d) Siddetli DR (d) Proliteratif DR

Sekil 2. Diyabetik Retinopati Siddet Dereceleri

2.2.1. Saghkh DR Goriintiisii

Retina tamamen sagliklidir, herhangi bir mikro-anevrizma, kanama veya eksuda yoktur.
Diyabetik Retinopati belirtisi yoktur. Retina damarlari normal ve sagliklidir. Saglikli DR

gorlintiisti Sekil 3’te verilmistir.

Sekil 3. DR Normal Retina Fundus Goriintiisii

2.2.2. Hafif DR Goriintiisii

Arka plan retinopatisi olarak adlandirilan DR'nin ilk asamasi olan hafif, proliteratif olmayan
diyabetik retinopati (NPDR) sirasinda retinanin kiigiik kan damarlarinda mikroanevrizma adi
verilen kii¢iik siskinlikler gelisir. Bu ¢ikintilar retina igine kiiciik kan sizintilarina neden olabilir
(Shakibania vd., 2024, s. 1). Orta derecede NPDR, kanamalar, mikro anevrizmalar ve sert
eksudalarin varlig1 veya olusumunu gosterir (Mansour, 2018, s. 42). Sekil 4’te goriildiigii tizere

mikroanevrizma ve noktasal kanamalarin oldugu Hafif DR fundus goriintiisii verilmistir.
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Hafif diyabetik retinopati

Nokta kanamasi '

Mikrcanewzmakic

Sekil 4. Hafif DR Fundus Goriintiisii

2.2.3. Orta DR Goriintiisi

Hastalik ilerledikge retinay1 besleyen kan damarlar sisebilir ve deforme olabilir. Ayrica kan
tagima yeteneklerini de kaybedebilirler. Her iki durum da retinanin goriinlimiinde karakteristik
degisikliklere neden olur, makulanin gsismesine katkida bulunabilir ve ayrica daha fazla kilcal
kan sizintisina veya eksiidaya neden olabilir (Pratt, 2020, s. 10-30). Kan damarlarinda ciddi

hasarlar ve leke olusumunu gosteren Orta DR goriintiisii Sekil 5°te gosterilmistir.

Sekil 5. Orta DR Fundus Goriintiisi

2.2.4. Siddetli DR Goriintiisii

Retinopatinin bu asamasinda, hastaligin siddeti, kanin retinanin bir¢ok kan damarindan
gecmesini veya bu damarlara girmesini engeller, bu da kanin retinanin ¢esitli boliimlerine
ulagmasini onler. Bu durum ortaya ¢iktiginda, goziin arkasindaki retina yeni kan damarlari
iiretmeye baglar. Ancak, bu yeni damarlar sahip olduklar1 tuhaf goriiniim nedeniyle anormal

olarak belirlenir. Bu durum, kilcal damarlarin yetersizligi olarak adlandirilir. Sonug olarak, kan
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damarlariin tikanmasiyla hasarli retina, retinanin arkasinda tehlikeli yeni kan damarlarinin
olugmasina ve ¢ogalmasina yol agar, bu da kisinin goriisliniin bulaniklasmasina neden olur (Li
ve Li, 2013, s. 454). Kan damarlarinda yaygin tikanmalar ve leke olusumunu gosteren Siddetli

DR goriintiisii Sekil 6’da verilmistir.

{c) Sicdeth NPDR

Sekil 6. Siddetli DR Fundus Goriintiisii

2.2.5. Proliferatif DR Goriuntiisii

PDR (proliferatif diyabetik retinopati), DR'nin ileri bir asamasidir; bu asamada retinanin
icindeki kan damarlar1 tikanmaktadir. Sonug olarak, retina beslenmeden mahrum kalir ve bu
nedenle beslenme i¢in sinyaller gonderir; dolayisiyla retina i¢cinde yeni kan damarlari biiyiir.
Yeni damarlarin dogmasi zararli olmasa da kirilgan yapilari nedeniyle sizintiya, gérme kaybina
ve hatta korliige yol agabilir (Leeza ve Farooq, 2019, s. 523). Hafif NPDR, erken evrelerde
kontrol altina alinmazsa zamanla PDR'ye doniismektedir. Sekil 7°de gosterildigi lizere retina
ve vitreus i¢inde anormal ve kirillgan yeni kan damarlar1 olusumunu gosteren Proliferatif DR

gorlintlisli verilmigtir.

normal Kan Damariar!

itroz Kanama

Anormal Kan Damarlarinin
Buyumesi

Sekil 7. DR Proliferatif Fundus Goriintiisii
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2.3. Yapay Sinir Aglan

Yapay Sinir Aglart (YSA), insan beynindeki biyolojik sinir aglarinin ¢alisma seklinden
esinlenen, birbirine baglh diigiimlerden veya ndronlardan olusan hesaplama modelleridir
(LeCun vd., 2015, s. 436). Girdi verilerini almak i¢in bir girdi katmani, hesaplamanin yapildigi
bir veya daha fazla gizli katman ve sonuglar1 iiretmek i¢in bir ¢ikt1 katmanindan olusurlar
(Goodfellow vd., 2016, s. 19). YSA'lardaki ndronlar, giris sinyallerini alarak, dogrusal bir
doniisiim uygulayarak (girislerin agirlikli toplami) ve ardindan bir ¢ikti {iretmek igin sonucu bir
aktivasyon fonksiyonundan gegirerek hesaplamalar yapar (Rosenblatt, 1958, s. 387). Noronlar
arasindaki baglantilar, egitim sirasinda gradyan inis gibi optimizasyon algoritmalari
kullanilarak ayarlanan iligkili agirliklara sahiptir (Rumelhart vd., 1986, s. 533). Asagida goriilen
Sekil 8’ e bakildiginda bir YSA modelinin ¢aligma mantig1 sematize edilmistir.

Zo wo

@ sinaps
Bir Noronun Aksonu P
woIo

dendrit

licre govdesi

w1 ;
> Zw,x, +b f i
: cikis aksonu
g aktivasyon
22 fonksiyonu

Sekil 8. Bir Sinir Hiicresinin Matematiksel Modeli

Sekil 8’de dendritler boyunca tasinan sinyaller, her biri bir agirlik degeri ile iliskilendirilmis
olan giris degerleriyle (6rnegin, x,) norona iletilir. Bu sinyaller, dendritlere giren baska bir
norondan da gelebilir. Giris degeri (xg) ve dendritteki agirlik (wy) ¢arpimi (x,.wy) nérona
iletilir. Noron, tiim dendritlerden gelen agirlikli giris carpimlarini toplar. Bu islem,

matematiksel olarak agirlikli toplama (weighted summation) olarak bilinir.

Noronun hesapladig toplam giris degeri, asagidaki sekilde ifade edilir:

7= Z(xi.wi) +b
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Burada, w; her bir girisin agirligi, x; her bir giris degeri ve b bias terimidir. Bu toplama islemi,
noronun tiim dendritlerinden gelen sinyallerin agirlikli toplamini ve bias terimini igermektedir.
Bu agirlikli toplam degeri (z), aktivasyon fonksiyonu olarak adlandirilan bir fonksiyona
uygulanir. Aktivasyon fonksiyonu, néronun ¢ikigini belirleyen dogrusal olmayan bir doniisiim

saglar. Aktivasyon fonksiyonu f, asagidaki gibi ifade edilir:

y=1(2)

Burada, y néronun ¢ikis degerini temsil eder. Bu ¢ikis degeri, nihai bir ¢ikt1 olabilecegi gibi,
baska bir néronun girisi olarak da kullanilabilir. Boylelikle, basit bir matematiksel model elde

edilmis olur.

Y SA kullanim alani ¢ok ¢esitli olmakla beraber, goriintii ve konusma tanima, dogal dil isleme,
tibbi teshis ve otonom araglar gibi pek ¢ok alanda kullanilmaktadirlar (LeCun vd., 2015, s. 436).
Saglik alaninda, YSA'lar tibbi goriintiilerden hastaliklari teshis etmek ve hasta sonuglarini
tahmin etmek i¢in uygulanmistir (Esteva vd., 2017, s. 77). Ayrica, finans alaninda, YSA'lar
borsa tahmini ve risk degerlendirmesi icin kullanilmakta, ¢ok yonliiliiklerini ve genis
uygulanabilirliklerini gostermektedir (Zhang, 2003, s. 45). Bu calismalar, ¢esitli bilimsel ve
pratik alanlarda YSA'lar1 iceren 6nemli etkiyi ve devam eden arastirmalar1 vurgulamaktadir.

Sekil 9°da tek ve ¢ok katmanli sinir ag1 yapist goriilmektedir.

ADENAJ
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Sekil 9. Tek Gizli Katmanli ve Cok Katmanli Sinir Ag1 Yapisi

2.4. Derin Ogrenme

Bilgisayar Bilimcileri, makine 6grenimi alaninda 1950'lerden beri ¢aba sarf etmektedir. Son
birka¢ on yildan beri makine 6grenimi alanindaki ilerlemeler i¢cin muazzam cabalar sarf
edilmektedir. Bu da makinelerden daha yiiksek beklentilere yol agmaktadir. Derin 6grenme bu

yonde bir girisimdir (Shinde ve Shah, 2018, s. 1). Derin 6grenme, ¢ok katmanli (tipik olarak
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licten fazla) yapay sinir aglar1 kullanan bir makine 6grenimi alt kiimesidir. Derin 6grenme
algoritmalar1, genellikle goreve 0zgli programlama olmaksizin ornekleri dikkate alarak
gorevleri yerine getirmeyi dgrenir. Bilgisayarla gorme ve dogal dil isleme gibi ¢esitli alanlarda
olaganiistii performans gostermislerdir (Schmidhuber, 2015, s. 1). Asagida Sekil 10’da
gorildiigli tizere ¢ok katmanli bir yapida veriler giris katmanindan girer daha sonra ara
katmanlarda veriler iglenir ve karmasik iliskiler kurulur son olarak sonuglarin iiretilmesi i¢in

¢ikis katmanina iletilmektedir.

Baglanti
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)
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Sekil 10. Cok Katmanli Yapay Sinir Ag Model Ornegi

Derin 6grenme kiitliphaneleri, model olusturma, otomatik farklilastirma ve optimizasyon i¢in
onceden uygulanmis, optimize edilmis algoritmalar saglayarak derin sinir aglarinin
gelistirilmesini, egitimini ve dagitimini basitlestiren yazilim cergeveleridir. Cesitli sinir ag1
mimarilerini destekler, GPU'lar1 ve TPU'lar1 kullanarak donanim hizlandirmay: kolaylastirir ve
model dagitim1 ve diger makine 6grenimi is akislariyla entegrasyona yonelik araglar igerir. Bu
kitapliklar, arastirmacilarin ve gelistiricilerin karmasik modelleri verimli bir sekilde
denemelerine, performansi optimize etmelerine ve modelleri iiretim ortamlarina dagitmalarina

olanak tanir (TensorFlow Developers, 2023).

Caffe: Berkeley Vision and Learning Center (BVLC) tarafindan gelistirilen Caffe hiz,
modiilerlik ve ifade iizerine odaklanan bir derin dgrenme cercevesidir. Ozellikle goriintii

smiflandirma gorevleri i¢in popiilerdir (Jia vd., 2014, s. 675-678).

TensorFlow: Google Brain tarafindan gelistirilen TensorFlow, makine 6grenimi ve derin

ogrenme gorevleri igin yaygin olarak kullanilan acik kaynakli bir kiitiiphanedir. Sinir aglar
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olusturmak ve egitmek icin esnek araglar saglar ve hem arastirma hem de iiretim ortamlarin

destekler (TensorFlow Developers, 2023).

PyTorch: Facebook'un Al Arastirma laboratuvari tarafindan gelistirilen PyTorch, onu
arastirma amaglar1 i¢in sezgisel ve esnek kilan dinamik hesaplama grafigiyle taninir. Aym

zamanda basitligi ve verimliligi nedeniyle {iretim ortamlarinda da ilgi goriiyor (Paszke vd.,

2019).

MXNet: Apache tarafindan gelistirilen agik kaynakli bir derin 6grenme ¢ergevesi olan MXNet,
verimli, esnek ve Ol¢eklenebilir olacak sekilde tasarlanmistir. Python, C++ ve R dahil olmak

iizere ¢esitli dilleri destekler (Chen vd., 2015).

Theano: Theano, ¢ok boyutlu dizileri i¢ceren matematiksel ifadelerin verimli bir sekilde
tanimlanmasina, optimize edilmesine ve degerlendirilmesine olanak taniyan bir Python

kiitiiphanesidir. Genellikle derin 6§renme arastirma g¢erceveleri icin arka u¢ olarak kullanilir

(Al-Rfou vd., 2016).

Bu calismada sagladigi kolaylik ve hem CPU hem de GPU f{izerinde entegre calisabilme
ozelliginden dolay1 PyTorch kiitiiphanesi tercih edilmistir. Veri seti iizerinde yapilan tiim

egitimler GPU iizerinden gergeklestirilmistir.

2.5. Evrisimli Sinir Aglar1 (ESA)

Evrisimli Sinir Ag1, gorsel verileri islemek ve analiz etmek i¢in 6zel olarak tasarlanmis bir tiir
derin sinir agidir. ESA'lar, bir dizi evrisimsel katman araciligiyla o6zelliklerin uzamsal
hiyerarsilerini otomatik ve uyarlanabilir olarak dgrenecek sekilde yapilandirilmistir. Verideki
uzamsal iligkileri ve kaliplar1 yakalama yeteneklerinden dolayr goriintii siniflandirmasi, nesne
algilama ve gorilintii segmentasyonu gibi gorevler i¢in oldukga etkilidirler (Krizhevsky vd.,
2012, s. 1097-1105). Bir ESA tipik olarak evrisimli katmanlar, havuzlama katmanlar1 ve
tamamen bagli katmanlar dahil olmak iizere ¢esitli katman tiirlerinden olusur (Goodfellow vd.,
2016, s. 332-336). Sekil 11°de goriildiigl tizere goz fundus goriintiisiindeki pikseller giris
katmaninda islenmis ardindan gizli katmanlar araciligiyla bes farkli DR seviyesine (Normal,

Hafif, Orta, Siddetli, Proliferatif) gore ayrilarak siniflandirilmistir.
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Sekil 11. ESA Yapisi

2.5.1. Evrisimli Sinir Aglar1 Giris Katmam

Evrisimli Sinir Aginin giris katmani, ham giris verilerini alan ve bunu agdaki sonraki katmanlar
tarafindan islenmek ilizere hazirlayan ilk katmandir. Bu katman, girdinin uzamsal yapisini
koruyarak goriintiiler gibi ¢cok boyutlu verileri islemek i¢in tasarlanmistir (Arel vd., 2010, s.
333-334). Giris verilerinin tek boyutlu bir vektor halinde diizlestirildigi geleneksel sinir
aglarindan farkli olarak ESA'lar, giris katmanindaki verilerin yapisint korur; bu, pikseller
arasindaki iligkilerin 6nemli bilgiler tasidig1 goriintiileri igeren goérevler i¢in ¢ok 6nemlidir (Gu

vd., 2018, s. 21-22).

2.5.2. Evrisim Katmani

Evrisimli katmanlar, ESA’nin temel yap1 taglaridir. Bu katmanlar, girigin kenarlar, dokular ve
desenler gibi cesitli yonlerini yakalayan Ozellik haritalarini ¢ikarmak igin filtreleri (veya
cekirdekleri) kullanarak giris verileri lizerinde evrisim islemlerini gerceklestirir. Bu filtreleri
uygulayarak evrigimli katmanlar, pikseller arasindaki iliskileri korurken yerel 6zelliklerin tespit

edilmesine yardimci olur (Albawi vd., 2018, s. 1-3).

Evrigim islemini tipik olarak, aga dogrusal olmamayi tanitan ve agin daha karmagik modelleri
O0grenmesine olanak taniyan Diizeltilmis Dogrusal Birim (ReLU) gibi bir aktivasyon

fonksiyonunun uygulanmasi takip eder (Nair ve Hinton, 2010, s. 807-814).
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Sekil 12. Evrisim Islemi

Sekil 12°de goriildiigii iizere evrisim islemi sirasinda filtre, belirtilen dolgu (padding) ve adim
(stride) degerleriyle giris goriintiisiine uygulanir. Filtre, adima (stride) gore giris goriintiisii
iizerinde kayar ve her konumda, filtrenin nokta ¢arpimi ve karsilik gelen giris bolgesi
hesaplanir. Dolgu (padding), filtrenin, smirlart da dahil olmak iizere giris goriintiisliniin
tamamint kapsayabilmesini saglarken, adim (stride), ortaya ¢ikan Ozellik haritasinin
¢oziniirliiglini ve boyutunu kontrol eder (O'Shea ve Nash, 2015, s. 1-2). Sekil 13’te ResNet
derin 6grenme model mimarisinde, modelin derinligine gore 18, 34, 50, 101 ve 152 farkli

katman boyutlar1 ve parametreleri gosterilmistir.

layer name | output size 18-layer | Mdayer | S0-layer | 101-layer | 152-layer
conv 12x112 Tx=7, 64, siride 2
33 max pool, stnde 2
Ix1,64 1 1=, 64 ] 11, 64
oV 56 56 Ixd Ix3, Y y i
comZx | 3bx [ ‘”1‘3 ]xz l 1‘1: 3 || 3x3.64 |3 Ix3,64 |3 Ix3,64 |x3
R s 1x1,256 | 1x1,256 | 11,256
. 121,128 1 | [ 1=1.128 ] 1x1.128
<3, 12 2
comdx | 28x28 || 373 :;: <2 (| 3% :;: et | | 3x3.128 |4 | | 3x3.128 | =4 33,128 | «8
L ¥, L R, L 1x1.512 | 1%1.512 | 121,512
) : ; 1x1,25 | | [ 1x1,256 ] 1x1,256
Ix3.25 ix3, 25 '
comvdx | 1axid || 3330 2 | 3E0 300 | %6 || 3x3.26 [x6 || 3x3.256 [x23|[ 3x3.256 |36
L Sk S0 11, 1024 | 1%1, 1024 | 11, 1024
[ 3x3. 512 [ ax3. 812 ] 1x1,512 ] 1x1,512 11,512
convi x T=7 . o erm | X2 N ena | %3 Ix3. 512 | =3 Ix3 512 | =3 Ix3. 512 | =]
Ix3,512 Ix3, 512
g 11, 2048 | 11, 2048 11, 2048
1x1 average pool, 1000-d fe, sofltmax
FLOPs 1.8 107 o<1’ | 3gx< 1’ ThHx10" 1.3 10"

Sekil 13. ResNet Mimari Yapist
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2.5.3. Havuzlama Katmam

Havuzlama isleminin temel amaci, her filtrenin ¢iktisini toplayan bir islevi kullanarak ciimlenin
en temsili Ozelliklerini ¢ikarmaktir (Suarez ve Segura, 2018, s. 44). ResNet34 modelinde
Evrisimsel katmanlar arasina havuzlama katmanlar yerlestirilmektedir. Havuzlama katmanlari,
ozellik haritalarindaki degerleri indirgeyerek modelin karmasikligini ve parametre sayisini
azaltmaya yardimci olmaktadir. Model, bir penceredeki en yiiksek degeri secen maksimum
havuzlama (max pooling) katmanii kullanmaktadir. Sekil 14’te Soldaki goriintii, orijinal
gOriintiiyli temsil etmektedir. Sagdaki goriintiide ise, orijinal goriintilye uygulanan filtre ve

havuzlama islemleri sonucunda elde edilen ¢ikt1 gostermektedir.

Ortalama Havuzlama
_'-

Filtre- [2x2)
Stride{kaydirma adimi]- (2,.2)

425

Sekil 14. Ortalama Havuzlama

Sekil 15°te Soldaki goriintiide, orijinal giris verisindeki 2x2 kiigiik bolgeler yer almaktadir.
Sagdaki goriintiide ise, bu 2x2 bolgeler lizerinde uygulanan "Maksimum Havuzlama" igleminin

sonucu goriilmektedir.

Maksimum Havuzlama
—_—

Filtre- (22)
Stride(kaydirma adimi)- (2,.2)

Sekil 15. Maksimum Havuzlama

2.5.4. Tam Bagh Katman
Tam bagli katmanlar (FC), bir 6nceki katmandaki her néronu bir sonraki katmandaki her nérona

baglayan katmanlardir. FC’nin amaci, giris gorilintlistinii egitim veri kiimesine dayali olarak
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cesitli siiflara siniflandirmak i¢in 6nceki katmanlardan ¢ikarilan 6zellikleri kullanmaktir. Son
tam baglantili katman, her sinif i¢in bir ¢ikt1 iireten bir softmax aktivasyon fonksiyonu ile sona
erer. ResNet34 modeli, 1000 sinifi ayirt edebilen son bir tam baglantili katmana sahiptir. Ancak,
veri kiimemizde sadece 5 sinifimiz bulunmaktadir. Bu nedenle son katman, 5 smifi ayirt
edebilen yeni bir tam baglantili katmanlar zinciri ile degistirilmistir. Sekil 16°da gortldigi
izere tam bagli katman, onceki katmanlardan gelen islenmis bilgileri toplayarak sonug olarak
adlandirilan bir ¢ikis iiretir. Bu ¢ikti, siniflandirma, tahmin veya kontrol gibi farkli gérevlerde

kullanilabilir.

Onceki Katman Tam Baglamali Katman

Sekil 16. Tam Baglantili Katman

2.6. Transfer Ogrenme

Transfer 6grenme, milyonlarca goriintilyli iceren ImageNet gibi biiyiik bir veri kiimesi iizerinde
egitilmis bir model olup, ilgili gérevdeki bir model i¢in baslangi¢ noktasi olarak kullanilir. Bu
yaklagim, modelin biiytik veri kiimesi lizerindeki egitimi sirasinda 6grendigi 6zelliklerden ve
gosterimlerden yararlanir. Ornegin, ImageNet iizerinde egitilmis bir evrisimli sinir aginim ilk
katmanlari, kenarlar ve dokular gibi genel 0Ozellikleri yakalarken, sonraki katmanlar
goriintiilerdeki nesnelerle ilgili daha spesifik 6zellikleri yakalar (Tan vd., 2018, s. 432). Sekil

17°de goriildiigii tizere transfer 6grenme modeli sematize edilmistir.
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Sekil 17. Transfer Ogrenme Modeli

Ogrenilen bu ézelliklerin ¢ok daha kiiciik bir veri kiimesiyle tibbi goriintiilerin siniflandiriimasi
gibi yeni bir géreve aktarilmasiyla model, sifirdan egitilmesine kiyasla daha iyi bir performans
elde edebilir. Bunun nedeni, 6nceden egitilmis modelin, yeni veri kiimesinin belirli 6zellikleri
icin ince ayar yapilabilecek ¢ok sayida yararli 6zellige zaten sahip olmasidir (Zhuang vd., 2020,
s. 58). ResNet34 modeli, ImageNet veri kiimesi iizerinde onceden egitilmis olarak gelir ve
transfer 6grenme ic¢in yaygin olarak kullanilir. ResNet34, atlama baglantilar1 ve evrisimsel
katmanlarin bir kombinasyonunu kullanarak goriintii siniflandirma i¢in gii¢lii bir yap1 olusturan

modellerden bir tanesidir.

2.7. Transfer Ogrenme Modelleri

Son yillarda ¢esitli goriintii tanima ve siiflandirma gorevlerinde dikkate deger basarilar elde
eden Residual baglantilar ve derin yapilarin etkin bir sekilde kullanimiyla gelistirilmis
fonksiyonlar1 igerisinde barindiran, atlama baglantilar1 (skip connection) ve evrisimsel
katmanlarin bir kombinasyonunu kullanarak siniflandirma i¢in kullanilan son zamanlarin

basarili modellerinden biri olan ResNet ¢alisma kapsaminda tercih edilmistir.

ResNet, ILSVRC 2015'in kazanani1 olmustur. AlexNet'ten yaklasik 20 kat, VGGNet'ten ise 8
kat daha derin bir agdir. ResNet, bir tiir "ag icinde ag" mimarisi olan, Artik Ag (RES) ad1 verilen
yeni bir tiir katman sunmaktadir. Diger bir yenilik ise, agin sonunda tam baglantili katmanlarin
yerine kiiresel ortalama havuzlama katmanlariin kullanilmasidir. Bu hileler sayesinde ResNet,
daha kiiciik bir model boyutu kullanarak VGGNet'ten daha derindir. ResNet'in giris katmant
224 x 224 piksellik goriintiileri kabul eder (He vd., 2016, s. 770-771). Bu ¢alisma kapsaminda
ResNet34 (34 Katmanli Artik Ag) modeli kullanilmistir. ResNet34, 1000 sinift ayirt edebilen
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son bir tam baglantili katmana sahip bir modeldir. Ancak, veri kiimemizde sadece 5 sinifimiz
bulunmaktadir. Bu nedenle son katman, 5 sinifi ayirt edebilen yeni bir tam baglantili katmanlar
zinciri ile degistirilmistir. Bu katman, 512 girdiden 256 ¢iktiya, 256'dan 128, 128'den 64 ve
64'ten S'e giden ardisik lineer katmanlar ve aktivasyon fonksiyonlari ile devam eder. Asagida

Sekil 18’de goriildiigii tizere kullanilan modelin katmanlar1 goriilmektedir.
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Sekil 18. ResNet34 Mimarisi

Sekil 18’de bahsedilen Resnet34 modeli 34 evrisimsel katmandan (Conv) ve 5 ardisik atlama
baglantisindan olusan bir evrisimsel sinir agi mimarisine sahiptir. Toplamda 34 evrisimsel
katman vardir. Her katman, girdi goriintiisiinii filtrelerle tarayarak ve her piksel i¢in bir 6zellik
haritas1 iireterek calisir. Farkli katmanlar, farkli boyutlarda filtreler ve farkli adimlarla
calisabilir. Evrisimsel katmanlar, goriintiilerdeki kenarlari, koseleri ve dokular1 gibi énemli
Ozellikleri ¢ikarmak ic¢in kullanilir. Daha sonra evrisimsel katmanlar arasina havuzlama
katmanlar1 yerlestirilir. Havuzlama katmanlari, 6zellik haritalarindaki degerleri indirgeyerek
modelin karmasikligini ve parametre sayisini azaltmaya yardimci olur. ResNet34'iin temel
ozelligi ardigik atlama baglantilarinin kullanimidir. Atlama baglantilari, bir katmandaki ¢iktiy1
dogrudan bir sonraki katmanin girisine ekler. Bu, modelin daha derin katmanlardan gelen
bilgilere erismesini ve daha iyi 6zellik temsilleri 6grenmesini saglar ve son olarak FC, tiim

noronlari birbirine baglar ve modelin goriintiileri siniflara ayirmay1 6grenmesini saglar.
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2.8. Performans Metrikleri

Bir modelin basarisint ve performansini degerlendirmek amaciyla cesitli  Olgiitler
kullanilmaktadir. Bu Olglitler arasinda karisiklik matrisi, dogruluk (accuracy), kesinlik
(precision), duyarlilik (recall), ortalama kesinlik ve F1 skoru bulunmaktadir. Siniflandirma
problemlerinde, bu Oolgiitlerin temel dayanagi olarak karisiklik matrisi kullanilmaktadir.

Karigiklik matrisi, siniflandirma matrisi veya olasilik tablosu olarak da adlandirilabilir.

Tablo 1. Karisiklik Matrisi

GERCEK
Pozitif Negatif
) Pozitif Dogru Pozitif (TP) Yanlis Pozitif (FP)
TAHMIN .
Negatif Yanlis Negatif (FN) Dogru Negatif (TN)

Dogru Pozitif (TP): Modelinin pozitif olarak dogru tahmin ettigi sonug sayisidir.

Dogru Negatif (TN): Gergekte negatif olan verileri egitilen modelin negatif olarak tahmin ettigi

dogru sonug sayisidir.

Yanlig Pozitif (FP): Gergekte negatif olan verileri egitilen modelin yanlis yaparak tahminini

pozitif olarak isaretledigi sonug sayisidir.

Yanlis Negatif (FN): Gergekte pozitif olan verileri modelin yanls yaparak tahminini negatif

olarak isaretledigi ettigi sonug sayisidir

Karigiklik matrisinden hesaplanabilen, en sik kullanilan metriklerin denklemleri Formiil 1, 2,

3, 4’te verilmistir.

TP+TN

Dogruluk = ————* 100 Q)
TP+TN+FN+TN
Kesinlik = —= (2)
TP+FP
TP
Duyarlilik = P 3
F1 — Skor = 'D%Lyarllllk ) (4)
Kesinlik+Duyarlilik

Kesinlik, dogru tahmin edilen pozitif gézlemlerin tiim tahmin edilen pozitiflere oranidir. Pozitif

tahminlerin ne kadar dogru olduguna odaklanmaktadir. Ornegin, bir model bir e-postay1 spam
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olarak tamimlarsa, kesinlik bize isaretlenen e-postalarin kaginin gergekten spam oldugunu

sOylemektedir.

Duyarlilik (veya geri ¢agirma), modelin tiim ilgili vakalar1 belirleme yetenegini 6l¢mektedir.
Dogru tahmin edilen pozitiflerin tiim gergek pozitiflere oranidir. Spam drneginde, geri ¢agirma
bize modelin tiim gergek spam e-postalarindan ka¢ spam e-postay1 basariyla yakaladigini

belirtmektedir (Yacouby ve Axman, 2020, s. 82-83).

F1 Puani, kesinlik ve duyarlilik harmonik ortalamasidir. iki metrigi dengeleyerek, ozellikle
kesinlik ve duyarlilik arasinda bir denge oldugunda, bir modelin genel performansini
degerlendirmek i¢in tek bir say1 saglamaktadir. Bu puan, 6zellikle veri kiimesinin dengesiz

oldugu durumlarda faydalidir (Hossin ve Sulaiman, 2015, s. 4).

2.9. Model Egitiminde Kullanilan ESA Hiper Parametreler

Derin 6grenme mimarisine gore arastirmaci tarafindan hazirlanan, veri setlerine gore degisiklik
gosteren ve model {lizerinde basarili olmak i¢in kullanilan parametrelere hiper parametre denir.
Model egitiminin bagarisinda 6nemli bir rol oynayan hiper parametreler, derin §grenme
caligmalarinda 6nem arz etmektedir (Huang vd., 2016, s. 45-48). Diyabetik Retinopati
hastaliginin tespiti igin bu ¢alismada kullanilan hiper parametreler: egitim orani, dogrulama
orani, egitim tur sayisi, paket boyutu, 6grenme orani, Cosine Annealing 6grenme orani,
OneCycleLR 6grenme orani, ReduceLROnPlateau, L2 regularization, aktivasyon

fonksiyonlari, optimizasyon fonksiyonlaridir.

2.9.1. Egitim Oram
Egitim seti, bir makine 6grenimi modelini egitmek i¢in kullanilan veri kiimesidir. Bu veri
kiimesi, modelin parametrelerini (6rnegin, agirliklar ve biaslar) 6grenmesine ve ayarlamasina
olanak tanir. Kullanim amaci modelin, verilen girdilere gore dogru ¢iktilari tiretmeyi 6grenmesi
icin kullanilir. Bu ¢alismada, %80 egitim seti ve %20 test seti olacak sekilde bir veri kiimesi
boliinmiistiir. Egitim seti, modelin 6grenmesine ve parametrelerini optimize etmesine imkan

tantyan orneklerden olugsmaktadir.
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2.9.2. Dogrulama Oram
Dogrulama seti, modelin egitim siireci sirasinda performansini degerlendirmek icin kullanilan
ayr1 bir veri kiimesidir. Egitim seti iizerinde 6grenilen modelin, dogrulama seti tizerindeki
performansi Sl¢iiliir ve bu, modelin genelleme yetenegini degerlendirmek icin kullanilir.
Dogrulama seti, egitim sirasinda modelin asir1 6grenmesini 6nlemek i¢in 6nemli bir rol oynar.
Bu ¢alismada, %80 egitim seti ve %20 test seti olacak sekilde bir veri kiimesi boliinmiistiir.

Dogrulama seti modelin performansini degerlendirmek i¢in kullanilmistir.

2.9.3. Egitim Tur Sayis1

Tur sayis1 bir ile sonsuz arasinda bir deger alabilir. Literatiire bakildiginda tur sayilar1 genellikle
100, 200, 500 gibi yiiksek degerlerden secilmektedir (Brownlee, 2018, s. 3-5). Ancak epoch(tur)
sayisinin yiiksek olmasi agin daha iyi egitilecegi ya da daha basarili olacagi anlamina gelmez.
Bununla beraber tur sayisi ne kadar yiiksekse modelin egitimi i¢in gegen siire de o derece
yiiksek olacaktir (Hastomo vd., 2021, s. 1-2). Diger parametrelerde oldugu gibi uygun tur
sayisini segmek icin de sabit kurallar bulunmamaktadir. En uygun tur sayisini belirlemek icin
farkli degerler denenerek ilerlenebilir. Bu durum da zor ve maliyetli bir ugrastir. Bu ¢alismada

30-60 tur arasinda model egitimi gergeklestirilmistir.

2.9.4. Paket Boyutu

Bu ¢alismada, veri isleme modeli birden fazla girdiden olusan yapiy1 parcalara bolerek islemeyi
tercih etmistir. Bu sayede, karmagsik veri kiimelerinin daha verimli bir sekilde islenmesi
saglanmigtir. Modelin bir seferde isleyebilecegi veri miktarini1 kontrol eden “paket boyutu™
hiper parametresi de dikkatlice ayarlanmistir. Kiigiik paket boyutunun daha iyi sonuglar verdigi
gozlemlenmistir. Biiylik paket boyutlarinda, model verileri ezberleme egilimindedir, bu da
genellestirme performansini olumsuz etkiler. Bu nedenle, kayip islemini en aza indirmek i¢in

paket boyutu 32 olarak segilmistir.

2.9.5. Ogrenme Oram

Yapay zeka ve makine 6grenmesi modellerinde 6grenme orani, modelin parametrelerinin
giincellenme hizin1 belirleyen 6nemli bir hiper parametredir. Bu oran, modelin karmasikligina,

veri kiimesinin boyutuna ve veri setindeki giiriiltii seviyesine bagli olarak degiskenlik
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gosterebilir. Genellikle, uygun 6grenme orani deneysel yontemlerle ve 6grenme orani
planlamasi gibi stratejiler veya optimizasyon algoritmalar1 araciligiyla otomatik olarak
secilebilir. Bu ¢aligmada sabit 6grenme oranlarindan 1e-2, 1e-3 ve le-4 ile, 6grenme orani
planlamasi yontemlerinden ise Cosine Annealing, OneCycleLR ve ReduceLROnPlateau
yontemleri ile denemeler yapilarak model i¢in en basarili yontem belirlenmistir. Calismada

kullanilan 6grenme orani planlayici yontemleri asagida anlatilmistir.

2.9.5.1. Cosine Annealing Ogrenme Oram

Cosine Annealing Learning Rate, derin 6grenme modellerinin egitim siirecinde 6grenme
oraninin zamana bagl olarak bir kosiniis fonksiyonu dogrultusunda ayarlandigi bir tekniktir.
Bu yontem, baslangicta yiiksek bir 6grenme orani kullanarak baslar ve egitim siireci ilerledikce
bu orani kademeli olarak azaltmayi amaclamaktadir. Bu siirecte 6grenme orani, bir yarim
kosiniis egrisi boyunca azalarak sifira yaklasir; bu durum, modelin daha kiiclik adimlarla
ogrenmesini ve daha hassas bir optimizasyon siireci yiiriitmesini saglamaktadir. Ik olarak
Loshchilov ve Hutter (2016) tarafindan Onerilen bu teknik, egitim siirecinin belirli bir
asamasinda Ogrenme oranini sifira yaklastirarak asir1 uyumu Onlemeyi hedeflemektedir
(Loshchilov ve Hutter, 2016). Cosine annealing, diger 6grenme orani azaltma tekniklerine
kiyasla daha yumusak bir ge¢is sunmaktadir. Genellikle, tur sayisina dayali belirli bir plan
cercevesinde, 6grenme oraninin ani bir diislis yerine kademeli ve yumusak bir azalma
gostermesi saglanmaktadir. Bu durum, modelin daha dogru bir genelleme yapabilmesine olanak
tanimaktadir. Ayrica, SGD gibi optimizasyon algoritmalariyla birlestirildiginde, modelin lokal
minimumlardan kaginmasina yardimci olabilmektedir. Bu yaklasimin literatiirde, 6zellikle sinir
aglar1 ve blyiik veri kiimeleri iizerindeki egitim siireclerinde etkili oldugu kanitlanmistir
(Loshchilov ve Hutter, 2017). Cosine annealing 6grenme orani, 6zellikle dil modelleri, goriintii
siiflandirmast ve nesne tespiti gibi alanlarda yaygin olarak uygulanmaktadir. Biiyiik veri
kiimeleri ve derin 6grenme modellerinde 6grenme oranini optimize etmek genellikle zorlu bir
stire¢ oldugundan, bu yontem daha hassas ve istikrarli bir egitim siireci saglamaktadir. Ayrica,
ogrenme oranimin dinamik bir sekilde yonetilmesi gereken transfer 6grenme senaryolarinda da

bu yontem basariyla kullanilmaktadir (Brigato vd., 2022, s. 627).
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2.9.5.2. OneCycleLR Ogrenme Orani

OneCycleLR, 6grenme oranini egitim siireci boyunca dnce artirip ardindan azaltan bir strateji
olarak tanimlanmaktadir. Bu yontem, egitim siirecinin baslangicinda 6grenme oranini kademeli
olarak yiikseltir ve belirli bir noktaya ulastiktan sonra, azalarak egitim siirecinin sonuna dogru
en diisiik seviyeye iner. Bu yaklagim, Smith (2018) tarafindan onerilmis olup, 6zellikle SGD
gibi optimizasyon algoritmalariyla birlestirildiginde etkili sonuglar elde etmektedir (Smith,

2018). OneCycleLR, 6grenme oranini iki asamada diizenlemektedir (Xie vd., 2022, s. 7):

Ik Asama (Artis), egitim siirecinin ilk yarisinda, 6grenme orani kademeli olarak artirilir. Bu
siireg, modelin hizl1 bir sekilde optimuma yakin bir noktaya ulasmasini saglamaktadir. Ikinci
Asama (Azalig), egitim siirecinin ikinci yarisinda ise 0grenme orani azaltilir. Bu, modelin
optimum noktada daha kii¢iik adimlarla daha hassas bir 6grenme gerceklestirmesine olanak
tanimaktadir. Bu yontem, modelin lokal minimumlara takilmadan daha dogru bir genelleme
yapabilmesini desteklemektedir. OneCycleLR, egitim siirecine yiiksek 6grenme oranlari ile
baslanmasini saglar; bu durum, modelin hizla 6grenmesine olanak tanimaktadir. Ogrenme orani
yavage¢a azaldiginda, model daha kiigiik adimlarla egitim siirecini tamamlar ve bu da genelleme
basarisini artirmaktadir. Egitim siirecinin sonunda 6grenme oraninin azaltilmasi, modelin asir1
uyum yapma olasiligini dnlemektedir. Ozellikle biiyiik veri kiimeleri {izerinde gergeklestirilen
caligmalarda, bu yontemle modelin daha genel sonuglar iiretmesi saglanmaktadir (Omidvar ve

Tran, 2023).

2.9.5.3. ReduceLROnNPIlateau

ReduceLROnPlateau, 6grenme oranin1 modelin egitim siirecinde belirli bir siire boyunca
iyilesme gostermediginde azaltan bir optimizasyon stratejisi olarak tanimlanmaktadir. Bu
teknik, derin O6grenme modellerinde 6grenme siirecini hizlandirirken agir1 uyum riskini
azaltmak amaciyla kullanilmaktadir. ReduceLROnPlateau, 6zellikle kaybin (loss) azalmadigi
durumlarda, modelin daha diisiik bir 6grenme orani ile ince ayar yapmasina olanak tanimaktadir
(Hinton vd., 2012). ReduceLROnPlateau, kaybin (loss) belirli bir siire boyunca iyilesme
gostermedigini tespit ettiginde devreye giren bir mekanizmadir. Bu siire, genellikle "patience"
olarak adlandirilan bir parametre ile ayarlanmaktadir. Kaybin belirlenen bir esik degerinin
altinda iyilesmedigi durumlarda, 6grenme orani belirlenen bir faktorle (6rnegin, 0.1) ¢arpilarak
azaltilir. Bu siire¢, modelin egitim siirecinin sonlarina dogru daha kii¢iik adimlarla ilerlemesine

olanak tanir ve modelin daha hassas bir 6grenme gergeklestirmesini saglamaktadir (Duraes vd.,
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2023, s. 77). ReduceLROnPlateau, kaybin iyilesmedigi durumlarda 6grenme oranini daha
kiigiik adimlarla ayarlayarak daha hassas bir 6grenme siireci saglamaktadir. Bu yaklagim,
egitim siiresini kisaltma potansiyeline sahiptir. Egitim sirasinda 6grenme oraniin kademeli
olarak azaltilmasi, modelin asir1 uyum yapma olasiligin1 6nler ve genelleme yetenegini

artirmaktadir (Thakur vd., 2024, s. 14).

2.9.6. L2 Regularization

Ridge regularization (diizenlemesi) olarak da bilinen L2 regularization, makine 6grenimi
modellerinde, 6zellikle de sinir aglarinda asir1 uyumu onlemek i¢in kullanilan bir tekniktir.
Kayip fonksiyonuna, model parametrelerinin (agirliklarin) karesel degerlerinin toplamiyla
orantili olan bir ceza terimi ekleyerek calismaktadir. Bu ceza, modelin 6zelliklere asir1 biiyiik
agirliklar atamasini engelleyerek modelin daha saglam ve genellestirilmis olmasini
saglamaktadir (Phaisangittisagul, 2016, s. 175). L2 diizenlemesi terimi A Y, w? olarak ifade
edilmektedir; burada A diizenlilestirmenin giiciinii kontrol eden bir hiper parametre ve w model
agirliklarini temsil etmektedir. Orijinal kayip fonksiyonuyla birlikte bu ceza terimini en aza
indirerek, modelin agirliklar kiiciik tutmasi tavsiye edilir ve modelin egitim verilerine ¢ok
yakin uymasi ve goriinmeyen verilerde kotii performans gostermesi durumunda ortaya ¢ikan
asirt uyum Onlenmektedir (Liu vd., 2019, s. 14). L2 diizenlemesi lojistik regresyon, destek
vektor makineleri ve sinir aglar1 gibi modellerde yaygin olarak uygulanmaktadir. Cok sayida
ozellik oldugunda iyi ¢alisir, ¢iinkii hi¢cbir 6zelligi tamamen ortadan kaldirmaz, ancak etkilerini
azaltir ve daha diizgiin modellere yol agmaktadir. L1 diizenlemesi (baz1 agirliklar sifira cekerek
seyrek modellere yol agar) ile karsilagtirildiginda, L2 diizenlemesi ¢ogu agirligin kiigiik oldugu

ancak sifir olmadig1 daha yogun modeller iiretme egilimindedir (Ng, 2004, s. 12).

2.9.7. Aktivasyon Fonksiyonlari
Bu probleme 6zgli ReLU, Leaky ReLU ve ELU aktivasyon fonksiyonlart kullanilmistir.
Kullanilan aktivasyon fonksiyonu algoritmalarinin matematiksel fonksiyonlar1 ve grafikleri

Tablo 2°de verilmistir.
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Tablo 2. Aktivasyon Fonksiyonlari

Aktivasyon Fonksiyonu Matematiksel Formiilii Grafik
1o
max (0, x)
RelLU
L] 1
1
{x x=0
X _
ELU a(e*—-1) x<0
10
1a
{x x>0
Leaky ReLU v "

2.9.8. Optimizasyon Fonksiyonlari

Optimizasyon algoritmalari, makine 6greniminde, model parametrelerini ayarlayarak kayip
fonksiyonunu minimize (veya maximize) etmek i¢in kullanilir. Dogrusal olmayan problemlerin
¢oziimiinde optimum deger i¢in optimizasyon yontemleri kullanilmaktadir. Bu yontemlerden,
katmansal siralama yapabildigi biiyiik veri setleri ve yiiksek boyutlu parametre alanlari ile 1yi

calistigi icin SGD ve Momentum optimizasyon algoritmalar1 ¢alismada kullanilmistir.

2.10. Literatiirde Arastirma ile Tlgili Calismalar
Literatiirde goriintii islemeye yonelik derin Ogrenme algoritmalari ile ilgili caligmalar

verilmistir.

Zaheer ve Shaziya (2018), c¢alismalarinda yaygin olarak kullanilan aktivasyon
fonksiyonlarindan doérdii, modelin dogrulugu agisindan verimliliklerini belirlemek amaciyla
analiz etmek ve degerlendirmek iizere segmislerdir. Basarili modellerin ¢ogunda, Sigmoid,
Hiperbolik Tanjant (Tanh), diizeltilmis dogrusal birim (ReLU) ve iistel dogrusal birim (ELU)

aktivasyon fonksiyonlar1 kullanilmistir. Analiz gérevinin gerceklestirilmesi i¢in, MNIST veri
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seti lizerinde bir ESA modeli uygulanmistir. ESA modelinin egitim ve test siireclerini
hizlandirmak amaciyla deneyler, Nvidia GPU 940MX iizerinde yiiriitilmistiir. Sonuclar, en
popiiler aktivasyon fonksiyonu olan ReLU'nun, Sigmoid ve Tanh fonksiyonlarindan daha iyi
performans gosterdigini ve yeni bir aktivasyon fonksiyonu olan ELU'nun ise ReL.U'dan daha

iistiin performans sergiledigini ortaya koymustur.

Adem vd., (2016) c¢alismalarinda optik diskin parlaklik ve dairesellik 6zelliklerini kullanarak
konumunu tespit etmek i¢in li¢ farklt ¢6ziim Onerilmektedir. Bu ii¢ deneyin bulgularinin
karsilagtirilmas1 sonucunda HSV renk uzayi ile uygulanan Dairesel Hough Doniistimii
yonteminin %99,16 dogrulukla daha basarili oldugu goriilmiis ve bu nedenle optik disk tespiti

icin uygun bir yontem olarak onerilmistir.

Rajput vd., (2022), calismalarinda, Onerilen bir aktivasyon fonksiyonunun matematiksel
modellemesi ile bir evrisimsel sinir ag1 6zellestirilmistir. 0,97'lik bir hassasiyetle birlikte %99'a
varan kayda deger bir tahmin dogrulugu elde edilmistir. MIAS veri setinin meme kanseri
mamogram gorilintiilerini siniflandirmak i¢in degistirilmis bir VGG-19 derin 6grenme modeli
Onerilmistir. Cesitli aktivasyon fonksiyonlar1 ve dnerilen fonksiyon, MIAS veri seti ilizerinde
LeNet, VGG ve AlexNet gibi coklu kiyaslama mimarileri iizerinde karsilastirilmistir.
Deneyimizi karsilastirmak ve dogrulamak icin ReLU, ELU ve Tanh gibi iinlii aktivasyon
fonksiyonlar1 kullanilmistir. Onerilen aktivasyon fonksiyonuna sahip modelin, yaygin olarak
kullanilan diger kiyaslama aktivasyon fonksiyonlarindan daha iistiin sonuglar gosterdigi
sonucuna varilabilir. Ornegin, modelin dogrulugu bes donemden kisa bir siirede %90 sinirmi
asmis ve yaklagik 50 donemde 9%98,89 test dogruluguna ulagsmistir. Bu nedenle, Onerilen
aktivasyon fonksiyonunun herhangi bir 6grenme problemi i¢in genellestirilebilecegi ve mevcut
herhangi bir modeli kesinlikle onemli bir farkla geride birakabilecegi kanitlanmustir.
Calismamizda Modifiye VGG-19 modelini temel modeller olarak AlexNet, VGG-16 ve LeNet

ile karsilastirilmistir. Sonuglar VGG-19 modelinin en iyi performansi verdigini gosterilmistir.

Dubey vd., (2024) calismalarinda, derin 6grenme yontemlerini dogadan ilham alan bir
algoritma ile birlestiren hibrit bir yaklasim Onermektedir. Bu yazida, Crow Arama
Optimizasyon Algoritmast (CSOA), HRD simiflandirmasi i¢in derin 6grenme teknikleriyle
entegre edilmistir. Siniflandirma, derin sinir ag1 (DNN) ve evrisimsel sinir ag1 algoritmalari
kullanilarak gergeklestirilmistir. Deneyler iki veri kiimesi iizerinde yiiriitiilmiistiir: sayisal HRD
verilerini iceren Cardio veri kiimesi ve HRD ile iligkili X-151m1 goriintiilerini igeren NIH gogiis
rontgeni goriintii veri kiimesi. Siiflandirma gorevi i¢in Momentumlu Stokastik Gradyan Inisi,

RMSProp, Adam, Adagrad, Diizenli Lideri Takip Et ve Nadam gibi ¢esitli optimize ediciler
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degerlendirilmistir. Daha da 6nemlisi, CSOA'nin DNN (CSOA-DNN) ile birlesimi, DNN
modelinin Cardio veri kiimesindeki performansini 6nemli dlgiide arttirmigtir. Genel olarak,
Adam ve Nadam optimize edicileri, hem DNN hem de CNN(Convolutional Neural Network)
modellerinde egitim ve dogrulama sirasinda gesitli performans parametrelerinde siirekli olarak

diger optimize edicilerden daha iyi performans gosterdigi goriilmiistiir.

Adem (2022), calismasinda CNN modelindeki aktivasyon fonksiyonunun gercek diinya
problemine ve imajina etkisi aragtirmistir. Goriintii isleme yontemlerinden dairesel Hough
dontistimii uygulanarak sizint1 bolgelerine benzer yapiya sahip olan OD bdlgesi belirlenerek
gorlintiiden ¢ikarilmis ve ardindan CNN modeli kullanilarak sizinti bolgelerinin tespiti
gerceklestirilmistir. . CNN modelinde ReLU, ELU, Leaky ReLLU, Softplus ve Swish aktivasyon
fonksiyonlar1 kullanilarak eksiida tespiti yapildi ve sonuclar karsilastirildi. DiaretDBO ve
DiaretDB1 veritabanlarindaki deneysel sonuglar, Swish aktivasyon fonksiyonunun digerlerine

gore daha iy1 performansa sahip oldugu goriilmiistiir.

Togacar (2021), ¢aligmasinda rahim kanserine neden olabilecek iyi ve kotii huylu tiirlerin
analizi, yapay zekd tabanli bir yaklasimla gerceklestirilmistir. Onerilen yaklagimin
katkilarindan biri, saglik calisanlarinin karar verme siirecinde zaman kaybinin 6nlenmesidir.
Bu yaklasim, kisa siirede ¢ok sayida goriintiiniin basartyla islenmesini saglayabilir. Ayrica,
CNN modellerinin tek basina kullanildiginda farkli veri kiimeleri igin istikrarlt ve basarili
sonuglar liretemeyebilecegi goz Oniine alindiginda, onerilen yaklasim bu duruma ¢6ziim
sunmaktadir. Onerilen yaklagim, rahim kanseri tiirlerine gére 7 farkli CNN modeli arasindan
en iyi aktivasyon setlerini segerek performansi artirmaktadir. Bu yaklasimin dezavantaji,
mimari yapisinda birden fazla CNN modeli kullanmas1 ve modellerin test siiresi boyunca
harcadigi zamanimn tekli CNN modellerine gore daha fazla olmasidir. Ancak, Onerilen
yaklagimin temel amaci genel basariy artirmaktir. Bu ¢caligmada, genel olarak %99,65 oraninda

basaril1 bir performans elde edilmesiyle bu amaca ulasilmigtir.

Adweb vd., (2021) calismalarinda, aktivasyon fonksiyonlarinin artikli bir agin (ResNet)
performans1 lizerindeki Onemini vurgulamislardir. Bu nedenle, farkli aktivasyon
fonksiyonlarina sahip ayni yapida ii¢ artikli ag olusturulmustur. Kullanilan modeller,
kolposkopi servikal goriintiilerinden olusan bir veri seti kullanilarak egitilmis ve test edilmistir.
Deneysel sonuclar, tasarlanan artiklanma aglarmin sizdirmali ve parametrik diizeltilmis
dogrusal birim (Leaky-RELU ve PReLU) aktivasyon fonksiyonlari ile neredeyse esit
performans gosterdigini ve sirasiyla %90,2 ve %100 dogruluk oranlara ulastiklarini
gostermistir.
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Dasgin vd., (2023) yaptiklar1 ¢alismada transfer 6grenme tabanli modellerin kullanildigi bir
caligma gerceklestirmiglerdir. Kaggle web sitesinde bulunan veri seti tizerinde gergeklestirilen
bu calismada, toplamda 906 goriinti kullanilarak DenseNet121, EfficientNetV2M,
NasNetMobile, InceptionV3, VGG19 ve InceptionResNetV2 gibi derin 6grenme modelleri
degerlendirilmistir. Deneysel sonuglara gore, en iyi basar1 oraninin NasNetMobile modeliyle
elde edildigi goriilmiistiir. Bu modelle %99,35 dogruluk, %99 kesinlik, %99 geri ¢agirma ve
%99 F1 skorlari elde edilmistir.
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UCUNCU BOLUM

MATERYAL VE YONTEM

Bu boéliimde, veri yontemi, veri setlerinin olusturulmasi ve siniflandirilmasi, veri 6n isleme
asamalari, aragtirmada kullanilan kiitiiphaneler ayrintili olarak sunulacaktir. Bunun yani sira,
arastirmada kullanilan yontemlerin gerekgesi ve uygulama sekli de agiklanarak derinlik

kazandirilacaktir.

3.1. Arastirmanin Yontemi

Bu ¢aligmada derin 6grenme yontemleri kullanilarak DR hastaliginin tespit edilmesine yonelik
siniflandirma dogrulugunu arttirict yontemler onerilmistir. Veri seti siniflandirma basarisini
degerlendirmek i¢in veri setinde bulunan fundus goriintiileri {izerinde oOnerilen yontem
baglaminda gozdeki damar yapisini, 6zelliklerini RGB (3D) goriintiilere kiyasla daha iyi ortaya
cikardig1 ve yogunluk degerlerine odaklanilmasini sagladigi i¢in Gri Tonlamali (Gray Scale-
2D) goriintitye doniistiiriilmistiir. Veri setinde yer alan farkli boyutlardaki pek ¢ok renkli
fundus goriintiileri veri hazirlama, 6nisleme asamalarinda zorluk yaratmamasi ayn1 zamanda
farkli boyutlardaki goriintiiniin islenme asamasinda modele daha fazla hesaplama giicii ihtiyaci
dogurmamasi i¢in 512x512 boyutunda kirpilmistir. Kirpilan goriintiiler tizerinde son olarak 1s1k
ve parlaklik kosullar: tiim resimler lizerinde esit olmadig1 ve giiriiltiilerin giderilmesi amactyla
Maskeleme ve Gaussian Blur (Gauss Bulanikligi) islemleri goriintiiye uygulanmis olup resmin
daire merkez ve yarigap1 hesaplanarak dairesel olarak kirpilarak siniflandirma islemine hazir
hale getirilmistir. Smiflandirma islemi i¢in transfer 6grenme yaklasimi ile popiiler CNN
mimarilerinden biri olan ResNet34 ile veri seti yeniden egitilmistir. DR hastaliginin tespiti i¢in
derin 6grenme mimarisinde farkli hiper parametreler model iizerinde denenmis olup modelin
performansina etkisi karsilastirilmistir. Bu ¢alismada DR tespiti i¢in kurulan mimari Sekil

19°da verilmistir.
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Sekil 19. Diyabetik Retinopati Tespiti i¢in Kurulan Mimari

3.2. Veri Setlerinin Olusturulmasi ve Siniflanmasi

Bu ¢alismada pek ¢ok alanda cesitli veri setini icerisinde barindiran Kaggle platformundan
yararlanilmistir. Bu baglamda calismada 2 farkli veri seti kullanilmistir. Birinci veri seti
Kaggle’da “APTOS 2019 Blindness Detection (Korliik Tespiti)” ismiyle yaymlanan 3662 adet
egitim ve 1928 adet test verisi olmak tlizere toplam 5590 adet fundus goriintiisiinden
olusmaktadr. Ikinci veri seti olarak “Eyepacs, Aptos ve Messidor” veri tabanlarindan toplanan
7915 ornek ile olusturulan 6zgiin bir veri seti kullanilmistir. Kullanilan veri seti DR’nin
otomatik olarak taninmasina yardimci olmak ic¢in kirsal alanlardan toplanan fundus
goriintiilerinden olugmaktadir (Kaggle,2019).

Veri seti Normal (a), Hafif (b), Orta (c), Siddetli (d), Proliferatif (e) olmak iizere toplam 5

kategoriden olugmaktadir. Bu veri setlerine ait 6rnek goriintiiler Sekil 20°de goriilmektedir.
Cc

Sekil 20. DR Evreleri

32



1750

1500

1250

1000

150

500

250

1 2 3 4

Teshis

Sekil 21. DR Sif Dagilim Grafigi 1

0 1 2 3 4

Sekil 22. DR Sinif Dagilim Grafigi 2

1760

1500

1260

1000

0

“Aptos Blindness Detection” veri setinde, fundus goriintiilerinin %80'i (2929) egitim amaciyla
ayrilmis, kalan %20's1 (733) ise dogrulama seti olarak kullamilmistir. "Eyepacs, Aptos ve
Messidor" veri tabanlarindan olusturulan ikinci veri setinde ise goriintiilerin %80°1 (6332)
egitim i¢in, %20’si (1583) ise dogrulama seti olarak belirlenmistir. Her bir sinif igin veri
dagilimi grafigi Sekil 21 ile Sekil 22’de goriilmektedir. Bu goriintiiler, ¢esitli 6n isleme

adimlarina tabi tutulmus ve ardindan farkli hiper parametrelerle model egitimi
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gerceklestirilmistir. Sonuglar, bu modellerin performansini degerlendirmek i¢in belirlenen

oOl¢iitler dogrultusunda incelenmistir.

3.3. Veri On isleme Asamalar

Diyabetik retinopati teshisinde kullanilacak goriintii veri kiimelerini islemek i¢in 6n isleme
adimlart kritik 6nem tasimaktadir. Bu adimlar, verilerin model tarafindan daha iyi anlasilmasini

ve analiz edilmesini saglayarak daha dogru sonuglar elde edilmesine yardimci olmaktadir.

Onerilen diyabetik retinopati veri seti icin baz1 5nemli 6n isleme adimlar1 sunlardir:

3.3.1. Gri Tonlamali Gériintii (2D)’ ye Doniistiirme

Onerilen yontem baglaminda gozdeki damar yapisini, dzelliklerini RGB goriintiilere kiyasla
daha iyi ortaya ¢ikardig1 ve yogunluk degerlerine odaklanilmasini sagladig: i¢in Gri Tonlamal
(Gray Scale) goriintiiye doniistiiriilmiistiir. Gri tonlamali ve orijinal goriintii Sekil 23’te

verilmistir.

Sekil 23. RGB ve Gri Tonlamali Fundus Goriintiisii

3.3.2. Goriintii Yeniden Boyutlandirma

Farkli boyutlarda ¢ekilen goriintiilerin tutarl bir sekilde islenmesi i¢in tiim goriintiiler sabit bir
boyuta (512 x 512 piksel) yeniden boyutlandirilmistir. Bu, egitim siiresini ve diger sonraki
siirecleri de en aza indirmeye yardimci olmaktadir. Sekil 24°te yeniden boyutlandirilan goriintii

asamalar1 verilmistir.
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3.3.3. Maskeleme ve Kirpma

Bu yontem, belirli bir esik degerine gore maske olusturur ve bu maskeyi kullanarak orijinal
goriintiiyli kirpar. Sonug olarak, kirpilmis bir goriintii elde edilir, bu goriintii orijinal renk veya
gri tonlama degerlerini korur. Diisiik parlaklik veya giiriiltii igeren bolgeleri kirparak goriintiiyii

temizler ve daha odakli bir analiz saglamaktadir.

3.3.4. Goriintiiye Kontrast ve Bulaniklastirma (Gaussian Blur) Uygulama

Bu c¢alismada Gauss Bulaniklastirma adi verilen bir giiriiltii azaltma yontemi kullanilmistir.
Gauss Bulaniklastirma, bir goriintiiniin her pikselinin degerini, komsu piksellerin ortalama
degerleriyle degistirerek calisir. Bu islem, goriintiideki keskin kenarlari ve ayrintilari
yumusatarak giiriiltiinlin rastgele ve dagimik dogasini ortalama yoluyla bastirir. Gauss
Bulaniklagtirma, DR goriintiilerindeki giirtiltiiyii azaltmak i¢in basit ve etkili bir yontem sunar.
Kullanilan sigmaX parametresi, giiriiltii azaltma seviyesini kontrol etmenizi saglar. Sekil 25°te

Orijinal ve Gauss Bulaniklig1 uygulanan fundus goriintiisii gosterilmistir.

Gauss Bulanikh@ Uygulanan Resim

0

Sekil 25. Gaussian Blur Uygulanmig Fundus Goriintiisii
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Calismada dogrudan bir kontrast artirma islemi uygulanmamistir ancak cv2.addWeighted
fonksiyonu kullanilmaktadir. Bu fonksiyon, iki goriintiiyii ve bir agirlik katsayisini kullanarak
yeni bir gorliinti olusturur. Bu islemde, agirhik katsayisi 4 olarak ayarlanmistir.
cv2.addWeighted fonksiyonunda kullanilan agirlik katsayisi, yeni goriintiiniin  genel
parlakligin1 ve kontrastini etkiler. Daha yiiksek bir agirlik katsayisi, goriintiiniin daha parlak ve
yiiksek kontrastli olmasina neden olur. Bu ¢alismada, agirlik katsayisi 4 olarak ayarlanmigtir.
Bu, orijinal goriintiiniin 4 kat1 parlakliga sahip yeni bir goriintli olusturulmasina neden olur. Bu
da dolayli olarak kontrastin artmasina yol agabilir ayrica Gauss Bulaniklastirma, goriintiiniin
baz1 ayrintilarin1 yumusatarak kontrasti1 da azaltabilir. Sonug olarak yapilan ¢alismada dogrudan
bir kontrast artirma islemi uygulanmamis olsa da cv2.addWeighted fonksiyonu ve Gauss
Bulaniklagtirma kombinasyonu dolayli olarak kontrasti etkileyebilir. Kullanilan parametreler
ve fonksiyonlar, goriintiiniin tiiriine ve istenilen sonuca bagli olarak degistirilebilir. Sekil 26’da

goriildiigi iizere dairesel kirpma ve gauss bulaniklig1 uygulanan fundus goriintiisii verilmistir.

Dairesel Kirpma ve Gauss Bulanikhigi
Uygulanan Resim

Sekil 26. Dairesel Kirpma ve Gaussian Bulaniklig1 Uygulanmis Fundus Goriintiisii

3.3.5. Dairesel Kirpma
Goriintli boyutlar kullanilarak dairesel bir maske olusturulur. Maskenin merkezi, goriintliniin
merkezine yerlestirilir ve yarigapi, gorlintii genisliginin veya yiiksekliginin en kiigiigii olarak
belirlenerek dairesel kirpma maskesi olusturulur. Maskedeki True degerlerine sahip pikseller,

orijinal renkli goriintiiden kopyalanarak yeni bir goriintiiye aktarilir ve yeni goriintii dondiiriiliir.
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3.4. Arastirmada Kullanilan Kiitiiphaneler

Bu ¢aligmada, makine 6grenimi ve derin 6grenme uygulamalari i¢in 6zel olarak tasarlanmis
kapsamli ve gelismis kiitliphanelere sahip olmasi sebebiyle Python programlama dili tercih
edilmistir. S6z konusu kiitiiphaneler, 6nceden hazirlanmais islevler ve araglar sunarak gelistirme
stirecini onemli dl¢iide kolaylastirir ve aragtirmacilarin ¢alismalarinin temel kavramlarina ve
metodolojilerine odaklanmalarini saglar. Asagidaki kullanilan kiitiiphaneler ve bagimliliklar

listelenmistir:

* NumPy: Biiyiik, ¢cok boyutlu diziler ve matrisler i¢in destek saglayan ve bu diziler ilizerinde
calisacak genis bir matematiksel fonksiyon koleksiyonu saglayan bir Python kiitiiphanesidir.

Bilimsel hesaplama, veri analizi ve makine 6grenimi uygulamalarinda yaygin olarak kullanilir.

e Pandas: Yiiksek performansli veri isleme ve analiz araclari saglayan bir Python
kiitiiphanesidir. NumPy {izerine insa edilmistir ve veri okuma ve yazma, veri filtreleme,

toplama ve birlestirme dahil olmak iizere tablo verileriyle calismaya yonelik destek saglar.

* Seaborn: Python programlama dilinde veri gorsellestirme i¢in kullanilan bir kiitiiphanedir.
Matplotlib kiitliphanesi lizerine kurulu olan Seaborn, istatistiksel verileri gorsellestirmeyi

kolaylastirmak ve estetik acidan hos grafikler olusturmak icin tasarlanmistir.

* Scikit-Learn: Gozetimli ve gozetimsiz 6grenme gorevleri i¢in ¢esitli uygulamalar sunan

kapsaml1 bir makine 6grenimi algoritmalar1 kiitiiphanesidir.

* Matplotlib: Python'da statik, animasyonlu ve etkilesimli gorsellestirmeler olusturmaya destek
saglayan bir Python kiitiiphanesidir. Cizgi grafikleri, dagilim grafikleri, cubuk grafikleri ve
daha fazlasin iceren cesitli ¢izim tiirleri saglar. Bilimsel hesaplama, veri analizi ve makine

ogrenimi uygulamalarinda yaygin olarak kullanilir.

* Time: Python programlama dilinde zamanla ilgili islemler gerceklestirmek icin kullanilan
standart bir kiitliphanedir. Bu kiitiiphane, mevcut zamani alma, zaman damgalar1 olusturma,
zaman araliklarint hesaplama, zaman birimlerini doniistiirme ve daha fazlasi gibi ¢esitli islevler

sunar.

* PIL: Python programlama dili i¢in acik kaynak kodlu bir goriintii isleme kiitiiphanesidir.
goriintli agma, kaydetme, diizenleme, format doniistiirme ve daha fazlasi dahil olmak {izere ¢ok

cesitli goriintii isleme tekniklerini gergeklestirmek i¢in kullanilabilir.

* Torch: Python programlama dili i¢in acik kaynak kodlu bir makine 6grenimi kiitiiphanesidir.

Yapay zeka arastirmalar1 ve uygulamalari i¢in gili¢lii bir arag¢ seti sunar. Torch, sinir aglari,
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evrigimli sinir aglar gibi derin 6grenme modelleri, dogrusal regresyon, karar agaglari, destek
vektor makineleri gibi makine Ogrenmesi algoritmalari, bilimsel ve miihendislik

uygulamalarinda niimerik hesaplamalar, finansal modelleme ve risk analizi i¢in kullanilabilir.
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DORDUNCU BOLUM

BULGULAR VE SONUC

Bu boliimde, deneysel ¢alisma ortami ile DR iizerine gerceklestirilen algoritmalarin analiz
sonuglar1 sunulacaktir. Sonuglar, veri setleri dikkate alinarak sabit 6grenme orani, 6grenme

orani planlamasi ve momentum kullanimina iligkin analizler seklinde detaylandirilacaktir.

4.1. Deneysel Calisma Ortami

Derin 6grenme mimarileri ve modelleri kullanilarak veri setindeki biiyiik boyutlu goriintiilerin
egitilmesi, yiliksek performansli donanimsal sistemler gerektirmektedir. Bu baglamda, egitim
stireclerinin verimli bir sekilde gerceklestirilebilmesi i¢in giiclii bilgi islem kaynaklarina ihtiyag
duyulmaktadir. Bu tiir derin 6grenme uygulamalari, genellikle grafik islem birimleri (GPU'lar)
ve yliksek islem kapasiteli makineler gerektirir. Bu ¢alismada, Transfer 6grenme modellerin
egitimi ve test islemleri standart Colaboratory tiyeligi ile sunulan 85 GB RAM, 40 GB Tesla
A100 GPU ve 170 GB disk alaniyla gergeklestirilmistir. Programlama dili olarak Python tercih
edilmistir. Bu calismada, ResNet34 modeli {izerinde en c¢ok kullanilan aktivasyon
fonksiyonlarindan ii¢ tane, optimizasyon algoritmalarindan iki tanesi seg¢ilmistir. Derin
ogrenme modelleri performans metrigi {izerinde kritik 6neme sahip olan 6grenme oranini
belirlemek amaciyla literatiirde yaygmn olarak kullamilan  Cosine  Annealing,
ReduceLROnPlateau, OneCycleLR ve sabit 6grenme oranlar1 birinci veri seti olan “Aptos”
iizerinde denenerek performanslart model tizerinde degerlendirilmistir. Daha sonra “Eyepacs,
Aptos ve Messidor” veri tabanlarindan olusturulan ikinci veri seti iizerinde veri artirma
teknikleri, L2 regiilarizasyon uygulanarak optimizasyon ve aktivasyon kombinasyonlariyla
goriintiiler lizerinde performans analizleri yapilmistir. Bu yaklasim, farkli hiper parametrelerin
model performansina etkilerini karsilastirmali olarak degerlendirmek amaciyla tasarlanmastir.

Bu egitimlerde belirlenen ortak parametreler asagidaki gibidir;
v Egitim tur sayisi (Epoch) = 30-60
v' Paket boyutu (Batch Size) = 32
v' Aktivasyon fonksiyonu = ReLU, Leaky ReLU ve ELU
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v Optimizasyon algoritmas1 = SGD, Momentum

4.2. Sabit Ogrenme Orami— ReLU, Leaky ReLU ve ELU-SGD Analiz Sonuglar1

Derin 6grenme modelinin performansini etkileyen kritik bir asama olan 6grenme oranini
belirlemek i¢in literatiirde yaygin olarak kullanilan bazi yontem ve tekniklerden olan sabit
ogrenme oranlarindan /e-2,/e-3,1e-4 kullanilarak “Aptos” 6n islemeli veri seti lizerinde egitim
boyunca kullanilan ii¢ farkli sabit 6grenme oraninin model iizerindeki etkisi incelenmis ve
sonuglar karsilastirilmistir. Tablo 3’te /e-2 sabit 6§renme oraninin aktivasyon fonksiyonlari ile

olan karsilastirmali performansi degerlendirilmistir.

Tablo 3. ReLU, Leaky ReLU ve ELU-SGD Algoritmalarinin /e-2 Ogrenme Oranina Gore
Dogrulama ve Kayip Grafikleri

Egitim ve Dogrulama Dogruluk  Egitim ve Dogrulama Kay1p
Grafigi Grafigi

Leaky ReLU-SGD

Ogrenme i
O :
ramt ReLU-SGD i
(le-2) .
ELU-SGD i

Tablo 3’e bakildiginda bu grafikler, farkli hiperparametrelerin model performansi lizerindeki
etkisini gostermektedir. Model iizerinde kullanilan 6grenme oraninin /e-2 oldugu aktivasyon
fonksiyonlariin grafikleri incelendiginde /e-2 6grenme orani, genellikle iyi bir baslangi¢
noktasi olarak kabul edilebilir. Ne ¢ok hizli ne de ¢ok yavas bir 6grenme saglar. Egitim
dogruluk oranina bakildiginda baslangicta hizli bir artis gdsterip daha sonra sabitlenmistir.
Dogrulama dogrulugu da sik dalgalanmalar halinde ilerleyip egitim ¢izgisinden ayrilmistir.
Egitim kayb1 baslangigta hizli bir diisiis gostermekte olup daha sonra diizlesip hafif artmaktadir.
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Dogrulama kaybinda ise artis ve dalgalanmalar goriilmektedir. Bu durum yapay sinir aginin
agirliklarin1 giincellerken biiyiikk bir adim atmasindan dolayr yerel minimumlara sikisip
dalgalanma ve kararsizlik durumunu agiklayabilir. Leaky ReLU aktivasyon fonksiyonu /e-2
O0grenme orani, bu model i¢in digerlerine gére daha iyi sonuglar vermistir. Ancak, asir1 6grenme
gibi bazi sorunlar hala mevcuttur. Tablo 4’de /e-3 sabit 0grenme oraninin aktivasyon

fonksiyonlart ile olan kargilagtirmali performansi degerlendirilmistir.

Tablo 4. ReLU, Leaky ReLU ve ELU-SGD Algoritmalarinin le-3 Ogrenme Orania Gore
Dogrulama ve Kayip Grafikleri

Egitim ve Dogrulama Dogruluk Grafigi Egitim ve Dogrulama Kayip Grafigi

Training and Validation loss
aining and Validation accuracy

" — e
Leaky ;
) 13
1
ReLU-SGD w 12
.
0
Training and Validation accuracy
—
70| — validation accuracy |
Learning “ .
Rate ReLU-SGD i =
. .
(1e-3) “
0
; =% 2 I
Training and Validation loss
80 16 —— Training loss
"
ELU-SGD g 3

15 25
Epochs o 5 10 15 20 25 m 3 M@

Tablo 4’te model iizerinde kullanilan 6grenme oranmin /e-3 oldugu aktivasyon
fonksiyonlarimin grafikleri incelendiginde her ii¢ aktivasyon fonksiyonu i¢in egitim ve
dogrulama dogrulugu, epoch sayisi arttikca artmaktadir. Bu, modelin egitim siirecinde
ogrenmeye devam ettigini gostermektedir. Her ii¢ aktivasyon fonksiyonu i¢in de egitim ve
dogrulama kaybi, epoch sayisi arttik¢a azalmaktadir. Bu, modelin tahminlerinin giderek daha
dogru hale geldigini gostermektedir. Ug grafikte de egitim ve dogrulama egrileri birbirine yakin
seyretmektedir. Bu, modelin asir1 6grenme yapmadigini gostermektedir. Ug aktivasyon
fonksiyonu da modelin iy1 bir performans gdstermesini saglamistir. Ancak ii¢ aktivasyon
fonksiyonuna bakildiginda dogrulama dogrulugu acisindan kiiclik farkliliklar oldugu
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gorilmektedir. Tablo 5’te /e-4 sabit 6grenme oraninin aktivasyon fonksiyonlar1 ile olan

karsilastirmali performansi degerlendirilmistir.

Tablo 5. ReLU, Leaky ReLU ve ELU-SGD Algoritmalarinin 1e-4 Ogrenme Oranima Gore
Dogrulama ve Kayip Gafikleri

Egitim ve Dogrulama Dogruluk Egitim ve Dogrulama Kayip

Grafigi Grafigi

Training and Validation loss

1612 — Training loss
— validation loss

1611 4

1610 |

Leaky ReLU- 1605
SGD ¥ s 16081

1607 <

1606 |

0 5 10 15 20 25 30
o 5 10 15
Epochs Epachs

Training and Validation loss

Ogrenme

111111

Orani ReLU-SGD B

1600 -

(le-4) =

0 H 0 15 20 25 3 35 Y o s 10 15 20 25 .0 35 an
Epachs Epochs

ining and Validation accuracy Training and Validation loss
1615

—— Training loss
— validation loss.
1610

1605
1600

3
1595

ELU-SGD

1550

1.585

1580
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Epochs Epochs

Tablo 5’te model iizerinde kullanilan &grenme oranmin Je-4 oldugu aktivasyon
fonksiyonlarinin grafikleri incelendiginde Leaky ReLU igin egitim dogrulugu uzun bir siire
boyunca sabit kalmakta ve daha sonra ani bir ylikselisle maksimum degere ulasmaktadir. Bu
durum, modelin egitim verisini 6grenmede zorlandigin1 ve daha sonra bir anda tiim verileri
dogru smiflandirmaya bagsladigini gostermektedir. Dogrulama dogrulugu ise egitim
dogrulugundan oldukga diisiik kalmakta ve son donemde hafif bir artis gostermektedir. Egitim
kaybi, dogrulama kaybina gore daha hizli diigmektedir. Yaklagsik 15. epoch'tan sonra dogrulama
kaybi, azalmaya devam etmek yerine sabitlenmistir. Bu durum, modelin yeni verilere
genelleyemedigini gostermektedir. ReLU ve ELU ig¢in grafikler incelendiginde ise hem egitim
hem de dogrulama dogrulugu, epoch sayisi arttikca artmaktadir. Bu, modelin egitim siireci
boyunca dgrenmeye devam ettigini gostermektedir. ki egri arasindaki farkin nispeten az

olmasi, modelin asir1 6grenme yapmadan genelleme yetenegini korudugunu gostermektedir.
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Hem egitim hem de dogrulama kaybi, epoch sayisi arttikca azalmaktadir. Bu, modelin
tahminlerinin giderek daha dogru hale geldigini gostermektedir. Iki egri arasindaki farkin az
olmasi, dogruluk grafigiyle tutarli olarak asir1 6grenmenin diisiik oldugunu gostermektedir.
Tablo 6’ da (le-2, le-3, le-4) sabit 6grenme oranmin aktivasyon fonksiyonlar1 ile olan

karsilagtirmali performans metrikleri degerlendirilmistir.

Tablo 6. ReLU, Leaky ReLU ve ELU-SGD Algoritmalarinin Sabit Ogrenme Oranlarina Gore

Performans Analizi

DEGERLENDIRME METRIKLERI

Cohen
Kappa Dogruluk  Kesinlik  Duyarlilik F1 Puani
Puan
Egitim Leaky ReLU 0,995 0,991 0,991 0,991 0,991
Seti ReLU 0,992 0,987 0,988 0,987 0,987
le-2 ELU 0,996 0,992 0,992 0,992 0,992
Dogrulama Leaky ReLU 0,865 0,806 0,800 0,806 0,795
Seti ReLU 0,845 0,764 0,784 0,764 0,762
ELU 0,864 0,812 0,801 0,812 0,796
Egitim Leaky ReLU 0,822 0,705 0,770 0,705 0,697
Seti ReLU 0,862 0,772 0,816 0,772 0,773
le-3 ELU 0,902 0,819 0,858 0,819 0,821
Dogrulama Leaky ReLU 0,790 0,689 0,759 0,689 0,689
Seti ReLU 0,810 0,715 0,754 0,715 0,722
ELU 0,830 0,746 0,772 0,746 0,751
Egitim Leaky ReLU 0,007 0,494 0,343 0,494 0,329
Seti ReLU 0,491 0,483 0,496 0,483 0,462
le- ELU 0,414 0,493 0,624 0,493 0,481
Dogrulama Leaky ReLU 0,009 0,495 0,425 0,495 0,331
Seti ReLU 0,432 0,446 0,473 0,446 0,435
ELU 0,379 0,477 0,589 0,477 0,461

Tabloya detayli bakildiginda 6zellikle dogrulama seti iizerindeki performansi géz Oniinde
bulundurursak, /e-3 6grenme oraninda sirastyla ELU 0,746, ReLU 0,715 ve Leaky ReLU 0,689
puaniyla diger 6grenme oranlarina kiyasla daha iyi sonuclar vermistir. Tablonun geneline
bakildiginda ELU, baz1 durumlarda daha 1yi olsa da, Leaky ReLLU farkli senaryolarda tutarl bir
sekilde 1y1 sonuclar vermistir. /e-2 6grenme oraninda Leaky ReLU, ELU'ya gore asir1 6grenme
problemine karsi daha direngli oldugu goriinmektedir. /e-2 ve le-4 Ogrenme oranlarinin
performansi genel olarak degerlendirildiginde dogrulama setlerinde diisiik performanslar elde
edilmistir. Sonug¢ olarak 7e-3 Ogrenme oraninda daha dengeli sonuglar elde edilmistir.
Dogrulama setindeki performans da daha iyi oldugu i¢in, bu veri seti i¢in /e-3 6grenme oraninin

daha uygun oldugu goriilmektedir.
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4.3. Ogrenme Oram Planlamasi ve OneCycleLR — ReLU, Leaky RelL.U ve ELU-SGD

Analiz Sonuglari

Ogrenme orani planlamasi yontemlerinden olan Cosine Annealing ReduceLROnPlateau ve One
Cycle Policy yontemlerinden olan OneCycleLR kullanilarak “Aptos” 6n islemeli veri seti
iizerinde egitim boyunca kullanilan {i¢ farkli yontemin model {izerindeki etkisi incelenmis ve
sonuglar karsilagtirilmistir. Tablo 7°de Cosine Annealing yonteminin aktivasyon fonksiyonlari

ile olan karsilastirmali kayip ve dogrulama grafikleri degerlendirilmistir.

Tablo 7. ReLU, Leaky ReLLU ve ELU-SGD Algoritmalarinin Cosine Annealing Y 6ntemine

Gore Dogrulama ve Kayip Grafikleri

Egitim ve Dogrulama Dogruluk Egitim ve Dogrulama Kayip
Grafigi Grafigi

ining and Validation accuracy

Training and Validation loss

— Training lass

Leaky ReLU-SGD | _|

0 5 10 15 20 5 0 Epache.
Epochs

Training and Validation accuracy

Training and Validation loss

— Taining loss

Cosine

Annealing ReLU-SGD E

1] H 10 15 20 25 30
Epochs

Training and Validation accuracy

ELU-SGD e

Verilen grafikler, farkli aktivasyon fonksiyonlar1 ve SGD optimizasyon algoritmasinin bir sinir
aginin performansi lizerindeki etkilerini gorsellestirmektedir. Her li¢ kombinasyonun da hem
dogrulama hem de egitim dogrulugu yiiksektir. Asir1 6grenme belirtisi yoktur. Kayip degeri de
hizl bir sekilde azalmaktadir. Leaky ReLU, ReLLU ve ELU arasinda kii¢iik farklar olsa da genel
olarak hepsi iyi sonuglar vermistir. Leaky ReLU-SGD cifti diger kombinasyonlara gére daha

disik dogrulama dogruluguna sahip olsa da Cosine Annealing'in 0grenme oranini
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diizenleyerek modelin performansim iyilestirdigi, Leaky ReLU, ReLU ve ELU-SGD gibi
kombinasyonlarin da farkli problemler i¢in uygun olabilecegi gozlemlenmistir. Tablo 8’de
OneCycleLR yonteminin aktivasyon fonksiyonlart ile olan karsilastirmali kayip ve dogrulama

grafikleri degerlendirilmistir.

Tablo 8. ReLU, Leaky ReLLU ve ELU-SGD Algoritmalarinin OneCycleLR Y 6ntemine Gore
Dogrulama ve Kayip Grafikleri

Egitim ve Dogrulama Dogruluk
] Egitim ve Dogrulama Kayip Grafigi
Grafigi

Training and Validation loss

Leaky ReLU-
SGD

Epachs

Training and Validation loss

OneCycleLR ReLU-SGD a i

Training and Validation loss

ELU-SGD | _

epochs

Grafikler degerlendirildiginde egitim dogrulugu, tiim grafiklerde yiiksek olmasina ragmen,
dogrulama dogrulugundaki dalgalanmalar, modelin genelleme yeteneginin farklilik
gosterdigini ortaya koymaktadir. Tiim grafiklerde egitim dogrulugunun yiiksek olmasi, modelin
egitim verilerine asir1 uyum sagladigini, dogrulama dogrulugunun ise daha diisiik ve dalgali
olmasi, modelin genelleme yeteneginin sinirli oldugunu géstermektedir. ReLU-SGD grafigi, en
stabil performansi gosterirken, ELU-SGD grafigi digerlerinden daha fazla asir1 uyum belirtileri
tasimaktadir. Her li¢ algoritmanin kayip grafigine bakildiginda ise egitim kaybinin etkili bir
sekilde diistiigli goriiliirken, dogrulama kaybindaki dalgalanmalar ve artiglar, modelin

genelleme yeteneginde sorunlar yagadigini asir1 6grenme riski tasidigini géstermektedir. Tablo
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9°da ReduceLROnPlateau (Factor: 0,1) yonteminin aktivasyon fonksiyonlar1 ile olan

karsilagtirmali kayip ve dogrulama grafikleri degerlendirilmistir.

Tablo 9. ReLU, Leaky ReLLU ve ELU-SGD Algoritmalarinin ReduceLROnPlateau (Factor:

0.1) Yontemine Gore Dogrulama ve Kayip Grafikleri

Egitim ve Dogrulama Dogruluk  Egitim ve Dogrulama Kayip

Grafigi Grafigi

Training and Validation loss

Leaky ReLU-
SGD

ReduceLROnPlateau :
ReLU-SGD ¢

Factor: 0,1

Training and Validation loss

ELU-SGD :e

Epochs Epochs

ReduceLROnPlateau (Factor : 0,1) i¢in ii¢ grafigin de dogruluk degerlerinde belirgin bir artig
gozlemlenmektedir, ancak ReLU-SGD, bu artisin dengeli ve etkili sekilde saglandigi, hem
egitim hem de dogrulama dogrulugunda en iyi dengeyi saglayan grafik oldugu goriilmektedir.
Egitim kaybu, her {i¢ grafikte de belirgin bir azalma gostermektedir, bu da modelin egitim verisi
iizerindeki 6grenme siirecinin etkili oldugunu gdstermektedir. Dogrulama kayb1 (mavi ¢izgi)
tiim grafiklerde baslangigta yiiksektir ancak zamanla diisiis gostermektedir. Ancak kayiplarin
diisiis hizlar1 ve son degerleri arasinda farkliliklar vardir: ReLU ve Leaky ReLU i¢in, dogrulama
kayb1 egitim kaybma yakin bir seyir izlerken, ELU i¢in grafik daha yavas bir disiis
gostermektedir. Tablo 10’da ReduceL.ROnPlateau(Factor: 0,2) yonteminin aktivasyon

fonksiyonlari ile olan karsilagtirmali kayip ve dogrulama grafikleri degerlendirilmistir.
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Tablo 10. ReLU, Leaky ReLU ve ELU-SGD Algoritmalarinin ReduceLROnPlateau (Factor:
0,2) Yontemine Gore Dogrulama ve Kayip Grafikleri

Egitim ve Dogrulama Dogruluk Egitim ve Dogrulama Kayip

Grafigi Grafigi

Training and Validation loss

Leaky ReLU-SGD |

ppppppppppppp

Training and Validation loss

ReduceLROnPlateau .
ReLU-SGD "
Factor: 0,2

ELU-SGD

ReduceLROnPlateau (Factor : 0,2) i¢in egitim dogrulugu her ii¢ grafikte de belirgin bir artis
gostermistir. Baglangigta Leaky ReLU ve ELU’da %10 seviyelerinde olan egitim dogrulugu,
ELU-SGD’de %80 seviyelerine kadar ulagmistir. Bu, modelin egitim verisi lizerinde etkili bir
ogrenme sagladigini gostermektedir. Dogrulama dogrulugu da her ii¢ grafikte baslangigta diisiik
seviyelerde baslamis, fakat zamanla artis gostermistir. ELU-SGD’de dogrulama dogrulugu
%75 seviyelerine ulagmistir. Bu, modelin genel performansini artirma potansiyelini
gostermektedir. Tiim grafiklerde egitim kaybi diismekte, ancak dogrulama kayb1 Leaky ReLLU-
SGD’de daha yiiksek kalmaktadir. ReLU ve ELU’da grafiklerde egitim kaybi daha diisiik
seviyelere inmistir, bu da modelin egitim verisi lizerindeki performansinin arttigini
gostermektedir. ReLU ve Leaky ReLU icin, egitim kayb1 ve dogrulama kayb1 arasindaki fark
daha az belirginken, ELU i¢in grafikte fark daha belirgin olarak goriilmektedir. Egitim ve
dogrulama kaybr1 arasindaki fark, modelin asir1 uyum riski tagidigini diistindiirebilir, ancak her

iki kayip da zamanla azalmaktadir. Tablo 11°de ReduceLROnPlateau (Factor: 0,5) yonteminin
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aktivasyon fonksiyonlar1 1ile olan karsilastirmali kayip ve dogrulama grafikleri

degerlendirilmistir.

Tablo 11. ReLU, Leaky ReLU ve ELU-SGD Algoritmalarinin ReduceLROnPlateau (Factor:

0,5) Yontemine Gore Dogrulama ve Kayip Grafikleri

Egitim ve Dogrulama Dogruluk Egitim ve Dogrulama Kayip

Grafigi Grafigi
Leaky ReLU- .
SGD T
ReduceLROnPlateau
ReLU-SGD g
Factor: 0,5
ELU-SGD

ReduceLROnPlateau (Factor : 0,5) Tiim grafiklerde egitim dogrulugu baslangicta diisiik
baslamis ve zamanla %70 seviyelerine ulagmistir.Bu durum modelin egitim siirecinde zamanla
daha 1iy1 bir 6grenme sagladigin1 gostermektedir.Leaky RelLU’da dogrulama dogrulugu
baslangigta diisiik kalmis, %65 civarina yiikselmistir. Egitim dogruluguna gore daha diisiik
kalmustir.Ikinci grafikte dogrulama dogrulugu %65 civarinda artis gostermistir, ancak
dalgalanma gdzlemlenmistir. Ugiincii grafikte dogrulama dogrulugu %65 seviyelerinde
stabilize olmus, egitim dogruluguna yaklagmistir. Leaky ReLLU’da daha belirgin olan asir1 uyum
riski, sonraki grafiklerde azalmis ve ELU’da egitim ve dogrulama dogrulugunun birbirine yakin
seviyelerde kalmasi, modelin genelleme yeteneginin artti§ini gdstermektedir. Egitim kaybinin
dogrulama kaybina gore daha hizli bir sekilde diismesi, modelin egitim verisine iyi uyum

sagladigini, ancak dogrulama verisinde daha yavas bir iyilesme gosterdigini isaret etmektedir.
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Tablo 12’de calismada kullanilan 6grenme oranmi belirleme yoOntemlerinin tamaminin

aktivasyon fonksiyonlari ile olan karsilagtirmali performans metrikleri degerlendirilmistir.

Tablo 12. ReLU, Leaky ReLU ve ELU-SGD Algoritmalarinin ReduceLROnPlateau- Cosine

Annealing- OneCycleLR’e Gore Performans Metrikleri

DEGERLENDIRME METRIKLERI

Cohen F1
Kappa Dogruluk Kesinlik Duyarlilik
Puani
Puam
Leaky
Egitim ReL U 0,539 0,595 0,719 0,595 0,578
Seti ReLU 0,630 0,651 0,754 0,651 0,639
. . ELU 0,802 0,664 0,767 0,664 0,632
Cosine Annealing Leaky
Dogrulama ReL U 0,519 0,577 0,641 0,577 0,542
Seti ReLU 0,621 0,636 0,662 0,636 0,629
ELU 0,763 0,629 0,724 0,629 0,609
Leaky
Egitim ReL U 0,987 0,982 0,983 0,982 0,982
Seti ReLU 0,996 0,991 0,992 0,991 0,992
OneCycleLR |_Ee|;|l<Jy 0,994 0,990 0,991 0,990 0,991
Dogrulama ReL U 0,820 0,735 0,770 0,735 0,743
Seti ReLU 0,859 0,791 0,785 0,791 0,781
ELU 0,855 0,780 0,786 0,780 0,778
Leaky
Egitim ReL U 0,581 0,677 0,704 0,677 0,644
Seti ReLU 0,820 0,692 0,773 0,692 0,669
ReduceLROnPlateau ELU 0,856 0,747 0,810 0,747 0,746
Factor: 0,1 Leaky
Dogrulama ReL U 0,599 0,659 0,676 0,659 0,633
Seti ReLU 0,773 0,645 0,738 0,645 0,630
ELU 0,799 0,704 0,759 0,704 0,709
Leaky
Egitim ReL U 0,833 0,686 0,770 0,686 0,668
Seti ReLU 0,845 0,732 0,777 0,732 0,728
ReduceLROnPlateau ELU 0,914 0,844 0,869 0,844 0,845
Factor: 0,2 Leaky
Dogrulama ReL U 0,784 0,649 0,724 0,649 0,638
Seti ReLU 0,789 0,692 0,737 0,692 0,695
ELU 0,848 0,765 0,781 0,765 0,768
Leaky
Egitim ReL U 0,780 0,670 0,749 0,670 0,645
Seti ReLU 0,835 0,694 0,773 0,694 0,679
ReduceLROnPlateau ELU 0,857 0,756 0,801 0,756 0,753
Factor: 0,5 Leaky
Dogrulama ReL U 0,750 0,622 0,712 0,622 0,612
Seti ReLU 0,795 0,659 0,723 0,659 0,652
ELU 0,801 0,697 0,737 0,697 0,699

Cosine Annealing performans metrikleri ve Tablo 7’deki dogrulama ve kayip grafikleri birlikte
incelendiginde, ELU (0,629) ve ReLU (0,636) aktivasyon fonksiyonlarinin dogrulama ve

egitim dogrularin giderek artmasi buna paralel olarak egitim ve dogrulama kayip ¢izgilerinin
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zamanla azalma gostermesi ayni1 zamanda diger fonksiyona gore daha yiiksek Cohen Kappa,

dogruluk, kesinlik ve duyarlilik degerlerine sahip oldugu goriilmektedir.

OneCycleLR performans metrikleri ve Tablo 8’deki dogrulama ve kayip grafikleri birlikte
incelendiginde ELU (0,780) ve ReLU (0,791) aktivasyon fonksiyonlarinin daha iyi performans
gosterdigi ancak tiim grafikler genel olarak degerlendirildiginde egitim kaybinin diismesine
ragmen dogrulama kaybinin yliksek kalmas1 ayn1 zamanda kayip grafiginin de stabil olmamasi
modelin agirt uyum riski tasidigini gostermektedir. Bu durum, modelin daha iyi genelleme

yapabilmesi i¢in iyilestirmelere ihtiya¢ duydugunu ortaya koymaktadir.

ReduceLROnPlateau i¢in performans metrikleri ve Tablo 9,10 ve 11°daki dogrulama ve kayip
grafikleri birlikte incelendiginde c¢izgi grafiklerinin arasindaki mesafenin az olmasi ayni
zamanda egitim ve dogrulama dogrulugunun epoch (tur) sayisina bagl olarak arttigini kayip

grafiginin de buna bagli olarak azalma egiliminde oldugu goriilmektedir.

Factor (0,1)’de ELU (0,704), Leaky ReLU (0,659), ReLU (0,645),

Factor (0,2)’de ELU (0,765), ReLU (0,692), Leaky ReL.U (0,649),

Factor (0,5)’de ELU (0,697), ReLU (0,659), Leaky ReL.U (0,622)

dogruluk oraniyla ii¢ deger i¢in de en yliksek performans degerini ELU elde etmistir.

Derin 6grenme modeli egitim siirecinde; Sabit Ogrenme Orani, Cosine Annealing,
ReduceLROnPlateau ve OneCycleLR yontemlerinin hepsi daha hizli ve etkili bir 6grenme
saglamak, asir1 uyumu azaltmak ve genel performansi artirmak i¢in model {izerinde denenmis
olup ReLU-SGD ve Leaky ReLU-SGD kombinasyonu i¢in kullanilacak veri setinde en yiiksek
degerin 1e-3 sabit 6grenme orani i¢in sirastyla 0,715 ve 0,689 oldugu ELU-SGD kombinasyonu
icin de Ogrenme oranmni dinamik bir sekilde ayarlayan yontemlerden biri olan
ReduceLROnPlateau yonteminin Factor (0,2) parametresinde 0,765 ile en yiiksek performansi

sergiledigi saptanmigtir.

4.4. ReLU, Leaky ReLU ve ELU-Momentum Analiz Sonuglari

Her aktivasyon fonksiyonu i¢in 6grenme orani se¢iminde kullanilan yontemler i¢cinde bulunan
en yiiksek deger, Momentum optimizasyon algoritmasiyla beraber tekrar egitime tabi tutulmus

ve ¢ikan sonuglar degerlendirilmistir.
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Tablo 13. ReLU, Leaky ReLLU ve ELU-Momentum Algoritmalarinin Dogrulama ve Kayip

Grafikleri
Egitim ve Dogrulama Dogruluk Egitim ve Dogrulama Kay1p
Grafigi Grafigi
Training and Validation accuracy Training and Validation loss
wof__ Training accuracy 304 — Training loss
—— validation accuracy —— validation loss
e0 2.5
Leaky ReLU- o ”
g 15
b 70
Momentum 10
60 as
0.0
0 1] 5 10 15 20 25 30
'] 5 10 15 20 25 30 Epochs
Epochs
Training and Validation accuracy Training and Validation loss
100 1 — Training accuracy 3.0 { — Training loss
= Validation accuracy — validation loss
80
3662 Veri
RelLU Z 6o .
5 g1s
Seti %
Momentum ‘m
0.54
20
o 5 10 15 20 25 30
o 5 10 15 20 25 30 Epoch:
Epochs
Training and Validation accuracy Training and Validation loss
R [— Training accuracy 200
—— validation accuracy
ol -
80
ELU o
E 704 w
£ 60 075
Momentum

0 5 10 15 20 25 E)
Epochs

Yukarida 3662 6n islenmis Aptos diyabetik retinopati fundus goriintiisii Leaky ReLU ve ReLU

aktivasyon fonksiyonu 1e-3 sabit O0grenme oraniyla ELU aktivasyon fonksiyonu ise

ReduceLROnPlateau yonteminin Factor (0,2) parametresi ve 6grenme orani planlamasiyla

Momentum optimizasyon algoritmas: kullanilarak model egitilmis olup dogruluk ve kayip

grafikleri elde edilmistir. Bu sonuca gore degerlendirildiginde ti¢ grafik i¢in de dogruluk grafigi

incelendiginde performans, zamanla artiyor ancak hala dogrulama dogrulugu, egitim

dogruluguna ulasamamigstir. Ayni zamanda olusan dalgalanma, iyilesme potansiyelini

azaltmaktadir. Tiim grafiklerde, egitim kaybinin siirekli diismesine ragmen dogrulama kaybinin

dalgalanmasi ve artmasi asir1 uyum riskini agikca gostermektedir. Model, egitim verilerine ¢ok

iyi uyum saglarken, dogrulama verileri iizerinde zayif bir performans sergilemektedir.
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Grafiklerde gbzlemlenen asir1 uyumu onlemek i¢in veri artirma teknikleri, L2 diizenlilestirmesi
gibi teknikler uygulanarak genellestirme yeteneginin artirilmast ile ilgili model egitimi Tablo

14’te verilmistir.

Tablo 14. ReLU, Leaky ReLLU ve ELU-Momentum Algoritmalarinin Dogrulama ve Kayip
Grafikleri

Egitim ve Dogrulama Dogruluk
Egitim ve Dogrulama Kayip Grafigi
Grafigi

Training and Validation accuracy Training and Validation loss

—— Training accuracy
—— validation accuracy

161 — Training loss
—— validation loss

Leaky ReLU- ¢

Momentum w0
0.81
30 0.6
2041
T T T T T u T 04— T T T T u u
[] 5 10 15 20 25 30 [] 5 10 15 20 25 30
Epochs Epochs
Training and Validation accuracy
—— Training accuracy Training and Validation loss
801 _ \alidation accuracy 16
70 4
14
7915 Veri 50 { .
RelLU- g
Seti 27 1o
Momentum w0 as
30 1 0.6
204 04 v
0 5 10 15 20 25 30 Epochs
Epochs
Training and Validation accuracy Training and Validation loss
curacy e —— Training loss
80 accuracy — validation loss
14
71 12
ELU- a0
; 3
Momentum wl o
a8
o]
ot

7915 diyabetik retinopati fundus goriintiilerinden olusturulan 6zgiin veri seti, Leaky ReLU ve
ReLU aktivasyon fonksiyonu le-3 sabit 6grenme oraniyla ELU aktivasyon fonksiyonu ise
ReduceLROnPlateau yonteminin Factor (0,2) parametresi ve 0grenme orani planlamasiyla
Momentum optimizasyon algoritmasi kullanilmistir. Buna ek olarak Tablo 13’de ¢ikan asir
uyum probleminin ¢6ziimii i¢in veri artirma teknikleri ve L2 diizenlilestirmesi uygulanarak
model egitilmis olup dogruluk ve kayip grafikleri elde edilmistir. Bu baglamda grafikler
degerlendirildiginde egitim ve dogrulama dogrulugunda gozlemlenen benzer artis, modelin

hem egitim hem de dogrulama setlerinde iyi bir performans sergiledigini gostermektedir. Grafik
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genel olarak, dogrulama kaybinin, egitim kaybina oldukca yakin bir degerde seyrettigini ve
kiiclik farkliliklar oldugunu gostermektedir. Bu durum, modelin genelleme kabiliyetinin iyi
oldugunu ve asir1 6grenme riskinin diigiik oldugunu gdstermektedir. Dogrulama dogrulugunun
belirli bir seviyede stabil hale gelmesi, modelin 6grenme siirecinin olgunlastigini ve genelleme
yeteneginin iyi olduguna isaret etmektedir. Tablo 15°te ReLU, Leaky ReLU ve ELU-

Momentum algoritmalarinin 7915 veri seti ig¢in performans metrikleri verilmistir.

Tablo 15. ReLU, Leaky ReLU ve ELU-Momentum Algoritmalarinin Performans Metrikleri

DEGERLENDIRME METRIKLERI

Cohen F1
Kappa Dogruluk Kesinlik Duyarlilik
Puam
Puani
Egitim Leaky ReLU 0,920 0,831 0,837 0,831 0,831
7915 Veri Seti Seti ReLU 0,941 0,857 0,863 0,857 0,857
ELU 0,948 0,873 0,873 0,873 0,873
Dogrulama Leaky ReLU 0,882 0,751 0,765 0,751 0,751
Seti ReLU 0,904 0,786 0,793 0,786 0,786
ELU 0,889 0,766 0,765 0,766 0,765

Yukarida belirtilen 7915 6zgiin veri setinden olusturulan modelin degerlendirme metrikleri
incelendiginde, Tablo 14'teki dogrulama ve kayip grafikleri de g6z 6niinde bulundurularak,
ReLU aktivasyon fonksiyonu 0,786 dogruluk ve F1 skoru ile en yiiksek performansi
sergilemistir, Bunun yan1 sira, Leaky ReL U aktivasyon fonksiyonu ise 0,751 dogruluk ve F1
skoru ile takip eden en yliksek deger olarak belirlenmistir, Sekil 27 ve 28’de ReLU ve Leaky

ReLU modeline ait karigiklik matrisi verilmistir.
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Egitim Confusion Matrix
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True Label
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Dogrulama Confusion Matrix
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Predicted Label

Sekil 27. 7915 Veri Seti ReLU-Momentum Karigiklik Matrisi

Sekil 27 incelendiginde ilk satirda “0-Normal” fundus goz goriintiisii siniflandirilirken 15 tanesi
yanlg, “1-Hafif” i¢in 64’1l yanlis, “2-Orta” siifi i¢in 106, “3-Siddetli” sinifinda 56 ve “4-

Proliferatif” sinifi i¢in ise toplam 98 adet sinifin yanlis siniflandirildigr goriilmektedir,

Genel olarak degerlendirildiginde, model en iyi 0-Normal ve 3-Siddetli kategorideki drnekleri

smiflandirmay1 basarirken, 2-Orta ve 4-Proliferatif kategorisindeki drnekleri daha fazla yanlis

siiflandirma yapmaktadir,
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Egitim Confusion Matrix
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Sekil 28. 7915 Veri Seti Leaky ReLU-Momentum Karisiklik Matrisi

Sekil 28 incelendiginde ilk satirda “0-Normal” fundus goz goriintiisii siniflandirilirken 17 tanesi
yanlig, “1-Hafif” i¢in 80’1 yanls, “2-Orta” sinifi i¢in 128, “3-Siddetli” sinifinda 123 ve “4-
Proliferatif” smifi i¢in ise toplam 46 adet smifin yanlis siniflandirildigi goriilmektedir. Genel
olarak degerlendirildiginde, model en iyi 0-Normal ve 4-Proliferatif kategorideki ornekleri

smiflandirmay1 basarirken, 2-Orta ve 3-Siddetli kategorisindeki ornekleri daha fazla yanlis
siniflandirma yapmaktadir.
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SONUC

Diyabetik retinopati, diyabet hastalarinda korliige yol agabilen onemli bir komplikasyondur,
Erken teshis ve tedavi, gorme kaybin1 6nlemede kritik Gneme sahiptir, Yapay zeka teknolojileri,
ozellikle gdz taramalar1 ve goriintli analizi alanlarinda, diyabetik retinopati gibi ciddi gérme
sorunlartyla miicadelede etkili ¢oziimler sunabilir, Yapay zeka tabanli modeller, diyabetik
retinopati riski tasiyan hastalr1 belirleyerek, zamaninda miidahale ve Onleyici bakim
saglanmasina yardimei olabilir, Calismada, normal, hafif, orta, siddetli ve proliferatif fundus
g0z gorintiilerinden olusan 3662 Aptos veri seti ve 7915 gorselden olusan 5 siifli 6zgiin bir
veri seti hazirlanmistir, Calismada iki farkli veri seti kullanilarak evrisimsel sinir agi
modellerinde bazi hiper parametrelerin siniflandirma performansi {izerindeki etkileri
incelenmistir, Calisma i¢in degerlendirilen hiper parametreler; 6grenme orani belirleme
yontemlerinden olan sabit 0grenme orani, 6grenme orani planlamasi (Cosine Annealing,
ReduceLROnPlateau), One Cycle Policy (OneCycleLR), aktivasyon fonksiyonlari, L2
Diizenleme (Regularization), Veri Artirma (Data Augmentation) yontemlerinden olan rastgele
aciyla dondiirme, rastgele yatay ¢evirme, rastgele dikey ¢evirme islemleri ve optimizasyon
algoritmalaridir, Veri seti simiflandirma bagarisin1 degerlendirmek i¢in goriintiiye cesitli (Gri
tonlama, yeniden boyutlandirma, Maskeleme ve Gauss Bulanikligi, Dairesel Kirpma) 6n isleme
adimlar1 uygulanarak transfer 6grenme yaklasimi ile egitim yapilmustir, Transfer 6grenme
baglaminda, ResNet34 modeli kullanilmustir, i1k olarak Kaggle platformunda yayinlanan 3662
fundus goz goriintiisiinden olusan “Aptos Blindness Detection” veri seti lizerinde Leaky ReL U,
ReLU ve ELU aktivasyon fonksiyonu ve SGD optimizasyon algoritmasi lizerinde yapilan
karsilagtirmalar sonucu yiiksek basari saglayan 6grenme orani yontemi kullanilarak model
egitilmistir, Daha sonra “Eyepacs, Aptos ve Messidor” veri tabanlarindan olusturulan 7915 veri
seti lizerinde veri artirma teknikleri, L2 regiilarizasyon kullanilarak SGD/Momentum
optimizasyon algoritmasiyla tekrar e§itime tabi tutulmus olup ¢ikan sonuglar neticesinde
baslangi¢ degerine gore ReLU % 9,93, Leaky ReLU %8,99 oraninda bir yiikselme gostermistir,
Bunun sonucunda Resnet34 modeli kullanilarak 6n isleme yapilarak olusturulan 6zgiin veri seti
iizerinde egitilen modelde aktivasyon fonksiyonlari igerisinde sirastyla ReLLU 0,786 dogruluk,
0,786 Fl1-skoru, Leaky ReLU 0,751 dogruluk, 0,751 Fl-skoru ile en yiiksek basariy1 elde

etmislerdir,
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Bu sonuglar, uygun hiper parametre kombinasyonlarinin se¢ilmesi ve 6n isleme adimlarinin
model performansin1 artirabilecegini ve dogru aktivasyon fonksiyonu ve optimizasyon
algoritmasinin se¢iminin 6nemini vurgulamaktadir, Diyabetik retinopati teshisinde yapay zeka
tabanli sistemlerin klinik uygulamalarda potansiyel olarak degerli bir rol oynayabilecegini

gostermektedir.

Gelecek caligmalarda goriintiiler disinda, biyometrik veriler, hasta ge¢misi gibi diger veri
kaynaklar1 da yapay zeka modellerine entegre edilebilir, Ozellikle kirsal alanlardaki hastalarin
erisimini kolaylastirmak icin gergek zamanli ve mobil cihazlarda calisabilen sistemler
gelistirilebilir, Bu yonde yapilacak ¢alismalar, DR tespitinde yapay zeka tabanli sistemlerin
klinik uygulamalardaki etkinligini artirabilir ve gérme kaybi riskini azaltmada kritik bir rol
oynayabilir, Modelin genellestirme performansini artirmak igin de ek iyilestirmeler yapilmasi,
ornegin evrisimsel katmanlarin degistirilmesi, katman ve ndron sayisini modele uygun bir
sekilde ayarlanmasi, ince ayar (fine-tuning) teknikleri kullanilmasi veya farkli mimariler
denenmesi faydali olabilir, Bu ¢aligmada oldugu gibi gelecek c¢aligmalarda uygun hiper
parametre kombinasyonlarinin sec¢ilmesi, derin 6grenme veya makine 6grenmesi modellerinin

performansini énemli 6l¢iide artirabilir.
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