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OZET

2019 y1ilinin sonunda ortaya ¢ikan COVID-19 salgini etkisini hala stirdiirmektedir. Salginin
ilk giinlerinde viriise kars1 herhangi bir ilag bulunamamistir. Zamanla gelistirilen pasif ve
mRNA tabanli asilarin; viriisiin farkli mutasyonlarina karsi etkinliginin degiskenlik
gostermesi, olast yan etkilerinin bilinmemesi, toplumlarda as1 olmayan kisilerin bulunmas,
asinin tedariki ve saklanmasiyla ilgili yasanmasi muhtemel problemler gibi gostergeler
salginin yakin gelecekte sonlanmayacagimi gostermektedir. Diinya Saglik Orgiitii'niin salgin
ile miicadelede tavsiye kararlari vermesine ragmen iilkeler viriise karsi farkli yontemler
izlemektedir. Fakat tiim farkliliklara ragmen izlenen ortak yontem hastaligin tespiti ve
izolasyonu seklindedir. Bu yiizden koronaviriis tanisinin dogru konmasi kritik dneme
sahiptir. Diinya iizerinde hala test kitlerine ulasamayan birgok tilkenin bulunmasi ve yeni bir
alt yap1 kurmanin kendine 6zgii zorluklar1 géz 6niine alindiginda ortaya konacak ¢6ziimiin
mevcut tibbi kabiliyetleri kullanmasi olduk¢a dnemlidir. Saglik merkezlerinde standart
ekipman kabul edilen, maliyet etkin ve kolay erisilebilir olan X-Ray goriintiileme yontemi
bu hususta umut vaat etmektedir. Tez kapsaminda akciger X-Ray goriintiilerinden COVID-
19 tespiti ilizerine c¢alisilmistir. X-Ray goriintiilerinden diger akciger hastaliklar: ile
karistirilabilen koronaviriis tespiti ancak uzman radyologlar tarafindan yapilabilmektedir.
Ilgili problemlerin yiiksek dogrulukta siniflandirma yapabilen evrisimsel sinir aglar ile
agilmas1 miimkiin géziikkmektedir. Son zamanlarda birlestirilmis sistemler yani birden ¢ok
siiflandiricityr barindiran mimariler saglik ve bilgisayarli goriiye ait gercek diinya
problemlerinde ¢ok daha etkili sonuglar ortaya koymaktadir. Bu mimarilerde toplam sistem
hatasinda diisiis elde edilirken daha basarili siniflandirmalar yapilmaktadir. ilgili ¢alisma
kapsaminda MobileNetV2, DenseNetl21, InceptionResNetV2 ve Xception aglar
kullanilarak ikili ve ¢oklu smiflandirma performanslart incelenmistir. Sonraki adimda bu
modeller topluluk 6grenmesi ile birlestirilerek daha etkili ikili ve ¢oklu siniflandirma igin
hibrit model ortaya konmustur.
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ABSTRACT

The COVID-19 pandemic, which emerged at the end of 2019, continues to be effective. In
the first days of the epidemic, no medicine was found against the virus. Indicators such as
the variability of the effectiveness of passive and mRNA-based vaccines against different
mutations of the virus, the unknown possible side effects, the presence of unvaccinated
people in the population, possible problems with the supply and storage of the vaccine show
that the epidemic will not end in the near future. Despite the World Health Organization's
recommendations to combat the epidemic, countries follow different methods against the
virus. However, despite all the differences, the common method followed is the detection
and isolation of the disease. That's why the correct diagnosis of coronavirus is critical.
Considering the fact that there are many countries in the world that still cannot reach test
kits and the unique difficulties of establishing a new infrastructure, it is very important that
the solution to be put forward uses existing medical capabilities. X-Ray imaging devices,
which is accepted as standard equipment in health centers, seems promising for this issue
since it is cost effective and easily accessible. Within the scope of the thesis, the detection
of COVID-19 from lung X-Ray images was studied. Corona virus detection, which can be
confused with other lung diseases from X-Ray images, can only be made by expert
radiologists. It seems possible to overcome the related problems with convolutional neural
networks that can classify with high accuracy. Ensembled systems, that is, architectures with
multiple classifiers, show much more effective results in real-world problems of health and
computer vision. In these architectures, while a reduction in total system error is achieved,
more successful classifications are made. Within the scope of the related study, binary and
multiple classification performances were examined using MobileNetV2, DenseNet121,
InceptionResNetVV2 and Xception networks. In the next step, these models are combined
with ensemble learning and a hybrid model is developed for more effective binary and
multiple classification.
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TESEKKUR

Bilinmezliklerle dolu COVID-19 salgim1 boyunca miicadelede en on safta yer alan ve
hayatin1 kaybeden tiim saglik ¢alisanlarina, tez ¢calismam boyunca degerli katkilariyla beni
yonlendiren danisman hocam Sayin Dog. Dr. Hacer KARACAN’a, her zaman yanimda olan

esime ve aileme tesekkiirii borg bilirim.
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SIMGELER VE KISALTMALAR

Bu calismada kullanilmis simgeler ve kisaltmalar, aciklamalar1 ile birlikte asagida

sunulmustur.
Simgeler

hu

Kisaltmalar

ADASYN

AUC
BiLSTM

BSIF

BT
CNN

CXR
DENSENET

DNN
DPI

ENN

EQP

ESA
FLOPS

GGO
HOG

Aciklamalar

Hounsfield units

Aciklamalar

Uyarlanabilir sentetik 6grenme (Adaptive synthetic
sampling approach for imbalanced learning)

Roc egrisi altinda kalan alan (Area under roc curve)
Cift yonlii uzun kisa siireli bellek (Bidirectional long
short term memory)

Ikililestirilmis istatistiksel goriintii 6zellikleri
(Binarized statistical image features)

Bilgisayarli tomografi

Evrisimsel Sinir Aglar1 (Convolutional neural
networks)

Gogiis X-Ray (Chest X-Ray)

Yogun baglantili sinir aglar1 (Densely connected
neural networks)

Derin sinir aglar1 (Deep neural networks)

Difraktif faz interferometrisi (Diffractive phase
interferometry)

Diizenlenmis en yakin komsu (Edited nearest
neighbours)

Uzatilmig kunary modelleri (Elongated qunary
patterns

Evrisimsel sinir ag1

Saniyede kayan nokta islemleri (Floating point
operations per second

Buzlu cam opakligi (Ground glass opacity)
Histogram temelli gradyan (Histogram-oriented

gradient



Kisaltmalar

KNN

LBP

LDN
LETRIST

LPQ
MADF

MERS

MLP
MRI

N-CLAHE

NASNet

OBIF

RENN

RESNET

ROI

RT-PCR

SARS

SGD
SMOTE

SVM

Xii
Aciklamalar

K en yakin komsu (k-nearest neighbors)

Yerel ikili oriintii (Local binary pattern

Yerel yon sayis1 (Local directional number)

Yerel olarak kodlamis doniistiirme 6zelligi histogrami
(Locally Encoded transform feature histogram)
Yerel faz niceleme (Local phase quantization)
Modifiye anizotropik diflizyon filtreleme (Modified
anisotropic diffusion filtering)

Ortadogu solunum sendromu (Middle east respiratory
syndrome)

Cok katmanli algilayic1 (Multilayer perceptron)
Manyetik rezonans goriintiileme (Magnetic resonance
imaging)

Normallestirilmis kontrast sinirlt uyarlanabilir
histogram esitleme (Normalized contrast limited
adaptive histogram equalization)

Sinir mimarisi arama ag1 (Neural architecture search
network)

Yonlendirilmis temel goriintii temel goriintii
ozellikleri (Oriented basic image features)

Kural gomiilii sinir aglar1 (Rule-embedded neural
networks)

Artik sinir ag1 (Residual neural network

Odak alan1 (Region of interest)

Ters transkripsiyon polimeraz zincir reaksiyonu
(Reverse transcription polymerase chain reaction)
Agir akut solunum sendromu (Severe acute
respiratory syndrome)

Stokastik gradyan inisi (Stochastic gradient descent)
Sentetik azinlik asir1 6rnekleme teknigi (Synthetic
minority over-sampling technique)

Destek vektor makineleri (Support vector machine)



Kisaltmalar

TL
VGG
WHO
YOLO
YSA

Xiii
Aciklamalar

Tomel linkleri (Tomel links)

Gorsel geometri grubu (Visual geometry group)
Diinya Saglik Orgiitii (World Health Organization)
Sadece bir kez bak (You only live once)

Yapay Sinir Aglari



1. GIRIS

2009 y1li sonunda Cinli yetkililer tarafindan Diinya Saglik Orgiitii’ne pndmoni semptomlari
gosteren ve kdkeni belli olmayan yeni bir olas1 viriis varligi bildirilmistir. ilk vakalar Cin’in
Wuhan kentinin Hubei bolgesinde goriilmiistiir [1, 2]. Diinya saglik orgiitii tarafindan bu
yeni viriis SARS-CoV-2 olarak adlandirilmistir. SARS (Severe Acute Respiratory Sydrome)
koronavirtisii 2003 yilinda Cin’in Guangdong bolgesinde, MERS (Middle East Respiratory
Syndrome) 2012 yilinda orta doguda, COVID-19 ise 2019 yilinda Wuhan’da goriildigii

bildirilmistir. Bu ii¢ koronaviriisii bulasici ve viriis kaynaklidir [2-5].

Cases - Count X

l > 5,000,000

I 500,001 — 5,000,000

I 50,001 — 500,000

‘ 5,001 — 50,000
1-5,000

0

Not Applicable

Sekil 1.1.Agustos 2021 diinya koronavirtis istatistigi

COVID-19 insanlar arasinda Oksiiriik ve hapsirma sonucunda ¢ikan su damlaciklar
vasitasiyla ya da fiziksel temas ile bulagmaktadir [3]. Tam olarak siirelerin bilinmemesine
karsin son yapilan arastirmalarda; viriis havada 3 saat, bakir materyallerde 4 saat, plastik ve
celikte ise 72 saate kadar canli olarak kalmaktadir [4]. Hastaligin ilk asamalarinda bazilar
belirti gdstermezken 5-6 giin sonra ortaya ¢ikan semptomlar; ates, okstiriik, bogaz kurulugu
halsizlik, kas agrisi, koku-tat kayb1 ve solunum zorlugu seklinde belirtilmistir [5, 6]. Hig
kimse hastaliga dogustan bir bagislik gosterememistir. Salginin ilk etaplarinda belirtiler,
pozitif testler ve durumu hizla kotiilesen hastalar arasindaki ilgilesim ayakta tedavi ve acil
servis ortamlarinda iyi anlasilamamustir [7].

Koronaviriis salginina diinya hazirliksiz yakalanmis, virlisii kismen ya da tamamen etkisiz

hale getirebilecek bir ilag ilk asamada bulunamamuistir. Hastaligin yayilmasini azaltmak igin



iilkeler maske kullanimini zorunlu kilmis, bulas riski olan sosyal aktiviteleri yasaklamis ve
bir¢cok sanayi kurulusu iiretime ara vermek zorunda kalmistir. Vaka sayilarinin bu tarz
Onlemlere ragmen artmasi iizerine iilkeler kismen ya da tamamen sokaga ¢ikma yasagi ilan
etmistir. Tim bu tedbirlere karsin ¢ogu tilke ikinci ve {ig¢ilincli dalga vakalar1 yasamstir.
Ayrica virlisiin mutasyon gecirerek farkli varyantlarmmin g¢ikmasi, daha hizli bulagsma
Ozelligini kazanmasi salgin ile miicadelede elde edilen kazanimlari biiyiik 6l¢lide geri
almistir. Diinya Saglik Orgiitii verilerine gdre su ana kadar 200 milyon insan hastalanmis ve

4,24 milyon insan hayatin1 kaybetmistir [8].

Vaka sayilarinda meydana gelen biiylik artislar mevcut saglik calisan sayisinin yetersiz
kalmasina ve iilkelerin saglik alt yapilarinin sikinti yasamasina yol agmistir. Koronaviriis
teshisinin konmasinda RT-PCR testi, DPI testi, salya testi, antikor testi, akciger doku
biyopsisi, akciger rontgeni ve bilgisayarli tomografi yontemleri kullanilmaktadir [9]. Sonug
verme siiresinin uzun olmasi ve yiiksek yanlis sonug iiretme yatkinligina ragmen altin
standart olarak kabul edilen ters transkripsiyon polimeraz zincir reaksiyonu (RT-PCR)
yaygin olarak kullanilmaktadir [10]. RT-PCR testleri oldukga spesifik, zaman gereksinimi
olan, zahmetli ve kisa siire iginde karmasik manuel islem gerektiren bir yontemdir [11].
Sonuglarin ¢ikis siiresi bir saatten birka¢ giine kadar degiskenlik gostermektedir [9]. RT-
PCR testleri %60-%70 hassasliga sahip olup koronaviriis belirtileri gosteren vakalarda dahi
negatif sonu¢ verebilmektedir [12]. Sonuglar o6zellikle test kitindeki antijen

konsantrasyonuna baglidir [3].

RT-PCR testlerinden sonra en yaygin yontem olarak radyoloji goriintiileme yontemlerinden
goglis rontgeni (Chest X-Ray) ve bilgisayarli tomografi (BT) kullanilmaktadir. Ekim
2020°de Diinya Saglhk Orgiitii tarafindan agiklanan tavsiye kararlarina gore gogiis
gorlintiilleme yontemleri viriisten etkilenmis ve iyilesmis kisilerin klinik semptomlarinin

tespiti i¢in etkili bir yontem olarak kabul edilmektedir [4].

Radyoloji uzmanlar1 tarafindan goriintiiler lizerinde yapilan analizlerde SARS-CoV-2
viriisiine 6zgii ¢esitli bulgular elde edilmistir [1, 2, 11]. COVID-19’a ait ayirt edici 6zellikler
diizensiz golgelerin iki tarafli dagilimi ve buzlu cam opaklig1 seklinde ifade edilmektedir
[13]. Yapilan ¢aligmalarda RT-PCR testi negatif ¢ikan hastalarin %9’unun gogiis X-Ray

goriintiilerinde bu bulgulara rastlanmistir [14].



Bilgisayarli Tomografi yontemi salginin ilk donemlerinde RT-PCR test sayisinin kisith
oldugu iilkelerde COVID-19 tanist konmasinda yaygin olarak kullanilmistir [12]. BT
gorintiileme yiiksek maliyetli bir yontem olup hastalarin yiiksek dozda radyasyona maruz
kalmasi, hamileler ve cocuklar i¢in uygulanabilir olmamasi ve hastalarin BT odalarina
naklinin gerektirmesi gibi dezavantajlara sahiptir [15]. BT cihazlarinin goriintiileme siireleri
uzun olup ¢ogu gelismemis iilkelerde bu cihazlardan bulunmamaktadir [4]. Hastaligin
yayilma hizinin kontrolden ¢ikmasi nedeniyle bu yontem kisith imkan ve personeli olan
radyoloji boliimlerine biiyiik bir yiikk getirmis ve bilgisayarli tomografi ortaminin hastalik
bulas riskini artirmasi gibi etkileri ortaya cikmistir. BT goriintilleme yontemi teshis
asamasindan ziyade COVID-19 hastalarinin durumunun takip edilmesinde faydal
bulunmaktadir [16]. Bu nedenle goglis X-Ray goriintilleme yontemlerinin kullanimi

artmaktadir [14].

Akciger X-Ray goriintiileme cerrahi miidahale gerektirmeyen, diisiik doz radyasyon ile hasta
muayene imkani sunan ve zaman-maliyet verimi agisindan oldukga etkili bir yontem olarak
kabul edilmektedir [15]. Goglis X-Ray goriintiileri yaklasik 15-20 dakika arasinda
¢ikmaktadir [3]. COVID-19 hastalarinin X-Ray goriintiilerinde gozlemlenen ortak
ozellikler; diger pnomoni 6zelliklerine benzer itratlar veya opasitelerdeki diizensizliktir [ 16].
Gilinlimiizde ¢ogu hastane ve klinik, hastalarin g6giis X-Ray goriintiilerini 2 Boyutta sunan
rontgen cihazlarina sahiptir [20]. X-Ray goriintiileri hastaligin ilk asamalarinda herhangi bir
anomali gostermezken zamanla akcigerlerin orta, alt ve {ist bolgelerinde konsolidasyon
kanit1 ile niifuz alanlarin1 gostermektedir [16]. Salgin siirecinde COVID-19 tanis1 koymada
X-Ray yaklagiminin tercih edilmesinin baglica nedenleri: hizli triyaj, modiilerlik,

kullanilabilirlik ve erigilebilirliktir [11].

e Hizli triyaj: negatif testlerin ikinci kontrolii, testlerin yetersiz kalmasi ya da salgindan
en ¢ok etkilenen bolgelerin (Italya, Ispanya, New York) saglik alt yapisinin ¢okmesi
durumunda 6ncelikli tedavi edilmesi gereken hasta tespitinin yapilmasidir [17].

e Kullanilabilirlik ve Erisilebilirlik: X-Ray rontgen cihazlar1 hastane ve kliniklerde
standart ekipman olarak kabul edilmekte olup giiniimiizde ¢ogu tip merkezinde
bulunmaktadir [11].

e Modiilerlik: X-Ray cihazlarinin modiiler yapida olmas1 rontgen ¢ekiminin izolasyon
odalarinda yapilmasina imkan saglamaktadir. Sabit bilgisayarli tomografi

sistemlerine gore bulas riskini de 6nemli dlglide azaltmaktadir [1-2, 17].



Yukaridaki nedenlerden dolayr X-Ray goriintiileme, erken COVID-19 tanisi koyma
stirecinde tercih edilmektedir. Ancak COVID-19’un radyolojik o6zelliklerinin diger
pnomonilerle ortaklik goOstermesi radyoloji uzmanlar1 tarafindan algilanmasim
zorlastirmaktadir [2-3, 15]. Akciger X-Ray goriintileme yontemi pandemi siiresince
modiilerligi ve erisilebilirligi nedeniyle tan1 koyma islemlerinde diger metotlara gore tercih
edilmesine ragmen saglikli ve hasta arasindaki fark ancak uzman radyologlar tarafindan
anlasilabilmektedir. Iyi egitilmis tecriibeli bir radyologun X-Ray goriintiisiinii analiz etmesi
ortalama 5-6 dakika stirmektedir. X-Ray verisinin okunmasi ve degerlendirilmesi islemi

sistematik bir siire¢ oldugu i¢in bu siirenin kisaltilmast miimkiin goziikmemektedir [3-4, 18].

Akciger grafisinde pnomoniyi diisiindiiren en yaygin bulgu hava boslugu opasiteleridir [3].
COVID-19’ a ait akciger X-ray bulgulari sunlardir; pndmoni yani iki tarafl periferik ve/veya
subplevral buzlu cam opasitesi (GGO-Ground Glass Opacity) ve/veya konsalidasyon, tek
tarafli segmental olmayan lobar buzlu cam veya konsolidatif opasiteler veya multifokal

buzlu cam/konsolidatif opasiteler olmadan bir¢ok 6zel dagilim seklinde siralanmaktadir [9].

Vaka sayilarinin kontrolden ¢ikmasina karsin tip altyapisi ve saglik personeli sayisinin sinirlt
olmas1 bir¢ok trajik ve travmatik olayin yasanmasina neden olmustur. Koronaviriis ile
miicadelede en 0n safta miicadele eden saglik personelleri ise en agir bedeli 6demekte ve
hayatlarin1 kaybetmektedir. Salgin ile miicadele kapsaminda eczacilar, tip 6grencileri ve
diger brans hekimleri salgin hastanelerinde vazife almaya baslamistir. Saglik personeli
iizerindeki bu yiikiin hafifletilmesi i¢in derin 6grenme ve yapay zeka tabanli sistemler
gelistirilmeye baslanmustir. Ozellikle ileri vakalarda doktorlar tarafindan hastanede
miisahede, yogun bakim ve mekanik ventilasyon destegi karar1 verilmektedir. Bu da mevcut
kaynaklara yiiksek bir talep getirmekte olup eldeki verilerden gelecekte olusabilecek
yogunluga kars1 planlama ihtiyact dogurmaktadir. Makine 6grenmesi destekli sistemler,
uzmanlara yogun bakim karar1 ve kaynak planlamasi gibi konularda yardimci olabilmektedir

[5-7, 19].

Tibbi vakalarda makine 6grenmesi destekli yaklagimlarin medikal verilere uygulanmasiyla
otomatik tan1 koyma oldukg¢a yayginlasmistir. Derin 6grenme yontemleri ile olusturulan
uctan uca modeller herhangi bir manuel islem yapmaksizin veriler iizerinden taniya dair
basarili 6zellik ¢ikarimi yapabilmektedir. Derin 6grenmenin basarili bir sekilde kullanildig:

alanlar; kalp ritmindeki bozulmalarin tespiti, deri kanseri siniflandirmasi, gogiis kanseri



tespiti, beyin hastaliklariin siniflandirilmasi, X-Ray goriintiilerinden pndmoni tespiti,

goriintli bolitleme olarak siralanabilir [1-3, 12].

Akciger X-Ray goriintiilerinin COVID-19 tanis1 koymada gegerli bir yontem olarak kabul
edilmesine ragmen verilerin yorumlanmasinin uzmanlik gerektirmesi, yavas tan1 konmasi
ve diger pnomonilerle benzerlik gostermesi gibi sorunlar mevcuttur ve sd6z konusu bu
sorunlar makine 6grenmesi yontemleri ile asilabilmektedir. Modellerin yiiksek basarili
simiflandirma yapabilmesi i¢in biiyiik veri setlerine ihtiyag duyulmasina ragmen agik
kaynaklarda COVID-19 akciger goriintii sayis1 siirli ve azdir. Limitli sayida veriye sahip
durumlarda basarili ve etkili siniflandirma 6n egitimli evrisimsel sinir aglar1 ile miimkiindiir

[2-3, 21].

Akciger X-Ray goriintiilerinden koronaviriis tespitinde an bagarili sonuglar evrisimsel sinir
aglarinda elde edilmis olup yapay sinir aglari, destek vektor makineleri ve KNN
algoritmalarina gére daha yiiksek dogrulukta siniflandirma yapmistir [5]. Mevcut ¢alisma
kapsaminda literatiirde yer alan ve en c¢ok kullanilan evrisimsel sinir aglarindan
MobileNetV2, DenseNet121, Xception, InceptionResNetV2 akciger X-Ray goriintiilerine
uygulanmigtir. Transfer 6grenimi yaklasimi ile calismaya sifirdan baslamak yerine baslangi¢
agirliklar1 ImageNet veri setinden bu modellere aktarilmistir. Yukarida bahsedilen dort agin
avantajlar1 topluluk 6grenmesi yaklasimu ile bir araya getirilerek ikili ve ¢oklu siniflandirma

yapabilen hibrit bir ¢6ziim 6ne stirtilmiistiir.






2. LITERATUR TARAMASI

Diinya saghk orgiitii tarafindan salgin olarak deklare edilen ve kontrolden ¢ikarak tiim
diinyaya yayilan COVID-19 viriisii insanlik i¢in vahim sonuglar dogurmustur. Salginin
kontrol altina alinabilmesinde izlenmesi gereken ilk yontem hizli ve dogru tan1 koyarak
hastalarin karantina altina alinmasidir. Diger pndmonilerle ortak belirtiler gosteren
koronaviriisii; X-Ray, bilgisayarli tomografi, MRI gibi medikal gériintiileme yontemleri ile

tespit edilebilmektedir.

Acik kaynaklarda COVID-19 ile ilgili verinin artmasi ile yapay zeka arastirmacilari Klasik
makine Ogrenmesi algoritmalari, yeni mimariler ve hibrit ¢oziimlerle COVID-19 ile
miicadelede tip camiasina destek olmaya baslamislardir. Bu ¢alismalarda sayisallagtirilmis
COVID-19 goriintiileri tizerinde oldukca efektif sonuglar veren evrisimsel sinir aglari
kullanilarak sonuca ulasmaya ¢alisiimistir [ 18]. Tibbi goriintiilere uygulanan evrisimsel sinir

aglari ile hizli ve yiiksek dogrulukta tan1 koyma basari ile yapilabilmektedir [22].

Karthik ve arkadaglari [3], COVID-19 siiflandirmasi yapan ve niifuz eden bolgeleri tespit
eden iki evrisimsel sinir agmin hibrit sekilde birlestirilmesi ile meydana gelen bir model
onermislerdir. Literatlirde evrisim katmaninda derin 6grenme kullanan filtre uygulamasi
yapan ilk ¢alisma oldugu vurgulanmustir. Onerilen mimari kanal karisik cift dalli ESA
modeli ve bu modele filtre 6grenimi gergeklestiren katmanin bir araya getirilmesinden
olusturulmustur. Hibrit modelde; bloklar arasinda ikili artik baglantilar, bagli ag yollari,
kanal karistirma ve korelasyon gibi adimlar mevcuttur. Akilli filtrenin arkasindaki fikir,
filtrenin hedef pndmoni smifina tepkisinin Ol¢iilmesi ve bu faktdriin optimizasyon
algoritmasina aktarilmasidir. 5’li ¢apraz dogrulama performans 6lge yontemi ile onerilen

model %93,42 dogruluk oraninda siniflandirma yaptig: belirlenmistir.

X-ray goriintiilerinden koronavirlis tanisi1 i¢in gereken oOzellik ¢ikarimi problemine
yogunlasan Alam ve arkadaslari [4], histogram temelli nitelik (HOG) ¢ikarimi ve evrisimsel
sinir ag temelli nitelik ¢ikarimi iizerine ¢alismiglardir. Bu iki yolla elde edilen nitelikler
birlestirerek VGGNet modeli ile siniflandirma ¢aligmalarinda kullanilmistir. Goriintiilerdeki
giiriiltiiyli azaltmak i¢im degistirilmis anizotropik difiisyon filtreleme (MADF) yontemi
uygulanmistir. Onerilen mimari ger¢ek durumlara benzerlik gdstermesi adina farkli

boyutlarda goriintiileri isleyecek sekilde tasarlanmistir. Goriintiiler ilk etapta gri tonlara



cevrilmektedir. Doniistiirme islemi sonrasi ilgi bolgeleri(ROI) belirlenip goriintiiniin kalan
kisimlart kaldirilmaktadir. Hazirlanan goriintiilere ilk histogram temelli 6zellik ¢ikarimi
akabinde evrisimsel sinir aglar1 uygulanarak modelin ihtiyag duydugu o6zellikler
cikarilmaktadir. Bu adimdan sonra bu bilgiler flizyon edilerek modele verilmekte ve
siiflandirma islemi gergeklestirilmektedir. Siniflandirma sonucu pozitif ¢ikan goriintiiler
iizerinde segmentasyon islemleri uygulanarak viriis niifuz etmis bolgeler daire i¢ine alinarak
stire¢ sonlandirilmaktadir. Calismada kullanilan veri seti 1,979 COVID-19 pozitif ve 3,111
negatif goriintiiden olusmaktadir. Performans degerlendirme yontemi olarak 5’li capraz

dogrulama tercih edilmis olup %98,36 dogruluk oraninda siniflandirma gerceklestirilmistir.

Evrisimsel sinir aglariin performansini artirmak i¢in veri artirimi ve hiper parametrelere
odaklanan Monshi ve arkadaslar1 [5], EfficientNet-B0 mimarisi temelli CovidXrayNet adin
verdikleri ¢oziimii 6ne stirmiiglerdir. Calismada iki farkli veri seti kullanilmis olup ilk veri
seti 960 ikinci veri seti ise 15,496 X-Ray goriintiisiinden olusmaktadir. Siniflandirma
normal, COVID-19 ve diger pnomoni etiketlerine gore yapilmistir. Veri artirnm yontemi
olarak goriintii iizerinde yeniden boyutlandirma, dondiirme, yakinlastirma, cevirme,
aydinlatma, yeniden sekillendirme ve normallestirme islemleri uygulanmistir. Hiper
parametre olarak adam optimizasyon algoritmasi, dongii sayist 10°dan 100’e kadar olan bir
skala ve verinin modele gonderilmesinde 8, 32, 64 ve 128’lik paketler denenmistir. Yapilan
denemeler sonucunda en iyi veri artirim boru hatti; 480x480 piksel boyutlandirma, 20 derece
dondiirme, 1,2 oraninda yakinlastirma, 0,2 oraninda yeniden sekillendirme, 0,3 oraninda
aydinlatma ve normallestirme seklinde belirlenmistir. En 1yi hiper parametre degerleri ise
capraz entropi kayip fonksiyonu, 32’lik veri paketi ve 30 dongii olarak tayin edilmistir. Veri
artirim boru hatti ve hiper parametreler ile VGG-19 agimin dogruluk oraninda %11,93,
ResNet50 aginda ise %4,97 iyilestirme saglanmistir. EfficientNet-50 temelli CovidXrayNet
ag1 yapilan degerlendirmeler sonucunda %95,82 dogruluk oraninda iiglii siiflandirma

gergeklestirmistir.

Lin ve arkadaglari caligmalarinda [11], agik kaynaklardan elde ettikleri akciger X-Ray
goriintlilerini kullanarak evrisimsel sinir ag tabanli yeni bir yaklasim ortaya koymuslardir.
COVID-Net adi verilen yontem ile ¢esitli yas gruplarina ait 13,800 akciger goriintiisii
lizerine g¢aligilmistir. Veri setinin dagilimi 8,066 saglikli, 5,538 bakteriyel ya da viral
pnomoni ve 183 COVID-19 pozitif seklindedir. COVID-Net aginda kolay egitilebilir olmasi

ve yiiksek performans gostermesi nedeniyle kalinti ag (Residual Network) yapisi



kullanilarak saglikli, COVID-19 olmayan ama viral ya da bakteriyel kaynakli hasta ve
COVID-19 pozitif hasta smiflandirmasi yapilmistir. Onerilen COVID-NET ag1 imageNet
veri seti kullanilarak 6n egitimli hale getirildikten sonra ¢alismada kullanilan veri seti
iizerinde egitilmistir. Sonuglar ¢calismanin %96,4 dogru pozitif yani ¢ok diisiik yanlis pozitif
smiflandirma yaptigimi ortaya koymustur. Onerilen ¢oziim %92,6 dogruluk orani ile
caligmaktadir. COVID-Net algoritmasi enfeksiyon tiirline gore hassaslik orani; Normal:
%97,0, Bakteriyel ya da viral pnémoni: %90,0 ve COVID-19 pozitif %87,1 olarak elde

edilmistir.

X-Ray goriintiilerini kullanarak otomatik COVID-19 tan1 koyma islemi i¢in Ozturk ve
arkadaslar1 [12], DarkCovidNet isimli calismay1 yapmuslardir. Onerilen metotta ikili ve
¢oklu siiflandirma olmak iizere iki farkl1 yol izlenmistir. ikili siniflandirmada COVID-19
ve normal, ¢oklu siiflandirmada ise COVID-19, normal ve pnémoni seklide yapilmistir.
Uctan uca mimari seklinde gelistirilen yontemde herhangi bir nitelik ¢ikarimi yapilmamis
olup ham X-Ray goriintiisii ile ¢aligilmistir. DarkCovidNet agmin temelinde DarkNet-19
kullanilmistir. Bu ag ise ger¢cek zamanli nesne tanimlama mimarisi YOLO temellidir.
Onerilen sistem mimarisi evrisim, toplu normallestirme ve aktivasyon fonksiyonu igeren 4
adet DarkNet katmani, 5 adet ortaklama katmani ve toplam 17 evrisim katmanindan
olugmaktadir. Tim ortaklama islemleri maksimum degere gore yapilmistir. Model
olusturulduktan sonra ikili ve ¢coklu siniflandirma islemlerini gergeklestirmistir. Performans
degerlendirmesinden 5°1i ¢apraz gecerlilik yaklasimi uygulanmis olup bu gegerlemelerin
ortalamas1 alinarak model performansi ¢ikarilmistir. Model ikili siniflandirmada 998,08,

coklu smniflandirmada ise %87,02 dogruluk oraniyla siniflandirma yapmastir.

Oh ve arkadaslar1 [14], yaptiklar1 ¢alisma ile simirli sayida veri iizerine derin 6grenme
yontemlerinin nasil daha etkili uygulanabilecegini arastirmislardir. Biitiin akciger
gorintiilerinden kiiclik boliitler olusturulup bu alt kiimlere evrisimsel sinir ag yaklasimlari
uygulanmistir. Boliitlerin - siniflandirma  sonuglari  ¢ogunluk oylamasi metodu ile
birlestirildikten sonra X-Ray goriintiisii iizerinden hastaya tan1 koyulmaktadir. Veri seti 502
akciger X-Ray oOriintiisiinden olusmakta olup 191 adet normal, 57 adet tiiberkiiloz, 54 adet
bakteriyel pnodmoni, 20 adet viral pnémoni ve 180 adet COVID-19 pndénomisi olmak iizere
5 smiftan olusmaktadir. Onerilen calismada kiiciik veri setinde kompleks model
uygulanmasi1 nedeniyle olusabilecek ezberlemenin Oniine gecilmesi ve ImageNet veri

setinden 6n egitim ile elde edilmis agirliklar1 kullanabilmek ig¢in ResNet-18 algoritmast
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tercih edilmistir. Calismada performans karsilagtirilmasi yapabilmek igin Onerilen aga
goriintiiniin 224x224 boyutlarina indirgenmis hali ve orijinal verinin 224x224 boliitlenmis
formu sokulmustur. Elde edilen sonuglar biitiin veri i¢in %70,7, boliitler lizerinden gidilen
siniflandirma da ise %88,9 dogruluk gostermistir. Mevcut ¢aligma ayni zamanda COVID-
Net [11] ile karsilastiriimistir. COVID-Net 116,6M parametre ile %92,4 dogruluk oraninda
siniflandirirken ilgili c¢alisma ise 11,6M parametre ile %91,9 dogruluk orani ile

calismaktadir.

Wang ve arkadaslar1 [15], derin 6grenme tabanli otomatik COVID-19 tespiti ve doku
iizerinde enfeksiyon lokalizasyonu yapan bilgisayar destekli bir sistem ortaya koymuslardir.
Calismada 3,583 akciger X-Ray goriintiisii kullanilarak pndmoni tespiti yapilmstir.
Onerilen bilgisayar destekli sistem ilk adimda saglikli ve hasta ayrimi, ikinci adimda ise
hasta olarak smiflandirilan goriintiiler {izerinde bulas olmus bolgenin tespitini
gerceklestirmektedir. Discrimination-DL adimi ResNet mimari kullanarak bir 6zellik
piramidi ¢ikarip kategoriler arasinda farklilastirilmis bir olasilik tablosu olusturmaktadir.
Siniflandirma isleminden sonra veriye Localization-DL adimi uygulanarak enfeksiyonun
akcigerin saginda, solunda yani hangi boélgede oldugunu tespit edilmektedir. Sonuglarin
degerlendirilmesinde Onerilen yontemin smiflandirma ve lokalizasyon ¢iktilar1 ile
radyologlar tarafindan yapilan siiflandirma ve lokalizasyon ¢iktilarinin karsilastirilmast
yontemi izlenmistir. Siniflandirma adimi dogrulama veri setinde %98,71 dogrulukta

calismis olup lokalizasyon adimi ise %94,62 dogruluk oranina sahiptir.

X-ray, ultrason ve BT goriintiileri iizerinde evrisimsel sinir aglariyla koronaviriis teshisi
iizerine calisan Horry ve arkadaslari [16], transfer 6grenimi temelli VGG16/VGG19,
ResNet50, InceptionV3, Xception, InceptionResNet, DenseNet ve NASNetLarge aglarini
kullanmiglardir. Siniflandirmanin ilk basamaginda saglikli ve pnémoni ayrimi yapilirken
ikinci adimda ise COVID-19 ve diger pnomoni veri tasniflemesi yapilmaktadir. Performansi
artirmak icin veri 6n isleme agamasinda akciger goriintiisii disindaki alanlarin kaldirilmasi
gibi giiriiltli azaltma islemleri uygulanmaktadir. Veri simniflandirma boru hatti; renkli
gorlintiinlin gri tonlamaya cevrilmesi ile baslar, goriintiiden daha iyi 6zellik ¢ikarimi igin
histogram temelli N-CLAHE algoritmas1 uygulama, goriintii tekrardan renkli formata
cevirme, yeniden boyutlandirilan goriintii iizerine veri artirim yontemleri uygulama ve son

adimda siniflandirma islemi gergeklestirilerek tamamlanmaktadir. En iyi sonu¢ VGG-19
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modelinde yakalanmis olup X-ray i¢in %86, ultrasonda %100 ve BT goriintiilerinde %84

dogruluk oraninda siniflandirma basarisi elde edilmistir.

X-Ray goriintiileri tlizerinde evrisimsel sinir ag1 kullanarak COVID-19 tanis1 koymayi1
amaglayan Hemdan ve arkadaslari [17], calismalarina COVIDX-Net adin1 vermistir. Toplam
veri seti biiyiikliigli 50 X-Ray goriintiisii olan bu ¢alismada yeterince biiylik olmayan veri
setlerinde daha iyi sonug veren on egitimli yedi fakli CNN algoritmasi en uygun ¢6ziim igin
denenmistir. COVIDX-Net Onermesinde kullanilan algoritmalar VGG19, DenseNet201,
InceptionV3, ResNetV2, InceptionResNetV2, Xception ve MobileNetV2 seklindedir.
Calisma sonunda en basarili sonuclar VGG19 ve DenseNet201 aglarinda elde edilmistir.
MobileNetV2 aginin da sonucunun yiiksek olmast mobil cihazlar i¢in bu tarz bir uygulama

gelistirilmesinin miimkiin oldugunu gostermektedir.

Arru ve arkadaglar1 [19], SARS-CoV-2 pnémonisinde gogiis BT bulgularinin derin 6grenme,
radyomik ve siibjektif degerlendirmesinin karsilastirilmast iizerine ¢alismiglardir.
Calismanin temel amaci ise hasta i¢in yogun bakim kararinin en iyi hangi yolla
alinabilecegini tespit etmektir. Subjektif degerlendirme 14 yil tecriibeli gogiis radyologu
tarafindan yapilmistir. Derin 68renme tarafindan yapilan degerlendirme ise Siemens
Healthineers cihazi tarafindan 1,000 BT goriintiisii iizerinden gergeklestirilmistir. Teshis i¢in
akciger opasite degeri -200 Hu’ya esit ve biiylikk olan bdlgeler aranmistir. Radyomik
degerlendirmesinde yine Siemens cihazi kullanilmis olup 221 BT goriintiisii {izerine
calisiimistir. Degerlendirme parametreleri olarak gri seviye uzunluk matrisi, gri seviye
biiyiikliik matrisi, gri ton komsuluk matrisi ve gri seviye bagimlilik matrisi secilmistir.
Calisma sonucunda siibjektif analiz, derin Ogrenme ve radyomik yoOntemlerinin
siniflandirma i¢cin AUC degerleri sirast ile; 0,76, 0,88 ve 0,83 olarak elde edilmistir. Yogun
bakim karari i¢in bu degerler; 0,77, 0,80 ve 0,82 seklinde sonuclanmustir.

Bir bagka calismada Narin ve arkadaslar1 [20], 7,406 X-Ray goriintiisii iizerinde en sik
kullanilan evrigsimsel sinir aglarindan ResNet50, ResNet101, ResNet152, InceptionV3 ve
Inception-ResNetV2 algoritmalarini kosmuslardir. Calismada {i¢ farkli veri seti kullanilmis
olup veri seti-1 341 COVID-19 ve 2,800 normal, veri seti-2 341 COVID-19 ve 1,493 viral
pnomoni, veri seti-3 ise 2,772 bakteriyel pndmoni ve 341 COVID-19 X-ray goriintiisiinden
olusmaktadir. Veri seti normal(saglikli), COVID-19 ve bakteriyel-viral pnémoni olmak

iizere toplam 3 siniftan olugmaktadir. Sonuclarin degerlendirilmesinde 5°1i capraz gecerleme
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yontemi tercih edilmistir. On egitimli CNN aglarnin degerlendirme sonuglarma gore en
basarili ResNet50 algoritmasi olup veri setleri i¢in sirasiyla %96,1, %99,5 ve %99,7

dogruluk oranlar1 elde edilmistir.

Abbas ve arkadaslari [21] ise evrisimsel sinir ag tabanli yeni bir yaklasim one siirmiislerdir.
DeTraC isimli algoritma; ayristirma(Decompose), transfer ve birlestirme(Compose) olmak
iizere ii¢ adimdan olusmaktadir. DeTraC, biiyiik veri setine ihtiya¢ duymadan kolay ve hizli
bir sekilde egitildigi i¢in cogu tibbi goriintii isleme ¢alismalarinda tercih edilmeye yatkindir.
Ayristirma adimi esnek ve diisiik varyansli siniflandirma i¢in uygulanmakta olup veri setinin
yapisinin basitlestirilmesinde ve veri yapist iizerindeki diizensizliklerin iistesinden gelme
amaci tagimaktadir. DeTaC mimarisinde ilk fazda 6n egitimli CNN aglar1 uygulanarak derin
lokal 6zellik ¢ikarimi yapilmaktadir. Ikinci fazla ise ayristirma uygulanarak veri dagiliminin
yapist daha basit hale indirgenmektedir. Bu adimdan sonra gradyan inis optimizasyon
yontemi kullanilarak agin egitimi tamamlanmaktadir. Uciindii fazda ise X-Ray gériintiileri
iizerinde nihai siniflandirma islemi yapilarak model tamamlanmaktadir. Ozellik cikarim
asamasindan sonra ortaya c¢ikan yiiksek boyutluluk sorunu PCA yoéntemi ile asilmistir.
Calismada kullanilan veri setinde 80 normal, 105 COVID-19 ve 11 SARS X-Ray goriintiisii
bulunmaktadir. Transfer 0grenme adiminda iizerinde c¢alisilan 6n egitimli CNN aglar;
AlexNet, VGG19, ResNet, GoogleNet ve SqueezeNet. En yiiksek dogruluk oran1 %98,23
ile VGG19°da elde edilmistir. DeTraC uygulanan c¢alismalarin dogruluk oranlari

uygulanmayanlara gore tliim algoritmalarda daha yiiksek ¢ikmustir.

Gao calismasinda [22], VGGI19 evrisimsel sinir ag1 ile X-Ray goriintiileri {izerinden
giiriiltiiyli elimine edip COVID-19 tanis1 icin faydali bilgiler ¢ikarmayir amaclamstir.
Ogrenme kiimesi 400 normal, 400 bakteriyel pndmoni, 400 viral pndmoni ve 200 COVID-
19 kaynakli pndmoni goriintiistinden olusmaktadir. Test kiimesi ise her siniftan 100 kayit
olacak sekilde ayrilmistir. Deney sonucunda elde edilen verilere gore algoritma ortalama

%095 tistli dogruluk orani ile siniflandirma islemini gergeklestirmistir.

X-Ray goriintiileri tizerinde COVID-19 tespiti i¢in Rahimzadeh ve Attar [23], yaptiklar
calismada az sayida COVID-19 goriintiisii iceren veri seti tizerine Xception ve ResNet50
evrisimsel sinir aglarin1 uygulamiglardir. Egitim seti; 149 COVID-19, 1,634 pnémoni ve
2,000 normal veriden, test kiimesi ise 31 COVID-19, 4,420 pnémoni ve 6,851 normal X-

Ray goriintiistinden olusmaktadir. Calismada veri setinin dengesiz olmasinin genel



13

siiflandirma bagart oraninin yiiksek, COVID-19 dogru tespit edilme oraninin ise diisiik
cikmasina yol agacagi vurgulanmigtir. Yani COVID-19 tan1 konmasinda modelin basarisiz
sonuglar verecegi Ongoriilmiistiir. Bu problemi asmak icin egitim fazinda modellerin
simiflara ait esit sayida veri ile beslenmesi ile ¢6ziim aranmistir. Modellere egitim
asamasinda 8 ardisik adim uygulanmistir. Her adimda 250 normal, 234 pnémoni ve 149
COVID-19 goriintiisii ile 633liik alt set isleme almmustir. ilgili yaklasimin verideki COVID-
19 ozelliklerinin daha net ¢ikarabilmesi ve normal, pndmoni ayriminin daha basarili
yapabilmesi olmak iizere iki avantaji bulunmaktadir. ki modelin ¢ikt1 katmanlarmin
birlestirilmesi sonucunda ortalama %99,50 dogruluk ve %80,53 hassaslik orani ile COVID-
19 siniflandirma basarisi elde edilmistir. 5 ¢capraz dogrulama yonetimde bu sonug ortalama

%91.,4 dogruluk orani olarak ¢ikmustir.

Akciger X-Ray goriintiileri yerine bilgisayarl tomografi verileri lizerinde ¢alisan Ardakani
ve arkadaslar1 [24], sik kullanilan 10 evrisimsel sinir ag modelini incelemislerdir. Veri seti
COVID-19 ve diger pndmoni hastaliklar1 olmak iizere iki siniftan olusmaktadir. Calismada
108 COVID-19 hastasinda ait 1,020 BT dilimi ile 86 diger pndmoni hastasinin verileri
tizerine AlexNet, VGG-16, VGG-19, SqueezeNet, GoogleNet, MobileNet-VV2, ResNet18,
ResNet50, ResNetl0l ve Xception modelleri uygulanmistir. Model performansinin
degerlendirilmesinde yas ve cinsiyet gibi parametreler de kullanilmis olup t-test ve ki-kare
test yontemi tercih edilmistir. P-degerinin 0,05’den kiigiik olmas: istatistiksel olarak kayda
deger nitelendirilmistir. Algoritma sonuglarina gdre cinsiyet parametresinin iki sif igin
ayirt edici bir Ozellik olmadigi, COVID-19 vakalarinda ise yas ortalamasimin diisiik
citkmasinin  6nemli bir sonu¢ oldugu vurgulanmistir. Model performanslari
degerlendirildigine en yiiksek dogrulukta siniflandirma %99,26 ile ResNet101 ve %99,38
ile Xception aglarinda gergeklesmistir. Kalan sinir ag1 yapisinin kolay optimize edilmesi ve
derinliginin artirtlmasi ile model basarisinin orantili olmasi1 nedeniyle bu alanda umut vaat

ettigi ifade edilmistir.

Brunese ve arkadaslari [25], calismalarinda X-Ray goriintiilerini kullanarak ii¢ fazdan olusan
derin 6grenme tabanli COVID-19 tanis1 koyan bir ¢6ziim dnermislerdir. ilk adimda verinin
saglikli ya da pnémoni olup olmadig1 karar1 verilmektedir. ikinci adimda hasta olarak
siiflandirilan kaydin COVID-19 mu yoksa diger pndmoni mi tespiti yapilmaktadir. Son
adimda ise COVID-19 oldugu karar verilen hastalarin akciger goriintiilerinde enfekte olmus

bolgelerin lokalizasyonu yapilmaktadir. Algoritmalarin uygulandig: veri seti 250 COVID-
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19, 2,753 diger pnémoni ve 3,520 saghkli X-Ray gériintiisiinden olusmaktadir. 1k iki
adimda yapilan siniflandirmada VGG16 derin 6grenme ag1 ve ImageNet veri setinde elde
edilen agirhiklar kullanilmustir. Onerilen ¢alismada VGG16 agmim tam baglantili katmani
cikarilarak yerine ortalama ortaklama, tam baglantili katman, seyreltme ve softmax
aktivasyon islemlerini i¢ceren daha biiyiik bir katman eklenmistir. Son adimda ise gradyan
agriliklar1 kullanarak aktivasyon haritasi ¢ikarilarak enfekte olmus dokularin lokasyonlari
tespit edilmistir. Calisma sonucunda yaklasik 2,5 saniye ig¢inde %97 dogruluk oraninda

COVID-19 tespiti yapan bir ag ortaya ¢ikmustir.

Hassantabar ve arkadaslar1 [26], yapay sinir aglari ve evrisimsel sinir aglarin1 beraber
kullanarak akciger bilgisayarli tomografi goriintiileri iizerinden COVID-19 tespiti
yapmiglardir. Caligmanin ilk adiminda fraktal metotlar kullanilarak veri {izerinden 6zellik
cikarimi yapilmistir. Fraktal algoritma ve kovaryans analizleri yardimiyla veriden 6z
degerler cikarilarak boyut azaltilmistir. Boylelikle tan1 koymak icin gereken ayirt edici ve
en iliskili 6zellikler elde edilmistir. Bir sonraki adimda DNN mimarisi; 20 ve 10 nérondan
olusan iki gizli katman, 4 6zellik kabul eden giris katman1 ve tek sonug veren ¢ikis katmani
olarak kurulmustur. Bu ag %82,39 dogruluk orani ile verinin COVID-19 olup olmadigini
tespit etmektedir. Calismanin diger bacaginda ise {i¢ii evrisim ag1 olmak iizere toplam 16
katmandan olusan CNN mimarisi kurulmustur. CNN agmin performansi ise %93,20
dogrulukta COVID-19 tanis1 koyma olarak belirlenmistir. Calismanin son bacaginda ise
bilgisayarli tomografi goriintiileri kullanilarak evrisimsel ag tabanli enfeksiyon bolge tespiti

yapilmistir. Agin egitilmesinde enfeksiyonlu bolgesi bilinen 100 goriintii kullanilmistir.

Jain ve arkadaglar1 [27], X-Ray goriintiileri lizerinde en sik kullanilan evrigimsel sinir
aglarindan InceptionV3, Xception ve ResNetXt {izerine ¢aligmis olup performanslarini
karsilagtirmiglardir. Veri setinde toplam 6,432 kayit bulunmaktadir. Aglarin ¢ikis katmanina
daha 1yi sonu¢ vermesi i¢in diizlestirme, gizli katman ve seyreltme gibi optimizasyonlar

yapilmistir. Elde edilen bulgulara gore en yiiksek sonug¢ Xception aginda elde edilmistir.

Diger bir ¢alismada Aslan ve arkadaslar1 [28], otomatik COVID-19 tespiti i¢in derin
ogrenme tabanli iki farkli yaklasim one siirmiislerdir. Ik Mimari tamamen AlexNet alt
yapisint kullanirken ikinci mimari ise AlexNet ve ¢ift yonli uzun kisa siireli bellek
(BiLSTM) yapisinin hibrit bir hali tercih edilmistir. Transfer 6grenimi ile 6n egitimli

agirliklarin kullanilmasi, modelin 6zellik ¢ikarim kabiliyetini giiglendirecegi gibi egitim
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zamani ve maliyetlerde ciddi iyilestirmeler yapacagi vurgulanmistir. Modelin siniflandirma
performansini artirmak i¢in ilk adimda goriintiiler lizerinde yapay zeka tabanli segmentasyon
islemi yapilmistir. Goriintiilerin standart olmamasi nedeniyle segmentasyon aginin egitimi
icin gereken veri manuel olusturulmustur. Alt sol, alt sag ve iist orta olmak iizere {i¢ nokta
secimi el yordami ile 50 goriintii i¢in yapilmistir. Segmentasyon agi 100 noéronlu gizli
katman ve manuel se¢ilen noktalara ait ikili koordinatlart g¢ikaran 6 ndronlu ¢ikis
katmanindan olusmaktadir. Calismadaki ilk ag olan AlexNet iizerinde bilgisayarli tomografi
verileri i¢in kiigiik degisiklikler yapilmustir. Ikinci agda ise AlexNet mimarisine BILSTM
katmani eklenerek ¢ok daha iyi sonug elde etmek hedeflenmistir. Veri setinde 219 COVID-
19, 1,345 viral pndmoni, 1,341 normal olmak iizere toplam 2,905 kayit bulunmaktadir.
Calisma sonucunda AlexNet mimarisi %99,14, hibrit ¢6zim AlexNet tabanli BILSTM ise

%99,70 dogruluk oraninda siniflandirma yapmustir.

Pereira ve arkadaslar1 [29], COVID-19 teshisi igin ¢ok sinifli ve hiyerarsik siniflandirma
yapabilen iki farkli yaklasim tlizerine ¢alismislardir. Aragtirmada veri setinin dengesiz olmasi
sorunu lizerine Ozellikle durulmus olup yeniden Ornekleme yontemleri uygulanarak bu
soruna da ¢oziim aranmistir. Calisma 6zellik ¢ikarimi, erken fiizyon, yeniden 6rnekleme,
yatay ve hiyerarsik siniflandirma olmak iizere dort faza béliinmiistiir. Ilk fazla literatiirde yer
alan el yordami gerektiren ve gerektirmeyen InceptionV3, LBP, LPQ, LDN, EQP,
LETRIST, BSIF, OBIF 6zellik ¢ikarim yontemlerinin hepsi denenmistir. ikinci fazda ilk
fazda uygulanan yontemlerin ¢iktilar1 birlestirilerek diger faza aktarilmistir. Flizyon
sonucunda 6zellik ¢ikarim algoritmalarindan LDN, EQP ve OBIF birlesiminin en iyi sonucu
verecegi degerlendirilmistir. Veri artirim yontemlerinin modellerde asir1 6grenmeye neden
olacag diisiiniildiigii icin calismada yeniden 6rnekleme yaklasimi tercih edilmistir. ikili
yeniden Ornekleme algoritmalarindan ADASYN, SMOTE, SMOTE-B1, SMOTE-B2,
AIIKNN, ENN, RENN, Tomek Links (TL), ve SMOTE-TL kullanilmustir. Ozellik ¢ikarim
algoritmalarinin degerlendirilmesinde makro F1-Score kullanilmis olup diisiik degere sahip
olan daha iyi sonu¢ vermistir. Bu baglamda c¢oklu smiflandirmada LPQ, hiyerarsik
siniflandirmada ise BSIF o6zellik c¢ikarim yontemi en iyi sonucu vermistir. Coklu
siiflandirma mimarisinde KNN, RF, SVM, DT ve MLP algoritmalar1 se¢ilmis olup makro
F1-Score metrigine gore en iyi sonu¢ MLP’den elde edilmistir. Yeniden oOrnekleme
algoritmalarinda ise ¢oklu siniflandirmada ENN, hiyerarsik siniflandirmada ise SMOTE

yaklagimlar1 ile en etkili sonuglar elde edilmistir. Coklu siniflandirma ve hiyerarsik
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siiflandirma karsilastirildiginda ise COVID-19 tespitinde hiyerarsik yaklagimin daha etkili

oldugu tespit edilmistir.

Ammar ve arkadaslar1 [30], veri gizliligi nedeniyle eldeki verilerini paylasamayan klinikleri
de kapsayacak bir sistem Onerisinde bulunmuslardir. Amerika ve Avrupa’da hastaya ait
veriler kat1 kanunlar ile koruma altina alinmistir. Bu kanunlar nedeniyle yapay zeka gibi son
teknoloji sistemlerin egitimi i¢in gereken veri setleri istenen biiyiikliige ulasamamaktadir.
Google tarafindan dagitik makine 6grenmesi gelistirilmis olup federe mimari yapisi ile
istemciler birbirlerinin verisine ulagmaksizin ayni yapay zeka aginda calisabilmektedirler.
Federe mimarilerde her istemci kendi lokal verisi {izerinde egitimini yapmaktadir. Ayni1
zamanda istemcilerin farkli miktarda veriye sahip olmasi nedeniyle mimaride dengesiz bir
veri dagilimi1 s6z konusudur. COVID-19 tanisi i¢in 6nerilen federe mimaride egitim islemleri
istemci tarafinda yapilirken c¢iktilarin toplanmasi ve degerlendirilmesi sunucu tarafinda
gerceklesmektedir. Veriden 6zellik ¢ikarimi ve siniflandirilmast VGG16 ve ResNet50 CNN
aglar1 kullanilarak yapilmaktadir. Federe mimaride siniflandirma islemleri 4 adimda
tamamlanmaktadir. Ilk adimda merkezi sunucu modelin baslangi¢ agirliklarini belirler ve
istemcilere bu parametreleri iletmektedir. ikinci adimda ise istemciler bu parametreleri alip
lokal veri {lizerinde egitim islemine baslamaktadir. Lokal egitim islemi tamamlandiktan
sonra her istemciden elde edilen agirliklar merkezi sunucuya akmaktadir. Son adimda ise
istemcilerden toplanan agirlik bilgisinin ortalamalar1 alinarak tekrardan istemcilere bu
parametreler iletilmektedir. Bu dort adimin tamamina bir iterasyon denmekte olup federe
sistemin olgunlasmast i¢in ¢ok sayida iterasyon gerekmektedir. Tlgili calismada odak noktasi
verinin gizliligini koruyarak bir yapay zeka modeli gelistirmek oldugu i¢in tercih edilen
CNN aglarinin iizerinde durulmamistir. Federe mimarinin etkisini 6lgmek i¢in merkezi
VGG-16 ve ResNet50 ag mimarileri kullanilarak ayri bir yapr kurulmus olup sonuglar
karsilagtirilmistir. Performans degerlendirmesinde 5’11 capraz gecerleme yapilmistir. Federe
mimaride VGG-16 %93,57, ResNet50 %95,4 dogruluk oraniyla simiflandirma yapilmistir.
Veri artirim teknikleri ile bu oran biraz daha artmaktadir. Merkezi klasik siniflandirmada ise
VGG-16 %93,75, ResNet50 ise %95,3 dogruluk oraninda sonuglar iiretmistir. Veri gizliligi
sorunu goz oniline alindiginda merkezi ve federe mimarinin sonuglarinin yiiksek ¢ikmasi ve
birbirine yakin olmasi federe mimarilerin tiim klinikleri kapsayacak sekilde

uygulanabilecegini gostermektedir.
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Bilgisayarli tomografi ve X-Ray goriintilerinin COVID-19 smiflandirma basarisini
karsilagtiran Benmalek ve arkadaglar1 [31], iki veri tiiriine de ayni evrisimsel sinir aglarini
uygulamislardir. Mobil cihazlara uygulanabilirligi dikkate alinarak ResNet18, InceptionV3
ve MobileNetV2 aglar tercih edilmistir. Veri seti olarak 19,685 BT goriintiisii ve 5,026 X-
Ray goriintiisii kullanilmistir. Performans degerlendirmesi olarak 5°1i ¢apraz gegerleme
yontemi tercih edilmistir. Hassaslik, duyarlilik, 06zgilliik ve F1-Skor metrikleri
degerlendirme igin se¢ilmistir. Calisma sonucunda BT goriintiilerine ait metrikler X-Ray
gorintiilerine gore ¢ok daha yiiksek ¢ikmistir. BT goriintiilerinin daha fazla zitlik igermesi

ve kalitesinin X-Ray gorintiilerine gore yiiksek olmasi bu sonuglari dogurmustur.

Ouchicha ve arkadaslar1 [32], COVID-19 simiflandirma problemine ¢6ziim olarak evrisimsel
sinir ag tabanli CVDNet adin1 verdikleri yeni bir yaklasim 6ne stirmiislerdir. CVDNet ag1
kalan sinir ag mimarisini temel alarak veriyi normal, COVID-19 ve diger pndmoni etiketi
ile siniflandirmaktadir. ResNet aglar1 tibbi goriintii islemede basarili olmasi1 ve kaybolan
gradyan problemini agmasi nedeniyle tercih edilmistir. Mimari birbirine paralel ve fakli
Ozelliklere sahip katmanlardan olusmakta olup veriye ait yerel ve genel ozelliklerin
¢ikarilmasia odaklanmigtir. CVDNet mimarisi ayni yapida birbirine paralel iki kolondan
olusmaktadir. Iki yapinin farklilastigi nokta ise veriye uyguladiklar filtre boyutudur.
Goriintlilerden lokal 6zellikleri ¢cikarmak i¢in 5x5 kiiciik filtre, global 6zellikleri ¢ikarmak
iginse 13x13 bilyiik filtre gerekmektedir. Iki filtre tarafindan elde edilen &zellikler kalan ag
baglantilar1 yardimiyla birlestirilmektedir. Agda birbirine paralel 4’er evrisim katman
bulunmaktadir. Her evrisim katmani ¢ikisinda paralel kolonlar arasinda bu veriler diger
kolondaki evrisim katmanina girdi olarak iletilmektedir. Paralel kolonlarin ¢iktilar1 ayr1 bir
evrisim katmani ile birlestirilip siral1 3 tam baglantili katman ile mimari tamamlanmaktadir.
Onerilen sistemin performansi 5°li ¢apraz gegerleme ile yapilmistir. CVDNet ag1, COVID-
19 tespitini ortalama %97,20, igli smiflandirmayr ise %96,69 dogruluk oraniyla
gergeklestirmistir.

Bhardwaj ve arkadaslart [33], topluluk Ogrenmesi yaklagimlari ile InceptionV3,
DenseNet121, Xception ve InceptionResNetV2 modellerini birlestirerek ikili ve g¢oklu
siiflandirma yapmislardir. Asir1 6grenmeye karsi veri artirimi uygulanmis ve modeller 6n
egitimli hale getirilmistir. Caligmadaki topluluk 6grenmesinde zor oylama yani ¢ogunlugun
oyu ve olasiliksal ortalama olan kolay oylama yéntemleri segilmistir. ikili ve goklu

smiflandirma igin sirasi ile %98,33 ve %92,36 dogruluk oran1 elde edilmistir. Topluluk derin
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Ogrenmesi tlizerine basgka bir calismada Ahmad ve arkadaslar1 [34], MobileNet, ResNet50 ve
InceptionV3 modellerini kullanmislardir. Ilk adimda modellerin bireysel performanslart
incelenmis ve birlestirme adimi i¢in MobileNet ve InceptionV3 uygun goriilmiistiir. Test

veri setinde hibrit model %88,64 dogruluk oraninda siniflandirma gergeklestirmistir.
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3. TEKNIK ARKA PLAN

Bu boliimde tez calismasi kapsaminda kullanilan evrisimsel sinir aglari, optimizasyon
algoritmalari, transfer 68renimi ve topluluk derin 6grenmesi hakkinda teorik bilgilere yer

verilmistir.
3.1.  Evrisimsel Sinir Aglar1 (Convolutional Neural Networks)

Evrigimsel sinir aglari, derin 6grenme yaklagimlarinin bir varyasyonu olup gozetimli ve
gozetimsiz siniflandirma yapabilen son derece modern bilgisayarla gorii ve goriintii isleme
¢oziimiidiir [35, 36]. Evrisimsel sinir aglarinda veri en, boy ve kanal parametrelerine sahiptir
[36]. Veri analizinde belirlenen dortgen boyutunda matris filtre kullanilarak ¢oziim igin
gereken ozellikler ¢ikarilmaktadir [35]. Bu aglar yiiksek performanslarini agdaki gizli

katmanlarin bir 6nceki katmanlara ile tamamen baglantili olmamasina borgludur [36].

Deep CNNs
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Sekil 3.1.Evrisimsel sinir ag taksonomisi [73]
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Evrisimsel sinir aglart ileri beslemeli yapida olup goriintiiye ait topolojik ozellikleri
cikararak degiskenler arasinda Oriintiiyli basariyla tespit edebildigi icin ¢ogu caligmada
tercih edilmektedir [37]. Geleneksel derin sinir aglarinin goriintii islemede karsilastigi en
biiyiik sorun ciddi hesaplama karmagsiklig1 gerektirmesidir. ESA ise tamamen yonetilebilir
bir karmasiklik ¢ergevesinde goriintii islenmektedir [35]. ESA mimarisi, birbirinden farkli
gorevlere sahip evrisim katmani, ortaklama katmani ve tam baglanti olmak iizere 3

katmandan olusmaktadir [38].
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Sekil 3.2.Geleneksel evrigimsel sinir ag mimarisi

3.1.1. Evrisim Katmam (Convolutional Layer)

Evrisim katman1 ESA mimarilerinde goriintiiniin ilk ele alindig1 ve en temel islemlerin
yapildig1 yani veriden bilgi ¢ikariminin yapildigi katmandir [32]. Evrisimsel aglarin
hesaplama yiikiinlin biiylik boliimii bu katmanda gergeklesmektedir. Evrisim katmaninda
kullanilan parametre filtre ya da ¢ekirdek adi verilen matristir [2-3, 36]. Veriye uygulanan
filtreden sonra 6zellik haritasi elde edilmektedir [32]. Bu katmanda 6zellik haritasi tizerinde
yapilacak optimizasyonla tiim modelin karmasiklig1 ciddi derecede diisiiriilebilmektedir.
Optimizasyon uygulanabilen hiper parametreler; filtre boyutlari, adim araligi ve sifir
ekleme/doldurmadir [38]. Evrisim katmaninin baslica avantajlari; 6zellik haritalarinda yer
alan agirlik paylasim mekanizmasiyla parametre sayisinda ciddi bir azalma saglamasi, yerel
baglantilar ile komsu pikseller arasinda baglantilart 6grenebilmesi ve veride nesnenin

yerinin farkli olmasma karsin modelin stabil davramig sergilemesi seklinde ifade

edilebilmektedir [26].

Yapay sinir aginin hesaplama hizinda iyilestirme yapabilmek ve giris fonksiyonlarindan arzu
edilen ¢iktilar1 elde edebilmek i¢in agin kolay tiirevlenebilir olmasi gerekmektedir [26, 39].
ESA mimarisinde evrisim katmani sonucunda elde edilen ¢iktilar dogrusal yapida olup
dogrusal olmayan yapiya g¢evirmek i¢in aktivasyon fonksiyonlar1 uygulanmaktadir [32].

Boylelikle ¢iktilar tiirevlenebilir forma doniistiiriilmektedir.

e Sigmoid Aktivasyon Fonksiyonu: Yapay sinir aglarinda siklikla kullanilmakta olup
girdiler 0 ve 1 arasindaki g¢iktilara donistiiriilmektedir [39]. ESA yaklagiminda
kaybolan egim yani tiirevlenen elemanlarin sifira yakinsamasi problemi en biiyiik

dezavantajidir [38].
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Sekil 3.3.Sigmoid aktivasyon fonksiyonu [44]

Tanjant Aktivasyon Fonksiyonu: Sigmoid fonksiyonunun biyiitilmis hali
seklinde degerlendirilebilir. Girdiler -1 ve 1 arasindaki ¢iktilara doniistiiriliir.
Kaybolan egim problemi tanjant aktivasyon fonksiyonunda da devam etmektedir
[38]. Ciktilarin sifir merkezli olmasi nedeniyle sigmoid fonksiyonuna gore daha fazla

tercih edilmektedir [39].
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Sekil 3.4.Tanjant aktivasyon fonksiyonu [39]

Dogrultulmus Dogrusal Birim Aktivasyon Fonksiyonu (Rectified Linear Unit):
Girdiler 0 ve sonsuz arasindaki ¢iktilara doniistiiriiliir. Gradyan yakinsamasina karst
direng¢ gdstermesi, az maliyetli olmas1 ve 6grenme fazinda ¢ok daha iyi performans
sergilemesi nedeniyle yaygin olarak tercih edilmektedir [32]. Evrisim katmaninda

tim piksel degerlerine uygulanir ve negatif piksellere sifir degerini atar [26].
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Sekil 3.5.Dogrultulmus dogrusal birim aktivasyon fonksiyonu [44]

e Sizdirllmis Dogrultulmus Dogrusal Birim Aktivasyon Fonksiyonu (Leaky
Rectified Linear Unit): Dogrultulmus dogrusal birim aktivasyon fonksiyonunun
negatif degerlerde davranisini degistirmek i¢in 0,01 gibi kiigiik bir sabitin eklenmesi

seklinde giincellenmis halidir [38, 39].
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Sekil 3.6.S1zdirilmig dogrultulmus dogrusal birim aktivasyon fonksiyon [12]

3.1.2. Ortaklama Katmani (Pooling Layer)

ESA mimarisinde ortaklama katmani yardimiyla evrisim katmani ile elde edilen aktivasyon
haritalarinda herhangi bir bilgi kayb1 olmaksizin uzamsal boyutlar diistiriilmektedir. Bu
sayede toplam agimn islem karmasikligi daha da azalmakta ve model asir1 6grenme yani

ezberlemeye kars1 direng kazanmaktadir [1-2, 38]. Baska bir ifadeyle veriye ait ve modelin
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ihtiyag duydugu en onemli 6zellikler siiziilerek diger katmana aktarilmaktadir. Baslica
ortaklama yontemleri; maksimum ortaklama, ortalama ortaklama, stokastik ortaklama,

spektreal ortaklama ve boyutsal piramit ortaklama seklindedir [36].

3.1.3. Tam Baglantih Katman (Fully-Connected Layer)

Geleneksel yapay sinir aglari ile ayn1 yapida olup bu agin ndronlar1 ve bir 6nceki agin
noronlar1 tamamen birbirlerine baglidir [36]. Tam baglantili katman, goriintli iizerinden
cikarilan 6zelligin konumu ile smiflandirma etiketi arasindaki bagi tanimlar [32]. Bu

katmandan sonra evrigim katman1 uygulanmasi miimkiin degildir [36].

3.2.  Optimizasyon Algoritmalari

Glinlimiizde verinin ve karsilasilan problemlerin karmasikliginin ciddi boyutlarda artmasi
problemi makine O6grenmesi mimarilerinin en O6nemli kisimlari olan optimizasyon
algoritmalar1 ile agilmaktadir. Optimizasyon algoritmalar1 agirliklart en uygun hale getirerek
modeli basarili siniflandirma yapabilecegi forma sokmaktadir. Gradyan bilgisi agisindan
optimizasyon yontemleri; birinci dereceden optimizasyon, yiliksek dereceli optimizasyon ve
sezgisel tiirevsiz optimizasyon olmak iizere ii¢ gruba ayrilmaktadir. Denetimli 6grenme i¢in
optimizasyon fonksiyonlarinin amaci, egitim orneklerinin kayip fonksiyonunu en aza

indirmek i¢in en uygun f(x) eslesme fonksiyonunu bulmaktir [3-4, 40].

1~
f() = mingx > LGS f(,6) (31

Es. 3.1’de gosterilen denetimli 6grenme i¢in optimizasyon fonksiyonunda; N, egitim
orneklerinin saysi, 0, esleme fonksiyonunun parametresi, x', i. 6rneklerin 6zellik vektorii,
y', karsilik gelen etiket ve L ise kayip fonksiyonudur.

Literatiirde; Stokastik Gradyan Inis (SGD), adam, adadelta, RMSProp, adagrad, adamax,
nadam gibi ¢esitli optimizasyon algoritmalar1 bulunmasina ragmen bu ¢aligma kapsaminda

SGD, RMSProp, adam ve adadelta detaylandirilmistir.
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e Stokastik Gradyan Inis (SGD)

SGD yaklagiminda ana fikir, gradyanin degerini dogrudan hesaplamak yerine her
iterasyonda bu degerin rastgele belirlenmesidir. Gergek gradyan degerine tahmin
edilerek ulasilmaktadir. Bu yontemde maliyet, 6rnek sayisindan bagimsiz olup biiyiik
veri setlerinde hesaplama siiresini Oonemli oranda hizlandirarak islem yiikiini
azaltmaktadir [1-3, 40].

e RMSProp

Grandyanlarin iissel ortalamasinin alinmasit mantig1 ile ¢alismaktadir. Bu islemi
yaparken tiim gradyanlar ile caligmak yerine sabit bir aralikta kalanlar dikkate
alinmaktadir [1, 2, 40]. RMSProp ile dikey salinim sinirlandirilirken 6grenme orani
yatayda giincellenmektedir [41].

e Adam

Adam, kompakt hafiza kullanma kabiliyeti sayesinde etkili sonuglar vermektedir [41].
Uyarlanabilir bir yontem olup RMSProp algoritmasinin avantaji olan ge¢mis gradyan
noktalarinin kareleri ortalamasinin yani sira momentum degerini kullanmaktadir [41,
42].

e AdaDelta

Bu optimizasyon yonteminde 6grenme orani gegmis oranlar dikkate alinarak monoton

olarak azaltilmaktadir [41, 42].
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Cizelge 3.1. Optimizasyon algoritmalarinin karsilastirilmasi [40]

Optimizasyon Ozellik Avantaj Dezavantaj

Yontemi

SGD Rastgele secilmis kiiciik | Her  iterasyonda  yapilan | Uygun bir 0Ogrenme
veri paketleri ile | giincelleme  igin  gereken | orant se¢mek zordur.

gilincelleme parametreleri | hesaplama  siiresi, toplam | Tim parametreler igin
tayin edilir. egitim Ornegi sayisina bagl | ayni Ogrenme oranini
degildir ve hesaplama | kullanmaktadir.

maliyetinden ciddi oranda

tasarruf edilir.

RMSProp / Gradyan degisimi | Duragan olmayan | Gradyan giincellemesi

AdaDelta hareketli tissel ortalama ile | problemlerde etkili sonuglar | lokal minimum degerine
yapilmaktadir. vermektedir. takilmast muhtemeldir.

Adam Uyarlanabilir ~ yontemler | Gradyan inisi daha stabil | Bazi vakalarda yontem
momentum ile | oldugu igin biiyiik ve c¢ok | yakinsamamaktadir.
birlestirilmistir. boyutlu veri setleri i¢in uygun

bir yontemdir.

3.3.  Transfer Ogrenimi (Transfer Learning)

Gilinlimiizde makine 6grenmesi ve veri madenciligi yontemleri sosyal medya, ulagim,
iiretim, tarim, dogal dil isleme, savunma sanayi, tip, robotik gibi bir¢ok alanda karsilasilan
problemlerin ¢6ziimii ve verimin artirilmasi amaciyla kullanilmaktadir. Makine 6grenmesi
yaklagimlarinin kurgulanabilmesi ve efektif bir sekilde uygulanabilmesi i¢in biiyiik miktarda
egitim ve test verisine ihtiya¢ duyulmaktadir. Ancak yeterli miktarda verinin toplanmasi

cogu zaman miimkiin degildir.

Tip veya biyoenformatik gibi makine 6grenmesi uygulama alanlarinda yetersiz egitim verisi
problemi kagimilmazdir. Verinin toplanmasi karisik ve maliyetli bir siire¢ olup biiyiik 6lgekli
ve yuksek kaliteli bir veri seti olusturmak oldukg¢a zordur. Bu veriler yiiksek bedeller

odenerek elde edilse dahi kolaylikla giincelligini yitirebilmektedir [1-3, 43].

Transfer 6grenimi, saglikli verilerden olugan ve dengeli bir veri dagilim1 gosteren alanlardan
elde edilen bilginin, birbirlerinden farkli fakat iligkili alanlara ve hedef algoritmalara
aktarilarak bu calisma alanlarindaki uygulamalarin performansini artirmaya yonelik

islemlerdir.
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Transfer 6grenimi ile hedef calisma alaninin 6grenme performansinda artis olmakta ve
egitim i¢in gereken veri gereksiniminde, siiresinde Onemli Ol¢iide azalma meydana
gelmektedir. Ancak transfer 6grenimi her zaman olumlu sonuglar getirmemektedir. Eger
kaynak ve hedef ¢alisma alanlar1 arasinda benzerlik, aktarilabilecek bilgi ¢ok az ya da yoksa
transfer 6grenimi siniflandirma performansina zarar vermektedir. Bu zayif iliski kaynakli

duruma negatif transfer 6grenimi adi verilmektedir [1-5, 45].

Transduktif Transfer
Ogrenimi

Etiket Tabanh Endiiktif Transfer Ogrenimi ‘

Gozetimsiz Transfer
Ogrenimi

—» Probleme Gére Kategoriler

Homojen Transfer Ogrenimi ‘
Ozellik Uzayi Tabanli
Transfer Ogrenimi — Heterojen Transfer Ogrenimi

—»  Ornek Tabanl Yaklagim

Simetrik Donlisiim ‘

L—» (Coziime Gore Kategoriler ——+  Ozellik Tabanl Yaklagim

Asimetrik Donlisiim ‘

I Parametre Tabanh Yaklasim

3 liski Tabanli Yaklagim

Sekil 3.7.Transfer 6grenimi kategorileri [45]

Transfer 6grenimi problemleri etikete gore transdiiktif, endiiktif ve gozetimsiz transfer
Ogrenimi olmak tizere {i¢ gruba ayrilmaktadir. Verinin etiket bilgisinin sadece kaynak
caligma alaninda bulundugu senaryolara transdiiktif, hedef caligma alaninda bulunmasina ise
endiiktif transfer 0grenimi olarak adlandirilmaktadir. Kaynak ve hedef ¢alisma alanlarinin
her ikisinde de bu bilgi mevcut degilse bu senaryolarda gozetimsiz transfer 6grenimi

kavrami s6z konusudur [1-3, 45].

Kaynak ve hedef etki alan1 arasindaki 6zellik farkliliklara gore transfer 6grenimi homojen
ve heterojen olmak {iizere iki gruba ayrilir [45]. Homojen transfer 6greniminde kaynak ve
hedef ¢alisma alanina ait anlamsal ve boyutsal 6zellik uzay1 benzerlik gostermektedir [46].
Hedef ¢alisma alaniyla ilgili olan ancak tam olarak eslesmeyen bir alandan alinan veri seti
mevcutsa ve iki ¢caligma alaninin giris 6zellik uzay1 benzerlik gosteriyorsa homojen transfer
ogrenimi bu senaryolarda uygulanabilmektedir [47]. Bunun aksine heterojen transfer

ogreniminde anlamsal ve boyutsal Ozelliklerde benzerlige rastlanmamaktadir [46].



27

Heterojen aktarim 6grenimi, 6zellik alanlarindaki bu farkliliklar arasinda koprii kurarak

hedef ¢alisma alanini i¢in gereken tahmin modelini olusturmak i¢in kullanilmaktadir [47].

Transfer 6grenimi yaklagimlari ¢6ziime gore 6rnek, 6zellik, parametre ve iligki tabanli olmak
lizere dort gruba ayrilmaktadir [45]. Ornege dayali transfer 6greniminde spesifik agirlik
aktarimi s6z konusu olup kaynak ¢alisma alanindan kismi 6rnekler toplanarak hedef ¢alisma
alaninin egitiminde kullanilacak agirliklar ¢ikarilmaktadir. Ozellik uzayinda meydana gelen
eslesmeye dayali transfer 6greniminde ise kaynak ve hedef alanlar arasinda benzerligin ve
transfer Ogrenimi uygulanabilirligin daha fazla oldugu yeni bir Ozellik uzay:
olusturulmaktadir. Ag tabanli transfer 6greniminde kaynak calisma alaninda 6nceden
egitilmis kismi bir agin mimarisi, baglantilar1 ve agirliklar1 ile hedef c¢alisma alaninda

tahminde kullanilacak aga biitiin olarak aktarilmasi s6z konusudur [2-4, 43].

Derin 6grenme yaklagimlarinda transfer 6grenimi aktarilacak ag icin si1g, derin ve ince
diizenleme olmak iizere ili¢ ana senaryoda uygulanmaktadir. Agda yapilacak s1g diizenleme
ile yeni ag i¢in sadece son katman iizerinde giincelleme yapilmaktadir. Kalan katmanlardaki
parametreler dondurularak 6grenme gergeklestirilmektedir. Derin diizenlemede ise 6nceden
egitilmis ag uctan uga yeniden egitilmektedir. Ag lizerinde yapilan ince ayarda birden fazla
katman yeniden diizenlenmekte olup ve 6grenme parametreleri kayda deger performans

artis elde edilinceye kadar giincellenmektedir [1-5, 18]

3.4. Topluluk Derin Ogrenmesi (Ensemble Deep Learning)

Topluluk derin 6grenmesi, ortak bir problemin ¢dziimii i¢in bir veya birden fazla veri seti
kullanilarak es zamanli yapay sinir aglarmin egitilmesi islemidir [48]. Evrisimsel sinir
aglarinin birlestirilerek ortaya ¢ikan entegre ag; bilgisayarli gorii, konugma tanima, dogal dil
isleme gibi biiyiik 6lcekli problemlerde tekil modellere gore cok daha yiiksek genellestirme
elde etmektedir. Ancak topluluk 6grenmesinin en biiylik dezavantaji ESA mimarilerinin
karmagikligint artirmasi, hesaplama maliyetlerini yiikseltmesi, egitim ve test fazlarinda

yiiksek boyutluluga sahip veri liretmesi seklinde siralanmaktadir [2-3, 49].

Derin 6grenme modellerinin birbirlerine gore farkli avantajlarinin bir araya getirilerek ¢ok
daha giiclii bir final model olusturabilmesi i¢in ¢ok ¢esitli yontemler bulunmaktadir. Bunlar;

torbalama(bagging), yiikseltme (boosting), istifleme (stacking), negatif korelasyona dayal
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topluluk derin 6grenmesi (negative correlation based deep ensemble models), agik/ortiik
(explicit/implicit), homojen/heterojen (homogeneous/heteregeneous), karar birlestirme
stratejisi (decision fusion strategies), gozetimsiz (unsupervised), yart gozetimli (semi-
supervised), pekistirmeli (reinforcement), ¢cevrimigi/artirrmhi (online/incremental) ve ¢oklu

etiket tabanli topluluk 6grenmesi (multi-label based deep ensemble models) [1-2, 50].
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4. YONTEM VE UYGULAMA

Bu boliimde calisma kapsaminda kullanilan evrisimsel sinir aglari, veri seti, izlenen
yontemler ve uctan uga olusturulan simiflandirma hatti hakkinda detayli bilgilere yer

verilmistir.

41. Veri Seti

Ilgili calisma kapsaminda kullanilan akciger X-Ray gériintiileri, COVID-19 Radyoloji veri
tabanindan elde edilmistir. Ilgili veri seti [24], Katar ve Dakka Universitelerinden olusan
arastirma ekibi ve bu ekibi destekleyen Pakistanli ve Malezyali tip doktorlar1 tarafindan
olusturulmustur. Veri seti; BIMCV Tibbi Gériintii Bankas1 [51], GitHub [52], Italyan Tibbi
ve Girisimsel Radyoloji Dernegi [53], Avrupa Radyoloji Dernegi [54], GitHub [55],
FigShare COVID-19 Gogiis X-Ray Goriintii Deposu [56], GitHub [57], Kuzey Amerika
Radyoloji Dernegi [58] ve Kaggle Chest X-Ray Images (Pneumonia) [59] baglantilarindan
derlenmistir. Daha sonra derlenen veri seti Kaggle {izerinden arastirmacilarin derin 6grenme
yaklagimlar1 ile COVID-19 tanist koyabilen modeller olusturabilmesi i¢in herkese agik bir
sekilde sunulmustur. lgili veri seti sayesinde salgin siiresinde yeterli tibbi alt yaprya sahip
olmayan iilkelerin hastalik ile miicadelesine destek verebilecek karar destek sistemleri

gelistirilebilmektedir.

Cizelge 4.1.Veri setinde siniflandirma etiketine gére gortintii dagilimi

COVID-19 Akciger Opasitesi | Saglikli Viral Pnémoni | Toplam
3,616 6,012 10,192 1,345 21,165

Veri seti; saglikli, viral pndmoni, akciger opasitesi ve COVID-19 hastalarina ait akciger
rontgenlerinden olusmaktadir. Yapist geregi veri seti uzman radyologlar tarafindan ayirt
edilebilecek diizeyde veri g¢esitliligine sahiptir. Bu cesitlilik sayesinde gelistirilecek
sistemler ile salgin siirecince yasanan en biiyiik sorunlardan olan yanlis tan1 koyma

problemine de direng saglanacaktir.
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COVID-19 Akciger Opasitesi Normal Viral Pnémani

Sekil 4.1.Siniflandirma etiketine gore akciger X-Ray goriintiileri

Yapilan ¢alisma kapsaminda veri seti her iki siniflandirma yontemi i¢in egitim, dogrulama
ve test olmak iizere ii¢ gruba boliinmiistiir. Veri seti %80-%20 oraninda egitim ve test kiimesi
seklinde ayrilmistir. Modelin asir1 6grenmesinin Oniine ge¢mek ve davramigini takip

edebilmek i¢in egitim kiimesinin %20’si dogrulama kiimesi olarak belirlenmistir.

Cizelge 4.2.Veri setinden olusturulan alt veri setleri

Egitim Kiimesi Validasyon Kiimesi Test Kiimesi

13,546 3,386 4,233

Cizelge 4.3.Alt veri setlerinin siniflandirma etiketlerine gére dagilimi

Veri Seti COVID-19 Akciger Opasitesi | Saglikh Viral Pnomoni
Egitim 2,905 4,799 8,152 1,076
Test 711 1,213 2,040 269

4.2.  Veri On isleme

Veri setinde yer alan tiim X-Ray goriintiileri 299x299 boyutlarinda olup 3 kanalli bir
yapidadir. Sette herhangi bir sapan veriye rastlanmamigtir. ESA aglariin uygulanabilmesi
icin farkli dizinlerde bulunan veriler tek dizinde toplanip virgiille ayrilmis c¢alisma
dosyasinin olusturulabilmesi i¢in python ile kod blogu yazilarak bu dizin taranmustir.
Mevcut ve gelecek zamanda gerceklestirilebilecek ¢alismalar i¢in veriler 6zelliklerine gore

farkl sekilde ikili ve ¢oklu etiketlenmistir.
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Cizelge 4.4.Virgiille ayrilmis dosya yapist

imageName | isInfected | isCovid infectionTypeNmrc infectionTypeChrc
String Boolean Boolean | Int(1:Covid, 2: Lung | Char(C:Covid, L:
Opacity,3:Normal,4: | Lung Opacity, N:
Viral Pnemuonia) Normal,V:Viral
Pneumonia)

Asir1 6grenmeyi Onlemek icin farkli veri artirim yontemleri kullanilmistir. Literatiirde ¢ok
fazla yontem bulunmasina karsin en uygun kombinasyon igin bu alanda yapilan gecmis
caligmalar dikkate alinmistir. Monshi ve arkadaslar1 [5] tarafindan X-Ray goriintiileri
iizerine yapilan calismada, en iyi veri artirnrm yoOntemleri ve hiper parametreler tespit
edilmeye calisilmistir. Tez kapsaminda X-Ray goriintiilerine uygulanan veri artirim
yontemlerinde bu ¢alismanin ¢iktilart baz alinmistir. Gorlintiilere; 20 derece rotasyon, 1,2
oraninda yakinlagtirma, 0,2 oraninda egrilme, 0,3 oraninda aydinlatma ve 0,2 oraninda

genislik ve yiikseklikte 6teleme uygulanmistir.

4.3. Kullamlan Araclar

Tez kapsaminda iizerinde calisilan tiim yapay sinir aglar1i Tensorflow ve Keras derin
ogrenme kiitiiphaneleri yardimiyla kosulmustur. Google miihendisleri tarafindan gelistirilen
acik kaynak kodlu Tensorflow Kiitiiphanesi, baslangi¢ diizeyinden uzman diizeyine kadar
tiim arastirmacilarin lizerinde ¢alisabilecegi uctan uca modeller olusturabilecegi oldukca
esnek bir kiitiiphanedir [60]. API yapisinda olup platform bagimsiz CPU ve GPU kullanarak
geligtiricilere ¢alisma imkan1 sunmaktadir. Tez calismasinda gelistirme dili olarak Python
tercih edilmis olmasina ragmen Tensorflow Kiitiiphanesi R, Javascript, C++ ve C#

programlama dilleriyle de kodlama kabiliyetine sahiptir.

Keras, python programlama dili ile yazilmis derin 6§renme kiitiiphanesidir. Tensorflow 2
kiitiiphanesinin ytiksek seviyeli API haline getirilmis seklidir. Gelistiriciler ve aragtirmacilar
Keras API’si ile Tensorflow 2’ye ait Olceklenebilirlik ve platform bagimsiz calisma
avantajlarindan yararlanabilmektedirler [61]. Keras, TPU ve biiyiikk GPU kiimelerinde

calisabilmekte olup ¢iktilar tarayicilar veya mobil cihazlarda kullanilabilmektedir.

Tez ¢aligsmasinda gelistirme ortami olarak Anaconda, Google Colab ve Kaggle platformlari

kullanilmistir. Google Colab ve Kaggle, veri bilimciler ve makine &grenimi iizerine
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calisanlar i¢in bulut tabanli ¢evrim i¢i gelistirme imkani sunmaktadir. Kullanicilara ticretsiz
GPU, TPU ve 100 GB kadar depolama alani hakkina sahiptir. Kaggle, NVIDIA TESLA
P100 GPU alt yapisi ile hizmet vermektedir.

Kaggle tlizerinde bir¢ok alana ait veri seti makine 6grenmesi ve yapay zeka toplulugunun
kullanabilmesi i¢in ¢evrim i¢i ve iicretsiz sunulmustur. Ayrica kurumsal firmalar tarafindan
bu platform iizerinden goriintii isleme, veri madenciligi, semantik analizi, dogal dil isleme

vb. alanlarda yarigsmalar diizenlenmektedir.

4.4, Uzerinde Cahsilan Evrisimsel Sinir Aglar

Tez kapsaminda en sik tercih edilen goriintii isleme algoritmalarindan 4 tanesi {izerinde
calisilmistir. Bu aglar kullanilmadan 6nce imageNet veri seti iizerinde egitilip transfer
ogrenimi yaklagimu ile baglangi¢ agirliklarina ait bilgi aktarimi yapilarak mevcut ¢calismada
kullanilmigtir. Transfer 6grenimi kii¢iik veri setleri iizerinde ¢alisilirken basarili sonuglar
elde edebilmek i¢in agin ¢ok daha biiyiik setlerde egitilip elde edilen bilginin yapilacak
caligmaya aktarilmasi seklinde 6zetlenebilmektedir. ImageNet veri seti 1,4 milyon goriintii
ve 1,000 siniftan olusmaktadir [3-4, 44]. Veri sikintisi yasayan bir¢ok problemde bu veri seti

kullanilarak basar1 sonuglar elde edilebilmektedir. Calismada kullanilan ESA modelleri;

e MobilNetV2
e DenseNet121
e InceptionResNetV2

e Xception



Siniflandirma
Etiketleri
(1000 Kategori)

?

Siniflandirma
Etiketleri
ikili ->{C,N}
Coklu ->{C,A,N,V}

A

33

ESA Modeller ESA Modeller
MobileNetV2 . MobileNetV2
DenseNet121 Traf‘ sfer’\’)o grenlm‘r/;ﬂ DenseNet121
InceptionResNetV2 Ag'rlff"k Aktann’j’;,,,,,, InceptionResNetV2
Xception y y Xception
[ Kaynak Veri | [ Veriseti |
| Seti | | (21,165 X-Ray
\‘-\ (ImageNet) ‘\\ |\ Goriintiisi) \

Sekil 4.2.Calisma kapsaminda izlenen transfer 6grenimi yaklagimi
4.4.1. MobileNetV2

MobileNetV2 mimarisi islem giicii diisiik mobil cihazlar i¢in gelistirilmis son teknoloji ve
yliksek performansli evrisimsel sinir agidir. MobileNet aglari ile islem ve parametre
sayisinda ciddi oranda azalma saglanirken model ayni basar1 orantyla siniflandirma yapmaya
devam etmektedir. Evrisim katmaninda gerceklestirilen 6zellik ¢ikariminda tensorlerin
tamami kullanilmadig i¢in diger modellere gore ¢cok daha az bellek ihtiyaci duymaktadir.
Bellek ihtiyacinda yapilan bu iyilestirme, 6n bellek kontrollii kosan yazilimlar i¢in yapilan

gomiilii donanim tasarimlarinda aranan bir 6zelliktir [1-4, 62].

MobileNetV2 aglari, 52 evrisim katmani ve 1 tam baglantili katman olmak {izere toplam 53
katmandan olusmakta ve diger mimarilere goére daha hafif bir yap1 olarak
degerlendirilmektedir [24]. Diger aglara gore bu aglarin en ayirt edici 6zelligi, tersine
cevrilmis kalan (Inverted Residuals) ve dogrusal darbogaz (Linear Bottleneck) bloklarinin
beraber kullanilarak bellek ihtiyacin1 6nemli Olgiide azaltmasidir [17]. MobileNetV2
mimarisi; 3 evrisim katmani, takip eden 16 tersine ¢evrilmis kalan ag ve dar bogaz bloklart,

1 evrigim katmani ve 1 adet tam baglantili katman igermektedir [24].
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Sekil 4.3.MobileNetV2 mimarisi [74]

MobileNetV2 aglarinda tam evrisim katmani carpanlarina ayrilarak derinlemesine ayrilabilir
evrisim ve noktasal ayrilabilir evrisim olmak iizere iki farkli katmana béliinmiistiir. Tk
katman olan derinlemesine evrisim ile goriintlideki her kanala hafif filtreleme
uygulanmaktadir. Noktasal evrisim katmaninda 1x1 boyutunda evrisim uygulanarak giris
kanallarmin dogrusal kombinasyonlar1 hesaplanarak yeni Ozellikler c¢ikarilmaktadir.
MobileNetV2 aglarinda 3x3 boyutlarinda derinlemesine evrisim uygulanmakta olup

geleneksel yaklagimlarina gore hesaplama maliyeti 8-9 katina kadar azalmaktadir [1-4, 62].

4.4.2. DenseNet121

Yogun bagli evrisimli aglarda tiim katmanlar birbirlerine baglidir. Her katman kendinden
onceki katmanlara ait 6zellik haritalarinin tamamini kullanmakla beraber kendi 6zellik
haritasin1 da sonraki katmanlara aktarmaktadir [63]. Agin uygulanabilir bir yapida
tutulabilmesi i¢in Ozellik haritalarinin birlestirilebilmesinde alt ornekleme yontemi
uygulanmakta olup bu sayede Ozellik harita sayilar1 yonetilebilir limitler ic¢inde
tutulmaktadir. Bu amacla yogun bloklar arasina y1gin normallestirme, evrigim ve ortaklama

katmanlari igeren gegis bloklar yerlestirilmektedir [3-4, 64].
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Sekil 4.4.DenseNet121 yogun bloklar ve gecis katmanlari arasindaki iliski [64]

DenseNet aginin baglica avantajlari; kaybolan gradyan problemine iyilestirmelerde
bulunmasi, giiclii bir 6zellik yayilimi sunmasi, ¢ikarilan 6zelliklerin tekrar kullanimini

saglamasi ve toplam parametre sayisinda diger aglara gore azaltmasi seklinde siralanabilir

[63].

DenseNetl121 aglari ise 121 katmandan olusmaktadir. Agda kullanilan katmanlar oldukga
dar yapida olup 12 filtreden meydana gelmektedir. Katmanlardan gecerken kole Ktif
bilgiye sinirli miktarda yeni 6zellik haritas1 eklenmekte olup son katmandaki ag tiim 6zellik

haritalarin1 kullanarak siniflandirma islemini neticelendirmektedir [2-3, 63].
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DenseNet121 Mimarisi
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Sekil 4.5.DenseNet121 mimarisi [64]
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4.4.3. Xception

Xception mimarisi, derinlemesine ayrilabilir katmanlar ve kalan baglantilarin dogrusal bir
yigin formudur [65]. Bu aglar derinlemesine ayrilabilir evrisim katmani temeline
dayanmaktadir. Ayrilabilir evrisim katmanlari ile agin hesaplama zamani daha efektif hale
getirilmektedir [2-3, 66]. Derinlemesine ayrilabilir evrisim katmani; kanal bazh
derinlemesine evrigim ve noktasal evrisim olmak tizere iki alt bilesenden olusmaktadir [67].
Xception aglarinda veriye ilk adimda noktasal evrisim, ikinci adimda ise derinlemesine
evrisim islemleri uygulanmaktadir [66]. Kalan baglantilar ile kaybolan gradyan problemi
giderilmistir [67]. Xception mimarisi ilk ve son katman harig birbiri ile kalan baglantilar ile

bagli 36 evrisim katmani i¢eren 14 modiilden olusmaktadir [65].

Xception aglar yapisal olarak Inception aglari ile benzer olup evrisim katmanindaki
farkliliktan dolayi birbirlerinden ayrilmaktadirlar. Ayrica Inception aglarina gore ImageNet
veri setinde yapilan ¢alismada ¢ok daha iyi performans sergilemistir. Xception mimarisinde
ilk adimda kanal bazli evrisim ikinci adimda 1x1 evrisim uygulanirken Inception’da bu
siralama terstir. Inception aglarinda iki evrisim katmanindan sonra RELU aktivasyonu
uygulanarak dogrusal olmayan yapiya gegilirken Xception’da derinlemesine ayrilabilir

evrisim ile bu saglanmaktadir [2-3, 65].
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Sekil 4.6.Xception mimarisi [68]

4.4.4. InceptionResNetV2

InceptionResNetV2 aglari, InceptionV3 mimarisi ve kalinti baglantilarin  birlikte
kullanilmastyla ortaya c¢ikmis yiiksek performanslt hibrit bir ¢oziimdiir. 2015 ILSVRC
yarigmasinda geleneksel evrisimsel sinir aglarma kalinti baglantilarmi eklenmesiyle

oldukc¢a etkili performanslar elde edilmis olup Inception aglar i¢in de bu yaklagimin

denenebilecegini ileri siirtilmiistiir [69].

Sinir aglarinin derinligi artirttik¢a egitilmesinde o derece zorlagmaktadir. Derinlesen aglarda
kaybolan gradyan problemi baslamakta ve modelin performansi 6nce satiire akabinde hizlica
diisme egilimi gostermektedir. Bu beklenmeyen diisiis asir1 6grenmeyle ilgili olmay1p daha
fazla katmanin eklenmesiyle ortaya ¢ikan yiiksek egitim hatasidir [2-3, 70]. Modelde kalan
baglantilar yardimiyla kaybolan gradyan problemi ile miicadele edilmektedir [71]. Ayrica
bu baglantilarin kullanilmasiyla model daha hizli egitilmektedir [69].

Inception sinir aglari daha derin ve genis bir yapiya dogru evirildiklerinde ¢ok daha etkili
sonuglar tiretmektedir. Agin derinlesmeye yatkinlig1 Inception mimarisinde yer alan filtre
birlestirme fazinin kalinti aglarla degistirilmesine yoneltmektedir. Bu sayede Inception

agmin hesaplama verimliligi korunurken kalan baglantilarin tiim avantajlarindan
faydalanilmaktadir [1-3, 69].
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Cizelge 4.5.Calismada kullanilan ESA mimarilerinin karsilastiriimasi [73]
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ESA Model Boyut | Izlenen Yaklasim Parametre Hata Oram | Derinlik | Kategori
Sayisi (Top-5)
MobileNetV2 14MB | Tersine ¢evrilmis kalan ve | 3,5M ImageNet: 88 Spatial
dogrusal darbogaz bloklari 0,099
beraber kullanmast
DenseNet121 33MB | Capraz katman bilgi akis1 8M ImageNet: 121 Multi-
0,077 Path
Xception 88MB | Derinlik ve akilli nokta | 22,9M ImageNet: 126 Width
evrigimi 0,055
InceptionResNetV2 | 215MB | Boliinmiis doniisiim | 55,8M ImageNet: 572 Dept
birlestirme fikrini ve artik 0,047 Width
baglantilar1 kullanmasi Multi-
Path
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Sekil 4.8.Kullanilan ESA modellerinin ImageNet Top-1 Accuracy performanslari [78].
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Literatiirde yer alan ve en sik kullanilan ESA modellerinin ImageNet veri setindeki Top-1
ve Top-5 Accuracy performanslar: Sekil 4.8 ve Sekil 4.9’da yer verilmistir [78]. Sekildeki
daire biiyiikliikleri modellerin parametre sayisini yani karmasikligi anlamina gelmektedir.
G-Flops ekseni ise 1 milyar flopsa(Saniyede kayan nokta islemi) esit olup hesaplama

karmagikligini ifade etmektedir. Caligmada kullanilan modeller kirmizi kutu i¢ine alinmistir.
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Sekil 4.9.Kullanilan ESA modellerinin ImageNet Top-5 Accuracy performanslari [78]

45.  Onerilen Yaklasim

Tez kapsaminda yapilan calisma 3 fazdan olusmaktadir. i1k fazda ESA modelleri transfer
ogrenimi ile aldiklar1 baslangic agirliklart ile 6n egitimli hale getirilmistir. Sifirdan egitime

baglamak yerine atilan bu iyilestirme sonrasinda modeller probleme ait X-Ray veri setinde
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egitilmistir. Bu adima miiteakip goriintiiler COVID-19 pozitif ve negatif seklinde
siniflandirilmastir.

Ikinci fazla ise ¢oklu siniflandirma hedeflenmis olup modellerin ikili siiflandirmayla
benzer egitim asamasindan sonra veriyi COVID-19, Akciger Opasitesi, Normal ve Viral

Pnomoni etiketlerine gore siniflandirmasi incelenmistir.
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%80 Egitim (%80 Egitim / %80 Egitim (%80 Egitim
% 20 validasyon) % 20 validasyon)
%20 Test %20 Test
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Sekil 4.10.ESA modellerinin ikili ve siniflandirma bloklar1

Topluluk 6grenmesi adimi i¢in kullanilan temel modellerin ikili ve ¢oklu siniflandirma

islemlerine ait tiim akis Sekil 4.10°da gdsterilmistir.

Modellerin ¢ikis katmaninda performansi artirmak ve tez kapsamindaki problem tanimina
ait siif etiketlerine uyumluluk gostermek icin yeni katmanlar eklenmistir. Bu katmanlarin
gosterimine Sekil 4.11°de yer verilmistir. Modele eklenen bu katmanlar; 4x4 boyutunda
ortaklama katmani, tam baglantili aglar i¢in diizlestirme katmani, 256 néronlu ve ReLU
aktivasyon fonksiyonuna sahip gizli katmanlari iceren tam baglantili katman, performansi
artirmak ve asir1 6grenmenin Oniine gecmek i¢in 0,5 oraninda seyreltme(Dropout), 128

ndronlu ve ReLU aktivasyon fonksiyonuna sahip tam baglantili katman, 0,5 oraninda
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seyreltme, smif etiketlerine ait ndronlari igeren son katman seklindedir. Son katmanda ikili

smiflandirma i¢in sigmoid, c¢oklu siniflandirma igin softmax aktivasyon fonksiyonlari

kullanilmastir.
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Sekil 4.11.ESA modellerine eklenen yeni ¢ikis katmanlar

Modeller katmanlar lizerinde yapilan degisiklikler sonunda yeni parametrelere gore derlenip
kullanima hazir hale getirilmistir. Modellerde ikili siniflandirma i¢in ikili kategorik capraz
entropi (Binary Categorical Cross Entropy), ¢oklu siniflandirma i¢in ise kategorik gapraz
entropi (Categorical Cross Entropy) kayip/yitim fonksiyonu kullanilmistir. Optimizasyon

yontemleri arasinda en iyi sonug veren adadelta optimizasyon yaklasimi tercih edilmistir.

Modeller uygulanirken CPU, GPU ve TPU gibi mevcut kaynaklarin sinirli olmasi nedeniyle
Keras kiitiiphanesine ait erken durdurma (early stopping) mekanizmasi kullanilmistir. Bu
mekanizma modeldeki dogrulama kayb1 (validation loss) degerini gozlemlemektedir. Eger
model satiire olup dogrulama kaybinda bir degisiklik ger¢eklesmezse en iyi sonucu veren
agirliklar kayit edilerek model sonlandirilmaktadir. Calisma kapsaminda dogrulama kaybi
gozlemleme degeri 15 olarak alinmustir. Tiim modellerin egitim siirecinde dongii(Epoch)
sayist 100 seklinde belirlenmistir. Veriler 32°1ik paketler (Batch Size) halinde modellere

verilmistir.

Egitim ve validasyon islemleri tamamlanan evrisimsel modeller ve bu modellere ait
agirliklar kayit edilerek son adim olan topluluk 6grenmesine aktarilmustir. Ilgili calisma
kapsaminda agirliksiz model ortalamasi topluluk 6grenmesi yontemi kullanilarak egitilen

modellerin ¢ikis katmanlarina ait agirliklarin ortalamasi alinarak birlestirilmistir. Elde edilen
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birlestirilmis modelde optimizasyon modeli olarak hem adam hem de adadelta optimizasyon

yontemi denenmis olup adadelta ile daha iyi sonuglar elde edilmistir.

Model 1

Average

Y _avg

Sekil 4.12.Calismada izlenen topluluk 6grenmesi yaklagimi

Son fazda ise birbirlerine gore avantajlari olan birlestirilmis modeller kullanilarak ikili ve

coklu siniflandirma yapilmis olup sonuglar analiz edilmistir. Model birlestirme siireci Sekil

4.12°de gosterildigi gibi ¢ikis katmanlarinin ortalamasi alinarak yapilmistir.
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Sekil 4.13.1kili siniflandirma igin &nerilen hibrit model mimarisi
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Sekil 4.14.Coklu siniflandirma i¢in 6nerilen hibrit model mimarisi

Sekil 4.13 ve 4.14°de yer alan gorsellerde DenseNet121 blogu temsili olarak gdsterilmistir.
Genel mimaride kullanilan topluluk 6grenmesinin ¢ekirdek modelleri ayni olup bu modeller;

DenseNet121, MobileNetV2, Xception ve InceptionResNetV2’dir.

Cizelge 4.6.Modellere ait parametre bilgisi

Model Giris Veri | Egitilebilir Sabit Toplam
Boyutu Parametre Parametre Parametre
Sayis1 Sayis1 Sayis1
DenseNet121 224x224x3 8,043,970 83,648 8,127,618
MobileNetv2 224x224x3 3,576,130 34,112 3,610,242
Xception 299x299x3 22,945,642 54,528 23,000,170
InceptionResNetV2 | 299x299x3 54,710,946 60,544 54,771,490
Hibrit Model 256x256%3 59,276,688 232,832 89,509,520

Hibrit model ve bu modeli olusturan alt modeller: giris veri boyutu, egitilebilir, sabit

parametre ve toplam parametre sayisina gore Cizelge 4.6.’da karsilagtirilmistir.




45

5. BULGULAR

Veri seti lizerinde yapilan ¢alismada iki farkli siniflandirma yaklagimi izlenerek akciger X-
Ray goriintiilerini evrisimsel sinir aglar ile analiz ederek COVID-19 tespiti yapilmaya
calisilmustir. i1k yaklasimda X-Ray gériintiileri COVID-19 pozitif ve negatif smif etiketiyle
ikili, ikinci yaklasimda ise Normal, COVID-19, Akciger Opasitesi ve Viral Pnémoni
etiketleri dikkate alinarak ¢oklu siniflandirma yapilmistir. Onerilen ¢alismada &n egitimli
modeller transfer 6grenimi ile aldiklar1 baslangi¢ agirliklarii kullanarak ikili ve ¢oklu
smiflandirma igin tek tek egitilmistir. Egitimi tamamlanan modeller ve agirliklar topluluk
derin 6grenmesinde birlestirilmek tizere kayit edilmistir. Bireysel modellerin daha yiiksek
performansta sonug¢ verebilmesi i¢in ¢ikis katmanlarinda gesitli eklemeler yapilmistir. Alt
modellerin egitim islemi tamamlandiktan sonra son asamada agirliksiz model ortalamasi
yaklagimu ile birlestirme yapilmigtir. Bu yontemin modele ek bir parametre gerekirmemesi
nedeniyle sadece c¢ikis katman agirhiklarinin  ortalamasi alinmistir. Final model

olusturulduktan sonra test kiimesi kullanilarak sonuclar elde edilmistir.

Cizelge 5.1.ikili siniflandirma sonuglari

Model Dogruluk Kesinlik Duyarhlik | Ozgiilliik Hassaslik AUC MSE
(Accuracy) | (Precision) | (Recall) (Specificity) | (Sensitivity)

DenseNet121 0,9862 0,9541 0,9648 0,9997 0,9887 0,9933 | 0,0105

MobileNetV2 0,9884 0,9728 0,9578 1,0 0,9901 0,9944 | 0,0095

Xception 0,9799 0,9471 0,9324 0,9985 0,9789 0,9864 | 0,0165

InceptionResNetV2 | 0,9591 0,8788 0,8776 0,9900 0,9409 0,9588 | 0,0372

Hibrit Model 0,9900 0,9737 0,9666 1,0 0,9980 0,9974 | 0,0108

Ikili siiflandirma sonuglarina ait Cizelge 5.1 incelendiginde alt modellerden en basarili
performansi MobileNetV2 ag1 sergilemistir. Yanlis negatif yani gercekte hasta olup model
tarafindan hasta olarak smiflandirilmayan durumlari inceleyen duyarlilbik metrigi
incelendiginde hibrit model ve MobileNetV2 mimarisi en bagarili sonuclari ortaya

koymustur.
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Cizelge 5.2.Coklu siniflandirma sonuglari

Model Dogruluk Kesinlik Duyarhilik | Ozgiilliik Hassaslik AUC MSE
(Accuracy) | (Precision) | (Recall) (Specificity) | (Sensitivity)

DenseNet121 0,9317 0,9336 0,9308 0,9980 0,9906 0,9883 | 0,0275

MobileNetV/2 0,9216 0,9249 0,9171 0,9983 0,9929 0,9878 | 0,0302

Xception 0,9152 0,9128 0,9978 0,9975 0,9858 0,9832 | 0,0338

InceptionResNetV2 | 0,8909 0,8959 0,8883 0,9910 0,9679 0,9690 | 0,0453

Hibrit Model 0,9398 0,9437 0,9312 0,9987 0,9979 0,9918 | 0,0249

Cizelge 5.2°de yer alan ¢oklu smiflandirma sonuglarina gore alt modellerden en basarili

siniflandirma  performansini

DenseNet121

mimarisi

gostermistir.

Diger

metrikler

incelendiginde, ortalama ortalama hata karesi(MSE) ve dogru pozitif, yanlis pozitif

arasindaki korelasyonu(AUC) en yiiksek hibrit model ve DenseNet121 mimarilerinde elde

edilmistir.
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Sekil 5.1.Hibrit modele ait ESA modellerinin ¢oklu siniflandirma performanslar
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Sekil 5.3.Alt modellerin ¢oklu ve ikili siniflandirma hata matrisleri
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Alt modellere ait performans grafikleri Sekil 5.1 ve 5.2°de yer verilmis olup iki siniflandirma

yaklagimi i¢in hata matris bilgileri Sekil 5.3°de bulunmaktadir.

Analiz sonuglarma gore topluluk 6grenmesi yaklasiminin iki siniflandirma yonteminde de
daha iyi sonuglar verdigi gozlemlenmistir. ikili siniflandirma i¢in olusturulan final model,
kendini olusturan alt modellere gore kiiclik bir oranda artis saglamistir. Fakat Onerilen
¢Oziimiin alt modellerin tiim avantajlarini koruyarak gelecekteki veri setlerinde de yiiksek
dogruluk oraninda ikili siniflandirma yapacagi degerlendirilmektedir. Coklu 6grenmede ise
alt modellere gore ¢ok daha iyi genellestirme saglanmis olup final model dogruluk orani bu

modellerden yiiksek ¢ikmuistir.



Cizelge 5.3. Mevcut calisma ve diger ¢alismalarin karsilagtiritlmasi
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Referans .
Malale Model Veri Seti Dogruluk Orani
[11] COVID-NET 13,800 Akciger X-Ray Gériintiisii (8,066 | Ikili siniflandirma:
Normal, 5,538 Pnémoni, 183 COVID-19) | %92,6.
Coklu siniflandirma:
%83,5.
[12] DarkCovidNet 1,127 Akciger X-Ray Goriintiisii (500 | Ikili siniflandirma:
Normal, 500 Pnémoni , 127 COVID-19) | %98,08.
Coklu Siniflandirma:
%87,02.
[17] COVIDX-Net (VGG19, | 50 Akciger X-Ray Goriintiisi (25 | Ikili Siiflandirma: %90.
DenseNet201,InceptionV3, ResNetV2, | COVID-19)
InceptionResNetV2, Xception, MobileNetV2)
[23] Hibrid CNN (Xception ve ResNet50V2) 15,085 Akciger X-Ray Goriintiisii (180 | Ikili Siniflandirma:
COVID-19, 6,054  Pndmoni, 8,851 | %99,50.
Normal) Coklu Siniflandirma:
%91,4.
[31] ResNet18, InceptionV3, MobileNetV2 Akciger X-Ray Goriintisii (1,778 | Coklu Siniflandirma
COVID-19, 1,530 Normal, 1,718 Diger | X-Ray = MobileNetV2:
Pnomoni) %87.
X-Ray ResNet18: %90.
X-Ray InceptionV3:
%92.
[32] CVDNet 2,905 Akciger X-Ray Goriintiisii (219 | ikili Siniflandirma:
COVID-19, 1,341 Normal, 1,345 Viral | %97,20.
Pnomoni) Coklu Siniflandirma:
%96,69.
[33] Ensemble Deep Learning (InceptionV3, | 10,000 Akciger X-Ray Gériintiisii(2,022 | Ikili
DenseNet121, Xception) Diger Pnomoni, 2,161 COVID-19, 5,563 | Sinflandirma: %98,33
Normal) Coklu Siniflandirma:
%92,36
[34] Ensemble Deep Learning(MobileNet, | 4,200 Akciger X-Ray Gorintiisii(1,050 | Coklu Siniflandirma:
InceptionV3) COVID-19,1,050 Bakteriyel Pndmoni, | %96,49
1,050 Viral Pnémoni, 1,050 Normal)
[75] Ensemble Deep Learning (Farkli agirliklarla | 11,197 Akciger X-Ray Goriintiisti(7,217 | Coklu Siniflandirma:
DenseNet161) Normal ve Diger Pnomoniler, 5451 | %91,2
Pnémoni, 1,056 COVID-19)
[76] Ensemble Deep Learning (MobileNet, | 1,622 Akciger X-Ray Goriintiisii (408 | Coklu Siniflandirma:
InceptionV3,  Xception, DenseNet121, | COVID-19, 408 Bakteriyel Pnémoni, 408 | %89.21
DenseNet201) Viral Pnomoni, 408 Normal)
[77] Ensemble Deep Learning (COVID-NET farkli | 15,477 Akciger X-Ray Gériintiisii (6,053 | Tkili Siniflandirma: 96 %
orneklemeleri) Pnémoni, 8,851 Normal, 573 COVID-19)
# Onerilen Coziim 21,165 Akciger X-Ray | ikili Simflandirma:
Goriintiisii(3,616 COVID-19, 6,012 | 999,00

Akciger Opasitesi, 10,192 Saghkl,

1,1345 Viral Pnémoni)

Coklu Siniflandirma:

%093,98
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Onerilen galisma ve benzer ¢alismalar Cizelge 5.3’ de karsilastirilmistir. Literatiirde yer alan
en biiylik koronaviriis veri setlerinden birisi kullanilmistir. Tez c¢alismasi kapsaminda
kullanilan veri seti diger ¢alismalara gore ¢ok daha zengin olup ¢alisma odagi olan COVID-
19 goriintii sayis1 agisindan en fazla veriye sahip settir. Ikili siniflandirma i¢in 6nerilen hibrit
mimari benzer ¢aligmalara gore en iyi performansi gostermistir. Hibrit mimarinin ¢oklu
siniflandirma performansi ise veri seti biiyliklikleri dikkate alindiginda basarili

performanslar arasindadir.
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6. SONUCLAR VE TARTISMA

Ilgili calisma kapsaminda akciger X-Ray goriintiileri kullanilarak COVID-19 teshisi i¢in
ikili ve ¢oklu smiflandirma yapabilen bir ¢6ziim ortaya konmustur. Pandeminin yeni ortaya
cikmasi, kisisel bilgilerin korunmasi gibi yasal diizenlemeler nedeniyle agik kaynaklarda
bulunan sinirlt sayida veriye ragmen diger ¢caligmalara gore biiylik bir veri seti ile modeller
gelistirilmistir. Calismadaki esas amag¢ ortaya konan ¢Ozliimiin ileride karsilasilabilecek
cesitli biiyiikliikteki veri setlerinde de etkili sonug tiretmesi olarak belirlenmistir. Bu
dogrultuda bilgisayarli gorii ve goriintii isleme problemlerinde yiiksek performans
sergileyen DenseNet121, MobileNetV2, Xception ve InceptionResNetV2 modellerini temel
alan hibrit bir model insa edilmistir. Tercih edilen modellerin egitim asamalarina sifirdan
baslamak yerine baslangic agirliklar1 ImageNet veri setinden transfer 6grenimi yaklagimi ile

aktarilmistir.

Hibrit modelde kullanilan alt modellerin egitimi birbirlerinden bagimsiz olarak
gerceklestirilmistir. Egitimi tamamlanan modellere ait model ve agirliklar birlestirme adimi
icin kayit edilmistir. Alt modellere ait performans metrikleri incelendiginde ikili
smiflandirma igin en basarili model 0.9884 dogruluk oraniyla MobileNetV2 ¢ikmistir. Hasta
olup model tarafindan hasta degil olarak isaretlenenlerin oranini ifade eden diger dnemli
metrik olan duyarlilik incelendiginde ise DenseNet121 ve MobileNetV2 modelleri sirasi ile
0.9648 ve 0.9578 oranlarinda sonuglanmistir. Coklu siniflandirma sonuglart analiz
edildiginde ise en basarili performansi 0.9317 dogruluk orani ile DenseNet121 modeli
gostermistir. Duyarlilik metriginde de Xception mimarisi olduk¢a basarilt olup 0.9978
degerini ulagmistir. Caligmanin ¢ikis motivasyonu olan birbirine gore farkli avantajlara sahip
aglarin birlestirilmesi hedefine ulasmustir. Ikili ve ¢oklu smiflandirmada en yiiksek

siniflandirma orani hibrit modellerle elde edilmistir.

Modellerin birlestirilmesi siirecinde agirliksiz model ortalamasi topluluk 6grenmesi
yaklagimi kullanilarak dort evrisimsel sinir aginin avantajlari bir araya getirilmis ve daha iyi
genellestirme sonuglar1 elde edilmistir. Ikili siniflandirma i¢in ortaya konan final modelde
alt modellere gore az da olsa artis elde edilmis olup sonug¢ model %99 dogruluk orani, coklu
siiflandirma da ise daha yiiksek bir artis saglanmis olup %93,98 dogruluk orami ile

simiflandirma yapilmistir. Bu sonuclar kendini ispatlamis ve yiliksek performansta galisan
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ESA modellerinin istiine kurulan hibrit mimarinin gelecekte karsilasabilecegi veri setlerinde

de umut verici performans sergileyebilecegini gdstermektedir.

Bu calisma kapsaminda karsilagilan baslica zorluklar: veri setinin yeterli biyiikliikte
olmamasi, dengeli bir dagilim gostermemesi, diger pndmoni tiirlerine ait az veri igermesi ve
bulut tabanli makine 6grenme platformlarinin uzun siiren analizlerde ¢aligmay1 istemsiz
sonlandirma egilimi seklinde siralanmaktadir. Ayrica iki hibrit modelde de en yiiksek
parametre sayisina sahip ama en disiik performans sergileyen InceptionResNetV2
modelinin ¢ikarilarak farkli bir model konmasi faydali olacaktir. Bdylece hibrit modellerin
karmasiklig1 azalacaktir. Mevcut calismanin PCR testi ile korele X-Ray goriintiilerinin
eklenerek gelistirilmesi X-Ray goriintiilerinin makine O6grenmesi yaklagimlart ile

yorumlanmasinin kabuliinii ve kullanilabilirligini destekleyecektir.

Parametre sayisi en diisiik olan MobileNetV2 ag1 ikili siniflandirmada en basarili, ¢coklu
siniflandirmada ise ikinci en yliksek performansi sergilemistir. Bu sonuglara gore salginin
zirve yaptig1 donemlerde gelistirilecek mobil ¢ozlimler ile hastalik teshisi ve izolasyon karar1
icin asker, polis, memurlar gibi destek personelleri kullanilabilecektir. Bu sayede doktorlar

iizerindeki yiik hafifletilmis ve salgin daha hizli kontrol altina alinacaktir.

Gelecekte yapilacak caligmalarda; standart olmayan ve her cihazin farkli 6zelliklerde
goriintii iiretme problemine, diger pndmonilere ait daha ¢ok goriintiiniin veri setlerine dahil
edilmesine, goriintiilere ait Ozellikler ile diger klinik belirtilerin beraber modellerde
kullanilmasina, modeller tarafindan atlanabilen kiigiik niifuz bolglerinin tespiti ig¢in ¢cok 1iy1
segmentasyon modellerine ve ¢ok daha biiyiik veri setlerine odaklanilmalidir. Ayrica biiytik
potansiyel barindiran mobil ¢éziimler i¢in federe mimariler gelistirilmesi sahada virtis ile
miicadelede etkinligi artiracaktir. Daha basarili hibrit modellerin iretilebilmesi i¢in diger
topluluk 6grenmesi metotlarin incelenmesi gelecek calismalarda isabetli bir tercih

olacaktir.
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