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OZET

FOTOVOLTAIK SISTEMLERDE MAKINE OGRENMESI iLE
ENERJI URETIM TAHMINI

Onur AKTAS

Yiiksek Lisans Tezi

Kirklareli Universitesi
Fen Bilimleri Enstitiisii

Danisman: Dr. Ogr. Uyesi Murat Olcay OZCAN
Haziran 2024,83 sayfa

Giines ve riizgar gibi yenilenebilir kaynaklara ilgi ve yapilan yatirimlar her gegen giin
artsa da bu tesislerin dagitim sebekelerine stirekli enerji saglayamama gibi bir dezavantaji
bulunmaktadir. Bunun yaninda tiiketim kisminda da yasanabilecek belirsizlikler, enerji
arz-talep dengesizligine sebep olabilmektedir. Bu durum tahmin ¢alismalarini 6n plana
cikarmaktadir. Bu tez calismasinda iki farkli veri seti olusturulmus, makine 6grenimi
yontemleri ile enerji {iretim tahmini yapilmustir. ik veri seti i¢in model bir giines enerji
{iretim tesisi kurularak, nesnelerin interneti teknolojisi (NIT) ile tesisin atmosferik verileri
ve anlik akim degerleri on bir ay boyunca toplanmistir. Ikinci veri seti diinya genelinde
hava tahminleri ve atmosferik veriler sunan bir web sitesinden elde edilmistir. Elde edilen
verilerden bes farkli veri kiimesi olusturularak egitime sokulmus, Dogrusal Regresyon,
Rastgele Orman (RF), XGBoost ve LSTM makine 6grenme algoritmalar1 kullanilarak
enerji liretim tahmini yapilmistir. Tahmin performansimi degerlendirmek i¢in R%, RMSE
ve MAE performans metrikleri kullamlmistir. En iyi tahmin sonucu NIT veri seti ile
yapilan egitimde elde edilmis, R? metrik degerlendirmesinden RF algoritmas1 0.9298,
XGBoost algoritmasi 0.9303 sonuglarmi almustir. Ikinci veri seti ile yapilan egitimde ise
R? metrik degerlendirmesinden RF Algoritmasi 0,8869, XGBoost algoritmasi ise 0,8904
sonuglarin1 almistir. Bu sonuglar, makine 6grenimi algoritmalarinin enerji {iretim
tahmininde yiliksek dogrulukla calisabildigini ve hem yerel atmosferik veriler hem de
anlik akim verileri ile kiiresel hava tahmin verileri kullanilarak giivenilir tahminler elde
edilebilecegini gostermektedir.

Anahtar Kelimeler: Makine Ogrenmesi, Nesnelerin Interneti, Enerji Tahmini
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ABSTRACT

ENERGY PRODUCTION PREDICTION WITH MACHINE
LEARNING IN PHOTOVOLTAIC SYSTEMS

Onur AKTAS

MSc Thesis

Kirklareli University
Graduate School of Natural and Applied Sciences
Supervisor: Asst. Prof. Murat Olcay OZCAN
June 2024, 83 pages

Although interest and investments in renewable resources such as solar and wind are
increasing day by day, these facilities have the disadvantage of not being able to provide
continuous energy to distribution networks. In addition, uncertainties on the consumption
side can cause energy supply-demand imbalances. This situation brings forecasting
studies to the fore. In this thesis study, energy production prediction was made with
machine learning using two different data sets. For the first data set, a sample solar power
generation plant was established and atmospheric data and instantaneous current values
of the plant were collected online for eleven months using the Internet of Things
Technology. The second dataset was obtained from a website that provides weather
forecasts and atmospheric data worldwide. Five different datasets were created from the
obtained data and trained, and energy production prediction was made using Linear
Regression, Random Forest, XGBoost and LSTM machine learning algorithms. R?,
RMSE and MAE performance metrics were used to evaluate the prediction performance.
The best prediction result was obtained in the training with NIT dataset, RFR algorithm
obtained 0.9298 and XGBoost algorithm obtained 0.9303 results from R? metric
evaluation. In the training with the second dataset, RF algorithm obtained 0.8869 and
XGBoost algorithm obtained 0.8904 results from the R? metric evaluation. These results
show that machine learning algorithms can work with high accuracy in energy production
forecasting and reliable forecasts can be obtained using both local atmospheric data,
instantaneous current data and global weather forecast data.

Anahtar Kelimeler: Machine Learning, Internet of Things, Energy Forecasting
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SIMGELER VE KISALTMALAR

Bu caligmada kullanmilmis simgeler ve kisaltmalar, agiklamalar1 ile birlikte asagida

sunulmustur.

Simgeler Aciklamalar

A Amper

KWh Kilo Watt Saat

Ah Amper Saat

°C Santigrat Derece

\% Volt

% Yiizde

\W4 Watt

UV Ultraviyole

KWh/m?-giin 1m? alanin giinliik enerjisi
n Ogrenme oran

c Sigmoid fonksiyonu

X Sigma, Dizi toplami1
Kisaltmalar Aciklamalar

API Application Programming Interface
DVM Destek Vektor Makinesi
GEPA Giines Enerji Potansiyel Atlasi
kNN En Yakin Komsu

LR Linear Regression

LSTM Long — Short Term Memory
MAE Mean Absolute Error

MLP Cok Katmanl Algilayicilar
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NiT Nesnelerin Interneti Teknolojisi

Preakim Onceki Akim Degeri
Pre2akim Iki Onceki Akim Degeri
PV Panel Photovoltaic Panel

RFR Random Forest Regression
R? R squared

RMSE Root Mean Square Error
RNN Recurrent Neural Network
RF Random Forest

TEIAS Tiirkiye Elektrik Iletim Anonim Sirketi
WEP Wired Equivalent Privacy
WPA Wi-Fi Protected Access
WPA2 Wi-Fi Protected Access
XGBoost Extreme Gradient Boosting

YSA Yapay Sinir Ag1
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1. GIRIS

Iklim degisiklikleri ve kiiresel 1snma kars1 karstya olunan sorunlarin en biiyiigii olarak
goriilmektedir. Bugiine kadar elektrik enerjisinin iiretilip kullanima sunulmasi agisindan
en temel kaynaklar petrol, gaz, komiir gibi fosil tabandan iiretilen ve sonlu kaynaklar
olmustur. Giiniimiizde diinya ¢apinda tiiketilen enerjinin %70’ i fosil kaynaklardan elde
edilmektedir [1]. Bu kaynaklarin tiikenebilir 6zellikte olmasi ve g¢evreye zararlari
Ozellikle son elli yillik siiregte biiyiik bir atilimin Oniinii agmistir. Sera gazi emisyonlari
ve kiiresel 1sinma durumlarindaki yaptirimlarin kisitlayici hale gelmesiyle alternatif enerji
kaynaklar1 kullanimi1 artmaktadir [2]. Daha az maliyetle daha uzun siireli kullanim, uzun
vadede bakim onarim islemleriyle tiikkenmeyecek birer santral haline gelmeleri ve gevreye
zararlarinin daha az olmasi alternatif kaynaklarin Onemli avantajlar1 olarak
siralanmaktadir. Ayn1 zamanda, bu tip kaynaklarin siirekli enerji saglayamamasi ve

tiretilen enerjinin depolanamamasi biiyiik bir sorun haline gelmektedir.

Ote yandan, tiiketilen enerji miktarinin saatlik, giinliik hatta aylik dénemlerde farklilik
gostermesi ve alternatif kaynaklarin hava sartlarina bagl olarak enerji tiretiminde farklilik
gostermesi arz talep dengesizligi yaratmaktadir. Bu durumda alternatif kaynaklarin
tiretebilecegi potansiyeli dnceden tahmin etmek bir¢cok problemin Oniine gecilmesini

saglayacaktir.

Bu calismada temel amacg, PV panellerden elde edilecek elektrik enerjisini makine
Ogrenimi algoritmalariyla tahmin etmektir. Bu kapsamda ¢aligma dort asama belirlenerek

gergeklestirilmistir.

1. 11k asamada Tekirdag ili Hayrabolu ilgesinde 165 W giice sahip iki adet PV panel
kullanilarak model bir giines enerjisi iiretim tesisi kurulmustur. Panellerden elde edilen
elektrik enerjisi 200Ah saatlik iki adet jel akii ile depo edilmis bir okul bahgesinin ¢evre
aydinlatmasinda kullanilmistir.

2. Ikinci asamada nesnelerin interneti kapsaminda panellerin bulundugu ortamin sicaklik,
nem gibi atmosferik degerlerini ve panellerin iirettigi elektrik akimini dlgebilmek
amaciyla Arduino mikroislemci ve uygun duyargalar kullanilarak veriler toplanmis ve

on bir ay boyunca ThingSpeak API adresine gonderilerek burada depo edilmistir.

1



3. Ugiincii asamada https://www.accuweather.com adresinden Hayrabolu ilgesine ait bir
onceki veri seti ile ayn1 zaman aralifina ait hava durumu verileri on bir ay boyunca
toplanmistir.

4. Son agsamada ise elde edilen iki veri seti kullanilarak, makine 6grenimi algoritmalariyla

tahmin iglemi yapilmistir.

Bu kapsamda, tezin ikinci boliimii literatiir tarama ve kuramsal temellerin acgiklanmasi
olarak planlanmistir. Burada makine 6grenimi ve nesnelerin interneti alanlarinda yapilmis
caligmalar detayli olarak incelenmis ve devaminda giines enerjisinde Tiirkiye nin sahip
oldugu potansiyel ve bu konuda gelismis {iilkelerin arasinda bulundugu konum
anlatilmistir. Ardindan NiT” in gelisimi, beklentileri ve teknolojik alt yapist agiklanmustir.
Son olarak yapay zekd — makine 6grenimi kavramlar1 agiklanarak, makine 6grenimi

tiirleri ve tiirlerin 6zelliklerine gore kullanilabilecek algoritmalar sunulmustur.

Uciincii boliimde enerji iiretim tesisinin kurulum asamalar1 ve NIT kapsaminda
olusturulan sistem ile entegre edilmesi asamalarinda uygulanan metotlar sisteme ait
gorseller ile anlatilmistir. Devaminda makine 6grenimi uygulamalarinda kullanilan iki
farklr veri setinin elde edilis bigimleri, veri setlerinin tanitilmasi ve 6n isleme stiregleri

agiklanmustir.

Dordiincii boliimde, veri setleri kullanilarak uygulanan makine 6grenimi performanslari
paylasilmistir. Bu adimda iki veri seti ile toplamda bes farkli veri kiimesi olusturularak
makine 6grenimi modelleri egitilmistir. RFR, XGBoost, LSTM ve LR algoritmalari ile
yapilan uygulamalarin performanslar: ii¢ farkli metrik ile Olgiilerek tablolar halinde
paylagilmistir. R>, RMSE ve MAE metrikleri kullanilarak yapilan ilk uygulamanin
ardindan performanslarin yiikseltilmesi amaciyla hiper parametre optimizasyonu ile

egitimler tekrarlanmis ve tiim sonuglar ayr1 ayri ¢izelgeler ile sunulmustur.

Son boliim olan besinci boliimde ise bir dnceki adimda elde edilen bulgular iizerinden,
algoritmalarin performanslar1 karsilastirilarak, kullanilan 6zelliklerin performansa

etkileri degerlendirilmistir.



2. KURAMSAL TEMELLER VE KAYNAK ARASTIRMASI

2.1. Literatiir Taramasi

Bu bolim iki bashk altinda sunulmustur. flk bélimde NIT’in akilli sebekelere
uygulanmasi ile ilgili yapilmis ¢aligmalar diizenlenmistir. Diger boliimde ise makine
ogrenmesi teknikleri kullanilarak ozellikle riizgdr ve giines gibi alternatif enerji
kaynaklar1 ile olusturulmus sebekelerin enerji liretim ve tiiketim tahmini alaninda

yapilmis ¢alismalar incelenmistir.

2.1.1. NiIT ve Akilli Sebekeler

Singh vd. (2016), ¢alismalarinda, Irlanda'daki 6000 evden alman akilli sayag verilerini
kullanarak dagitim trafolarindaki yiikii tahmin etmeyi amacglamaktadir. Calismada, IoT
teknolojisi kullanilarak ayrmtili tikketim verileri toplanmis ve bu verilerle yiik tahmini
yapilmistir. Sonuglar, [oT tabanli veri toplama ve makine 6grenimi modellerinin, enerji
dagitimi ve yonetiminde daha dogru yiik tahminleri yapilmasma olanak tanidigini

gostermektedir.

Kaur ve Kalra (2016), bu ¢alismalarinda, akilli sebekelerin enerji verimliligini artirmada
ve enerji dagitiminda daha gilivenilir bir sistem olusturmadaki potansiyelini
vurgulamaktadir. Ayrica, IoT teknolojilerinin entegrasyonu ile enerji tiiketimi ve
tiretiminin ger¢ek zamanli izlenmesi ve yonetilmesi saglanarak, sebekelerin daha esnek

ve dayanikli hale getirilebilecegi belirtilmektedir.

Kleineidam, Krasser ve Reischbock (2016), ¢alismalarinda Wunsiedel' deki Akilli Enerji
Bolgesi'nde akilli sebeke, akilli saya¢ ve akilli ev ¢dziimlerinin test edilmesini konu
almaktadir. Bu calisma, hiicresel yaklagim kullanarak enerji yonetimini optimize etmeyi
ve siirdiiriilebilir enerji kullanimimi tegvik etmeyi amaclamaktadir. Ayrica, gergek
diinyadaki uygulamalarin sonuglari, enerji verimliligi ve giivenilirligin artirilmasinda

onemli ilerlemeler kaydedildigini géstermektedir.

Burritt ve Christ (2016), calismalarinda elektrik enerjisinin veri takibi ve veri isleme

islemleriyle iiretimin daha kaliteli hale gelecegini ve makine arizalarmin azaldigim



belirtmistir. Endiistri 4.0 ile arasindaki iliskiyi inceleyerek, bu teknolojilerin doniistiiriicii

gliciinii vurgulamaktadir.

Parmaksiz vd. (2016), farkli agilarda yerlestirilmis panellerden alinan anlik gii¢ verileri
egim acisinin gli¢ iretimine olan etkisini gézleyebilmek icin nesnelerin interneti tabanli

bir sistem olusturmustur.

Balamurugan ve Saravanakamalam (2017), c¢alismalarinda nesnelerin interneti ile
tiiketilen enerjinin gercek zamanli kontrol edilmesini saglayarak ve sorun olusmasi

durumunda uzaktan miidahale edilebilecek bir tasarim olusturmuslardir.

Stusek vd. (2017), calismalarinda nesnelerin interneti ile veri toplama islemleri igin

kablosuz veri aktarimi karsilastirmasi yapabilmek i¢in bir sistem tasarlamiglardir.

Abate vd. (2019), bu ¢alismalarinda NiT uygulamalari igin diisiik maliyetli bir akilli giig 6lger
gelistirmiglerdir. Cihaz, enerji tiiketimini dogru bir sekilde izleyip raporlamak i¢in tasarlanmig
olup, hem donanim hem de yazilim bilesenlerini igermektedir. Ayrica, gii¢c dlgerin etkinligi ve

dogrulugu test edilerek, loT ortamlarinda kullanilabilirligi gosterilmistir.

Mudaliar ve Sivakumar (2020), calismalarinda Raspberry Pi kullanarak IoT tabanl
gercek zamanl bir enerji izleme sistemi gelistirilmistir. Bu sistem, enerji tiiketimini anlik
olarak izleyip kaydedebilmekte ve kullaniciya enerji tiikketim trendleri hakkinda bilgi
saglamaktadir. Calismada, enerji verimliligini artirmak ve enerji tasarrufunu tesvik etmek
amaciyla sistemin nasil kullanilabilecegi detayli bir sekilde agiklanmistir. Ayrica,
sistemin kurulumu ve isleyisi hakkinda teknik detaylar verilmis ve performansi test
edilmistir. Sonug olarak, Raspberry Pi tabanli bu enerji izleme sistemi, enerji yonetiminde

etkili ve uygun maliyetli bir ¢6zlim olarak dnerilmistir.

Karaman, Taskin ve Tokay (2021), ¢alismalarinda LabVIEW TM programi kullanilarak
otomatik saya¢ okuma sistemi gelistirilmistir. Bu sistem, gercek zamanli enerji izleme ve
tiikketici farkindaligini artirmay1 hedeflemektedir. Otomatik sayag¢ okuma sistemi, enerji
tiketimini anlik olarak kaydedip analiz ederek kullanicilarin enerji kullanim
aligkanliklarin1 anlamalarina yardimci olmaktadir. Calismada, sistemin donanim ve
yazilim bilesenleri detayli bir sekilde agiklanmig ve performansi test edilmistir. Sonug
olarak, bu ¢oziim, enerji verimliligini artirmak ve tiiketicilerin enerji tasarrufu

yapmalarina yardimei1 olmak amaciyla etkili bir arag olarak sunulmustur.



Kir ve Korkmaz (2021), calismalarinda, giines paneli parametrelerinin online 6l¢iimii ve
uzaktan izlenmesi {izerine bir sistem gelistirilmistir. Bu sistem, giines panellerinin
verimliligini artirmak ve performansini optimize etmek amaciyla tasarlanmistir.
Caligsmada, gilines paneli parametrelerinin gercek zamanli olarak izlenmesi ve analiz
edilmesi i¢in gerekli donanim ve yazilim bilesenleri detaylandirilmistir. Sistem, giines
panellerinin ¢alisma kosullarii siirekli olarak izleyerek, olasi arizalarin ve verim
kayiplarinin 6nceden tespit edilmesine olanak tanimaktadir. Sonug olarak, bu calisma,

giines enerjisi sistemlerinin yonetimi ve bakiminda 6nemli bir katki saglamaktadir.

Kalemci (2021), Karadeniz Teknik Universitesi'nde tamamladig1 yiiksek lisans tezinde,
akilli sebeke uygulamalarma yonelik NIT tabanli bir uzaktan izleme sistemi
gelistirilmistir. Bu sistem, enerji dagitim sebekelerinin etkinligini artirmak ve anlik
izleme saglamak amaciyla tasarlanmistir. Calismada, NIT” in akilli sebeke sistemlerine
entegrasyonu detayl bir sekilde ele alinmis ve sistemin bilesenleri tanitilmistir. Ayrica,
gelistirilen sistemin performansi test edilerek, enerji yonetiminde sagladigi avantajlar
ortaya konulmustur. Sonu¢ olarak, bu tez c¢aligmasi, akilli sebeke teknolojilerinin

gelisimine katkida bulunarak, enerji yonetiminde verimliligi artirmay1 hedeflemektedir.

Akkaya (2022), Necmettin Erbakan Universitesi'nde tamamladig1 yiiksek lisans tezinde,
gercek zamanli enerji izleme icin NIT tabanli bir akilli sayac tasarmmi yapilmistir. Bu
akilli sayag, enerji tiiketimini anlik olarak izleyip raporlayarak, kullanicilarin enerji
verimliligini artirmay1 hedeflemektedir. Calismada, akilli sayacin donanim ve yazilim
bilesenleri detaylandirilmis ve entegrasyonu saglanmistir. Ayrica, gelistirilen sayacin
performansi test edilerek, dogruluk ve giivenilirlik agisindan degerlendirilmistir. Sonug
olarak, bu ¢alisma, enerji ydnetimi ve tasarrufunda énemli bir arac¢ olarak NIT tabanl

akilli sayaglarin potansiyelini gostermektedir.

Vural (2022), calismada fotovoltaik panellerde gii¢ iiretiminin NIT tabanli gercek
zamanli uzaktan izlenmesi ve verilerin saklanmasi ele alimmistir. Caligma, giines
panellerinin verimliligini artirmak ve performansini optimize etmek amaciyla tasarlanmis
bir sistem gelistirmistir. Bu sistem, fotovoltaik panellerin gii¢ iiretim verilerini anlik
olarak izleyip kaydederek, kullanicilarin enerji liretim siireclerini daha etkin bir sekilde
yonetmelerine olanak tanimaktadir. Calismada, izleme ve veri saklama islemleri igin

gerekli olan donanim ve yazilim bilesenleri ayrintili olarak agiklanmistir. Sonug olarak,



bu calisma, giines enerjisi sistemlerinin yonetimi ve izlenmesinde 6nemli bir katki

sunarak, enerji iiretim siireclerinin daha verimli hale getirilmesini saglamaktadir.

Taskesen, Uren ve Uren (2023) NIT ve akilli sebekeler arasindaki iliskiyi ele alan bir
calismada, NIT cihazlarmm akilli sebekeler icindeki roliinii incelemektedir. Arastirma,
NIT cihazlarmin enerji verimliligi, giivenlik ve ydnetim agisindan akilli sebekeler igin
sagladig1 potansiyeli vurgulamakta ve bu teknolojilerin enerji sektoriindeki uygulama
alanlarin1 tartigmaktadir. Calisma, IoT tabanli ¢dziimlerin sebeke operasyonlarini
optimize etmedeki Onemini vurgulayarak, bu alandaki gelecek arastirmalar igin

yonlendirme saglamay1 amaglamaktadir.

2.1.2. Makine 68renmesi ile enerji tahmini alanindaki ¢calismalar

Genel hatlartyla makine 6grenmesi verilerin bulundugu her alanda kullanilabilmektedir.
Bir sirketin depo, muhasebe gibi tiim alanlarinda, tasimacilik, egitim, saglik, ticaret ve
enerji gibi tim sektorlerde, sensorler araciligiyla toplanacak uygun verilerle makine
O0grenmesi uygulanabilmektedir. Asagida alternatif enerji kaynaklarindan 6zellikle riizgar

ve giines enerjisi i¢in makine 6grenmesi ile yapilmis tahmin ¢alismalarina yer verilmistir.

Sharma vd. (2011), hava tahminleri kullanarak gilines enerjisi iretimini tahmin etmek i¢in
makine Ogrenimi yoOntemlerini ele alan bir ¢alismayr sunmaktadir. Arastirma,
meteorolojik verileri ve giines enerjisi tiretim verilerini kullanarak makine 6grenimi
modelleri gelistirilmesini ve bu modellerin tahmin giiciinii degerlendirmeyi
amaclamaktadir. Calisma, giines enerjisi sistemlerinin verimliligini artirmak icin ileriye
doniik tahmin yeteneklerinin 6nemini vurgulayarak, enerji sektoriinde uygulamalar i¢in

potansiyel saglamaktadir.

Shi vd. (2012), fotovoltaik sistemlerin gii¢ liretimini hava siniflandirmasi ve destek vektor
makineleri kullanarak tahmin etmeye yoOnelik bir caligma sunmaktadir. Arastirma,
meteorolojik verilerin kullaniminin gii¢ liretimi tahminlerinin dogrulugunu artirmada
onemli oldugunu gostererek, destek vektor makinelerinin karmasik veri iligkilerini ele
alma yetenegini vurgulamaktadir. Calisma, fotovoltaik sistemlerin enerji tiretimindeki
tahminlerin kesinliginin artiritlmasinin, enerji verimliliginin ve enerji sebekelerine
entegrasyonunun optimize edilmesinde kritik bir rol oynayabilecegini ortaya

koymaktadir.



Hossain vd. (2012), yapilan c¢alismada 10 kat c¢aprazlama kullanilarak giines
panellerinden 6 saat sonraki elde edilecek giines enerjisinin tahmin edilmesi
gerceklestirilmistir. Calismada en iyi korelasyon katsayisint MLP gosterdigi, DVM ve
LMS nin de yakin degerler sergiledigi belirtilmistir.

Zeng ve Qiao (2013), kisa vadeli giines enerjisi tahminlerini destek vektor makinesi
kullanarak gerceklestirdikleri bir ¢alismay1 Renewable Energy dergisinde sunmaktadir.
Arastirma, gilines enerjisi iiretim tahminlerinde destek vektor makinelerinin etkinligini
degerlendirerek, bu makine 6grenimi yonteminin karmasik veri yapilarini bagarili bir
sekilde isleyebilme yetenegini vurgulamaktadir. Calisma, giines enerjisi sistemlerinin
verimliligini artirmak ve enerji yonetiminde daha kesin tahminler saglamak amaciyla kisa

vadeli tahmin tekniklerinin 6nemini vurgulamaktadir.

Yang vd. (2014), yaptiklar1 calismada giines enerji tahmini i¢in hibrit bir sistem
sunulmustur. Giineslenme, yagishilik ve sicaklik verileriyle yapilan gii¢ tahmin
modelinde, veri egitimi i¢in destek vektor regresyon, bir sonraki giin enerji potansiyeli
tahmini i¢in ise bulanik mantik yapisi kullanilmistir. Olusturulan hibrit sistemin destek

vektor makinesi ve standart sinir aglarina gore daha basarili oldugunu belirlemislerdir.

Zhang ve Wang (2015), caligmalarinda giines enerjisi tahmini k-En yakin komsu ve
Cekirdek yogunluk tahmini algoritmalar1 kullanilmigtir. KNN algorimasi veri setinde
benzer Ozelliklere sahip gilinleri ayristirirken, KDE ile olasilik tahmini yapilmistir. Elde
edilen sonuglarin “Global Energy Forecasting Competition 2014 den elde edilen veriler

ile teyit edildigi belirtilmistir.

Yousif ve Kazem (2016), calismalarinda giines 151n1m degeri ve ortam sicakliina baglh
olarak giines panellerinden alinabilecek gii¢ tahmin edilmeye calisilmistir. Tahmin
islemleri i¢in destek vektor ve makinesi ve ¢ok katmanli algilayicilar (MLP) kullanilmis
ve DVM ile 0.9844, MLP ile 0.9701 R? degerleri elde edilerek basarili calisma
gerceklestirildigi belirtilmistir.

Wang vd. (2017), ¢aligmada giines panellerinden bir giin sonra elde edilecek enerji ve gii¢
miktarii tahmin edebilecek bir model sunulmustur. Destek vektor makinesi ve k-en
yakin komsu (kNN) algoritmalart kullanilarak olusturulan modelde, kiigiik 6lgekli
verilerde destek vektdr makinesinin, biiyiik 6lgekli verilerde ise k-en yakin komsu

algoritmasinin daha yiiksek performans gosterdigi belirtilmistir.



Tang vd. (2017), yaptiklar1 ¢calismada Lasso regresyon algoritmasi kullanilarak giines
panellerinden {iretilecek enerjinin tahmini i¢in bir model olusturulmustur. Uygulanan

modelin kiiciik verilerde diger yontemlere gdére daha yiliksek performans sergiledigi

belirtilmistir.
2.2. Tiirkiye’ nin Elektrik Enerjisi Uretimi Potansiyeli

2.2.1 Enerji iiretiminde Tiirkiye’ nin diger iilkeler arasindaki konumu

Yillik radyasyon toplami 2610 saat civarinda olan iilkemizde gilines santrallerine
yapilacak yatirimlar, ¢evre kaygist ve uluslararasi taahhiitlerin yaninda ekonomik
dengeler sebebiyle de zorunlu goriilmektedir (Melikoglu, 2013). 2021 yili verilerine gore
Tirkiye yillik enerji liretimi siralamasinda 317 milyar kWh ile diinya iilkeleri arasinda

40. Sirada bulunurken, 8152 milyar KWh ile Cin ilk sirada yer almaktadir.

Cizelge 2.1 incelendiginde en yiiksek iiretim kapasitesine sahip tlilkelerde alternatif enerji
kaynaklarmin toplam iiretimdeki payi1 (rlizgar ve gilines enerjisi liretimi temel alinarak
hesaplanmistir) %30 seviyesine yaklasirken iilkemizde bu oranin %14 seviyesinde

oldugu goriilmektedir (https://www.eia.gov, 28.12.2023)

Cizelge 2.1. Yillik tiretimi en yiiksek tilkeler ve alternatif kaynaklarin pay1

Yilhk Fosil + Giines Riizgar Alt.
.. Uretim Niikleer Enerjisi Enerjisi Kaynaklar
Ulke Pay1 (%)
(Milyar (Milyar (Milyar (Milyar y
kWh) kWh) kWh) kWh)
Cin 8152 5800 341 611 11,678
ABD 4165 3282 164 380 13,061
Hindistan 1702 1362 67 78 8,519
Rusya 1110 885 2,3 3.9 0,558
Brezilya 663 160 17 71 13,273
Kanada 626 198 5,1 35 6,405
Almanya 557 326 50 114 29,443
Tiirkiye 317 201 14 31 14,195




Tiirkiye Elektrik Iletim A.S. tarafindan sunulan verilere gore hazirlanmis olan cizelge 2.2,
2.3 ve 2.4° te Tiirkiye’ nin yillik enerji iiretiminde kullandig1 kaynaklarin oranlari
goriilmektedir. Buna gore son 3 yilda yillik toplam iiretimde fosil yakitlarin oraninda
onemli miktarda azalma goriiliirken, 6zellikle gilines enerjisi liretim oranlarinda artig
goriilmektedir. Devam eden sliregte bolgesel, teknik, ekonomik ve ¢evresel kisitlamalar
ve avantajlar g6z Oniine alinarak uzun vadeli bir planlama ile kurulacak yeni tesislerin

teknolojisi, kapasitesi ve devreye katilma durumlar1 belirlenmeli ve yatirimlara yon

verilmedir( https://www.teias.gov.tr, 30.12.2023).

Cizelge 2.2. Tiirkiye’ nin yillik toplam enerji tiretimindeki kaynaklari1 dagilimi (2021)
Pay

Kaynak (milyar kWh) (Vo)
Fosil Yakat 211,25 63,9
Hidroelk. 55,54 16,8
Jeotermal 10,83 33
Giines 12,96 3,9
Riizgar 31,13 9.4
Diger 9,04 2,7
Toplam 330,77 100

Cizelge 2.3. Tiirkiye’ nin yillik toplam enerji tiretimindeki kaynaklari dagilimi (2022)
Pay

Kaynak (milyar kWh) (7o)
Fosil Yakit 185,58 56,9
Hidroelk. 66,75 20,5
Jeotermal 11,07 34

Giines 15,11 4,6
Riizgar 34,92 10,7
Diger 12,54 3,8
Toplam 326 100

Cizelge 2.4. Tiirkiye’ nin yillik toplam enerji tiretimindeki kaynaklar1 dagilimi (2023)

Pa

Kaynak (milyar}l;Wh) (7o)
Fosil Yakit 169,29 57,8
Hidroelk. 56,28 19,2
Jeotermal 10 34
Giines 17,06 5,8
Riizgar 30,76 10,5
Diger 9,57 33
Toplam 292,97 100



2.2.2. Tiirkiye’ nin giines enerjisi potansiyeli

Giines enerjisi potansiyeli atlasi incelendiginde (sekil 2.1), tilkemizin cografi konumu
sebebiyle giiney kisimlardan yukarilara gidildikge giineslenme ve radyasyon degerlerinin
diistiigli gozlemlenmektedir. Buna bagl olarak da hazirlanan haritada kuzey kesimlerde

renklendirme sicak tonlardan soguk tonlara doniik olarak diizenlenmistir.

Toplam Giineg
Radyasyonu

KWhim® yil

I 1400 - 1450
B 1450 - 1500
[ 1500 -15%
] 1550 - 1600
[ 1600 - 1650
[ 1650- 1700
[ 1700 - 1750
I 1750 - 1800

I 1500 - 2000

Sekil 2.1. Tiirkiye’ nin glines enerjisi potansiyeli atlasi

Tiirkiye’nin y1llik giineslenme siiresi 2741 saat ve toplam 1smim degeri 1527,46 kWh/m?
olarak Olclilmiistiir. 2023 yili kasim ay1 sonu itibariyle 10950 giines santrali
bulunmaktadir (https://enerji.gov.tr/, 28.12.2023). Bu sayisal verilere paralel olarak yillik
giines enerji potansiyelinin 6150 milyar KWh ve yillik ekonomik potansiyelinin 305 TWh

oldugu belirtilmektedir.
TURKIVE Clohal Radyasyon Degerleri (KWh/'m? giin) TURKIVE Giineslenme Siiveleri (Saat)
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Sekil 2.2 Global radyasyon degerleri ve giineslenme siireleri
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GEPA’ {izerinden alinan veriler ile hazirlanmis sekil 2.2” de Tiirkiye” de mayzis, haziran,
temmuz ve agustos aylarinda en yiiksek giineslenme ve buna paralel olarak en ytiksek
radyasyon degerleri tespit edilmistir. Buna gore en diisiik radyasyon degeri aralik ayinda
gerceklesirken, en yiiksek radyasyon degeri temmuz ay1 olarak belirtilmistir. Glineslenme
verileri de ayn1 paralel de belirlenmistir (Varinca ve ark., 2006). Grafik verileri giinliik
olarak verilmistir. Giinliik 3,75 saat ve aylik olarak 116,25 saat ile aralik ay1 en az
glineslenmenin oldugu ay ve aylik 350,6 saatlik glineslenme ile temmuz ay1 en fazla

giineslenmenin oldugu ay olarak belirlenmistir.

Bolgesel olarak bakildiginda ise giines enerjisinden faydalanma agisindan yillik olarak en
fazla glineslenmenin gerceklestigi bolge 1460 saat ile Gilineydogu Anadolu Bolgesi ve
1120 saat ile en az giineslenmeye sahip bolge Karadeniz Bolgesi’ dir. Marmara Bolgesi
ise 1168 saat yillik ortalama ile 6. sirada bulunmaktadir. Akdeniz ve Giineydogu Anadolu

Bolgeleri basta olmak {izere, Karadeniz bolgesi hari¢ tiim bolgelere yatirim yapilabilir (

Onat, 2018).

Toplam Giines
Radyasyonu

KWhim% yil
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I 1450-1500
[] 1500- 1550
[ 1550 - 1600
[ 1600- 1650
] 1650 - 1700
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g 20 = = Il 1750 - 1800
T I 1500 - 2000
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1137
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Sekil 2.3. Tekirdag — Hayrabolu giines enerjisi potansiyel atlasi

2.3. Nesnelerin interneti Teknolojisi (NIT)

Nesnelerin interneti kavrami giindelik hayatta kullanilan herhangi bir nesneye internete
baglanabilme yeteneginin kazandirilmasini ifade etmektedir. Bir nesnenin farkli bir
cihazla ya da bir insan ile zaman ve mekan fark etmeksizin iletisim kurabilmesi stirekli
gelisen teknolojinin en son yeniliklerinden biri olarak goriilmektedir. Daha genis bir

ifadeyle, her biri farkli sekilde adreslenmis nesnelerin belirli protokoller ile diinya
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capinda yaygin bir ag ile birbirleriyle iletisim kurabildikleri yeni bir diinya olarak
tanimlanmaktadir. NIT* in hizli bir sekilde gelismesiyle birlikte mekanik ve elektronik
cihazlarin yani sira siradan basit esyalar bile gesitli sensor ve yazilimlarla birlikte

internete baglanabilir ciahzlara donilismiislerdir ( Giindiiz ve ark., 2017)

Tarimdan tasimaciliga, spordan sehir diizenlemelerine kadar hayatin bir¢cok alaninda yer
almaya baslayan NiT enerji sektoriinde de gorevler iistlenmeye baslamistir. Enerji iletim
ve dagitiminda kullanilmaya baslamasiyla akilli sebekeler kavrami giindeme gelmistir
(Kosmatos ve ark., 2011). Dagitim ve iletim hatlarinda kullanilan transformatorlerin
periyodik bakimlar disinda parga Omiir tahminleri ve bakim siireleri diizenlenerek
olusacak arizalarin &niine gegilebilmektedir. Ote yandan siirekli artan diinya niifusu enerji
tiiketimini de arttirmaktadir. Geleneksel sekilde fosil kaynaklardan elde edilen enerji, sera
gaz1 emisyonlarinmi etkilemekte ve diinya iilkeleri fosil kaynaklardan yenilenebilir enerji
kaynaklarina gecis islemlerine hizli sekilde devam etmektedir. Riizgar, gilines gibi
yenilenebilir kaynaklar ile kurulacak santrallerde, enerji liretim- tiikketim tahminleri,
enerji optimizasyonu ve yeni yatirimlar igin dogru karar siireclerinde NIT ‘ten

faydalanilmaktadir.

Cesitli iletisim protokolleri ile olusturulan ve adreslenebilen nesnelerin interneti
vasitastyla haberlesebilmesine imkan taniyan IOT “Insandan- Insana”, “Insandan-
Nesneye”, “Nesneden- Nesneye” iletisim modlarina sahiptir. Insan tarafindan veri
girisine ihtiya¢ duymayan, duyargalarla donatilmis cihazlar, c¢evreden topladiklar
verilerle iletisim kurup bir hareket igin karar verebilmektedir. Bu siirecin saglikli bir
sekilde devam ettirilebilmesi i¢in IOT tabanli ¢alisan cihazlarin her birinin bir kimligi ve

iletisim kurabilmek i¢in algilama yeteneklerine ihtiyac vardir (Bassi ve ark., 2020).

Genel anlamda bir NIT yapis1 3 temel bilesenden olusmaktadir. Bunlar; cihazlar, iletisim
protokolleri ve elde edilen verilerin saklandigi bulut yapilari olarak siralanabilir.
Ekosistemin en Onemli bileseni akilli cihazlar sahip oldugu duyargalar yardimiyla
cevreden anlik veri toplayabilmekte ve sahip olduklari iletisim iinitesi ile diger cihazlarla
iletisim kurabilmektedir. Bu ekosistemde ¢ok 6nemli bir yeri olan son bilesen de cihazin
verileri bulut ortamina aktarilmasini ve cihazlarin birbirleriyle haberlesmesini saglayan,
web servisi olarak da tanimlanabilecek olan iletisim protokolleridir. Verilerin aktarimi ve
cihaz haberlesmeleri agisindan secgilecek haberlesme protokolii 6nem tasimaktadir (Abdel

ve ark., 2019).
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2.3.1. NIT gelisimi, gelecek beklentisi ve kullanim alanlar

Diinya tarihi agisindan kisa bir zaman dilimi sayilabilecek kadar yakin bir gegmise sahip
olan NIT, yaklasik yirmi bes yil dnce bir fikir olarak ortaya atilmistir. 2009 yilinda bir
{iniversitede kahve makinesinin goriintiilerinin internette paylasilmasi, ilk NIT &rnegi
olarak gosterilmektedir (Andy ve ark., 2017). Devam eden siirecte hizli bir yiikselis
gosteren bu teknoloji, glinlimiizde yapay zekd ve makine 0grenimi kullanilarak veri
analitigi yapilmasiyla, milyarlarca nesnenin internete bagli oldugu bir konuma ulagmustir.
2030 yilma gelindiginde internete bagli NIT tabanli nesne sayismin otuz milyar adete
ulasacag1 tahmin edilmektedir. NIT arastirmacilar1 ve uygulayicilari tarafindan takip
edilen bir pazar arastirma sirketi olan Statista tarafindan yayinlanan 2019-2030 yillari
arasindaki internete bagli cihazlarin sayisin1 gosteren raporun ozeti Sekil 2.4° te

goriilmektedir (Lopez de Armentia ve ark., 2012).

E 252143 273 ik
" St en g 231359
¢ o FURES e
: . 13.143 15,138.1
' 7741 27564 11,281.3 . . . . . l . I
mEEENEERE =
2019 2020 2021 2022 2023* 2024 2025 2026* 2027* 2028 2029 2030
@ Agriculture, Forestry & Fishing @ Mining & Quarrying
Manufacturing @ Electricity, Gas, Steam & A/C
@ Water Supply & Waste Management Construction
@ Retail & Wholesale @ Transportation & Storage
@ Accommodation & Food Service @ Information & Communication
@ Finance & Insurance @ Professional, Scientific & Technical
@ Administrative @ Government
® Health & Social Care Arts & Entertainment
@ Other Services @ Consumer
Cross-vertical @ Education

Sekil 2.4. 2019-2030 yillar1 aras1 sektorlere gore internete bagli cihaz sayisi

Tabloya gore tarim, ormancilik, balik¢ilik sektoriinde kullanilan internete bagli nesne
sayisi 2019 yilinda 14,3 milyon iken, 2024 yilinda 45,9 milyon, 2030 yilinda 194,7
milyon olacagi tahmin edilmektedir. Perakende ve toptan satis sektoriinde 2019 yilinda

136,3 milyon iken, 2024 yilinda 1.282,9 milyon, 2023 yilina gelindiginde ise 2.518,5
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milyon olacag1 ongoriilmektedir (www.statista.com/, 12.01.2024). NiT sektor bazlh
degerlendirilip artis oran tahminleri incelendiginde ise en fazla artis beklenen sektorlerin
perakende-toptan satis, tiikketim, tasimacilik ve atik yonetimi gibi sektorler oldugu

goriilmektedir.

2.3.2. NiT calisma prensibi ve teknolojik altyapisi

NIT, adreslenebilme &zelligine sahip nesnelerin belirli iletisim protokolleri kullanarak
internet aracilifryla iletisim kurabilmesine olanak saglamaktadir. Insandan insana,
nesneden nesneye ve nesneden insana iletisim modlar icermektedir (Abdel Basset ve
ark., 2019). Sensorlerle donatilmis cihazlarin ¢evreden aldiklar1 verilerle iletisim
kurabilme siirecinin istenilen bi¢imde devam edebilmesi i¢in her nesnenin bir kimlige ve

algilama kabiliyetine sahip olmasi istenmektedir.

Genel olarak bir NIT tabanli bir cihaz nesne, veri, insan ve siire¢ olarak dort bilesen
icermektedir. Nesne bileseni internete bagli cihazlari tarif etmektedir. Insan bileseni ise
etkin internet baglantisin1 saglayan bilesen ve veri bileseni ise insan ve nesne tarafindan
tiretilen bilesendir. Siire¢ bileseni ise bu etkilesim igerisinde erisim bilesinidir (Giindiiz

ve ark., 2018).

NIT icin kesin olarak kabul edilmis bir mimari katman yapisi heniiz s6z konusu degildir
(Nasiri ve ark., 2019). Ik NIT uygulamalarinda ii¢ katmanli mimari yap1 kullanilmistir
ve siirecte dort katmanli yap1 Onerilmistir. Dort katli mimarinin veri saklama ve giivenlik
ozelliklerine katk saglamak icin bes katmanli mimari yapi 6nerilmistir. Sekil 2.5° te NIT

mimari yapilar1 goriilmektedir.

s Katman

Uygulama Katmani
" ‘ Isleme Katmani
g
A

3 Katmanh Yap: 4 Katmanh Yapt SKatmanh Yap

Uygulama Katman

Sensor Katman Senscr Katmant

Sekil 2.5. NIT Katmanlari

Sensér Katmani: NIT cihazinin ¢alisma ortamina gére sahip oldugu sicaklik, nem,
titresim, solunum, nabiz sayisi cevresel Ozelliklerin toplanabilme yetenegini ifade

etmektedir.
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Ag Katmani: Uygulama katmani ile sensor katmani arasinda iletisimei katman olan ag
katmaninda veriler analog ve dijital sinyallere cevrilerek islenmeden aktarilmaktadir.

RFID, LoRa, NF, M2M gibi protokoller burada yer almaktadir.

Uygulama Katmani: NIT cihazinin kendisinden istenen &zellikleri kullaniciya sundugu

katmandir.

Destek Katmani: Giivenlik gerekcesiyle eklenmis, li¢ katmanli yapida islenmeden

gonderilen verileri bir takim 6n islemden gegiren ve depolayabilen katmandir.

Tasima Katmani: 5 katmanli mimari bir yapida isleme ve sensér katmani arasinda

bulunan iletisimci katmandir.

Isleme Katmani: Tasima katmanindan iletilen verilerde gereksiz yigmlar1 temizleme

islemleri yapan katmandir (Rao ve ark., 2018).

2.4. Makine Ogrenmesi

Gliniimiizde bilgisayar bilimlerinin en ilgi géren alanlarindan biri yapay zeka olarak
kabul edilmektedir. Yapay zeka, temelde insanlarin biligsel 6grenme yontemlerini taklit
ederek problem ¢cozme yetilerini simiile edebilme kapasitesine sahiptir (Copeland ve ark.,
2007). Goriintli isleme, sinyal analizi gibi ¢esitli ¢alismalart icermesine ragmen, yapay
zekd ayn1 zamanda 0grenme kapsaminda olmayan farkli yaklasimlari da barindirabilir
(Sarkar ve ark., 2018). Bu yaklasimlar, semantik analiz, dogal dil isleme gibi alanlarda
yapay zeka tekniklerinin uygulandigi ancak 6grenme siirecinden farkli sekilde calisan
metodolojileri ifade eder. Derin 6grenme ise makine 6greniminin bir tiirii olsa da makine
o0grenmesinden ayrilan kismi biiyiik ve karmasik verilerle ¢alisabilmesi ve ses, video gibi
farkl veri setlerini rahatca isleyebilmesidir. Sekil 2.6° de yapay zeka, makine 6grenmesi

ve derin 6grenme iligkisi goriilmektedir.
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Sekil 2.6. Yapay Zeka Alt Dallari

Makine O6grenmesi, insanlarin 6grenme yetilerini bilgisayarlarla taklit ederek, ham
verileri analiz edip yeni bilgiler ve beceriler elde etmeyi amaclayan bir arastirma ve
calisma alanidir. Bu alanda yapilan calismalar, bilgisayar sistemlerinin Ogrenme
siireclerini optimize etmeye ve karmasik veri kiimelerini islemeye yonelik stratejiler
gelistirmeyi hedefler (Wang ve ark., 2009). Yapay zeka sistemleri, insan 6grenme
stireglerinden farkli olarak daha hizli 6grenebilir ve ¢abuk sonuglar iiretebilir, ancak
genellikle belirli bir konuda egitilmislerdir (Ozekici, 2021). Temel olarak makine
O0grenmesi bilgisayar kodlamalar1 olmaksizin, biiylik veri setleri ile bilgisayarlara girdi
saglaylp bunun sonucunda birtakim islemler gerceklestirmesini saglayan yapay zeka
arastirmalarmin bir alt dalidir. Burada makine Ogrenmesinin yiiksek performans
gosterebilmesi igin veri setinin genisligi, veri igerisindeki Oriintii ve desenlerin tutarl
olmas1 gerekmektedir. Kompleks veri setleriyle calismalarda kolaylik saglayan makine
O0grenmesi, veri seti ilizerinden Ogrenmeler gerceklestirip genellemelere varmaktadir
(Zilyas ve ark., 2023). Genel olarak bir makine 6grenimi siireci, veri setinin elde edilmesi,
gerekli veri 6n igleme adimlarindan sonra toplam verinin %70-%80 civarinda kismin
egitim verisi olarak ayirip makine 6grenimi algoritmalarini kullanarak bir model
olusturulmasi devaminda ise verinin arta kalan kismi ile modelin test edilmesinden

olugmaktadir ( Yurtsever, 2024). Bu siirece ait gorsel anlatim sekil 2.7’ de gosterilmstir.
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Sekil 2.7 Makine 6grenimi siireci

2.4.1. Makine 6grenimi tiirleri

Makine o©grenmesi uygulamalarinda problemin amacima ve istenen c¢iktiya gore
kullanilmasi gereken 6grenme tiirii degisiklik gostermektedir. Uygulama amacina uygun
yapilacak bir 6grenme tiirli se¢imi dogru orantili olarak modelin basarisini da artmaktadir.

Cizelge 2.3’ te makine 6grenimi gorevlerinin ¢esitleri goriilmektedir.

Cizelge 2.3. Makine 6grenimi tiirleri

Pekistirmeli Denetimli Derin Denetimsiz Yari Denetimli
Ogrenme Ogrenme Ogrenme Ogrenme Ogrenme
Sezgisel Siniflandirma CNN Kiimeleme
Yontemler
Monte Carlo Regresyon RNN Boyut Azaltma
Y Ontemleri
Dinamik Dogrusal

Programlama  Olmayan Reg

Dogrusal Reg.

Denetimli Ogrenme

Denetimli 6grenme genel bir tanim olarak, girilen veri ile sonu¢ arasindaki iliskiyi
Ogrenen ve yeni veriler geldiginde sonucu tahmin edebilecek bir makine 6grenimi tiiriidiir
(Zhang ve ark., 2021). Denetimli 6grenmenin denetimsiz 6grenmeden ayrilan en temel
farki anlamli ¢ikt1 saglamak icin insanlar tarafindan miidahaleye ihtiya¢ duymasidir.
Genellikle 6zellikleri verilen bir girdinin sartl olasilik tahminini yapmaktadir ve bir¢ok
makine 6greniminin temeli sayilmaktadir (Liu ve ark., 2011). Siniflandirma ve regresyon

problemlerinde kullanilabilen algoritmalar ise Lineer Regresyon, Destek Vektor
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Makinesi (SVM), Karar Agaci, En Yakin Komsu (K-Nearest Neighbors) ve RFR
(Random Forest Regression) olarak siralanabilir (Lennartsson ve ark., 2021). Sekil 2.8’

de denetimli 6grenmeye ait is akis diyagrami goriilmektedir.

Denetimli

Ogrenme

Egitim
| Girdilen

istenen
| Ciktllar

Algoritma
Veri Isleme

Sekil 2.8. Denetimli 6grenme akis diyagrami

Denetimsiz Ogrenme

Denetimsiz  6grenme, uygulayict midahalesi olmadan, etiketlenmemis ve
siniflandirilamamis verilerle ¢alisabilen bir 6grenme tiiriidiir. Temel bilesen analizi, noral
aglar, Markov karar siireci gibi algoritmalar denetimsiz 6grenme i¢in kullanilabilir
(Chollet, 2021). Denetimsiz 6grenme genellikle boyut azaltma ve kiimeleme olmak {izere
iki temel yaklagimdan yararlanir. Sekil 2.9'da denetimsiz 6grenmeye ait akis diyagrami

gosterilmektedir.

o " Aulamlindirma

I'|
4 ‘I\... ',"a.l i
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Sekil 2.9. Denetimsiz 6grenme akis diyagrami
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Yar1 Denetimli Ogrenme
Denetimsiz 6grenme ve denetimli 6grenme arasinda yer alan, veri seti i¢erisinde hem
etiketli hem etiketsiz veri bulunduran, etiketsiz verilerin daha fazla bulundugu veri

setlerinde kullanilan 6grenme tiiriidiir (Kizilkaya ve Oguzlar, 2018). Sekil 2.10” da yar

gbzetimli 6grenmeye ait akis semasi goriilmektedir.

BEREEN Ftiketsiz verileri
(11111 etiketli veriler e
(P11l 1 smuflandima

Sekil 2.10. Yar1 denetimli 6grenme akis diyagrami

Cizelge 2.4. Makine 6grenimi ¢esitlerinin karsilastirilmasi

Denetimli Denetimsiz Yar1 Denetimli
Ogrenme Ogrenme Ogrenme
Uygulayici . .
Miidahalesi Gerek duymaz Gerekli Kismen Gerekli
Veri Etiketi Gerek duymaz Gerekli Kismen Gerekli
Veri Seti Tiim veri girdi Test — Egitim Gerekli

Pekistirmeli 6grenme

Pekistirmeli 6grenme ismi literatiirde takviyeli 6grenme olarak da gegmektedir. Takviyeli
o0grenme, kendi kendine kararlar alabilen, bulundugu ortami algilayip karar senaryolari

olusturan bir 6grenme tiiriidiir (Tan ve Karakdse, 2022). Robotlar ve oyunlarda sikca
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kullanilmaktadir. Olugturulan her problem igin bir senaryo hazirlanir ve bu senaryo
sayesinde hangi eylemlerin yapilmasi gerektigi, hangilerinin yapilmamasi gerektigi

doniitlerle saglanarak 6grenme gerceklesir (Imren ve ark., 2012).
Derin 6grenme

Derin 6grenme, makine 6grenmelerinde kullanilan verilerden daha biiylik ve karmasik
verileri kullanarak anlamli Oriintiiler elde etmede kullanilan bir yapay zeka
uygulamasidir. Derin 68renme sinir aglarinin biiyilikligliyle orantili katmanlardan
meydana gelmektedir ve bir katmandan ¢ikan veri bir sonraki katmana girdi olarak
verilmektedir (Deng ve Yu, 2014). Nesne takibi ve goriintii isleme uygulamalar1 basta

olmak iizere endiistri, saglik, askeri ve akademik alanlarda siklikla kullanilmaktadir.

2.4.2. Makine 6grenmesi tiirlerinde kullanilan algoritmalar

Problemin amacina gore secilecek olan makine 6grenimi modeli degismektedir. Cizelge
2. 5’ te makine 6grenme modellerinde siklikla kullanilan algoritmalar gosterilmistir. Bu
calismada denetimli 6grenme bagliginda, LR, LSTM, RFR ve XGBoost algoritmalari

kullanilmistir.

Cizelge 2.5. Makine 6greniminde kullanilan algoritmalar

Denetimli Ogrenme Denetimsiz Ogrenme Pekistirmeli
Ogrenme
Simiflandirma  Regresyon Kiimeleme Boyut
azaltma
SVM LR K-means PCA Markov karar
Ayirict analiz SVM K-medoids
Navie Bayes GPR Fussy-C SVD Q-6grenme
means
En yakin XGBoost Hiyerarsik
komsu kiimeleme
Karar agaclar1  Karar agaclari Gauss YSA YSA
karigim
Rastgele Rastgele Gizli
orman orman Markov
YSA YSA YSA
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2.4.3. Calismada kullanilan makine 6grenimi algoritmalar
LR

Regresyon analizinde temel amag¢ degiskenlerden birinin diger degisken iizerinde olan
iliskisini matematiksel ifadeler ile ortaya ¢ikarmaktir. Eger, y bagimli degisken ve x
bagimsiz degisken olmak iizere, y degiskeni ve x degiskeni arasinda bir iliski
aciklanabilirse, matematiksel anlamda y, x lizerinde bir regresyon olarak
degerlendirilebilir [59]. Temel olarak LR bilinmeyen degerleri en iyi sekilde tahmin
etmek tlizere kurulmus, birden fazla bilinen degeri i¢inde barindiran bir denklemin
katsayilarini, aralarinda dogrusal bir iliski bulundugunu kabul ederek tahmin etme
islemidir. Denklem 2.1° de LR’ nin matematiksel ifadesi yer almaktadir ve Yi bagimlh
degiskeni, Xi bagimsiz degiskeni, f bilinmeyenleri ve € ise hatay1 ifade etmektedir

(Kilig, 2013).
Yi = f(x) = f(Xi, B)+€ (2.1)
RFR Regresyonu

Makine 6grenmesi alaninda yaygin olarak kullanilan gii¢lii bir siniflandirma ve regresyon
yontemi olan RFR algoritmasi birgok karar agacinin birlesiminden olusur ve bu agaglarin
kararlarinin ¢okluguna goére tahmin sonucu sunmaktadir. RFR algoritmasinda her karar
agaci veri seti igerisinden rastgele segilen veriler ile egitilmektedir. Bu da agir1 6grenmeyi

engelleyerek genelleme kabiliyetini arttirmaktadir ( Akar ve Glingdr, 2012)

Biiyiik veri setlerinde lizerinde etkili bir sekilde c¢alisabilen RFR algoritmasi siber
saldirilarin tespit edilmesinde ve birgok miihendislik problemlerinde kullanilmaktadir
(Bilen ve Ozer, 2022). Ayn1 zamanda 6zniteliklerin se¢imi ve &nemlerinin siralanmasi
gibi islevleri de yerine getirmektedir. Bu sekilde performansa katki saglayan ve gereksiz
oznitelikleri belirleyerek, performans: arttirilabilmektedir (Celik ve Ozdemir, 2023).
Sekil 2.11° de RFR algoritmasina ait ¢galigma prensibi goriillmektedir.
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Sekil 2.11. RFR algoritmasi

Karar Agaclarinin Olusturulmasi

RFR algoritmas1 oOrneklemeler kullanilarak olusturulan ¢ok¢a aga¢ yapisindan
olusmaktadir. Bu agaglarin her biri veri setinden rastgele atanmis N sayida veri ile

egitilmektedir.

Karar Agaclarinin Egitilmesi

Olusturulan agaglardan her biri N sayida veri ile egitilirken her diigiimdeki en anlamli
boliinme Ortalama Kare Hata (Mean Squared Error- MSE) Gini Endeksi ile

hesaplanabilmektedir.
*Ortalama Kare Hata (Regresyon)

MSE = =X, (y; — y)? (22)

Ortalama Kare Hata regresyon modellerinin performasini degerlendirmek amaciyla
kullanilmaktadir. Diisiik hesaplanan bir MSE degeri, modelin dogru tahminler yaptigini
ifade etmektedir. Formiilde 2.2’ de y; ger¢ek degerleri, N veri 6rnegi sayisini ve y ise

tahmin edilen degerleri ifade etmektedir
*Gini endeksi (simiflandirma)
GINI =1 -3¢, Pi? 2.3)
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Gini endeksi’ nin amaci veri setinde var olan diizensizlikleri ve ¢esitlilikleri belirleyip
diiglimler arasindaki boliinmeleri en iyi hale getirmektir. Formiilde 2.3° te C veri
setindeki toplam sinif sayisini, D degerlendirilen veri kiimesini ve P; ise alinan 6rneklerin
toplam 6rnek sayisina oranini ifade etmektedir. Gini indeksi 0 ile 0,5 arasindaki degeler

alip, 0 hesaplandiginda tamamen homojenlikten s6z edilebilmektedir (Chen ve ark.,

2019).

Topluluk Tahmini

*Siniflandirma

y = mode(¥1,¥Y2, ) Yk (2.4)

Topluluk Tahmini, genellikle siniflandirma problemlerinde kullanilan bir yontemdir. Bu
yontemde, y 1,y 2, ..., y _k gibi farkli siniflandiricilarin tahminleri (y) topluluk i¢inde
bir araya getirilerek, genellikle mod (yani en sik goriilen sinif) kullanilarak nihai tahmin
olusturulur. Bu sekilde, topluluk tahmini yontemi, farkli siniflandiricilarin tahminlerini
birlestirerek daha giivenilir sonuglar elde etmeyi amaglar. Her bir agacin tahmini alinarak
en ¢ok oyu alan smif secilmektedir. Formiil 2.4’ te Y1 her bir agacin tahminini ve k agag

sayisini ifade etmektedir.

*Regresyon
1
y =23V (2.5)

Tiim agaglarin tahminlerinin ortalamasi alinmaktadir. Formiil 2.5° te y; her bir agacin

tahminini ve k aga¢ sayisini ifade etmektedir (Chen, 2019).

Oznitelik Onem Sirast

Gini endeksi ve Ortalama Kare Hata sonuglarina gore karar agaglarinin performansina

etki eden Ozniteliklerin 6nem derecelerinin belirlenmesi adimidir.

XGBoost (Extreme Grandient Boosting) Algoritmasi

Bu makine 6grenme algoritmasi karar agaclari temeline dayanan, yiiksek boyutlu veri
setleriyle caligabilen bir algoritmadir. Temel amaci, ardisik karar agaglart olusturup bu

agaclar1 giiclendirerek bagarili tahmin performanslar sergilemektedir (Duman, 2022).
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Bu bakimdan finans piyasalarinda, saglik sektoriinde ve miihendislik uygulamalarinda
siklikla kullanilmaktadir. Kalp hastaliklar1 iizerine yapilan bir ¢alismada XGBoost
algoritmasi uygulanan diger modellerden daha yiiksek performans sergilemistir (Yang ve
Guan, 2022). Gli¢ transformatorlerinde hata teshisi iizerine yapilan bir ¢alismada ise
Oznitelik se¢iminde ve model veri kiimelerinde basarili sonuglar verdigi belirtilmektedir

(Wu ve ark., 2021).

XGBoost algoritmasi eksik degerlerin islenmesi, modeli gelistirmeyen alanlarin
kaldirilmasi gibi diizenleme yeteneklerine sahip oldugundan yiiksek boyutlu verilerle
calismaya uygun sartlar1 saglamaktadir (Chen ve Guestrin, 2016). Sekil 2.12° de

XGBoost algoritmasinin ¢aligsma prensibi goriilmektedir.

N

E\\R\R AGACI K‘\R\K‘\{_f\tl

= 2 fn

!\\R\R AGACI

f1

N\

L(t)=1=1Xnl(yi.y™(t—1)+ft(x1))+Q(ft

l

TAHMIN

Sekil 2.12. XGBoost algoritmasi

XGBoost, bir¢ok alanda basariyla uygulanmis, 6znitelik 6nem analizi yapabilen, eksik
verilerle calisabilen ve isabetli tahmin modelleri olusturmak amaciyla gradyan
giiclendirme kullanan bir makine Ogrenme algoritmasidir. Sekilde goriillen amag

fonksiyonu ve fonksiyondaki bilesenler denklem 2.6’ da gdsterilmistir.

L) = T 1@ yi Y + fe(xD) + Q(fo) (2.6)

n: veri setindeki toplam 6rnek sayisi
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y': i-inci 6rnegin gergek degeri

yi(t_l): model tarafindan tahmin edilen degeri

f¢ (xi): t-inci iterasyonda 6grenilen karar agacinin i-inci 6rnek tizerindeki tahmini
I: gercek deger ile modelin tahmini arasindaki farki ifade etmektedir.

Modelin egitim siirecinde en aza indirmeye calistigt toplam hata oOlgiisiinii ifade
etmektedir. Kayip fonksiyonu ve diizenleme fonksiyonunu igerisinde barindirir. Kayip
fonksiyonu, bir modelin egitim siirecinde en aza indirmeye calistig1 toplam hata Sl¢iisiinii
ifade eder. Bu fonksiyon genellikle modelin tahminlerinin ger¢ek degerlerden ne kadar
uzak oldugunu Olger. Modelin egitimi sirasinda amag, kayip fonksiyonunu minimize

ederek modelin tahminlerini miimkiin oldugunca dogru hale getirmektir.

Kayip fonksiyonu aymi zamanda diizenleme terimini de igerebilir. Diizenleme terimi,
modelin karmagiklik diizeyini kontrol etmeye yardimci olur. Modelin ¢ok karmasik
olmasi, genelleme yapma yetenegini azaltabilir ve asirt uyuma yol acabilir. Dolayisiyla
diizenleme terimi, modelin asir1 uyumu onlemek ve daha iyi genelleme yapmasini

saglamak i¢in kullanilir.

Ozetle, kay1p fonksiyonu modelin egitim siirecinde performansini dlgen bir metrik olarak
kullanilirken, diizenleme terimi ise modelin karmasikligini kontrol ederek genelleme

yetegini iyilestirmeye yardimci olur (Balci, 2022).
Yapay Sinir Aglari- LSTM (Long — Short Term Memory) Algoritmasi

Yapay sinir aglari, biyolojik sinir sistemlerinin isleyisinden esinlenerek gelistirilmis, veri
isleme ve modelleme icin kullanilan hesaplama modelleridir. Bu aglar, ¢esitli
katmanlarda organize edilmis diigiimler veya "ndronlar" ile yapilandirilmistir. Her néron,
kendisine gelen girdileri isler, bir agirliklandirma islemi uygular ve belirli bir aktivasyon

fonksiyonuna gore ciktilar liretir.

YSA'min temel bilesenleri giris katmani, gizli katmanlar ve ¢ikis katmanmdir. Giris
katmani, ham verileri alir ve agin isleyebilmesi i¢in gerekli ilk islemeyi yapar. Gizli
katmanlar, agin 6grenme kapasitesini artiran ¢ok sayida nérondan olusur ve bu katmanlar

arasindaki baglantilar sayesinde veri daha yiiksek seviyede Ozellik ¢ikarimi yapilarak
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islenir. Cikig katmani ise son islemeyi yaparak nihai sonucu {iiretir (Ertilirk ve ark., 2023).

Bir yapay sinir agindaki néronun matematiksel modeli denklem 2.7’ de gosterilmektedir.

y = f(Xiz; wix; + b) (2.7)

Burada:

y néronun ¢iktisini,

f aktivasyon fonksiyonunu (6rnegin, sigmoid, tanh, ReL.U),

wi agirliklari,

xi giris degerlerini,

b bias terimini temsil eder.

Geri yayilim (backpropagation) algoritmasi, agin agirliklarini giincelleyerek hatayi
minimize etmek i¢in kullanilir. Agirlik giincellemesi, tiirevler kullanilarak denklem 2.8’

de goriildiigii sekilde yapilmaktadir.

we = wild - 2t (2.8)
Burada:

e ] 6grenme oranin,
e E hata fonksiyonunu,

OE . . - . . .. .
* . ise hata fonksiyonunun agirlik w; gore tiirevini temsil eder.
i

LSTM

LSTM, zaman serisi verileri ve dizisel bilgilerin analizinde {istlin performans gdsteren bir
tiir tekrarlayan sinir ag1 (RNN) yapisidir. RNN, 6zellikle sirali ve zaman serisi verilerini
islemek i¢in gelistirilmis bir yapay sinir agi tiirtidiir. Standart yapay sinir aglarindan farkli
olarak, RNN' ler ge¢mis adimlardan gelen bilgileri hatirlayarak kullanabilme yetenegine
sahiptir. Bu 6zellik, RNN' leri dil modelleme, konusma tanima ve zaman serisi tahmini

gibi gorevlerde son derece etkili kilmaktadir.

RNN'ler, agin i¢ yapisinda geri besleme dongiileri igermekte; bu, agin ¢iktilarinin bir
sonraki zaman adiminda girdi olarak kullanilmasina olanak tanimaktadir. Bu geri besleme
mekanizmasi, RNN'lerin ge¢cmis bilgiyi tutarak yeni bilgiyi bu gecmisle birlikte
isleyebilmesini saglar. Boylece, zaman bagimliliklarin1 ve sirali verilerdeki iligkileri
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modelleme kapasitesine sahip olurlar. Standart yapay sinir aglari, her bir girdi 6rnegini
bagimsiz olarak isler ve ¢iktilarin1 da bagimsiz olarak {iretir. Bu aglar, zaman veya sira
bilgisini dikkate almaz ve katmanlar arasindaki bilgi akisi ileri yonde gerceklesir. Bu tiir

aglar, genellikle goriintii siniflandirma gibi bagimsiz ve sirasiz veri setlerinde kullanilir.

LSTM ise, geleneksel RNN' lerin uzun siireli bagimliliklar1 6grenmede yasadigi sorunlari
asmak icin gelistirilmistir. Temel olarak, LSTM hiicreleri, bilgi akisin1 daha iyi kontrol
etmek i¢in giris, ¢ikis ve unutma kapiplart gibi 6zel bilesenler kullanilir (Xin ve ark.,

2023).
LSTM hiicresinin matematiksel modeli su bilesenlerden olusur:

*Unutma kapis1 (Forget gate)

Bu kapi, hiicre durumunda hangi bilgilerin unutulacagini belirler. Formiil 2.9’ da Sigmoid
aktivasyon fonksiyonu kullanarak, 0 ve 1 arasinda bir deger iiretir. Bu deger, hiicre

durumundaki bilginin ne kadarinin korunacagini belirler.
fe = o(Wr. [he—q, ] + by (2.9)
*Giris kapisi (Input gate)

Bu kapi, hiicreye hangi yeni bilgilerin eklenecegini belirler. Formiil 2.10 ve 2.11° de
Sigmoid aktivasyon fonksiyonu, hiicre durumuna ne kadar yeni bilginin eklenecegini

kontrol ederken, tanh aktivasyon fonksiyonu, bu yeni bilginin 6l¢egini belirler.

it = O'(Wi. [ht_l,xt] + bi (210)
C = tanh(W,. [h_q, ] + bc (2.11)
Burada:

e x; Giris vektoriin,

e  h; Hiicre durumunu,

e (; Hiicre durumunu,

e f: iy 0 Sirasiyla unutma, giris ve ¢ikis kapilarinin aktivasyonlarini,
o W W; W, W, agirhk matrislerini,

e bsb; b b, bias terimlerini,

e o sigmoid fonksiyonunu,
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o tanh aktivasyon fonksiyonunu temsil eder.

Bu kapilar sayesinde LSTM hiicreleri hem kisa vadeli hem de uzun vadeli bagimliliklar
etkili bir sekilde 6grenebilir. Bu 6zellik, LSTM' yi zaman serisi tahmini, dil modelleme,

konusma tanima ve video analizi siral1 veri problemlerinde oldukga etkili kilar.

LSTM aglarinin egitimi, genellikle biiylik veri setleri ve giiglii hesaplama kaynaklari
gerektirir. Ancak, dogru bir sekilde egitildiklerinde, bu aglar karmasik sirali veri
iliskilerini anlamada ve tahmin etmede iistiin performans sergilemektedir (Shao ve ark.,

2021).
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3. MATERYAL VE DENEYSEL YONTEM

3.1. Materyal

Cizelge 3.1. Kullanilan malzemeler ve teknik 6zellikleri

Sira Malzeme Malzeme Gorseli Teknik Bilgiler

Polikristal Solar Modiil

Nominal Maksimum Giig: 165 Wp
Maksimum Giigte Gerilim: 19,5 V
Maksimum Giicte Akim: 8,47 A
Acgik Devre Gerilimi: 23,0 V

Kisa Devre Akimi: 8,93 A
Ebatlar: 1488x675x35 mm

Fotovoltaik
Giines Paneli

Derin Dongiilii Jel Akt
Nominal Gerilim: 12 V
Nominal Kapasite: 200 Ah
Desarj Siiresi: 10 Hr

* Nominal gerilim degeri, akii
tamamen sarj ya da desarj
edildiginde 6l¢iilen gerilim degeridir.
200 Ah degeri, tam sarj ya da
desarjda akiiniin 12 V sabit gerilimde
bir saat boyunca 200A akim
verebilecegini gdstermektedir. 10 Hr
degeri ise akiiniin tam sarj
durumunda 10 saat boyunca 20 A
akim saglayabilecegini ifade
etmektedir.

Calisma Gerilimi: 12/24 V

i Kontrol
Sarj Kontro Maksimum Akim Kapasitesi: 30 A

Cihaz1
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Sira

Malzeme Malzeme Gorseli

Teknik Bilgiler

Akim
Sensori

Model: ACS 712

Calisma Gerilimi: 3/5.5V

Akim Olgiim Araligi: -30 /+30 A
Calisma Sicakligi: -40 / +85 °C

Sicaklik ve
Nem Sensoril

Model: DHT 11

Calisma Gerilimi: 3.3/5V

Sicaklik Olgiim Araligi: 0 °C /50 °C
Nem Olgiim Aralig1: %20 / % 80
Sicaklik Hassasiyeti: %2

Nem Hassasiyeti: %5

Isik Sensorii

Model: LDR
Calisma Gerilimi: 3/5V
Calisma Sicakligi: - 30 °C /50 °C

Wi-Fi
Modiili

Model: ESP 8266

Calisma Gerilimi 3.3 V

Wi-Fi Standardi: IEEE 802.11 b/g/n
Frekans Araligi: 2.4 GHz

Giivenlk Protokolleri: WEP,
WPA/WPA2

Mikroislemci

Model: Arduino Uno

Mikro denetleyici: ATmega 328P
Calisma Gerilimi: 5V

Girig/Cikis Pinleri: 14 adet (6PWM)

Kontrol
Panosu

Polikarbon malzeme
Sac tabanli
60x40x20 cm

10

Solar Inverter

Giris Gerilimi: 12 V
Cikis Gerilimi0: 230 V
Maksimum Giig: 700 W
Kare Dalga Siniis
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Calismada, giines enerjisi sistemleri ve NIT tabanli alt sistemin entegre edilerek giines
panellerinden elde edilen verilerin anlik olarak toplanmasi ve analiz edilmesi
amaclanmistir. Bu boliimde, bu tez kapsaminda kurulan sisteme ait devre baglanti, blok
ve akis semalari, kullanilan tiim malzemelerin teknik detaylar1 ve projeyi

gergeklestirmede kullanilan {i¢ ayr1 béliimden olusan yazilim kismi1 anlatilmaktadir.

3.2. Deneysel Yontem

Bu béliim dért farkli bashk altinda anlatilmistir. Ik bdliimde enerji iiretimi i¢in kurulan
deneysel tesisin c¢aligmasi, malzemelerin baglanti semalar1 ve akis semalar1 ile

agiklanmustir.

Ikinci béliimde, kurulan deneysel model ile iliskilendirilen Nesnelerin Interneti

uygulamasi, bu uygulamada segilen donanimlar ve bulut bilisim platformu tanitilmistir.

Ucgiincii boliimde makine 6grenme algoritmalarinda kullanilacak iki adet veri setinin
tanitimi yapilmistir. Verilerin elde edilis yontemleri ve algoritmalara uygulanmadan ne

tiir 6n islemlerden gegcirildigi detayli olarak anlatilmigtir.

Son boliimde ise kullanilan makine 6grenimi algoritmalart ve metriklerin sonuglarina
ayrilmistir. Girdi olarak segilen 6zelliklerin tahmin basarilarina etkileri tablolar halinde

sunulmustur.

3.2.1. Enerji iiretimi

PV giines panelleri ve baglantilar

PV giines panelleri, giines enerjisinden yararlanarak elektrik enerjisi liretme amaciyla
tasarlanmis ekipmanlardir. Glines panellerinin paralel baglantisinda ¢ikis geriliminin
sabit kalmas1 ve akim degerinin toplam panel sayis1 ¢ikis1 kadar artmasi1 beklenmektedir.
Sekil de PV giines panellerinin seri ve paralel baglantilar1 gosterilmektedir. Sekil 3.1 ‘de
gosterilen seri baglanti semasi sistem ihtiyacinin doguracagi gerilim seviyesine
ulagabilmek amaciyla yapilmaktadir. Bu baglant1 tipinde ¢ikis akimi sabit kalirken ¢ikis
gerilimi ise panel sayis1 kadar artabilmektedir. Sekil 3. 2” de gosterilen paralel baglanti
semasinda ise ¢ikis yine sistem ihtiyacindan belirlenecek akim degerine ulagabilmek i¢in
yapilan baglanti seklidir. Paralel baglantida kollar iizerinde gerilim ayni kalirken akim

degeri panel sayis1 kadar artabilmektedir.
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U= 12V, [1I=5A, P1= 60W Ux= 12V, I=5A, P>= 60W U= 12V, [3=5A, P3= 60W
Cikis giicii: 180 W, Cikis Gerilimi:36 V, Cikis Akimi: 5 A

Sekil 3.1. PV giines panellerinin seri baglantisi

Ui= 12V, Ii=5A, Pi= 60W Ux= 12V, [=5A, P>= 60W Us= 12V, I3=5A, P3= 60W
Cikis giicii: 180 W, Cikis Gerilimi:12 V, Cikis Akimi: 15 A

Sekil 3.2. PV giines panellerinin paralel baglantisi

Bu calismada 19.5 V, 8.47 A ve 165 W etiket degerlerine sahip iki adet Polikristal giines
paneli kullanilmistir. Panel ¢ikislar1 paralel kablolama yontemiyle baglanarak cikista
maksimum 19.5V gerilim degeri, 16.94 A akim degeri ve 330 W gii¢ degerine sahip bir
sistem olusturulmustur. Resim 3.1 de PV panellerin monte edildigi platform
goriilmektedir. Platform orta kisminda goriillen 100 W degerine sahip PV panel farkli
karakteristik 6zelliklere sahip olup elde edilecek toplam giicli azaltici yonde etki

gosterdiginden uygulamaya dahil edilmemistir.
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Resim 3.1. PV Giines panellerinin montajli goriintiisii

Akii grubu ve baglantilar

Akiiler temel olarak kimyasal enerjiyi elektrik enerjisine doniistiirmek amaciyla
kullanilan elektro kimyasal donanimlardir. Uretim sekline gore farkli yerlerde
kullanilmakta olup fiyat, enerji yogunlugu, gii¢ yogunlugu ve sarj metodu bakimindan
farkliliklar gostermektedirler (Kayikli ve Balik¢1, 2011). Akiiler genel anlamda 1slak ve
kuru tip akiiler olarak iki grupta tiretilmektedir. Islak tip bataryalarda elektrot gorevi sivi
ile, kuru tip akiilerde ise pasta veya jel kullanilmaktadir (megep.meb.gov.tr, 28.04.2024).
Akiilerin baglant1 gesitlerinde de iki gruplama bulunmaktadir. Sekilde 3.3” te goriilen seri
baglantida akii kapasitesi sabit kalip ¢ikis gerilimi arttirilirken, paralel baglantida ¢ikis

gerilimi sabit kalmakta ve akii kapasitesi arttirilmaktadir.

36 V60 Ah
* -

- e

12 vV 180 Ah

.

+

il

-

Sekil 3.3. Akiilerin seri ve paralel baglantisi

Kontrol tablosu

Yapilan ¢alismada 12V ¢ikis gerilimine sahip 200 Ah’ lik iki adet jel akii kullanilmistir
(Resim 3.2). Baglant1 kisminda ise paralel kablolama tercih edilmis olup 12 V gerilim

degerine ve 400 Ah kapasite degerine sahip bir enerji depolama sistemi olusturulmustur.
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Resim 3.2. Akiiler ve kontrol panosu

PV paneller ile iiretilen enerji 30 A 12 V degerlerine sahip sarj kontrol cihazi ile akiilere
diizenli bir sekilde depolanmistir. Depolanmis bu enerji 700 W 230 V siniisoidal ¢ikisa

sahip inverter vasitasiyla kullanima hazir hale getirilmistir.

| E INVERTER [

Sekil 3.4. Kontrol panosu tek hat semasi

Calismada enerji tiikketimi ile ilgili bir aragtirma yapilmamakla birlikte olusturulan
sistemden elde edilen enerji okul bahge aydinlatmasinda kullanilmistir. Sekil 3.4’te CAD

programinda ¢izilmis pano tek hat semas1 gortilmektedir.
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3.2.2. NIT ve olusturulan sisteme uyarlanmasi

NiT’in giinliik hayatta kullanimi teknolojik gelismelere paralel olarak artmaya devam
etmektedir. Kullanim alanlarinin genislemesi ve farkli alanlarda pratik c¢oziimler
sunabilmesi bu teknolojiye ilginin artmasini saglamaktadir (Swan, 2012). Bugiin tarim ve
hayvancilik, ulagim ve tagimacilik, akilli evler ve sehirler, akilli sebekeler gibi fazlaca

alanda NIT’ in kullanildig1 goriilmektedir.

Bu calismada NIT PV paneller iizerinde uygulanarak akilli sebekeler alaninda yer
alabilecek bir tasarim olusturulmustur. Calismada PV panellerden anlik olarak alinan
akim degerlerini ve panellerin bulundugu ortamdaki 11k, nem ve sicaklik verilerini uygun
sensorler ile periyodik olarak mikroislemciye gondermek, burada islenen verilerin wi-fi
ile acik kaynakli internet uygulamasma gonderilmesi ve burada depolanmasi
amaglanmistir. Ayn1 zamanda toplanip depolanan bu veriler diger aragtirmacilar
tarafindan farkli projelerde kullanilabilmesi amaciyla kullannoma ag¢ik kanal olarak

paylasilmistir. Sistemin prensip olarak calismasi sekil 3.5’ te gdsterilmistir.

P = H
|
i ]

Sekil 3.5. Kurulan sistemin temel prensip semasi

Arduino UNO

Arduino UNO, basit kullanimi, esnek programlama secenekleri ve genis donanim
uyumluluguyla, cesitli projelerde ve uygulamalarda kullanilan ve giiglii 6zellikleri ile
mikro denetleyici tabanli gelistirme platformudur. ATmega328P mikro denetleyiciye
dayal1 bir karttir ve gesitli giris/cikis pinleri araciligiyla sensorler, motorlar ve diger harici

bilesenlerle iletisim kurabilir.
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ESP 8266 wi-fi modiilii

ESP8266, IoT (Nesnelerin Interneti) ve kablosuz baglant1 uygulamalari i¢in tasarlanmus,
yiiksek entegrasyonlu bir Wi-Fi modilidir. 2,4 GHZ frekans bandinda iletisim
saglamakta ve TCP/IP dahili haberlesme protokolii ile ¢alismaktadir. Nesnelerin interneti
uygulamalari, uzaktan kontrol sistemleri ve endiistriyel otomasyon sistemleri gibi

alanlarda kullanilmaktadir.
DHT 11 151 ve nem sensorti

DHT 11, ¢evresel parametrelerin incelenmesi ve takip edilebilmesi i¢in kullanilan,
giivenli ve hassas oOlgiimler yapabilen bir sensor g¢esididir. DHT 11 sensorii, NTC
termistor ve nem duyarli polimer kapasitif bir nem 6l¢er icermektedir. Hava kosullarini

izleme, tarimsal uygulamalar ve ev otomasyonlarinda kullanilabilmektedir.
ACS 712 akim sensorii

Elektrik akimi iletken bir yoldan aktiginda ayni zamanda bir manyetik alan iiretir. Akim
degerinin Olciilebilmesi i¢cin Hall sensorii kullanilarak, manyetik alan ile orantili bir
gerilim {iretilir (Sari ve ark., 2021). ACS 712 akim sensorii de Hall prensibiyle ¢alisarak,
elektrik ve elektronik devrelerde akim Ol¢limlerini hassas ve giivenilir bir sekilde

yapabilmektedir. ACS 712 ile SA ve 25A akim sinirlamalarinda 6l¢tim yapilabilmektedir.
Sistem ait baglanti semast ve ¢alisma prensibi

Calismada kullanilan mikroislemci, sensor ve wi-fi modiiliine ait baglant1 semas1 sekil
3.6’ da goriilmektedir. Burada DHT11 sicaklik — nem sensorii ve ACS 712 akim sensorii
enerji besleme girisleri 5V ancak ESP8266 modiiliiniin besleme gerilimi 2 ve 6 numarali
pinler lizerinden 3,3 V olarak yapilmaktadir. Esp8266 modiiliiniin veri aligverisinde
kullanilmasi gereken 2 ve 6 numarali pinleri devre semasinda sari1 hatlar ile gosterilmistir

ve mikroislemcinin 10-11 numarali pin girislerine irtibatlandirilmistir.
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Sekil 3.6. Sisteme ait baglant1 semasi

Burada Tx veri gonderme, Rx ise veri almada kullanilmaktadir. 3 ve 5 numarali pinler
dijital giris ve c¢ikis olarak kullanilan pinler olmasina ragmen bu c¢aligmada
kullanilmamigtir. Bosta kalan 4 numarali pin ise wi-fi modiiliinii sifirlama isleminde
kullanilmaktadir. Devrede kullanilan diger bir sensor olan ACS 712 akim sensoriiniin ii¢
pin girisi bulunmaktadir. Bunlardan ikisi besleme girisleri ve son giris ise
mikroiglemcinin analog pin ¢ikiglarina baglanmaktadir. Sensoriin arka kisminda bulunan

klemense ise akim degeri Ol¢iilecek alicinin elektriksel baglantisi yapilmaktadir.
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Sekil 3.7 Akis semast

ThingSpeak veri izleme ve depolama platformu

ThingSpeak, buluttaki veri akislarin1 toplamaya, gorsellestirmeye ve analiz etmeye
olanak taniyan bir NIT analiz platformudur (https:/thingspeak.com/, 16.05.2024).
Internet vasitastyla Arduino, Raspberry gibi mikroislemcilere bagli sensdrlerden
algilanan gevresel verileri depolayip, gorsel olarak analiz etmeye imkan sunmaktadir.

Resim 3.3 da ThingSpeak platformu ara yiizii goriilmektedir.
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Resim 3.3. ThingSpeak platformu ara yiizii

ThingSpeak platformuna veri gondermek ve bu verileri analiz edebilmek i¢in ilgili web
sitesine iiyelik olugturmak gerekmektedir. Ardindan verilerin gonderilecegi bir kanal
olusturulup, ilgili kanala ait ayarlamalar1 yaptiktan sonra, kanala ait API ve IP adresini
sistem kod semasina islemek gerekmektedir. Resim 3.4’te anahtar ve IP adresinin

kodlanmasi goriilmektedir.
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@' Uygulama_Kodlar_| Arduino 1.8.5
Dosya Dizenle Taslak Araglar Yardim

Uygulama_kodlar_§

$include <SoftwareSerial.h>
¢include <dhtll.h>

String aghdi = "proge"; //Agimizin adi

String agSifresi = "91788576"; //AJimizin gifresi

int rxPin = 10; //E5P3266 RX pini

int txPin = 11; //ESP8266 TX pini

int dhtllPin = &;

String ip = "184.106.153.149"; //Thingspeak ip adresi

float sicaklik, nem;

dhtll DHT1L;

SoftwareSerial esp(rxPin, txPin); //5eri haberlesme pin ayarlari

"8 Uygulama_Kodlar_| Arduino 18,3
Dosya Dizenle Taslak Araglar Yardim

Uygulama_Kodlar_§

sicaklik = (float)DHT1l.temperature;
nem = (float)DHTLL.humidity;

int isik = analogRead (Bd):
String veri = "GET https://api.thingspeak.com/update?apl key=KSE8GFAPCOIML21KF"; //Thingspeak komutu. API Key Girigi

verl += "sfieldl=";
veri += String(sicaklik): P/GEnderecejimiz s1caklik defigkeni

veri += "sfield2=";

veri += String{akim); //Gindereceqimiz akim degigkeni
veri += "sfield3=";

veri += String(nem); //Gonderecedimiz nem degigkeni

Resim 3.4. Arduino IDE kodunda ThingSpeak eslestirilmesi

ThingSpeak platformu {izerinde licretsiz iiyelik ile 4 farkli kanal olusturup her kanalda
sekiz farkli veri girisi yapilabilmekte {i¢ milyon veri saklanabilmektedir. Daha sonra
saklanan bu veriler .csv uzantili dosya seklinde indirilebilmektedir. Resim 3.5te
uygulamaya ait bilgisayar ekrani goriintiisii ve resim 3.6’ da mobil uygulama goriintiisii

goriilmektedir.
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Resim 3.5. ThingSpeak web goriintiisii
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Resim 3.6. Mobil uygulama goriintiisii

Calismada ThingSpeak platformuna ilk veri 18.04.2023 saat 13.30” da gonderilmistir ve
18.03.2024 saat 11.30° da son veri alimiyla birlikte veri transferi durdurulmustur. 11
ayda, 2 dakikalik periyodik araliklarla akim, sicaklik, nem ve 151k parlaklik degerleri

toplanarak 93851 veriden olusan bir veri seti olusturulmustur.

Veri toplama siirecinde, sensor arizalari, internet baglantisinin kesilmesi gibi sebeplerle

veri akisinda kisa siireli aksamalar ve iki dakikalik periyotlarda siire farkliliklar



yasanmig, sistemin tekrar isler hale getirilmesi esnasinda anlamsiz ve aykir1 degerler elde

edilmistir.

Elde edilen veri seti, makine 0grenme algoritmalarinda kullanilmadan 6nce, Phyton
programlama diliyle 6n isleme siirecine alinmistir. Veri isleme silirecinde yukarida
bahsedilen aykir1 degerler temizlendikten sonra 2 dakikalik periyotlarla alinan verilerin
ortalamalar1 otuz dakikalik periyotlar haline getirilerek 16650 veriden olusan daha sade

bir seti haline getirilmistir.

Sekil 3.8° de calisma kapsaminda kurulan tiim sistemin blok semas1 goriilmektedir.

SARJ KONTROL UNITESI AKU

iINVERTER

Arduino Besleme Girigi

Sicakhk Sensérd — ESP 8266

—  WI-F
MODULU

Igik Parlaklik Senséra

ARDUINO
Nem Senséra m—
ThingSpeak gr—
Platformu
PV PANELLER — Akim Sensord —
MAKINE OGRENIMi
| :
[ | |
Rastgele Orman Lineer Regresyon XGB Resgresyon Yapay Sinir Afn

Sekil 3.8. Tiim sisteme ait blok semast
3.2.3. Veri setlerinin tanitilmasi ve 6n isleme

Tez kapsaminda iki adet veri seti ile ¢alisilmistir. Bu iki veri setinin igerdigi veriler ve

elde edilis yontemleri farklilik gdstermektedir.
Nesnelerin interneti veri seti

Ik veri seti, PV paneller ile irtibatlandirilan NiT tasarimi ile elde edilmistir. Bu veri

setinde sicaklik, nem, 151k parlaklig1 ve akim verileri bulunmaktadir. Bu veri setinde ilk
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anlamli veri 04.05.2023 giinii, 12.01 de elde edilmistir. Takip eden 11 aylik siirecte iki

dakikalik periyotlarda elde edilen 91949 veriden olusan bir veri seti olusturulmustur.

Anlik degisimlerini kagirmamak ve daha saglikli bir veri elde edebilmek amaciyla segilen
iki dakikalik periyotlar, Phyton programlama diliyle 30 dakikalik ortalama veriler haline
dontistiiriilmiistiir. Cizelge 3.2°da veri setine ait otuz dakikalik bir kesit goriilmektedir.
Burada 13:00 — 13:30 arasinda toplanan sicaklik verilerinin ortalamast 39,58 °C iken
13:30 da alinan sicaklik verisi (¢izelge 3.3) 41 °C, yine ayni saat dilimine ait ortalama

akim degeri 6,25 A iken 10:30 ‘da alinan akim verisi 10,63 A olarak goriilmektedir.

Cizelge 3.2. Veri setine ait otuz dakikalik dilim ortalamalar

Tarih Saat Sicakhk  Akim Nem  Isik Siddeti Giindiiz
2023-07-02 13:00:51 41 10,63 11 1022 1
2023-07-02 13:02:57 40 7,15 11 1020 1
2023-07-02 13:05:02 41 5,07 11 1015 1
2023-07-02 13:07:08 41 5,22 11 1022 1
2023-07-02 13:09:14 39 3,89 12 1014 1
2023-07-02 13:11:19 39 3,67 12 1014 1
2023-07-02 13:13:24 39 4,63 12 1015 1
2023-07-02 13:15:30 39 4,18 12 1014 1
2023-07-02 13:23:51 39 3,44 12 1013 1
2023-07-02 13:25:57 38 8,41 12 1016 1
2023-07-02 13:28:02 40 9,52 11 1017 1
13:30 Ortalama Deger 39,58 6,2583 11,583 1015,75 1

Cizelge 3.3. Otuz dakikalik anlik degerler

Tarih Saat Sicakhk | Akim Nem Isik Siddeti | Giindiiz

2023-07-02 | 13:30:07 41 10,63 11 1022 1
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Ayni1 zamanda ¢izelge incelendiginde iki dakikalik periyotlar halinde veri toplama
istegiyle olusturulan sistematikte aksamalar yasandigi goriilmektedir. Veri génderme
aralig1 otuz dakika icerisinde 8 dakikaya kadar uzadigi goriilmektedir. Bu durum veri
setinin tamaminda goriilmektedir. Sebep olarak internet baglanti hattinda olusan

kopmalar ve sensorlerden kaynakli gecici arizalar oldugu diistiniilmektedir.

Sensorlerden alinan verilerin toplanmasindaki zaman farklar1 ve ortalama degerler ile
anlik degerlerin farkli olmasi goz Oniine alindiginda, zaman dilimi ortalamasi seklinde
elde edilen veri setinin makine 6grenmesinde daha anlamli sonuglar ortaya ¢ikaracagi

diistiniilmektedir. Bu durum sonug¢ boliimiinde incelenecektir.
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Sekil 3.9. Is1 haritasi 1

Sekil 3.9’da Python'daki Seaborn kiitiiphanesi ile olusturulmus 1s1 haritas1 goériilmektedir.
Is1 haritalar1, veri setlerindeki iliskileri gostermek i¢in bir renk skalasi olusturup bu
renkleri matrislerle sunmaktadir. Seaborn kiitiiphanesi genellikle Pearson korelasyon
katsayis1 lizerinden 1s1 haritasi olusturur. Bu yontem, degiskenler arasindaki lineer iliskiyi
Olcmek icin kullanilan bir metriktir. Skalada kirmizi renk tonlar1 yiiksek pozitif iligkiyi,

acik kirmizidan maviye dogru ilerleyen tonlar ise diisiik korelasyonu ifade eder. Ayrica,
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korelasyon katsayilar1 genellikle -1 ile 1 arasinda deger alir ve iligkinin giiciinii

(biiyiikliigiinii) ile yoniinii (pozitif veya negatif) gosterir.

Is1 haritasinda akim degeri ile pozitif yonde iliski gosteren degerler 151k ve sicaklik

verileridir. Nem degeri negatif yonde bir korelasyon gostermektedir.

Bu islemlerin disinda, tahmin performansinin iyilestirilmesi adina, veri setine “dnceki
akim” ve “iki onceki akim” siitunlar1 eklenmistir. Bu islemlerin sonunda resim 3.7’ de

elde edilen veri setine ait 5 satir gérselde goriilmektedir.

df .head()
/' 00s

data saat pre2akim preakim akim isik nem sicaklik gunduz

14:00 3.665 4150 5060 2550 210 210
14:30 4150 5060 2272 10140 210 210
15:00 5.060 22712 1705 10080 22 PAKY)
15:30 2.27 . 0.740 1008.0
16:00 1.705 3000 1014.0

Resim 3.7. NIT veri seti ilk bes satir1

Hava durumu sunucusu veri seti

Bu veri seti, diinya genelinde hava durumu tahmin ve meteorolojik veriler sunan
https://www.accuweather.com/ web sitesinden elde edilmistir. Otuz dakikalik
periyotlarda sicaklik, ultraviyole, riizgar, riizgar yonii, nem, basing, bulutluluk, gece-
giindiiz olmak iizere sekiz farkli veri icermektedir. NIT ile elde edilen veri seti ile ayni

99 662

zaman araliklarina sahiptir ve buradan elde edilen akim degerleri, “akim”- “6nceki akim”-
“iki onceki akim” seklinde eklenmistir. Bu veri setinde "Onceki akim" ve "iki Onceki
akim" terimleri, zaman serileri analizinde kullanilan tekniklerdir. "Onceki akim", mevcut
zaman noktasindan bir 6nceki zaman diliminde elde edilen akim degerini ifade ederken,

“iki onceki akim” ise iki zaman dilimi dncesinde elde edilen akim degerini ifade eder.
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Bu terimler, zaman serilerindeki ge¢mis degerleri modelleme ve tahmin etme amaciyla

siklikla kullanilir. Resim 3.8 de veri setine ait ilk bes satir goriilmektedir.

df.head()

v 00s

id date saat sicaklik uv ruzgar ruzgaryonu basinc bulut pre2akim  preakim akim gunduz

2 42060 2023-05-02 0730 89 30 126 D 670 10220 20 0412857 0581905 (0685238
3 42070 2023-05-02 08:00 89 3. 6 D 670 10220 20 0581905 0685238 (0818750

42080 2023-05-02 0830 4, A D 580 10220 20 0685238 0818750 3210526
5 42090 -05-02 0900 4, : 630 10220 00 0818750 3.210526 12540000

6 42100 2023-05-02 09:30 ) 510 1020 00 3210526 12540000 13.136111

Resim 3.8. Accuweather veri setine ait ilk bes satir

Veri seti toplamda, otuz dakikalik periyotlarla alinmig 14427 veri satirindan
olugmaktadir. Veri setinin bazi bélimlerinde, internet sunucusu ile ilgili oldugu
diisiiniilen otuz dakikalik periyotlarinda bozulmalar goriilmiistiir. Bu bozulmalarin

bulundugu veri satirlar1 tahmin islemine katilmamastir.

Sekil 3.10 — 3.11 ve 3.12°de veri setinde bulunan bazi verilerin akim degeri ve diger
veriler ile karsilagtirilmasi goriilmektedir. Buna gore akim degeri ile en fazla tutarlilik
gosteren veri degeri ultraviyole olarak goriilmektedir. Akim degeriyle paralel olarak
devam eden oransal olarak ultraviyoleden az olsa da sicaklik verisi olmaktadir. Riizgar
degeri ile akim degerinin belirli bir paralelligi goriilmese de nem degerleri sicaklik ile ters
orantili degistigi goriilmekte ve buradan ¢ikarimla nem ve akim degerleri arasinda ters

orantilt bir iligki bulundugu sdylenebilmektedir.
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Sekil 3.11. Riizgar ve akim degerlerine ait grafik
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Sekil 3.12. Sicaklik, nem ve akim degerlerine ait grafik

Olusturulan 1s1 haritasi (sekil 3.13) yukaridaki grafikleri destekler niteliktedir. Buna gore;
akim verileriyle en yiiksek iligskiyi (6nceki akim ve iki onceki akim degerleri harig
tutularak) ultraviyole degeri 0,78 degeri ile saglamaktadir. UV degerinden sonra en
yiiksek iliski ise 0,27 degeri ile sicaklik olarak goriilmektedir. Bulutluluk, nem ve riizgar
verileriyle pozitif iliski bulunmadigi, ayrica en gii¢lii negatif iliskinin-0,019 riizgar

oldugu goriilmektedir.
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Sekil 3.13. Is1 haritas1 2

3.2.4. Makine 6grenmesi

Makine 6grenmesi, bilgisayar sistemlerinin belirlenmis bir gorevi yerine getirebilmek
amaciyla veriler kullanarak kendi performansini iyilestirebilen bir yapay zeka alt dal
olarak tanimlanmaktadir. Makine 6grenimi programlanmig talimatlarla degil, veriler

iizerinden 6grenme yetenegine dayanmaktadir.

Bu ¢alismada iki farkli veri seti iizerinden makine 6grenimi uygulamasi yapilmistir. Tezin
bir onceki boliimiinde anlatildigi gibi bu veri setlerinin igerdigi veriler ayni zaman
dilimine ait ancak elde edilis bigimleri ve veri cinsleri farkliliklar géstermektedir. Bu
bakimdan iki veri seti ayn1 makine 6grenimi algoritmalarina uygulanarak performanslari

paylasilmistir.
Hiper parametre optimizasyonu

Makine 6grenimi algoritmalar1 olarak Lineer Regresyon, RFR Regresyon, LSTM ve
XGBoost algoritmalar1 secilmistir. Ilk uygulamanin ardindan makine 6grenimi model
performanslarinin arttirilmasi ve en etkili kombinasyonu belirlemek amaciyla hiper
parametre ayarlar1 ile uygulama tekrarlanmistir ve sonuglar ayri tablolar halinde

sunularak karsilagtirllmistir. Hiper parametre degerleri modelin genelleme kabiliyetini
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arttirmak i¢in kullanilmaktadir. En iyi hiper parametre degerleri farkli kombinasyonlari

rastgele deneme yontemiyle ya da GridSearch CV tekniginden yararlanarak

bulunabilmektedir. Hiper parametre kombinasyonlarini sistematik sekilde deneyip en iyi

degerleri bulmay1 amaglamaktadir (Bergsta ve Bengio, 2012). Kullanilan parametrelerin

islevleri ¢izelge 3.4, ¢i

zelge 3.5 ve ¢izelge 3.6” da gosterilmistir.

Cizelge 3.4. RFR hiper parametreleri

Hiper parametre

Gorevi ve Igerigi

N_estimators

RFR modelinde kullanilacak aga¢ sayisini belirlemektedir.

Max_depth

Bir agacin maksimum derinligi bir dalin en fazla kag
seviyeye kadar dallanabilecegini gostermektedir.

Min_samples_split Bir i¢ diiglimiin boliinmesi gereken en az 6rnek sayisidir.

Min_samples_leaf Bir yapragin sahip olmasi gereken 6rnek sayisini belirler.

Bootstrap

Egitim verisi Uzerinden yapilacak Orneklemeyi ifade
etmektedir.

Cizelge 3.5. XGB hiper parametreleri

Hiper parametre

Gorevi ve Icerigi

N_estimators

Olusturulacak aga¢ sayisimi ifade etmektedir. Aga¢ sayisinin
fazla olmasi performansi arttirmaktadir.

Learning rate

Olusturulan her bir agacin katkisin1 kontrol eden Ogrenme
oranidir. Diisiik 6grenme orani istikrarli bir 6grenme, yiiksek bir
O0grenme orani daha hizli 6grenme olusturmaktadir.

Subsample

Egitimin her bir agsamasinda kullanilacak alt 6rneklem sayisini
oranini gostermektedir.

Min_child_weight

Bir i¢ diigiimiin boliinmesi i¢in gereken en az agirlik sayisini
gostermektedir.

Colsample_bytree

Agac olusturma asamasinda kullanilacak 6zelliklerin oranlarini
belirlemekte kullanilmaktadir.

Gamma

Bir diiglimiin boliinmesinde diisiis saglamak icin gereken en az
kaybi1 belirlemektedir.
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Cizelge 3.6. LSTM hiper parametreleri

Hiper parametre Géorevi ve icerigi

Units LSTM katmanindaki ndron sayisini belirler.

Aktivasyon fonksiyonunu belirler. LSTM hiicreleri iginde

Activation kullanilacak aktivasyon fonksiyonlarini ayarlar.

Egitim sirasinda kullanilacak minibatch boyutunu belirler. Bir
Batch_size minibatch, her adimda modele beslenen egitim Orneklerinin
sayisini ifade etmektedir.

Ogrenme oranimi belirler. Modelin her adimda agirliklarini ne

Learning_rate kadar degistirecegini kontrol eder.

Egitim veri setinin model tarafindan kag kez islenecegini belirler.
Epochs Bir epoch, tiim egitim veri setinin bir kez modelden gegirilmesi
anlamina gelir.

Sec¢ilen makine Ogrenimi algoritmalarina uygulanacak hiper parametreler, modelin
performansini  dogrudan etkilemektedir. Hiper parametrelerin dogru bir sekilde
belirlenmesi, modelin tahmin dogrulugunu ve genelleme yetenegini artirmada kritik bir
rol oynar. Hiper parametre degeri seciminde, her bir parametrenin ne ise yaradigini ve
model iizerindeki etkisini anlamak, en dogru sec¢imi belirlemede yardimci olmaktadir.
GridSearch CV yontemi, bu parametrelerin optimize edilmesinde yaygin olarak

kullanilan bir tekniktir ve bu bilesenlerin agiklamalar1 Cizelge 3.7'de sunulmustur.

Cizelge 3.7. GridSearch CV bilesenleri

GridSearch CV Aciklama

Model GridSearch CV’ in optimize edecegi model secilmektedir

Param grid Hiper parametre 1zgarasindaki denenecek kombinasyonlari

icermektedir.
Cv Capraz dogrulama kat sayist
Scoring Modelin performansini belirlemek i¢in seg¢ilen metrik bilgisi

Farkli veri kiimeleri i¢in yapilacak makine 6grenimi uygulamalari i¢in veri setinde

bulunan 6zellikler ¢izelge 3.8 de semboller halinde sunulmustur.
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Cizelge 3.8. Girdilere ait sembol ¢izelgesi

Siitun Bashklar1  Semboller Siitun Baghklar1  Semboller
Giindiiz S (sun) Riizgar W (wind)

Tarih D (date) AKim In

Saat T (time) Preakim In-1

Sicakhik H (heat) Pre2Akim In-2

Nem Hu(humidity) Ultraviyole UV (ultraviyolet)
Bulut C (cloud) Veri Sayisi N(number)

Isik L(light)
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4. BULGULAR VE TARTISMA

4.1. Hava Durumu Sunucusu Veri Seti ile Makine Ogrenimi

Bu veri seti, diinya genelinde giincel hava durumu verileri ve tahminleri paylasan bir
meteoroloji sayfasindan elde edilmistir. Yaklasik on bir aylik bir zaman dilimine ait otuz
dakikalik periyotlarla toplanmis sicaklik, nem, ultraviyole, riizgar, riizgar yonii, basing,
gece-giindiiz ve bulut verilerini igermektedir. Ayrica tahmin performansini arttirabilmek
amaciyla pv panellerden elde edilen akim degerleri, ‘Onceki akim’ ve ‘iki 6nceki akim’
siitunlar1 olacak sekilde veri setine eklenmistir. Veri seti son haliyle 13 siitun ve 19618

satirdan olugmaktadir.

Veri kiimesi ti¢ ayr sekilde kullanilarak egitim uygulanmis ve her egitimden sonra hiper
parametreler ile tekrar egitim uygulanarak algoritmalarin performanslari tablolar halinde
sunulmustur. Ayrica GridSearch CV tarafindan se¢ilmis en iyi hiper parametre degerleri

ve veri tiirlerinin algoritmalarda dnem siralari ile birlikte sunulmustur.

4.1.1. Tiim veriler ile makine 6grenimi

Bu uygulamada veri setinde bulunan tiim atmosferik veriler ve PV panellerden elde edilen

akim degerleri birlikte kullanilmigtir.

Cizelge 4.1. Tiim veri seti ile elde edilen performans bulgulari

GIRDILER

“D”_ GCT”_ “H” _ “Hu” _ “C”_ “W” _ “UV” _ “Ill” _ “Ill-l” _ “Ill-z”

Rastgele Lineer XGBoost

Orman Regresyon Regresyon LSTM

R? 0.886 0.854 0.879 0.876
RMSE 1.018 1.152 1.051 1.061
MAE 0.440 0.560 0.454 0.510
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Cizelge 4.1°de uygulanan ilk egitimden sonra tahmin sonuc¢larinda RFR algoritmasinin
tiim metriklerde en basarili sonucu verdigi, XGBoost algoritmasinin ise ilk algoritmaya
yakin performans sergiledigi goriilmektedir. Ayni1 zamanda XGBoost ve LSTM

algoritmalar1 dzellikle R? metrik degerlendirmesinde ¢ok yakin sonuglar gostermistir.

Ik uygulanan egitimin ardindan cizelge 4.2, ¢izelge 4.3 ve ¢izelge 4.4’ te sirastyla RFR,
XGBoost ve LSTM algoritmalar1 i¢in GridSearch tarafindan secilmis en iyi hiper
parametre degerleri ile tekrar egitim uygulanmistir. GridSearch tarafindan segilen en iyi
degerler asagidaki tablolarda sunulmustur. Ayrica bunlara ait performans sonuglar1 da

cizelge 4.5’ te gosterilmistir.

Cizelge 4.2. RFR algoritmasina ait hiper parametre degerleri

RFR Regresyonu
Hiper Parametreler Girilen Degerler GridSearch ile Secilen Degerler
n_estimators [250, 500] 250
Max_depth [10, 50, 100] 100
Min_samples_split [2, 4, 8] 2
Min_samples_leaf [1,2,4] 4
Bootstrap [True, False] True

Cizelge 4.3. XGB algoritmasi hiper parametre degerleri

XGBoost Regresyonu
Hiper Parametreler Girilen Degerler GridSearch ile Secilen Degerler
n_estimators [100, 500] 500
Learning rate [0.01, 0.1, 0.2, 0.3] 0,01
Subsample [0.5,0.8,1] 0,5
Min_child_weight [5,10,20,40] 10
Colsample bytree [0.5,0.8,1] 0,8
Gamma [0,0.1,1,10] 0
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Cizelge 4.4. LSTM algoritmasi hiper parametre degerleri

LSTM
Hiper Parametreler Girilen Degerler GridSearch ile Secilen Degerler
Units [64, 128, 256] 128
Activation [relu, tanh] tanh
Batch_size [16, 32, 64] 16
Learning_rate [0.1,0.01, 0.001] 0.001
Epochs [50, 100, 200] 200

GridSearch tarafindan secilmis en uygun Hiper parametreler ile tekrarlanan uygulamanin

sonuclari ¢izelge 4.5 te sunulmustur.

Cizelge 4.5. Hiper parametreler ile elde edilen performans bulgulari

e L Xt Lot
R? 0.886 - 0.890 0.884
RMSE 1.016 - 1.000 1.028
MAE 0.433 - 0.441 0.437

Hiper parametre optimizasyonu sonrasinda XGBoost algoritmasinin RMSE ve R?
metrikleriyle degerlendirmede diger algoritmalara gore daha basarili oldugu
goriilmektedir. RFR ve LSTM algoritmalar: tiim metrik degerlendirmelerinde birbirlerine
cok yakin performanslar sergilemislerdir. RFR algoritmasi ise MAE metrigi

degerlendirmesinde diger algoritmalarin tizerinde yer almistir.

Veri seti igerisinde bulunan her veri tiirli, algoritma performansini pozitif ya da negatif
yonde etkilemektedir. Hangi 6zelligin performansi ne kadar etki ettiginin bilinmesi
performans gelistirmede ise yarar bir sekilde kullanilabilmektedir. Buna gore, Cizelge
4.6’ da egitime katilan verilerin tahmin performansini etkilemedeki giicleri oransal olarak
siralanmistir. Bu model egitiminde saat ve tarih verileri disinda sekiz adet 6zellik

kullanilmistir.
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Cizelge 4.6. Ozelliklerin algoritmalara gére dnem siralamalari

Rastgele Orman Lineer Regresyon XGBoost

1. preakim: %87.87 1.preakim: %83.16 1. preakim: %80.71

2. pre2akim: %3.72 2. uv: %19.40 2.uv: %3.88

3.uv: %1.67 3. gunduz: %10.14 3. gunduz: %3.47
Set‘i]lf;:ki 4. sicaklik: %1.64 4. nem: %0.71 4. pre2akim: %2.98
Girdilerin 5. nem: %1.56 5. bulut: %-0.05 5. bulut: %2.24

Onem 6. ruzgar: %1.36 6. basinc: %-0.21 6. nem: %1.93

Siralamasi

7. bulut: %1.08 7. sicaklik: %-0.23 7. ruzgar: %1.75

8. basinc: %1.04 8. ruzgar: %-0.92 8. basinc: %1.70

9. gunduz: %0.06 9. pre2akim: %-12.01 9. sicaklik: %1.34

Cizelge 4.6’ ya gore tahmin isleminde tiim algoritmalara en ytiksek verimi saglayan veri
“bir Onceki akim” degeri olmustur. Oransal olarak tamaminda farkli olsa da tiim
algoritmalardan %80 iizerinde bir skor almistir. Tiim verilerin igerisinde ultraviyole

degeri de lineer regresyon ve XGBoost algoritmalarinda ikinci sirada yer almstir.

Tahmin calismasi sonucunda elde edilen veriler .csv formatinda alinmistir. Elde edilen
veri setine ait gorsel karsilastirma sekil 4.1° de goriilmektedir. Grafik olusturma siirecinde

anlamli bir goriintii elde edebilmek amaciyla veri setinin tamami kullanilmamastir.
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Sekil 4.1. Tiim veriler ile elde edilmis tahmin verileri ve test verileri
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4.1.2. Atmosferik verileri kullanarak makine 6grenimi

Bu uygulamada PV panellerden alinan “6nceki akim” ve “iki onceki akim” verileri
tahmin islemine katilmamaistir. https://www.accuweather.com/ web sitesinden alinan on
bir aylik atmosferik veriler kullanilarak uygulanan makine 6grenimine ait metrik

degerlendirmeleri ¢izelge 4.7° de sunulmustur.

Cizelge 4.7. Atmosferik veriler ile elde edilen bulgular

GIRDILER

D” - “T” - “H” _ “Hu” _ “C”_ “W” _ “UV

Rastgele Lineer XGBoost LSTM
Orman Regresyon Regresyon
R? 0.793 0.623 0.772 0.690
RMSE 1.374 1.854 1.441 1.682
MAE 0.685 1.063 0.775 0.886

Yalnizca atmosferik veriler kullanilarak gergeklestirilen dort makine 6grenimi algoritma
sonuglarinda li¢c metrikte de en basarili sonucu veren algoritma RFR Regresyonu olarak
goriilmektedir. RFR algoritmasini yine tiim metrik degerlendirmelerinde ikinci sirada
bulunan XGBoost algoritmasi takip etmistir. Tiim metrik degerlendirmelerinde en diisiik

performansi gosteren ise LR algoritmast olmustur.

Cizelge 4.8. RFR Algoritmas1 Hiper Parametre Degerleri

RFR Regresyonu
Hiper Parametreler Girilen Degerler GridSearch ile Secilen Degerler
n_estimators [250, 500] 500
Max_depth [10, 50, 100] 50
Min_samples_split [2, 4, 8] 2
Min_samples_leaf [1,2,4] 1
Bootstrap [True, False] True

57



Cizelge 4. 9. XGBoost Algoritmas1 Hiper Parametre Degerleri

XGBoost Regresyonu
Hiper Parametreler Girilen Degerler GridSearch ile Secilen Degerler
n_estimators [100, 500] 500
Learning rate [0.01, 0.1, 0.2, 0.3] 0,1
Subsample [0.5,0.8,1] 0,5
Min_child_weight [5,10,20,40] 10
Colsample bytree [0.5,0.8,1] 0,8
Gamma [0,0.1,1,10] 0

Cizelge 4.10. LSTM Algoritmasi Hiper Parametre Degerleri

LSTM
Hiper Parametreler Girilen Degerler GridSearch ile Secilen Degerler
Units [64, 128, 256] 256
Activation [relu, tanh] tanh
Batch_size [16, 32, 64] 32
Learning_rate [0.1,0.01, 0.001] 0.001
Epochs [50, 100, 200] 200

Ik uygulanan egitimin ardindan ¢izelge 4.8 RFR, ¢izelge 4.9 XGBoost ve ¢izelge 4.10
LSTM algoritmalari i¢in GridSearch tarafindan secilmis en iyi hiper parametre degerleri

ile tekrar egitim uygulanmistir. Bu uygulamanin sonuglari ¢izelge 4.11° de sunulmustur.

Cizelge 4.11. Hiper parametreler ile Elde Edilen Performans Bulgulari

Rastgele Orman Lineer Regr. XGBoost Regr. LSTM
R? 0.795 - 0.783 0.712
RMSE 1.367 - 1.406 1.621
MAE 0.685 - 0.774 0.840
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Yalnizca atmosfer verileri kullanilarak, hiper parametre degerleri ile yapilan makine
O0grenimi uygulamasi sonucunda algoritma tahmin basarilarinda artisin sinirli kaldigi
goriilmektedir. Ornek olarak, RFR algoritmasinda R? metrik degerlendirmesi ilk
uygulamada 0,79316 iken hiper parametre ayarlarindan sonra yapilan uygulamada

0,79536 olarak goriilmektedir.

Cizelge 4.12° de egitime katilan verilerin tahmin performansina etkileri oransal olarak

siralanmastir.

Cizelge 4.12. Egitime Katilan Verilerin Performansa Etkileri

Rastgele Orman Lineer Regresyon XGBoost Regresyon

1. uv: %63.12 1. uv: %69.09 1. uv: %71.77
2. sicaklik: %10.59 2. gunduz: %33.09 2. bulut: %5.95
Veri :

Setindel 3 TUZgar: %7.56 3. nem: %0.29 3. basinc: %5.38
Gi{'dilerin 4. nem: %7.14 4. basinc: %0.24 4. sicaklik: %5.20
Onem 5. basinc: %6.12 5. bulut: %0.01 5. ruzgar: %4.36

Siralamasi
6. bulut: %5.18 6. sicaklik: %-1.32 6. nem: %4.23
7. gunduz: %0.30 7. ruzgar: %-1.40 7. giindiiz: %3.12

Cizelge 4.12° da yalnizca atmosfer verileri ile makine Ogrenimi uygulamasinda

panellerden iiretilen enerjinin ultraviyole degeri ile yakindan ilgili oldugu goriilmektedir.

Sekil 4.2’ de elde edilen tahmin verileri ile test verilerinin karsilagtirilmasi gosterilmistir.

12

10

Akim

1 3 5 7 9 11 13 15 17 19 21 23 25 27 29 31 33 35 37 39 41 43 45 47 49

—o—Test =@=Tahmin Veri

Sekil 4.2. Atmosferik Veriler ile Elde Edilmis Tahmin Verileri ve Test Verileri
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4.1.3. Akim verileri ile makine 6grenimi

Bu uygulamada atmosferik veriler kullanilmadan yalnizca 6nceki akim ve iki 6nceki akim

degerleri tlizerinden tahmin islemleri yapilmistir. Bu adimda asil amaglanan nokta akim

verilerine ait performans degerleri ile atmosfer verilerinin performansini
karsilastirmaktir.
Cizelge 4.13. Akim Verileri ile Elde Edilen Bulgular
GIRDILER
“In-1” = “In2”
Orman  Repewon  Regremon  LSTM
R? 0.844 0.840 0.842 0.876
RMSE 1.192 1.207 1.200 1.045
MAE 0.527 0.559 0.512 0.512

Atmosferik verilerin bulunmadigi, yalnizca akim degerleri veri seti ile yapilan
uygulamada (gizelge 4.13), kullanilan tiim algoritmalarin birbirine yakin performans
sergiledigi, yakin performans sonuglarina ragmen LTSM algoritmasinin tiim metrik
degerlendirmelerinde en basarilt sonuglar1 verdigi goriilmektedir. Ayn1 zamanda MAE
metrik degerlendirmesinde de XGBoost ve LSTM algoritmalart es performans

sergilemislerdir.

Cizelge 4.14. RFR Algoritmas1 Hiper Parametre Degerleri

RFR Regresyonu

Hiper Parametreler

Girilen Degerler

GridSearch ile Secilen Degerler

n_estimators [250, 500] 500
Max_depth [10, 50, 100] 10
Min_samples_split (2,4, 8] 8
Min_samples_leaf [1,2,4] 4

Bootstrap [True, False] True
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Cizelge 4.15.XGB algoritmasi hiper parametre degerleri

XGBoost Regresyonu
Hiper Parametreler Girilen Degerler GridSearch ile Secilen Degerler

n_estimators [100, 500] 500
Learning rate [0.01, 0.1, 0.2, 0.3] 0,01
Subsample [0.5,0.8,1] 0,5
Min_child_weight [5,10,20,40] 10

Colsample bytree [0.5,0.8,1] 1
Gamma [0,0.1,1,10] 10

Cizelge 4.16. LSTM algoritmasi hiper parametre degerleri

LSTM
Hiper Parametreler Girilen Degerler GridSearch ile Secilen Degerler
Units [64, 128, 256] 256
Activation [relu, tanh] tanh
Batch_size [16, 32, 64] 64
Learning_rate [0.1,0.01, 0.001] 0.01
Epochs [50, 100, 200] 200

[k uygulanan egitimin ardindan, farkli algoritmalar {izerinde GridSearch ydntemi ile en
iyi hiper parametre degerleri belirlenmistir. Bu kapsamda, Rastgele Orman algoritmasi
icin segilen en iyi hiper parametre degerleri ile yapilan egitim sonuclar1 Cizelge 4.14'te,
XGBoost algoritmast i¢in belirlenen en iyi hiper parametrelerle gerceklestirilen egitim
sonuglar1 Cizelge 4.15'te ve LSTM algoritmasi i¢in se¢ilmis en iyi hiper parametrelerle
yapilan egitim sonuglari ise Cizelge 4.16'da sunulmustur. Bu algoritmalarin, GridSearch
tarafindan secilen en iyi hiper parametre degerleri ile yeniden egitilmesi sonucu elde
edilen performans degerlendirmeleri ve sonuglar ise Cizelge 4.17'de ayrintili olarak
gosterilmigtir. Bu sekilde, farkli algoritmalarin ve hiper parametrelerin model

performanslar karsilagtirilmistir.
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Cizelge 4.17. Hiper parametreler ile elde edilen performans bulgulari

Rastgele Orman Lineer Reg. XGBoost Regr. LSTM

R? 0.858 - 0.863 0.859
RMSE 1.135 - 1.115 1.134
MAE 0.489 - 0.492 0.586

Yalnizca akim verileri kullanilarak, hiper parametre degerleri ile yapilan makine
ogrenimi uygulamasi sonucunda ilk uygulamanin aksine XGBoost algoritmasi R? ve
RMSE metriklerinde daha basarili sonuglar elde etmistir. RFR Algoritmasi ise MAE
metriginde daha iyi bir performans gostermistir. Cizelge 4.18° da veri setinde bulunan

verilerin tahmin performansina etkileri oransal olarak goriilmektedir.

Cizelge 4.18. Egitime Katilan Verilerin Performansa Etkileri

Rastgele Orman Lineer Regresyon XGBoost Regresyon
Veri
Setindeki | ,reakim: %91.80 1. preakim: %111.87 1. preakim: %95.04
Girdilerin ) i i
Onem 2. pre2akim: %8.20 2. pre2akim: %-11.87 2. pre2akim: %4.96

Siralamasi

Cizelge 4.18’e¢ bakildiginda, tahmin isleminde bir 6nceki akim degerinin tahmin
performansina biiyilik 6l¢iide olumlu bir etki yaptig1 agik¢a goriilmektedir. Bu durum,
modelin bir dnceki akim degerini dikkate alarak daha dogru tahminler yapabildigini
gostermektedir. Ote yandan, iki onceki akim degerinin ise 6zellikle LR (Dogrusal
Regresyon) algoritmasinda negatif bir etki yarattigi tespit edilmistir. Bu durum, iki énceki
akim degerinin modelin tahmin performansini olumsuz yonde etkiledigini isaret
etmektedir. Sekil 4.3’te ise elde edilen tahmin verileri ile test verilerinin karsilastiriimasi
detayl bir sekilde gosterilmistir. Bu grafik sayesinde, modelin tahmin yetenegi ve gercek
verilerle ne kadar uyumlu oldugu gorsel olarak degerlendirilebilmektedir. Bu tiir
karsilagtirmalar, modelin dogrulugunu ve giivenilirligini degerlendirmek i¢in énemli bir

ara¢ olarak goriilmektedir.
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Sekil 4.3. Akim verileri ile elde edilmis tahmin ve test verileri grafigi

4.2. NiT ile Veri Seti Makine Ogrenimi

Bu calisma kapsaminda kullanilan veri seti, kurulmus olan giines enerjisi iiretim
santralinden toplanan verilerden olusturulmustur. Enerji santraline uygun sensorlerin ve
NIT tabanli sistemin eklenmesiyle, santralden sicaklik, nem, 151k siddeti ve akim degerleri
gibi c¢esitli veriler toplanmistir. Bu veriler, 11 aylik bir siire boyunca diizenli olarak
kaydedilmis ve ThingSpeak platformunda depolanmistir. Verilerin toplanma sikligi her
iki dakikada bir olacak sekilde ayarlanmis ve bu ham veriler daha sonra 6n islemden
gecirilmistir. Bu 6n isleme siirecinde, iki dakikalik araliklarla toplanan veriler, otuz
dakikalik araliklarda ortalama degerlere sahip olacak sekilde yeniden diizenlenmistir.
Sonug olarak, elde edilen veri seti 15310 satir ve 7 siitundan olusmaktadir. Bu genis veri
tabani, analiz ve modelleme calismalarinda kullanilmak iizere hazirlanmis ve
sunulmustur. Bu veri setinin kapsamli yapisi, giines enerjisi {iretim santralinin

performansinin detayli bir sekilde incelenmesine olanak saglamaktadir.

4.2.1 Tiim veri seti ile makine 6grenimi

Bu uygulamada NiT kullanilarak elde edilen veri seti ile makine 6grenimi modeli insa

edilmistir. Veri seti igerisinden higbir veri tiirii ¢ikarilmadan, tiim veriler kullanilarak
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uygulanmistir. Sicaklik, nem, 151k parlakligi verilerinin yaninda 6nceki akim ve iki dnceki

akim degerleri yer almaktadir.

Kullanilan algoritmalarin ve degerlendirme metriklerinin performans sonuglari, Cizelge
4.19'da ayrintil1 bir sekilde sunulmustur. Her bir algoritmanin tahmin yetenegi, belirlenen
metrikler ile degerlendirilmis ve bu metrikler arasinda dogruluk, hata orani, ortalama

mutlak hata, ortalama karesel hata ve kok ortalama karesel hata gibi 6l¢iitler yer almistir.

Cizelge 4.19. Nesnelerin interneti verileri ile elde edilen bulgular

GIRDILER

“Pnt” = “Ina” — “H” — “Hu” — “L”

Lineer XGBoost

Rastgele Orman Reoresyin Reoresydtl LSTM

R? 0.927 0.871 0.918 0.889
RMSE 0.815 1.081 0.863 0.991
MAE 0.336 0.527 0.356 0.466

[Ik makine dgrenimi uygulama sonucunda RFR algoritmasimin tiim metriklerde en iyi
performans gosterdigi goriilmektedir. XGBoost algoritmasinin sundugu performans ise
ozellikle R?> ve MAE metriklerinde RFR algoritmasina ait performanslara c¢ok
yaklagsmaktadir. Tiim sonuglara bakarak, performans siralamalarinda {igiincli sirada

LSTM algoritmasinin son sirada ise LR algoritmasinin yer aldigi goriilmektedir.

Cizelge 4. 20. RFR algoritmasi hiper parametre degerleri

RFR Regresyonu
Hiper Parametreler Girilen Degerler GridSearch ile Secilen Degerler
n_estimators [250, 500] 250
Max_depth [10, 50, 100] 100
Min_samples_split [2, 4, 8] 8
Min_samples_leaf [1,2,4] 1
Bootstrap [True, False] True
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Cizelge 4.21. XGB algoritmasi hiper parametre degerleri

XGBoost Regresyonu
Hiper Parametreler Girilen Degerler GridSearch ile Secilen Degerler
n_estimators [100, 500] 500
Learning rate [0.01, 0.1, 0.2, 0.3] 0,01
Subsample [0.5,0.8,1] 0,5
Min_child_weight [5,10,20,40] 10
Colsample bytree [0.5,0.8,1] 1
Gamma [0,0.1,1,10] 0

Cizelge 4.22. LSTM algoritmasi hiper parametre degerleri

LSTM
Hiper Parametreler Girilen Degerler GridSearch ile Secilen Degerler
Units [64, 128, 256] 256
Activation [relu, tanh] tanh
Batch_size [16, 32, 64] 32
Learning_rate [0.1,0.01, 0.001] 0.001
Epochs [50, 100, 200] 200

Ik uygulanan egitim siirecinin ardindan, Rastgele Orman (RFR), XGBoost ve LSTM
algoritmalari i¢in GridSearch yontemi ile en iyi hiper parametre degerleri belirlenmistir.
Bu belirleme islemi sonucunda, her bir algoritma icin optimal hiper parametreler
secilerek, modeller tekrar egitilmistir. Bu kapsamda, Rastgele Orman algoritmasi i¢in
secilen en i1yi hiper parametre degerleri ile gergeklestirilen yeniden egitim sonuglari
Cizelge 4.20'de sunulmustur. Ayni sekilde, XGBoost algoritmasi i¢in belirlenen en 1yi
hiper parametrelerle yapilan egitim sonuglar1 Cizelge 4.21'de, LSTM algoritmasi igin
secilmis en iyi hiper parametrelerle gergeklestirilen egitim sonuglari ise Cizelge 4.22'de
detayli bir sekilde gosterilmistir. Bu algoritmalarin, GridSearch tarafindan secilen en

uygun hiper parametre degerleri ile yeniden egitilmesi sonucu elde edilen performans
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degerlendirmeleri ve sonuglar ise Cizelge 4.23'te sunulmustur. Bu sekilde, farkl
algoritmalarin ve hiper parametrelerin model performanslar1 karsilastirilarak, en etkili
tahmin modelinin belirlenmesi amag¢lanmistir. Bu analizler, modelleme siirecinde hangi
algoritmanin daha yiiksek performans gosterdigini ve belirli hiper parametrelerin etkisini

anlamak i¢in kritik bir rol oynamaktadir.

Cizelge 4.23. Hiper parametre degerleri ile elde edilen bulgular

Rastgele Orman Lineer XGBoost LSTM
Regresyon Regresyon
R? 0.929 - 0.930 0.889
RMSE 0.809 - 0.797 0.986
MAE  0.336 - 0.342 0.444

Cizelge 4.24° e gore hiper parametre degerleri ile yapilan uygulamada XGBoost
uygulamasinimn  performanst 6nemli dlgiide artarak R? ve RMSE metrik
degerlendirmelerinde en iyi performansi gostermistir. MAE metrik degerlendirmesinde

ise RFR algoritmasi 6ne ¢ikmaktadir.

Cizelge 4.24 Egitime katilan verilerin performansa etkileri

Rastgele Orman Lineer Regresyon XGBoost

Regresyon
1. preakim: %88.04 1. preakim: %109.61  preakim: %83.79
Veri 2. isik: %5.47 2. gunduz: %6.90 isik: %8.36
Setindeki 3 ,redakim: %3.17 3. sicaklik: %1.14 pre2akim: %2.35
Girdilerin ) ) o ) )
Onem 4. sicaklik: %1.65 4. isik: %0.03 sicaklik: %1.94
Siralamast 5 nem: %1.62 5. nem: %-0.08 nem: %1.81
6. gunduz: %0.04 6. pre2akim: %-17.60  gunduz: %1.75

Cizelge 4.24° de veri setinde bulunan verilerin tahmin performansina etkileri oransal
olarak goriilmektedir. Goriildiigii iizere, dnceki akim verisi tahmin isleminde algoritmalar

tarafindan en ¢ok faydali bulunan veri olarak goriilmektedir.

Elde edilen tahmin verileri ve ger¢ek degerler kullanilarak ¢izilen grafik sekil 4.4’ te

goriilmektedir.
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Sekil 4.4. Tiim veri seti ile edilmis tahmin ve test verileri grafigi

4.2.2. NIT atmosferik verileri ile makine 6grenimi

Bu uygulamada nesnelerin interneti teknoloji ile toplanmis verilerden akim degerleri
cikarilarak makine 6grenimi uygulamasi yapilmistir. Kullanilan veri setinde sicaklik, nem
ve 151k parlakligi ozellikleri yer almaktadir. Elde edilen bulgular ¢izelge 4.21° de

gosterilmistir.

Cizelge 4.25. Atmosferik veriler ile elde edilen bulgular

GIRDILER

“H” — “Hu” — “L>

Rastgele Orman Rel‘gi:ei;ron Ii(e glz(s);(s)tn LSTM
R? 0.764 0.453 0.753 0.652
RMSE 1.489 2.269 1.523 1.754
MAE 0.693 1.704 0.718 0.953

Atmosferik veriler ile yapilan ilk uygulamada RFR Algoritmast tim metrik

degerlendirmelerinde en iyi performansi gostermistir. RFR algoritmasina en yakin
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degerleri ise XGBoost algoritmasi gosterirken, bu siralamay1 LSTM algoritmasi ve lineer

regresyon algoritmasi olacak sekilde siralanmistir.

[k uygulanan egitimin ardindan gizelge 4.26 RFR, gizelge 4.27 XGBoost ve cizelge 4.28
LSTM algoritmalari i¢in GridSearch tarafindan seg¢ilmis en iyi hiper parametre degerleri
ile tekrar egitim uygulanmistir. Bu uygulamanin ardinda hiper parametre optimizasyonu
ile tekrarlanan egitime ait bulgular ¢izelge 4.29° da ve elde edilen performans sonuglarina

etki eden Ozelliklerin katki oranlar1 ¢izelge 4.30° da goriilmektedir.

Cizelge 4.26. RFR algoritmast hiper parametre degerleri

RFR Regresyonu
Hiper Parametreler Girilen Degerler GridSearch ile Secilen
Degerler
n_estimators [250, 500] 250
Max_depth [10, 50, 100] 10
Min_samples_split (2,4, 8] 8
Min_samples_leaf [1,2,4] 1
Bootstrap [True, False] True

Cizelge 4.27. XGBoost algoritmasi hiper parametre degerleri

XGBoost Regresyonu
Hiper Parametreler Girilen Degerler GridSearch ile Secilen Degerler
n_estimators [100, 500] 500
Learning rate [0.01, 0.1, 0.2, 0.3] 0,01
Subsample [0.5,0.8,1] 0,5
Min_child_weight [5,10,20,40] 5
Colsample_bytree [0.5,0.8,1] 1
Gamma [0,0.1,1,10] 0
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Cizelge 4.28. LSTM algoritmasi hiper parametre degerleri

LSTM

Hiper Parametreler

Girilen Degerler

GridSearch ile Secilen Degerler

Units [64, 128, 256] 256
Activation [relu, tanh] tanh
Batch_size [16, 32, 64] 64

Learning_rate [0.1,0.01, 0.001] 0.001
Epochs [50, 100, 200] 200

Cizelge 4.29. Hiper parametre degerleri ile elde edilen bulgular

Rastgele Orman  Lineer XGBoost LSTM
Regresyon Regresyon
R? 0.783 - 0.788 0.786
RMSE 1.427 - 1.410 1.376
MAE 0.678 - 0.693 0.658

Cizelge 4.29'da hiper parametre degerlerinin optimizasyonu sonucunda elde edilen
performans sonuglart incelenmistir. Bu inceleme sonucunda, R2 metrigi agisindan
XGBoost algoritmasinin performansinin arttigi agik¢a goriilmektedir. XGBoost, bu
metrikle degerlendirildiginde daha yiiksek bir agiklayicilik diizeyi sunarak tahminlerdeki
dogrulugunu artirmistir. Diger yandan, kok ortalama karesel hata ve ortalama mutlak hata
metriklerine gére LSTM algoritmas1 daha {istiin performans sergilemistir. LSTM, bu
metrikler dogrultusunda daha diisiik hata oranlarina ulasarak tahmin dogrulugunda 6ne
cikmaktadir. Cizelge 4.30'da ise, veri setinde bulunan ¢esitli degiskenlerin tahmin
performansina olan etkileri oransal olarak gosterilmistir. Bu ¢izelgede, her bir degiskenin
modelin tahmin yetenegi tizerindeki etkisi detayl1 bir sekilde analiz edilerek sunulmustur.
Bu analizler, hangi degiskenlerin tahmin performansini daha fazla etkiledigini anlamak
ve modelin optimizasyonunda hangi verilere daha fazla onem verilmesi gerektigini

belirlemek ag¢isindan biiylik 6nem tagimaktadir.
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Cizelge 4.30. Egitime katilan verilerin performansa etkileri

Rastgele Orman Lineer Regresyon XGBoost

Regresyon
Veri 11k © : 1+ O ..
Setindeki 1. isik: %79.42 1. sicaklik: %232.66 1.isik: %87.74
Girdilerin 2. nem: %10.51 2. isik: %4.76 2.nem: %6.88
Onem 5 Gooklik: %10.07 3. nem: %-137.42 3.sicaklik: %5.38
Siralamasi

NIT ile elde edilen dis ortam verileri ile yapilan makine 6grenimi uygulamasinda 1s1k

siddeti degerinin en fazla yararlanilan veri oldugu goriilmektedir.
Elde edilen tahmin verileri ve test verileri ile ¢izilen grafik sekil 4.5 te goriilmektedir.

14
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10

Akim

1 3 5 7 9111315171921 2325272931333537394143454749
Veri
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Sekil 4.5 Atmosfer verileri ile elde edilmis tahminler ile test verileri grafigi
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5.SONUC VE ONERILER

5.1. Sonuglar

Bu ¢alismanin temel amaci, fotovoltaik panellerden iiretilebilecek enerji miktarini tahmin
etmek olarak belirlenmistir. Bu hedef dogrultusunda, en giivenilir verilere ve isabetli
tahmin sonucglarina ulagsmak maksadiyla verilerin dogrudan tarafimizdan toplanmasi
gerektigi kanaatine varilmistir. Bu baglamda giines enerjisinden elektrik enerjisi {lireten
ve bu enerjiyi depolayabilen bir sistem modeli olusturulmustur. Bu sistemin bulundugu
ortama ait atmosferik verilerin ve anlik akim degerlerinin toplanip analiz edilebilmesi igin
Nesnelerin Interneti Teknolojisi tabanli modiiler bir alt sistem tasarlanmis ve enerji
iretim tesisiyle entegre edilmistir. Ayrica daha kapsamli atmosferik verilere ulasabilmek
icin, hava durumu tahminleri ve meteorolojik veriler sunan bir web sitesinden
yararlanilmistir. Elde edilen iki veri seti, XGBoost, RFR, LR ve LSTM algoritmalari ile
analiz edilmis ve RMSE, MAE ve R? metrikleriyle degerlendirilerek algoritmalarin

performanslari karsilastirilmis ve sonuglar paylasilmistir.

I1k veri seti ii¢ farkl1 veri kiimesine, diger veri seti ise 2 farkl1 veri kiimesine sahip olacak
sekilde kullanilmistir. Bu bes farkli veri kiimesi, dort makine 6grenimi algoritmasi ile
egitime tabi tutularak ii¢ farkli metrik ile degerlendirilip alinan sonuglar tablolar halinde

sunulmustur. Tiim senaryolardan elde edilen bulgulara dayanarak;

Cizelge 5.1° de goriildiigii lizere, yalnizca meteorolojik veriler kullanilarak yapilan enerji
tiretimi tahmin ¢aligmalarinda, makine 6grenimi algoritmalarinin tahmin performanslari
diisiik kalmaktadir. Hava durumu verilerinin bir¢cok degisken icermesi ve bunlarin da

anlik olarak fazlaca degiskenlik gdstermesi buna neden olarak goriilmektedir.

Meteorolojik veriler igerisinde basing, riizgar ve nem gibi faktorler tahmin performansina
en az katkiy1 sunan hatta negatif etki yaratabilen veriler olarak ortaya c¢ikmaktadir.
Bununla beraber ultraviyole verisi, en giiclii pozitif etkiyi sunan veridir ve ardindan

sicaklik ve bulutluluk verileri en fazla katkiy1 saglayan veriler olarak goriilmektedir

71



Cizelge 5.1. Atmosferik verilere ait degerlendirme sonuglari

Veri Seti Metrikler RFR LR XGB LSTM
2
Hava R 0.79536  0.623846  0.78360 0.712
Durumu o yop 1.36760  1.854166  1.40632 1.621
Sunucusu
VeriSeti  \/\p 0.68525  1.063199  0.77432 0.840
R? 0.78370  0.453795  0.78895 0.786
NiT Veri Seti RMSE 1.42789  2.26910 1.41045 1.376
MAE 0.67875  1.70431 0.69399 0.658

Iki farkli veri setine ait atmosferik verilerle gerceklestirilen egitimlerde, tahmin
performanslarinin birbirlerine olduk¢a yakin oranlarla sonuclandigi gézlemlenmistir. Bu
durum, her iki veri setinin de atmosferik verilerle yapilan egitimlerde benzer tahmin
dogrulugu sagladigimi gostermektedir. Ancak, atmosferik verilerin katilmadig ve
yalnizca fotovoltaik panellerden toplanan akim verileri ile gergeklestirilen egitimlerin
sonuglari, atmosferik verilerle yapilan egitimlerden daha basarili tahmin performansi
sundugunu ortaya koymustur. Cizelge 5.2'de goriildiigii iizere, akim verilerine dayali
egitimlerin performansi, atmosferik verilerin eklenmesiyle yapilan egitimlerden {istiin

olmustur.

Daha detayl1 incelendiginde, atmosferik verilerin ve 6nceki akim verilerinin ayni1 veri seti
icerisinde girdi olarak sunulmasinin, tahmin performanslarini tiim algoritmalarda belirgin
bir sekilde artirdigi tespit edilmistir. Bu durum, ozellikle Cizelge 5.2'de agikca
goriilmektedir. Bu analizler, atmosferik veriler ve gecmis akim verilerinin birlikte

kullanildiginda, modelin tahmin giiciinii 6nemli 6l¢iide gliclendirdigini gostermektedir.

Sadece atmosferik veriler kullanilarak yapilan egitimlerde, iki farkli veri seti i¢in birbirine
olduk¢a yakin performans degerleri elde edilmistir. Ancak, akim verileri eklenerek
yapilan egitimlerde, Nesnelerin Interneti (NIT) tabanli sistemden elde edilen veri seti
daha yiiksek performans sergilemistir. Bu, NiT tabanli veri setinin, tahmin modellerinde

daha giivenilir ve dogru sonuglar sagladigin1 gostermektedir.

NIT tabanli veri seti ile yapilan egitimlerde, R2 metrik degerlendirmesi agisindan

Rastgele Orman (RFR) algoritmasi 0.929, XGBoost algoritmasi ise 0.930 sonuglarini
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almistir. Bu yiiksek performans degerleri, NiT tabanli veri setinin, 6zellikle bu iki
algoritma i¢in oldukga etkili oldugunu ve modelin dogruluk seviyesini 6nemli Ol¢iide
artirdigini ortaya koymaktadir. Bu bulgular, gelecekteki ¢alismalar i¢in NIT tabanli veri
toplama sistemlerinin dnemini ve kullaniminin model performansini nasil artirabilecegini

vurgulamaktadir.

Cizelge 5.2. Akim verilerine ait degerlendirme sonuglari

Veri Seti Metrikler RFR LR XGB LSTM
R? 0.858 0.840 0.863 0.859
Akim Veri Seti RMSE 1.135 1.207 1.115 0.133
MAE 0.489 0.559 0.492 0.586
Hava Durumu R2 0.886 0.854 0.890 0.884
Sunucusu Veri
Seti + Akim  RMSE 1.016 1.152 1.000 1.028
Verileri
MAE 0.433 0.560 0.441 0.437
R2 0.929 0.871 0.930 0.889
NIT Veri Seti +
Akim Verileri RMSE 0.809 1.081 0.797 0.986
MAE 0.336 0.527 0.342 0.444

Hava durumu sunucusundan alinan veri setinde ise; R? metrik degerlendirmesinden RFR

algoritmas1 0.886, XGBoost Algoritmasi ise 0.890 sonuglarin1 alinmistir.

Bu durum tesisin bulundugu ortamdan alinan verilerin, tahmin islemlerinde, diger veri
setine gore daha gercekei ve ise yarar oldugunu gostermektedir. Elde edilen veri setleri
ile yapilan analizler sonucunda, en iyi performans bu veri kiimesinde elde edilmistir ve
en iyi sonu¢ XGBoost yontemi ile alinmistir. Tiim veri kiimeleri tizerinde elde edilen
performans metrikleri degerlendirildiginde, XGBoost' un en bagarili sonucglar1 verdigi

goriilmektedir.

Ancak hava durumu sunucusundan elde edilen veri seti i¢in herhangi ek maliyet
gerekmezken, NIT veri seti igin sistem kurulumu maliyeti, internet baglant: {icreti ve
internet baglant1 problemleri, sensér arizalar1 gibi istenmeyen durumlar s6z konusu

olmaktadir.
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5.2. Oneriler

Bu ¢aligmada, makine 6grenimi algoritmalarinin tahmin performansini degerlendirmek
amaciyla c¢esitli analizler gerceklestirilmistir. Kullanilan algoritmalar arasinda Rastgele
Orman, Dogrusal Regresyon, XGBoost ve Uzun Kisa Siireli Bellek (LSTM)
bulunmaktadir. Her bir algoritmanin farkli 6zellikleri ve giiclii yonleri vardir, bu da onlar1

cesitli veri setleri ve problem tiirleri i¢in uygun hale getirmektedir.

Rastgele Orman algoritmasi, birgok karar agacinin birlesiminden olusan giiclii bir
ensemble O6grenme yontemidir. Bu algoritma, veri setindeki karmagik iligkileri
yakalayabilme yetenegi ve asirt uyum sorununu azaltma kapasitesi sayesinde genis bir
kullanim alanina sahiptir. Dogrusal Regresyon ise, Ozellikle bagimli ve bagimsiz
degiskenler arasindaki dogrusal iliskiyi modellemek i¢in kullanilan basit ve hizli bir

algoritmadir.

XGBoost, Gradient Boosting algoritmasinin optimize edilmis bir versiyonudur ve
ozellikle yiliksek dogruluk gerektiren rekabetc¢i veri bilim projelerinde yaygin olarak
kullanilir. Bu algoritma, hatalar iteratif olarak diizelterek model performansini stirekli
tyilestirir. Ayrica, XGBoost ‘un yiiksek hesaplama hizlar1 ve paralel isleme yetenekleri,

biiylik veri setleri lizerinde ¢alismay1 kolaylastirmaktadir.

Uzun Kisa Siireli Bellek (LSTM) algoritmasi ise, 6zellikle zaman serisi verileri ve sekans
tabanli problemler i¢in etkili olan bir tiir RNN (Recurrent Neural Network) modelidir.
LSTM, zaman ic¢indeki uzun siireli bagimliliklar1 6grenme yetenegi sayesinde, gecmis

verilerden gelecekteki verileri tahmin etmede basar1 gostermektedir.

Veri setinin temel Ozellikleri ve boyutu, hangi algoritmanin kullanilacagi konusunda
onemli bir rol oynamaktadir. Farkli algoritmalarin kullanilmasi, modelin ¢esitli veri
tiirlerine ve 6zelliklerine uyum saglamasina yardimci olabilir. Bu ¢aligmada kullanilan
genis yelpazedeki makine 6grenimi algoritmalari, model performansini iyilestirmek igin
cesitli stratejilerin ve yaklagimlarin denenmesine olanak tanimistir. Sonug olarak, farkl
algoritmalarin uygulanmasi ve karsilastirilmasi, hangi modelin belirli bir veri seti ve
problem tiirii i¢in en iyi performans: sundugunu belirlemek agisindan kritik bir nem
tagimaktadir. Bu yaklasim, gelecekteki modelleme caligmalarinda daha etkili ve giivenilir

tahminler yapmay1 miimkiin kilabilmektedir.
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Siire¢ boyunca yapilan analizler, veri setindeki bazi 6zelliklerin model performansini hig
etkilemedigini, hatta bazen negatif bir etki yarattigin1 ortaya koymustur. Ozellikle, baz1
bagimsiz degiskenlerin hedef degiskenle olan iliskisinin zayif oldugu veya veri setinde
giiriiltli yaratti@1 belirlenmistir. Bu durum, modelin genel dogrulugunu ve genelleme
kapasitesini diisiirebilmektedir. Bu nedenle, 06zellik se¢imi ve boyut indirgeme
tekniklerinin uygulanmasi, model performansinin optimize edilmesi i¢in kritik 6neme
sahiptir. Gelecekteki ¢alismalarda, 6zellik miithendisligi ve 6nem derecesi analizlerinin

dikkatle yapilmasi, daha etkin ve verimli modellerin gelistirilmesine katki saglayacaktir.

Calismada, atmosfer verileri ile giines panellerinden toplanan akim verilerini birlestirerek
yeni bir veri seti olusturulmustur. Bagimli degisken olarak akim degeri secilmistir.
Modelin tahmin performansini artirmak amactyla, veri setine 6nceki donemlere ait akim
degerleri de eklenmistir. Spesifik olarak, bir dnceki akim degeri ve iki 6nceki akim degeri
ozellikler arasina dahil edilmistir. Bu yaklasimin nedeni, akim degerlerinin zaman i¢inde
stireklilik ve bagimlilik gosterebilmesidir. Gegmis akim degerleri, mevcut akim degerleri
tizerinde belirleyici bir etkiye sahip olabilmekte ve bu tiir zaman serisi bilesenlerinin
modele eklenmesi, gelecekteki akim degerlerinin daha dogru tahmin edilmesine olanak
tanimaktadir. Boylece, modelin ge¢mis verilerden 6grenerek daha yiiksek dogrulukta

tahminler yapmasi saglanmistir.

Gelecekteki caligmalarda, modelin tahmin dogrulugunu daha da artirmak amaciyla, veri
setine ii¢ onceki, dort dnceki ve n Onceki akim degerlerinin de eklenmesi tavsiye
edilmektedir. Bu eklemeler, modelin daha genis bir zaman dilimindeki akim
degisikliklerini yakalamasina ve daha kapsamli bir 6grenme stireci gelistirmesine katkida
bulunabilir. Bu sekilde, modelin genel performansi ve genelleme kapasitesi

tyilestirilebilir.

Calismada, veri On isleme asamasinda gece saatlerinde elde edilen akim verilerinde bazi
diizensizlikler tespit edilmistir. Normal kosullarda, gece saatlerinde giines panellerinden
alinan akim degerlerinin 0 Amper olmas1 beklenirken, bazen negatif yonde ¢ok kiiclik
akim degerleri gozlemlenmistir. Bu tiir negatif akim degerleri, 61¢tim hatalar1 veya sistem
giiriiltiistinden kaynaklanabilir. Bu durumu diizeltmek amaciyla, negatif akim degerleri 0
Amper olarak kabul edilerek veriler islenmistir. Alternatif olarak, gece saatlerinde alinan
tim akim degerleri de analiz dis1 birakilarak yalniza giindiiz saatlerine ait veriler ile

calisilabilir. Ancak, bu ¢alismada tercih edilen yontem, negatif akim degerlerinin 0 olarak
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diizeltilmesi yoluyla veri setinin biitlinliglinii korumak olmustur. Bu yaklagim, modelin
dogrulugunu artirmak ve olast hatali Olglimlerin model performansint olumsuz

etkilemesini 6nlemek i¢in uygulanmistir.

Calismada elde edilen veri setinde, glines panellerinden toplanan akim verileri ile
atmosfer verileri arasinda olgek farkliliklar1 bulunmaktadir. Bu farkliliklar, modelin
genelleme yetenegini ve performansini olumsuz etkileyebilmektedir. Bu sebeple enerji
tiretim tahminlerinin dogrulugunu artirmak amaciyla c¢esitli 6n isleme adimlarindan
gecirilmistir. Gelecekteki caligmalarda, model performansinin daha da iyilestirilmesi ve
daha giivenli tahminler elde etmek icin verilerin normalize edilmesi 6nerilmektedir. Ayni
zamanda diger bir 6n isleme adim1 olarak Fourier doniisiimii de kullanilabilir. Fourier
doniisiimil, zaman serisi verilerini frekans domenine doniistiirerek verideki periyodik
bilesenlerin ve frekanslarin belirlenmesine olanak tanimaktadir. Bu sayede, veri setindeki
bilesenler daha iyi analiz edilebilir ve ayristirilabilir. Elde edilen frekans bilesenleri,
modelin tahmin performansini artirmak amaciyla ek 6zellikler olarak veri setine dahil
edilebilir. Ayrica, Fourier doniisimii ile giriltiiniin belirlenmesi ve filtrelenmesi,
verilerin daha temiz ve giivenilir hale getirilmesine katkida bulunmaktadir. Bu nedenle,
Fourier doniisiimiiniin veri 6n isleme siirecine dahil edilmesi, enerji iiretim tahmin
modellerinin genel dogrulugunu ve genelleme kapasitesini iyilestirmek i¢in 6nemli bir

adim olarak degerlendirilmelidir.

Gelecekteki enerji tiretim tahmin calismalarinda kullanilacak veri setlerinin se¢imi
konusunda, sonuglar boliimiinde tartisilan hususlarin da dikkate alinmasi, olasi

problemlere kars1 dnceden hazirlikli olmay1 saglayacaktir.
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