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GERi DONUSTURULEBILIR ATIKLARIN DERIN OGRENME
MODELLERI iLE SINIFLANDIRILMASI: VERI SETI BOYUTUNUN
ETKIiSi UZERINE BiR KARSILASTIRMA

OZET

Geri doniisiim, ¢evresel siirdiiriilebilirligin saglanmasinda temel bir rol oynamakta ve
dogal kaynaklarin korunmasi ile atik yonetiminin etkinliginin artirilmasina dogrudan
katki saglamaktadir. Artan niifus ve sanayilesme ile birlikte meydana gelen atik
miktarindaki ciddi artis, bu atiklarin dogru sekilde ayristirllmasint ve geri
donistiiriilmesini zorunlu hale getirmistir. Atik siiflandirma siireci, geri doniisiim
sistemlerinin verimliligi iizerinde dogrudan etkili bir faktér olmasma ragmen,
geleneksel yontemler yiiksek maliyet, zaman kaybi1 ve insan hatasina agik olma gibi
cesitli kisitlar tasimaktadir. Bu nedenle, atik siiflandirma siirecinin otomasyon
yoluyla desteklenmesi biiyiik 6nem arz etmektedir. Derin 6grenme tabanli modeller,
son yillarda otomatik atik siniflandirma alaninda umut vaat eden sonuglar vermistir.

Bu calismada, farkli boyutlardaki veri kiimeleri {lizerinde, derin 6grenme tabanli
siniflandirma modellerinin performansi detayl bir sekilde incelenmistir. Calismada iki
farkli veri kiimesi kullanilmistir: Garbage Classification ve Garbage-Dataset. Garbage
Classification veri kiimesi, 2.890 goriintiiden olugsmakta olup sinif dagilimi1 agisindan
dengesiz bir yap1 sergilemektedir. Bu dengesizlik, egitim siirecinde uygulanan veri
artirma teknikleri ile dengelenmistir. Garbage-Dataset ise 9.660 goriintii igermekte ve
siniflar arasinda daha dengeli bir dagilim sunarak modellerin genelleme
kabiliyetlerinin daha saglikl1 bir sekilde degerlendirilebilmesine imkan tanimaktadir.

Calismanin temel amaci, veri kiimesi boyutlarinin derin 6grenme modellerinin
siniflandirma performanslari tizerindeki etkisini analiz etmek ve her bir veri kiimesi
i¢in en iy1 sonug¢ veren modeli belirlemektir. Atik siniflandirma gorevinde, literatiirde
sikca kullanilan dort farkli Evrisimsel Sinir Agi (CNN) mimarisi tercih edilmistir:
DenseNetl121, InceptionV3, MobileNetV2 ve VGGI16. Modeller, ImageNet veri
kiimesi lizerinde onceden egitilmis olup transfer 6grenme teknikleri kullanilarak hedef
goreve adapte edilmistir. Model performanslarinin daha gilivenilir bir sekilde
degerlendirilebilmesi amaciyla bes katli capraz dogrulama yontemi uygulanmistir.
Ayrica, Garbage Classification veri kiimesindeki sinif dengesizligi, veri artirma
stratejileri kullanilarak minimize edilmistir.

Buna ek olarak, caligmanin son boliimiinde 6zellik fiizyon temelli hibrit modelleme
yaklasimi uygulanmistir. VGG16, InceptionV3, DenseNetl21 ve MobileNetV2
modellerinin dnceden egitilmis katmanlarindan elde edilen ozellikler birlestirilerek
yeni bir hibrit model tasarlanmistir. Bu yontem ile her modelin gii¢lii yonlerinin ayni
mimaride temsil edilmesi hedeflenmistir. Garbage Classification veri kiimesi tizerinde
yapilan hibrit modelleme sonucunda, dogruluk orami %85,88’¢ ulasarak temel
modellerin iizerinde performans sergilemistir. Garbage-Dataset iizerinde ise hibrit
model 9%91,26 dogruluk saglamis ve bu yoOniiyle bazi temel modellerle
karsilastirilabilir basarida olmustur. Deneysel sonuglara gore analiz edilen iki veri
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kiimesinde de hibrit model, Dogruluk, Precision, Recall, F1 Skor ve ROC AUC gibi
performans metriklerinde en {istiin sonuclari elde etmistir.

Deneysel sonuglar, veri kiimesi boyutunun siniflandirma basarimi iizerinde 6nemli bir
etkisi oldugunu agikca ortaya koymustur. Garbage Classification veri kiimesi lizerinde
yapilan analizlerde, tekil modellerde en yiiksek dogruluk orani %85,05 ile VGG16
modeli tarafindan elde edilmistir. DenseNet121 %382,63, MobileNetV2 %82,49 ve
InceptionV3 %80,42 dogruluk oranlar ile VGG16'y1 takip etmistir. Garbage-Dataset
tizerinde yapilan degerlendirmelerde ise en yiiksek dogruluk orani %90,75 ile
DenseNetl21 modeli tarafindan saglanmigtir. Bu modeli sirasiyla MobileNetV2
(%89,67), InceptionV3 (%88,41) ve VGG16 (%86,09) takip etmistir. Hibrit
modellerle birlikte elde edilen sonuglar, model mimarisi se¢imlerinin ve Ozellik
birlestirme stratejilerinin  smiflandirma basarisina 6nemli katkilar sagladigimi
gostermektedir.

Bu c¢alisma, atik siiflandirma alaninda derin 6grenme yontemlerinin potansiyelini
ortaya koymakta ve otomatik atik yOnetimi sistemlerinin gelistirilmesine yonelik
gelecekteki arastirmalar i¢in 6nemli bir temel sunmaktadir.
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CLASSIFICATION OF RECYCLABLE WASTES WITH DEEP LEARNING
MODELS: A COMPARISON ON THE EFFECT OF DATASET SIZE

SUMMARY

Recycling plays a crucial role in promoting environmental sustainability by reducing
the demand for natural resources, minimizing waste accumulation, and limiting the
emission of pollutants into the environment. As global populations increase and
consumption habits intensify, the management of waste has become a critical
challenge for governments, industries, and communities worldwide. One of the most
essential steps in effective waste management is the proper classification of recyclable
materials. This step ensures that waste streams are sorted efficiently, facilitating easier
recycling and preventing reusable materials from being lost in landfills. Traditionally,
waste classification has relied on manual processes that are time-consuming, error-
prone, labor-intensive, and expensive. As such, there is a growing interest in
automating waste classification processes, and recent advances in deep learning have
provided promising approaches to address this need. This thesis explores the use of
deep learning models for the classification of recyclable waste materials based on
visual input. Convolutional Neural Networks (CNNs), which are known for their
strength in image classification tasks, are employed and evaluated for their
performance in distinguishing between different types of recyclable waste. The
research examines how dataset size, class balance, and model architecture affect
classification performance. Two publicly available datasets—Garbage Classification
and Garbage-Dataset—were utilized in order to test and compare the performance of
different CNN architectures under varying data conditions. The Garbage Classification
dataset includes a total of 2,890 images divided into six classes: cardboard, cam, metal,
paper, plastic, and trash. This dataset is characterized by significant class imbalance,
with some categories containing many more samples than others. Such imbalance can
negatively affect model training, as the network may become biased toward more
dominant classes. To address this issue, data augmentation techniques were employed,
including random rotation, horizontal flipping, and image scaling. These
augmentations were applied to artificially expand the dataset and enhance its diversity,
helping the model generalize better during training. Additionally, image resizing and
normalization were applied to prepare the images for input into the CNN models. The
second dataset, Garbage-Dataset, contains 9.660 images and offers a more balanced
class distribution across the same categories. With more samples and greater
variability, this dataset serves as a benchmark for evaluating model generalization and
robustness under more realistic conditions. It includes various background
environments and object perspectives, making the classification task more challenging
but also more representative of real-world scenarios. This dataset allows for a deeper
analysis of model performance and helps to uncover the strengths and weaknesses of
different network architectures. In this research, four state-of-the-art CNN
architectures were selected for evaluation: VGG16, InceptionV3, MobileNetV2, and
DenseNetl121. These models were chosen due to their widespread usage, architectural
differences, and proven performance in image classification benchmarks such as
ImageNet. To accelerate training and improve model accuracy, transfer learning was
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applied. The models were initialized with pre-trained weights from ImageNet and fine-
tuned using the recyclable waste datasets. This approach allows the models to retain
general visual features learned from large-scale image datasets while adapting to the
specific characteristics of waste images. To ensure robust evaluation, a five-fold cross-
validation strategy was implemented for each model and dataset. Classification
performance was measured using accuracy as the primary metric. However, to provide
amore comprehensive evaluation, additional performance indicators such as precision,
recall, and F1-score were calculated. These metrics were particularly important for
understanding model performance on underrepresented classes in the imbalanced
dataset. Confusion matrices and class-wise performance metrics were also used to
highlight common misclassifications and analyze the causes behind them. The
experimental results show clear differences in model performance depending on the
dataset size and structure. On the Garbage Classification dataset, which is smaller and
more imbalanced, the VGG16 model achieved the best accuracy of 85.05%,
outperforming the other architectures. DenseNet121, MobileNetV2, and InceptionV3
followed with accuracies of 82.63%, 82.49%, and 80.42%, respectively. This suggests
that simpler models such as VGG16 may be more suitable for smaller datasets due to
their lower risk of overfitting. In contrast, on the larger Garbage-Dataset, the
performance rankings changed. The DenseNetl21 model led with an accuracy of
90.75%, followed by MobileNetV2 at 89.67%, InceptionV3 at 88.41%, and VGG16
at 86.09%. These results indicate that deeper and more complex models benefit from
the availability of more data, which allows them to utilize their larger capacity to learn
intricate patterns and features. It also confirms the importance of choosing a model
architecture that matches the scale and characteristics of the available training data.
Beyond raw accuracy, performance on individual classes revealed interesting insights.
For example, certain classes such as cardboard and glass were consistently well-
identified across all models, while metal and trash were more prone to
misclassification. These errors can often be attributed to the visual similarity between
certain waste types or the presence of background clutter in the images. Further error
analysis showed that class confusion often occurred between plastic and metal, and
between paper and cardboard, likely due to overlapping textures and colors. To
improve model interpretability, techniques such as Grad-CAM (Gradient-weighted
Class Activation Mapping) were explored. These techniques help visualize which parts
of an image the model focuses on during classification, offering transparency and
aiding in debugging model decisions. Such explainability is critical in practical
applications where users need to trust and understand model outputs. The practical
deployment of these models was also considered. In real-world applications, especially
within smart waste management systems, models must be not only accurate but also
efficient in terms of memory usage, processing time, and energy consumption. Among
the evaluated models, MobileNetV2 stood out as the most suitable for embedded
systems and mobile applications due to its lightweight architecture and competitive
performance. In terms of environmental policy and societal impact, automated waste
classification can support broader sustainability initiatives by enabling municipalities
to manage recyclable waste streams more effectively. It can also reduce reliance on
manual labor, thus lowering costs and health risks associated with manual sorting
processes. These systems may further empower communities by increasing awareness
around recycling practices and contributing to cleaner urban environments.
Limitations of the study include the scope of the datasets and the reliance on visual
data alone. In real-life scenarios, other data types such as material composition or
sensor readings could complement visual classification for improved accuracy.
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Additionally, feature studies could explore the use of ensemble learning, semi-
supervised training, or generative approaches such as GANs (Generative Adversarial
Networks) to expand datasets and improve model robustness. Moreover, model
explainability will become increasingly important as these systems are adopted more
widely. For this reason, researchers must continue to investigate methods for making
CNN decisions interpretable to users. Collaborative projects that bring together data
scientists, environmental engineers, and policymakers will be essential in translating
technical advancements into impactful, real-world waste management solutions. In
conclusion, this study demonstrates the effectiveness of CNN-based deep learning
models in classifying recyclable waste materials. By evaluating different architectures
across datasets of varying size and quality, the research provides valuable insights into
how model choice and data characteristics influence classification success. The
findings support the use of deep learning for automating waste sorting processes and
contribute to the broader goals of environmental sustainability and smart city
development. Feature research should continue to refine these models, develop more
diverse and realistic datasets, and pursue deployment strategies that balance accuracy
with computational efficiency. The integration of such intelligent systems into waste
management infrastructure could dramatically improve recycling rates, reduce
operational costs, and support global efforts in resource conservation.

In addition to evaluating individual CNN architectures, this study proposed and
implemented a novel hybrid model based on feature fusion, referred to as the Feature
Fusion Hybrid Model. The hybrid approach aims to leverage the complementary
strengths of multiple pre-trained CNNs—namely VGG16, InceptionV3,
DenseNet121, and MobileNetV2—by extracting high-level features from each model
and concatenating them into a unified feature representation. This combined feature
vector was then passed through fully connected layers for final classification. The
hybrid model was trained using five-fold cross-validation on both the Garbage
Classification and Garbage-Dataset. Experimental results showed that the hybrid
model achieved a test accuracy of 85.88% on the Garbage Classification dataset,
surpassing all individual base models. On the more comprehensive Garbage-Dataset,
the hybrid model reached an accuracy of 91.26%, exceeding the best-performing
individual model (DenseNet121 with 90.75%). These results demonstrate the potential
of feature fusion in improving classification performance by integrating diverse
feature representations from multiple CNN architectures, leading to more robust and
accurate waste classification systems.
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1. GIRIS

Atik yonetimi, giiniimiiziin ¢evresel siirdiiriilebilirlik hedefleri dogrultusunda giderek
daha fazla 6nem kazanmaktadir. Niifus artisi, kentlesme ve tiiketim aliskanliklarindaki
degisim, iiretilen atik miktarini artirmakta; bu durum, dogal kaynaklarin korunmasi ve
cevresel etkilerin azaltilmasi agisindan etkin geri doniisiim sistemlerini zorunlu
kilmaktadir. Geri doniisiim siireclerinin basarisi ise dogrudan, atiklarin dogru ve hizl
bir sekilde siniflandirilmasina baghdir. Geleneksel yontemlerle yapilan atik
siiflandirmasi islemleri gogunlukla manuel olarak gergeklestirilmekte ve bu siiregler;
zaman alic1, maliyetli ve insan hatasina acik olma 6zellikleri nedeniyle hem verimliligi
diisiirmekte hem de operasyonel yiik olusturmaktadir. Bu noktada, yapay zeka ve
Ozellikle derin 6grenme tabanli goriintii isleme teknolojileri, atik siniflandirma
sistemlerine otomasyon ve yiiksek dogruluk kazandirma potansiyeli ile One

cikmaktadir.

Bu tez caligmasi, geri doniistiiriilebilir atiklarin siniflandirilmasinda farkli derin
o6grenme modellerinin etkinligini karsilastirmali olarak analiz etmeyi amaglamaktadir.
Calismada, boyut ve siif dagilimlart agisindan farklilik gosteren iki veri kiimesi
(Garbage Classification ve Garbage-Dataset) kullanilmig; dort farkli CNN mimarisi
(VGG16, InceptionV3, MobileNetV2 ve DenseNet121) transfer 6grenme yontemi ile
egitilerek siniflandirma basarimi degerlendirilmistir. Model performanslari, dogruluk,
kesinlik, geri ¢agirma ve F1 skoru gibi metriklerle analiz edilmis; veri kiimesi

bliyiikliigli ve dengesi gibi faktorlerin bu basari tizerindeki etkileri detaylandirilmistir.

Buna ek olarak, ¢alismanin katkisini artirmak amaciyla, mevcut CNN modellerinin
giiclii yonlerini birlestiren bir hibrit model 6nerilmistir. Bu modelde, her bir mimariden
cikarilan ozellikler birlestirilerek hibrit bir 6zellik havuzu olusturulmus ve bu yapidan
elde edilen bilgilerle siniflandirma islemi gerceklestirilmistir. Boylece tek bir modelin
sinirlamalarini  agsmak, model ¢esitliliginden faydalanmak ve daha yiiksek

siiflandirma performansi elde etmek hedeflenmistir.



Bu kapsamda elde edilen bulgular, yalnizca akademik anlamda katki sunmakla
kalmayip, ayn1 zamanda akilli atik yonetimi sistemlerinin gelistirilmesine de pratik

faydalar saglamay1 hedeflemektedir.

1.1. Tezin Kapsamm

Bu tezde, geri doniistiiriilebilir atiklarin siniflandirilmasinda  derin  6grenme
modellerinin basarimi, farkli boyut ve dagilima sahip iki veri kiimesi lizerinde
degerlendirilmistir. DenseNet121, InceptionV3, MobileNetV2 ve VGG16 gibi dnciil
CNN mimarileri kullanilarak, veri kiimesi boyutunun ve 0&zelliklerinin model
performansi lizerindeki etkileri analiz edilmistir. Ayrica, bu tez ¢alismasinda, farkl
mimarilerden elde edilen 6zelliklerin birlestirilmesiyle olusturulan hibrit bir model
gelistirilmis ve bu yaklasimin siniflandirma performansina katkisi incelenmistir. Hibrit
model, ¢oklu CNN mimarilerinin giicli yonlerini bir araya getirerek, siniflar
arasindaki dengesizlik ve veri cesitliligine kars1 daha dayanikli bir yapr sunmay1

hedeflemistir.

1.2. Tezin Amaci

Bu tezin amaci, yapay zeka destekli atik siniflandirma sistemlerinin basarisini artirmak
i¢in derin 6grenme modellerinin farkli veri kiimesi kosullar1 altindaki performansin
derinlemesine analiz etmektir. Calismada, veri kiimesi boyutu ve cesitliliginin
siniflandirma dogrulugu iizerindeki etkileri ortaya konulurken, farkli CNN
mimarilerinden elde edilen 6zelliklerin birlestirilmesiyle olusturulan hibrit modelin
performansa katkist da incelenmistir. Boylece, hem veri seti 6zellikleri hem de mimari
birlesimlerinin smiflandirma basarisina etkilerini degerlendirerek, gelecekteki

stirdiiriilebilir atik yonetimi uygulamalarina 1s1k tutmay1 hedeflemektedir.

1.3. Problemin Tanimi

Geri doniistim siireglerinin basarisi, atiklarin dogru ve hizli siniflandirilmasina
baghdir. Ancak insan giicline dayali yontemler hem yavas hem de hataya agiktir;
fiziksel olarak benzer materyaller tutarsizliklara yol agmakta ve artan atik miktar
mevcut sistemleri yetersiz birakmaktadir. Derin 6grenme tabanli otomatik sistemler,
yiiksek dogruluk potansiyeli sunsa da basarilar1 biiyilk Olgiide veri kiimesinin

biiytlikliigi, ¢esitliligi ve dengesi ile model mimarisine baglidir.



Bu calismada, farkli boyut ve dagilima sahip veri setleri lizerinde dort yaygin CNN
mimarisi (DenseNet121, InceptionV3, MobileNetV2, VGG16) sistematik olarak
karsilastirilmis ve ayrica bu mimarilerin 6zelliklerini birlestiren hibrit bir modelin

siniflandirma performansina katkisi incelenmistir.

1.4, Cahismanin Kapsami

Bu calismada, geri doniistiiriilebilir atiklarin siniflandirilmasinda derin 6grenme
tabanli yaklagimlarin basarimi degerlendirilmistir. Farkli boyut ve smif dagilimina
sahip iki veri kiimesi iizerinde VGG16, MobileNetV2, InceptionV3 ve DenseNet121
olmak {izere dort yaygin CNN mimarisiyle deneyler yapilmis; transfer 6grenme
yontemiyle bu modeller yeniden egitilerek performanslari karsilagtirilmistir. Egitimde

5 kathi ¢capraz dogrulama kullanilarak modellerin genelleme yetenekleri test edilmistir.

Ayrica, bu mimarilerden elde edilen 6zelliklerin birlestirilmesiyle olusturulan hibrit
modelin, siniflandirma performansina katkisi incelenmistir. Modeller, dogruluk,
kayip, precision, recall, Fl-skor ve ROC-AUC gibi c¢esitli metriklerle
degerlendirilmis; elde edilen sonuglara dayanarak veri kiimesi boyutu, ¢esitliligi ve

mimari tercihlerin siniflandirma dogrulugu tizerindeki etkileri analiz edilmistir.

1.5. Calismanin Yapisi

Birinci boliimde, c¢aligmanin amaci, Onemi, problem tanimi, kapsami ve tez
boliimlerinin  genel yapist aciklanmustir. Ikinci béliimde, literatiirde atik
siniflandirmasi iizerine yapilan ¢alismalar incelenmis, goriintii isleme yontemleri ve
derin Ogrenme tabanli goriintii siniflandirma c¢aligmalart tartisilmistir. Ayrica,
calismada kullanilan derin 6grenme modelleri ve e hibrit modelin literatiirdeki yeri
degerlendirilmistir. Uciincii boliimde, ¢alismada kullanilan veri setleri detayli olarak
tanitilmis, On isleme asamalar1 ve veri artirnmi (artirma) yontemleri aciklanmus,
kullanilan derin 6grenme modelleri ve transfer 6grenme (transfer learning) yaklasimi
tizerinde durulmus ve model egitim stratejisi hakkinda bilgi verilmistir. Dordiincii
boliimde, calismada kullanilan programlama dili, gelistirme ortami, kiitiiphaneler,
cerceveler ve donanim Ozellikleri belirtilmistir. Besinci bdliimde, model egitimi
siireci, 5 kathi ¢apraz dogrulama yontemi ve kullanilan degerlendirme metrikleri
(dogruluk, kayip, kesinlik, geri ¢cagirma, F1 skoru ve ROC AUC agiklanmistir. Altinci

boliimde, her bir model ve veri kiimesi i¢in elde edilen egitim ve dogrulama basari



oranlar1 grafiklerle sunulmus, ayrica modellerin test dogruluklar1 ve degerlendirme
metrikleri karsilastirilmistir. En basarili modeller i¢in karmasiklik matrisleri de
verilmistir. Yedinci boliimde, elde edilen sonuglar yorumlanmus, literatiirdeki diger
caligmalarla karsilastirmalar yapilmis ve ¢alismanin smirliliklar tartisilmistir.
Sekizinci boliimde ise ¢alismanin genel sonuglart sunulmus ve gelecekte yapilabilecek

caligmalar i¢in 6nerilerde bulunulmustur.

1.6. Literatiir

Cevresel siirdiriilebilirligin = saglanmasinda  atiklarin ~ dogru  yOnetimi  ve
siiflandirilmasi kritik bir rol oynamaktadir. Bu kapsamda, son yillarda derin 6grenme
temelli yontemlerin atik siniflandirma sistemlerinde kullanilmasina yonelik ¢ok sayida
calisma yapilmistir. Geri doniisiim siireclerinin etkinliginin artirilmasinda, atiklarin

dogru sekilde siniflandirilmasi temel bir adim olarak 6ne ¢ikmaktadir.

Derin 6grenme temelli goriintii isleme teknikleri, atik siniflandirma sistemlerinde
insan miidahalesini en aza indirme ve dogruluk oranlarim1 artirma potansiyeli
nedeniyle 6nemli bir arastirma alani haline gelmistir. Bu alanda yapilan ¢aligmalar,
farkli CNN mimarilerinin performanslarinin ¢esitli veri setleri lizerinde sistematik
olarak incelendigi kapsamli deneyler sunmaktadir. Ozellikle kiigiik veri setlerinde
smiflandirma bagarimini artirmak amaciyla transfer 6grenme tekniklerinin yaygin

olarak tercih edildigi goriilmektedir [9, 10, 11].

Kaya ve arkadaslar1 [1], TrashNet veri kiimesi iizerinde farklit CNN mimarilerini
optimize ederek DenseNet169 mimarisi ile %96,42 dogruluk orani elde etmis ve
transfer 6grenmenin sinirl veri kosullarinda sagladigi katkiy1 vurgulamigstir. Seving ve
Ozyurt [2], ResNet-50 ve 6zel tasarladiklar: bir CNN mimarisiyle %91,84 dogruluk
oranina ulasarak, derin aglarin atik simiflandirmadaki etkinligini géstermistir. Benzer
sekilde, Bircanoglu ve arkadaslar1 [3], DenseNet121 mimarisiyle %95 basarim elde
etmistir. Wang ve arkadaslari [4], MobileNetV3 mimarisinin verimli yapisini
vurgularken; Rabano ve arkadaslar1 [6], MobileNet tabanli hizli sistemleri
incelemistir. Bu c¢alismalar, mobil sistemler i¢in optimize edilmis hafif mimarilerin

potansiyelini ortaya koymaktadir.

Atik simiflandirmasinda ilk derin 6grenme temelli yaklasimlardan biri Yang ve Thung
[5] tarafindan Stanford CS229 projesinde sunulmustur. Daha sonra Zhang ve

arkadaslar1 [7], transfer Ogrenme yaklagimiyla DenseNet kullanarak akilli atik
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simiflandirmasi gerceklestirmis ve dengesiz veri setlerinin etkilerini vurgulamustir.
LeCun, Bengio ve Hinton [8] tarafindan sunulan temel derin 6grenme ilkeleri bu
alandaki temel yaklagimlari sekillendirmistir. Transfer 6grenmenin teorik altyapisi ise

Pan ve Yang [9] tarafindan detaylandiriimistir.

Model mimarisi olarak VGGI16 [10], DenseNetl21 [11], InceptionV3 [12] ve
MobileNetV2 [13] gibi 6nciil CNN yapilari, literatiirde yaygin olarak kullanilmakta
olup, ResNet mimarisiyle derin aglarda ¢dkme probleminin Oniine gecilmesini

saglayan residual baglantilar He ve arkadaslar1 [14] tarafindan sunulmustur.

Veri kiimesi ¢esitliligi de model performansini etkilemektedir. Bu calismada
kullanilan kii¢lik 6lgekli Garbage Classification veri kiimesi [16] ve genis kapsamda

10 smiftan olusan Garbage-Dataset [15] literatiirde 6ne ¢ikan veri setlerindendir.

Hu ve arkadaslar1 [17], iyilestirilmis CNN mimarisiyle kat1 atik siniflandirmasinda
basarimi artirirken, Ali ve arkadaslari [18] yapay zeka destekli CNN sistemleriyle
smiflandirma dogrulugunu yiikseltmistir. Chen ve arkadaslart [19], inorganik
paketleme siniflandirmasi i¢in 6zel bir CNN yapist 6nermistir. Singh ve arkadaslar
[20], atik smiflandirmasinda derin 0grenmenin otomatik sistemlerdeki basarisini

kanitlamistir.

Zhang ve arkadaglar1 [21], federated learning ile farkli konumlardaki verilerin
gizliligini koruyarak siniflandirma gergeklestirmistir. Rahman ve arkadaglar [22]
gelistirilmis ¢cok katmanli CNN yapisi ile bagsarimi artirmis, Kumar ve arkadaslari [23]
ise farkli derin 6grenme modellerini karsilastirmali olarak analiz etmistir. Li ve
arkadaslar1 [24], EfficientNetV2 tabanli giincellenmis bir ¢erceve sunmus ve yiiksek
dogruluk bildirmistir. Patel ve arkadaslar1 [25], WaDaBa veri kiimesi ile plastik atik
siiflandirmasi gerceklestirmistir. Zhao ve arkadaslar1 [26], piksel dagilimi tabanli

ogrenme ile performansi iyilestirmistir.

Son yillarda hibrit model ve 6zellik birlestirme (feature fusion) tabanli yaklagimlar da
one cikmaktadir. Lilhore ve arkadaslar1 [27], Swin Transformer ve ConvNeXt
mimarilerini birlestirerek TrashNet veri kiimesinde 9%96.78 dogruluk oranina
ulagmistir. Mustapha ve arkadaslar1 [28], YOLOv8 ve CNN tabanli hibrit sistemleri
ile gercek zamanl siniflandirma sunmustur. Li ve arkadaslar1 [29], ResNet50 ile
Ozellik birlestirme modiilii kullanarak bagarimi artirmistir. Sayem ve arkadaslari [30],

DenseViT ve GELAN-E tabanl ¢ift akigl bir hibrit model 6nermistir. Ahmed ve



arkadaslar1 [31], DenseNet201 ve MobileNetV2 mimarilerini igeren RWC-Net modeli
ile %95.01 dogruluk elde etmistir. Son olarak, Qiu ve arkadaglar1 [32],
EfficientNetV2'yi dikkat modiilleri ile gelistirerek basarili bir smiflandirma

performansi sunmustur.

Bu tez ¢alismasi, mevcut literatiirdeki bu ¢esitli yaklagimlarin irdelenmesiyle, hem
veri kiimesi 6zelliklerinin hem de mimari tercihlerin atik siniflandirma performansina

etkilerini sistematik sekilde degerlendirmektedir.



2. MATERYAL VE YONTEM

Bu boliimde, ¢alismada kullanilan veri setleri, veri 6n isleme siiregleri, derin 6grenme
modelleri, transfer 6grenme yaklasimlar1 ve egitim stratejileri detayli bir sekilde
aciklanmaktadir. Amag, gergeklestirilen deneylerin altyapisint ve kullanilan

yontemlerin gerekgelerini agik ve sistematik bigimde ortaya koymaktir.

2.1. Kullanilan Veri Kiimeleri

Atik simiflandirmasi iizerine yapilan bu calismada, farkli boyut ve ¢esitlilikte iki ayr1
veri kiimesi kullanilmistir. Bu veri setleri, siniflandirma modellerinin farkli veri
biytiklikleri ve smf dagilmi  o6zellikleri altindaki  performanslarinin

karsilastirilmasina olanak saglamistir.

2.1.1. Garbage Classification veri kiimesi

Garbage Classification veri kiimesi, toplamda 2,890 goriintii iceren ve alt1 farkli atik
siifindan olusan bir veri kiimesidir: karton (403), cam (501), metal (410), kagit (594),
plastik (482) ve ¢op (137).

Veri kiimesinde siniflar arasinda belirgin bir dengesizlik gézlemlenmektedir. Ozellikle
¢op kategorisindeki goriintii sayisinin diger kategorilere gore daha az olmasi, egitim
stirecinde sinif dengesizligi sorununa neden olabilecek bir durum olusturmustur. Bu
nedenle, ¢aligmada bu veri kiimesi iizerinde veri artirma (augmentation) yontemleri
uygulanarak sinif dengesi saglanmaya calisilmistir. Sekil 2.1 Garbage Classification

veri kilmesinden 6rnek goriintiiler icermektedir.



c) Metal

d) Kagit e) Plastik f) Cop

Sekil 2.1. Garbage Classification veri kiimesinden 6rnek goriintiiler.

2.1.2. Garbage Dataset veri kiimesi

Garbage-Dataset veri kiimesi, daha genis 6lgekli bir yapiya sahiptir ve toplam 9,660
goriintii igermektedir: Toplam 9660 goriintii iceren bu veri seti, on farkli atik tiiriinii
dengeli bir sekilde temsil etmektedir: batarya (944), biyolojik (997), karton (777),
kiyafet (1001), cam (1055), metal (1020), kagit (989), plastik (962), ayakkabi (968) ve
¢oOp (947).

Bu veri kiimesinde goriintiiler on farkli sinifa ayrilmistir: karton, cam, metal, kagit,
plastik, ¢Op, pil, tekstil, organik atik ve elektrikli atik. Garbage-Dataset, sinif ¢esitliligi
ve gorlintli sayisinin fazla olmasi nedeniyle derin 6grenme modellerinin genelleme
yeteneklerini daha gilivenilir bir sekilde degerlendirme imkani sunmaktadir. Veri
kiimesindeki smif dagilimi, Garbage Classification veri kiimesine gore daha

dengelidir. Sekil 2.2 Garbage Dataset’inden setinden goriintiiler icermektedir.



a) Batarya b) Biyolojik

i) Ayakkabn

Sekil 2.2. Garbage Dataset veri kiimesinden 6rnek goriintiiler.

2.2. On Isleme Asamalar

Goriintii siniflandirma problemlerinde model bagarimi, yalnizca segilen derin 6grenme
mimarilerine degil, ayn1 zamanda verilerin egitim Oncesinde nasil islendigine de
dogrudan baglidir. Bu calismada, veri kalitesini artirmak, modelin 6grenme siirecini
hizlandirmak ve smiflandirma basarimini yiikseltmek amaciyla cesitli 6n isleme
teknikleri uygulanmustir. On isleme siireci temel olarak iki asamada

gerceklestirilmistir: goriintli boyutlandirma ve veri artirimau.

2.2.1. Goriintii boyutlandirma

Kullanilan derin 6grenme modellerinin giris katmanlari sabit boyutlarda goriintii kabul
etmektedir. Bu nedenle, veri setlerindeki tiim goriintiiler 224x224 piksel boyutlarina
yeniden oOl¢eklendirilmistir. Goriintii boyutlandirma iglemi sirasinda, goriintiilerin
oranlar1 korunmus ve deformasyonlarin oniline gec¢ilmistir. Bu islem, hem egitim
stirecinin verimli ilerlemesini saglamakta hem de farkli boyutlardaki goriintiilerden

kaynaklanabilecek olas1 model hatalarin1 azaltmaktadir.

2.2.2. Veri arttirnmi yontemleri
Ozellikle Garbage Classification veri kiimesinde smiflar arasinda gdzlenen

dengesizligi azaltmak ve modelin genelleme yetenegini artirmak amactyla veri artirimi
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teknikleri uygulanmistir. Bu kapsamda, 6zellikle goriintii sayist en diisiik olan “¢6p”
siifina odaklanilmigtir. Baslangigta bu sinifa ait yalnizca 137 goriintii bulunurken,
cesitli artirma yontemleri ile bu say1 500°e yiikseltilmistir. Uygulanan veri artirma
teknikleri arasinda rastgele dondiirme (rotation), yatay kaydirma (horizontal shift),
dikey kaydirma (vertical shift), yakinlastirma (zooming) ve yatay ¢evirme (horizontal

flip) gibi yontemler yer almaktadir.

Bu teknikler, mevcut verilerden yapay fakat anlamli varyasyonlar iireterek egitim
kiimesinin ¢esitliligini artirmis ve modelin farkli agilardan veya pozisyonlardan gelen
verileri tanima yetenegini gelistirmistir. Ozellikle ¢6p smifinda yapilan hedefli veri
artirrm1 sayesinde siif dengesi saglanmis ve modelin tiim siniflar1 esit diizeyde
Ogrenebilmesi desteklenmistir. Boylece, sinif dengesizliginden kaynaklanabilecek

O0grenme sorunlarinin 6niine gegilmistir.

2.3. Transfer Ogrenme Yaklasimi

Derin 6grenme tabanli goriintli siniflandirma problemlerinde, yeterli biiyiikliikte ve
cesitlilikte veri setlerine sahip olmak model basarimi agisindan biiylikk Onem
tagimaktadir. Ancak, sifirdan bir modeli biiytik bir veri kiimesi tizerinde egitmek hem
yiiksek donanim kaynaklar1 hem de uzun egitim siireleri gerektirmektedir. Bu durum,
ozellikle sinurl1 veri setleri ile ¢alisilan projelerde 6nemli bir engel olusturmaktadir. Bu
sorunun {istesinden gelmek amaciyla, bu c¢aligmada transfer O0grenme (transfer
learning) yaklagimi kullanilmistir. Transfer 68renme, onceden biliyiik veri setleri
tizerinde egitilmis bir modelin, bagka bir gorev i¢in yeniden kullanilmasi esasina
dayanmaktadir. Bu yontemde, modelin daha dnce 6grendigi genel 6zellikler korunur
ve yalnizca son katmanlar, yeni gorev i¢in yeniden egitilir. Boylece egitim siireci
kisalirken, kiiciik veri setlerinde dahi yiiksek dogruluk oranlari elde edilebilmektedir.
Bu tez ¢aligsmasinda kullanilan VGG16, MobileNetV2, InceptionV3 ve DenseNet121
modelleri, daha 6nce ImageNet veri kiimesi iizerinde 6nceden egitilmis (pre-trained)
agirliklarla yliklenmis ve yeni veri setlerine adapte edilmistir. Modellerin temel
evrisim (convolution) katmanlar1 sabit tutulmus (dondurulmus) ve yalnizca
siniflandirma katmanlar1 giincellenerek yeniden egitilmistir. Boylece modeller, temel
ozellik cikarimi yeteneklerini korurken, yeni veri setlerindeki siniflar1 dogru bir
sekilde tanimlamay1 6grenmistir. Transfer 6grenme yaklasimi, 6zellikle Garbage

Classification veri kiimesi gibi kiiciik 6l¢ekli ve sinif dengesizligi iceren veri setlerinde
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model basariminin artirtlmasina 6nemli katkilar saglamistir. Garbage-Dataset gibi
daha biiyiik veri setlerinde ise transfer 6grenme, egitim siiresini 6nemli 6l¢iide azaltmis
ve modellerin daha hizli sekilde yiiksek dogruluk oranlarina ulagmasina olanak

tanimaistir.

2.4, Kullanilan Derin Ogrenme Modelleri

Bu calismada, farkli veri kiimesi 6zelliklerine gore cesitli performans gosterebilecek
dort farkli derin 6grenme modeli tercih edilmistir. Modellerin se¢iminde, literatiirde
kanitlanmig basarimlari, parametrik verimlilikleri ve farkli veri kosullarina uyum
yetenekleri dikkate alinmistir. Kullanilan modeller VGG16, MobileNetV2,
InceptionV3 ve DenseNet121'dir. Her bir modelin se¢cim gerekgesi ve temel mimari

ozellikleri asagida 6zetlenmektedir.

2.4.1. VGG16 modeli

VGG16 modeli [10], diizenli ve kat1 bir mimari yapiya sahip olmasi nedeniyle tercih
edilmistir. Model, ardisik 3x3 evrisim (convolution) katmanlar1 ve ardindan gelen
havuzlama (pooling) katmanlarindan olusmaktadir. Bu yapi, modelin derinlestik¢e
daha soyut ve anlamli 6zellikler ¢ikarabilmesini saglamaktadir. VGG16'nin parametre
sayisinin fazla olmasi egitim siiresini artirmakla birlikte, orta dlgekli veri setlerinde
yiiksek dogruluk oranlari elde etmesine olanak tanimaktadir. Bu c¢alismada, 6zellikle

kiigiik veri setlerinde 6zellik ¢ikarimi giiclinii degerlendirmek amaciyla kullanilmistir.

2.4.2. MobileNetV2 modeli

MobileNetV2 modeli [13], sinirlt donanim kaynaklarinda bile verimli ¢alisabilen hafif
bir ag§ mimarisi olarak tercih edilmistir. Model, ayrik derinlikli evrisim (depthwise
separable convolution) ve tersine rezidiiel bloklar (inverted residual blocks) kullanarak
hesaplama maliyetini 6nemli 6l¢iide azaltmaktadir. Bu ¢alismada, 6zellikle Garbage
Classification veri kiimesi gibi daha kii¢iik ve dengesiz veri setlerinde, hizli egitim

stiresi ve diisiik model karmagiklig1 saglamak amaciyla MobileNetV2 kullanilmistir.

2.4.3. InceptionV3 modeli

InceptionV3 modeli [12], farkli 6l¢eklerde 6zellik ¢ikarimi yapabilen yapisi sayesinde
genis veri setlerinde etkili sonuglar iiretebilmesi nedeniyle tercih edilmistir. Model,
faktorize edilmis evrisim (factorized convolution) ve ag i¢inde ag (network-in-

network) teknikleri kullanarak hem dogrulugu artirmakta hem de parametre sayisini
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dengede tutmaktadir. Bu calismada, 6zellikle Garbage-Dataset gibi daha biiyiik ve

dengeli veri setlerinde InceptionV3'in genelleme basarisi degerlendirilmistir.

2.4.4. DenseNet121 modeli

DenseNet121 modeli [11], her katmanin bir 6nceki tim katmanlardan aldig:
baglantilar sayesinde bilgi akisini giiclendirmektedir. Bu yapi, 6zellikle derin aglarda
karsilagilan gradyan kaybolmasi problemini azaltmakta ve O&grenme siirecini
hizlandirmaktadir. DenseNet121, kii¢iik veri setlerinde dahi yiiksek dogruluklar elde
edebilmesi nedeniyle calismada hem Garbage Classification hem de Garbage-Dataset

tizerinde performans analizi yapmak i¢in tercih edilmistir.

2.5. Model Egitim Stratejisi

Bu c¢alismada, derin 6grenme modellerinin egitim siire¢lerinde hem model bagarimini
artirmak hem de asir1 uyum problemini Onlemek amaciyla belirli stratejiler
benimsenmistir. EZitim siireci, veri setlerinin dogru bir sekilde boliinmesi, ¢apraz
dogrulama yontemi kullanim1 ve egitim parametrelerinin dikkatli bir sekilde
ayarlanmasi esaslarina dayanmaktadir. Veri setleri, egitim (%80), dogrulama (%10)
ve test (%10) olmak tizere ii¢ ayr1 gruba boliinmiistiir. Egitim verileri modelin 6grenme
stirecinde, dogrulama verileri modelin hiper parametre ayarlarinin yapilmasinda, test
verileri ise nihai performansin objektif bir sekilde 6l¢iilmesinde kullanilmistir. Model
degerlendirmesinde daha giivenilir sonuglar elde etmek amaciyla 5 kath capraz
dogrulama yontemi uygulanmistir. Bu yontemde, egitim ve dogrulama verileri bes esit
parcaya boliinmiis; her bir parca bir kez dogrulama verisi, kalan parcalar ise egitim
verisi olarak kullanilmigtir. Boylece her model, farkli veri alt kiimeleri lizerinde
egitilmis ve test edilmistir. Bu yaklasim, modelin genelleme kabiliyetini artirarak
farkli veri dagilimlarindaki performansini objektif sekilde ortaya koymustur. Egitim
stirecinde erken durdurma mekanizmasi da uygulanmistir. Erken durdurma stratejisi,
dogrulama kayb1 belirli bir sayida ardisik epok boyunca iyilesmediginde egitim
stirecini sonlandirarak agir1 uyumu dnlemektedir. Bu ¢aligmada erken durdurma igin
sabitlenen sabir (patience) degeri 5 epok olarak belirlenmistir. Tiim modeller, mini-
batch gruplar1 kullanilarak egitilmistir. Batch boyutu 32 olarak se¢ilmistir. Maksimum
egitim epok sayist 20 olarak belirlenmis olmakla birlikte, erken durdurma
mekanizmasi nedeniyle bazi modeller bu sayiya wulagsmadan egitimlerini

tamamlamistir. Ogrenme hiz1 degeri 0,0001 olarak belirlenmis ve Adam optimizasyon
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algoritmast kullanilmistir. Model kaybi, ¢ok siifli ¢apraz entropi kaybi (sparse
categorical cross-entropy) fonksiyonu kullanilarak hesaplanmistir. Tim egitim
siirecleri, ayn1 donanim altyapisinda ve ayni1 parametre ayarlariyla gergeklestirilerek
modeller arasinda adil bir karsilastirma ortami saglanmistir. Bu tez ¢alismasinda

uygulanan genel siire¢ akisini agiklayan diyagram Sekil 2.3'de sunulmustur.

Model Degerlendirme

Onisleme Béliinme Dogruluk

]
‘ Yeniden boyutlandirma 80:10:10 Gerl cajirma
InceptionV3

DenseNet121

MabileNetV2

Siniflandirma ve Model Tasarim

VERI
VGG16

Garbage Classification

Garbage Dataset Veri anlr(ﬁa(garbage
dlassification)

F1 Puani

ROC-AUC

Sekil 2.3. Model akis diyagrami.

2.6. Ozellik Fiizyonlu Hibrit Model

Bu caligmada, geri doniistiiriilebilir atiklarin goriintii tabanli siniflandirilmasina
yonelik olarak, ¢oklu mimari temelli bir 6zellik fiizyonlu hibrit derin 6grenme modeli
gelistirilmistir. 11k olarak, alt: kategoriden olusan atik veri kiimesi etiketleri sayisal
olarak kodlanmig, goriintiler RGB formatinda 224x224 boyutuna yeniden
Olceklendirilmis ve piksel degerleri 0—1 araligina normalize edilerek model girisine
uygun hale getirilmistir. Egitim stirecinde, etiketler dogrudan
sparse_categorical crossentropy kayip fonksiyonu ile kullanilmis ve bu sayede
to_categorical donilisiimiine ihtiya¢ duyulmamistir. Model mimarisinde VGGI6,
InceptionV3, DenseNetl121 ve MobileNetV2 olmak lizere dort farkli onceden egitilmis
CNN mimarisi kullanilmis; bu modellerin include top=False parametresiyle son
siniflandirma katmanlar1 kaldirilmis ve tiim katmanlar trainable=False olarak
dondurulmustur. Her bir modelin ¢ikis 06zelligi Flatten() katmanlariyla
vektorlestirilmis ve concatenate() fonksiyonu ile birlestirilmistir. Elde edilen birlesik
ozellik temsili, 512 néronlu Dense bir katmana ve ardindan %50 oraninda Dropout
katmanina aktarilmis, son olarak softmax aktivasyonlu ¢ikis katmaninda siniflandirma
gerceklestirilmistir.

Model, 5 katli K-Fold ¢apraz dogrulama ile egitilmistir. Her fold’da egitim, dogrulama
ve test setleri farkli sekilde ayrilmis; model her seferinde sifirdan olusturulmus ve her
bir CNN'in ¢iktis1 egitim asamasinda tiim aglara paralel olarak verilmistir. Model
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egitimi sirasinda EarlyStopping callback fonksiyonu kullanilarak asir1 6grenme
(overfitting) riski azaltilmistir. Performans degerlendirmesi i¢in dogruluk (dogruluk),
kayip (loss), hassasiyet (precision), geri cagirma (recall), F1 skoru ve ROC-AUC gibi
coklu metrikler hesaplanmis; her fold sonrasinda tahmin ¢iktilar1 {izerinden bu
degerler ayr1 ayr1 raporlanmistir. Son olarak, modelin genel bagarimini degerlendirmek
amaciyla fold sonuclarinin ortalamasi alinarak modelin istikrart ve genelleme
kapasitesi Ol¢iilmiistiir. Bu hibrit yapinin en temel katkisi, farklit CNN mimarilerinin
cikarabildigi cesitli seviye Ozelliklerin birlestirilerek siiflandirma dogrulugunun
artirllmasidir. Bu yaklasim, literatiirde tek model temelli ¢oziimlerin sinirlamalarini
asmakta ve gorsel karmasikligi yiiksek atik tiirlerinin ayriminda daha giivenilir

sonuclar sunmaktadir.
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Veri Girigi: Goruntuler 224x224
RGB

v

On igleme: Normalize, Bdime

\v

VGG16 Ozellik Cikarici

InceptionV3 Ozellik Cikarici

DenseNet121 Ozellik Cikarici

MobileNetV2 Ozellik Cikarici

!

Flatten

|

Flatten

I

Flatten

TI—

Feature Fusion Concatenate

|

Dense Katmani 512 noron,
ReLU

'

Dropout 0.5

'

Softmax Siniflandirma

'

Model Egitimi K-Fold + Early
Stopping

'

Model Degeriendirme
Accuracy, Precision, Recall,
F1, ROC-AUC

!

Flatten

Sekil 2.4. Ozellik fiizyon hibrit modeli akis diyagramu.
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3. KULLANILAN TEKNOLOJILER VE YAZILIMLAR

Bu calismada, derin Ogrenme modellerinin  gelistirilmesi, egitilmesi ve
degerlendirilmesi siireglerinde ¢esitli yazilim kiitiiphaneleri ve teknolojik aracglar
kullanilmistir. Kullanilan teknolojiler, model egitimi i¢in gerekli olan yiiksek
hesaplama giiciinii saglamak ve deneysel stireglerin verimli bir sekilde yiiriitiilmesini

miimkiin kilmak amaciyla se¢ilmistir.

3.1. Programlama Dili ve Gelistirme Ortam

Tiim ¢alismalar Python programlama dili kullanilarak gerceklestirilmigtir. Python,
genis kiitiiphane destegi, acik kaynakli yapist ve esnek programlama olanaklari
nedeniyle 6zellikle makine 6grenmesi ve derin 6§renme alanlarinda yaygin bir sekilde
tercih edilmektedir. Model gelistirme ve egitim siiregleri, Jupyter Notebook ortaminda
yuriitiilmiistiir. Jupyter Notebook, kod yazma, sonuglar1 anlik olarak gozlemleme ve

gorsel analizler yapma imkani sunarak deneysel ¢alismalarda esneklik saglamistir.

3.2. Kullanmilan Kiitiiphaneler ve Frameworkler

Bu calismada Python programlama dili kullanilarak, goriintii isleme ve derin 6§renme
tabanl atik siiflandirma uygulamalar1 gergeklestirilmistir. Model olusturma, egitim
slireci, veri hazirlama ve sonug analizi agsamalarinda ¢esitli acik kaynakli kiitliphane
ve ¢ercevelerden yararlamilmistir. Calisma kapsaminda kullanilan  temel
kiittiphanelerden biri olan os, dosya ve dizin islemlerinin yonetilmesinde
kullanilmistir. Veri kiimesindeki klasor yapisina erisim ve goriintii dosyalarinin
yiiklenmesi iglemleri bu kiitiiphane aracilifiyla gergeklestirilmistir. Goriintii
dosyalarinin okunmasi ve yeniden boyutlandirilmasi islemleri icin OpenCV (cv2)
kiitiiphanesinden yararlanilmistir. Gorilintii verilerinin dizi formatinda islenmesi,
normalize edilmesi ve ortalama deger gibi istatistiksel hesaplamalarin yapilmasi
amaciyla NumPy kiitiiphanesi kullanilmistir. Egitim verilerinin karigtirilmasi iglemi
icin ise random kiitiiphanesinden faydalanilmistir. Model sonuglarinin
gorsellestirilmesinde Seaborn ve Matplotlib kiitiiphaneleri kullanilmistir. Seaborn,

ozellikle karisiklik matrisi ¢izimlerinde tercih edilirken, Matplotlib egitim ve test



asamalarindaki dogruluk oranlari, kayiplar, dogruluk, geri ¢agirma, F1 skoru gibi
metriklerin grafiksel sunumu i¢in kullanilmistir. Egitim ve test veri setlerinin ayrilmasi
i¢in scikit-learn kiitiiphanesinin model selection modiilii, 5 katl ¢apraz dogrulama
siirecinin yiiriitilmesi i¢in ise katlama sinifi kullanilmistir. Model performansini
degerlendirmek amaciyla yine scikit-learn kiitiiphanesinin metrics modiilii
kullanilarak dogruluk, kesinlik, geri ¢agirma, F1 skoru ve ROC-AUC metrikleri
hesaplanmistir. Derin 6grenme modeli olusturmak i¢in TensorFlow kiitiiphanesinin
Keras API'sinden yararlanilmistir. TensorFlow Keras igerisinde yer alan applications
modiilii kullanilarak 6nceden egitilmis DenseNetl21 modeli transfer 6grenme
amaciyla kullanilmistir. Model mimarisi model sinifi ile tanimlanmais, Flatten, Dense
ve Dropout katmanlar1 layers modiilii tizerinden eklenmistir. Modelin optimizasyonu
Adam algoritmasi ile gerceklestirilmis ve egitim siirecinde asirt uyumu (overfitting)
engellemek amaciyla EarlyStopping yontemi uygulanmistir. Ayrica, kiigiik veri
kiimesinde siif dengesizligini azaltmak amactyla
tensorflow.keras.preprocessing.image modiilii lizerinden ImageDataGenerator sinifi
kullanilarak veri artirnmi (data augmentation) islemleri yapilmistir. Tim bu
kiitiiphaneler ve cerceveler, calismanin veri 6n isleme, model olusturma, egitim,
degerlendirme ve gorsellestirme asamalarinda etkin bir sekilde kullanilarak biitiinlesik

bir yaklasim olusturulmustur.

3.3. Donanim ve Calisma Ortam

Bu calisma, kisisel bir bilgisayar lizerinde gergeklestirilmistir. Kullanilan bilgisayarin
temel donanim Ozellikleri su sekildedir: Intel Core 17 islemci, 16 GB RAM ve 512 GB
SSD depolama alani. Grafik islem birimi (GPU) olarak entegre grafik karti
kullanilmis, harici bir GPU donanimi kullanilmamistir. Model egitim siiregleri,
Anaconda dagitimi {izerinde calisan Jupyter Notebook ortaminda, Python dili
kullanilarak yiiriitiilmiistiir. Egitim ve degerlendirme adimlarinda TensorFlow, Keras,
OpenCV, NumPy, scikit-learn, matplotlib ve seaborn gibi kiitliphanelerden
yararlanilmistir. Gelistirme islemleri Python 3,8 siiriimiinde ve macOS isletim sistemi
altinda gerceklestirilmistir. Model gelistirme, egitim ve sonuglarin gorsellestirilmesi
siireclerinde yalnizca yerel kaynaklar kullanilmis, herhangi bir bulut tabanh
platformdan (6rnegin Google Colab, AWS veya Azure gibi) yararlanilmamistir. Bu
dogrultuda, veri isleme, model egitimi ve gorsellestirme iglemlerinin tamamai belirtilen

donanim ve yazilim altyapis1 kullanilarak yerel ortamda gercgeklestirilmistir.
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Kullanilan donanimin smnirlt islem giicii nedeniyle model egitim siireleri uzun
stirmiistiir. Ancak, transfer 6grenme (transfer learning) yaklasimi benimsenerek egitim
siireglerinin siiresi ve kaynak tiiketimi optimize edilmistir. Onceden egitilmis
modellerin agirliklart kullanilarak sifirdan model egitimi yapilmasina gerek kalmadan,
daha hizli ve verimli bir egitim siireci izlenmistir. Bu yontem sayesinde sinirli

kaynaklar ile yiiksek dogruluk oranlarina ulagilmasi saglanmistir.
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4. MODEL EGIiTiMi VE DEGERLENDIRME METRIKLERIi

Bu boliimde, calismada kullanilan egitim stratejileri, model gelistirme siirecleri ve
degerlendirme metrikleri ayrintili olarak agiklanmaktadir. Farkli veri setleri tizerinde
yapilan model egitimleri ve dogrulama islemleri i¢in izlenen yontemler, egitim siireci
kapsaminda detaylandirilmigtir. Ayrica, modellerin performansini 6lgmek amaciyla

kullanilan ¢esitli degerlendirme metriklerine yer verilmistir.

4.1. Egitim Siireci

Bu ¢alismada, atik siniflandirma gorevini gerceklestirmek amaciyla dort farkli derin
o0grenme modeli kullanilarak egitim siireci gergeklestirilmistir. Modellerin her biri,
onceden ImageNet veri kiimesi lizerinde egitilmis agirliklar kullanilarak transfer
O0grenme yaklasimi ile optimize edilmistir. Egitim siirecinde, goriintiiler 224x224
piksel boyutlarina yeniden boyutlandirilmis ve 0-1 araliginda normalize edilmistir.
Veri setleri, %80 egitim, %10 dogrulama ve %10 test olacak sekilde ayristirilmistir.
Egitim sirasinda agirliklarin giincellenmesi i¢in Adam optimizasyon algoritmasi
kullanilmistir. Asirt 6grenmeyi (overfitting) 6nlemek amaciyla erken durdurma (early
stopping) yontemi uygulanmig, boylece dogrulama kayb1 belirli bir siire
tyilesmediginde egitim islemi sonlandirilmistir. Modelin genel dogrulugunu artirmak
icin gerekli hiperparametreler sabitlenmis ve tiim egitimler ayni 6grenme orani
(0,0001) ve mini-batch boyutu (32) ile yiiriitilmiistiir. Bu yapilandirma sayesinde
modeller, minimum epoch sayisiyla optimum performansa ulasacak sekilde egitilmis,
veri kiimesinin 6zelliklerine uyum saglamalar1 hedeflenmistir. Egitim siireci boyunca

her epoch sonunda dogruluk ve kayip degerleri izlenmis ve kayit altina alinmstir.

4.2. Bes Kath Capraz Dogrulama Metrikleri

Bu tez calismasinda model performanslarinin daha giivenilir sekilde degerlendirilmesi
icin bes kath capraz dogrulama yontemi kullanilmistir. Bu yontem, veri kiimesinin
rastgele bes esit alt kiimeye bdliinmesi esasina dayanir. Her bir iterasyonda, dort alt

kiime egitim i¢in, kalan bir alt kiime ise dogrulama i¢in kullanilmistir. Boylece her alt



kiime bir kez dogrulama verisi olarak gorev yapmistir. Capraz dogrulama yaklagimi,
egitim ve dogrulama asamalarindaki olas1 6nyargilar1 azaltmakta ve modelin genel
basarimi hakkinda daha giivenilir sonuglar elde edilmesini saglamaktadir. Her kat
sonunda egitim dogrulugu ve dogrulama dogrulugu degerleri kaydedilerek, katlar
arasindaki performans farkliliklar1 analiz edilmistir. Bes katli yap1 sayesinde, hem
kiigiik veri setlerinde hem de daha biiylik 6lgekli veri setlerinde agirt 6grenme riskinin
Oniine gecilmis, modellerin genelleme yetenekleri daha dogru sekilde ol¢ililmiistiir.
Ayrica bu yontem, farkli katlarda degisen veri dagiliminin model performansina

etkisini gozlemleyerek, sistematik bir karsilastirma yapilmasina imkan tanimistir.

4.3. Kullanilan Degerlendirme Metrikleri

Bu tez c¢alismasinda, gelistirilen derin O6grenme modellerinin siniflandirma
performansini detayli sekilde analiz edebilmek i¢in gesitli degerlendirme metrikleri
kullanilmistir.  Egitim ve dogrulama siireglerinde yalnizca dogruluk degeri ile
yetinilmemis, ayni zamanda daha derinlemesine bir analiz i¢in kayip degerleri,
kesinlik, geri ¢agirma, F1 skoru ve ROC AUC degerleri de hesaplanmistir. Kullanilan
bu metrikler, modellerin yalnizca genel dogrulugunu degil, ayn1 zamanda smiflar arasi
dengesiz veriler iizerindeki basarisini da objektif bicimde ortaya koymak amaciyla
tercih edilmistir. Her bir metrik, modelin farkli yonlerden performansini
degerlendirme imkan1 sunarak, gii¢lii ve zayif taraflarin daha net anlagilmasim
saglamaktadir. Bes katli ¢apraz dogrulama siireci sonunda tiim bu metrikler i¢in
ortalama degerler hesaplanmis ve farkli katmanlar arasindaki tutarlilik incelenmistir.
Boylece modellerin genel basarist hem egitim hem de test verileri lizerinde ¢ok yonlii

bir sekilde dl¢iilmistiir [17].

4.3.1. Dogruluk degeri

Dogruluk degeri, modelin dogru siniflandirdig1 6rneklerin toplam 6rnek sayisina orani
olarak tamimlanir. Makine Ogrenmesi ve derin Ogrenme calismalarinda en sik
kullanilan temel basar1 &l¢iitlerinden biridir. Ozellikle dengeli veri setlerinde modelin
genel performansini hizlica anlamak i¢in etkili bir gosterge sunar. Bu tez ¢alismasinda,
hem egitim hem de dogrulama asamalarinda dogruluk oranlari takip edilmis, bes katl
capraz dogrulama sonunda her bir kat i¢in elde edilen dogruluk degerlerinin ortalamasi
hesaplanmistir. Boylece modellerin genelleme yetenekleri daha saglikli bir bigimde

degerlendirilmistir.
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Dogruluk = ((TP + TN))/ (TP + TN + FP + FN) (4.1)

Denklem 4.1'de gecen degiskenler, siniflandirma problemlerinde kullanilan temel
kavramlara dayanmaktadir. TP (True Positive), modelin pozitif sinifa ait bir 6rnegi
dogru sekilde pozitif olarak siniflandirdigi durumlar1 temsil ederken; TN (True
Negative), negatif sinifa ait bir 6rnegin model tarafindan dogru bigimde negatif olarak
tahmin edilmesini ifade eder. Ote yandan, FP (False Positive), gercekte negatif olan
bir 6rnegin model tarafindan hatali bicimde pozitif sinifa atanmasi durumudur. Benzer
sekilde, FN (False Negative) ise gercekte pozitif olan bir drnegin model tarafindan
yanlislikla negatif olarak smiflandirildigi durumlar belirtmektedir. Bu degiskenler
kullanilarak hesaplanan dogruluk degeri, modelin tiim 6rnekler icerisinde ne kadarini
dogru smiflandirdigint ortaya koyar ve siniflandirma performansinin temel

gostergelerinden biri olarak degerlendirilir.

4.3.2. Kayip degeri

Kay1ip degeri, modelin yaptig1 tahminler ile gercek degerler arasindaki farki 6l¢en bir
metriktir. Egitim siirecinde modelin 6grenme diizeyini izlemek icin kullanmilir. Kayip
degeri ne kadar diistikse, modelin ¢iktilar1 ger¢ek degerlere o kadar yakin demektir.
Bu caligmada, modellerin egitim ve dogrulama asamalarinda
sparse_categorical crossentropy kayip fonksiyonu kullanilmistir. Egitim sirasinda her
bir epoch sonunda kay1p degerleri hesaplanmis ve izlenmistir. Ayrica, bes katl ¢apraz
dogrulama siirecinde her bir katlama i¢in elde edilen ortalama kayip degerleri analiz
edilmistir. Bu yontem sayesinde modelin asir1 6grenme (overfitting) ya da az 6grenme

(underfitting) egilimleri erken asamada tespit edilerek gerekli 6nlemler alinmastir.
Kaywp = —N1i = 1).Nlog(pi, yi) (4.2)

Bu calismada, modellerin egitim ve dogrulama asamalarinda Sparse Categorical
Cross-Entropy kayip fonksiyonu kullanilmistir. Bu fonksiyon, her bir 6rnegin ait
oldugu gercek sinif etiketine karsilik gelen tahmin olasiliginin logaritmasinin
negatifini alarak toplam kaybi hesaplar. Matematiksel olarak bu kayip fonksiyonu
denklem 4.2'de gosterilmistir. Egitim siiresince her bir epoch sonunda bu deger
izlenmis, ayrica bes katli ¢apraz dogrulama siirecinde her bir katlama i¢in ortalama
kayiplar degerlendirilmistir. Boylece modelin asir1 6grenme ya da az 6grenme gibi

egilimleri analiz edilmistir.
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4.3.3. Kesinlik, geri cagirma, F1-skoru

Smiflandirma problemlerinde model basarimini yalnizca dogruluk orami ile
degerlendirmek her zaman yeterli olmayabilir. Ozellikle sinif dagiliminda dengesizlik
bulunan veri setlerinde, dogruluk metrigi yaniltict sonuglar verebilmektedir. Bu
nedenle, kesinlik, geri cagirma ve Fl-skoru gibi ek performans O0lgiitlerinin

kullanilmas1 gereklidir.
Kesinlik =TP /TP + FP (4.3)

Kesinlik, modelin pozitif olarak tahmin ettigi orneklerden kag tanesinin gergekten
pozitif oldugunu 6l¢en bir performans gostergesidir. Bu metrik 6zellikle, modelin
yaptig1 yanlis pozitif tahminlerin (False Positive — FP) sayisinin diigiik tutulmasinin
kritik oldugu durumlarda 6nem kazanmaktadir. Kesinlik, dogru sekilde pozitif olarak
tahmin edilen 6rneklerin sayis1 (True Positive — TP) ile modelin pozitif olarak tahmin
ettigi tiim orneklerin (TP + FP) orani seklinde hesaplanir. Yani, modelin pozitif
tahminlerinde ne kadar “isabetli” oldugunu gosterir. Bu ¢alismada, kesinlik metrigi
hem egitim hem de dogrulama asamalarinda analiz edilerek, modellerin yanls pozitif
iiretme egilimleri degerlendirilmistir. Ozellikle siniflar aras1 dengesizlik bulunan veri
setlerinde, kesinlik degerinin yiiksek olmas1 modelin giivenilirligini artirmaktadir. Bu
baglamda, kesinlik metrigi denklem 4.3 ile tanimlanmis ve degerlendirme metrikleri

arasinda 6nemli bir yere sahip olmustur.
Geri Cagirma = TP/ TP + FN (4.4)

Geri Cagirma, modelin gergekten pozitif olan 6rnekleri ne dl¢iide dogru sekilde tespit
edebildigini dl¢en bir degerlendirme metrigidir. Bu metrik, 6zellikle pozitif sinifa ait
orneklerin eksik tahmin edilmesinin ciddi sonuglar dogurabilecegi tip, giivenlik ve geri
doniistim gibi alanlarda biiyiikk 6nem arz etmektedir. Geri Cagirma, dogru sekilde
pozitif olarak tahmin edilen 6rneklerin (True Positive — TP) sayisinin, ger¢ekten pozitif
olan tiim 6rneklere (True Positive + False Negative — TP + FN) oran1 olarak hesaplanir.
Bu oran, modelin pozitif sinifa ait verileri ne kadar eksiksiz sekilde yakalayabildigini
gosterir. Duyarliligin yiiksek olmasi, modelin pozitif 6rnekleri gdzden kagirma (False
Negative — FN) olasiliginin diisiikk oldugunu ve modelin kapsayiciliginin giiglii
oldugunu ifade eder. Bu tez kapsaminda gelistirilen derin 6grenme modellerinin geri

cagirma bagarilart hem egitim hem de test asamalarinda detayl1 bigimde analiz edilmis;
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elde edilen sonuglar modelin smiflar iizerindeki kapsama basarisin1 degerlendirmek
tizere kullanilmistir. Geri Cagirma metrigi, bu c¢alismada denklem 4.4 ile

tanimlanmustir.
F1—Skor =2.TP /(2.TP + FP + FN) 4.5)

F1-Skoru (F1-Score), bir modelin siiflandirma performansini hem kesinlik hem de
geri cagirma metriklerini dikkate alarak degerlendiren dengeli bir dlgiittiir. Ozellikle
smif dagilimi dengesiz olan veri kiimelerinde, yalnizca dogruluk oranina giivenmek
yaniltici olabilir; bu nedenle F1-skoru daha giivenilir bir gésterge sunar. F1-skoru,
dogru sekilde pozitif olarak tahmin edilen 6rneklerin (True Positive — TP) sayisini,
yanlis pozitif (False Positive — FP) ve yanlis negatif (False Negative — FN) degerleriyle
birlikte degerlendirerek, modelin hem kesinlik hem de kapsayicilik basarisini biitiinciil
olarak yansitir. Bu ¢alismada, gelistirilen derin 6grenme modellerinin siniflandirma
basarist yalnizca dogruluk oranina gore degil, F1-skoru metrigi ile de analiz edilerek
modellerin siniflar {izerindeki genel denge basarisi Ol¢lilmiistiir. Bu baglamda F1-
skoru, ozellikle geri doniisiim gibi kritik alanlarda yanlis siniflandirma maliyetlerinin
yiiksek oldugu uygulamalarda tercih edilmistir. Ilgili metrik bu tezde denklem 4.5 ile

tanimlanmaistir.

4.3.4. ROC egrisi altinda kalan alan

Model performansini degerlendirmede kullanilan bir diger 6nemli 6l¢iit, ROC egrisi
altinda kalan alan (ROC AUC, Receiver Operating Characteristic - Area Under Curve)
degeridir. ROC egrisi, modelin farkli esik degerlerinde dogru pozitif oram1 (True
Positive Rate) ile yanlis pozitif orani (False Positive Rate) arasindaki iliskiyi gésteren
grafiksel bir gdsterimdir. Bu egrinin altinda kalan alanin biiyiikliigii, modelin genel
ayirt edicilik yetenegini yansitir. ROC AUC degeri 1'e yaklastikga modelin
siiflandirma basarimi artmakta, 0.5'e yaklastik¢a ise modelin tahminlerinin rastgele
secimden farksiz oldugu anlasilmaktadir. Bu nedenle, ROC AUC degeri yiiksek olan
modeller, farkli karar esiklerinde de istikrarli ve gilivenilir performans sergileyen
modeller olarak degerlendirilir. Bu tez calismasinda, her bir modelin test veri kiimesi
tizerindeki ROC AUC degerleri hesaplanmis ve modellerin genel ayirt etme
performanslari karsilastirilmistir. Cok siifli veri setlerinde, ROC AUC hesaplamasi
icin “bir smifa kars1 diger tim siniflar” yaklagimi (one-vs-rest) benimsenmis ve

agirlikli ortalama degerler raporlanmistir. Boylece, yalnizca tekil simiflardaki basari
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degil, modelin tim siniflar tizerinde gosterdigi genel ayirt edicilik de ayrtili bir

sekilde analiz edilmistir.
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5. SONUCLAR VE GORSEL ANALIZLER

Bu béliimde, her bir model ve veri kiimesi i¢in elde edilen egitim ve dogrulama basari
oranlar1 grafiklerle sunulmakta, ardindan grafikler {izerinden performans
degerlendirmesi yapilmaktadir. Ayrica, modellerin genel basarilar1 karsilastirilmis ve

degerlendirme metrikleri ayrintili olarak analiz edilmistir.

5.1. Egitim ve Dogrulama Basarilari

Bu kisimda, dort farkli derin 6grenme mimarisi (VGG16, MobileNetV2, InceptionV3
ve DenseNet121) kullanilarak gergeklestirilen egitim siire¢lerinde elde edilen egitim
ve dogrulama basar1 oranlar1 gorsel olarak sunulmaktadir. Egitim siireci boyunca
modellerin dogruluk egilimleri izlenmis ve dogrulama verisi iizerindeki basarilari

detayl1 olarak degerlendirilmistir.

5.1.1. VGG16 Garbage Classification veri kiimesi

VGG16 modelinin Garbage Classification veri kiimesi iizerinde gosterdigi egitim ve
dogrulama basar1 oranlarinin degisimi goriilmektedir (Sekil 5.1). Egitim dogruluk
oraninin, dogrulama dogruluk oranina gore daha yiiksek seviyelere ulastig
gozlemlenmektedir. Bu durum, modelin egitim verisine ¢ok iyi uyum sagladigini,
ancak dogrulama verisi lzerinde daha smirli bir genelleme yapabildigini
gostermektedir. Egitim siireci boyunca, egitim dogruluk degerlerinde siirekli bir artig
egilimi gozlenirken, dogrulama dogruluk degerlerinde belirli bir noktadan sonra
dalgalanmalar meydana gelmistir. Ozellikle her bir katlamanin baslangicinda dogruluk
oranlarinin diisiik oldugu ve egitim siireci ilerledikg¢e arttig1 goriilmektedir. Bu durum,
her yeni katlamada modelin sifirdan egitim siirecine baslamasindan
kaynaklanmaktadir. Ortalama egitim dogruluk orani %96,50, ortalama dogrulama
dogruluk orani ise %79,54 olarak hesaplanmistir. Aradaki bu fark, modelin egitim
verisine asirt uyum sagladigini (overfitting) isaret etmekte ve dogrulama basariminin
egitim basarimma gore daha diisik kaldigini gostermektedir. Bununla birlikte,
dogrulama dogruluk oraniin egitim siireci boyunca belirli bir diizeyde korunmasi,

modelin genel olarak makul bir genelleme yetenegi sundugunu gostermektedir.



VGG16 - Garbage Classification Train and Validation Accuracy
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Sekil 5.1. VGG16 modeli i¢in Garbage Classification veri kiimesinde egitim ve
dogrulama dogruluk grafigi.

5.1.2. VGG16 Garbage Dataset veri kiimesi

VGG16 modelinin Garbage Dataset {izerinde gerceklestirdigi egitim ve dogrulama
dogruluk oranlarinin degisimi izlenmektedir. Modelin egitim dogruluk oraninin
dogrulama dogruluk oranina gore siirekli daha yiiksek seviyelerde seyrettigi
goriilmektedir. Egitim siireci boyunca dogruluk oranlarinda belirgin bir artis egilimi
gbzlemlenmis, her bir katlamanin basinda dogruluk degerlerinde diisiisler yasanmus,
ardindan egitim ilerledikce bu oranlar artis gostermistir. Egitim ve dogrulama
dogruluklar karsilastirildiginda, dogrulama basarisinin egitim basarisina kiyasla daha
diisiik kaldigr dikkat ¢ekmektedir. Ortalama egitim dogruluk orani %89,65 olarak
hesaplanirken, ortalama dogrulama dogruluk orani %85,46 olarak elde edilmistir. Bu
durum, modelin egitim verisi lizerinde gii¢lii bir uyum sagladigini, dogrulama verisi
tizerinde ise genel kabul edilebilir bir performans sergiledigini gostermektedir.
Ozellikle Garbage Dataset'in daha biiyiik ve daha dengeli bir veri kiimesi olmasi
nedeniyle, dogrulama dogruluk oranlarmin Garbage Classification veri kiimesine
kiyasla daha istikrarh ve yiiksek degerlerde seyrettigi gézlenmektedir. Bu sonug, veri
kiimesinin biiyiikliigliniin ve dengeli sinif dagiliminin modelin genelleme yetenegini

olumlu yonde etkiledigini gostermektedir. (Sekil 5.2).
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Sekil 5.2. VGG16 modeli i¢in Garbage Dataset veri kiimesinde egitim ve dogrulama
dogruluk grafigi.

5.1.3. MobileNetV2 Garbage Classification veri kiimesi

MobileNetV2 modelinin egitim ve dogrulama dogruluk oranlarinin katlama ve epoch
bazinda degisimi gosterilmektedir (Sekil 5.3). Egitim siireci boyunca egitim dogruluk
oranlarinin dogrulama dogruluk oranlarinin {izerinde seyrettigi gézlemlenmektedir.
Egitim dogruluklari, her bir katlama basinda diisiik seviyelerden baslayarak hizli bir
sekilde yiikselmis ve egitim tamamlandik¢a %96,70 seviyelerine ulasmustir. Ote
yandan dogrulama dogruluk orani, egitim dogruluguna kiyasla daha diisiik seyretmis
ve %83,27 seviyesinde ortalama bir deger elde edilmistir. Elde edilen bu sonuglar,
modelin egitim verilerine oldukca iyi uyum sagladigim1 ancak dogrulama verisi
tizerinde siirli bir genelleme basarisi sergiledigini gostermektedir. Grafik tizerinde
yer alan dogrulama basarisindaki dalgalanmalar ve bazi katlamalarda belirgin
diistisler, veri kiimesindeki cesitliligin veya sinif dengesizliklerinin etkisiyle olugmus
olabilir. Bununla birlikte, MobileNetV2 gibi mobil cihazlara yonelik optimize edilmis
hafif bir modelin, siirli parametre sayisina ragmen Garbage Classification veri
kiimesinde tatmin edici bir dogrulama dogrulugu sundugu goriilmektedir. Modelin
diisiik parametre yapisina karsin sagladigi bu dogruluk orani, kaynak kisitli ortamlar

i¢cin 6nemli bir avantaj sunmaktadir.
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Sekil 5.3. MobileNetV2 modeli i¢cin Garbage Classification veri kiimesinde egitim ve
dogrulama dogruluk grafigi.

5.1.4. MobileNetV2 Garbage Dataset veri kiimesi

MobileNetV2 mimarisinin Garbage Dataset iizerinde egitim ve dogrulama
dogruluklarindaki degisim gozlemlenmektedir (Sekil 5.4). Egitim dogruluklari, her bir
katlama baslangicinda diisiik seviyelerde baslamis ve ilerleyen donemlerde hizli bir
yiikselis gostererek yaklasik %91,65 seviyesine ulasmistir. Model, egitim seti tizerinde
oldukga yiiksek bir basar1 elde etmis, bu durum egitim verilerine olan gii¢lii uyumu
isaret etmektedir. Dogrulama dogruluk oranlar ise egitim dogruluklarina kiyasla daha
diisiik seviyelerde seyretmis, ortalama %88,20 civarinda stabilize olmustur.
Dogrulama dogruluklarindaki dalgalanmanin, veri kiimesindeki sinif ¢esitliliginden
veya belirli smiflar arasindaki ayrim giigliigiinden kaynaklandigi diistiniilebilir.
Ozellikle her bir katlamanin baslangicinda diisiik dogruluk degerleri gézlemlenmis,
ancak model ilerleyen epoch'larda hizlica toparlanarak istikrarli bir dogrulama
performansi sergilemistir. Bu durum, egitim siireci boyunca modelin giderek daha
genel geger Ozellikler 6grendigini gostermektedir. MobileNetV2 mimarisinin diigiik
parametre yapisina ragmen biiyiik ve dengeli bir veri kiimesi olan Garbage Dataset
tizerinde tatmin edici sonuglar iiretmesi, modelin hem verimli hem de hizli ¢alisan

uygulamalar i¢in uygun bir aday oldugunu gostermektedir.
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Sekil 5.4. MobileNetV2 modeli i¢cin Garbage Dataset veri kiimesinde egitim ve
dogrulama dogruluk grafigi.

5.1.5. InceptionV3 Garbage Classification veri kiimesi

InceptionV3 mimarisi kullanilarak Garbage Classification veri kiimesi iizerinde
gerceklestirilen  egitim  ve dogrulama  siireclerinin - dogruluk  degisimleri
gosterilmektedir (Sekil 5.5). Egitim dogruluklart her bir katlama bagslangicinda
nispeten diisiik degerlerde baslamis ve ardindan hizli bir yiikselisle yaklasik %94,39
seviyesine ulasmistir. Bu durum, modelin egitim verileri iizerinde etkili bir 6grenme
gerceklestirdigini gostermektedir. Dogrulama dogruluklari, egitim dogruluklarina
kiyasla daha diisiik bir seyir izlemis ve ortalama %83,08 diizeyinde sabitlenmistir.
Dogrulama dogrulugundaki bu fark, modelin egitim verisine yiiksek diizeyde uyum
saglarken, daha oOnce gormedi8i veriler lizerinde genel gecer bir performans
gostermekte zorlandigini isaret etmektedir. Grafikteki her bir katlama baglangicinda,
dogruluk degerlerinde ani diisiisler gézlenmis, ancak birka¢ dénem sonrasinda hem
egitim hem de dogrulama dogruluklarinin istikrarlt bir artis egilimi sergiledigi
goriilmiistiir. Bu durum, modelin yeniden baslatilan egitim siireclerine hizlica adapte
olabildigini ve genel olarak 6grenme dinamiklerinin saglikli isledigini gostermektedir.
InceptionV3 mimarisinin karmasik yapisina ragmen Garbage Classification veri
kiimesi iizerinde dengeli bir basar1 saglamasi, bu modelin 6zellikle daha kiiciik ve az

dengeli veri setlerinde de makul sonuglar iiretebilecegini gostermektedir.
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Sekil 5.5. InceptionV3 modeli i¢in Garbage Classification veri kiimesinde egitim ve
dogrulama dogruluk grafigi.

5.1.6. InceptionV3 Garbage Dataset veri kiimesi

InceptionV3 mimarisi kullanilarak Garbage Dataset iizerinde gergeklestirilen egitim
ve dogrulama siireclerindeki dogruluk degerlerinin degisimi gosterilmektedir (Sekil
5.6). Egitim dogruluklar1 katlama baslangicinda gorece diisiik degerlerden baglayarak,
birka¢ donem i¢inde %87,46 seviyesine ulagmistir. Bu sonug, modelin egitim verileri
tizerinde istikrarli bir sekilde 6grenme gerceklestirdigini gdstermektedir. Dogrulama
dogruluklar ise egitim dogruluklarina kiyasla daha dengeli bir dagilim sergilemis ve
ortalama %388,58 diizeyinde seyretmistir. Dogrulama dogruluklarinin egitim
dogruluklarina yakin seyretmesi, modelin asir1 6grenme (overfitting) egiliminin diigiik
oldugunu ve genelleme kabiliyetinin 1yi oldugunu ortaya koymaktadir. Grafikte her
bir katlama baglangicinda dogruluk degerlerinde belirgin bir diisiis gézlenmis, ancak
sonraki donemlerde hizli bir toparlanma ve istikrarli bir artis egilimi olusmustur. Bu
durum, modelin yeniden baglatilan egitim stireclerine kolaylikla adapte olabildigini ve
veri kiimesindeki ¢esitli Orneklere karsi saglam bir 6grenme yapist gelistirdigini
gostermektedir. InceptionV3 mimarisi, Garbage Dataset gibi daha dengeli ve kapsamli
veri setlerinde yliksek dogrulama performansi sergileyerek, bu tiir veri setlerinde etkili
bir smiflandirma ¢6ziimii sundugunu kanitlamistir. Ayrica, modelin ROC-AUC
skorunun yiiksekligi, siiflar arasindaki ayrimi basarili bir sekilde gerceklestirdigini
ve pozitif smiflar1 negatif smiflardan ayirt etme yeteneginin giiclii oldugunu
gostermektedir. Bu durum, InceptionV3 mimarisinin yalnizca dogruluk oranlarinda
degil, ayn1 zamanda simiflandirma kalitesini yansitan diger Onemli performans
metriklerinde de istikrarli sonuglar verdigini ortaya koymaktadir. Modelin bu basarisi,

ozellikle dengeli veri kiimeleri lizerinde etkili 6zellik ¢ikarimi yapabilme kapasitesine
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ve derin katmanlarda Ogrenilen temsillerin genellenebilirliine dayanmaktadir.
Bununla birlikte, InceptionV3 mimarisinin derin ve karmasik yapisit sayesinde,
goriintii icerisindeki ince detaylar1 6grenme kapasitesi artmakta ve bu durum siniflar
aras1 ayrimin daha belirgin hale gelmesini saglamaktadir. Ozellikle nesne sinirlarinin
belirsiz oldugu veya siniflar aras1 benzerligin yiiksek oldugu durumlarda dahi modelin
yiiksek dogruluk saglamasi, mimarinin hem mekansal hem de anlamsal 6zellikleri
basarili bir sekilde isleyebildigini gostermektedir. Bu yoniiyle InceptionV3, yiiksek
dogruluk ve genelleme performansi gerektiren siniflandirma problemleri igin giiclii bir

alternatif olarak one ¢ikmaktadir.
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Sekil 5.6. InceptionV3 modeli i¢in Garbage Dataset veri kiimesinde egitim ve
dogrulama dogruluk grafigi.

5.1.7. DenseNet121 Garbage Classification veri kiimesi

DenseNet121 mimarisi ile Garbage Classification veri kiimesinde gerceklestirilen
egitim ve dogrulama siire¢lerinin basari oranlarini gostermektedir (Sekil 5.7). Egitim
dogrulugu, her katlamanin baslangicinda diisiik seviyelerde baglamig, ardindan hizli
bir yiikselme gostererek yaklasik %96,33 oranina ulagsmistir. Bu sonug, modelin egitim
verileri iizerinde etkili bir 6grenme gerceklestirdigini gostermektedir. Dogrulama
dogrulugu degerleri ise egitim dogruluguna gore daha dengeli bir seyir izlemis ve
ortalama %86,03 seviyesinde kalmistir. Egitim ve dogrulama basarilar1 arasinda belirli
bir fark gozlemlenmekle birlikte, bu fark modelin asir1 6grenme (overfitting)
egiliminin smirh oldugunu gostermektedir. Katlamalar arasinda gozlemlenen ani
diisiisler, modelin her yeni katlama siirecinde yeniden egitime basladiginin dogal bir
sonucudur. Ancak, her katlamada dogruluk oranlarinin hizli sekilde toparlanmasi,

modelin farkli egitim alt kiimelerine kolaylikla adapte olabildigini gostermektedir.
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DenseNetl2]1 mimarisi, bu veri kiimesinde yiiksek egitim basarisina ulasirken,
dogrulama basarilarinda da istikrarli ve kabul edilebilir seviyelerde performans
sergilemistir. Bu durum, modelin veri kiimesi iizerinde etkili bir siiflandirma

yetenegine sahip oldugunu ortaya koymaktadir.

DenseNet121 - Garbage Classification Accuracy
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Sekil 5.7. DenseNet121 modeli i¢cin Garbage Classification veri kiimesinde egitim ve
dogrulama dogruluk grafigi.

5.1.8. DenseNet121 Garbage Dataset veri kiimesi

DenseNet121 mimarisi kullanilarak Garbage Dataset ilizerinde yapilan egitim ve
dogrulama siirecine iliskin basar1 oranlar1 gosterilmektedir (Sekil 5.8). Egitim
dogrulugu her katlamada hizli bir artis gostermis ve ortalama %90,61 seviyesine
ulagsmistir. Egitim siireci boyunca modelin genel basarisinin yiiksek ve istikrarl bir
seviyede ilerledigi goriilmektedir. Dogrulama dogrulugu degerleri, egitim
dogruluguna kiyasla daha dengeli bir seyir izlemis ve ortalama %90,13 oraninda
gerceklesmistir. Egitim ve dogrulama basar1 oranlarinin birbirine ¢ok yakin olmasi,
modelin agir1 6grenme (overfitting) egilimi gostermedigini ve genelleme yeteneginin
giiclii oldugunu isaret etmektedir. Katlamalar arasinda gbzlemlenen basari diistisleri,
her yeni egitim-alt kiimesinin 6grenilmesi agsamasinda dogal olarak ortaya ¢ikmus,
ancak model her seferinde hizli bir sekilde toparlanarak yiiksek dogruluk seviyelerine
ulasmistir. Bu durum, DenseNet121 modelinin farkli veri dagilimlarina karsi
adaptasyon kabiliyetinin yiiksek oldugunu gdstermektedir. Bu bulgular, DenseNet121
mimarisinin 6zellikle Garbage Dataset gibi daha biiyiik ve dengeli veri setlerinde hem
egitim hem de dogrulama basarimi agisindan iistiin bir performans sundugunu ortaya

koymustur.
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Sekil 5.8. DenseNetl21 modeli i¢in Garbage Dataset veri kiimesinde egitim ve
dogrulama dogruluk grafigi.

5.2. Test Sonuclar1 ve Katlama Bazh Metrikler

Bu béliimde, her model icin 5 katli ¢apraz dogrulama yontemiyle elde edilen test
dogruluklar, kayip degerleri ve diger degerlendirme metrikleri (kesinlik, geri cagirma,
F1 skoru, ROC AUC) analiz edilmistir. Grafikler lizerinden, her bir modelin farkl
katlamalar boyunca gosterdigi performans egilimleri yorumlanarak modelin
genelleme kabiliyeti ve stabilitesi degerlendirilmektedir. Ayrica, her modelin gii¢lii ve

zay1f yonleri, test siireci sonuglarina dayali olarak detayli bir sekilde ele alinmaktadir.

5.2.1. VGG16 Garbage Classification veri kiimesi katlama bazl test sonuclar

VGG16 modelinin Garbage Classification veri kiimesinde elde ettigi test dogruluk
oranlari, bes farkli katlama iizerinde kiiclik dalgalanmalar gdstermis ve ortalama
0,8505 degerine ulagmistir. Bu durum, modelin farkli veri alt kiimeleri tizerinde tutarh
bir performans sergiledigini gostermektedir. Test kayip degerleri ise 0,419 ile 0,457
arasinda degismekte olup, ortalama 0,4398 olarak hesaplanmistir. Kayip
degerlerindeki dalgalanmalar, veri alt kiimelerinin farkliliklarindan kaynaklanmig
olabilir. Degerlendirme metrikleri incelendiginde, kesinlik, geri cagirma ve Fl1
skorlarinin birbirine yakin ve yiiksek seviyelerde oldugu, ROC AUC degerinin ise
0,9806 gibi oldukg¢a yiiksek bir oranda sabitlendigi goriilmektedir. Bu sonuglar,
VGG16 modelinin simiflar arasinda basarili bir ayrim yapabildigini ve genel olarak

giivenilir bir siniflandirma performansi sundugunu ortaya koymaktadir (Sekil 5.9).
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Sekil 5.9. VGG16 modeli i¢in Garbage Classification veri kiimesinde katlama bazl
test dogrulugu, kayip ve performans metrikleri.

5.2.2. VGG16 Garbage Dataset veri kiimesi katlama bazh test sonuglari

VGG16 modeli, Garbage Dataset lizerinde gergeklestirilen bes kath ¢capraz dogrulama
sirecinde test dogruluk degerlerinde genel olarak istikrarli bir performans
sergilemistir. Test dogruluk oranlar1 katlamalar arasinda kiigiik dalgalanmalar gosterse
de genel seyir, ortalama test dogruluk degeri olan %86,09 civarinda stabil kalmstir.
Test kayip degerlerinde ise benzer bir istikrar gozlemlenmis, ortalama kayip degeri
0,4267 seviyesinde hesaplanmistir. Kayip degerlerindeki siirli varyasyon, modelin
farkli veri alt kiimelerine karst uyum yeteneginin korundugunu gostermektedir.
Degerlendirme metrikleri incelendiginde, VGG16 modelinin test kesinlik, geri
cagirma ve F1 skoru degerlerinde katlamalar arasinda biiylik bir sapma olmadig:
goriilmektedir. Ortalama test kesinlik oran1 %86,56, geri ¢cagirma oran1 %86,09 ve F1
skoru %86,15 olarak 6l¢iilmiistiir. Ozellikle ROC AUC degerinin %98,87 gibi yiiksek
bir seviyede gergeklesmesi, modelin smiflar arasinda giiglii bir ayrim yapabildigini
gostermektedir. Bu sonuglar, VGG16 modelinin Garbage Dataset lizerinde dengeli bir
genel performans sergiledigini, ozellikle veri kiimesinin dengeli yapis1 sayesinde
dogruluk ve genelleme kabiliyetinin Onemli 0Ol¢iide korunabildigini ortaya

koymaktadir (Sekil 5.10).
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Sekil 5.10. VGG16 modeli i¢in Garbage Dataset veri kiimesinde katlama bazli test
dogrulugu, kayip ve performans metrikleri.

5.2.3. MobileNetV2 Garbage Classification veri kiimesi katlama bazh test
sonuclari

MobileNetV2 modeli, Garbage Classification veri kiimesi tizerinde ¢apraz dogrulama
yontemiyle test edilmistir. Elde edilen dogruluk ve kayip grafikleri, modelin istikrarl
bir performans sergiledigini gostermektedir. Test dogrulugu, ortalama %=86,09 ile
genel olarak yliksek seviyelerde kalirken, test kaybi ortalama 0,4267 olarak
hesaplanmistir. Test metrikleri ise modelin gli¢lii performansini destekler niteliktedir.
Test precision %83,11, test recall %82,49, F1 skoru %82,48 ve ROC AUC ise %98,87
olarak elde edilmistir. Bu metrikler, MobileNetV2'min Garbage Classification veri
kiimesi tlizerinde iy1 bir siiflandirma basaris1 gosterdigini ve genelleme yeteneginin
gliclii oldugunu ortaya koymaktadir (Sekil 5.11). Ayrica, modelin farkli katlamalar
tizerindeki tutarli performansi, egitim siirecinde asir1 6grenmeden kaginildigini ve
modelin yeni, goriilmemis 6rnekler karsisinda da yiliksek dogruluk saglayabildigini
gostermektedir. Bu durum, MobileNetV2 mimarisinin hafif yapisina ragmen karmasik
veri yapilariyla basa ¢ikabildigini ve sinirli kaynaklarla ¢alisan sistemler i¢in uygun
bir ¢6ziim sundugunu ortaya koymaktadir. Ozellikle mobil ve gdémiilii sistemlerde
yaygin olarak tercih edilen bu mimari, siniflandirma dogrulugundan 6diin vermeden

verimli ve hizli islem kapasitesi sunarak uygulama diizeyinde pratik faydalar
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saglamaktadir. Ayrica, modelin diisiik parametre sayis1 ve hesaplama maliyetine
ragmen yliksek performans sergilemesi, onu gercek zamanli uygulamalarda tercih
edilebilir kilmaktadir. Bu 6zellik, MobileNetV2’yi yalnizca akademik calismalar i¢in
degil, ayn1 zamanda endiistriyel ¢ozlimler ve kullanici odakli mobil uygulamalar i¢in

de etkili ve siirdiirtilebilir bir siniflandirma aract haline getirmektedir.

Test Metrics Across Foids
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Sekil 5.11. MobileNetV2 modeli i¢in Garbage Classification veri kiimesinde katlama
bazli test dogrulugu, kayip ve performans metrikleri.

5.2.4. MobileNetV2 Garbage Dataset veri kiimesi katlama bazh test sonuclari

MobileNetV2 modelinin Garbage Dataset iizerinde elde ettigi sonuclar, modelin iyi
bir genel performans sergiledigini gostermektedir. Test dogrulugu, ortalama %89,67
civarinda kalirken, test kayb1 ise ortalama 0,2961 olarak hesaplanmistir. Bu durum,
modelin egitim ve dogrulama siireglerinde basarili bir sekilde optimize edildigini ve
diisiik kayip degerleriyle yiiksek dogruluk elde ettigini gosterir. Grafikte goriilen
dalgalanmalara ragmen, model her bir katlamada daha iyi bir performans gostermistir.
Ik katlamada test dogrulugu yiiksek, ancak kayip degeri daha yiiksekken, sonraki
katlamalarda test kayb1 azalmis ve dogruluk orani daha dengeli hale gelmistir. Test
metrikleri de modelin giiclii performansini destekler. Ozellikle ROC AUC metrigi,
modelin siniflar arasindaki ayrim giiclinii yiliksek seviyede tutarak %99,45 gibi bir
basar1 oranina ulasmistir. Kesinlik (%89,79), geri ¢agirma (%89,67) ve F1 skor
(%89,62) gibi metrikler de modelin her sinifi dogru sekilde ayirt etme yetenegini
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ortaya koymaktadir. Sonug olarak, MobileNetV2, Garbage Dataset iizerinde yiiksek
dogruluk ve diisik kayip degerleri ile basarili bir performans sergileyerek,
siniflandirma islemlerinde etkili bir sonug elde etmistir. Bu, modelin verimli, hizli ve
dogru bir ¢oziim sundugunu ve sinirli kaynaklarla ¢alisacak uygulamalar i¢in uygun

bir segenek oldugunu gdstermektedir (Sekil 5.12).

Sekil 5.12. MobileNetV2 modeli i¢in Garbage Dataset veri kiimesinde katlama bazli
test dogrulugu, kayip ve performans metrikleri.

5.2.5. InceptionV3 Garbage Classification katlama bazh test sonuclar:

InceptionV3 modelinin Garbage Classification veri kiimesi tizerindeki test sonuglarina
bakildiginda, modelin dogruluk orani genel olarak tutarl1 bir sekilde %89 civarlarinda
seyretmistir. Ancak, katlama'lar arasinda dalgalanmalar gozlemlenmistir, bu da
modelin bazi katlamalarda daha yiiksek, bazilarinda ise daha diisiik dogruluklar
sagladigim1 gostermektedir. Test kaybi, yaklasik 0,2961 seviyelerinde olup, yine bazi
katlamalarda artig gosterse de genellikle diisiik kalmigtir. Degerlendirme metrikleri
acisindan modelin kesinlik, geri ¢agirma ve F1 skor degerleri sirasiyla 0,8979, 0,8967
ve 0,8962 seviyelerindedir. Bu yiiksek degerler, modelin siniflar arasindaki ayrimda
basarili oldugunu ve smiflandirma gorevinde istikrarli bir performans sergiledigini
isaret etmektedir. ROC AUC skoru ise 0,9945 gibi miikemmel bir degere sahiptir, bu
da modelin genel olarak ¢ok iyi bir genelleme ve siniflandirma basarisina sahip
oldugunu gostermektedir. Sonu¢ olarak, InceptionV3 modelinin Garbage

Classification veri kiimesi {izerindeki performansi yiiksek dogruluk ve diisiik
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kayiplarla tutarli olup, simiflandirma metrikleri de modelin  basarisini
desteklemektedir. Ancak, katlama bazli dalgalanmalar genelleme kapasitesinde sinirl

tyilestirmelere ihtiya¢ duyulabilecegini gosteriyor (Sekil 5.13).
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Sekil 5.13. InceptionV3 modeli i¢in Garbage Classification veri kiimesinde katlama
bazli test dogrulugu, kayip ve performans metrikleri.

5.2.6. InceptionV3 Garbage Dataset veri kiimesi katlama bazh test sonuglar:

InceptionV3 modelinin Garbage Dataset iizerinde gerceklestirilen katlama bazli test
sonuclar1 incelendiginde, modelin genel dogruluk orani ortalama %88,41 olarak elde
edilmigstir. Test kaybi ise ortalama 0,3441 diizeyindedir. Katlamalar arasinda dogruluk
ve kayip degerlerinde dalgalanmalar gézlemlenmis, ancak genel egilim dogrulama
basarisinin istikrarl bir sekilde siirdiiglinii gostermektedir. Test dogrulugu, katlama
1'deki yiiksek seviyesinden sonra 2. katlamada bir diisiis yasasa da, 3. katlamadan
itibaren toparlanmig ve son katlamalarla birlikte dengeye oturmustur. Modelin
degerlendirme metriklerinden kesinlik (%88,78), geri cagirma (%88,41), F1 skoru
(%88,42) ve ROC AUC (%99,21) degerleri, modelin siiflar arasindaki ayrim
yapabilme yetenegini ortaya koymaktadir. Ozellikle ROC AUC degeri, modelin dogru
simiflandirma yapma kapasitesinin yiiksek oldugunu ve genelleme yeteneginin giiclii
oldugunu gostermektedir. Genel olarak, InceptionV3 modelinin Garbage Dataset
tizerinde yiiksek dogruluk oranlar1 elde ettii ve test metriklerinin de tatmin edici
seviyelerde kaldig1 sdylenebilir. Bu durum, modelin 6zellikle dengeli ve genis veri

setlerinde etkili bir performans sergileyebilecegini ortaya koymaktadir (Sekil 5.14).
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Sekil 5.14. InceptionV3 modeli i¢in Garbage Dataset veri kiimesinde katlama bazl
test dogrulugu, kayip ve performans metrikleri.

5.2.7. DenseNetl121 Garbage Classification veri kiimesi katlama bazh test
sonuclari

DenseNet121 modelinin Garbage Classification veri kiimesindeki performansi, bes
katli capraz dogrulama (cross-validation) yontemiyle degerlendirildi. Test dogrulugu
ortalama %382,63 olarak hesaplandi ve bu deger, modelin veri kiimesindeki genel
basarisin1 yansitmaktadir. Katlama 2'de goriilen kiigiik bir dogruluk diististi, veri
kiimesindeki belirli 6rneklerin model tarafindan zorlanmasini ve modelin her yeni
katlamada sifirdan Ogrenmeye baslamasini gosteriyor. Test kaybi ortalama 0,49
seviyelerinde kalmis olup, modelin kayip degeri, dogruluk oraniyla paralel olarak
genellikle istikrarli bir seyir izlemistir. Bu durum, modelin genelleme kapasitesinin
yiiksek oldugunu ve veri kiimesindeki fazla karmasik olmayan 6zellikleri basariyla
Ogrenebildigini ortaya koymaktadir. Modelin test metrikleri de oldukg¢a basarilidir.
Kesinlik, geri cagirma ve F1 skoru sirasiyla %82,91, %82,63 ve %82,66 olarak elde
edilmistir. Bu metrikler, modelin dogru siniflandirma yapabilme yetenegini ve veri
kiimesindeki siniflar arasindaki dengeyi iyi sekilde korudugunu gostermektedir.
Ayrica, ROC AUC skoru %97,41 gibi yiiksek bir degerle modelin siniflar arasindaki
ayrim yapma yetene8inin gilicli oldugunu ortaya koymustur. Sonu¢ olarak,
DenseNet121 modeli, Garbage Classification veri kiimesinde yliksek dogruluk, diisiik
kayip ve iyi degerlendirme metrikleriyle basarili bir performans sergileyerek, veri

kiimesine genelleme yapabilme yetenegini kanitlamistir. Modelin, diisiik parametreli
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ve dengeli veri setlerinde etkili bir sekilde calisabilecegi sdylenebilir. Bu, ozellikle
gercek diinya uygulamalart i¢in modelin giivenilirligini artiran bir faktordiir (Sekil

5.15).
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Sekil 5.15. DenseNet121 modeli i¢in Garbage Classification veri kiimesinde katlama
bazli test dogrulugu, kayip ve performans metrikleri.

5.2.8. DenseNet121 Garbage Dataset veri kiimesi katlama bazh test sonuglar

DenseNet121 modelinin Garbage Dataset {izerinde elde ettigi test sonuclari, modelin
genel performansini net bir sekilde ortaya koymaktadir. Test dogrulugu, her katlamada
belirli dalgalanmalar gostermis olsa da genel olarak olduk¢a yiiksek bir performans
sergilenmistir. Modelin ortalama dogruluk oran1 %90,75 olarak belirlenmistir, bu da
modelin dogru siiflandirma yapma yeteneginin giiclii oldugunu gostermektedir. Test
kayb, 6zellikle katlama 3’te bir artig gosterse de, genel ortalama kayip degeri 0,3057
olarak hesaplanmig ve modelin ¢ogu katlamada diisik kayip ile calistig
gdzlemlenmistir. Bu, modelin dogru siniflandirmalar yaparken fazla hata yapmadigini
ortaya koymaktadir. Degerlendirme metrikleri incelendiginde, modelin kesinlik degeri
%90,92, geri ¢agirma degeri %90,75, F1 skoru %90,70 ve ROC AUC degeri %99,45
olarak hesaplanmistir. Bu metrikler, modelin smiflar arasindaki ayrimi basarili bir
sekilde yapabildigini ve yliksek dogrulukla performans sergiledigini kanitlamaktadir.
Sonug olarak, DenseNet121 modeli, Garbage Dataset iizerinde yiliksek dogruluk ve

tutarlilikla basarili bir siniflandirma ¢6ziimii sunmustur (Sekil 5.16).
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Sekil 5.16. DenseNet121 modeli i¢in Garbage Dataset veri kiimesinde katlama bazl
test dogrulugu, kayip ve performans metrikleri.

5.3. Egitim ve Dogrulama Grafiklerinin Analizi

Bu ¢alismada egitim ve dogrulama basar1 oranlarin1 gosteren grafikler detayl sekilde
incelenmigstir. Grafikler genel olarak, tiim modellerde egitim siirecinde dogruluk
oranlarinin kademeli bir sekilde arttigin1 ve belirli bir seviyede dengelendigini
gostermektedir. Ozellikle egitim dogruluklarinin, dogrulama dogruluklarma kiyasla
daha yiiksek degerlere ulastigi gézlemlenmistir. Bu durum, egitim setinde modelin
daha iy1 bir uyum sagladigini, ancak dogrulama setinde sinirli bir performans artisi
oldugunu ortaya koymaktadir. Tim modellerde, egitim siirecleri boyunca asiri
ogrenme belirtileri siirl diizeyde kalmis ve dogrulama dogruluklar: istikrarli bir
sekilde korunmustur. Garbage-Dataset iizerinde elde edilen dogrulama basarilarinin
Garbage Classification veri kiimesine kiyasla daha yiiksek olmasi, veri kiimesinin
boyutu ve dengeli yapisinin model performansini olumlu etkiledigini gostermektedir.
Sonu¢ olarak, egitim ve dogrulama siireclerinin dikkatli yonetimi sayesinde,
modellerin genelleme yetenekleri basarili bir sekilde korunmus ve giivenilir
siniflandirma performanslart elde edilmistir. Grafikler, kullanilan derin 6grenme
mimarilerinin her iki veri kiimesinde de istikrarli bir performans sergiledigini

desteklemektedir.

43



5.4. Modeller Arasi Performans Karsilastirmasi

Bu c¢alismada kullanilan dort farkli derin 6grenme modeli (VGG16, MobileNetV?2,
InceptionV3 ve DenseNetl21), iki farkli veri kiimesi iizerinde bes katli ¢apraz
dogrulama yontemi ile degerlendirilmis ve basari oranlari test dogruluklari iizerinden
karsilastirilmistir. Modellerin basar1 diizeyleri, ortalama test dogruluklarinin yani sira
kayip degerleri ve degerlendirme metrikleri (kesinlik, geri cagirma, F1 skoru, ROC
AUC) temel alinarak analiz edilmistir. Tekil modellerde Garbage Classification veri
kiimesinde VGG16 modeli %85.05 dogruluk orani ile performansi gostermistir. Bu
modeli sirastyla DenseNet121 (%82.63), MobileNetV2 (%82.49) ve InceptionV3
(%80.42) takip etmistir. Ote yandan, Garbage Dataset veri kiimesinde en yiiksek test
dogrulugu %90.75 ile DenseNet121 modeli tarafindan elde edilmis, onu MobileNetV2
(%89.67), InceptionV3 (%88.41) ve VGG16 (%86.09) izlemistir. Veri kiimesinin
biiylikliigii ve smif dengesi arttikga, modellerin basar1 oranlarinda da genel bir artis

gbzlemlenmistir.

Tekil modellerin performansina ek olarak, bu ¢alismada gelecege doniik bir gelistirme
olarak dort CNN modelinin (VGG16, MobileNetV2, InceptionV3 ve DenseNet121)
Ozellik haritalar1 birlestirilerek hibrit bir model tasarlanmistir. Bu hibrit mimari ile elde
edilen test dogrulugu Garbage Classification veri kiimesinde %85.88, Garbage Dataset
veri kiimesinde ise %91.26 olarak hesaplanmigtir. Hibrit model, Garbage
Classification veri kiimesinde temel modellerin test dogruluklarimin iistiine ¢ikarak en
yuksek basariy1 elde etmis; Garbage Dataset {izerinde ise DenseNet121 modelinin
hemen 6niinde, en iyi performans1 gdsteren mimari olmustur. Ozellikle hibrit modelin
daha yiiksek hacimli ve dengeli veri kiimesinde saglamis oldugu %91.26 dogruluk
orani, farkli CNN mimarilerinin 6zellik ¢ikarim giicliniin bir araya getirilmesinin,

siniflandirma dogrulugunu artirmada etkili oldugunu ortaya koymaktadir.

Tiim modellerin test dogruluklar: birlikte degerlendirildiginde, hibrit model her iki veri
kiimesinde de genel basar1 agisindan 6ne ¢ikmigtir. DenseNet121 modeli, temel CNN
mimarileri arasinda en yiiksek basariyr saglamis, MobileNetV2 ise daha kompakt
yapisina ragmen giiclii bir dogruluk oram1 ve diisiik kayiplarla dikkat ¢ekmistir.
VGG16 modeli kiigiik veri setlerinde daha basarili sonuglar sunarken, InceptionV3
modeli 6zellikle Garbage Classification veri kiimesinde gorece daha diisiik performans
gostermistir. ROC AUC skorlar1 bakimindan da hibrit model ve DenseNet121 modeli

en basarili sonucglari vermistir. Bu analizler gostermektedir ki, farkli CNN
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mimarilerinin gii¢lii yonlerinin bir araya getirildigi hibrit yaklagimlar, yalnizca
bireysel mimarilerin saglayabildigi dogruluk oranlarinin 6tesine gegerek daha kararli

ve yiiksek bagarimli siniflandirma sistemleri olusturulmasina olanak tanimaktadir.

Sekil 5.17°de, VGG16, DenseNet121, MobileNetV2, InceptionV3 ve hibrit modelin
Garbage Classification ve Garbage Dataset veri setleri lizerindeki test dogruluk
degerleri karsilastirmali olarak sunulmustur. Grafik incelendiginde, hibrit modelin her
iki veri kiimesinde de en yiiksek dogruluga ulastifi ve bu yoniiyle en basarili
siniflandirma performansini sergiledigi agik¢a goriilmektedir. Bu sonuglar, 6zellik
fiizyon temelli hibrit modellerin, 6zellikle derin 6grenme tabanli goriintii siniflandirma
gorevlerinde model dogrulugunu artirmak i¢in etkili bir strateji oldugunu

gostermektedir.

— Model Performans Karsilastirmasi (Test Accuracy)
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Sekil 5.17. Modellerin test dogruluk karsilastirmasi.

Sekil 5.18’de sunulan kesinlik, geri ¢agirma, koru skoru ve ROC AUC metriklerine
dayanarak, dort farkli derin 6grenme modelinin yan1 sira hibrit modelin de Garbage
Classification ve Garbage Dataset veri setleri iizerindeki performanslar
karsilastirilmistir. Bu kapsamli degerlendirme, modellerin farkli veri setlerindeki

basarilarini ve hibrit modelin sagladig1 avantajlar1 agikca ortaya koymaktadir.

Kesinlik metriklerinde, Garbage Dataset veri kiimesinde tiim modeller genel olarak
daha yiiksek degerler elde etmistir. Bu durum, Garbage Dataset’in daha biiylik ve

dengeli yapisinin model performansini olumlu yonde etkiledigini gdstermektedir.
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Ozellikle DenseNet121 ve MobileNetV2 modelleri yiiksek kesinlik skorlariyla dikkat
cekerken, hibrit model de her iki veri kiimesinde iistiin bir kesinlik performansi
sergilemis ve Garbage Dataset iizerinde 0.9135 gibi en yiiksek kesinlik degerine
ulagmistir. Bu sonug, hibrit modelin farkli modellerin gii¢lii yonlerini birlestirerek

dogru pozitif tahminlerin artirilmasinda etkili oldugunu gostermektedir.

Geri cagirma metriklerinde MobileNetV2 ve DenseNetl21 modelleri her iki veri
kiimesinde de gii¢clii sonuglar sunmustur. Bununla birlikte, hibrit model, Garbage
Dataset lizerinde 0.9126 ile en yiiksek geri cagirma degerini elde ederek, pozitif
ornekleri kagirma oranimi daha da diisiirmiistiir. Bu, hibrit modelin kapsayiciliginin,
farkli model yaklasimlarinin birlesimi sayesinde arttigin1 ve daha genis Ornek

cesitliligi tizerinde basarili oldugunu gostermektedir.

F1 skorlar1 agisindan hibrit model, Garbage Classification ve Garbage Dataset
tizerinde sirastyla 0.8559 ve 0.9126 degerleri ile diger tiim modelleri geride
birakmistir. Bu da hibrit modelin kesinlik ve geri ¢agirma arasinda dengeli ve giiclii
bir performans sergiledigini ortaya koymaktadir. Bu dengeli basari, hibrit modelin
tekil modellerin sinirlamalarint minimize ederek genel dogrulugu artirdigini

desteklemektedir.

ROC AUC metriklerinde ise hibrit model, Garbage Dataset iizerinde 0.9946 degeri ile
en yiiksek performansi gostermistir. Bu durum, hibrit modelin siniflar arasindaki
ayrimi1 yapmada diger modellere gére daha basarili oldugunu ve karar siirlarint daha
etkin belirledigini ifade etmektedir. Garbage Classification veri kiimesinde de hibrit

model yliksek bir ROC AUC degeri (0.9812) ile etkileyici sonuglar ortaya koymustur.

Sonug olarak, hibrit model, farkli derin 6grenme modellerinin gii¢lii yanlarini bir araya
getirerek, her iki veri kiimesinde de hem tekil modellere kiyasla hem de veri kiimesinin
boyut ve dengesinden kaynaklanan zorluklara ragmen iistiin performans gostermistir.
Bu basarisi, hibrit yaklagimlarin 6zellikle heterojen veri setlerinde ve karmasik
siniflandirma problemlerinde tercih edilmesinin énemini vurgulamaktadir. Ayrica,
hibrit modelin yiiksek kesinlik, geri cagirma, F1 skoru ve ROC AUC degerleri, gercek
diinya uygulamalarinda giivenilir ve dengeli bir siniflandirma performanst sunma

potansiyelini gostermektedir.
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Sekil 5.18. Modellerin degerlendirme metriklerinin karsilagtirmasi.

5.5. Hibrit Modelin Performansa Etkisi

Kullanilan iki veri kiimesi i¢in de hibrit model, Dogruluk, Kesinlik, Geri Cagirma, F1

Skor ve ROC AUC gibi metriklerde en yiiksek basariy1 gostermistir. Ozellikle Garbage

Dataset veri kiimesinde hibrit modelin basarisi, veri kiimesi boyutunun artmasiyla

birlikte daha da belirgin hale gelmistir. Klasik modeller arasinda ise DenseNet121 ve

VGG16 genellikle daha yiiksek performans sergilemistir. Bu sonuglar, hibrit modelin

farkli mimarilerin giiclii yonlerini bir araya getirerek siniflandirma basarimini

artirabildigini gostermektedir (Sekil 5.19).
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Sekil 5.19. Veri setlerinin model performans metrikleri.

5.6. Karmasikhk Matrisleri

Siiflandirma performansini yalnizca genel metriklerle degil, ayn1 zamanda hangi
smiflarin birbirine karigtirildigini analiz ederek degerlendirmek amaciyla karmagsiklik
matrisleri kullanilmistir. Bu baglamda, her iki veri kiimesinde en bagarili sonucu veren

modellerin karmagiklik matrisleri gosterilmistir.
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Sekil 5.20. Garbage Classification en iyi model i¢in karmasiklik matrisi.

Karmagiklik matrisi analizine gore, onerilen hibrit model, Garbage Classification veri
kiimesinde yiiksek siniflandirma basarisi gostermistir. Model, ozellikle "kagit",
"metal" ve "karton" siniflarinda olduk¢a basarili sonuglar iiretmis; bu siniflarda dogru
siiflandirilan 6rnek sayisi sirasiyla 52, 39 ve 36 olarak kaydedilmistir. Bu sonuglar,
modelin bu smiflara ait gorsel oOzellikleri etkin bi¢imde ayirt edebildigini
gostermektedir. Bununla birlikte, bazi siniflarda kismi karisikliklar gézlemlenmistir.
Ornegin, "glass" smifina ait 7 6rnek "plastik” sinifina, 4 6rnek ise "metal" sinifina
yanlis siniflandirilmistir. Benzer sekilde "plastik" sinifindaki bazi 6rnekler de "metal",
"kagit" ve "glass" smiflariyla karigtirilmistir. Bu durum, siniflar arasindaki gorsel
benzerligin modelin ayirt etme yetisini zaman zaman zorladigini gostermektedir. En
fazla karnisikligin yasandigr siif ise "¢cop" olmustur; bu smifa ait yalnizca 7 6rnek
dogru tahmin edilirken, geri kalan 6rnekler "karton", "metal" ve "kagit" gibi siniflarla
karistirilmistir. Bu sonuglar, modelin "¢op" sinifindaki temsili 6grenmede sinirl
kaldigini ortaya koymaktadir. Genel olarak, hibrit modelin siniflar aras1 ayrimi giiclii
bir sekilde gergeklestirdigi, ancak bazi siniflarda veri ¢esitliligi ve gorsel benzerlikler
nedeniyle karigikliklarin yasandigi goriilmektedir. Bu baglamda, 6zellikle daha az
temsil edilen veya gorsel olarak benzer smiflar ig¢in veri artirma ve On isleme
stratejilerinin  uygulanmasi, modelin genel basarisin1 artirabilecek potansiyel

gelistirme 4alanlar1 olarak 6ne ¢ikmaktadir (Sekil 5.20).
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Sekil 5.21. Garbage Dataset en iyi model i¢in karmasiklik matrisi.

Sekil 5.21°de verilen karmasiklik matrisi, hibrit modelin Garbage Dataset iizerinde
yaptigi  tahminlerin dogru ve yanlis smiflandirmalarin1  gostermektedir.
Bu calismada, Garbage Dataset veri kiimesi iizerinde egitilen hibrit derin 6grenme
modeli olduk¢a basarili siniflandirma performans: gostermistir. Karmasiklik matrisi
incelendiginde, kiyafet (99), biyolojik (96), ayakkabi (96), pil (93) ve metal (95)
siniflarinda yiiksek dogrulukla simiflandirma yapildig1 goriilmektedir. Bu sonuglar,
modelin gorsel olarak belirgin smiflar arasindaki farklar1 etkili bigimde
Ogrenebildigini gostermektedir. Ayrica, kagit (92), plastik (86), ¢cop (86) ve karton (73)

siiflarinda da yliksek basar1 oranlar1 elde edilmistir.

Daha detayl incelendiginde, glass siifinda bazi 6rneklerin plastik (9) ve metal (6)
smiflari ile karistirlldigr gozlemlenmektedir. Bu durum, cam materyallerin parlaklik
ve saydamlik gibi 6zelliklerinin diger baz1 materyallerle gorsel benzerlik tasimasindan
kaynaklaniyor olabilir. Benzer sekilde, ¢op ve karton smiflarinda da sinirli sayida
karigiklik goriilmiistiir. Ancak bu karisikliklar genellikle benzer doku ve renk
ozelliklerine sahip materyaller arasinda gergeklesmistir. Ote yandan, plastik ve kagit

gibi temel olarak farkli kategoriler arasinda dikkate deger bir karigiklik
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gbzlenmemistir; bu da modelin anlamsal olarak ayrisan siniflart basarili sekilde ayirt

edebildigini gostermektedir.

Genel olarak, VGG16, InceptionV3, DenseNetl21 ve MobileNetV2 modellerinin
birlesiminden olusan hibrit modelin, farkli geri doniistiiriilebilir atik kategorileri
arasinda yliksek dogrulukla ayrim yapabildigi ve siniflar arast sinirlart basarili bir
sekilde O6grenebildigi goriilmektedir. Elde edilen bu sonuglar, modelin ger¢ek diinya

atik yonetimi sistemlerinde etkin bir sekilde kullanilabilecegini gostermektedir.

5.7. Garbage Classification Veri kiimesi Hibrit Model Basarisi

Geri doniistiiriilebilir atik siniflandirmasi i¢in kullanilan modelin 5 katli1 K-Fold ¢apraz
dogrulama siirecindeki egitim ve dogrulama dogruluk degerlerini gostermektedir.
Grafik, her bir fold ve epoch i¢in ayr1 ayr1 hesaplanan dogruluk degerlerinin dagilimini
sunmakta ve modelin egitim siirecindeki 6grenme dinamiklerini ayrintili bigimde

inceleme imkani saglamaktadir.

Egitim dogrulugu (sar1 ¢izgi), tiim foldlar boyunca genel olarak yiikselen bir egilim
gostermekte ve modelin 6grenme kapasitesinin her epoch ile arttigini1 ortaya
koymaktadir. Bununla birlikte, bazi epochlarda ve foldlarda ani diisiisler
gbzlemlenmistir; bu durum muhtemelen egitim verisinin foldlara ayrilmasindan
kaynaklanan veri farkliliklar1 ve modelin gecici olarak lokal minima veya yetersiz
genel gecerlik durumuna gegisinden kaynaklanabilir. Ancak bu ani diisiislere ragmen
egitim dogrulugu foldlar arasinda istikrarli bir sekilde %90 ve iizeri degerlere

ulagmaktadir.

Dogrulama dogrulugu (kirmizi ¢izgi) ise foldlar arasi nispeten daha stabil seyretmekte,
genellikle %80 ila %90 arasinda degismektedir. Bu durum modelin asir1 6grenme
yapmadigini, ancak dogrulama setinde performansin egitim kadar yiiksek olmadigini
gostermektedir. Grafik iizerindeki kirmizi ve turuncu kesikli ¢izgiler, sirasiyla
ortalama dogrulama ve egitim dogruluk degerlerini temsil etmekte ve modelin genel
basarimin1 6zetlemektedir. Ortalama dogrulama dogrulugu yaklasik %84,42 iken,
ortalama egitim dogrulugu %89,43 seviyelerindedir; bu fark, modelin heniiz
dogrulama setinde tam anlamiyla genelleme yapamadigini ve potansiyel olarak hiper
parametre ayarlarinin veya veri artirma stratejilerinin iyilestirilebilecegini isaret

etmektedir (Sekil 5.22).
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Sonug olarak, grafik modelin 6grenme siirecinde genel olarak basariyla ilerledigini,
ancak baz1 foldlarda ve epochlarda performans dalgalanmalart oldugunu
gostermektedir. Bu durum, modelin farkli veri alt kiimelerine kars1 duyarliligini ortaya
koyarken, egitim ve dogrulama arasindaki dogruluk farki ise genel gecerlik

optimizasyonu i¢in ek calismalarin gerekliligine isaret etmektedir.

Garbage Classification Train and Validation Accuracy (5 Folds)

Sekil 5.22. Garbage Classification veri kiimesi i¢in hibrit modelin egitim ve dogrulama
grafigi.

5.8. Garbage Dataset Veri kiimesi Hibrit Model Basarisi

Garbage Dataset iizerinde uygulanan modelin 5 kathh K-Fold capraz dogrulama
yontemiyle elde edilen egitim ve dogrulama dogruluk degerlerini gostermektedir.
Grafik, her bir fold ve epoch i¢in ayr1 ayr1 hesaplanan dogruluk oranlarinin dagilimini

sunarak modelin egitim silirecindeki 6grenme dinamiklerine 151k tutmaktadir.

Egitim dogrulugu (turuncu ¢izgi) genel olarak ytiksek ve istikrarli bir performans
sergilemekte olup, foldlar arasinda %90 ila %97 araliginda seyretmektedir. Bu durum,
modelin 6grenme kapasitesinin gii¢lii oldugunu ve egitim verisindeki Oriintiileri etkili
bicimde yakaladigin1 gostermektedir. Bununla birlikte, baz1 fold ve epochlarda egitim
dogrulugunda belirgin diisiisler gézlemlenmektedir; bu durum, foldlara 6zgl veri
dagiliminin model performansini gegici olarak olumsuz etkileyebilecegine isaret

etmektedir.

Dogrulama dogrulugu (kirmiz1 ¢izgi) ise foldlar arasinda nispeten daha stabil
seyretmekte ve cogunlukla %89 ila %93 arasinda degismektedir. Bu istikrar, modelin
genelleme yeteneginin egitim performansma kiyasla daha tutarli oldugunu
gostermektedir. Grafik iizerindeki kesikli ¢izgiler, sirastyla ortalama egitim dogrulugu
(%90.85) ve ortalama dogrulama dogrulugu (%91.86) degerlerini belirtmektedir.

Ilging bir sekilde, ortalama dogrulama dogrulugunun ortalama egitim dogruluguna
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oldukca yakin olmasi, modelin overfitting yapmadigint ve egitimde o6grendigi
ortintiileri dogrulama setinde de basariyla genellestirdigini ortaya koymaktadir (Sekil

5.23).

Sonug olarak, grafik genelinde modelin Garbage Dataset {izerinde basarili bir 6grenme
stireci gerceklestirdigi, hem egitim hem de dogrulama asamalarinda yiiksek ve dengeli
dogruluk degerlerine ulastigt soylenebilir. Foldlar arasindaki kiiglik dogruluk
dalgalanmalar1 veri yapisinin  karmasikligi  ve Orneklem farkliliklarindan
kaynaklanabilir; ancak genel performansin yiiksek olmasi modelin giivenilir ve

uygulanabilir oldugunu gostermektedir.

Garbage Dataset Train and Validation Accuracy (5 Folds)

Sekil 5.23. Garbage Dataset veri kiimesi i¢in hibrit modelin egitim ve dogrulama
grafigi.

5.9. Garbage Classification Veri kiimesi Hibrit Model Performans Metrikleri
Sonucu

Garbage Classification veri kiimesi iizerinde 5 katlh K-Fold ¢apraz dogrulama
yontemiyle elde edilen ortalama performans metriklerini gostermektedir. Grafik,
modelin ¢esitli performans kriterlerine gére genel basarisini karsilagtirmali olarak

ortaya koymaktadir.

Modelin ortalama test dogruluk degeri yaklasik %85.88 olarak hesaplanmistir. Bu,
modelin genel siniflandirma bagarisinin oldukga yiiksek oldugunu ve veri kiimesindeki
farkli atik tiirlerini basarili sekilde ayirt edebildigini gdstermektedir. Precision, Recall
ve F1-Skor degerlerinin de sirastyla %86.20, %85.88 ve %85.59 civarinda seyretmesi,
modelin sadece dogru smiflandirma yapmakla kalmayip ayni zamanda simiflar
arasinda dengeli bir performans gosterdigine isaret eder. Bu metriklerin birbirine yakin
olmasi, modelin simif dengesizliklerinden kaynaklanan potansiyel yanliliklarinin

sinirlt oldugunu destekler.
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ROC-AUC metrigi ise yaklagik %98.12 olarak kaydedilmistir. Bu yiiksek deger,
modelin smiflar arasindaki ayrimi ¢ok iyi yaptigi ve Ozellikle siniflandirma
kararlarinda giivenilirlik sagladig1 anlamina gelir. Bu da modelin pratik uygulamalarda

basaril bir sekilde kullanilabileceginin 6nemli bir gdstergesidir.

Grafikte gozlemlenen en diisiikk performans metrigi test loss (%43.34) olarak
goriilmektedir. Loss degerinin diger metriklere kiyasla yiiksek olmasi, modelin
tahminlerindeki hata oraninin goérece daha fazla oldugunu, ancak bu hatalarin genel
siiflandirma dogrulugunu anlamli bicimde diisiirmedigini gostermektedir. Loss
metriginin daha diisikk degerlerde olmasi tercih edilse de, dogruluk ve diger
metriklerdeki yiiksek performans, modelin genel etkinliginin iyi seviyede oldugunu

ortaya koymaktadir (Sekil 5.24).

Garbage Classification - 5 Fold Ortalama Performans Metrikleri
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Sekil 5.24. Garbage Classification veri kiimesi hibrit modelin performans metrikleri
sonucu.

Sonug olarak, grafik ve metrikler birlikte degerlendirildiginde, kullanilan modelin
Garbage Classification veri kiimesinde dengeli, giivenilir ve yiiksek performanslt bir
siniflandirma gerceklestirdigi sdylenebilir. Ozellikle ROC-AUC degerinin yiiksekligi,

modelin ger¢ek diinyadaki uygulamalar i¢in uygunlugunu giiglendirmektedir.

5.10. Garbage Dataset Veri kiimesi Hibrit Model Performans Metrikleri Sonucu

Garbage Dataset veri kiimesi lizerinde gerceklestirilen 5 katli K-Fold ¢apraz

dogrulama yontemi sonucu elde edilen ortalama performans metriklerini
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gostermektedir. Grafik, modelin ¢esitli 6nemli 6l¢iitlerdeki basarisini agik¢a ortaya

koymaktadir.

Modelin ortalama test dogrulugu %91.26 gibi oldukca yiiksek bir degere ulagmustir.
Bu yiiksek dogruluk orani, modelin atik siiflandirma gorevinde giiclii bir ayirt edici
kapasiteye sahip oldugunu gostermektedir. Kesinlik (%91.35), Geri Cagirma (%91.26)
ve F1-Skor (%91.26) degerleri birbirine olduk¢a yakin olup, modelin siniflar arasi
dengenin saglanmasinda etkili oldugunu dogrulamaktadir. Bu metriklerin benzer
seviyelerde seyretmesi, simiflandirmanin hem dogru pozitif oraninin hem de gercek

pozitiflerin basarili sekilde yakalandiginin gostergesidir.

ROC-AUC skoru %99.46 gibi miikkemmele yakin bir degerde seyretmektedir. Bu,
modelin farkli siiflar arasinda siniflandirma kararlarini ayirt etmedeki basarisini ve
genel giivenilirligini isaret eder. Yiikksek ROC-AUC skoru, smiflandirma
performansinin hem dogruluk hem de hata orani acisindan istiin oldugunu ortaya

koyar (Sekil 5.25).

Test loss degeri ise yaklasik 0.28 seviyesinde bulunmus, bu da modelin tahmin
hatalarinin diisiik oldugunu ve 6grenme siirecinde modelin veriye iyi uyum sagladigini
gostermektedir. Loss degerinin dogruluk ve diger metriklere gore daha diisiik olmasi,

modelin optimize edildigi kayip fonksiyonunun iyi isledigine isaret eder.

Genel olarak, bu grafik, Garbage Dataset iizerinde kullanilan hibrit modelin yiiksek
performansli, dengeli ve giivenilir bir stniflandirma sistemi oldugunu gostermektedir.
Elde edilen performans metrikleri, modelin gercek diinya atik siniflandirma

uygulamalarinda etkin bir sekilde kullanilabilecegini gii¢lii bicimde desteklemektedir.
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Garbage Dataset - 5 Fold Ortalama Performans Metrikleri

0.9946

Test Accuracy Test Loss Precision Recall F1-Score ROC-AUC
Metrikler

Sekil 5.25. Garbage Dataset veri kiimesi hibrit modelin performans metrikleri sonucu.

56



6. SONUCLAR

Bu tez calismasinda, geri dontstiiriilebilir atiklarin siniflandirilmasina yonelik olarak
VGG16, MobileNetV2, InceptionV3 ve DenseNet121 gibi dort farkli derin 6§renme
mimarisi, Garbage Classification ve Garbage Dataset veri setleri iizerinde
karsilastirmali olarak degerlendirilmistir. Model egitim siireclerinde bes katli ¢capraz
dogrulama yontemi uygulanmis ve egitim/dogrulama dogruluklar ile diger basari
metrikleri detayli bicimde analiz edilmistir. Elde edilen sonuglar, siniflandirma
performansinin yalnizca mimari segimlere degil, ayn1 zamanda veri kiimesinin boyutu
ve smif dengesi gibi faktorlere de dogrudan bagli oldugunu ortaya koymustur.
Ozellikle DenseNet121 mimarisi, her iki veri kiimesinde de en yiiksek dogruluk
oranlarina ulasarak gii¢clii bir temel model oldugunu kanitlamistir. MobileNetV2 ise
daha diislik parametre sayisi ile yiiksek dogruluk saglayarak kaynak kisitli sistemlerde

uygulanabilirligini gostermistir.

Bununla birlikte, bu tezde 6nerilen 6zellik flizyon tabanli hibrit model, dort farkli CNN
mimarisinden ¢ikarilan derin 6zellikleri birlestirerek daha zengin ve anlamli bir temsil
o0grenimi gergeklestirmistir. Modelin mimarisi, VGG16, InceptionV3, DenseNet121
ve MobileNetV2 aglarinin 6znitelik ¢ikarict katmanlarindan alman ¢iktilar
birlestirerek, ardindan tam baglantili katmanlar iizerinden siniflandirma islemini
gerceklestirecek sekilde tasarlanmistir. Yapilan deneylerde, hibrit modelin hem egitim
hem de test asamalarinda tekil modellerin 6tesinde bir performans sergiledigi
gozlemlenmistir. Hibrit model, kullanilan her iki veri kiimesi iizerinde de Dogruluk,

Precision, Recall, F1 Skor ve ROC AUC metriklerinde en yiiksek basarty1 saglamistir.

Ozellikle Garbage Dataset iizerinde hibrit model, test dogrulugunu %91,26 seviyesine
cikararak tiim modeller arasinda en iyi sonucu elde etmistir. Ayrica, test kayb1 %28,47
ile minimum seviyeye ulasmis, ROC-AUC skoru ise %99,46’ya yiikselmistir. Benzer
sekilde Garbage Classification veri kiimesi lizerinde de hibrit model, %85,88 test
dogrulugu, %43,34 test kayb1 ve %98,12 ROC-AUC skoru ile dikkat ¢ekici basari

saglamigtir. Bu sonuglar, hibrit modelin 6zellikle ¢ok sinifli, dengesiz ve gorsel



cesitliligi yiiksek veri kiimelerinde daha kararli ve giivenilir tahminler iirettigini

gostermektedir.

Hibrit modelin basarisi, ayn1 zamanda overfitting riskinin azaltilmasinda da etkili
olmus, modelin genelleme yetenegini artirarak ger¢ek diinya senaryolarina
uygulanabilirligini gliclendirmistir. Bu baglamda, 6zellik fiizyonu yaklasimi, 6zellikle
karmagik atik goriintiilerinin smiflandirilmasinda etkili bir ¢oziim olarak One

¢ikmaktadir.

Gelecek caligmalar i¢in, hibrit mimarinin hesaplama yiikii optimize edilerek daha hizli
ve verimli hale getirilmesi, farkli gevresel kosullari temsil eden daha genis veri setleri
tizerinde test edilmesi ve mobil cihazlara entegre edilebilecek hafif siiriimlerinin
gelistirilmesi Onerilmektedir. Ayrica, veri artirma tekniklerinin daha stratejik bir
sekilde uygulanmasi ve siif dengesizligi problemlerine karst gelismis ¢oziim

yontemlerinin entegrasyonu da performansi daha da ileri tasiyabilir.

Sonug olarak, bu tez ¢alismasi, hem klasik CNN mimarilerinin karsilastirmali analizini
sunmus hem de gelistirilen 6zellik fiizyon temelli hibrit modelin {istlin performansini
bilimsel olarak ortaya koyarak, atik smiflandirma problemlerine yonelik etkili,

genellenebilir ve pratik bir yapay zeka ¢6ziimii sunmustur.
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