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YUKSEK LiSANS TEZi

GUNLUK AKARSU AKIMLARININ FARKLI MAKINE
OGRENMESIi YONTEMLERI iLE TAHMINI

Ulviye ZIYA

Aksaray Universitesi
Fen Bilimleri Enstitiisii
Insaat Miihendisligi Anabilim Dah

Danisman: Prof. Dr. Mehmet Ali HINIS

OZET

Giinliik akarsu akimlarinin tahmini su yapilarinin isletilmesi, kontrolii ve yonetimi igin
oldukca onemlidir. Pek cok parametreye bagli degiskenlik gosteren bir hidrolojik
parametre olan akim degerlerinin kisa siireli degerlerinin tahmini zor bir konudur.
Giinliik, haftalik gibi kisa siireli akis tahminleri, bir havzadaki belirli bir rezervuarin
ileriye yonelik akigin1 tahmin etmek i¢in kullanilir. Bu tahminler, mevcut su
kaynaklarinin optimum kullanim1 i¢in rezervuar depolamasinin aktif olarak
diizenlenmesini gerektiren hidroelektrik gili¢ planlamasi ve tagkin azaltilmasi gibi
durumlar1 planlamak i¢in kullanilir. Bu sebeple akarsu yapilarinin yonetiminde gerek
rezervuarda ne kadar su biriktirilecegi veya birakilacaginin belirlenmesinde gerekse
tiretilecek enerji miktarinin belirlenmesinde kisa siireli akim tahminlerine ihtiyag
duyulmaktadir. Bu sebeple en uygun tahmin yapilabilmesi su yapilar1 yonetiminde
hayati oneme sahiptir. Bu calisma kapsaminda kisa siireli akim tahminlerinde
kullanilan pek ¢ok makine 6grenmesi yontemleri arasindan secilmis olan Gauss Stireci
Regresyon Analizi (GPR), Destek Vektor Makinesi (DVM), Karar Agaglar1 (KA),
Rastgele Orman (RO) ve Yapay Sinir Aglar1 (YSA/ANN) yontemlerinden en uygun
olan1 arastirilmistir. Daha sonra bu yontemlerin sonuglarinin iyilestirilmesi igin
Dalgacik Doniisimii  metodu kullanilmis ve ayni yoOntemlerin Dalgacik
Doniisiimiinden sonraki modelleri hesaplanmistir. Dalgacik doniisiimii 6ncesi ve
sonrast olusturulan yontem ve modellerin sonuglar ¢esitli istatistiksel kriterler ile
karsilastirilmistir. En iyi model dalgacik doniisiimii sonrast Destek Vektorleri
Makinesi yontemlerinden Lineer fonksiyonu kerneli ile olusturulan M04 modeli
(R:0.998131, NSE:0.99624, KGE:0.99282, PI:0.03940, @ RMSE:0.30386,
MAPE:0.05553) olarak bulunmustur.

Anahtar Kelimeler : Giinlik Akarsu Akimi, Hidrolojik modelleme, Makine
Ogrenmesi Ydntemleri, Dalgacik Déniisiimii.

Haziran, 2024; 65 sayfa

il



M.Sc. THESIS

FORECASTING OF DAILY STREAM FLOW USING VARIOUS
MACHINE LEARNING METHODS

Ulviye ZIYA

Aksaray University
Graduate of Natural and Applied Sciences
Department of Civil Engineering

Supervisor: Prof. Dr. Mehmet Ali HINIS

ABSTRACT

Estimation of daily stream flows is very important for the operation, control and
management of water structures. Predicting short-term values of streamflow, which is
a hydrological parameter that varies depending on many parameters, is a difficult issue.
Short-term flow forecasts, such as daily, weekly, etc., are used to estimate the forward
flow of a particular reservoir in a basin. These forecasts are used to plan situations
such as hydroelectric power planning and flood mitigation, which require active
regulation of reservoir storage for optimal use of available water resources. For this
reason, short-term flow forecasts are needed in the management of river structures,
both in determining how much water will be accumulated or left in the reservoir and
in determining the amount of energy to be produced. For this purpose, making the most
appropriate prediction is of vital importance in the management of water structures.
Within the scope of this study, Gaussian Process Regression Analysis (GPR), Support
Vector Machine (SVM), Decision Trees (KA), Random Forest (RO) and Artificial
Neural Networks (ANN) were chosen among many machine learning methods used in
short-term flow forecasts. ) the most appropriate method was determined. Later, in
order to improve the results of the methods used in the studies, the Wavelet Transform
method was used and the models of the same methods after the Wavelet Transform
were calculated. The results of the methods and models created before and after the
wavelet transformation were compared with various statistical criteria. The best model
was found to be the MO04 model (R:0.998131, NSE:0.99624, KGE:0.99282,
PI1:0.03940, RMSE:0.30386, MAPE:0.05553), which was created with the Linear
function kernel from the Support Vector Machine methods after the wavelet transform.

Key Words: Daily Stream Flow, Hydrologic modelling, Machine Learning Methods,
Wavelet Transform.

June, 2024; 65 pages
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1. GIRIS
1.1. Genel Bilgiler

Su kaynaklar1 miihendisligi plan ve projelendirme ¢alismalarinda kullanilan en 6nemli
veriler arasinda akarsu akimlari, yeralti su seviyeleri, yagis, akis, sizma ve buharlagma
verileri sayilabilir. Bu verilerin saglikli sekilde elde edilmesi, eksik olan verilerin
tamamlanmast ve gelecege yonelik tahmin yapilmasi planlamanin saglikli
yapilabilmesi i¢in 6nemli asamalardir. Taskin ve kurak zamanlar ve bu zamanlardaki
akim tahminleri biiylik ve kiiclik hidrolik yapilarin tasariminda ve yonetiminde
onemlidir. Uzun ve kisa siireli akimlarin tahmin edilmesi planlama agisindan uzun ve
kisa stireli planlamalarin kolaylastirilmasina ve su yapilarinin tasariminin daha dogru

yapilabilmesine 1s1k tutacaktir.

Biiytik debi, yiiksek su seviyesi ve biiyiik hizlar ile karakterize edilen tagkin degerinin
bilinmesi hidrolik yapilar i¢in 6nemlidir. Ayn1 zamanda su yapilarinin yonetilmesi
esnasinda gelecekte meydana gelecek olan biiyiikk akim degerlerinin 6nceden
kestirilmesi halinde depolama hacminin 6nceden tahmin edilip gerekli hazirliklarin
yapilmast igin yeterli zaman kazanmak miimkiindiir. Ozellikle baraj, baglama ve su
kuvveti tesislerinde tagkin debilerinin bilinmesi biiyiik 6nem tasir (Erkek ve
Agiralioglu, 1993). Hidrolik yapilarin tasariminda akislarin gelecekteki olasi degerleri
kullanilmaktadir. Rastgele degisken olan yagislar sonucu olusan akislarin gelecekteki
degerlerini 6nceden tam olarak kestirmek miimkiin olamamakla beraber bu degiskenin
gelecekteki durumu yapay sinir aglar1 ve tiirevleri olan c¢esitli makine 6grenmesi
yontemleri ile yaklasik olarak belirlenebilmektedir. Hidrolik yapilarin tasarim ve
isletilmesinde, debi tahminlerinde ve havzalarda yerleske kurmaktan taskin tahliyesine

kadar uzanan ilgi alanlarinda tahmin modelleri kullanmak zorunlu hale gelmistir.

Giinliik akarsu akimlarinin tahmini su yapilarinin igletilmesi, kontrolii ve yonetimi igin
oldukca onemlidir. Kisa siireli akim degerlerinin tahmini bir¢ok parametreye bagh
olarak ve degiskenlik gosteren zor bir konudur. Akis tahmin modellerinin dogrulugu
ve hassasiyeti, su kaynaklar1 yonetimi kararlar1 tizerinde dogrudan etkiye sahiptir. Su
kaynaklar1 yoneticilerine ve politika yapicilara daha iyi ve bilingli karar vermede
yardimc1 olmak icin g¢esitli istatistiksel ve kavramsal akis tahmin modelleri

gelistirilmistir (Beven, 2012).



Regresyona dayalt modeller de dahil olmak iizere istatistiksel teknikler asir1 derecede
basittir ve analizden 6nce degiskenler arasinda iglevsel bir big¢imle smirlidir.
Kavramsal hidrolojik modeller, bir havzadaki akarsu akisini daha iyi simiile edebilir
clinkli matematiksel formiilasyon yoluyla hidrolojik dongiiniin ¢esitli siireclerini
hesaba katarlar. Ancak son yillarda gelistirilen ¢esitli makine 6grenmesi yontemleri ile
daha uygun sonuglar almak miimkiin olmaktadir. Yapay zeka yontemleri ve makine
O0grenmesi yontemleri; yiiksek boyutlu verilerin daha diisiik boyutlara indirgenmesi,
kiimeleme ve smiflandirma analizleri gibi ¢ok degiskenli veri incelenmesinde
kullanilan istatistiksel yontemlere alternatif olarak son yillarda tercih edilmektedir
(Liu ve Weisberg, 2005). Akim verilerinin tahmin edilmesinde kullanilan yontemler
arasinda yapay sinir aglarina ilave olarak uzman sistemler ve son yillarda giderek
popiilerlik kazanan makine Ogrenmesi yontemleri sayilabilir. Uygulama zaman
serilerinin tahmininde uzun siireler i¢in (aylik, yillik) daha iyi netice alinirken ayni

basar kisa siireler i¢in (glinliik, saatlik) gosterilememektedir.

Giinliik akarsu akimi tahmininde son yillarda kullanilan baskin yaklasim, makine
O0grenimi ve regresyon algoritmalarinin uygulanmasidir. Dogrusal modellerin
(¢ogunlukla zaman serisi modelleri) aylik ve yillik olan daha biiyiik zaman
Olceklerinde daha rekabet¢i oldugu bulunmustur (Papacharalampous vd, 2018).
Regresyon algoritmalari, belirli bir zamandaki bagimli degisken akismi bir dizi
secilmis ongdriicii degiskenin (6rnegin, gegmis akim degerleri, gegmis yagis degerleri
ve gecmis sicaklik degerleri) fonksiyonu olarak modeller; son iki tiir bilgi topluca
"digsal tahmin degiskenleri" olarak adlandirilir. Makine 6grenimi durumunda, bu islev
algoritmik bir yaklasimla dogrudan verilerden 6grenilir. Giinliik akim tahminine
yonelik mevcut yaklagimlarin ¢cogunlukla tek bir makine 6grenimi algoritmasinin

uygulanmasina dayanmaktadir.

Mevcut calismanin sonuglari, hidrolojik uygulamalarda gilinliik akim tahmini i¢in
kullanilabilecegi gibi zaman serisi modellerinin goreli performansinin anlasilmasini
da gelistirecek sonuglar igermektedir. Bu c¢alismanin sonuglarinin hidrolojik
modelleme calismalarina, farkli makine 6grenimi yontemlerinin performanslarinin
karsilastirlmasina ve giinliik akarsu akim modellemesinin modellenmesinde karar

vericilere bir yol gosterici olmas1 amaglanmigtir.



1.2. Cahismanin Amaci ve Kapsami

Bir rezervuar yonetiminin planlanmasinda giinliik, haftalik gibi kisa siireli akiglar
kullanilmakta ve bu akislarin hassas bir sekilde tahmin edilmesi 6nemlidir. Bu
tahminler, mevcut su kaynaklarinin optimum kullanimi i¢in rezervuar depolamasinin
aktif olarak diizenlenmesini gerektiren hidroelektrik gili¢ planlamasi ve taskin
azaltmay1 planlamak icin kullanilir. Bu sebeple gerek akarsu yapilarinin yonetiminde,
reservuarda ne kadar su biriktirilecegi veya birakilacaginin belirlenmesinde gerekse
tiretilecek enerji miktariin belirlenmesinde kisa siireli akim tahminlerine ihtiyag
duyulmaktadir. Bu sebeple kisa siirede meydane gelebilecek olan akim degerinin
bilinmesi elzemdir ve bunun i¢in en uygun akim degerinin tahmini su yapilarinin
yonetiminde hayati 6neme sahiptir. Bu tez ¢alismasinda kisa siireli akim tahminlerinde
son yillarda gelistirilmis olan makine O6grenmesi yontemleri arasinda literatiirde
kullanimlar1 en ¢ok tercih edilenler arasinda bulunan bes (5) adet yontem secilmis ve

akim tahminlerinde olan performanslar1 incelenmistir.

Gauss Siireci Regresyon Analizi (GPR), Destek Vektor Makinesi (DVM), Karar
Agaclar1 (KA), Rastgele Orman (RO) ve Yapay Sinir Aglar1 (YSA/ANN) yontemleri
kullanilarak bunlar arasinda en uygun tahmin veren yontem belirlenmistir. En uygun
yontemin sonuglarinin iyilestirilmesi i¢in daha sonra Dalgacik Doniistimii metodu
kullanilmistir. Dalgacik doniistimii ile veriler ¢oklu ¢ozilintirliiklii analizden gegirilerek
secilmis yoOntemlerin Dalgacik Doniisiimiinden sonraki tahmin degerleri de
karsilastirilmistir. Boylece kisa siireli akim tahminlerinde literatiirde siklikla

kullanilan se¢ilmis yontemlerin sonuglarinin iyilestirilmesi hedeflenmistir.

Bu calismada akarsu akimlarimin kisa siireli gercek zamanli tahminlerinin secilmis
bazi makine Ogrenmesi yontemleri ile kullanilabilirligi arastirilmis ve tahmin
sonuglarmin iyilestirilmesi i¢in dalgacik doniistimii kullanilmistir. Giinliik akarsu
verilerinin kisa siireli tahminleri i¢in se¢ilmis yontemlerle modeller gelistirilmis; baraj,
baglama gibi su yapilarinin yonetilmesinde yardimci olmak amaciyla en uygun tahmin

yontemi ve modeli tespit edilerek sunulmustur.



2. LITERATUR OZETi

Giinliik akarsu akim verileri tahmini konusunda daha 6nce yapilmis olan ¢alismalar

irdelenmis ve bazi caligmalar 6zet halinde asagida sunulmustur.

Son yillarda cesitli yapay zeka tekniklerinin kuraklik tahminlerindeki kullanimina
deginen Mokhtarzad vd. (2017), ANN, ANFIS ve DVM yo6ntemleri ile Bojnourd
bolgesinde bir ¢alisma yapmiglardir. Bu ¢alismada 1984 — 2012 yillar1 arasinda yagis
verisini kullanarak Normallestirilmis Yagis Indisi (SPI) ile kuraklik analizi yapmis ve
SPI’1 3 aylik zaman periyodunda modellemistir. Mohamadi, vd. (2020) ANFIS, MLP,
Radyal Tabanli Yapay Sinir Aglar1 (RBFNN) ve DVM algoritmalarindan yararlanarak
kuraklik modellemesi yapmis ve su kaynaklarinin etkili yonetilmesinde son derece

onemli oldugunu gostermistir.

Choubin vd. (2016) aylik ortalama yagis verisini kullanarak Kuraklik analizi yapmis
ve analiz i¢in veri madenciliginde yer alan Cok Katmanli Algilayict (MLP), ANFIS
ve Karar Agaglar1 (KA) yontemlerinden yararlanarak MLP ile yapilan analizlerin
digerlerinden daha iyi oldugu sonucuna ulasmistir. Ghorbani vd. (2019) akarsu akimi
tahmininde c¢esitli yontemleri karsilastirdigi calismasinda MLP'nin diger modellere

gore daha iyi tahmin ettigini bulmustur.

Deo vd. (2017) ti¢ farkli algoritmayla Coklu Uyarlanabilir Regresyon Egriler (MARS),
En kiiciik kareler Destek Vektor Makineleri (LSSVM) ve M5 Karar agaclarim
calisarak kuraklik analizleri yapmislardir. Faizollahzadeh ardabili vd. (2019) Rastgele
Orman yonteminin hidrolojik modellemede etkin bir bi¢cimde kullanilabilecegini

gostermislerdir.

Citakoglu ve Coskun (2022) 1960-2020 yillar aras1 yagis verileri ile DWT, EMD ve
VMD 6n isleme tekniklerinin bes farkli makine 6grenimi yontemine (ANFIS, ANN,
SVMR, KNN, GPR) dahil edilmesiyle on bes hibrit model olusturmuslardir. Ayrica
on isleme gerek kalmadan bes adet bagimsiz model olusturmuslardir. Performans
kriterlerine gére VMD 06n isleme teknigi, DWT ve EMD 06n isleme tekniklerinden daha

1yi sonug verdigini bulmuslardir.

Cubukgu vd. (2022) Mersin Lamas Nehri aylik ortalama akim verileri kullanilarak
Yapay Sinir Aglar1 (YSA), Destek Vektor Makineleri (DVM) ve Derin Ogrenme (DO)
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yontemleri kullanilarak akim modellemesi yapmaislar ve sonuglar1 karsilastirmislardir.
KOKH, OMH, NSE, OMBH ve R? kriterlerine gore sonuglar1 degerlendirdiginde,
Derin Ogrenme metodu ile olusturulan modellerin sonuglarinin birbirine yakin ve en

1yi sonuglar1 verdigini gérmiistiir.

Soh. vd. (2018) Malezya'nin Langat nehir havzasinda standartlastirilmis yagis
buharlagma-terleme indeksinin (SPEI) tahmini ic¢in yapay zeka modellerini
uygulamislardir. SPEI’yi tahmin edebilmek icin WAANN ve WANFIS olarak iki ayr1
model olusturularak dalgacik doniisiimii kullanilmistir. WAANN modelinin WANFIS
modelinden daha iyi sonu¢ verdigi gézlemlenmstir. WANFIS modelinde WAANN
modeline gore girdi verilerinin egitim girdi araliginin disinda oldugu durumlarda

tahmin dogrulugunun azaldig1 saptanmastir.

Yesilyurt vd. (2023) Firat Dicle havzasindaki akim verilerinden yararlanarak bes farkli
yontem kullanarak tahminde bulunmuslardir. Bu yontemlerden (ANFIS, ELM, ENN,
SVM, GPR) en yiiksek tahmin sonucunu veren ELM y&ntemi ¢ikmistir. Performans
siralamasinin ise sirasiyla ELM, GPR, ENN, SVM ve ANFIS oldugu goriilmiistiir. Bu
sonuglar ELM, GPR ve ENN'nin ANFIS ve SVM gibi geleneksel yapay zeka
teknikleriyle karsilastirildiginda ¢ok daha iyi sonuglar verdigini bulmustur.

Yiiriik vd. (2019), BIST’te islem goren imalat sanayi sektdriindeki 140 isletmenin
2008-2016 yillar1 arasindaki verilerini 6rnek olarak kullanarak firma basarisizligini
tahmin etmeyi amacglamis ve bunu i¢in Yapay Sinir Aglari, Destek Vektor Makineleri
ve Ensemble Ogrenme Modelleri yontemlerini kullanmistir. Ensemble Ogrenme
Modeli en iyi sonucu verirken Yapay Sinir Aglar1 ise Destek Vektorleri Makinesine

gore daha 1yi sonug¢ vermistir.

Pham vd. (2020) Vietnam'mn Hoa Binh eyaletindeki giinliik yagis verilerini kullanarak
yapmis olduklari calismada cesitli yapay zeka yoOntemleri kullanarak modelleri
gelistirmeyi ve karsilagtirmay1 hedeflemislerdir. Calismalarinda maksimum sicaklik,
minimum sicaklik, riizgar hizi, bagil nem ve giines 1s1n1mi1 gibi meteorolojik degisken
parametreleri toplamis ve modellerde girdi parametresi olarak, giinliik yagis miktar
ise ¢ikt1 parametresi olarak kullanmiglardir. Yapay Sinir Aglari (ANN) ve Destek
Vektor Makineleri (DVM) ile calisilan modellerden DVM’nin daha iyi sonug verdigi

gorilmiistiir.



Golob vd. (1998), Yapay Sinir Aglart metodu kullanarak akim tahmini yapmuglardir.
Bunun i¢in Soca Nehri’'ne (Slovenya) ait akim ve yagis verileri ile modeller

olusturulmus ve kurulan modellerin iyi sonuglar verdigini gostermislerdir.

Turhan (2012), MATLAB programi1 kullanarak Seyhan Havzasinda Yagis-Akis
modellemesi yapmustir. ileri Beslemeli Geriye Yayilmali Yapay Sinir Ag1 (IBGYSA)
ve Coklu Dogrusal Regresyon (CDR) yontemleri birbirleriyle karsilagtirilmis ve
performanslara bakildiginda IBGYSA yonteminin CDR ydntemine gore daha iyi

sonuglar verdigini bulmustur.

Achite vd. (2022) g¢alismalarinda Kuzey Cezayir'deki Wadi Ouahrane havzasinin
ortalama aylik yagis verileri kullanilarak ANN, ANFIS, DVM ve DT yontemleri ile
en iyi modeli olusturup kuraklik tahmininde bulunmuslardir. Olusturulan modellerinin
performansi, RMSE, MAE, NSE ve Korelasyon dahil olmak iizere c¢esitli
degerlendirme kriterleri kullanilmis ve DVM yoOnteminin diger yontemlere gore daha

1yi sonug verdigini géstermislerdir.

Ahmadi vd. (2021) Iran'da bulunan Tahran ve Dezful adli iki hava durumu
istasyonunda ii¢ farkli zaman 6lg¢egi segerek modeller olusturmustur. Hibrit modellerin
gelistirilmesinde alt1 ana dalgacik fonksiyonu (yani Haar, Daubechies (db2, db4),
Coifflet, Symlet ve Fejer-Korovkin) kullanilmistir. Modellerin performansi, ortalama
karesel hatalarin karekokii (RMSE), ortalama mutlak hata (MAE), Willmott indeksi
(WI) ve Nash Sutcliffe verimliligi (NSE) araciligiyla degerlendirilmis ve Coifflet ana

dalgaciginin en iyi performans gosteren dalgacik oldugu tespit edilmistir.

Albostan vd. (2015), Giinliikk Akarsu Akimlarmin Kaotik Analizinde Dalgacik
Yaklasimmin Uygulamasi calismasinda Devlet Su Isleri Genel Miidiirliigii'ne ait
Coruh Havzasi 2304 numarali istasyona ait 33 yillik giinliik akim verileri lizerinde
kaotik analiz yapilmis ve dalgacik analizi yapilarak ayrilan bilgi icermeyen giiriiltii
parcasinin faz uzayr olusumunda ve Ongoriilebilirlikte etkisini aragtirmiglardir.
Calismalarinda elde edilen sonuglarin, su kaynaklarinin 6ngodriilmesi konusunda
literatiire katki saglayacagi ve bilimsel anlamda da dogal seriler lizerinde kaotik analiz

konusunda 6rnek teskil edecegini gostermislerdir.



Yabar vd. (2020), Dalgacik Doniisiimlii Yapay Sinir Aglariyla Gilinliik Akim
Serilerinin Tahmini ¢aligmasinda, Bitlis deresine ait 2008-2011 yillarindaki giinliik
akim verilerini kullanmislardir. Calismada Yapay Sinir Ag1 metodunu kullanarak
model olusturmus sonra Dalgacik Dontisiimii ile ayristirmislardir. Sonucunda
hesaplanan tahmin modellerini gercek veriler ile kiyaslamiglardir. Modellerde hem
YSA hem de dalgacik doniisiimlii YSA (WYSA) iyi sonuglar vermis ancak Dalgacik
Doniisiimiinden sonraki Yapay Sinir Ag1 Metodunun daha iyi sonug verdigini ortaya
koymuslardir. Hidrolojik siire¢lerin tahmininde dalgacik dontistimli YSA modellerin
olduk¢a basarili sonuglar verdigini ileriye doniik tahmin modellerinde siklikla

kullanabilecegini belirtmislerdir.

Demir vd. (2023) Kizilirmak Akim Gézlem Istasyonlarindan alman iki farkli AGI igin
giinliik ortalama debi ve giinliik toplam yagis degerleri kullanarak ANFIS Y 6ntemi
debi tahininde bulunmuslardir. ANFIS modelinin akarsulardaki giinliik ortalama debi
tahminini yapmak i¢in kullanilabilecek bir yontem oldugunu ve basarili sonuglar elde

edilebilecegini 6ne stirmiislerdir.

Kiicik ve Agiralioglu (2006), yaptiklar1 g¢alismada dalgacik doniisiim teknigi
kullanilarak hidrolojik akim serilerinin modellemislerdir. Teknigin analiz giicii ve ¢ok
¢Oziintirliikkli analiz yardimiyla serinin degisik periyottaki bilesenlerinin elde edilmesi,
modellemede yiiksek bir basar1 elde edilebilmesini sagladigini ortaya koymuslardir.
Birbirine yakin akim o6l¢lim istasyonlar1 arasinda olusturulacak bir modelde sozii
edilen periyodik bilesenlerden 6nemli olanlari, diger tiim istasyonlar i¢inde 6nemli
olacaktir. Dolayisiyla bolgenin iklimsel davranisini en iyi temsil eden bilesen veya
bilesenler arasinda olusturulan modeller, bir istasyon Ol¢timleri kullanilarak diger
istasyondaki veriyi tahmin etmek i¢in kullanilmis ve basarili sonuglar elde edilmistir.
Su kaynaklar1 alaninda, dalgacik doniisiimii teknigi kullaniminin ¢ok daha yararh

olabilecegi yapilan ¢alisma ile ortaya konulmustur.

Tiirkben vd. (2019) DSI tarafindan isletilen D21A001 numarali Karasu Karagoze
akim gozlem istasyonuna ait glinlilk akim verileri kullanilarak ileri beslemeli geri
yayithmli yapay sinir ag1 modeli (IBGYYSA) gelistirilip Karasu’ daki akimlarin
tahmininin yapilmasi amacglamiglardir. YSA modelinin egitimi i¢in Levenberg-
Marquardt ve Bayesian Regularization algoritmalar1 kullanilmis ve YSA ile

gergeklestirilen senaryolarin basarili oldugu gézlenmistir. Ayrica 1 Ekim 1999 — 30
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Eylil 2015 tarihleri arasindaki Levenberg-Marquardt algoritmast ve Bayesian
Regularization algoritmasi ile uygulanan YSA modelinin tahmin ettigi akim degerleri
ve Ol¢iilmiis akim verilerinin olduk¢a uyumlu oldugunu gostermislerdir. Sonug olarak,
iiretilen senaryolar ve kullanilan egitim algoritmalar1 ¢ercevesinde ileri beslemeli geri

yayilimli YSA modeli akarsudaki akimin tahmininde kullanilabilecegi bulunmustur.

Dursun vd. (2009) Firat Havzasinda bulunan Goyniik Cayi tizerindeki Akim gézlen
istasyonlarinda 2178 nolu Akim goézlem istasyonun eksik akim verilerini
tamamlanmas1 amaciyla korelasyon analizi ve YSA metodu kullanilarak modeller
olusturulmustur. YSA metoduyla yapilan g¢alisma gercege daha yakin sonuglar

verdigini ortaya koymuslardir.

Okkan ve Mollamahmutoglu (2010) Gediz havzasinda yer alan Yigitler Cayina ait
giinliik akimlarin modellenmesi i¢in kullanilabilecek bir yapay sinir ag1 modeli (YSA)
hazirlamislardir. Hazirlanan YSA modeli ¢oklu dogrusal regresyon modeli ile
karsilastirilmis, model performanslari, Yigitler Cayina ait Olclilmiis glinliik akim
degerleri ile smanmistir. Analiz sonucu, yapay sinir ag1 algoritmasi performansi
regresyon modeline gore daha basarili bulunmustur. Sonug olarak yapay sinir aglar
ile hazirlanan akim modellerinin akarsu havzalarinin dogrusal olmayan yagis akis
iliskilerini basariyla modelleyebildigi, kavramsal ve fiziksel tabanli modellere kiyasla
yogun verilere ve kalibrasyon iglemlerine gerek kalmaksizin hizli bir modelleme

imkani tanidig1 goriilmektedir.

Terzi vd. (2012) Goksu Nehri’nde bulunan Karahacili (1714), Kirkkavak (1719) ve
Hamam (1720) akim gdzlem istasyonlarindan alman 1990-2010 yillar1 arasinda
bulunan giinliik akim degerleri kullanarak YSA modelleri gelistirmislerdir. Gelistirilen
modellerin performanslar1 degerlendirilirken, belirleme katsayisi ve ortalama mutlak
hata degerlerini kullanmislar ve YSA yonteminin akim tahmininde kullanilabilir

oldugunu ortaya koymuslardir.

Ak (2021) yilindaki caligmasinda ABD Worcester sehrindeki Stilwater nehrinin
verilerini kullanarak akim tahmini yapmustir. Calismasinda Destek Vektorleri
Makinesi (DVM), Bulanik Mantik (Sugeno ve Mamdani) ve Coklu Lineer Regresyon
(CLR) yontemlerini kullanmistir. Olusturulan modellerde giinliik 1095 yagis, akis ve

sicaklik verileri girdi olarak kullanilmig ve DVM’nin digerlerine gére daha iyi sonug
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verdigi gozlemlenmistir. Korelasyon katsayisi, ortalama mutlak hata, kareler hatalarin

ortalamasinin karekokdi kriterlerinin sonuglart degerlendirilmistir.

Karaeminogullar1 (2020) Nebraska eyaleti Omaha istasyonundan 6l¢iilen nehir debisi,
hava sicakligi, yagis gibi hidrometeorolojik parametreler kullanilarak kati madde
miktarini ¢esitli metotlar kullanarak tahmin etmistir. Kati madde anahtar egrisi
(KMAE), Destek Vektorleri Makinesi ve genellestirilmis regresyon yapay sinir agi
(GRYSA) metotlarim1 kullanmistir. Kullandigi metotlar arasinda DVM’nin diger

metotlara gore daha iyi sonug verdigi goriilmiistiir.

Zhoua vd. (2016), Destek Vektorleri Makinesi yontemini kullanarak Cin'deki Three
Gorges Rezervuarinda Bazimen toprak kaymasini 06ngdérmek i¢in modeller
olusturmuglardir. Yagis degerlerini, rezervuarin degisme araligimni ve onceki donem
toprak kaymalarim1 kullanarak, yontemle olciilen degerleri kiyaslamiglar ve Destek

Vektorleri Makinesi yonteminin gergege yakin sonuglar verdigini belirtmislerdir.

Allawi vd. (2019) calismalarinda, {ic zaman artis serisini (gilinliik, haftalik ve aylik)
dikkate alarak buharlasma oranini tahmin etmislerdir. Calismalarinda Malezya, Johor
Nehri'ndeki Layang Rezervuari'ndaki tropikal bir alan i¢in buharlagma oranini tahmin
etmede radyal taban fonksiyonlu yapay sinir ag1 (YSA-RTF) ve destek vektor
makinesi (DVM) yontemlerini kullanmiglardir. Calismanin  sonucunda DVM

modelinin YSA modelinden daha iyi sonug verdigini ortaya koymuslardir.

Aldori (2018) calismasinda giinliik akim verileri kullanarak cesitli hibrit modeller
olusturmustur. Olusturulan hibrit modeller de Yapay Sinir Aglar1 (ANN), Destek
Vektorleri Makinesi (DVM) ve uyarlanabilir néro-bulanik ¢ikarim sistemi (ANFIS)
yontemleri kullanilmistir. Modellerin performansini artirmak i¢in 6n islem olarak
Dalgacik Doniisiimii kullanilmistir. Calismasinda Seyhan havzasindaki 17 istasyondan
1987-1994 yillar1 arasinda alinan veriler kullanilmistir. Sonucunda ise ANN’nin

ANFIS ve DVM’ye gore daha i1yi performansa sahip oldugu gosterilmistir.

Elbeltagi vd. (2023) ¢alismalarinda Hindistan'in Rajasthan eyaletindeki farkli kuraklik
endekslerini degerlendirmek i¢in Standart Yagis Endeksi (SPI) kullanmislardir.
Bolgedeki 2 farkli meteoroloji istasyonundan elde ettikleri 2000-2019 yillan

arasindaki aylik toplam yagis verisiyle kuraklik indislerini hesaplamislardir. Rasgele



Orman (RO), Rastgele Aga¢ (RA) ve Gaus Siireci Regresyon (GPR) yontemlerini
kullanmiglardir. MAE, RMSE, RAE, RRSE ve Korelasyon kriterlerini esas alarak

Rasgele Orman metodunun daha iyi sonug verdigini belirtmislerdir.

Salim vd. (2023) yaptiklari calismada Cezayir havzasindaki kuralik tahmini i¢in 1936-
2008 yillar1 arasinda Algerois havasinin aylik yagis verisini kullanmislardir. SYI
hesapladiktan sonra YSA yontemiyle kuraklik modelleri olusturmuslardir. Sonra
verilere dalgacik doniisiimiinde kullanilan Haar, Daubechies, Symlets, Coiflets ve
Meyer fonksiyonlar uygulanmis ve doniistiliriilmiis verilerle olusturulan modeller test
edilmistir. Elde ettikleri sonucu NSE ve RMSE’den kriterleri sonucuna gore
degerlendirerek Meyer fonksiyonunun diger dalgacik fonksiyonlarma gore daha iyi
sonu¢ verdigini belirtmiglerdir. Ayrica dalgacik doniisiimii sonuglarinin modelleri

tyilestirdigini ifade etmislerdir.

Hinge vd. (2022) Dalgacik Doniisiimii metodunu kullanarak MLR ve YSA
yontemleriyle kuraklik tahmini yapmislardir. Rajasthan isyasyonlarindan 1901 ve
2015 yillar1 arasindaki aylik yagis verisini kullanmislardir. Dalgacik Doniistimiiniin
modelleri iyilestirdigini 6ne siiren Hinge vd. (2022), MLR ’nin daha iyi sonug verdigini

ortaya koymuslardir.

Sharma vd. (2023), calismalarinda makine 6grenmesi yontemlerinden Destek Vektor
Makineleri (SVM), Rastgele Orman (RF), Uzun Kisa Siireli Bellek (LSTM) ve Cok
Degiskenli Uyarlamali Regresyon Egrileri (MARS) kullanarak modelleri test etmiglerdir.
1951-2018 yillar1 arasinda Suvarna, Aghanashini ve Kunderu nehirlerindeki akis, yagis ve
sicaklik verilerini kullanmislardir. Calismanin sonucunda RO giinliik akim i¢in daha iyi
performans gosterirken, MARS Suvarna nehri aylik akim degerlerinde daha iyi sonug

verdigini NSE gibi kriterlerle ortaya koymuslardir.

Difi vd. (2022) Cezayir Cheliff havzasinda bulunan {i¢ hidrometrik istasyondan alinan
1983-1995 wyillar1 arast aylik yagis verilerini ¢alismalarinda kullanmiglardir. Yontem
olarak MLP, asir1 6grenme makinesi (ELM) ve metasezgisel yarasa algoritmasi (Bat-
ELM, destek vektor regresyonu (DVR), Gauss siireci regresyonu (GPR), ¢ok katmanl
algilayici sinir agt (MLPNN) ve genellestirilmis regresyon sinir ag1 (GRNN) gibi metotlar
kullanilarak en uygun model arastirilmistir. Korelasyon ve NSE kriterlere gore Bat-ELM

algoritmasinin diger biitiin modellere gore daha iyi sonuglar verdigini tespit etmislerdir.
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Zhang vd. (2022) Kadin ve erkek 6grenciler icin ayr ayr1 paylasimli dus odalar1 saglayan
Capital Normal Universitesi'nde (Pekin, Cin) yiiriitiilen bir ¢alismay1 sunmuslardir.
Calismalarinda dus binalarindaki kisa vadeli banyo suyu tiiketimini tahmin etmek ig¢in
banyo suyu tiiketim verileri, dus muslugu kontrol cihazlar1 araciligiyla gercek zamanh
olarak kullanmiglardir. Otoregresif entegre hareketli ortalama (ARIMA), rastgele orman
(RO), uzun kisa vadeli bellek (LSTM) ve sinirsel temel genigsleme analizi zaman serisi
tahmin modellerini kullanarak giinliik ve saatlik banyo suyu talebini tahmin edip
karsilastirmiglardir. Olusturulan modellerin performansini ortalama mutlak hata, ortalama
mutlak yiizde hata, ortalama karesel hatalarin karekokii ve belirleme katsayis1 kriterlerini
kullanarak degerlendirmisler ve Makine Ogrenmesi yoOntemlerinin istatistiksel

yontemlerden daha iyi performans gosterdigini ortaya koymuslardir.
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3. MATERYAL VE YONTEMLER

3.1. Calisma Alam

Bu ¢alismada Coruh havzasinda bulunan Biiyiikdere Cayina ait 1981-2009 yillar
arasinda Sl¢iilmiis 10168 adet giinliik akim verileri kullanilmistir. Biiyiikdere Caymin
cografi konumu Sekil 3.1°de verilmistir. Biiylikdere Cay1 Bayburt ilinin 6énemli su
kaynagi olan Coruh irmagma dokiilmektedir. Bolgede Karadeniz iklimi ile Dogu
Anadolu iklimi arasinda, karasal Ozellikleri agir basan bir gecis iklimi mevcuttur.

Bayburt’ta ortalama yagis 433,4 mm olup en yiiksek sicaklik 36,20 C° ve en diisiik

sicaklik —26,20 C° olarak goriilmiis ve ortalama sicaklik 7,00 C°’dir.
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Sekil 3.1. Biiyiikdere Caymin Cografi Konumu.

Devlet Su sleri Genel Miidiirliigiinden elde edilen giinliik akim verileri Sekil 3.2’de
verilmistir. Calismada verilerin %70°1lik kism1 egitim asamasinda, %30’luk kismi ise
test asamasinda kullanilmistir. (Bishop,2007) Kullanilan verilerin temel istatistiksel

ozetleri Cizelge 3.1°de verilmistir.
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Biiytikdere Nehri Giinlik Akim degerleri
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Sekil 3.2. Biiyiikdere Nehri Giinlilk Akim degerleri.

Cizelge 3.1. Verilen temel istatistik degerleri.

Egitim Test

Tiim Veri | Verisi Verisi
Ortalama 3.851 3.848 3.860
St.Sapma 5.144 5.222 4.957
CvV 1.336 1.357 1.284
Carpiklik 2.577 2.735 2.138
Maks 70.476 70.476 30.610
Min 0.118 0.118 0.183

Calismada kullanilan veriler Denklem (3.1)’e gore normallestirme islemine tabii
tutulmustur.
Xi—Xmin

Zi_

Xmax—Xmin

(3.1)

Bu ¢alismada olusturulan modeller Cizelge 3.2.’de verilmistir. Cizelgede verilen; t
gozlenen t zamanindaki akimi; t-1: 1 glinliik gecikmeyi, t-2; 2 giinliik gecikmeyi, t-1; 1

giinliik gecikmeyi ve modeldeki giris siralamasini temsil etmektedir.
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Cizelge 3.2. Calismada kullanilan modeller.

Modeller | Girdi Cikt FDjlllizf;lgnu
MOT | Qu Q  |db4s
Mo2 Qu1, Q2 Q db45s
MO03 Qe1, Qr2, Qe3 Q: db45
M04  |Qui,Qu2Qus | Qi |dbds

MO5 Qt-1, Qw2, Qes Q: db45
MO06 Qt-1, Qw2, Q11 Q: db45
MO7 Qt1, Qt2, Qe30 Qt db45
MO8 Qt-1, Qw2, Q60 Q: db45
M09 Qt1, Qw2, Q365 | Qr db45
M10 Qtu1, Qw2 Q haar
Ml1 Qt1, Q2 Q db4

Dalgacik doniigsiimiinde Daubechies dalgacik fonksiyonu kullaniimistir. Daubechies
dalgacik fonksiyonunun yiiksek salinimli dogasi, gozlem verisindeki sinyal
bilesenlerinin hassas sekilde yakalamasini miimkiin kilabilmekte ve bu sebeple
Daubechies dalgacik ailesi (db) literatiirde kullanilmakta ve tavsiye edilmektedir
(Zajam vd., 2019; Catar, 2021). Bu calismada Daubechies 45 (db45) dalgacik
fonksiyonu ile 5 seviye dalgacik doniisiimii kullanilmistir. Ayrica Model 10 haar
dalgacik fonksiyonu Model 11 de ise ‘db4’ dalgacik fonksiyonu kullanilarak Model
02 ile karsilastirilmistir. Calismada kullanilan giinliik akim verileri ve 5 seviyede db45
dalgacik doniisiimii sonucu elde edilen yaklasik ve detayli serileri Sekil 3.3’de
verilmistir. Sekil 3.3’te A: Yaklasik sinyal ve D: Detay sinyallerini temsil eden veriler
olup, S.ci seviyede sinyal ayristirmast ile  orijinal  sinyal (S)

S=D5+A5+A4+A3+A2+Al seklinde sinyallere ayrismaktadir
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Sekil 3.3. Calismada kullanilan giinliik akim verilerinin Daubicies 45 (db45) dalgacik doniisiimii ile ayristirilmig serileri.
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3.2. Yontemler

3.2.1. Destek vektorleri makinesi (DVM)

DVM modelleri baglangigta dogrusal olarak ayrilabilir nesne simiflarinin
siiflandirilmasi i¢in gelistirilmistir. DVM’nin ¢alisma prensibi iki sinifi birbirinden
ayirabilen en uygun karar fonksiyonun tahmin edilmesidir. iki ayri siniftan dogrusal
olarak ayrilabilen nesnelerden olusan iki boyutlu bir diizlemde bunlar1 miikemmel
sekilde ayiran bir siniflandirict bulmak amaclanmistir. Bu nesneleri siniflandirmak
icin DVM, maksimum marj iireten bir hiperdiizlem bulmaya c¢alisir (Vapnik, 1995).
Bu hiperdiizlem ile DVM, her smifin en yakin veri noktasi arasindaki mesafeyi
maksimuma ¢ikarir. Her iki sinifin hiperdiizlemlerinin iizerine diisen nesneler destek
vektorleri olarak adlandirilir. Destek vektorleri en onemli egitim noktalaridir. Destek
vektorleri hiperdiizlemi tanimlar ve karar yilizeyinin optimum konumunun
belirlenmesinde dogrudan etkiye sahiptir (Raghavendra ve Deka, 2014). Gergek
zamanli problemlerde, verileri uzayda bdlen, ayirict bir hiperdiizlemi tam olarak
belirlemek miimkiin degildir ve ayrica bazi durumlarda egri bir karar smir elde
edilebilir. Dolayisiyla SVM, ayrilamayan simiflar i¢in bir siniflandiric1 olarak da
kullanilabilir. Bu gibi durumlarda, orijinal girdi uzayi, 6zellik fonksiyonlar1 ad1 verilen
dogrusal olmayan fonksiyonlar kullanilarak her zaman daha yiiksek boyutlu bir 6zellik
uzayina (Hilbert uzay1) eslenebilir. Ozellik uzay1 yiiksek boyutlu olmasma ragmen,
hiperdiizlemin smiflandirilmas: i¢in dogrudan o6zellik fonksiyonlarini kullanmak
pratikte miimkiin degildir. Bu gibi durumlarda, 6zellik fonksiyonlar: tarafindan
olusturulan dogrusal olmayan haritalandirma, ¢ekirdek (kernel) adi verilen 6zel

dogrusal olmayan fonksiyonlar kullanilarak yapilabilir.

Cekirdek fonksiyonlarinin se¢imi daha iyi bir genelleme yapilmasini saglar. Cekirdek
fonksiyonu kullanilarak DVM'lerde dogrusal olmayan sinirlar olusturulabilir ve
bdylece problem daha iyi tanimlanip ¢oziilebilir. Bu amagla kullanilabilecek oldukca
fazla sayida ¢ekirdek vardir. Bunlar arasinda dogrusal, polinom, gauss fonksiyonlari
sayilabilir. Dogrusal olmayan ¢ekirdekler (nonlineer kernel) sayesinde, DVM'ye

karmasik ayirict hiperdiizlemleri modelleme yetenegi verir.

DVM veri seti iizerinde ortalama hata karesini minimize ederek tiiretilen ampirik risk

minimizasyonu prensibinden ziyade, istatistiksel 6grenme teorisindeki yapisal risk
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minimizasyonu niteliginde c¢alismasidir. Gergek diinyada karsimiza ¢ikan
problemlerin ¢cogu dogrusal olarak ayirabilen verilere sahip degildir. Bu durumda giris
verileri klasik yontemle ¢Oziilmeyebilir. Boyle problemlerde ise dogrusal olmayan

siniflandirma yontemi kullanilmaktadir (Cristianini ve Shawe-Taylor, 2000).

Hidrolojik analizlerde pek ¢ok parametre dogrusal olmama egilimindedir. Bu sebeple
dogrusal olmayan problemleri ¢6zmek amaciyla girdi degiskenlerini daha yiiksek
boyutlu bir 6zellik uzayma doniistirmek icin dogrusal olmayan bir esleme
fonksiyonunun tanitilmasidir. Bu nedenle bu ¢alismada akig tahmini i¢in dogrusal

olmayan destek vektdr regresyonunu uygulanmistir.

Drucker ve arkadaslar1 (1997) tarafindan onerilen destek vektor regresyonu (DVR)
regresyon i¢in kullanilan bir Destek vektor makinesi modelidir. DVR, yiiksek boyutlu
bir 6zellik uzayinda dogrusal fonksiyonun bir hipotez uzayini kullanir ve yapisal risk
minimizasyonu ilkesine gore egitilir (Wu vd., 2019). DVR’de karar fonksiyonu

Denklem (3.2) gibi yazilabilir:

f)=w-d(x)+b (3.2)

Burada f(x): regresyon fonksiyonu, x: girdi vektéri, w ve b fonksiyonun
parametreleridir. @(x) ise dogrusal olmayan haritalandirma fonksiyonudur. Amag
optimum degerlerin bulunmasidir. Bu amaca Denklem (3.3)’deki gibi optimizasyon

denkleminin ¢oziilmesi ile ulasilabilir.
minwrb,gyg*%wz + CY (& + Eix) (3.3)
Denklem (3.4) ve Denklem (3.5) sartlarin1 saglamalidir:
yi—(w-@(xi)+b)<e+i (3.4
(w-@(xi)t+b)—yi<e+&i* (3.5)

&i,&ix>0, i=1,...,n burada &1 ve &i* esnek degiskenler, C: sabit ceza katsayisi, €: marjin
degeridir. Denklem 3.4’te sag taraf modelin genellestirilmesini, sol taraf ise ampirik
riski temsil etmektedir. Bu iki degerin minimumda tutulmasi ile DVR ¢oziime

ulagmaktadir.
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Sekil 3.4. (A) iki smifli veriyi ayiran bir alt diizlem, (B) en iyi alt diizlem ve sinirlar1.

Dogrusal olmayan DVR, Denklem (3.6) ve Denklem (3.7)’de belirtildigi gibi Lagranj

carpanlari ile gosterilebilir.
MiN, 4. %Z?:l Yiii(ai—ai*)(aj —aj »K) + e X (ai +ai *) — XL, yi(ai — ai *) (3.6)
L yi(ai — ai *) =0 (3.7)

0<ai,ai*<C,i=1,...,n ; ai ve ai* : Lagranj carpanlari; K: Kernel fonksiyonudur.

Kernel fonksiyonu Denklem (3.8) de verilmistir.

K=K(i.j))=p(xDT p(x))K=K(i./))=p(xD)T p(x)) (3.8)

Sekil 3.5 de verilen basit bir dogrusal olmayan destek vektorleri makinasidir. Gergek
bir ayirma ikinci dereceden bir egridir. Dogrusal olmayan ayirma g¢izgisi (diiz),
dogrusal ne (kesikli) ve dogrusal ayirma ¢izgisi tarafindan yanls siniflandirilan veri
noktalar1 (dokulu egitim veri noktalari) gosterilir. 4 adet yanlis siniflandirilmis negatif

veri ve 2 adet yanlis siniflandirilmis pozitif veri bulunmaktadir. (Kecman, 2004)

18



4 Dogrusal Olmayan
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O Class 1, y = +1
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S

Sekil 3.5. Veri ¢akigsmasi olmayan dogrusal olmayan bir DVM (Kecman, 2004).

Dogrusal olarak ayrilamayan durumlarda yapilan bu boyut degisikligini saglayan
haritalama fonksiyonunun bilinmemesi ve yiiksek boyutlarda islem yapmanin zor
olmasi nedeniyle ¢ekirdek diizenlemesi (kernel trick) denilen diizenlemeler yapilir.
Boylelikle doniistiiriilmiis uzaydaki haritalama fonksiyonu yerine, dogrudan girdi
uzayindaki verilerin kullanim1 saglayan c¢ekirdek fonksiyonlar1 isleme dahil edilmis
olur. Literatiirde ¢ok sayida ¢ekirdek fonksiyonu olmakla birlikte; en sik kullanilanlar
dogrusal fonksiyon, polinomiyal fonksiyon, sigmoid fonksiyon ve radyal tabanl

fonksiyonlardir (Aydogan Culha, 2015).

‘ Class 1 )
= + Class 2 55 g Class 1
B 20 4 . 5y | + Class 2
: 5~ I '3
%
at 45 e' :ﬁ:{,
AR
W 4 H 3‘: et
S, oy &
el f ti"" : !
" P 3 i
y # ¥ :
W & *
S B
5 ;
ol a3
i g 1-}
at - "
¥
1

Sekil 3.6. Dogrusal olarak siiflandirilamayan durumlarda Kernel fonksiyonlarinin
etkisi (Fletcher, 2009).
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Yaygin olarak kullanilan Kernel fonksiyonlari;

Dogrusal Kernel Denklem (3.9)’da verilmistir:

K(i,j)=xi-xj (3.9

Gauss Kernel Denklem (3.10)’da verilmistir:

K(i,j)=exp(—y|xi—xj|2) (3.10)

Polinom Kernel Denklem (3.11)’de verilmistir:

K (@)= (xi-xj)tr)e (3.11)
Burada; y: Yapisal parametre; d: polinom derecesi; r: kalint1 terimidir.
3.2.2. Gauss siireci regresyon analizi (GPR)

Gauss siire¢ regresyon (GSR) modelleri ¢ok degiskenli dagilimli rasgele degiskenlerin
sinirl1 bir koleksiyonuna sahip parametrik olmayan c¢ekirdek tabanli olasilik
modelleridir. Her dogrusal kombinasyon esit dagilmistir. Gaussian stiregleri, Carl
Friedrich Gauss'un ismini almistir ¢iinkii Gauss dagiliminin ¢ok degiskenli normal
dagilimlarin sonsuz boyutlu bir genellemesi oldugu kavramina dayanmaktadir. Gauss
stirecleri istatistiksel modelleme, ¢oklu hedef degerlere regresyon ve haritalamanin

daha yiiksek boyutlarda analiz edilmesinde kullanilir (Zhang vd., 2018).

Gauss siirecleri, veri modellemesi i¢in esnek bir parametrik olmayan ara¢ saglayan
stokastik siireclerin bir ailesidir. En temel ayarda, bir Gauss siireci, sinirli bir gézlem
kiimesine dayanan gizli bir islevi modellemektedir. Gauss siireci, ¢ok degiskenli bir
Gauss dagiliminin sonsuz sayida boyuta uzatilmasi olarak goriilebilir, burada herhangi
bir sonlu boyut kombinasyonu, ortalama ve kovaryans fonksiyonlarini tamamen
belirten ¢ok degiskenli bir Gauss dagilimina neden olur. Ortalama ve kovaryans
fonksiyonunun sec¢imi (aym1 zamanda c¢ekirdek olarak da bilinir), ilgilenilen gizli
fonksiyona diizglinlik varsayimlart uygular ve ilgili gozlem verisi noktalar
arasindaki, X 6klid mesafenin bir fonksiyonu olarak Y c¢ikti gozlemleri arasindaki

korelasyonu belirler (Fairbrother vd., 2018).
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Sonuglar1 olusturan temel islevin, tamamen bir ortalama islev, m(x) ve bir kovaryans
islevi, k(x,x') tarafindan belirtilen stokastik bir siire¢ olan bir Gauss Siireci oldugu
varsayimina dayanir. Gauss Siirecinin ortalama islevi, girdi degiskenlerini ¢ikti
degiskenlerine esleyen herhangi bir islev olabilirken kovaryans islevi, islevin

diizgiinliigiinii ve benzerligini kodlar (Mohd Aris vd., 2019).

Bir dizi giris-¢ikis cifti (x1,y1), (x2,y2), ..., (xn,yn) verildiginde, verinin olasilig1
Denklem (3.12)’de verilmistir:

P (y|X,6) =N (y|0,K + o 2 n) (3.12)

burada X girdi degiskenlerinin matrisidir, © hiperparametrelerin bir vektoriidiir, K,
k(xi,xj) 0gelerini i¢eren kovaryans matrisidir, ¢ 2 giiriiltii varyansidir (Mohd Aris vd.,

2019).

GPR'nin amaci ise Denklem (3.13) de verilen f(x) fonksiyonunu bulmaktir ki; bu

fonksiyon y’nin x tizerindeki dagilimidir (Mohd Aris vd., 2019).

P (f1X,y,0) = N (f|Im(x),K) (3.13)

burada m(x), ortalama islev ve K, kovaryans islevidir. Modelin hiperparametreleri,
verilerin marjinal olasiligin1 maksimize ederek tahmin edilebilir (Mohd Aris vd.,

2019).
3.2.3. Karar agaclan

Karar Agaclari; siniflandirma ve regresyonun kapsayici hedefi tahminde kullanilmak
tizere bir modelin olusturulmasidir. Bir siniflandirma veya regresyon probleminde,
egitme kayitlar1 bize verilmektedir. Her bir kayit ¢ok sayida nitelikten olugmaktadir.
Tanim kiimesi sayisal olan Ozniteliklere sayisal nitelikler, tanim kiimesi sayisal
olmayan niteliklere ise kategorik nitelikler denir. Bagimli nitelik adi verilen bir tane
seckin nitelik mevcuttur. Kalan diger nitelikler belirleyici nitelik olarak adlandirilir;
bunlar ya sayisal ya da kategorik olabilirler. Eger bagimli nitelik kategorik ise problem
bir smiflandirma problemi olarak belirtilir ve bagimli nitelik sinif etiketi olarak
adlandirilir. Eger bagimhi nitelik sayisal ise, problem regresyon problemi olarak

adlandirilir (Kuzey, 2012).
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Karar agaci olusturmak iki adimda gerceklestirilir. ilk adimda model agacin agaci
ayiran veri tanimlari agilir. M5 modelin kriter ayrimlar i¢in alt diigtimlerde verilerin
standart sapmasi indirgemesi maksimuma ulastirthir ve her adimda alt digim
olusturulur. Daha fazla indirgenemeyen standart sapmaya ulasildigi zaman alt
diiglimlerin ayrilmasina devam edilmez. Denklem (3.14) ve Denklem (3.15) de verilen
SDR her diigiimdeki standart sapma azaltim, T ilgili diigiim veri girisi, SD ise standart

sapmay1 olusturmaktadir.

SDR = SD (T) — X2, (3) SD(Ti) (3.14)

SD = \/%[ L Yi2 - < (TR, Yi2)] (3.15)

3.2.4. Rastgele orman (Random forest) yontemi

Topluluk 6grenme yontemi olan RF algoritmasi, siniflandirma veya regresyon islemi
esnasinda birden fazla karar agaci iireterek siniflandirma degerini yiikseltmeyi
hedefleyen bir algoritmadir. Bireysel olarak olusturulan karar agaglari bir araya
gelerek karar ormani olusturur. Buradaki karar agaclar1 bagli oldugu veri setinden
rastgele se¢ilmis birer alt kiimedir. Breiman (1996) tarafindan gelistirilen Rastgele
Orman (RF) algoritmasi, Bagging yontemi ve Kim Ho tarafindan gelistirilen Random
Subspace yontemlerinin birlesimidir. RF yontemi bilinen makine 6grenme yontemleri
igerisinde essiz bir tahmin gegerliligi ve model yorumlanabilirligi saglar. Rastgele
orneklemeyi ve topluluk yontemlerdeki tekniklerin iyilestirilmis 6zelliklerini icermesi

nedeniyle RF yontemi daha iyi genellemeler sunar ve gecerli tahminlerde bulunur.

RF algoritmasini baglatmak i¢in kullanici tarafindan 2 parametre tanimlanmalidir. Bu
parametreler, en iyi bdliinmeyi belirlemek icin her bir diiglimde kullanilan
degiskenlerin sayis1 (m) ve gelistirilecek agaclarin sayis1 N’dir. Ilk olarak egitim veri
setinin 2/3’{inden Onyiikleme 6rnekleri olusturulur. Outof-bag (OOB) verisi olarak da
adlandirilan, egitim veri setinin 1/3°lik geri kalan kismi hatalar1 test etmek ig¢in
kullanilir. Sonra her bir 6nyiiklemeli 6rnekten budama olmadan aga¢ gelistirilir. Her
bir diigiimde m degiskenleri tiim degiskenler arasindan rastgele olarak segilir ve bu
degiskenler arasindan en iyi dal belirlenir. Yeterli 6ngorii giicii ile yeterli miktarda

diisiik korelasyon saglayan degisken sayisinin se¢imi son derece dnemlidir. Breiman
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(2002)’e gore toplam M adet degisken sayisinin kare kokiine esit alinan m degisken
sayist genel olarak optimum sonuca en yakin sonucu verir. RF agag iiretmek icin
CART (Classification and Regression Tree) algoritmasini kullanir. Her bir diigiim de
dallar CART algoritmasinin kriterine (6rn. GINI indeksi) gore olusturulur. GINI
indeksi sinif homojenligini 6lger ve Denklem (3.16) ile ifade edilebilir.

Y2j#i={CD/ITDFCLT/ITD (3.16)

Burada T egitim veri setini, Ci rastgele secilen verinin ait oldugu smifi, Ci ve
f(C;,,T)/IT| , secilen 6rnegin Ci sinifina ait olma olasihigim gostermektedir (Pal,

2005).
3.2.5. Yapay sinir aglar1 (YSA/ANN)

Yapay sinir aglari, insan sinir sisteminin merkezi olan beynin en kiiciik islem birimi
olan sinir hiicrelerini taklit ederek, bilgisayarlarin insana Ogrenme yetenegi
kazandirmasini saglar. Yapay sinir aglar yapay zeka kavramini 6grenme ve yardimci
olma yetenegine sahiptir. Yapay sinir aglar1 kendisine sunulan giris parametreleri ile
kendi kendini egiterek genelleme yapar ve bu genellemeyi takiben sunulan giris

parametrelerine karsi bir ¢ikis parametresi tiretir (Citakoglu ve Coskun, 2021).

Yapay sinir aglar paralel hesaplama sistemleri olmalar1 nedeniyle insan beynindeki
ndronlarla karsilastirilabilir. Aktivasyon (transfer) fonksiyonu, agirliklar ve diigiimler
bunlar1 tanimlayan ti¢ unsurdur. Dogrusal, lojistik ve teget aktivasyon fonksiyonlari
miithendislik uygulamalarinda yaygindir. Bir ¢ikti elde etmek i¢in her ndron, her
girdiyl baglant1 agirligiyla carpar, {iriinleri toplar ve ardindan toplami bir transfer
fonksiyonu araciligiyla aktarir. Transfer fonksiyonu genellikle diferansiyellenebilir,
siirekli biiyiiyen S seklinde bir egri olan sigmoid bir fonksiyondur. Cikis
fonksiyonunun (yi) O ila 1 aralig1 vardir, ancak girisler sonsuz bir deger araligina sahip
olabilir. Bir katmandaki j'inci nérondan gelen yi, esik fonksiyonu kullanilarak

Denklem (3.17) gibi hesaplanir:

1
Yi = f(z Wji'Xi) = m (3.17)
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Burada ki xi dnceki katmandaki i'inci néronun degeridir, wji bir katmandaki j'inci
ndronu Onceki katmandaki i'inci nérona baglayan iligkinin agirligidir ve () bir transfer
fonksiyonudur, bu haritalama kuralidir néronun girdisinin ¢iktisina olan toplamidir ve
eger dogru secilirse ag tasarimina dogrusal olmama o6zelligi kazandirmak igin

kullanilabilir (Haykin, 1998).

Yapay sinir aglar hiicrelerin bir araya gelmesiyle olusturulmakta ve yapay sinir agi

mimarisi 3 katman halinde tanimlanmaktadir (Okkan ve Mollamahmutoglu, 2010).

En 1yi modellerden olan Model 4’iin yapay sinir agmimn mimarisi Sekil 3.7’de

verilmistir.

Girdi Katmam Gizli Katman Cikt1 Katmani

Sekil 3.7. Model 4’iin yapay sinir aginin mimarisi.

[k katman giris katmani; son katman ise ¢ikis katmamdir. Aradaki diger katmanlar ise
gizli katman ya da ara katman olarak adlandirilmaktadir. Bir agda birden fazla ara
katman olabilmektedir. Bir yapay sinir aginda kag tane gizli katman kullanilacag ve
her bir gizli katmanda kag sinir hiicresi olacagi kesin bir kurala bagli olmamakta ve
sakli katmandaki en uygun ndron sayisi probleme gore degismekte olup, deneme -

yanilma yoluyla bulunmaktadir (Haykin, 1994).
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Sekil 3.8. Model 4’iin sakli katmandaki en uygun Noron sayisinin belirlenmesi.

Cizelge 3.3. Calismada kullanilan sakli katman sayilari.

ANN WANN
Model Model Model
No yapisl yapist
MOl 1-68-1 1-99-1
MO02 2-86-1 2-52-1
MO03 3-85-1 3-97-1
M04 3-63-1 3-55-1
MO5 3-54-1 3-45-1
MO06 3-52-1 3-41-1
MO7 3-43-1 3-38-1
MO8 3-57-1 3-52-1
M09 3-98-1 3-92-1
M10 2-48-1 2-41-1
Ml11 2-94-1 2-87-1

Ornek olarak; bu tez ¢alismasinda yapilan analizlerde yek sakli katman kullanilmis ve
en 1yi sonucu veren model olan Model 4’iin gizli katmandaki Noron sayis1 63 olarak
bulunmustur (Sekil 3.8). ANN ve WANN yontemlerinde kullanilan model yapilari

girdi-sakli katman sayilari-¢ikti olarak Cizelge 3.3’te verilmistir.
3.2.6. Dalgacik doniisiimii

Dalgacik doniisiimii (wavelet transformation), gozlemsel elde edilen biiyiik veri

kiimelerinden (tarihsel kayitlar, zaman serileri vb.) potansiyel olarak yararl bilgi veya
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bilginin c¢ikarilmasinda uygulanmaktadir. Siniflandirma veya tahmin sorunlarini
¢ozmek i¢in kullanilabilen dalgacik doniisiimii, bir sinyalin zaman-frekans alanindaki
davranig1 hakkinda bilgi saglayabilen ¢oklu ¢oziiniirliiklii bir analizdir (Saraiva vd.,
2021). Dalgacik doniisiimiiniin istatistik analizlere gore bir avantaji, sinyali
ayristirmak i¢in tek bir pencere teknigi yerine farkli pencere boyutlari analizini
gerceklestirmesidir. Dalgacik doniistimi ile veriler ayristirildiginda hem zaman

boyutunda hem frekans boyutunda veri degisimi tespit edilebilmektedir.

Hidrolojik zaman serisi modellemede dalgacik doniisiimiiniin uygulamalarinda
hidrolojik  serilerin ¢ok-zamanli Olceklerinin  belirlenmesi  ve anlasilmast,
mevsimselliklerin ve egilimlerin tanimlanmasi ve veri giirtiltiistiniin giderilmesinde
kullanilabilmektedir. Bu nedenle, dalgacik doniistimiiniin duragan olmayan sinyalleri
farkl1 zamansal o6lgeklerde (seviyelerde) alt sinyallere ayristirma yetenegi, hidrolojik
stireclerin daha iyi yorumlanmasinda yardimci olmaktadir (Nurani, 2014). Dalgacik
dontistimii, sinyali sirasiyla diisiik ve yiiksek ¢oziiniirliiklii bilesenlere ayirmak i¢in dar
ve genis pencere analizini kullanir. ikinci avantaj ise hidro-meteorolojik zaman
serilerinin ¢ogunlukla duragan olmamasi nedeniyle bu serilerde dalgacik
doniigiimiiniin istatistik analizinden daha basarili bir ara¢ olarak degerlendirilmesidir
(Partal ve Kisi 2007). Dalgacik doniisiimii avantajlarindan biri de diisiik frekanslar i¢in
genis, yiiksek frekanslar i¢in dar olacak sekilde degisen pencere boyutlarinin
olmasidir. Boylece, biitiin frekans araliklarinda uygun deger zaman-frekans

¢Oziiniirliigii saglanabilmektedir (Erséz ve Ozsen, 2011).

Dalgacik doniisiimiinde kullanilan ana dalgacik fonksiyonu 6lgek parametresi ve

konum parametresine bagli olarak Denklem 3.18’de verilmistir.
Wop(t) = |al 729 (S2) (3.18)

Burada, a ve b Olgek parametresi, t zamandir. Dalgacik fonksiyonu ¥(t) ana
fonksiyonunun “a” kadar ol¢eklendirilip “b” kadar zaman ekseninde Gtelenmesi ile

elde edilir (Basakin, 2019).
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3.2.7. Model performans basar olgiitleri

Gelistirilen modellerin performanst ¢esitli istatistiksel degerlendirme kriterleri
kullanilarak degerlendirilmistir. Bu ¢alismada Korelasyon, Nash-Sutcliffe verimlilik
katsayis1 (NSE), Kling-Gupta verimlilik katsayis1 (KGE), Performans Indisi (PI),
Karekok ortalama karesel hata (RMSE) ve Ortalama mutlak ylizde hata (MAPE)
kriterleri kullanilmistir. R, NSE ve KGE kriterleri i¢in miikemmel deger 1°¢ yakin olan
degerler olurken, PI, RMSE ve MAPE kriterleri i¢in miikemmel deger 0’a yakin
degerlerdir. Bu degerlerden uzaklagilmasi miikemmellikten uzaklasildigini
gostermektedir. NSE kriteri degerlendirilmesi Cizelge 3.4’te verilmistir. Kullanilan
degerlerden Korelasyon (R) formiilii Denklem (3.19)’da, Nash-Sutcliffe verimlilik
katsayis1 (NSE) Denklem (3.20)’de, Performans indisi (PI) Denklem (3.21)’de,
Karekok ortalama karesel hata (RMSE) Denklem (3.22)’de, Ortalama mutlak yilizde
hata (MAPE) degerinin denklemi Denklem (3.23)’de ve Kling-Gupta verimlilik
katsayis1 (KGE) Denklem (3.24), Denklem (3.25) ve Denklem (3.26) formiilleri ile
hesab1 yapilmaktadir. Bu g¢alismada yapilan analizler MATLAB 2022 ortaminda

yapilmustir.
R = — Ziz1(Kion Figon) * Kictesap) Xitesap)) (3.19)
\/Z%\In(xi(caz)‘xl(caz))zX\/Z%L(Xi(Hesap)‘Xl(Hesap))z
N (X ron =X cmoeny )
NSE = 1 — 21=N1(X1(Goz) Xl(Hesap)z) (320)
TN (Xigoz) —Xi(Goz))
RMSE
Pl = Kol (3.21)
1+r )
. 211/2
RMSE = [ﬁ X Z%\Ll(xi(Géz) - Xi(Hesap)) ] (3'22)
1 N |XiGon)—XiHesap)|
MAPE = =X ).;_ 3.23
N 21‘1 Xi(Goz)| ( )
KGE = 1—[(R — 1)® + (a — 1) + (B — 1)?]"/? (3.24)
__ OHesap
a = o (3.25)
ﬁ — Xl(Hesap) (326)
X (Goz)
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Cizelge 3.4. Nash-Sutcliffe Verimlilik Katsayis1 (Nash & Sutcliffe, 1970).

Performans Degerlendirmesi NSE
Cok iyi 0.75 <NSE <1.00
Iyi 0.65 <NSE <0.75
Yeterli 0.5 <NSE <0.65
Kotii NSE <0.50
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4. BULGULAR

Bu caligma kapsaminda baraj ve baglama gibi 6nemli su yapilarinin yonetilmesinde
onemli yer alan giinliik akarsu akimlarmin modellenmesi ve akim degerlerinin ileriye
yonelik tahmin edilmesinde yardimci olacak bir model ortaya koymak amaglanmistir.
Modeller olusturularak bir giin sonras1 akim degerleri ¢esitli girdi senaryolarina gore
tahmin edilmeye calisilmistir. Bu tez calismasi ile kisa stireli akim tahminlerinde
gelistirilmis olan makine 6grenmesi yontemlerinden Gauss Siireci Regresyon Analizi
(GPR), Destek Vektor Makinesi (DVM), Karar Agaclari (KA), Rastgele Orman (RO)
ve Yapay Sinir Aglar1 (ANN) kullanilarak en uygun yontem belirlenmistir. Kullanilan
yontemlerden Destek vektor makineleri ise ii¢ farklt Kernel yontemi kullanilarak
modellenmistir. Kullanilan ¢ekirdek fonksiyonlar1 sirasiyla: Dogrusal (lineer)

fonksiyon, polinom fonksiyonu ve Gauss fonksiyonudur.

Giinliik akim verilerinin farkli zaman gecikmeleri ile olusturulan ve Cizelge 3.2°de
verilen dokuz farkli model ilk 6nce dalgacik analizi ile ayristirllmadan ve daha sonra
dalgacik analizi ile ayristirilarak incelenmistir. Elde edilen sonuglar arasinda dalgacik
analizi ile dontistliriilmemis olanlar Cizelge 4.1., Cizelge 4.2., Cizelge 4.3. ve Cizelge
4.4°de verilmistir. Dalgacik doniisiimii ile elde edilen modellerin sonuglari ise Cizelge

4.5., Cizelge 4.6., Cizelge 4.7. ve Cizelge 4.8’de verilmistir.

Dalgacik doniisiimii 6ncesi kurulan model sonuglarini gosteren Cizelge 4.1., Cizelge
4.2., Cizelge 4.3. ve Cizelge 4.4 incelendiginde; test serisi i¢in biitiin modellerde
Korelasyon, NSE, PI ve RMSE kriterlerine gore en iyi sonuclar Gauss kernel
fonksiyonundan elde edilirken, KGE kriterine gore ise en iyi sonuglar Lineer kernel
fonksiyonu ile hesaplanan DVM modellerinden elde edilmistir. Egitim serisi sonuglari
incelendiginde Korelasyon, NSE, PI ve RMSE kriterlerine gore en iyi sonuglar Gauss
Siireci Regresyon Analizi (GPR) yonteminden elde edilmistir yine KGE kriterine gore
de Gauss Siireci Regresyon Analizi (GPR) modelinin en iyi model oldugu

bulunmustur.

Dalgacik doniisiimii oncesi egitim ve test serisi modelleri incelendiginde; egitim serisi
verileri i¢in biitlin modellerde Gauss Siireci Regresyon Analizi (GPR) modelinin
Korelasyon, NSE, KGE, PI, RMSE ve MAPE tiim kriterler i¢in en uygun model
oldugu goriilmiistiir. Egitim veri setinde en uygun model Korelasyon (0.99737), NSE
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(0.99475), KGE (0.99531), PI (0.04926), RMSE (0.37857) ve MAPE (0.05800)
kriterlerine gére M09 modeli olmustur. Test veri seti incelendiginde bu modeller
arasinda en iyi bulunan model ise; Korelasyon (0.97745), NSE (0.95542), P1(0.13712)
ve RMSE (1.04658) kriterlerine gore Gauss tabanli M02 modeli; KGE (0.97327) gore
Gauss Siireci Regresyon Analizi (GPR) M01 modeli; MAPE kriterine gore (0.08124)

lineer tabanlt MO1 modeli en iyi model olarak bulunmustur.

Modellerin iyilestirilmesi i¢in dalgacik ayristirmasi doniisiimii uygulanmis ve yeni
kurulan modeller incelenmistir. Dalgacik doniisiimii sonrasi kurulan modellerde ise
egitim serisi modellerinde Dalgacik Dontisiimlii Gauss Siireci Regresyon Analizi
(WGPR) modellerinin en uygun sonuglar1 verdigi goriilmiistiir. Dalgacik Doniisiimlii
Gauss Siireci Regresyon Analizi (WGPR) modelleri arasinda ise WMO03 modeli
kriterlerin tamamina gére en uygun model olarak bulunmustur (R: 0.999939;
NSE:0.99988; KGE:0.99988; PL. 0.00747; RMSE:0.05748 ve MAPE:0.02107).
Dalgacik doniisiimii sonrasi elde edilen modellerin test serisi incelendiginde kriterlerin
tamamina gére DVM fonksiyonlarindan Lineer kernel fonksiyonu en iyi sonucu
vermistir. Buna gore Korelasyon (0.998131), NS (0.99624), PI (0.03940) ve RMSE
(0.30386) kriterlerine gére WMO04 modeli KGE (0.99461) kriterine gére WMO03
modeli MAPE (0.04705) kriterine gore WM11 en iyi model olarak bulunmustur.

Yapay Sinir Aglart (ANN) ile olusturulan modellerde Dalgacik Doniigimii ile
ayristirllmadan Once test serisi incelendiginde Korelasyon (0.975095), NS (0.95058),
KGE (0.97293), PI (0.14453) ve RMS (1.10186) kriterlerine gére M01, MAPE
(0.07951) kriterine gore ise M04 en iyl sonucu vermistir. EZitim serisinde ise
Korelasyon (0.981932), NS (0.96419), PI (0.12960) ve RMSE (0.98836) kriterlerine
gore MO05 modeli, KGE kriterine gore (0.97930) M09 modeli ve MAPE (0.07426)

kriterine gore ise M04 en iyi sonucu veren modeller olmustur.

Yapay sinir Aglar1 yontemi Dalgacik Doniisiimii ile ayristirildiktan sonra ise test
serisinde tiim kriterlere gore WMO04 en iyi sonucu vermistir (R:0.997210; NS:0.99442;
KGE:0.99552; PI:0.04802; RMSE:0.37019; MAPE:0.04634). Egitim serisinde ise
kriterlerin ¢oguna gore WMO03 modeli en iyi model bulunurken (R:0.998844;
NS:0.99768; PI1:0.03270; RMSE:0.25154 ve MAPE:0.03287) KGE kriterine gore

WMO04 en iyi sonug olarak bulunmustur.
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Dalgacik doniisiimii 6ncesi olusturulan modellerin test serisi kriter grafikleri Sekil
4.1.de, egitim serisi kriterlerin grafikleri Sekil 4.2°de, dalgacik doniisiimii sonrasi elde
edilen model sonuglarinin test serisi kriterlerin grafikleri Sekil 4.3.’de ve egitim

serisinin kriter grafikleri de Sekil 4.4.’de verilmistir.

Yapay sinir aglar1 kullanilarak olusturulan modellerin test serisi kriter grafikleri Sekil

4.5.°de, egitim serisi kriterlerin grafikleri Sekil 4.6.”da verilmistir.

Model sonuglarmin dalgacik doniisiimii oncesi ve dalgacik doniisiimii sonrasi elde
edilen model sonuglarmin arasindan en 1yi modellerin sac¢ilim grafiklerinin
karsilagtirilmasi Sekil 4.7 ve Sekil 4.8°de verilmistir. Sacilim grafikleri incelendiginde
biitiin dalgacik doniisiimii sonrasi elde edilen model sonuglarinin dalgacik doniisiimii
olmadan elde edilen sonuglardan daha dstiin oldugu goriilmektedir. Dalgacik
dontistimii ile elde edilen sonuglar incelendiginde Gauss fonksiyonunda diger
modellere gore iyilesme olmadigi goriilmiistiir. Diger dalgacik modelleri sagilma
grafiklerinin 45%lik egime (1:1 ¢izgisine) olduk¢a yakin sonuglar verdigi goriilmiistiir.
Diger bir anlatimla, dalgacik doniistimii sonrasi kurulan modellerde gézlem degerlerine
oldukca yakin sonuglar elde edilmistir. Hangi modelin daha iyi performans gosterdigini
belirleyebilmek i¢in Taylor grafigi ve Violin (Keman) grafigi kullanilmistir. Biitiin
modellerin Taylor grafigi ile karsilastirilmasi Sekil 4.13°de verilmis olup en uygun
bulunan modellerin dagilimlarinin karsilastirilmasi Violin (Keman) grafigi olarak Sekil

4.12°de verilmistir.

Daubechies dalgacik fonksiyonu ailesinde db45, db4 ve haar ile yapilan ¢alismalar
sonucunda, giinliik akarsu akimlarin tahmin edilmesinde db45 dalgacik fonksiyonunun

digerlerine gore daha 1yi sonug verdigi goriilmiistiir.

Dalgacik doniisiimii oncesi elde edilen en iyi modeller arasinda olan Model 2’nin
Destek Vektorleri Makinesinden Gauss ve Rastgele Orman (RF) gozlem verisi ile
karsilastirilmasi Sekil 4.9.°da, dalgacik doniisiimii sonrasi elde edilen en iyi modeller
olan Gauss Siiresi Regresyon Analizi (GPR) metodundan WMO03 ve WMO04
modellerinin gozlem verisi ile karsilastirilmas: ise Sekil 4.10°da verilmistir. En iyi
modellerden olan Dalgacik Donlisiimii sonrast Destek Vektorleri Makinesi
fonksiyonlarindan Lineer Yonteminin Model 4 ve yine Dalgacik Doniisiimii sonrasi

Yapay Sinir Aglar1 yonteminin Model 4 karsilastirmas1 Sekil 4.11°de verilmistir.
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Dalgacik doniisiimii sonrasi elde edilen modeller dalgacik doniisiimsiiz modellere gore
daha iyi sonu¢ verdigi tespit edilmistir. Dalgacik donilisiimii sonrasi elde edilen
modellerin gdsteriminde modellerin basina W harfi eklenmistir. Ornek olarak:
DVMLN-M04: Lineer kernel ile kurulmus olan Destek vektér makinesi ile
hesaplanmis olan M04 modeli; WDVMLN-M04 ise dalgacik doniisiimii sonrasi veriler
ile kurulmus olan Destek vektor makinesi ile hesaplanmig olan M04 modelini temsil

etmektedir.

Dalgacin doniisiimii sonrasi kurulan modellerin iistiin oldugu Sekil 4.12.’de dalgacik
sonrast elde edilen modellere ait Violin (keman) grafikleri ile de gosterilmistir. Sekil
4.12. incelendiginde dalgacik doniistimii sonrast model sonuglarinin gozlem verisi ile
cok yakin aritmetik ortalama ve medyan verisine sahip oldugu; tahmin edilen verilerin
dagiliminin gozlem verilerinin dagilimina oldukg¢a benzer oldugu; ancak maksimum

deger tahmininde hig¢ birisinin maksimum gozlem degerine ulagamadig1 goriilmiistiir.

Dalgacik doniisiimii oncesi ve sonrasinda Destek Vektorleri Makinelerinden en iyi
sonucu veren Lineer fonksiyonunda test asamasinda NSE kriterine goére MO04
modelinde %4.9, M03 modelinde %4.8 ve M05 modelinde %4.7 oraninda iyilegsme

goriilmiistliir. Modellerin detayli iyilesme yiizdeleri ise Cizelge 4.11°de verilmistir.

Taylor grafigi (Sekil 4.13.) incelendiginde dalgacik doniislimii Oncesi kurulan
modellerin grafigin iist kisminda oldugu, dalgacik doniisiimii sonrasi kurulan
modellerin gézlem degerine daha yakin bir pozisyonda gruplandigi gorilmiistiir.
Biiyiitiilerek daha detayli incelendiginde WDVMLN-M04 ve WANN-M04
modellerinin gozlem degerlerine en yakin oldugu ve WDVMLN-M04 modelinin
gozlem degerine daha yakin oldugundan daha iyi bir model oldugu goriilmiistiir. Bu
modelleri ise tigiincii sirada en 1yi model olarak WANN MO03 modeli izlemektedir. Bu
modellere ait NSE; KGE; PI; RMSE ve MAPE degerlerine sirasiyla bakildiginda:
WDVMLN M04 (0.996; 0.993; 0.039; 0.304 ve 0.056); WANN MO04 (0.994; 0.995;
0.048; 0.370 ve 0.047) olarak tespit edilmistir. Burada KG kriteri haricindeki diger
kriterler birbirleri ile uyumlu olarak modellerin sirasini iyi bir sekilde tespit etmistir.
Dolayis1 ile KGE kriterini kullanirken, diger istatistiksel kriterler ile onaylamak

gerekmektedir.
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Cizelge 4.1. Dalgacik Doniisiimii 6ncesi Lineer ve Polinom test ve egitim siirelerinde akim verilerinin tahmin edilen performans degerleri.

TEST EGITIiM
YONTEM | MODEL
KORELASYON NSE KGE PI RMSE | MAPE | KORELASYON | NSE KGE PI RMSE | MAPE
Model 1 0.97446 0.94944 0.96551 0.14623 | 1.11447 | 0.08124 0.96914 0.93902 | 0.96135 | 0.17022 | 1.28976 | 0.07741
Model 2 0.97466 0.94973 0.97178 0.14581 | 1.11136 | 0.08529 0.96952 0.93950 | 0.96744 | 0.16951 | 1.28465 | 0.08246
Model 3 0.97462 0.94980 0.97019 | 0.14571 | 1.11058 | 0.10565 0.96944 0.93954 | 0.96625 | 0.16946 | 1.28417 | 0.10155
Model 4 0.97452 0.94947 0.97233 0.14619 | 1.11416 | 0.09422 0.96938 0.93924 | 0.96795 | 0.16989 | 1.28740 | 0.09067
DVM_Lineer | Model 5 0.97467 0.94977 0.97224 | 0.14575 | 1.11089 | 0.09299 0.96952 0.93954 | 0.96787 | 0.16945 | 1.28417 | 0.08965
Model 6 0.97465 0.94983 0.97044 | 0.14566 | 1.11021 | 0.10743 0.96948 0.93962 | 0.96647 | 0.16934 | 1.28334 | 0.10314
Model 7 0.97467 0.94984 0.97136 | 0.14564 | 1.11010 | 0.10730 0.96950 0.93961 | 0.96695 | 0.16936 | 1.28346 | 0.10328
Model 8 0.97470 0.94982 0.97246 | 0.14567 | 1.11029 | 0.10585 0.96956 0.93963 | 0.96796 | 0.16933 | 1.28326 | 0.10271
Model 9 0.97480 0.95013 0.97022 0.14521 | 1.10687 | 0.09558 0.96973 0.94010 | 0.96665 | 0.16865 | 1.27821 | 0.09142
Model 1 0.97468 0.94995 0.96170 | 0.14548 | 1.10884 | 0.11258 0.97420 0.94854 | 0.94516 | 0.15596 | 1.18475 | 0.10687
Model 2 0.96969 0.93938 0.96237 0.16052 | 1.22039 | 0.08406 0.97846 0.95681 | 0.95120 | 0.14258 | 1.08545 | 0.08385
Model 3 0.96765 0.93479 0.95029 | 0.16665 | 1.26572 | 0.18944 0.97903 0.95782 | 0.95015 | 0.14086 | 1.07266 | 0.18191
Model 4 0.96461 0.92427 0.89816 | 0.17987 | 1.36398 | 0.35950 0.97882 0.95339 | 0.89968 | 0.14808 | 1.12754 | 0.34839
DVM_Poly | Model 5 0.96630 0.93175 0.95312 0.17061 | 1.29489 | 0.11739 0.97852 0.95671 | 0.95050 | 0.14273 | 1.08661 | 0.11678
Model 6 0.96899 0.93798 0.96052 0.16241 | 1.23436 | 0.14926 0.97867 0.95742 | 0.95429 | 0.14156 | 1.07777 | 0.14312
Model 7 0.96989 0.93837 0.94788 0.16183 | 1.23047 | 0.13438 0.97854 0.95625 | 0.94174 | 0.14349 | 1.09242 | 0.13449
Model 8 0.97136 0.94222 0.95513 0.15658 | 1.19142 | 0.18018 0.97878 0.95740 | 0.95044 | 0.14158 | 1.07801 | 0.17516
Model 9 0.97011 0.94089 0.96610 | 0.15848 | 1.20511 | 0.11885 0.97883 0.95778 | 0.95507 | 0.14095 | 1.07321 | 0.11048
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Cizelge 4.2. Dalgacik Doniisiimii 6ncesi Gauss ve RO’nin test ve egitim siirelerinde akim verilerinin tahmin edilen performans degerleri.

TEST EGITIiM
YONTEM | MODEL

KORELASYON NSE KGE PI RMSE | MAPE | KORELASYON | NSE KGE PI RMSE | MAPE
Model 1 0.97434 0.94932 | 0.96111 | 0.14643 | 1.11588 | 0.14334 0.97021 0.94070 | 0.93798 | 0.16777 | 1.27186 | 0.12889
Model 2 0.97745 0.95542 | 0.96778 | 0.13712 | 1.04658 | 0.12458 0.97149 0.94348 | 0.94579 | 0.16367 | 1.24163 | 0.11069
Model 3 0.97560 0.95177 | 0.96287 | 0.14274 | 1.08850 | 0.13219 0.97145 0.94310 | 0.93956 | 0.16424 | 1.24587 | 0.11469
Model 4 0.97431 0.94924 | 0.95948 | 0.14654 | 1.11669 | 0.13946 0.97100 0.94185 | 0.93279 | 0.16607 | 1.25949 | 0.11834
DVM_Gauss | Model 5 0.97443 0.94951 | 0.96523 | 0.14615 | 1.11380 | 0.13465 0.97133 0.94252 | 0.93389 | 0.16508 | 1.25217 | 0.11428
Model 6 0.97378 0.94822 | 0.95943 | 0.14804 | 1.12788 | 0.13171 0.97089 0.94177 | 0.93487 | 0.16618 | 1.26028 | 0.10991
Model 7 0.97463 0.94983 | 0.95831 | 0.14566 | 1.11019 | 0.13348 0.96989 0.93976 | 0.93236 | 0.16912 | 1.28189 | 0.11333
Model 8 0.97587 0.95188 | 0.94938 | 0.14257 | 1.08729 | 0.13275 0.96766 0.93523 | 0.92666 | 0.17555 | 1.32916 | 0.11238
Model 9 0.97095 0.94268 | 0.95530 | 0.15598 | 1.18665 | 0.14880 0.96927 0.93825 | 0.92737 | 0.17127 | 1.29782 | 0.11756
Model 1 0.97345 0.94731 | 0.97167 | 0.14936 | 1.13774 | 0.09490 0.97614 0.95284 | 0.96485 | 0.14916 | 1.13416 | 0.08067
Model 2 0.97595 0.95240 | 0.97155 | 0.14178 | 1.08135 | 0.09093 0.97969 0.95968 | 0.96330 | 0.13767 | 1.04874 | 0.07381
Model 3 0.97506 0.95070 | 0.96891 | 0.14436 | 1.10050 | 0.09534 0.97951 0.95923 | 0.95933 | 0.13845 | 1.05458 | 0.07417
Model 4 0.97447 0.94953 | 0.96927 | 0.14611 | 1.11357 | 0.09673 0.97992 0.95996 | 0.95799 | 0.13717 | 1.04503 | 0.07303
RO Model 5 0.97464 0.94981 | 0.97061 | 0.14569 | 1.11041 | 0.09799 0.98028 0.96064 | 0.95801 | 0.13598 | 1.03614 | 0.07282
Model 6 0.97367 0.94802 | 0.96569 | 0.14834 | 1.13007 | 0.09906 0.98038 0.96080 | 0.95714 | 0.13569 | 1.03402 | 0.07265
Model 7 0.97332 0.94734 | 0.96169 | 0.14933 | 1.13745 | 0.09557 0.98043 0.96094 | 0.95815 | 0.13545 | 1.03219 | 0.07188
Model 8 0.97446 0.94957 | 0.96485 | 0.14605 | 1.11306 | 0.10341 0.98077 0.96163 | 0.95933 | 0.13423 | 1.02307 | 0.07262
Model 9 0.97505 0.95073 | 0.96519 | 0.14432 | 1.10019 | 0.10684 0.97943 0.95890 | 0.95492 | 0.13902 | 1.05886 | 0.07535
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Cizelge 4.3. Dalgacik Doniisiimii 6ncesi GPR ve KA nin test ve egitim siirelerinde akim verilerinin tahmin edilen performans degerleri.

TEST EGIiTiM
YONTEM| MODEL

KORELASYON NSE KGE PI RMSE | MAPE KORELASYON NSE KGE PI RMSE | MAPE
Model 1 0.97516 0.95068 | 0.97327 | 0.14438 | 1.10072 | 0.08561 0.97512 0.95086 | 0.96467 | 0.15233 | 1.15773 | 0.07987
Model 2 0.97500 0.95061 | 0.96689 | 0.14449 | 1.10149 | 0.08465 0.98460 0.96943 | 0.97709 | 0.11958 | 0.91320 | 0.07705
Model 3 0.95902 0.91966 | 0.94227 | 0.18580 | 1.40495 | 0.09858 0.99265 0.98536 | 0.98839 | 0.08243 | 0.63199 | 0.06865
Model 4 0.94424 0.89052 | 0.89806 | 0.21853 | 1.64000 | 0.11557 0.99588 0.99178 | 0.99333 | 0.06166 | 0.47351 | 0.05970
GPR | Model5 0.95638 0.91398 | 0.95300 | 0.19251 | 1.45374 | 0.09900 0.99229 0.98464 | 0.98809 | 0.08443 | 0.64721 | 0.06819
Model 6 0.95788 0.91704 | 0.95310 | 0.18891 | 1.42762 | 0.09728 0.99193 0.98393 | 0.98711 | 0.08639 | 0.66216 | 0.06980
Model 7 0.92580 0.85583 | 0.91145 | 0.25318 | 1.88199 | 0.12573 0.99633 0.99268 | 0.99389 | 0.05817 | 0.44683 | 0.06073
Model 8 0.95586 0.91343 | 0.93504 | 0.19318 | 1.45838 | 0.10788 0.99230 0.98465 | 0.98771 | 0.08441 | 0.64708 | 0.06884
Model 9 0.91913 0.84471 | 0.88783 | 0.26367 | 1.95320 | 0.15605 0.99737 0.99475 | 0.99531 | 0.04926 | 0.37857 | 0.05800
Model 1 0.96401 0.92891 | 0.96054 | 0.17433 | 1.32154 | 0.19313 0.97626 0.95308 | 0.96642 | 0.14878 | 1.13135 | 0.16465
Model 2 0.95457 0.90738 | 0.95069 | 0.19994 | 1.50845 | 0.28605 0.97210 0.94499 | 0.96055 | 0.16143 | 1.22502 | 0.26283
Model 3 0.94437 0.88667 | 0.94116 | 0.22234 | 1.66864 | 0.28760 0.97210 0.94499 | 0.96055 | 0.16143 | 1.22502 | 0.26283
Model 4 0.95457 0.90738 | 0.95069 | 0.19994 | 1.50845 | 0.28605 0.97210 0.94499 | 0.96055 | 0.16143 | 1.22502 | 0.26283
KA Model 5 0.95457 0.90738 | 0.95069 | 0.19994 | 1.50845 | 0.28605 0.97210 0.94499 | 0.96055 | 0.16143 | 1.22502 | 0.26283
Model 6 0.95670 0.91211 | 0.95406 | 0.19456 | 1.46945 | 0.28407 0.97453 0.94970 | 0.96398 | 0.15417 | 1.17133 | 0.26165
Model 7 0.95457 0.90738 | 0.95069 | 0.19994 | 1.50845 | 0.28605 0.97210 0.94499 | 0.96055 | 0.16143 | 1.22502 | 0.26283
Model 8 0.95854 0.91567 | 0.95513 | 0.19040 | 1.43935 | 0.19382 0.97645 0.95346 | 0.96670 | 0.14816 | 1.12677 | 0.16705
Model 9 0.95945 0.91710 | 0.95459 | 0.18869 | 1.42713 | 0.19165 0.97739 0.95530 | 0.96803 | 0.14513 | 1.10423 | 0.16537
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Cizelge 4.4. Dalgacik Doniistimii 6ncesi ANN nin test ve egitim siirelerinde akim verilerinin tahmin edilen performans degerleri.

) TEST EGITIiM
YONTEM | MODEL

KORELASYON | NSE KGE PI RMSE | MAPE | KORELASYON NSE KGE PI RMSE | MAPE

Model 1 0.975095 0.95058 | 0.97293 | 0.14453 | 1.10186 | 0.08365 0.979275 0.95898 | 0.96997 | 0.13889 | 1.05782 | 0.07763

Model 2 0.959960 0.92102 | 0.95530 | 0.18413 | 1.39298 | 0.08420 0.981453 0.96323 | 0.97655 | 0.13135 | 1.00146 | 0.08011

Model 3 0.949271 0.89396 | 0.93805 | 0.21453 | 1.61408 | 0.08860 0.980202 0.96078 | 0.96953 | 0.13574 | 1.03428 | 0.08038

Model 4 0.970804 0.94148 | 0.97071 | 0.15762 | 1.19901 | 0.07951 0.980192 0.96071 | 0.97648 | 0.13587 | 1.03530 | 0.07426

ANN Model 5 0.960265 0.91644 | 0.94609 | 0.18936 | 1.43276 | 0.08538 0.981932 0.96419 | 0.97387 | 0.12960 | 0.98836 | 0.07658
Model 6 0.972786 0.94622 | 0.96768 | 0.15096 | 1.14950 | 0.09035 0.981639 0.96359 | 0.97663 | 0.13069 | 0.99655 | 0.08456

Model 7 0.971185 0.94280 | 0.96978 | 0.15581 | 1.18547 | 0.08278 0.980890 0.96212 | 0.96914 | 0.13337 | 1.01657 | 0.07856

Model 8 0.939392 0.87642 | 0.93649 | 0.23276 | 1.74243 | 0.08693 0.981682 0.96369 | 0.97395 | 0.13052 | 0.99525 | 0.07842

Model 9 0.961334 0.92130 | 0.95837 | 0.18367 | 1.39048 | 0.09300 0.979753 0.95964 | 0.97930 | 0.13774 | 1.04929 | 0.08048
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Cizelge 4.5. Dalgacik Doniisiimii sonrast Lineer ve Polinom ile hesaplanmis test ve egitim siireclerinde akim verilerinin tahmin edilen degerleri.

) TEST EGIiTIiM
YONTEM MODEL

KORELASYON NSE KGE PI RMSE | MAPE | KORELASYON | NSE KGE PI RMSE | MAPE

Model 1 0.984619 0.96934 | 0.96942 | 0.11330 | 0.86791 | 0.07665 0.982375 0.96490 | 0.96529 | 0.12828 | 0.97852 | 0.07205

Model 2 0.996991 0.99398 | 0.99314 | 0.04989 | 0.38455 | 0.05863 0.996794 0.99359 | 0.99391 | 0.05441 | 0.41802 |0.04714

Model 3 0.997901 0.99580 | 0.99461 | 0.04167 | 0.32134 | 0.05051 0.997539 0.99508 | 0.99586 | 0.04765 | 0.36626 |0.04219

Model 4 0.998131 0.99624 | 0.99282 | 0.03940 | 0.30386 | 0.05553 0.997683 0.99535 | 0.99279 | 0.04632 | 0.35605 | 0.04776

Model 5 0.997245 0.99448 | 0.99291 | 0.04776 | 0.36822 | 0.06545 0.996921 0.99384 | 0.99302 | 0.05335 | 0.40991 |0.05306
WDVM_Lineer | Model 6 0.997070 0.99412 | 0.99151 | 0.04930 | 0.38003 | 0.07740 0.996841 0.99367 | 0.99095 | 0.05410 | 0.41569 |0.06359
Model 7 0.996934 0.99383 | 0.98925 | 0.05052 | 0.38942 | 0.08330 0.996766 0.99349 | 0.98875 | 0.05484 | 0.42136 |0.07017

Model 8 0.996947 0.99389 | 0.99273 | 0.05026 | 0.38744 | 0.06655 0.996780 0.99356 | 0.99341 | 0.05454 | 0.41902 |0.05505

Model 9 0.997000 0.99400 | 0.99364 | 0.04980 | 0.38388 | 0.05867 0.996794 0.99360 | 0.99447 | 0.05440 | 0.41795 |0.04716

Model 10 0.983667 0.96752 | 0.98171 | 0.11666 | 0.89323 | 0.05555 0.981255 0.96265 | 0.98061 |0.13241 | 1.00943 |0.05453

Model 11 0.995262 0.99053 | 0.98956 | 0.06265 | 0.48246 | 0.04705 0.993694 0.98741 | 0.98817 | 0.07638 | 0.58598 | 0.04251

Model 1 0.922626 0.46994 | 0.25339 | 0.48627 | 3.60864 | 2.38061 0.768840 -0.29442 | 0.07846 | 0.87304 | 5.94214 | 2.37491

Model 2 0.968896 0.85353 | 0.64574 | 0.24961 | 1.89694 | 1.14845 0.941087 0.76070 | 0.61343 | 0.34207 | 2.55490 | 1.12564

Model 3 0.951422 0.76959 | 0.58946 | 0.31587 | 2.37920 | 1.31611 0.960658 0.80373 | 0.59440 |0.30670 | 2.31385 | 1.29881

Model 4 0.891499 0.57923 | 0.54326 | 0.44038 | 3.21519 | 1.27831 0.902084 0.60858 | 0.54528 | 0.44646 | 3.26760 |1.23535

Model 5 0.855201 -0.46375 | -0.22034 | 0.83743 | 5.99674 | 3.81317 0.901998 -0.15939 | -0.17668 | 0.76841 | 5.62367 | 3.74252
WDVM_Poly | Model 6 0.955556 0.85804 | 0.75630 | 0.24741 | 1.86752 | 0.75419 0.984403 0.93550 | 0.78193 | 0.17371 | 1.32641 | 0.72655
Model 7 0.954289 0.71622 | 0.48223 | 0.35004 | 2.64044 | 1.71693 0.944574 0.66354 | 0.46039 | 0.40488 | 3.02949 | 1.69208

Model 8 0.965798 0.71691 | 0.43406 | 0.34756 | 2.63719 | 1.91342 0.962914 0.72340 | 0.44252 | 0.36367 | 2.74680 | 1.89551

Model 9 0.872968 -2.03814 | -1.02348 | 1.19504 | 8.63945 | 6.59328 0.867839 -1.97368 | -1.02831 | 1.25313 | 9.00642 | 6.48270

Model 10 0.746566 -4.10288 | -1.49088 | 1.66085 | 11.19669 | 7.81521 0.860828 -3.05818 | -1.42823 | 1.46942 | 10.52133 | 7.66313

Model 11 0.130731 -0.48262 | -0.58275 | 1.38281 | 6.03529 | 0.71358 0.030425 -0.59791 | -0.44242 | 1.66512 | 6.60208 | 0.70942
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Cizelge 4.6. Dalgacik Doniisiimii sonrast Gauss ve RO’nin test ve egitim siirelerinde akim verilerinin tahmin edilen performans degerleri.

) TEST EGITIiM
YONTEM MODEL
KORELASYON NSE KGE PI RMSE | MAPE | KORELASYON | NSE KGE PI RMSE | MAPE
Model 1 0.896305 0.79351 | 0.77229 | 0.30772 | 2.25233 | 0.28553 0.936703 0.85822 | 0.78726 | 0.26389 | 1.96657 | 0.12042
Model 2 0.824956 0.66468 | 0.65323 | 0.40746 | 2.87022 | 0.42242 0.915023 0.79957 | 0.70531 | 0.31731 | 2.33820 | 0.13310
Model 3 0.775573 0.58382 | 0.57984 | 0.46656 | 3.19760 | 0.54497 0.902658 0.76046 | 0.65167 | 0.34916 | 2.55621 | 0.15022
Model 4 0.757082 0.55626 | 0.55702 | 0.48683 | 3.30176 | 0.60560 0.899136 0.74784 | 0.63418 | 0.35890 | 2.62266 | 0.15587
Model 5 0.752912 0.54925 | 0.54879 | 0.49183 | 3.32773 | 0.61738 0.898131 0.74384 | 0.62872 | 0.36192 | 2.64338 | 0.16505
WDVM_Gauss | Model 6 0.738482 0.52842 | 0.53088 | 0.50724 | 3.40377 | 0.64767 0.894781 0.73317 | 0.61537 | 0.37004 | 2.69788 | 0.17151
Model 7 0.714186 0.49017 | 0.48892 | 0.53489 | 3.53911 | 0.67486 0.889239 0.71179 | 0.58722 | 0.38570 | 2.80387 | 0.17218
Model 8 0.666302 0.40937 | 0.38701 | 0.59226 | 3.80926 | 0.79975 0.874172 0.66494 | 0.53456 | 0.41921 | 3.02317 | 0.19289
Model 9 0.705681 0.48501 | 0.49873 | 0.54027 | 3.55697 | 0.67881 0.892203 0.72083 | 0.59724 | 0.37901 | 2.75955 | 0.17359
Model 10 0.854977 0.71394 | 0.69000 | 0.37025 | 2.65100 | 0.27059 0.923960 0.82039 | 0.72791 | 0.29899 | 2.21346 | 0.11889
Model 11 0.853732 0.71193 | 0.68937 | 0.37180 | 2.66030 | 0.25920 0.919765 0.81276 | 0.72278 | 0.30594 | 2.26000 | 0.12046
Model 1 0.975018 0.94647 | 0.90685 | 0.15043 | 1.14677 | 0.25305 0.987630 0.97381 | 0.94612 | 0.11052 | 0.84526 | 0.10498
Model 2 0.976625 0.95216 | 0.93206 | 0.14209 | 1.08409 | 0.20220 0.990027 0.97951 | 0.96330 | 0.09763 | 0.74761 | 0.07840
Model 3 0.975365 0.94975 | 0.93097 | 0.14572 | 1.11110 | 0.19619 0.991154 0.98181 | 0.96589 | 0.09195 | 0.70448 | 0.07324
Model 4 0.975878 0.95029 | 0.92659 | 0.14490 | 1.10507 | 0.20450 0.992029 0.98351 | 0.96642 | 0.08749 | 0.67062 | 0.07196
Model 5 0.976349 0.95171 | 0.93273 | 0.14278 | 1.08920 | 0.20459 0.991701 0.98288 | 0.96630 | 0.08917 | 0.68341 | 0.07183
WRO Model 6 0.975567 0.94985 | 0.92790 | 0.14556 | 1.11000 | 0.20870 0.991071 0.98166 | 0.96609 | 0.09233 | 0.70737 | 0.07261
Model 7 0.974809 0.94861 | 0.92963 | 0.14741 | 1.12361 | 0.21373 0.990587 0.98055 | 0.96266 | 0.09510 | 0.72841 | 0.07229
Model 8 0.975992 0.95041 | 0.92566 | 0.14471 | 1.10374 | 0.21661 0.990636 0.98066 | 0.96294 | 0.09483 | 0.72638 | 0.07390
Model 9 0.974390 0.94728 | 0.92353 | 0.14934 | 1.13808 | 0.21916 0.990759 0.98096 | 0.96415 | 0.09408 | 0.72069 | 0.07348
Model 10 0.967253 0.93287 | 0.90909 | 0.16913 | 1.28423 | 0.15884 0.985508 0.97072 | 0.96025 | 0.11698 | 0.89370 | 0.06732
Model 11 0.973293 0.94630 | 0.93591 | 0.15080 | 1.14856 | 0.15429 0.989718 0.97880 | 0.96105 | 0.09933 | 0.76051 | 0.06766
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Cizelge 4.7. Dalgacik Doniisiimii sonrast GPR ve KA nin test ve egitim siirelerinde akim verilerinin tahmin edilen performans degerleri.

YONTEM | MODEL 1558 EGITIM
KORELASYON NSE KGE PI RMSE | MAPE | KORELASYON NSE KGE PI RMSE | MAPE
Model 1 0.943447 0.88672 | 0.94099 | 0.22239 | 1.66827 | 0.17552 0.999655 0.99931 | 0.99929 | 0.01783 | 0.13719 | 0.04404
Model 2 0.984623 0.96945 | 0.97379 | 0.11310 | 0.86638 | 0.08961 0.999913 0.99983 | 0.99982 | 0.00897 | 0.06903 | 0.02643
Model 3 0.990227 0.98053 | 0.98305 | 0.09003 | 0.69159 | 0.06577 0.999939 0.99988 | 0.99988 | 0.00747 | 0.05748 | 0.02107
Model 4 0.989625 0.97935 | 0.98430 | 0.09274 | 0.71222 | 0.05896 0.999935 0.99987 | 0.99987 | 0.00774 | 0.05956 | 0.02168
Model 5 0.985777 0.97175 | 0.98046 | 0.10868 | 0.83302 | 0.07438 0.999934 0.99987 | 0.99986 | 0.00779 | 0.05994 | 0.02390
WGPR | Model 6 0.984841 0.96969 | 0.98368 | 0.11264 | 0.86294 | 0.07734 0.999923 0.99985 | 0.99984 | 0.00841 | 0.06475 | 0.02562
Model 7 0.985709 0.97113 | 0.98325 | 0.10987 | 0.84213 | 0.07565 0.999912 0.99982 | 0.99981 | 0.00898 | 0.06909 | 0.02656
Model 8 0.985766 0.97102 | 0.98102 | 0.11008 | 0.84377 | 0.07890 0.999892 0.99978 | 0.99975 | 0.00996 | 0.07663 | 0.02661
Model 9 0.984987 0.96998 | 0.98429 | 0.11209 | 0.85880 | 0.08382 0.999918 0.99984 | 0.99982 | 0.00870 | 0.06694 | 0.02717
Model 10 0.966732 0.93361 | 0.92796 | 0.16823 | 1.27711 | 0.09937 0.999092 0.99819 | 0.99849 | 0.02892 | 0.22247 | 0.03839
Model 11 0.971967 0.94458 | 0.95134 | 0.15330 | 1.16687 | 0.07477 0.999905 0.99981 | 0.99980 | 0.00935 | 0.07192 | 0.02490
Model 1 0.963370 0.92788 | 0.95684 | 0.17564 | 1.33108 | 0.22585 0.991794 0.98365 | 0.98839 | 0.08712 | 0.66773 | 0.06752
Model 2 0.949437 0.90134 | 0.93054 | 0.20690 | 1.55685 | 0.24694 0.992288 0.98464 | 0.98909 | 0.08445 | 0.64739 | 0.06531
Model 3 0.956274 0.91418 | 0.94852 | 0.19230 | 1.45203 | 0.24266 0.994879 0.98978 | 0.99276 | 0.06877 | 0.52788 | 0.06418
Model 4 0.954702 0.91112 | 0.92652 | 0.19585 | 1.47771 | 0.23848 0.995456 0.99093 | 0.99357 | 0.06477 | 0.49735 | 0.06142
Model 5 0.951690 0.90556 | 0.93193 | 0.20220 | 1.52324 | 0.25252 0.993188 0.98642 | 0.99037 | 0.07935 | 0.60856 | 0.06079
WKA Model 6 0.945840 0.89401 | 0.93312 | 0.21485 | 1.61366 | 0.26300 0.992854 0.98576 | 0.98989 | 0.08128 | 0.62327 | 0.06213
Model 7 0.950235 0.90178 | 0.94733 | 0.20636 | 1.55341 | 0.25326 0.993019 0.98609 | 0.99013 | 0.08033 | 0.61604 | 0.06159
Model 8 0.943701 0.89016 | 0.93058 | 0.21895 | 1.64270 | 0.25291 0.992612 0.98528 | 0.98955 | 0.08265 | 0.63370 | 0.06105
Model 9 0.950119 0.90237 | 0.92116 | 0.20575 | 1.54871 | 0.25674 0.993035 0.98612 | 0.99015 | 0.08024 | 0.61535 | 0.06304
Model 10 0.908536 0.81995 | 0.90463 | 0.28550 | 2.10319 | 0.23212 0.992952 0.98595 | 0.99003 | 0.08072 | 0.61897 | 0.06090
Model 11 0.945694 0.88966 | 0.94358 | 0.21923 | 1.64643 | 0.18947 0.994241 0.98852 | 0.99186 | 0.07294 | 0.55972 | 0.05833
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Cizelge 4.8. Dalgacik Doniisiimii sonrast ANN’nin test ve egitim siirelerinde akim verilerinin tahmin edilen performans degerleri.

) TEST EGITIM
YONTEM | MODEL
KORELASYON | NSE KGE PI RMSE | MAPE | KORELASYON | NSE KGE PI RMSE | MAPE
Model 1 0.892785 0.75884 | 0.86091 | 0.33316 | 2.43406 | 0.13147 0.981090 0.96217 | 0.97966 | 0.13327 | 1.01590 | 0.07697
Model 2 0.995571 0.99116 | 0.99204 | 0.06051 | 0.46609 | 0.05838 0.998670 0.99734 | 0.99687 | 0.03503 | 0.26939 | 0.04240
Model 3 0.996735 0.99340 | 0.99326 | 0.05225 | 0.40273 | 0.04700 0.998844 0.99768 | 0.99794 | 0.03270 | 0.25154 | 0.03287
Model 4 0.997210 0.99442 | 0.99552 | 0.04802 | 0.37019 | 0.04634 0.998735 0.99747 | 0.99837 | 0.03418 | 0.26284 | 0.03361
WANN Model 5 0.990138 0.98018 | 0.98914 | 0.09083 | 0.69772 | 0.05997 0.994394 0.98872 | 0.99292 | 0.07227 | 0.55464 | 0.03664
Model 6 0.992503 0.98487 | 0.99010 | 0.07927 | 0.60966 | 0.06337 0.995856 0.99163 | 0.99304 | 0.06220 | 0.47769 | 0.03862
Model 7 0.993405 0.98683 | 0.98784 | 0.07394 | 0.56892 | 0.07102 0.997781 0.99554 | 0.99496 | 0.04536 | 0.34866 | 0.04314
Model 8 0.994082 0.98805 | 0.99014 | 0.07039 | 0.54179 | 0.07296 0.997867 0.99570 | 0.99502 | 0.04457 | 0.34263 | 0.04311
Model 9 0.993502 0.98704 | 0.99210 | 0.07333 | 0.56427 | 0.06764 0.998308 0.99661 | 0.99532 | 0.03954 | 0.30400 | 0.04273
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Sekil 4.3. Dalgacik Doniisiimii sonrast test verilerinin gesitli istatistiksel kriterlere gore performanslari.
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Sekil 4.4. Dalgacik Doniisiimii sonras1 egitim verilerinin g¢esitli istatistiksel kriterlere gore performanslari.
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Sekil 4.5. Yapay sinir aglart ANN metoduyla test verilerinin ¢esitli istatistiksel kriterlere gére performanslari.
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Sekil 4.6. Yapay sinir aglart ANN metoduyla egitim verilerinin ¢esitli istatistiksel kriterlere gore performanslari.
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Sekil 4.7. Dalgacik doniisiimii 6ncesi ve dalgacik donilisiimii sonrasi test veri seti i¢in en iyi modellerin sagilma grafiklerinin karsilastirilmast.
Kirmizi renk ile verilen ¢izgi 1:1 (450°lik) simetri ¢izgisidir.
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Sekil 4.8. Dalgacik doniistimii 6ncesi ve dalgacik doniisiimii sonrasi test veri seti i¢in en 1yi modellerin sagilma grafiklerinin karsilastirilmasi.
Kirmizi renk ile verilen ¢izgi 1:1 (450°lik) simetri ¢izgisidir.
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Sekil 4.9. Dalgacik doniisiimii 6ncesi GA M02 ve RF M02 model karsilastirilmast.
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Sekil 4.10. GPR metodunda gozlenmis veri ile dalgacik doniistimii sonras1t WMO03 ve WMO04 model karsilastirilmasi.
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Sekil 4.11. En iyi modellerden olan WDVM _Lineer M04 ve WANN M04 model karsilastirilmasi.
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Sekil 4.12. Modellere ait Violin (Keman) grafikleri.

52

- s sw =

©raw data

* 99th percentile, 4(0.99)

' kernel density
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Sekil 4.13. Modellere ait Taylor grafigi.
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Cizelge 4.9. NSE kriterine gore en iyi modellerin siralamasi.

TEST EGITIiM

YONTEM MODEL
KORELASYON | NSE KGE PI RMSE | MAPE | KORELASYON | NSE KGE PI RMSE | MAPE
WDVM _Lineer | Model 04 0.99813 0.99624 | 0.99282 | 0.03940 | 0.30386 | 0.05553 0.99768 0.99535 | 0.99279 | 0.04632 | 0.35605 | 0.04776
WDVM _Lineer | Model 03 0.99790 0.99580 | 0.99461 | 0.04167 | 0.32134 | 0.05051 0.99754 0.99508 | 0.99586 | 0.04765 |0.36626 | 0.04219
WDVM _Lineer | Model 05 0.99724 0.99448 | 0.99291 | 0.04776 | 0.36822 | 0.06545 0.99692 0.99384 | 0.99302 | 0.05335 | 0.40991 | 0.05306
WANN Model 04 0.99721 0.99442 | 0.99552 | 0.04802 | 0.37019 | 0.04634 0.99874 0.99747 | 0.99837 | 0.03418 | 0.26284 | 0.03361
WDVM _Lineer | Model 06 0.99707 0.99412 | 0.99151 | 0.04930 | 0.38003 | 0.07740 0.99684 0.99367 | 0.99095 | 0.05410 | 0.41569 | 0.06359
WDVM _Lineer | Model 09 0.99700 0.99400 | 0.99364 | 0.04980 | 0.38388 | 0.05867 0.99679 0.99360 | 0.99447 | 0.05440 |0.41795 | 0.04716
WDVM _Lineer | Model 02 0.99699 0.99398 | 0.99314 | 0.04989 | 0.38455 | 0.05863 0.99679 0.99359 | 0.99391 | 0.05441 |0.41802 | 0.04714
WDVM _Lineer | Model 08 0.99695 0.99389 | 0.99273 | 0.05026 | 0.38744 | 0.06655 0.99678 0.99356 | 0.99341 | 0.05454 | 0.41902 | 0.05505
WDVM _Lineer | Model 07 0.99693 0.99383 | 0.98925 | 0.05052 | 0.38942 | 0.08330 0.99677 0.99349 | 0.98875 | 0.05484 | 0.42136 | 0.07017
WANN Model 03 0.99673 0.99340 | 0.99326 | 0.05225 | 0.40273 | 0.04700 0.99884 0.99768 | 0.99794 | 0.03270 | 0.25154 | 0.03287
WANN Model 02 0.99557 0.99116 | 0.99204 | 0.06051 | 0.46609 | 0.05838 0.99867 0.99734 | 0.99687 | 0.03503 | 0.26939 | 0.04240
WANN Model 08 0.99408 0.98805 | 0.99014 | 0.07039 | 0.54179 | 0.07296 0.99787 0.99570 | 0.99502 | 0.04457 |0.34263 | 0.04311
WANN Model 09 0.99350 0.98704 | 0.99210 | 0.07333 | 0.56427 | 0.06764 0.99831 0.99661 | 0.99532 | 0.03954 | 0.30400 | 0.04273
WANN Model 07 0.993405 0.98683 | 0.98784 | 0.07394 | 0.56892 | 0.07102 0.997781 0.99554 | 0.99496 | 0.04536 |0.34866 | 0.04314
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Cizelge 4.10. KGE kriterine gore en iyi modellerin siralamasi.

. TEST EGIiTiM
YONTEM MODEL

KORELASYON | NSE KGE PI RMSE | MAPE | KORELASYON | NSE KGE PI RMSE | MAPE
WANN Model 04 0.99721 0.99442 | 0.99552 |0.04802| 0.37019 | 0.04634 0.99874 0.99747 | 0.99837 | 0.03418 | 0.26284 | 0.03361
WDVM _Lineer | Model 03 0.99790 0.99580 | 0.99461 |0.04167 | 0.32134 | 0.05051 0.99754 0.99508 | 0.99586 | 0.04765 | 0.36626 | 0.04219
WDVM _Lineer | Model 09 0.99700 0.99400 | 0.99364 |0.04980 | 0.38388 | 0.05867 0.99679 0.99360 | 0.99447 | 0.05440 | 0.41795 | 0.04716
WANN Model 03 0.99673 0.99340 | 0.99326 |0.05225 | 0.40273 | 0.04700 0.99884 0.99768 | 0.99794 | 0.03270 | 0.25154 | 0.03287
WDVM _Lineer | Model 02 0.99699 0.99398 | 0.99314 |0.04989 | 0.38455 | 0.05863 0.99679 0.99359 | 0.99391 | 0.05441 | 0.41802 | 0.04714
WDVM _Lineer | Model 05 0.99724 0.99448 | 0.99291 [0.04776| 0.36822 | 0.06545 0.99692 0.99384 | 0.99302 | 0.05335 | 0.40991 | 0.05306
WDVM _Lineer | Model 04 0.99813 0.99624 | 0.99282 |0.03940 | 0.30386 | 0.05553 0.99768 0.99535 | 0.99279 | 0.04632 | 0.35605 | 0.04776
WDVM _Lineer | Model 08 0.99695 0.99389 | 0.99273 [0.05026 | 0.38744 | 0.06655 0.99678 0.99356 | 0.99341 | 0.05454 | 0.41902 | 0.05505
WANN Model 09 0.99350 0.98704 | 0.99210 |0.07333 | 0.56427 | 0.06764 0.99831 0.99661 | 0.99532 | 0.03954 | 0.30400 | 0.04273
WANN Model 02 0.99557 0.99116 | 0.99204 |0.06051 | 0.46609 | 0.05838 0.99867 0.99734 | 0.99687 | 0.03503 | 0.26939 | 0.04240
WDVM _Lineer | Model 06 0.99707 0.99412 | 0.99151 |0.04930 | 0.38003 | 0.07740 0.99684 0.99367 | 0.99095 | 0.05410 | 0.41569 | 0.06359
WANN Model 08 0.99408 0.98805 | 0.99014 |0.07039 | 0.54179 | 0.07296 0.99787 0.99570 | 0.99502 | 0.04457 | 0.34263 | 0.04311
WANN Model 06 0.99250 0.98487 | 0.99010 |0.07927 | 0.60966 | 0.06337 0.99586 0.99163 | 0.99304 | 0.06220 | 0.47769 | 0.03862
WDVM _Lineer | Model 07 0.99693 0.99383 | 0.98925 |0.05052 | 0.38942 | 0.08330 0.99677 0.99349 | 0.98875 | 0.05484 | 0.42136 | 0.07017
WANN Model 07 0.99341 0.98683 | 0.98784 |0.07394 | 0.56892 | 0.07102 0.99778 0.99554 | 0.99496 | 0.04536 | 0.34866 | 0.04314
WGPR Model 03 0.99023 0.98053 | 0.98305 |0.09003 | 0.69159 | 0.06577 0.99994 0.99988 | 0.99988 | 0.00747 | 0.05748 | 0.02107
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Cizelge 4.9°da verilen NSE kriterine gore; olusturulan en iyi modeller siralamasinda
Dalgacik doniisiimii sonrasinda Destek Vektorleri Makinesi fonksiyonlarindan olan
Lineer yonteminin en iyi model oldugu goriilmiistiir. Daha sonrasinda yine Dalgacik
doniistimii sonras1 ayristirilan Yapay Sinir Aglart metodu en iyi modelleri vermistir.
Sonuglar kiyaslandiginda Destek Vektor Makinesi-Lineer metodundan en iyi modeli

1se Model 4’ten elde edilmistir.

Cizelge 4.10°da verilen KGE kriterine gore; en iyi modeller siralamasinda Dalgacik
Doniisiimii sonrasinda Yapay Sinir Aglar1 yonteminden elde edilmistir. Yapay Sinir

Aglart metoduna gore ise en iyi model Model 4 bulunmustur.

Cizelge 4.11°de ise Dalgacik Doniistimii 6ncesi ve sonrasinda elde edilen iyilesme
ylzdeleri gosterilmektedir. Test asamasinda en iyi iyilesme Yapay Sinir Aglari
metodundan elde edilirken egitim asamasinda ise Dalgacik Doniisimii ile
ayristirildiktan sonra en iyi iyilesmenin DVM Lineer Kernel fonksiyonunda oldugu

gbzlemlenmistir.
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Cizelge 4.11. En 1yi modellerin Dalgacik Doniisiimii sonrasinda iyilesme ytizdeleri.

TEST EGITIiM
vontew | mover | PS% | BSL |, b | B8 | raeom| 5% | 5% | iyrmue| oo | Bo |
oNcEsi | sonrast | IYILESME |- gyepsi | sonrast | TYILESME | gncpsi | sonrast [TYILESME | gncpsi | sonrast | TYILESME
NSE NSE KGE KGE NSE NSE KGE KGE
DVM Lineer | Model4 | 0.94947 | 0.99624 4.9% 0.97233 | 0.99282 2.1% 0.93924 | 0.99535 6.0% 0.96795 | 0.99279 2.6%
DVM Lineer | Model3 | 0.9498 | 0.99580 4.8% 0.97019 | 0.99461 2.5% 0.93954 | 0.99508 5.9% 0.96625 | 0.99586 3.1%
DVM Lineer | Model 5 | 0.94977 | 0.99448 4.7% 0.97224 | 0.99291 2.1% 0.93954 | 0.99384 5.8% 0.96787 | 0.99302 2.6%
ANN Model 4 | 0.94148 | 0.99442 5.6% 0.97071 | 0.99552 2.6% 0.96071 | 0.99747 3.8% 0.97648 | 0.99837 2.2%
DVM Lineer | Model 6 | 0.94983 | 0.99412 4.7% 0.97044 | 0.99151 2.2% 0.93962 | 0.99367 5.8% 0.96647 | 0.99095 2.5%
DVM Lineer | Model 9 | 0.95013 | 0.99400 4.6% 0.97022 | 0.99364 2.4% 0.94010 | 0.99360 5.7% 0.96665 | 0.99447 2.9%
DVM Lineer | Model2 | 0.94973 | 0.99398 4.7% 0.97178 | 0.99314 2.2% 0.93950 | 0.99359 5.8% 0.96744 | 0.99391 2.7%
DVM Lineer | Model 8 | 0.94982 | 0.99389 4.6% 0.97246 | 0.99273 2.1% 0.93963 | 0.99356 5.7% 0.96796 | 0.99341 2.6%
DVM Lineer | Model 7 | 0.94984 | 0.99383 4.6% 0.97136 | 0.98925 1.8% 0.93961 | 0.99349 5.7% 0.96695 | 0.98875 2.3%
ANN Model 3 | 0.89396 | 0.99340 11.1% 0.93805 | 0.99326 5.9% 0.96078 | 0.99768 3.8% 0.96953 | 0.99794 2.9%
ANN Model 2 | 0.92102 | 0.99116 7.6% 0.95530 | 0.99204 3.8% 0.96323 | 0.99734 3.5% 0.97655 | 0.99687 2.1%
ANN Model 8 | 0.87642 | 0.98805 12.7% 0.93649 | 0.99014 5.7% 0.96369 | 0.99570 3.3% 0.97395 | 0.99502 2.2%
ANN Model 9 | 0.9213 0.98704 7.1% 0.95837 | 0.99210 3.5% 0.95964 | 0.99661 3.9% 0.97930 | 0.99532 1.6%
ANN Model 7 | 0.9428 0.98683 4.7% 0.96978 | 0.98784 1.9% 0.96212 | 0.99554 3.5% 0.96914 | 0.99496 2.7%
ANN Model 6 | 0.94622 | 0.98487 4.1% 0.96768 | 0.99010 2.3% 0.96359 | 0.99163 2.9% 0.97663 | 0.99304 1.7%
GPR Model 3 | 0.95902 | 0.98053 2.2% 0.94227 | 0.98305 4.3% 0.98536 | 0.99988 1.5% 0.98839 | 0.99988 1.2%
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5. SONUCLAR ve ONERILER

Bu tez calismasinda giinliik akim verilerinin modellenmesi arastirilmistir. Bu amagla
son yillarda gelistirilmis ve literatiirde en ¢ok tercih edilen yontemler arasindan
secilmis olan makine 6grenmesi yontemlerinden Destek Vektor Makinesi (DVM),
Gauss Siireci Regresyon Analizi (GPR), Karar Agaclar1 (KA), Rastgele Orman (RO)
ve Yapay Sinir Aglar1 (ANN) kullanilmis ve giinliilk akim verilerine bagli modeller
gelistirilmistir. Calismanin birinci kisminda bu modellerin se¢ilmis makine 6grenmesi
yontemleri ile yapilan analizleri sonucu giinliikk akimlar1 tahmin eden en iyi modeller
arastirilmistir. Calismanin ikinci kisminda ise veriler dalgacik dontisiimii kullanilarak
ayristirilmis ve elde edilen ayristirilmis veriler birinci kisimda elde edilen en iyi model
sonuglarmin iyilestirilmesinde kullanmilmigtir. Dalgacik ayristirmasinin - model
performanslarina olduk¢a olumlu katki sagladigi goriilmiistiir. Gilinliik akim verilerinin
farkli zaman gecikmeleri ile dokuz farkli model olusturulmustur. Elde edilen
modellerin iyilestirilmesi i¢in dalgacik doniisiimii olarak daubechies 45 (db45)
dalgacik fonksiyonu ile 5 seviye dalgacik donilisimii kullanilmis ve model
sonuglarinda yaklasik %5 oraninda iyilesme goriilmiistiir. Daha detayli modellerin

iyilesme yiizdeleri ise Cizelge 4.11’°de verilmistir.

NSE kriterine gore en 1iyi modeller Destek Vektorleri Makinesi-Lineer
fonksiyonundan elde edilmistir. DVM-Lineer fonksiyonu ile arastirilan modeller
arasinda ise Model 4’iin en iyi sonucu verdigi goriilmiistiir. Degerlendirme kriteri
olarak KGE kullanildiginda Yapay Sinir Aglar1 metodu 6n plana ¢ikmistir. Yapay
Sinir Aglar1 metodunda ise yine Model 4 en iyi sonucu vermistir. NSE kriterinin en iyi
model siralamasi Cizelge 4.9’da KGE kriterinin en iyi model siralamasi ise Cizelge
4.10’da verilmistir. Buna gore arastirilan modeller arasinda Model 4 (Q..;, Q., Q.5)’lin

diger modellerden daha iyi sonug verdigi gézlemlenmistir.

Giinliik akarsu akim degerlerinin modellenmesinde kullanilan Gauss Siireci Regresyon
Analizi (GPR), Destek Vektor Makinesi (DVM) , Karar Agaclar (KA) ve Rastgele
Orman (RO) karsilastirildiginda en iyi sonuglarin Destek Vektorleri Makinesi (Lineer
fonksiyonu), Yapay Sinir Aglar1 ve Gauss Siireci Regresyon Analizi
fonksiyonlarindan elde edildigi goriilmiistir. Dalgacik doniisiimii  kullanilarak
olusturulan modellerde ise yine ayni yontemlerin iyi performans gosterdigi

gozlemlenmistir. Destek Vektorleri Makinesi fonksiyonlarindan Polinom ve Gauss
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yontemlerinin Dalgacik Doniisiimii ile ayrigtirildiktan sonra iyilesme olmadig: diger

tiim yontemlerde ise iyilesme oldugu gézlemlenmistir.

Giinlik akarsu akim modellerinde dalgacik doniistimiinin DVM Lineer
fonksiyonunda, Yapay Sinir aglarinda ve Gauss Siireci Regresyon Analizi fonksiyonu
ile hesaplanan modellerinde kullanilmasinin model performansini artiracagi bu

calisma ile elde edilen en 6nemli sonugtur.
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