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OZET

HIBRIT METASEZGISEL YONTEMLER KULLANILARAK BANKA
MUSTERILERININ SADAKAT DURUMLARININ DINAMIK OLARAK
KATEGORIZE EDILMESI
YUKSEK LiSANS TEZi
OKTAY EFE
BOLU ABANT iZZET BAYSAL UNIiVERSITESI
LISANSUSTU EGITiM ENSTITUSU
BILGISAYAR MUHENDISLiGi ANA BiLiM DALI
BILGISAYAR MUHENDISLiGi YUKSEK LiSANS PROGRAMI
(TEZ DANISMANI: DR. OGR. UYESi MEHMET MILLI)
BOLU, ARALIK - 2024
XI + 51 sayfa

Gunimuzde finansal hizmetler sektord, rakipleri ile rekabet edebilmek ve
devamli artan miisteri beklentilerini koruyabilmek i¢in siirekli teknolojiye ayak
uydurmak ve devamli kendilerini yenilemek zorundadirlar Ozellikle bankalar,
miisteri sadakatini koruma ve artirma konusunda 6nemli bir miicadele i¢indedirler.
Teknolojik ilerlemeler ve dijital bankaciligin yiikselisi ile birlikte, miisterilerin
bankalar arasinda hareketliligi artmis, bu da bankalar1 miisteri sadakatini saglama
konusunda daha da dikkatli olmaya yoOneltmistir. Bankalar, miisterilerinin
ihtiyaglarina daha duyarl, hizli ve kisisellestirilmis hizmetler sunarak rekabet
avantaj1 elde etmek istemektedirler. Bu baglamda, miisteri sadakatini belirleme
siirecinde farkli bakis acilar1 ve daha etkin yontemlere ihtiya¢ duyulmaktadir.
Bankalarin miisteri sadakatinde belirlenmede kullanilacak veri setleri igerisinde
say1siz Oznitelik olmasi gelistirilen sistemlerin performans ve dogruluk oranlarinin
diisiik olmasina sebebiyet vermektedir. Bankalarin miisteri sadakatini artirmak icin
dogru nitelikleri segmesi, miisteri odakli stratejiler olusturmasi ve rekabet avantaji
elde etmesi icin hayati 6neme sahiptir. Bu baglamda, miisteri sadakatini artirmak
icin belirli nitelikleri se¢mek ve bu niteliklere dayali stratejiler olusturmak
bankalarin basarist i¢in kritik bir rol oynar. Bu ¢alisma kapsaminda banklarin
miisteri sadakat tespitinde kullanabilecekleri yapay zeka ve makine dgrenmesi
yaklasimlari i¢in kullanilan veri setlerinde bulunan sayisiz 0znitelik igerisinden
uygun olanlarin meta sezgisel yontemler ile belirlenmesi saglanmaktadir. Bu
caligmada Oznitelik segimi igin meta sezgisel algoritmalardan Genetik Algoritma
ve Yapay Art Kolonisi Algoritmast hibrit olarak kullanilmistir. Hibrit meta sezgisel
yontemler, farkli meta sezgisel algoritmalarin bir araya getirilmesiyle olusturulan
ve optimize edilmis bir yaklasimi ifade eder. Bu calisma kapsamina gelistirilen
yontem, bankalarin biiylik veri setlerinden miisteri sadakatini daha dinamik ve etkili
bir sekilde kategorize etmelerine olanak taniyabilir. Bu ¢alisma kapsaminda elde
edilen nitelikler, miisterilerin ihtiyaglarina ve tercihlerine uygun stratejiler
olusturmak i¢in temel saglar ve bankalarin uzun vadeli basarisini etkiler.

Anahtar Kelimeler: Genetik Algoritma, Yapay Ar1 Kolonisi Algoritma, Meta
sezgisel Algoritmalar, Yapay Zeka, Miisteri Sadakati
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DYNAMICALLY CATEGORIZING THE LOYALTY STATUS OF BANK
CUSTOMERS USING HYBRID METAHEURISTIC METHODS
MASTER THESIS
OKTAY EFE
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INSTITUTE OF GRADUATE STUDIES
DEPARTMENT OF COMPUTER ENGINEERING
(SUPERVISOR: DR. OGR. UYESi MEHMET MIiLLI)

BOLU, DECEMBER 2024
X1 + 51 pages

Today, the financial services sector has to constantly keep up with
technology and constantly renew itself in order to compete with its competitors and
maintain ever-increasing customer expectations. Banks in particular are in a
significant struggle to maintain and increase customer loyalty. With technological
advances and the rise of digital banking, customer mobility between banks has
increased, leading banks to be even more careful about ensuring customer loyalty.
Banks want to gain a competitive advantage by offering faster and more
personalized services that are more responsive to the needs of their customers. In
this context, different perspectives and more effective methods are needed in the
process of determining customer loyalty. The fact that there are numerous attributes
in the data sets to be used in determining customer loyalty in banks causes the
performance and Toplam Sirerates of the developed systems to be low. It is vital
for banks to choose the right attributes to increase customer loyalty, create
customer-focused strategies and gain competitive advantage. In this context,
choosing certain attributes to increase customer loyalty and creating strategies
based on these attributes plays a critical role in the success of banks. Within the
scope of this study, it is ensured that the appropriate attributes among the numerous
attributes found in the data sets used for artificial intelligence and machine learning
approaches that banks can use in customer loyalty determination are determined by
meta-heuristic methods. In this study, Genetic Algorithm and Artificial Bee Colony
Algorithm were used as hybrids for attribute selection from meta-heuristic
algorithms. Hybrid meta-heuristic methods refer to an approach created and
optimized by combining different meta-heuristic algorithms. The method
developed within the scope of this study may allow banks to categorize customer
loyalty from large data sets more dynamically and effectively. The attributes
obtained within the scope of this study provide the basis for creating strategies
suitable for customers' needs and preferences and affect the long-term success of
banks.

KEYWORDS: Genetic Algorithm, Artificial Bee Colony Algorithm, Meta-
heuristic Algorithms, Artificial Intelligence, Customer Loyalty
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1. GIRIS

Bankalar miisterilerini memnun etmek i¢in siirekli ¢calismalar yapmaktalar.
Bankalar i¢in miisteri memnuniyetinin 6nemli olmasi kadar miisteri sadakati de bir
o kadar 6nemli. Miisteri sadakatini belirleyen faktorlerin en baginda, miisterinin
bankada gerceklestirdigi islemler ve bu islemlere dayali olarak gosterdigi hareketler
yer almaktadir. Bu hareketler miisterinin bankaya olan sadakatini yansitmaktadir.
Miisteri sadakati, finansal hizmetler sektoriinde basarili bir rekabet avantaji
saglamanin anahtar1 haline gelmistir. Bankalar miisterilerini elde tutmak ve onlar1
uzun vadeli sadakatini kazanmak i¢in ¢esitli stratejiler uygulamaktadir. Bankalarin
sadakat programlari, miisterilerine sagladiklar1 ek hizmetler ve avantajlarla birlikte
finansal deneyimlerini daha cazip hale getirirken, miisteri memnuniyetini artirmak
icin etkili bir arag olarak 6ne ¢ikiyor. Bu programlar, misterilerin belirli bankalarla
uzun vadeli iliskiler kurmalarini tegvik ederken, ayni zamanda bankalar i¢in sadik
miisteri tabani olusturmanin 6nemli bir yolunu temsil etmektedir. Asil amag
bankalarin miisteri sadakatini arttirmak ve miisteri kaybini en aza indirmektir.

Makine ogrenmesi ve veri madenciligi alanindaki arastirmalar, veri
setlerinin karmasikligini azaltarak ve daha etkili modelleme saglayarak 6znitelik
cikarma tekniklerine biiylik 6nem vermektedir. Genetik algoritma ve yapay ari
kolonisi algoritmasi gibi doga esinli optimizasyon yontemleri, bu baglamda dikkat
ceken ve basarili sonuglar elde eden teknikler arasindadir. Bu makalede, genetik
algoritma ve yapay ar1 kolonisi algoritmasi birlikte kullanilarak 6znitelik ¢ikarma
yonteminin detaylar1 incelenecek ve bu yaklasimin avantajlar1 iizerinde

durulacaktir.
1.1 Tez Calismasinin Amaci

Bu c¢alismanin temel amaci, banka miisterilerinin memnuniyetini artirmak
ve miisteri sadakatini 6l¢mek amaciyla canli veri akisi tizerinde yiiksek performans
ve dogruluk orani saglayan analizler gerceklestirmektir. Bu baglamda, miisteri
verileri Gzerinde etkili ve hizli analiz yapilarak, miisteri davraniglari ve sadakatine
yonelik stratejiler gelistirilmesi hedeflenmektedir.

Bankacilik islemlerinden elde edilen canli veri akisi {izerinde analiz
gerceklestirilmesi  ve miisteri sadakatinin yiiksek dogrulukla Ol¢iilmesi

saglanmustir.



Verilerin islenme asamasinda Genetik Algoritma (GA) ve Yapay Arn
Kolonisi (ABC) algoritmalar1 ile 6znitelik se¢imi yapilmistir. Bu sayede verinin
boyutunun optimize edilmesi ve gereksiz 6zniteliklerin elenmesi saglanmistir.

Oznitelik segimi sonras1 Yapay Zeka (YZ) algoritmalari kullanilarak veriler
analiz edilmistir. Ozellikle canli ortamda analiz yapilacagi goz oOniinde
bulundurularak, dogruluktan minimum &diin verilmis ve performans odakli bir
yaklasimla gercek zamanli analiz gergeklestirilmistir.
Bu ¢alisma, 6zellikle biiytiik veri setlerinin islenmesi ve analizinde yiiksek dogruluk

orani ve hizli performans gereksinimlerine ¢6ziim sunmay1 hedeflemektedir.
1.2 Tez Calismasinin Organizasyonu

Bu tez calismasinin bundan sonraki bdliimlerin asagidaki sekilde organize
edilmistir.

Ikinci Boliim: ilgili literatiir arastirmalarini kapsamaktadir. Bu béliimde,
miisteri sadakati, 0znitelik se¢imi, Genetik Algoritma (GA) ve Yapay Ar1 Kolonisi
(ABC) algoritmalarmin literatiirdeki temel uygulamalari ve bu alanda yapilan
calismalar detayli bir sekilde incelenmistir.

Ucgiincii Béliim: Calismada kullanilan yontem ve araglar agiklanmustir.
Oznitelik se¢imi, veri hazirlama siireci ve Yapay Zeka algoritmalarinin kullanimi
detayl1 bir sekilde ele alinmistir.

Dordiincii Boliim: Tez ¢alismasinda yapilan uygulamalar ve analiz sonuglari
sunulmustur. Bu boliimde, 6znitelik se¢cim sonuglart ve kullanilan algoritmalarin
performanslari karsilastirmali olarak degerlendirilmistir.

Besinci Boliim: Tez ¢alismasindan elde edilen bulgularin degerlendirilmesi
ve sonuglar icermektedir. Ayrica, bu boliimde ¢calismanin katkilari, sinirhiliklar: ve
gelecekte yapilabilecek arastirmalar i¢in oneriler sunulmustur.

Bu organizasyon sayesinde, ¢alismanin amagclari, yontemleri, sonuglar1 ve
onerileri adim adim bir mantik silsilesi igerisinde okuyucuya sunulmustur. Boylece,
okuyucuya ¢alismanin her agamasinda net bir bilgi akis1 saglanmis ve arastirmanin
bilimsel temellere dayandigi acik bir sekilde gosterilmistir. Ayni zamanda,
boliimlerin birbiriyle iligkili yapisi, ¢alismanin biitlinselligini korumakta ve elde

edilen bulgularin analizinin daha iyi anlagilmasini saglamaktadir. Bu yapz, tezde ele



alinan problemlere yonelik ¢oziimlerin etkili bir sekilde ifade edilmesine de katkida

bulunmaktadir.
1.3 Yapay Zeka: Giincel Yaklasimlar ve Uygulamalar

Yapay zeka (YZ), bilgisayarlarin insan benzeri karar verme, 6grenme ve
problem ¢6zme yeteneklerini taklit etmesini saglayan bir teknoloji alanidir. Bu
alanda yapilan ¢aligmalar, 6zellikle makine 6grenimi ve derin 6grenme gibi alt
disiplinlerle hiz kazanmistir. YZ’nin temel amaci, algoritmalar ve veri odakli
modeller araciligiyla, insan miidahalesi olmaksizin karmagik problemlere ¢6ziim
sunmaktir. 1950’1i yillarda Alan Turing’in “Makine Zekas1” konseptiyle baslayan
bu siire¢, giiniimiizde saglik, finans, otomotiv ve bir¢cok sektorde cigir agan
gelismelere yol agmistir (Turing, 1950). Makine Ogrenmesi ile biiylik veri
analitigini birlestiren yaklasimlar, YZ’ nin ozellikle 6zellesmis gorevlerde iistiin
performans gostermesini saglamaktadir (Russell ve Norvig, 2016).

YZ teknolojileri, veri analitigi, gorsel tanima, dogal dil isleme ve robotik
sistemlerde genis bir uygulama alanma sahiptir. Ornegin, saglk sektdriinde yapay
zekd, tibbi goriintiileme ile kanser teshisinde insan uzmanlardan daha yiiksek
dogruluk oranlarina ulagsmaktadir. Finans sektoriinde ise YZ, dolandiricilik tespiti
ve miisteri davranig analizi gibi alanlarda etkili ¢ozlimler sunmaktadir. Derin
O0grenme algoritmalari, Ozellikle biiylik veri setlerinde, karmagsik yapilari ve
oriintiileri dgrenerek basarili sonuglar elde etmektedir. Ornegin, LeCun ve
arkadaslarinin gelistirdigi konvoliisyonel sinir aglar1 (CNN) algoritmasi, goriintii
simiflandirmada ¢igir agan bir yaklasim olarak kabul edilmektedir (LeCun vd.,
2015).

YZ’nin gelisimiyle birlikte, etik ve sosyal sorumluluk gibi konular da
giderek daha fazla tartisiimaktadir. Ozellikle ényargil algoritmalar ve veri gizliligi
ihlalleri  gibi sorunlar, bu teknolojilerin toplum Gzerindeki etkilerini
sorgulatmaktadir. Etik yapay zeké insan merkezli tasarim prensiplerini 6n planda
tutarak, daha giivenilir ve adil sistemlerin gelistirilmesini amacglamaktadir. Bu
baglamda, literatiirdeki ¢alismalar, YZ’nin olumlu etkilerini maksimize ederken
olumsuz etkilerini en aza indirmek icin oneriler sunmaktadir. Ornegin, Floridi ve
Cowls (2019), etik yapay zekanin bes temel prensibini (yararlilik, zarar vermeme,

ozerklik, adalet ve agiklik) onermektedir.



1.4 Miisteri Sadakati ve Bankacilikta Onemi

Miisteri sadakati, bankacilik sektoriinde rekabet avantaji elde etmek igin
kritik bir faktor olarak kabul edilmektedir. Ik calismalar, miisteri sadakatinin
finansal sonuglar tizerindeki etkisini ve miisteri davranislarinin sadakat tizerindeki
rolinii vurgulamistir (Reichheld ve Teal, 1996). Bu arastirmalarda miisteri
sadakatini artiran etkenlerin tanimlanmasi ve uzun vadeli miisteri iliskilerinin
Onemi ele alinmstir.

Bankalarin miisteri memnuniyetine yonelik stratejileri ve sadakat
programlari iizerine yapilan g¢aligmalar, sadik miisteri tabaninin bankalar igin
ekonomik deger yarattigim1 gostermektedir (Colgate ve Danaher, 2000). Bu
baglamda, bankalarin miisteri kaybini en aza indirmeye yonelik stratejik adimlar
vurgulanmaktadir.

Sadakat, yalnizca finansal kazan¢ saglamanin Gtesinde, bankalarin
pazardaki giivenilirligini ve marka degerini artirmada da kilit bir rol oynamaktadir.
Gilinlimiiz dijital ¢aginda, miisterilerin farkli bankalar arasinda kolayca geg¢is
yapabildigi bir ortamda, sadakat programlarinin etkili bir sekilde uygulanmas1 daha
da 6nem kazanmaktadir. Ornegin, dijital hizmetlerin kisisellestirilmesi ve miisteri
ihtiyaglarinin gercek zamanli olarak karsilanmasi, sadakati artiran Onemli
faktorlerdendir. Ayrica, miisteri sadakatini giliclendirmek, yalnizca mevcut
miisterilerle sinirli kalmamakta, ayni zamanda agizdan agiza pazarlama etkisiyle
yeni miisteri kazanimini da desteklemektedir. Bu baglamda, bankalarin teknolojiyi
ve veri analitigini etkin bir sekilde kullanarak, miisteri beklentilerini proaktif bir
sekilde karsilamasi, uzun vadeli basari i¢in kacinilmaz bir gereklilik olarak 6ne

cikmaktadir.
1.5 Oznitelik Se¢imi ve Makine Ogrenmesi

Oznitelik secimi, makine 6grenmesi ve veri madenciligi siireclerinde onemli
bir adim olup, veri setindeki gereksiz veya etkisi diisiik 6zniteliklerin elenmesi ve
etkili 6zniteliklerin belirlenmesi i¢in kullanilan bir tekniktir. Bu siire¢, hem modelin
performansini artirmak hem de hesaplama maliyetlerini diisiirmek amaciyla

gerceklestirilir. Ozellikle biiyiik veri setleri ile calisirken, gereksiz dzniteliklerin



varligr modelin dogrulugunu olumsuz etkileyebilecegi gibi, 6grenme siiresini de
uzatabilir. Oznitelik secimi, yalmizca veri boyutunu azaltmakla kalmaz, ayni
zamanda modelin genelleme yetenegini artirarak asir1 6grenme (overfitting) riskini
de minimize eder. Bu baglamda, 6znitelik se¢iminin makine 6grenmesi performansi
tizerindeki olumlu etkilerini vurgulamis ve bu tekniklerin veri madenciliginde kritik
bir rol oynadigini ifade etmistir (Guyon ve Elisseeff, 2003).

Oznitelik seciminin makine 6grenmesi algoritmalarinin dogrulugunu
artirdigi ve modelin egitim siiresini azalttif1 {izerine yapilan arastirmalar, veri
madenciliginde bu teknigin onemini ortaya koymustur. Ozellikle biiyiik veri
setlerinde Oznitelik segimi, algoritmalarin performansini artirmak igin 6nemli bir
adim olarak kabul edilmektedir (John vd., 1994).

Makine 6grenmesi modellerinde 6znitelik se¢imi, hem denetimli hem de
denetimsiz algoritmalar icin uygulanabilmektedir. Oregin, denetimli 6grenme
algoritmalarinda, etiketli veriler kullanilarak 06zniteliklerin hedef degisken
uzerindeki etkisi analiz edilirken, denetimsiz 6grenmede verilerin yapisal
ozelliklerinden faydalamlarak ~Oznitelikler degerlendirilir. Oznitelik ~segimi
yontemleri genel olarak iic kategoriye ayrilmaktadir: filtre yontemleri, sarma
(wrapper) yontemleri ve gomulli (embedded) yontemler. Filtre yodntemleri,
Ozniteliklerin istatistiksel 6zelliklerini analiz ederek secim yaparken, sarma
yontemleri modeli dogrudan siirece dahil eder ve 6zniteliklerin model performansi
Uzerindeki etkisine gore secim yapar. Gomuli yontemler ise 6znitelik secim
sirecini modelin 6grenme siireciyle entegre eder. Bu yontemlerin her biri, veri
setinin yapisina ve problem tiiriine bagli olarak farkli avantajlar sunar ve makine
Ogrenmesi siireglerini optimize etmek i¢in kritik bir arag¢ olarak kullanilir.

Bu calismada, 6znitelik se¢imi siirecinde genetik algoritma (GA) ve yapay
ar1 kolonisi (ABC) algoritmasi hibrit bir sekilde kullanilmistir. Genetik algoritma,
dogal seleksiyon ve genetik mutasyon prensiplerini temel alarak popiilasyon tabanl
bir optimizasyon teknigi sunarken, yapay ar1 kolonisi algoritmasi, arilarin besin
kaynaklarmi bulma davraniglarini taklit ederek optimizasyon saglar. Bu iki doga
esinli algoritmanin hibrit kullanimi, veri setindeki 6zniteliklerin etkili bir sekilde
secilmesine olanak tanimistir. Genetik algoritma, ¢6ziim uzayini kesfetme ve
yiiksek etkili 6znitelik kombinasyonlarini belirleme siirecinde giiglii bir arag¢ olarak
kullanilirken, yapay ar1 kolonisi algoritmasi, daha lokal diizeyde inceleme yaparak

ylksek dogruluk oranlar1 elde edilmesini saglamistir. Bu hibrit yaklasim, veri



setinin performansini artirmakla kalmamais, ayn1 zamanda daha hizli ve daha etkili

modellerin gelistirilmesine olanak tanimistir.
1.6 Meta-Sezgisel Algoritmalar

Metasezgisel algoritmalar, karmasik optimizasyon problemlerini ¢6zmek
icin gelistirilen, genel amacli ve problem bagimsiz yontemlerdir. Bu algoritmalar,
dogadan ilham alarak sezgisel yaklasimlar1 bir araya getirir ve genis bir ¢dziim
uzayim etkili bir sekilde aramak i¢in tasarlanmistir. Metasezgisel yontemler,
ozellikle ¢6ziim uzay1 ¢ok genis veya geleneksel algoritmalarin yetersiz kaldigi
durumlarda kullanilir. Bu yontemler, genellikle popiilasyon tabanlidir ve ¢oklu
¢ozlim adaylar1 iizerinde ¢alisarak kiiresel optimuma ulasmaya caligir. Ayrica, yerel
minimumlara takilmay1 6nlemek i¢in kesif (exploration) ve somiirii (exploitation)
arasinda bir denge kurar.

Metasezgisel algoritmalar, ¢esitli alanlarda kullanilmak tizere farkli ilkelere
dayanir. Bunlar arasinda genetik algoritma, yapay ar1 kolonisi algoritmasi, par¢acik
sliriisii optimizasyonu ve tabu arama gibi popiiler yontemler bulunmaktadir. Her bir
algoritma, belirli bir optimizasyon siirecini modellemek i¢in dogadan veya insan
yapimi sistemlerden ilham alir ve kendi giiclii yonleriyle karmasik problemlere

¢cozlmler sunar.

1.6.1 Genetik Algoritma (GA)

Genetik algoritma, biyolojik evrimden ilham alarak dogal seleksiyon ve
genetik mutasyon siireglerini taklit eden bir optimizasyon yontemidir. Ilk olarak
John Holland tarafindan tanitilan bu algoritma, popiilasyon tabanli bir yaklasima
dayanir. Coziim uzayinda ¢esitli bireyler (¢6ziim adaylar1) olusturulur ve her biri
bir uygunluk (fitness) degeri ile degerlendirilir. Genetik algoritmanin temel
mekanizmalar1 se¢im, caprazlama (crossover) ve mutasyon islemleridir. Bu
islemler, daha 1yi ¢ézlimler liretmek i¢in popiilasyonu siirekli olarak gelistirir. GA,
ozellikle karmagsik ve c¢ok boyutlu optimizasyon problemlerinde kullanilir ve
kiiresel optimuma ulagsma potansiyeli yliksektir.

Genetik algoritmanin adaptif sistemler {izerindeki etkisini vurgulamis ve
dogal seleksiyon siireglerinin bilgisayarli optimizasyona uyarlanabilirligini
gostermistir  (Holland, 1975). Ayrica genetik algoritmalarin  miihendislik

problemleri ve c¢oklu optimizasyon gerektiren alanlarda nasil etkili bir ¢oziim



sundugunu ortaya koyarak, bu yontemin genis bir uygulama alanina sahip oldugunu

belirtmistir (Goldberg, 1989).

1.6.2 Yapay Ar1 Kolonisi (ABC) Algoritmasi

Yapay ar1 kolonisi algoritmasi, arillarin besin kaynaklarint bulma ve
optimize etme davraniglarindan ilham alir. 2005 yilinda Dervis Karaboga tarafindan
gelistirilen bu algoritma, siirekli optimizasyon problemleri i¢in etkili bir ara¢ olarak
kabul edilir. ABC algoritmasi, is¢i arilar, izci arilar ve gbzlemci arilar olmak tizere
iic ana bilesene dayanir. Isci arilar mevcut besin kaynaklarini iyilestirmeye
calisirken, izci arilar yeni kaynaklar kesfetmek igin rastgele arastirma yapar.
Gozlemci arilar ise mevcut kaynaklarin kalitesine gore karar verir. ABC
algoritmasi, diisiik hesaplama maliyetleri ve genis ¢6ziim uzayim etkili bir sekilde
arastirma kabiliyetiyle 6ne ¢ikar.

Yapay ar1 kolonisi algoritmasmin 0Ozellikle siirekli optimizasyon
problemleri i¢in rekabet¢i bir yontem oldugunu ve basitligi sayesinde genis bir
uygulama alanina hitap ettigini ifade etmistir (Karaboga, 2005). Bu algoritmanin
biyolojik sistemlerden ilham alan dogasi, veri analizi ve miihendislik

problemlerinde yenilik¢i ¢oziimler sunmasini saglamistir.

1.6.3 Parcacik Siiriisii Optimizasyonu (PSO)

Pargacik siiriisli optimizasyonu, kus stiriileri ve balik siiriilerinin koordineli
hareketlerinden ilham aliarak gelistirilmis bir algoritmadir. Her bir pargacik,
¢ozlim uzayinda bir konuma sahiptir ve hiz ile yonlendirilir. Algoritma, her bir
parcacigin kendi en iyi konumunu ve slrtnin genel en iyi konumunu dikkate alarak
hareket etmesini saglar. PSO, ozellikle siirekli ve yiiksek boyutlu optimizasyon
problemlerinde etkili sonuglar sunar. Ayrica, PSO'nun uygulanmasi kolaydir ve
genellikle hizli bir yakinsama saglar.

PSO’nun adaptif bir optimizasyon algoritmasi olarak performansin
degerlendirirken, dogal siirii davraniglarinin ¢oziimlerin hizli bir sekilde
tyilestirilmesine olan katkisini1 vurgulamistir (Kennedy ve Eberhart, 1995). Ayrica,
bu algoritmanin diistik islem maliyetleri ile genis ¢6ziim uzaylarin etkili bir sekilde

kesfetme yetenegi oldugu belirtilmistir.



1.6.4 Tabu Arama

Tabu arama, yerel arama tabanli bir metasezgisel algoritmadir ve belirli bir
problemin ¢oziim uzayinda daha iyi ¢oziimler bulmak i¢in kullanilir. Algoritma,
belirli bir sire boyunca tekrarlanan ¢6zumleri engellemek icin bir "tabu listesi"”
tutar. Bu yaklagim, algoritmanin yerel minimumlarda takilmasini onler ve daha
genis bir ¢6ziim uzayini arastirmasina olanak tanir. Tabu arama, 6zellikle zaman
kisitlamasi olan veya kombinatoryal optimizasyon problemlerinde tercih edilir.

Tabu aramanin optimizasyon problemlerinde yerel minimumlarin 6tesine
geecmek i¢in etkili bir strateji sundugunu ifade etmis ve bu yontemin kombinatoryal
problemler tizerinde giiglii bir etkisi oldugunu gostermistir (Glover, 1986). Tabu
arama, ozellikle lojistik, planlama ve zamanlama gibi operasyonel alanlarda 6nemli

uygulamalara sahiptir.

1.6.5 Simdule Tavlama (Simulated Annealing)

Simiile tavlama, termodinamikteki tavlama siirecinden ilham alir ve
optimizasyon problemleri i¢in kullanilir. Algoritma, yiliksek enerjili (daha kotii)
cozlmleri kabul ederek yerel minimumlardan kagmaya calisir ve zamanla daha iyi
coziimler bulmaya odaklanir. Tavlama sicakligi adi verilen bir parametre,
algoritmanin kabul oranmni kontrol eder ve zamanla sogur. Simiile tavlama,
ozellikle yerel arama yontemleri ile birlestiginde etkili sonuclar sunar.

Simiile tavlamay1 fiziksel tavlama siirecinden bilgisayarli optimizasyona
uyarlayarak, bu yontemin karmagik problemlerde genis bir ¢6ziim alan1 sundugunu
gostermistir (Kirkpatrick vd., 1983). Ayrica, algoritmanin kabul ettigi kotii

cozlmler sayesinde yerel minimumlardan kurtulma yetenegi tizerinde durulmustur.
1.7 Smmiflandirma Algoritmalan

1.7.1 Naive Bayes

Naive Bayes, Bayes teoremine dayali bir olasilik modeli olup o6zellikle
siniflandirma problemlerinde kullanilir. Naive Bayes’in en 6nemli varsayimi,
modelin 6znitelikler arasinda bagimsizlik varsayimidir, yani bir 6znitelik degerinin
digerinden bagimsiz oldugunu kabul eder. Bu basit varsayima ragmen, Naive Bayes
ozellikle metin siniflandirma, spam filtreleme ve duygu analizi gibi uygulamalarda

oldukg¢a basarilidir. Model, ¢ok hizlidir ve biiyiik veri setleri izerinde uygulanabilir.



Dezavantaji, bagimsizlik varsayimimin ger¢ek diinyada her zaman gegerli
olmamasidir, bu da bazi durumlarda modelin performansini diistirebilir. Bu basit ve
hizl1 yapis1 nedeniyle Naive Bayes, 6zellikle diisiik hesaplama maliyetinin 6nemli
oldugu durumlarda tercih edilmektedir, ancak bagimsizlik varsayiminin ihlal

edildigi karmasik veri setlerinde daha sofistike algoritmalara ihtiya¢ duyulabilir.

1.7.2 Genellestirilmis Dogrusal Model (Generalized Linear Model) GLM)

GLM, klasik dogrusal regresyonun bir genellemesidir. Temel farki,
dogrusal regresyonun aksine, GLM’nin bagimli degiskenin belirli bir dagilimina
uyan tahminler yapmasidir. Link fonksiyonu kullanarak, farkli olasilik
dagilimlarina uyum saglayabilir. Ornegin, logit fonksiyonu kullanarak ikili
simiflandirma yapilabilir. GLM, genis veri tipleri iizerinde uygulanabilen esnek bir
modeldir ve 6zellikle sigortacilik, biyostatistik ve sosyal bilimlerde yaygin olarak
kullanilir. Yinede, dogrusal bagimliliklara dayanmasi, ¢ok karmagik veri

iliskilerinde performansini sinirlandirabilir.

1.7.3 Lojistik Regresyon (Logistic Regression)

Lojistik regresyon, dogrusal bir regresyon modeli gibi ¢alisir, ancak bagimli
degiskenin iki veya daha fazla kategoride oldugu durumlar i¢in kullanilir. En
yaygin uygulamasi ikili siniflandirmadir (6rnegin, hasta m1 saglikli mi1). Lojistik
fonksiyon, ¢iktilarin bir olasilik dagilimi gibi yorumlanmasini saglar. Modelin
basitligi, onu ozellikle kiiciik veri setlerinde ve kolay yorumlanabilir sonuglar
istenilen alanlarda ideal kilar. Ancak, lojistik regresyonun dogrusal iliskiler
varsaymasi, karmasik veri setlerinde diisiik performans gostermesine neden

olabilir.

1.7.4 Fast Large Margin

Fast Large Margin, destek vektor makinelerine (SVM) benzer sekilde
calisan bir modeldir ve biiylik marjlara dayali olarak siniflandirma yapar. Bu
algoritma, veriyi daha iyi ayirabilmek i¢in siir ¢izgilerini olabildigince biiyiik
tutmaya ¢alisir. Ogzellikle siniflandirma  problemlerinde yiiksek dogruluk
saglayabilir. Algoritmanin avantaji, hizl bir sekilde calismasi ve biiyiik veri setleri
tizerinde etkili sonuclar verebilmesidir. Dezavantaji ise, egitim siirecinde dogru

parametre ayarlar1 yapilmazsa performansin diisebilecegidir.



1.7.5 Derin Ogrenme (Deep Learning)

Derin 6grenme, ¢ok katmanli yapay sinir aglarina dayanan bir makine
o0grenme yaklasimidir. Bu model, 6zellikle biiyiik veri setlerinde ve ¢ok karmasik
ortintiilerin oldugu durumlarda giiglii sonuclar saglar. Derin 6grenme algoritmalari,
katmanli bir 6grenme stireci ile verilerdeki 6zellikleri otomatik olarak kesfeder ve
Ogrenir. Goriintii isleme, dogal dil isleme ve zaman serisi tahmini gibi alanlarda
siklikla kullanilir. Ancak, derin 6grenme modelleri biiyliik miktarda veri ve
hesaplama giicii gerektirir ve modelin asir1 6grenmeye yatkin olmasi potansiyel bir

dezavantajdir. Bu nedenle, hiperparametre optimizasyonu kritik bir rol oynar.

1.7.6 Karar Agaci (Decision Tree)

Karar agaclari, verileri dallara ayirarak smiflandirma veya regresyon
yapmaya c¢aligan sezgisel bir algoritmadir. Model, her adimda veriyi bir 6znitelige
gore aymrarak alt dallar olusturur ve sonuca ulasir. Karar agaglariin en biiyiik
avantaji, gorsellestirilmelerinin kolay olmasidir. Ayni zamanda, egitim ve tahmin
stirecleri olduk¢a hizlidir. Ancak, karar agaclari asir1 6grenmeye yatkindir ve bu da
modelin genelleme yetenegini olumsuz etkileyebilir. Asirt bliyliyen agagclar, hatali
kararlar alabilir, bu ylzden budama teknikleri kullanilarak aga¢ boyutlar

sinirlandirilmalidir.

1.7.7 Rastgele Orman (Random Forest)

Rastgele Orman, karar agaglarinin topluluk yontemine dayali bir
genislemesidir. Model, birgok farkli karar agaci olusturur ve her bir aga¢ bagimsiz
olarak egitilir. Sonrasinda, her agacin ¢iktist oy birligi ile son tahmini olusturur. Bu
yontem, tek bir karar agacina kiyasla asir1 6grenmeyi azaltir ve genelleme
yetenegini artirir. Rastgele Orman, hem siniflandirma hem de regresyon
problemlerinde yiiksek dogruluk saglar. Ancak, biiyiik miktarda aga¢ olusturulmast

hesaplama acisindan maliyetli olabilir.

1.7.8 Gradyan Artirmal Agaclar (Gradient Boosted Trees)

Asamali giliglendirme, her adimda 6nceki adimlarin hatalarin1 azaltmayi
amaglayan bir algoritmadir. Karar agaclari, ardisik olarak insa edilir ve her yeni
agac, Onceki agaclarin hatalarmi diizeltmeye c¢alisir. Bu siireg, daha yliksek

dogruluk ve daha az hata orani saglar. Asamali gii¢lendirilmis agaglar, 6zellikle
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smiflandirma ve regresyon problemlerinde oldukga etkilidir. Ancak, modelin asir
ogrenmeye karsi dikkatli bir sekilde optimize edilmesi gerekir.

Bu calismada, farkli veri setleri lizerinde Oznitelik se¢im islemleri
tamamlandiktan sonra, ¢esitli makine O6grenme algoritmalar1 ile modellerin
dogruluk ve performanslarini degerlendirdik. Her bir algoritma, siniflandirma ve
regresyon problemlerine farkli yaklasimlar sunarak, veri setinin yapisina gore en
1yi performansi elde etmeyi hedeflemistir. Kullanilan modeller arasinda, hem hizl
ve basit algoritmalar (Naive Bayes, Lojistik Regresyon) hem de daha karmasik ve
derin Ogrenme yontemlerine dayanan modeller (Derin Ogrenme, Asamali
Gilg¢lendirilmis Agaglar) yer almaktadir. Bu algoritmalar, veri setlerindeki
ortintiileri belirlemek, 6nemli 6znitelikleri segmek ve dogru tahminler yapmak
amaciyla kullanilmaktadir.

Modeller, veri setlerindeki Ozniteliklerin dogru sekilde analiz edilmesini
saglarken, ayn1 zamanda farkli metriklerle performanslarini degerlendirmek igin
kullanilmistir. Ornegin, Naive Bayes gibi hizl1 ve basit modeller, diisiik boyutlu ve
bagimsiz dzniteliklere sahip veri setlerinde etkili olurken, Derin Ogrenme gibi
karmasik modeller, biiyiik veri setlerinde ve ¢ok sayida 6znitelige sahip karmagik
veri yapilarinda daha iyi sonuglar elde etmektedir. Karar Agaclari ve Rastgele
Ormanlar gibi agac tabanli modeller ise veri setlerini dallara ayirarak ayrintili
analizler yapar ve asirt 6grenme riskini azaltmak i¢in topluluk yontemlerini
kullanir.

Modellerin performansi; dogruluk (accuracy), hassasiyet (precision),
hatirlama (recall) ve F1 skoru gibi siniflandirma metrikleriyle degerlendirilmistir.
Ayrica, her bir modelin genelleme yetenegi, asir1 6grenme riskini en aza indirmek
icin test edilmis ve capraz dogrulama yoOntemleriyle giivenilirlikleri kontrol
edilmistir. Bu degerlendirmeler sonucunda, her bir modelin gii¢lii ve zayif yonleri
ortaya konmus ve belirli veri yapilari i¢in hangi modellerin daha uygun oldugu
belirlenmistir.

Calismamizda kullanilan bu genis model ¢esitliligi, veri setlerinin farkli
boyut ve karmagikliklarina uyum saglamakta, dolayisiyla her modelin hangi
durumlarda daha iyi performans gosterdigini anlamamizi kolaylastirmaktadir.
Sonug olarak, her bir algoritmanin belirli veri setlerinde gosterdigi performans,
model seciminde kritik bir rol oynar ve farkli problemler i¢in en uygun ¢oziim

yolunun belirlenmesine katki saglar.
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Model ¢esitliligi, makine 6grenmesi uygulamalarinda belirli veri setleri i¢cin
Ozellestirilmis ve optimize edilmis ¢oziimler gelistirmek agisindan biiyliik 6nem
tasir. Her modelin belirli veri tiirlerinde performansin1 degerlendirmek, yalnizca
dogruluk oranini artirmakla kalmaz, ayn1 zamanda sistemin genel verimliligini ve
kaynak yonetimini optimize eder (Li vd., 2019).

Ayrica, bu cesitlilik, farkli veri yapilar1 ve 6znitelik dagilimlarinin model
performansi iizerindeki etkisini daha iyi degerlendirme olanagi sunar. Bu durum,
algoritmalarin giiglii ve zayif yonlerini belirleyerek, gelecekteki caligmalar igin
daha optimize stratejiler gelistirilmesine olanak tanir. Bu sayede, dogru model
secimi ile yalnizca yiiksek dogruluk elde edilmekle kalmay1p, ayn1 zamanda islem
stiresi ve kaynak kullanimi agisindan da verimli ¢oziimler gelistirilmesi miimkiin
olmaktadir.

Son olarak, model ¢esitliligi, makine 6grenimi algoritmalarinin genelleme
yetenegi iizerinde de onemli bir rol oynar. Ozellikle, farkli modellerin topluluk
yontemleriyle birlestirilmesi, genelleme hatalarini azaltarak daha dogru ve kararl
tahminler yapilmasina olanak saglar. Bu yontemler, siniflandirma ve regresyon
problemlerinde siklikla tercih edilmekte ve bireysel modellerin eksikliklerini
gidermek icin giiglii bir alternatif sunmaktadir (Dietterich, 2000). Topluluk
yontemleri, bireysel modellerin 6nyargi ve varyans kaynakli hatalarini telafi ederek,

daha dengeli ve giivenilir sonuglar elde edilmesini miimkiin kilar.
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2. MATERYAL ve YONTEM

2.1 Oznitelik Segimi

Bu calismada kullanilan veri seti, bir bankanin miisteri kaybi1 tahminine
yonelik Kaggle platformundan elde edilmistir (Konstantin, 2020). Veri seti, 23
ozellik ve 10.127 gozlemden olugsmakta olup, miisterilerin demografik bilgileri,
bankacilik hizmetleri kullanimi ve finansal durumu gibi gesitli faktorleri
icermektedir. Bu veriler, banka miisterilerinin kayip durumlarin1 analiz etmek ve
tahmin modelleri gelistirmek amaciyla kullanilmistir.

Veri setinde oncelikle 6znitelik secimi gergeklestirerek veri hazirliklari
yapildi. Bubaglamda GA ve ABC’nin hibrit kullanilmasi ile veri setinin sonuglanan
Ozniteliklerinin se¢imleri yapildi. Farkli 6znitelik se¢imleri ile birlikte elde edilen
farkl veri setleri tizerinde gerekli performans ve dogruluk ¢aligsmalari sonrasi farkli

sonuclar elde edilerek calismanin amacina ulagilmasina yarayacaktir.
2.2 GA ve ABC’nin Hibrit Kullanimi

GA ve ABC’nin hibrit kullanimi iizerine yapilan ilk caligmalar, her iki
algoritmanin giiclii yonlerini birlestirerek daha hizli ve etkili optimizasyon
cozlimleri sunabilecegini ortaya koymustur. Bu baglamda, Wang ve digerleri
(2011), GA ve ABC'nin hibrit kullaniminin, ¢ok boyutlu veri setlerinde 6znitelik
secim performansini artirdigini ve bdylece yiiksek dogruluk oranlari elde edildigini
gostermistir. Hibrit meta-sezgisel yaklasimlar konusunda yapilan bir diger ¢alisma,
genetik algoritmanin kesif yetenegini ve ABC'nin somiirli yetenegini bir araya
getirerek optimize edilen ¢oztiimlerin dogrulugunu artirmay1 hedeflemistir (Kumar
ve Singh, 2018). Bu hibrit yontem, 6zellikle veri madenciligi uygulamalarinda
Oznitelik seciminde yiiksek dogruluk ve hizli islem stiresi saglamistir.

Bu ¢alismada, 6znitelik secimi i¢cin Genetik Algoritma (GA) ve Ar1 Kolonisi
Algoritmasi (ABC) hibrit bir sekilde uygulanmistir. Asagida, bu iki algoritmanin
birlesimiyle olusturulan ¢6ziim siirecinin adimlarim1  gosteren soézde kod
sunulmaktadir. Algoritmalarin her biri, baslangi¢ ¢6ziimii i¢in GA kullanirken,

¢Oziimiin iyilestirilmesi i¢gin ABC algoritmasini kullanmaktadir.
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BASLA

(SV dosyasindan "BankLoyaltyEtiketli.csv" veri setini YOKLE
Veri setini dznitelikler (X) ve etiketler (y) olarak AYIR

Oznitelik Secim Problemini TANIMLA:
- GIRIS: X (bznitelikler), y (etiketler)
- GIKIS: Bir dznitelik segimi ¢oziimiiniin dederlendirilmesi
FONKSIYON degerlendirme(cdziim):
Cozlmin (ikili vektor) sectigi dznitelikleri SE(
EGER hi¢ dznitelik secilmediyse:
0 (ceza) DONDUR
Veriyi egitim ve test setlerine AYIR
Egitim seti iizerinde bir Destek Vektdr Makinesi (SVC) modelini EGIT
Test setinde tahminler yap
Tahminlerin dogrulugunu (accuracy) DGNDUR

Sekil 2.1. S6zde Kod Baslangi¢ ve Problemin Tanim1

[k adimda, programin ¢alisabilmesi icin gerekli veri seti yiiklenir ve isleme
baslamak i¢in temel yapi1 olusturulur. Veri seti, "BankLoyaltyEtiketli.csv"
dosyasindan alinarak X (Oznitelikler) ve y (etiketler) olarak iki farkli bilesene
ayrilir. Ardindan, Oznitelik se¢imi problemi tanimlanir ve her ¢oziimiin
dogrulugunu Slgen bir degerlendirme fonksiyonu yazilir. Bu fonksiyon, segilen
Oznitelikleri kullanarak bir egitim ve test seti olusturur, SVM (Destek Vektor
Makinesi) modeli ile egitimi gergeklestirir ve test verisi izerinde tahminler yaparak
dogrulugu hesaplar. Bu adim, algoritmanin basarisini 6lgebilmek i¢in temel bir yap1
kurar ve ilerleyen adimlarda bu yap1 kullanilarak ¢6ziim optimize edilir.

Genetik Algoritmayi (GA) TANIMLA:

- GIRI$: Oznitelik secim problemi, popiilasyon boyutu, nesil sayisi, caprazlama orani, mutasyon orani

- CIKIS: En iyi dznitelik secimi ¢oziimii

Popiilasyonu rastgele baslat (ikili dznitelik vektorleri)

Her bireyin fitness degerini (de§erliligini) DEGERLENDIR

Her nesilde:

Ebeveynleri turnuva se¢imiyle SEC
Ebeveynler arasinda gaprazlama yaparak yeni yavrular olustur
Yavrulara mutasyon uygula (belirtilen oranla)

Yeni popiilasyonun fitness dederlerini DEGERLENDIR
En iyi cdzimi ve fitness degerini DONDUR

Sekil 2.2. So6zde Kod — GA Algoritma Tanimi

Genetik Algoritma (GA), Oznitelik secimi problemine yonelik en iyi
¢6ziimii bulmak igin evrimsel bir yaklagim kullanir. ilk olarak, popiilasyon rastgele

baslatilir ve her bireyin (ikili vektor) uygunluk degeri, 6zniteliklerin dogrulugunu
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belirleyerek degerlendirilir. Ardindan, her nesilde ebeveynler turnuva se¢imiyle
belirlenir ve caprazlama islemiyle yeni yavrular olusturulur. Yavrular {izerinde
mutasyon islemi gergeklestirilir ve yeni popiilasyonun uygunluk degerleri tekrar
hesaplanir. Bu siireg, her nesilde ¢oziimiin daha iyi bir hale gelmesini hedefler.
Genetik algoritma, dogal seleksiyon ilkelerini taklit ederek, daha iyi ¢oziim
adaylarini bulmak i¢in evrimsel siirecleri kullanir ve problem ¢dzme kapasitesini
artirir. Bu adim, GA'nin nasil ¢alistigin1 ve her nesilde nasil daha iyi ¢oziimler

iiretmeye calistigini detaylandirmaktadir.
Ar1 Kolonisi Algoritmasini (ABC) TANIMLA:
- GIRIS: Oznitelik secim problemi, popiilasyon boyutu, maksimum iterasyon sayisi, deneme limiti
- CIKIS: En iyi dznitelik secimi ¢dziimi
Popiilasyonu rastgele baslat (ikili 6znitelik vektdrleri)
Her bireyin fitness dederini DEGERLENDIR
Her iterasyonda:
Her is¢i ari igin:
Bir komsu ari sec¢ ve yeni bir aday ¢ozim olustur
Aday coziim daha iyi fitness degerine sahipse:
Cozimi gincelle
Deneme sayisini sifirla
Her gdzci ari icgin:
EGER deneme sayisi limit dederini asarsa:
Gozimi rastgele yeniden baslat
Fitness dederini yeniden degerlendir
En iyi cdziimi ve fitness dederini DONDUR

Sekil 2.3. Sozde Kod — ABC Algoritma Tanimi

ABC (Arn Kolonisi Algoritmasi), biyolojik bir ar1 kolonisi davranisindan
esinlenerek gelistirilmis bir optimizasyon yontemidir. Bu adimda, her isci ar1
rastgele bir komsu ¢6ziim secger ve yeni bir aday ¢oziim olusturur. Eger bu yeni
¢Ozlm, mevcut c¢ozimden daha iyi bir uygunluk degeri sunuyorsa, ¢oziim
giincellenir ve deneme sayisi sifirlanir. Gozcii arilar ise, deneme sayisinin limit
degeri asilmasi durumunda, mevcut ¢6ziimii yeniden baglatir ve uygunluk degerini
yeniden degerlendirir. Bu siireg, ¢oziim alanindaki farkli bolgelerde arama yaparak,
lokal optimumlardan kaginmay1 ve daha iyi bir ¢6ziim bulmayi amaclar. Ari
Kolonisi Algoritmasi, global optimizasyon yetenekleri ile bilinir ve ozellikle
karmasik ve ¢ok boyutlu problemlerde yiiksek performans gosterir. Bu adimda,
¢Oziimiin zamanla nasil evrildigi ve ABC algoritmasinin optimizasyon siireci agikca

gosterilmektedir.
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Hibrit GA-ABC Algoritmasini TANIMLA:
- GIRiIS: Oznitelik secim problemi, GA parametreleri, ABC parametreleri
- CIKIS: En iyi 6znitelik seg¢imi ¢ozimi
Ik cozimi GA ile elde et
Bu ¢6zimi optimize etmek igin ABC'yi kullan
En iyi ¢ozimi ve fitness dederini DONDUR
Ana prosediiri TANIMLA:
- Veri setini yiikle ve X ile y'ye ayir
- Problemi X ve y ile baslat
- GA parametrelerini TANIMLA (popiilasyon boyutu, nesil sayisi, caprazlama orani, mutasyon orani)
- ABC parametrelerini TANIMLA (popiilasyon boyutu, maksimum iterasyon sayisi, deneme limiti)
- Hibrit GA-ABC algoritmasini calistir
- En iyi ¢ozimi ve dogrulugu yazdir
Ana prosediiri CALISTIR

BITIR

Sekil 2.4. S6zde Kod — GA ve ABC Algoritmanin Hibrit Tanim1 ve Bitig

Son adimda, Genetik Algoritma (GA) ve Ar1 Kolonisi Algoritmasi (ABC)
hibrit bir sekilde birlestirilir. ilk olarak, GA algoritmasi ile baslangi¢ ¢dziimii elde
edilir, ardindan bu ¢6ziim ABC algoritmasi ile optimize edilir. Bu hibrit yaklagim,
her iki algoritmanin gii¢lii yonlerini birlestirerek daha etkili bir 6znitelik segimi
¢Ozimi Uretir. Ana prosediirde, veri seti yiiklenir ve X ile y'ye ayrilir. GA ve ABC
parametreleri belirlenir, ardindan hibrit GA-ABC algoritmasi ¢alistirilir. Son
olarak, elde edilen en iyi ¢6ziim ve dogruluk degeri yazdirilarak algoritmalarin
basaris1 dl¢iiliir. Bu siireg, 6znitelik se¢iminde daha dogru ve verimli bir sonug elde
etmek icin birlestirilen iki optimizasyon yonteminin nasil isledigini gosterir.

Her iki algoritmanin avantaj ve dezavantajlarini géz oniinde bulundurarak
i¢ ige bir algoritma yapisi kurarak veri setini her iki algoritmanin da islevlerini
kullanarak 6znitelik secimi gerceklestirildi. Oznitelik se¢imi data analizinde secilen
niteliklerin kullanilmasi sonrasi miisteri sadakati igin performansi ve dogruluk orani

yuksek ve en 1yi sekilde sonuglanmasini saglamaktir.
2.3 Biiyiik Veri Setlerinde Hibrit Algoritmalarla Oznitelik Segimi

Verinin en iyi sekilde kullanilmasini saglamak amaciyla GA ve ABC hibrit
sekilde kullanilarak 6znitelik se¢imi gerceklestirildi. Bu baglamda elde edilen data
icin en iy1 sonucu verecek sekilde dizayn edildi.

Hibrit algoritmalarin biiylik veri setlerinde Oznitelik se¢imi iizerindeki
etkisi, veri madenciligi alaninda 6nemli bir arastirma konusu olmustur. GA-ABC

hibrit algoritmasinin biiyiik veri setlerinde kullanildiginda, gereksiz 6zniteliklerin
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elenmesi ve yiiksek etkili 6zniteliklerin secilmesiyle hem dogrulugun hem de islem
hizinin arttigini gostermistir (Liu vd., 2020).

Bu konuda yapilan bir diger ¢alisma, GA-ABC hibrit yaklasiminin, finansal
veri setleri lizerinde 6znitelik se¢imi igin basarili sonuglar verdigini ve 6zellikle
miisteri sadakati gibi karmagsik problemlerde veri setini optimize ederek daha dogru
tahminler yapilmasini sagladigini ifade etmistir (Li ve Zhang, 2019).

Bu calisma kapsaminda gelistirilen hibrit Oznitelik ¢ikarma yaklasimi,
genetik algoritma ve yapay ar1 kolonisi algoritmasinin birlestirilmesini icerir. Bu
yaklasimda, genetik algoritma ve yapay ar1 kolonisi algoritmasi bir araya
getirilerek, her bir algoritmanin avantajlarindan yararlanilir ve birlikte daha giiglii
bir optimizasyon saglanir. Oznitelik ¢ikarma siirecinde, genetik algoritma ve yapay
ar1 kolonisi algoritmasi birlikte kullanilarak, veri setinden en 6nemli 6zniteliklerin
secilmesi hedeflenir. Genetik algoritma ve Yapay ar1 kolonisi algoritmasini hibrit
sekilde kullanarak dznitelik secimi gerceklestirdik. Islem sonrasi etkisi yiiksek olan
Ozniteliklerin sec¢imi ile miisteri sadakatini 6l¢limii i¢in etkili 6zniteliklerden olusan

verl seti hazirlandi.
2.4 Kullanim Ortami

Apple Macbook Pro bilgisayar kullanildi. 2022 y1l1 iretimi tamamlanan M2
islemcili, 16 GB RAM, 256 GB SSD model bilgisayar ortaminda ¢aligmalar yapildu.
GA ve ABC hibrit yazilmis algoritma ise Visual Studio Code da ¢alistirildi. Python
dili kullanilarak hibrit algoritma yazilmis ve kullanilmistir.

Visual Studio Code (VSCode), Microsoft tarafindan gelistirilen, agik
kaynakli ve platformlar aras1 bir kod editoriidiir. Gelistiriciler i¢in olduk¢a popiiler
olan bu arag, hafif bir yapiya sahip olmasina ragmen gii¢lii 6zellikler sunar.
VSCode, bircok programlama dilini destekler ve dil eklentileri sayesinde
Ozellestirilebilir bir yapiya sahiptir. Ayrica, IntelliSense adi verilen akilli
tamamlama o6zelligi ile kod yazimmi hizlandirir ve hatalari en aza indirir.
Gelistiriciler, Visual Studio Code'u Python, Java, C++, JavaScript, HTML, CSS
gibi dillerde kullanirken, hata ayiklama (debugging) araglariyla da kodlarinin
performansini analiz edebilirler.

Python, ag¢ik kaynakli bir dil olup, esnek yapisi ve genis kiitliphane destegi

ile veri analizi ve makine 6grenimi projelerinde yaygin olarak tercih edilmektedir.
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Calismada kullanilan GA(Genetik Algoritma) ve ABC(Ar1 Kolonisi Algoritmast)
gibi evrimsel algoritmalarin yani sira, modelin dogrulugu ve performansini
artirmak i¢in NumPy, Pandas, Matplotlib ve SciPy gibi kiitiiphaneler etkin bir
sekilde kullanilmistir. Veri 6n isleme, modelleme ve degerlendirme adimlarinda
ise, scikit-learn kitiiphanesi 6nemli bir rol oynamustir. Ozellikle, train_test split
fonksiyonu ile verilerin egitim ve test setlerine ayrilmasi saglanmis, SVM (Destek
Vektor Makineleri) algoritmasi ile siniflandirma yapilmis ve dogruluk metrikleri ile
modelin dogrulugu degerlendirilmistir. Pandas kiitiiphanesi, veri manipiilasyonu ve
on isleme islemlerinde; NumPy ise sayisal hesaplamalar ve vektorlesmis islemler
icin kullanilmigtir. Ayrica, Matplotlib kiitiiphanesi ile verilerin gorsellestirilmesi ve

sonuclarin gorsel olarak analiz edilmesi miimkiin olmustur.
2.5 Avantajlar ve Uygulamalar

Genetik algoritma ve yapay ar1 kolonisi algoritmasinin hibrit bir sekilde
kullanimi, biiytlik veri setlerinden 6znitelik ¢ikarma stireglerinde dikkat ¢ekici bir
avantaj saglamaktadir. Genetik algoritma, dogal seleksiyon ve genetik mutasyon
stireclerinden esinlenerek ¢6ziim uzayimi etkili bir sekilde kesfederken, yapay ar
kolonisi algoritmasi, arilarin besin kaynaklarini bulma davranigini taklit ederek
optimize edilmis c¢oziimler iretir. Bu iki algoritmanin hibrit bir sekilde
kullanilmasi, her iki yontemin gii¢lii yonlerini birlestirerek veri setlerinin daha
verimli analiz edilmesini ve en uygun 0zniteliklerin se¢ilmesini miimkiin kilar.

Ozellikle karmasik ve biiyiik boyutlu veri setlerinde, geleneksel 6znitelik
cikarma yontemleri zaman ve hesaplama maliyeti acisindan yetersiz kalabilir. Bu
tiir durumlarda, genetik algoritma ve yapay ar1 kolonisi algoritmasi hibrit kullanimi
hem zaman verimliligi hem de dogruluk orani agisindan iistiin bir performans
sergiler. Genetik algoritma, genis bir ¢6ziim uzayini sistematik bir sekilde tarayarak
en uygun Oznitelikleri belirlerken, yapay ar1 kolonisi algoritmasi bu siireci daha da
optimize ederek yerel optimumlara takilma riskini azaltir. Bu kombinasyon, veri
setindeki gereksiz veya diisiik etkili 6zniteliklerin elenmesini ve yalnizca hedef
modele en yiiksek katkiy1 saglayan 6zniteliklerin se¢ilmesini saglar.

Bu hibrit yaklasim, yalnizca 6znitelik se¢imi siireclerini hizlandirmakla
kalmaz, ayn1 zamanda makine 6grenmesi modellerinin genel performansini da

artirtr. Secilen 6zniteliklerin etkisi yliksek oldugunda, makine 6grenmesi modelleri
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daha yiiksek dogruluk oranlarina ulasir ve genel genelleme kabiliyeti artar. Ayrica,
bu yontem, gercek zamanli sistemlerde de etkili bir sekilde kullanilabilir, ¢linkii
hizli ve optimize edilmis Oznitelik ¢ikarma siireci, veri setlerinin analizini ve
modelleme siire¢lerini biiyiik 6l¢tide hizlandirir.

Sonug olarak, genetik algoritma ve yapay ar1 kolonisi algoritmasinin hibrit
kullanim1, makine 6grenmesi ve veri madenciligi uygulamalarinda, 6zellikle biiytlik
veri setlerinde, etkili bir ¢6ziim sunmaktadir. Bu iki algoritmanin birlesimi,
Oznitelik ¢ikarma siirecini daha verimli hale getirirken, ayn1 zamanda makine
o6grenmesi modellerinin basarisint da 6nemli dl¢iide artirir. Literatiirde, bu tiir hibrit
yaklagimlarin farkli problem tiirlerinde iistiin performans sergiledigi ve model
dogrulugunu artirdigina dair bir¢ok c¢alisma bulunmaktadir (Holland, 1975;
Karaboga, 2005).

2.6 Bu Calisma Kapsaminda Optimize Edilmis Alt Veri Setleri

Hibrit algoritma kullanilmasi sonrasi se¢ilen 6zniteliklerden yeni veri setleri
olusturulmaktadir. Sekil 3.1. de ki degerler ise meta sezgisel algoritmalarin birlikte
kullanilmas1 sonrasi se¢ilen Oznitelikleri ifade etmektedir.

GA algoritmasinin hiperparametreleri: Popiilasyon boyutu (20), Nesil sayisi
(50), Caprazlama oram1 (0.8), Mutasyon orani (0.1). ABC algoritmasinin
hiperparametreleri: Popiilasyon boyutul0), Maksimum iterasyon sayisi (50),

Sabirlt artlarin sinirli degeri (5).

Secilen 6zniteliklere gore 6 farkli veri seti ve her bir veri setinde siras1 ile
5,6,8,9,10,12 segilmis siitun mevcut. Bu alt veri setleri ile ayr1 ayr1 model yapilari
ile incelemeler yapildi. Bu incelemeler sonrasi veri setlerinin performans ve
dogruluk degerleri 6lgiildii. Secilen alt veri setleri iizerinde yapilan analizlerde,
Oznitelik sayisindaki artigin, 6zellikle model dogrulugu iizerinde olumlu bir etkisi
oldugu gozlemlenmistir. Bununla birlikte, daha fazla 6zniteligin dahil edilmesi,
egitim ve degerlendirme siirelerini uzatmistir. Bu durum, performans dogrulugu ile
islem siiresi arasinda bir denge saglanmasinin gerekliligini ortaya koymaktadir.
Ayrica, her bir alt veri seti icin test edilen modeller, belirli 6znitelik
kombinasyonlarinda farkli basar1 oranlar1 géstermistir, bu da 6znitelik se¢ciminin
modellerin genelleme yetenekleri tizerindeki etkisini vurgulamaktadir. Elde edilen

sonuglar, dogru Oznitelik se¢ciminin hem model performansini artirmak hem de
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islem siirelerini optimize etmek acisindan kritik Oneme sahip oldugunu

gostermektedir.

Example Examplel Example2 Example3 Example4 Example5 Example6
CLIENTNUM

Attrition_Flag

Dependent_count

Education_Level

Income_Category

Card_Category

Months_on_book
Total_Relationship_Count
Months_Inactive_12_mon
Contacts_Count_12_mon
Credit_Limit

Total_Revolving_Bal
Avg_Open_To_Buy
Total_Amt_Chng_Q4_Q1
Total_Trans_Amt

Total_Trans_Ct
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Sekil 2.5. Segildi (1) / Segilmedi (0)
2.7 Analizde Kullanilan Algoritmalar

Bu ¢alismada, 6znitelik se¢im siirecinden sonra elde edilen alt veri setlerinin
dogruluk ve performans Ol¢iimlerini degerlendirmek i¢in sekiz farkli makine
O0grenme algoritmast kullanilmistir. Her bir algoritma, alt veri setlerinin
karakteristik Ozelliklerine uygun olarak farkli avantajlar ve yaklagimlar
sunmaktadir. Kullanilan modeller arasinda, hem hizli sonuglar {iretebilen
istatistiksel yontemler (Naive Bayes, Lojistik Regresyon, Genellestirilmis Dogrusal
Model) hem de daha karmasik, cok katmanli 6grenme gerektiren derin 6grenme
yontemleri (Derin Ogrenme) yer almaktadir. Ayrica, karar agaclari ve rastgele
ormanlar gibi karar verme siireglerini dallara ayirarak analiz eden algoritmalar da
dogruluk ve genelleme performanslarini artirmak amaciyla kullanilmigtir.

Bu modeller, alt veri setlerinin farkli boyut ve karmasiklik diizeylerinde test
edilmistir. Her bir modelin performanst; dogruluk, duyarlilik, hatirlama ve F1 skoru
gibi temel siniflandirma metrikleri ile 6l¢lilmiistiir. Ayn1 zamanda, modellerin agir1
O0grenme ve genelleme yetenegi de analiz edilmistir. Modellerin dogruluk sonuglari,

kullanilan algoritmanin alt veri setinin 6zelliklerine ne kadar iyi uyum sagladigini
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gosterirken, her bir algoritmanin hangi durumlarda daha iyi performans
sergiledigini karsilastirmak icin ayrintili bir analiz yapilmistir.

Calismada elde edilen sonuglar, basit ve kompleks modellerin farkl: alt veri
setlerinde nasil performans gosterdigini kapsamli bir sekilde ortaya koymustur.
Basit modeller (6rnegin Naive Bayes ve Lojistik Regresyon), diisiikk boyutlu ve
lineer olarak ayrilabilir alt veri setlerinde hizli ve yeterli sonuglar verirken, daha
gelismis yontemler (8rnegin Derin Ogrenme ve Asamali Giiglendirilmis Agaclar)
biiyiik ve karmasik alt veri setlerinde daha yiiksek dogruluk oranlari elde etmistir.
Bu durum, model segiminde alt veri setinin 0zelliklerine gore hareket edilmesinin
onemini vurgulamaktadir. Ayrica, ileri diizey modellerin genelleme yetenekleri,
dogru Oznitelik secimi ile birlestirildiginde, performansin ©6nemli Olgiide

artirilabilecegi goriilmiistiir.

Tablo 2.1. Siniflandirma Algoritmalari

Simiflandirma Algoritmasi

Algoritma- 1 Naive Bayes

Algoritma- 2 Genellestirilmis Dogrusal Model(GLM)
Algoritma- 3 Lojistik Regresyon
Algoritma- 4 Fast Large Margin
Algoritma- 5 Derin Ogrenme
Algoritma- 6 Karar Agaci

Algoritma- 7 Rastgele Orman
Algoritma- 8 Gradyan Artirmal1 Agaglar

Yapilan bu karsilastirma, her bir modelin farkli veri yapilar1 ve 6znitelik
dagilimlan karsisindaki giiclii ve zayif yonlerini detayli bir sekilde degerlendirme
imkani sunmustur. Elde edilen bulgular, model se¢imi siirecinde uygulamaya ve alt
veri setine 6zgii faktorlerin dikkate alinmasinin, sonuglarin dogrulugu ve tutarliligi
acisindan kritik 6neme sahip oldugunu gostermistir. Kullanilan modellerin detayli
performans degerlendirmesi ve karsilastirmalar1 Tablo 2.1.’de sunulmaktadir. Bu
analiz, gelecekte benzer calismalarda model se¢im siireglerini yonlendirecek

onemli ipuclar1 saglamaktadir.
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2.8 Analizde Kullanilan Algoritmalarin HiperParametre Bilgileri

2.8.1 Naive Bayes

Naive Bayes algoritmasi, olasilik temelli bir siniflandirma yontemidir ve
0zellikle metin siniflandirma gibi kategorik veri problemlerinde siklikla kullanilir.
Bu algoritmanin performansi iizerinde etkili olan ana hiperparametrelerden biri
Laplace Smoothing'dir. Bu parametre, sifir olasiligi 6nlemek ve siniflandirmay1
daha kararli hale getirmek i¢in kullanilir. Ayrica, stirekli degiskenler i¢in Gaussian
gibi kernel tiiri ve minimum standart sapma parametresi algoritmanin dogruluk

oranini etkileyen diger faktorlerdir.

2.8.2 Genellestirilmis Dogrusal Model (GLM)

Genellestirilmis Dogrusal Model (GLM), hem siniflandirma hem de
regresyon problemleri i¢in esnek bir modeldir. GLM’in en Onemli
hiperparametreleri arasinda link fonksiyonu ve dagilim ailesi (family) yer alir. Link
fonksiyonu, bagimli degisken ile bagimsiz degiskenler arasindaki iliskiyi tanimlar;
ornegin, logit fonksiyonu lojistik regresyonda yaygin olarak kullanilir. Ayrica,
diizenlilestirme parametresi (Lambda), modelin asir1 6grenmesini 6nlemek igin

kullanilir.

2.8.3 Lojistik Regresyon

Lojistik Regresyon, iki sinifli veya ¢ok smifli problemler i¢in yaygin bir
sekilde kullanilan bir smiflandirma algoritmasidir. Bu algoritmanin ana
hiperparametrelerinden biri, dizenleme turi (L1 veya L2 diizenlilestirme) ve
duzenleme glict (C)’dir. Bu parametreler, modelin genel performansini kontrol
ederek asir1 6grenme riskini azaltir. Ayrica, optimizasyon i¢in kullanilan ¢0zucu tur

(6rnegin, liblinear) parametresi, biiyiik veri setleri ile ¢alisirken 6nem kazanir.

2.8.4 Fast Large Margin

Fast Large Margin algoritmasi, siiflar arasindaki ayrimi maksimize eden
bir siniflandirma yontemidir. Bu algoritmanin énemli hiperparametreleri arasinda
cekirdek tiirii (lineer veya polynomial gibi) ve marj genisligi bulunur. Ayrica,
diizenlilestirme parametresi, algoritmanin siniflar arasindaki sinir1 belirlerken daha

1yi sonuglar elde etmesini saglar.
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2.8.5 Derin Ogrenme

Derin Ogrenme algoritmasi, dzellikle karmasik veri setleri i¢in giiclii bir
siniflandirma  algoritmasidir. Bu  algoritmanin  performansin1  etkileyen
hiperparametreler arasinda katman sayisi, her bir katmandaki ndron sayisi, ve
Ogrenme orani (learning rate) bulunur. Ayrica, kullanilan aktivasyon fonksiyonlari
(ReLU, sigmoid veya tanh gibi) ve toplam islem siiresi boyunca belirlenen epochs

sayis1, modelin dogruluk oranini ve genel basarisini etkiler.

2.8.6 Karar Agaci

Karar Agac1 algoritmasi, siniflandirmada kullanilan en temel
algoritmalardan biridir ve agag yapisi tizerinden karar verir. Maksimum derinlik
(maximum depth), yaprak basimna minimum Ornek sayis1 ve bolme kriteri (split
criterion) gibi hiperparametreler, modelin performansini dogrudan etkiler. Bolme
kriteri olarak bilgi kazanci veya Gini indeksi kullanilir ve bu parametreler,

algoritmanin siniflar1 nasil ayiracagini belirler.

2.8.7 Rastgele Orman

Rastgele Orman algoritmasi, birden fazla karar agacinin bir araya
getirilmesiyle olusan gii¢lii bir siniflandirma yontemidir. Ormandaki aga¢ sayisini
belirleyen agag sayisi(number of trees) ve her agag i¢in segilecek maksimum 6zellik
sayisini tanimlayan maksimum ozellik(maximum features) gibi hiperparametreler
bulunmaktadir. Ayrica, bootstrap Orneklemesi ve maksimum derinlik gibi

parametreler, modelin performansini artirmak i¢in optimize edilebilir.

2.8.8 Gradyan Artirmal Agaclar

Gradyan Artirmali Agaclar algoritmasi, agac¢ tabanli modellerin ardigik
olarak olusturuldugu gii¢lii bir smiflandirma yontemidir. Bu algoritmanin
hiperparametreleri arasinda 6grenme orani (learning rate), maksimum derinlik ve
agac sayis1 yer alir. Ayrica, egitim veri setinden alinacak alt kiimenin oranini
belirleyen alt 6rnek orani (subsample ratio), modelin daha dengeli ve hizli bir
sekilde egitilmesine olanak tanir.

Bu aciklamalar, her algoritmanin temel hiper-parametrelerini ve bunlarin

analiz performansina olan etkilerini vurgulamaktadir.
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3. BULGULAR

Bu c¢alisma kapsaminda gerekli alt veri setleri GA ve ABC’nin hibrit
kullanilmasi 0znitelik se¢imi sonrasi elde edilen alt veri setlerin siniflandirma
algoritmalarindan gegerek performans ve dogruluk oranlar 6l¢iildii. Bu sonuglar
dogrultusunda isleme alinan verilerin Oznitelik se¢imine gore analiz sonuglari
farklilik gosteriyor. Genetik algoritma ve yapay ar1 kolonisi algoritmasinin hibrit
bir sekilde kullanilarak gerceklestirilen 6znitelik se¢imi siiregleri sonucunda elde
edilen veriler, model performansi, dogruluk oranlar1 ve islem siiresi agisindan
kapsamli bir sekilde analiz edilmistir. Elde edilen bulgular, dnerilen yontemlerin
etkili bir sekilde alt veri seti boyutunu azaltirken, makine 6grenmesi modellerinin
genel bagar1 oranlarini artirdigini gostermektedir.

Oznitelik secimi sonras1 olusan her alt veri seti, siiflandirma algoritmalari
kullanilarak performans ve dogruluk degerleri 6l¢iildii. Secilen 6znitelikler sonrasi
olusan alt veri setleri haricinde 23 6zniteligi bulunan datanin tiim 6znitelikleri ile
algoritmalardan performans ve dogruluk 6l¢iimleri gergeklestirildi. Bunun sonunca
23 Oznitelige sahip veri seti iizerinde yapilan analizlerde, modellerin dogruluk
performanst Ol¢iilmiis ancak asir1  Ogrenme degerinin  yiiksek oldugu
gbzlemlenmistir. Asirt Ogrenme, modelin egitim verilerine agir1 uyum saglamasi
sonucunda, test verileri {lizerinde diisiik performans sergilemesine neden
olmaktadir. Bu durum, modelin genelleme yetenegini kaybettigi ve sadece mevcut
veri setine uygun calisti§i anlamina gelir. Calismada, bu 6znitelik sayisiyla elde
edilen modellerin asir1 6grenmeye yatkin oldugu tespit edilmis ve bu nedenle 23
Oznitelik igeren veri seti, tez dokiimanina dahil edilmemistir. Bunun yerine, daha
az sayida Oznitelikle yapilan analizlere odaklanilmis ve daha dengeli bir performans
elde edilmistir. Bu yaklasim, modelin ger¢ek diinyadaki veri lizerinde daha tutarl

ve etkili sonuglar iiretmesi i¢in kritik bir adim olarak degerlendirilmistir.
3.1 5 Oznitelikli Veri Bulgulari

Tablo 3.1. Oznitelik 6 alt veri seti iizerinde kullanilan gesitli makine
Ogrenimi algoritmalarmin Tablo 3.1. de gosterildigi gibi dogruluk, toplam siire,
egitim siiresi ve puanlama siirelerine gore performanslarini1 gostermektedir. Ayrica

Sekil 3.1 Dogruluk grafigi, Sekil 3.2 ve 3.3 Performans grafigi gosterilmektedir.

24



Tabloya bakildiginda,

performanslari arasinda 6nemli farkliliklar bulunmaktadir.

algoritmalarin  dogruluk oranlar

v€ Zzaman

Tablo 3.1. Oznitelik 5 Alt Veri Seti Performans-Dogruluk Tablosu

Dogruluk | Toplam | Toplam Egitim Puanlama
MODEL (%) Sire(s) Sure(ms) | Sdresi(ms) | Suresi(ms)
Naive Bayes 66,71% |37 37.000 4 91
Generalized Linear |68,06% |38 38.000 126 86
Lojistik Regresyon |68,44% |60 60.000 13 151
Fast Large Margin | 68,52% |66 66.000 60 155
Derin Ogrenme 69,80% 50 50.000 265 112
Karar Agaci 67,66% |39 39.000 6 95
Rastgele Orman 70,55% |115 115.000 16 220
Gradyan Artirmal
Agaclar 70,15% 75 75.000 20 147
Ortalama 68,74% |60 60.000 64 132
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Sekil 3.2. Oznitelik 5 Toplam Sure Grafigi

Bu c¢alismada, farkli makine 6grenmesi modellerinin dogruluk oranlari ve
islem siireleri incelenmistir. Tablo, her bir modelin basar1 oranini, toplam islem
stiresini, egitim siliresini ve tahmin yapma (skoring) siiresini gostermektedir. En
yiiksek dogruluk oranimni %70,55 ile Rastgele Orman modeli elde etmistir, bunu
%70,15 dogrulukla Gradyan Artirmali Agaglar ve %69,80 dogrulukla Derin
Ogrenme modeli takip etmektedir. Ote yandan, Naive Bayes modeli %66,71

dogrulukla en diisiik performansi sergilemistir.
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Sekil 3.3. Oznitelik 5 Puanlama Suresi Grafigi
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Modellerin iglem siireleri de dikkate alindiginda, en hizli modeller arasinda
Naive Bayes ve Karar Agaci yer alirken, en uzun islem siiresini 115 saniye ile
Rastgele Orman modeli almistir. Modellerin egitim siireleri ise genellikle 10 ile 265
ms arasinda degisiklik gostermektedir; burada en hizli egitim siiresi Naive Bayes
ve Karar Agac1 modelleriyle saglamirken, Derin Ogrenme modeli en uzun egitim
stiresini gostermektedir. Sonuclar, dogruluk orani ile islem siiresi arasinda bir denge
kurmanin 6nemini vurgulamaktadir. Ayrica, ortalama dogruluk oranit %68,74
olarak hesaplanmis olup, modellerin genel performansi iizerinde bir genel

degerlendirme sunmaktadir.

Attribu..  Cluster.. Cluster.. Contac.. Credit... Depen.. Total_T.. Total_T..

Cluster ... 1 -0.652 -0.135 -0.615 -0.068 -0.040 0.156
Cluster ... -0.652 1 -0.029 0.781 0.066 0.211 0.162
Contact... -0.135 -0.029 1 0.021 -0.041 -0.113 -0.152
Credit_L... -0.615 0.781 0.021 1 0.068 0.172 0.076
Depend... -0.068 0.066 -0.041 0.068 1 0.025 0.050
Total T... -0.040 0.211 -0.113 0.172 0.025 1 0.807
Total T... 0.156 0.162 -0.152 0.076 0.050 0.807 1

Sekil 3.4. Oznitelik 5 Korelasyon Sonuglari

Sekil 3.4. de gosterilen Korelasyon degerleri, hangi Ozniteliklerin
birbirleriyle giiclii bir iliskisi oldugunu analiz etmede faydalidir. Giiglii pozitif veya
negatif korelasyonlar, Oznitelikler arasindaki baglantilar1 anlamaya ve model
performansini artirmak i¢in kullanilabilecek 6znitelik se¢im stratejileri gelistirmeye
yardimcei olur. Ozellikle yiiksek korelasyona sahip dznitelikler (6rnegin, Toplam
islemler 1 ve Toplam Islemler 2) modelin 6grenme siirecinde énemli bir etkiye
sahip olabilir. Bununla birlikte, bagimsiz (korelasyonu diisiik) 6znitelikler, modele

cesitlilik saglayabilir.
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3.2 6 Oznitelikli Veri Bulgular1

Tablo 3.2. Oznitelik 6 alt veri seti iizerinde kullanilan gesitli makine

Ogrenimi algoritmalarinin Tablo 3.2. de gosterildigi gibi dogruluk, standart sapma,

toplam silire, egitim siiresi ve puanlama silirelerine gore performanslarini

gostermektedir. Ayrica Sekil 3.5. Dogruluk grafigini Sekil 3.6. ve Sekil 3.7.

Performans grafigi gosterilmektedir.

Tablo 3.2. Oznitelik 6 Alt Veri Seti Performans-Dogruluk Tablosu

Toplam |Toplam |Toplam |Egitim Puanlama
MODEL Sure(%) | Sure(s) | Sure(ms) | Suresi(ms) | Siresi(ms)
Naive Bayes 70,50% |38 38.000 |11 106
Generalized Linear 72,59% |40 40.000 [132 87
Lojistik Regresyon 72,40% |63 63.000 |19 153
Fast Large Margin 72,85% |72 72.000 |61 150
Derin Ogrenme 76,99% |50 50.000 |276 134
Karar Agaci 76,99% |37 37.000 12 89
Rastgele Orman 70,34% [135 135.000 |16 263
Gradyan Artirmali
Agaclar 72,93% [140 140.000 |21 194
Ortalama 73,20% |72 71.875 |69 147

Tabloya bakildiginda,

algoritmalarin  dogruluk oranlar

performanslari arasinda 6nemli farkliliklar bulunmaktadir.
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Sekil 3.5. Oznitelik 6 Dogruluk Grafigi

Bu ¢alismada, farkli makine 6grenmesi modellerinin dogruluk oranlari ve
islem siireleri bir kez daha analiz edilmistir. Tabloya gore, en yliksek dogruluk
oranin1 %76,99 ile Derin Ogrenme ve Karar Agact modelleri elde etmistir. Bu
modelleri sirastyla %72,93 dogrulukla Gradyan Artirmali Agaglar, %72,85
dogrulukla Fast Large Margin ve %72,59 dogrulukla Genellestirilmis Dogrusal

Model izlemektedir.
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Sekil 3.6. Oznitelik 6 Toplam Siire Grafigi
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En diisiik dogruluk orani ise %70,34 ile Rastgele Orman modeline aittir.
Modellerin islem siireleri incelendiginde, en hizli model 37 saniye ile Karar Agaci
olarak kaydedilmistir, ardindan Naive Bayes modeli 38 saniye ile hizli bir
performans sergilemistir. Buna karsilik, en uzun islem siiresine 140 saniye ile
Gradyan Artirmali Agaclar sahip olmustur. Egitim siireleri agisindan bakildiginda,

en hizli egitim siiresi 11 ms ile Naive Bayes modelinde goriiliirken, en uzun egitim
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suresi 276 ms ile Derin Ogrenme modeline aittir.
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Sekil 3.7. Oznitelik 6 Puanlama Suiresi Grafigi

Puanlama siireleri de modele gore degisiklik gostermekte olup, Rastgele
Orman en uzun puanlama siiresini (263 ms.) alirken, Karar Agaci en hizli puanlama
stresini (89 ms.) saglamaktadir. Ortalama dogruluk oram1 %73,20 olarak
hesaplanmis olup, modellerin performans: ve islem siireleri arasindaki dengeyi
dikkate alarak, dogruluk ve verimliligin optimize edilmesi gerektigi sonucuna
vartlmaktadir.

Sekil 3.8. Oznitelik 6 alt veri setindeki degiskenler arasindaki korelasyon
degerlerini gostermektedir. Korelasyon, iki degisken arasindaki dogrusal iligkinin
giiclinii ve yOniinii ifade eder. Pozitif korelasyon degerleri iki degiskenin aym
yonde hareket ettigini, negatif degerler ise ters yonde hareket ettigini gosterir.
Korelasyon katsayisinin biiytikliigii, iliskinin giiciinii ifade eder; 0’a yakin degerler

zay1f iliskiyi, +1°e yakin degerler ise gii¢lii iliskiyi gosterir.
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Attribu...  Cluster...
Cluster ... 1
Cluster ... -0.652
Educati...  0.004
Educati..  0.013
Educati... 0.016
Educati... -0.016
Educati... -0.011
Educati.. -0.005
Months_... -0.086
Total R...  0.160
Total_T... -0.040

Cluster...

-0.652

1

0.002

-0.007

-0.008

0.009

0.015

-0.003

-0.040

-0.054

0.211

Educati...

0.004

0.002

1

-0.223

-0.166

-0.077

-0.138

-0.140

0.004

-0.014

-0.015

Educati.. Educati..
0.013 0.016
-0.007 -0.008
-0.223  -0.166
1 -0.333
-0.333 1
-0.155 -0.115
-0.277 -0.207
-0.281 -0.209
0.006 -0.006
0.005 -0.002
0.003 -0.000

3.3 8 Oznitelikli Veri Bulgular

Educati.. Educati..
-0.016 -0.011
0.009 0.015
-0.077  -0.138
-0.155 -0.277
-0.115 -0.207
1 -0.096
-0.096 1
-0.097 -0.174
-0.006  0.010
0.012 0.008
0.008 0.010

Educati.. Month...
-0.005 -0.086
-0.003 -0.040
-0.140  0.004
-0.281  0.006
-0.209 -0.006
-0.097 -0.006
-0.174 0.010
1 -0.012
-0.012 1
-0.004  -0.004
0.002 -0.037

Sekil 3.8. Oznitelik 6 Korelasyon Sonuglari

Total_R...
0.160
-0.054
-0.014
0.005
-0.002
0.012
0.008
-0.004

-0.004

-0.347

Total_T...
-0.040
0.211
-0.015
0.003
-0.000
0.008
0.010
0.002
-0.037
-0.347

1

Tablo 3.3. Oznitelik 8 alt veri seti ile yapilan modelleme sonuglarini

Ozetlemektedir. Ayrica Tablo 4.3.1. farkli makine 6grenme modellerinin dogruluk

oranlari, standart sapmalari, toplam calisma siireleri, egitim siireleri ve test

(puanlama) surelerini icermektedir. Ayrica Sekil 3.9. Dogruluk grafigini ve Sekil

3.10 ve Sekil 3.11. Performans grafigini gostermektedir.

Tablo 3.3. Oznitelik 8 Alt Veri Seti Performans-Dogruluk Tablosu

Toplam |Toplam |Toplam |Egitim Puanlama
MODEL Sire(%) | Sure(s) Slre(ms) | Saresi(ms) | Slresi(ms)
Naive Bayes 75,24% |41 41.000 5 94
Generalized
Linear 78,76% |41 41.000 142 109
Lojistik
Regresyon 78,00% |65 65.000 15 160
Fast Large
Margin 79,20% |76 76.000 70 178
Derin Ogrenme 78,35% |54 54.000 270 124
Karar Agaci 79,51% |40 40.000 6 100
Rastgele Orman |79,37% |156 156.000 |20 187
Gradyan
Artirmali Agaclar [ 79,21% |94 94.000 27 198
Ortalama 78,46% |71 70.875 69 144
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Sekil 3.9. Oznitelik 8 Dogruluk Grafigi

Bu calisma, farkli makine 6grenmesi modellerinin dogruluk oranlar1 ve
islem stirelerini bir kez daha incelemistir. Tabloya gore, en yiiksek dogruluk oranin
%79,51 ile Karar Agacit modeli elde etmistir, bunu sirasiyla %79,37 dogrulukla
Rastgele Orman, %79,21 dogrulukla Gradyan Artirmali Agaglar ve %79,20
dogrulukla Fast Large Margin modelleri takip etmektedir. En diisik dogruluk

oranina sahip model ise %75,24 dogrulukla Naive Bayes'tir.
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Sekil 3.10. Oznitelik 8 Toplam Sure Grafigi
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Modellerin iglem siirelerine bakildiginda, en hizli islem siiresi 40 saniye ile
Karar Agaci ve Genellestirilmis Dogrusal Modellerine aittir. Buna karsilik, en uzun
islem siiresi 156 saniye ile Rastgele Orman modelinde goriilmektedir. Egitim
stireleri acisindan en hizli model, 5 ms ile Naive Bayes iken, en uzun egitim siiresi
270 ms ile Derin Ogrenme modeline aittir. Puanlama siireleri, modeller arasinda

farklilik gostermekte olup, en hizli puanlama siresi 94 ms ile Naive Bayes

modeline aittir.

300
250
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Sekil 3.11. Oznitelik 8 Puanlama Suresi Grafigi
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Ortalama dogruluk orant %78,46 olarak hesaplanmis olup, bu, kullanilan
modellerin genel olarak yliksek dogruluk sagladigini géstermektedir. Ancak islem
stireleri, Ozellikle egitim ve puanlama siireleri dikkate alindiginda, dogruluk
oraninin artirilmasinin  iglem siiresi maliyetinde artisa neden olabilecegini
gostermektedir. Bu durum, dogruluk ve islem verimliligi arasinda bir denge
kurmanin 6nemini vurgulamaktadir.

Sekil 3.12. Oznitelik 8 alt veri setindeki Oznitelikler arasindaki
korelasyonlar1 gostermektedir. Korelasyon katsayilari, iki degisken arasindaki
dogrusal iligkiyi ifade eder ve -1 ile +1 arasinda degisir. +1, pozitif ve giiclii bir

iliskiyi, -1 ise negatif ve giiclii bir iliskiyi ifade eder. 0 ise iliski olmadigini gosterir.
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Attribu..  Cluster.. Cluster..
Cluster ... 1 -0.652
Cluster ... -0.652 1
Educati...  0.004 0.002
Educati... 0.013 -0.007
Educati... 0.016 -0.008
Educati.. -0.016 0.009
Educati... -0.011 0.015
Educati... -0.005 -0.003
Months_... -0.086 -0.040
Total_R... 0.160 -0.054
Total_T... -0.040 0.211

Educati...

0.004

0.002

1

-0.223

-0.166

-0.077

-0.138

-0.140

0.004

-0.014

-0.015

Educati.. Educati...
0.013 0.016
-0.007 -0.008
-0.223 -0.166
1 -0.333
-0.333 1
-0.155 -0.115
-0.277 -0.207
-0.281 -0.209
0.006 -0.006
0.005 -0.002
0.003 -0.000

Educati.. Educati...
-0.016 -0.011
0.009 0.015
-0.077 -0.138
-0.155 -0.277
-0.115 -0.207
1 -0.096
-0.096 1
-0.097 -0.174
-0.006 0.010
0.012 0.008
0.008 0.010

Educati.. Month...
-0.005 -0.086
-0.003 -0.040
-0.140 0.004
-0.281 0.006
-0.209 -0.006
-0.097 -0.006
-0.174 0.010
1 -0.012
-0.012 1
-0.004 -0.004
0.002 -0.037

Sekil 3.12. Oznitelik 8 Korelasyon Sonuglar1

3.4 9 Oznitelikli Veri Bulgular:

Total_R.. Total_T..
0.160 -0.040
-0.054 0.211
-0.014 -0.015
0.005 0.003
-0.002 -0.000
0.012 0.008
0.008 0.010
-0.004 0.002
-0.004 -0.037
1 -0.347
-0.347 1

Tablo 3.4. Oznitelik 8 alt veri seti ile yapilan modelleme sonuglarini

Ozetlemektedir. Ayrica Tablo 3.4. farkli makine 6grenme modellerinin dogruluk

oranlari, standart sapmalari, toplam calisma siireleri, egitim siireleri ve test

(puanlama) siirelerini igermektedir. Ayrica Sekil 3.13. Dogruluk grafigini ve Sekil

3.14. ve Sekil 3.15. Performans grafigini gostermektedir.

Tablo 3.4. Oznitelik 9 Alt Veri Seti Performans-Dogruluk Tablosu

Toplam |Toplam Toplam Egitim Puanlama
MODEL Sire(%) |Stre(s) Sire(ms) |Siiresi(ms) | Siresi(ms)
Naive Bayes 89,66% |45 45.000 34 105
Genellestirilmis
Dogrusal Model [89,39% |45 45.000 185 125
Lojistik Regresyon | 89,29% |74 74.000 25 180
Fast Large Margin | 89,73% |88 88.000 80 200
Derin Ogrenme 90,98% |56 56.000 264 177
Karar Agaci 91,91% |46 46.000 15 164
Rastgele Orman |91,83% |177 177.000 25 387
Gradyan Artirmali
Agaclar 91,62% |139 139.000 |61 279
Ortalama 90,55% |84 83.750 86 202
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Sekil 3.13. Oznitelik 9 Dogruluk Grafigi

Bu calisma, farkli makine 6grenmesi modellerinin dogruluk oranlar1 ve
islem siirelerini detayli bir sekilde incelemistir. Tabloya gore, en yiiksek dogruluk
oranint %91,91 ile Karar Agact modeli elde etmistir, bunu sirasiyla %91,83
dogrulukla Rastgele Orman, %91,62 dogrulukla Gradyan Artirmali Agaglar ve
%90,98 dogrulukla Derin Ogrenme modelleri takip etmektedir.
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Sekil 3.14. Oznitelik 9 Toplam Siire Grafigi
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Diger modeller ise %89,66 ile Naive Bayes, %89,39 ile Genellestirilmis
Dogrusal Model ve %89,29 ile Lojistik Regresyon olmak iizere yiiksek dogruluk
oranlar sergilemistir. Modellerin islem siireleri incelendiginde, en hizli islem siiresi
45 saniye ile Naive Bayes ve Genellestirilmis Dogrusal Model modellerinde
goriilmektedir. En uzun iglem siiresi ise 177 saniye ile Rastgele Orman modeline

aittir.
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Sekil 3.15. Oznitelik 9 Puanlama Suresi Grafigi

Egitim siireleri acisindan bakildiginda, en hizli egitim siiresi 15 ms ile Karar
Agaci modeline, en uzun egitim siiresi ise 264 ms ile Derin Ogrenme modeline
aittir. Puanlama siireleri de modele gore degisiklik gosterirken, en hizli puanlama
stiresi 105 ms ile Naive Bayes modelinde, en uzun puanlama stresi ise 387 ms ile
Rastgele Orman modelinde gézlemlenmistir. Ortalama dogruluk orani %90,55
olarak hesaplanmis olup, modellerin ¢ogu yiiksek dogruluk degerlerine ulasirken,
islem siirelerinin de artan dogrulukla paralel sekilde yiikseldigi goriilmektedir. Bu
durum, dogruluk ve islem siiresi arasindaki dengeyi dikkate alarak, daha verimli bir
model se¢imi yapmanin 6nemini ortaya koymaktadir.

Oznitelik 9 da dogruluk oraninda bir sigrama gdziikmektedir. Tam olarak
bu kisimda amacimiza yaklasmis oldugumuzu goérmekteyiz. Yiiksek dogruluk
oranina ulagmig bulunmaktayiz. Sonraki Oznitelik caligmalarinda degerler

karsilastirilarak dogruluk ve performans karsilagtirmalari yapilacaktir.
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Attribu...

Avg_Op...
Avg_Util...
Cluster ...
Cluster ...
Credit_L...
Depend...
Months_...
Total R...

Total_R...

Total_T...

Avg_O...

-0.539

-0.631

0.778

0.996

0.068

-0.017

-0.073

-0.047

0.071

Avg_Ut...

-0.539

0.443

-0.375

-0.483

-0.037

-0.008

0.068

0.624

0.003

Cluster...

-0.631

0.443

-0.652

-0.615

-0.068

-0.086

0.160

0.183

0.156

Cluster...

0.778

-0.375

-0.652

1

0.781

0.066

-0.040

-0.054

0.025

0.162

Credit _...
0.996
-0.483
-0.615

0.781

0.068
-0.020
-0.071
0.042

0.076

Depen...

0.068

-0.037

-0.068

0.066

0.068

-0.011

-0.039

-0.003

0.050

Month...

-0.017

-0.008

-0.086

-0.040

-0.020

-0.011

-0.004

-0.042

-0.043

Total R...
-0.073
0.068
0.160
-0.054
-0.071
-0.039
-0.004

1

0.014

-0.242

Sekil 3.16. Oznitelik 9 Korelasyon Sonuglar1

Total R...
-0.047
0.624
0.183
0.025
0.042
-0.003
-0.042
0.014

1

0.056

Total T...
0.071
0.003
0.156
0.162
0.076
0.050
-0.043
-0.242
0.056

1

Sekil 3.16. Oznitelik 9 alt veri setindeki Oznitelikler arasindaki

korelasyonlar1 gostermektedir. Korelasyon katsayisi, Oznitelikler arasindaki

dogrusal iligkiyi ifade eder ve -1 ile 1 arasinda deger alir. Pozitif degerler, iki

Oznitelik arasinda pozitif bir iliski oldugunu; negatif degerler ise negatif bir iliski

oldugunu gosterir. 0'a yakin degerler ise iliskisizligi igaret eder.

3.5

10 Oznitelikli Veri Bulgular:

Tablo 3.5. Oznitelik 10 alt veri seti ile yapilan modelleme sonuglarini

Ozetlemektedir. Ayrica Tablo 3.5. farkli makine 6grenme modellerinin dogruluk

oranlari, standart sapmalari, toplam calisma siireleri, egitim siireleri ve test

(puanlama) siirelerini igermektedir. Ayrica Sekil 3.17. Dogruluk grafigini ve Sekil

3.18 ve Sekil 3.19. Performans grafigini gostermektedir.
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Tablo 3.5. Oznitelik 10 Alt Veri Seti Performans-Dogruluk Tablosu

Toplam |Toplam Toplam Egitim Puanlama
MODEL Sure(%) |Sure(s) Sure(ms) |Suresi(ms) | Siresi(ms)
Naive Bayes 90,92% | 245 245.000 50 150
Generalized
Linear 90,53% |[230 230.000 |250 200
Lojistik Regresyon |88,14% |221 221.000 70 400
Fast Large Margin |90,28% |233 233.000 157 390
Derin Ogrenme 92,81% | 265 265.000 396 280
Karar Agaci 92,90% |250 250.000 |6 130
Rastgele Orman 93,70% |389 389.000 84 320
Gradyan Artirmali
Agaglar 93,45% |396 396.000 |289 481
Ortalama 91,59% |[279 278.625 |163 294

Bu ¢alismada, cesitli makine 6grenmesi modellerinin dogruluk oranlar1 ve

islem siireleri karsilastirilmistir. Tabloya gore, en yiiksek dogruluk oranin1 %93,70

ile Rastgele Orman modeli elde etmistir, bunu %93,45 dogrulukla Gradyan

Artirmali Agaglar, %92,90 dogrulukla Karar Agaci ve %92,81 dogrulukla Derin

Ogrenme modelleri takip etmektedir. Diger modeller ise sirastyla %90,92
dogrulukla Naive Bayes, %90,53 dogrulukla Generalized Linear, %90,28
dogrulukla Fast Large Margin ve %88,14 dogrulukla Lojistik Regresyon olarak

kaydedilmistir.
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Sekil 3.17. Oznitelik 10 Dogruluk Grafigi
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Modellerin islem siireleri incelendiginde, en hizli islem siiresi 221 saniye ile
Lojistik Regresyon modeline aittir, en uzun islem siiresi ise 396 saniye ile Gradyan
Artirmali Agaclar modelinde gozlemlenmistir. Egitim siireleri bakimindan en hizli
model 6 ms ile Karar Agaci iken, en uzun egitim siiresi 396 ms ile Derin Ogrenme
modeline aittir. Puanlama siireleri de modele bagl olarak farklilik gostermekte
olup, en hizli puanlama suresi 130 ms ile Karar Agact modeline, en uzun puanlama

stresi ise 481 ms ile Gradyan Artirmali Agaglar modeline aittir.
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Sekil 3.18. Oznitelik 10 Toplam Siire Grafigi
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Ortalama dogruluk oran1 %91,59 olarak hesaplanmis olup, yiiksek dogruluk
oranlar1 genel olarak modellerin performansint olumlu bir sekilde yansitmaktadir.
Ancak islem siirelerinin, 6zellikle egitim ve puanlama siirelerinin dogruluk orani
ile paralel olarak arttig1 ve bu durumun modelin verimliligini etkileyebilecegi
goriilmektedir. Bu bulgular, dogruluk ve islem siiresi arasinda bir denge kurarak,
her iki faktori de optimize etmeye yonelik bir stratejinin gerekliligini ortaya

koymaktadir.
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Sekil 3.19. Oznitelik 10 Puanlama Siresi Grafigi

Oznitelik 10 da goriildiigii {izere dogruluk orani Oznitelik 9 ile cok yakin ve
performans degerlerini karsilastirdigimizda yiiksek bir sonu¢ vermistir. Bu
karsilastirma durumuna baktigimizda Oznitelik 9 alt veri setimiz dogruluk ve

performans konusunda en ideal alt veri seti oldugunu séyleyebiliriz.
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Attribu.. = Cluster.. | Cluster.. Contac.. Credit.. Depen.. Total.. Total_R..  Total R.. | Total_T..

Cluster ... 1 -0.652 -0.135 -0.615 -0.068 0.083 0.160 0.183 -0.040
Cluster ...  -0.652 1 -0.029 0.781 0.066 0.023 -0.054 0.025 0.211

Contact... -0.135 -0.029 1 0.021 -0.041 -0.024 0.055 -0.054 -0.113
Credit_L... -0.615 0.781 0.021 1 0.068 0.013 -0.071 0.042 0.172

Depend... -0.068 0.066 -0.041 0.068 1 -0.035 -0.039 -0.003 0.025

Total A... 0.083 0.023 -0.024 0.013 -0.035 1 0.050 0.058 0.040

Total R... 0.160 -0.054 0.055 -0.071 -0.039 0.050 1 0.014 -0.347
Total R... 0.183 0.025 -0.054 0.042 -0.003 0.058 0.014 1 0.064

Total T... -0.040 0.211 -0.113 0.172 0.025 0.040 -0.347 0.064 1

Sekil 3.20. Oznitelik 10 Korelasyon Sonuglar1

Sekil 3.20. Oznitelik 10 alt veri setindeki 6znitelikler arasindaki iliskileri
Pearson korelasyon katsayilar1 ile gostermektedir. Korelasyon katsayisi, iki
degisken arasindaki dogrusal iliskiyi ifade eder ve -1 ile 1 arasinda degerler alir.
Pozitif degerler, iki 6znitelik arasinda pozitif bir iliski oldugunu; negatif degerler

ise negatif bir iliski oldugunu gosterir. 0'a yakin degerler ise iligkisizligi igaret eder.
3.6 12 Oznitelikli Veri Bulgular:

Tablo 3.6. Oznitelik 10 alt veri seti ile yapilan modelleme sonuglarini
Ozetlemektedir. Ayrica Tablo 3.6. farkli makine 6grenme modellerinin dogruluk
oranlari, standart sapmalari, toplam calisma siireleri, egitim slireleri ve test
(puanlama) siirelerini igermektedir. Ayrica Sekil 3.21. Dogruluk grafigini ve Sekil

3.22. ve Sekil 3.23. Performans grafigini gostermektedir.
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Tablo 3.6. Oznitelik 12 Alt Veri Seti Performans-Dogruluk Tablosu

Toplam |Toplam Toplam Egitim Puanlama
MODEL Sure(%) |Sure(s) Sure(ms) |Suresi(ms) | Siresi(ms)
Naive Bayes 91,83% |210 210.000 |55 270
Generalized
Linear 91,45% | 250 250.000 |260 250
Lojistik Regresyon |91,44% |290 290.000 |100 500
Fast Large Margin | 91,29% |275 275.000 200 480
Derin Ogrenme 93,59% | 235 235.000 |402 320
Karar Agaci 92,86% |290 290.000 |6 260
Rastgele Orman |93,04% |549 549.000 116 400
Gradyan Artirmali
Agaglar 93,84% |468 468.000 |357 651
Ortalama 92,42% |321 320.875 |187 391

Bu calismada, farkli makine 6grenmesi modellerinin dogruluk oranlar1 ve
islem siireleri detayli bir sekilde analiz edilmistir. Tabloya gore, en yiiksek dogruluk
oranini %93,84 ile Gradyan Artirmali Agacglar modeli elde etmistir, bunu sirasiyla
%93,59 dogrulukla Derin Ogrenme, %93,04 dogrulukla Rastgele Orman, %92,86
dogrulukla Karar Agaci ve %91,83 dogrulukla Naive Bayes modelleri takip
etmektedir. Diger modeller ise %91,45 dogrulukla Genellestirilmis Dogrusal
Modelve %91,29 dogrulukla Fast Large Margin olarak siralanmistir.
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Sekil 3.22. Oznitelik 12 Toplam Sire Grafigi

Modellerin iglem siireleri incelendiginde, en hizli islem siiresi 210 saniye
ile Naive Bayes modeline aittir, en uzun iglem siiresi ise 549 saniye ile Rastgele
Orman modeline aittir. Egitim siireleri agisindan, en hizli egitim siiresi 6 ms ile
Karar Agaci modeline, en uzun egitim siiresi ise 402 ms ile Derin Ogrenme
modeline aittir. Puanlama stireleri de modele gore degisiklik gostermekte olup, en
hizli puanlama suresi 260 ms ile Karar Agaci1 modeline, en uzun puanlama suresi

ise 651 ms ile Gradyan Artirmali Agaglar modeline aittir. Ortalama dogruluk orani

43



%92,42 olarak hesaplanmis olup, genel olarak yiiksek dogruluk degerleri elde

edilmistir.
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Sekil 3.23. Oznitelik 12 Puanlama Siiresi Grafigi

Ancak islem siirelerinin, 6zellikle egitim ve puanlama siirelerinin dogruluk
orantyla orantili olarak arttig1 gézlemlenmektedir. Bu durum, dogruluk oranlarinin
artirllmasinin islem siirelerini 6nemli 6l¢iide uzatabilecegini ve model se¢iminde
dogruluk ile verimlilik arasinda bir denge kurmanin 6nemini vurgulamaktadir.

Sekil 3.18. Oznitelik 12 alt veri setindeki degiskenler arasindaki
korelasyonlar1 gostermektedir. Korelasyon katsayilari -1 ile +1 arasinda deger alir
ve iki degisken arasindaki dogrusal iliskiyi ifade eder. Pozitif korelasyon (+1'e
yakin degerler), degiskenlerin ayn1 yonde hareket ettigini, negatif korelasyon (-1'e
yakin degerler) ise ters yonde hareket ettigini ifade eder. 0'a yakin degerler ise iki

degisken arasinda anlamli bir iliski olmadigini gosterir.

44



Aur.. . Avg Op.. Avg_.. Cluster.. Cluster.. Depen.. Income.. Income. Income. Income.. Income.. Month.. Total.. Total R.. TotalR.. Total T.. TotalT.

Total T.. 0.071 0.003  0.156 0.162 0.050 0.003 -0028 -0039  0.041 0.021 -0.043  0.005 -0242  0.056 0.807 1

Towl T.. 0.166 -0.083  -0.040 0.211 0.025 0.000 0.006 0.010 -0.009 -0.013 -0.037 0.040 -0.347 0.064 1 0.807
Total R.. -0.047 0.624  0.183 0.025 -0.003 0.005 -0.004 0.023 -0.016 -0.021 -0.042 0.058 0.014 1 0.064 0.056
Total R.. -0.073 0.068  0.160 -0.054 -0.039 -0.008 0.005 0.001 0.005 0.000 -0.004 0.050 1 0.014 -0.347 -0.242
Total A.. 0.008 0.035  0.083 0.023 -0.035 -0.001 0.022 0.013 -0.025 0.008 -0.032 1 0.050 0.058 0.040 0.005
Months_... -0.017 -0.008 -0.086 -0.040 -0.011 -0.021 -0.005 -0.006 0.019 0.011 1 -0.032 -0.004 -0.042 -0.037 -0.043
Income_... 0.036 -0.069 -0.019 0.016 -0.019 -0.163 -0.141 -0.148 -0.259 1 0.011 0.008 0.000 -0.021 -0.013 0.021
Income_... -0.394 0.274  0.234 -0.309 -0.047 -0.341 -0.295 -0.311 1 -0.259 0.019 -0.025 0.005 -0.016 -0.009 0.041
Income_... 0.332 -0.174 -0.215 0.268 0.048 -0.196 -0.169 1 -0.311 -0.148 -0.006 0.013 0.001 0.023 0.010 -0.039
Income_... 0.094 -0.100 -0.056 0.096 0.029 -0.186 1 -0.169 -0.295 -0.141 -0.005 0.022 0.005 -0.004 0.006 -0.028
Income_... -0.162 0.070  0.111 -0.126 -0.013 1 -0.186 -0.196 -0.341 -0.163 -0.021 -0.001 -0.009 0.005 0.000 0.003
Depend... 0.068 -0.037  -0.068 0.066 1 -0.013 0.029 0.048 -0.047 -0.019 -0.011 -0.035 -0.039 -0.003 0.025 0.050
Cluster ...  0.778 -0.375  -0.652 1 0.066 -0.126 0.096 0.268 -0.309 0.016 -0.040 0.023 -0.054 0.025 0.211 0.162
Cluster ... -0.631 0.443 1 -0.652 -0.068 0.111 -0.056 -0.215 0.234 -0.019 -0.086 0.083 0.160 0.183 -0.040 0.156
Avg_util...  -0.539 1 0.443 -0.375 -0.037 0.070 -0.100 -0.174 0.274 -0.069 -0.008 0.035 0.068 0.624 -0.083 0.003
Avg Op... 1 -0.539  -0.631 0.778 0.068 -0.162 0.094 0.332 -0.394 0.036 -0.017 0.008 -0.073 -0.047 0.166 0.071

Sekil 3.24. Oznitelik 12 Korelasyon Sonuglari

Bu c¢aligmada elde edilen bulgular, genetik algoritma ve yapay ar1 kolonisi
algoritmasinin hibrit kullanimiyla yapilan 6znitelik seciminin, makine dgrenmesi
modellerinin dogrulugunu ve performansini 6nemli 6l¢iide artirdigini gostermistir.
Ozellikle biyiik alt veri setlerinde, secilen 6zniteliklerin modele olan etkisi daha
belirgin hale gelmis ve Oznitelik optimizasyonunun, modelin egitim siiresi ile
dogruluk arasinda kritik bir denge sagladig1 goriilmiistiir. Bulgular, dogru algoritma
se¢iminin yani sira, verilerin etkili bir sekilde islenmesi ve 6zniteliklerin uygun bir
sekilde optimize edilmesinin dnemini bir kez daha vurgulamaktadir.

Arastirma kapsaminda yapilan analizler, basit modellerin hizli sonuglar
verirken daha karmasik veri setlerinde dogruluk agisindan yetersiz kalabilecegini,
buna karsin derin 6grenme gibi ileri diizey algoritmalarin biiylik veri setlerinde
yuksek performans sundugunu ortaya koymustur. Bununla birlikte, elde edilen
sonuglar, performansi artirmak i¢in 6znitelik se¢im siirecinin dikkatli bir sekilde
yapilandirilmast gerektigini gostermektedir. Verinin boyutu ve karmasiklig

arttikca, daha gelismis algoritmalarin 6ne ¢iktig1 gdzlemlenmistir.
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4. TARTISMA

Bu c¢alisma kapsaminda hibrit meta-sezgisel yontemler kullanilarak
Oznitelik secimi gergeklestirilmis ve farkli algoritmalarin performanst detayli bir
sekilde analiz edilmistir. Calismanin temel bulgulari, secilen Ozniteliklerin
dogruluk orani, islem siiresi ve model performansi iizerindeki etkilerini agik bir
sekilde ortaya koymustur. Ozellikle Genetik Algoritma (GA) ve Yapay Ari
Kolonisi (ABC) algoritmalarmin hibrit bir yapida kullanilmasi, biiylik veri
setlerindeki gereksiz oznitelikleri eleyerek etkili Ozniteliklerin belirlenmesini
saglamigtir. Bu durum, veri setindeki giiriiltiiniin azaltilmasi ve makine 6grenmesi
algoritmalarinin daha hizli ve dogru sonuglar iiretmesi acisindan kritik bir rol
oynamaktadir. Elde edilen sonuglar, hibrit algoritma yapisinin hem dogruluk
oranlarini artirmada hem de islem siirelerini optimize etmede basarili bir yaklagim
oldugunu gostermektedir. Derin 0grenme tabanli modeller yiliksek dogruluk
oranlar1 saglarken, daha basit algoritmalarin (Naive Bayes, Lojistik Regresyon gibi)
diisiik islem siireleriyle hizli ¢oziimler sundugu goézlemlenmistir. Ancak, veri
setinin biiytikligii ve karmasikligi arttikca daha karmasik algoritmalarin tercih
edilmesi gerektigi de goriilmiistiir. Calismada kullanilan hibrit yontem, biiyiik veri
setlerinde yalnizca algoritmalarin performansini artirmakla kalmamis, ayni
zamanda modelin genel genelleme yetenegini de gelistirmistir.

Ancak, c¢alismada karsilasilan zorluklardan biri, kullanilan bilgisayar
ortaminin donanimsal sinirlandirmalart olmustur. Daha giiclii bir donanim
altyapisinin, bu ¢alismada elde edilen sonuglar1 daha ileriye tasiyabilecegi
diistiniilmektedir. Ayrica, algoritmalarin parametre optimizasyon siireglerinde
kullanilan hiperparametre ayarlarinin da sonucglara 6nemli Olclide etki ettigi
goriilmiistir.  Bu  nedenle, gelecekteki  calismalarda  hiperparametre
optimizasyonuna yoOnelik daha kapsamli yoOntemlerin uygulanmas: faydal
olacaktir.

Sonug olarak, bu ¢alismada Onerilen hibrit meta-sezgisel yontemler, miisteri
sadakati gibi karmasik bir problemi analiz etmek i¢in etkili bir ara¢ sunmaktadir.
Elde edilen bulgular hem akademik ¢evrelerde hem de bankacilik sektorii gibi

pratik alanlarda 6nemli katkilar saglayabilir.
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5. SONUC ve ONERILER

5.1 Sonug

Bu c¢alismada, algoritmalarin ¢alistirildigt ortamlarin  ve kullanilan
bilgisayarlarin donanim 6zelliklerinin sonuglara dogrudan etkisinin biiyiik oldugu
goriilmiistiir. Algoritmalarin performansi, yalnizca algoritmanin kendi yapisi ile
degil, ayn1 zamanda islemci hizi, RAM kapasitesi, depolama birimlerinin erisim
siireleri gibi donanimsal faktorler ve arka planda calisan uygulamalar gibi
yazilimsal etkilerle de iligkilidir. Calismanin giivenilir sonuglar verebilmesi igin,
mimkiin oldugunca izole bir ortam hazirlanmasi ve tim sistem kaynaklariin
algoritmalara tahsis edilmesi Onerilmektedir. Arka planda c¢alisan uygulamalarin
kapatilmasi ve bilgisayarin islem giiciiniin tamamen algoritmalar i¢in kullanilmasi
hem iglem siirelerini azaltmakta hem de dogruluk oranlarini artirmaktadir.

Bu calismada hibrit algoritmalar kullanilarak Oznitelik (6zellik) segimi
gerceklestirilmis ve sonuglarin dogrulugu tizerinde bu yaklagimin 6nemli bir etkisi
oldugu gozlemlenmistir. Oznitelik se¢iminde yapilan dogru ve etkili segimler,
algoritmalarin sonuglarini iyilestirmenin yani sira, analiz siirecinin daha verimli ve
hizli bir sekilde tamamlanmasini saglamistir. Oznitelik se¢imi slrecinde hem
genetik algoritma hem de yapay ar1 kolonisi algoritmalarinin hibrit kullaniminin,
ozelliklerin optimize edilmesine ve en etkili 6zniteliklerin belirlenmesine olan
katkisi, bu tiir yaklagimlarin 6nemini bir kez daha vurgulamaktadir.

Calismada, Oznitelik sayis1 arttikga, algoritmalarin performans stirelerinde
belirgin bir artis oldugu gozlemlenmistir. Ancak, bu artis dogruluk oranlarindaki
iyilesme ile de dogru orantilidir. Oznitelik sayisinmn artiriimasi, modelin veri
setinden daha fazla bilgi 6grenmesini saglarken, ayn1 zamanda islem siiresinin ve
hesaplama maliyetlerinin artmasina neden olmaktadir. Bu noktada, 6zellikle biiyiik
veri setleri ile ¢alisilirken, 6znitelik se¢imi siirecinde en etkili ve gerekli 6zelliklerin
belirlenmesi, modelin performansini optimize etmek acgisindan kritik Oneme
sahiptir. Tiim data olan 23 6znitelige sahip veri seti iizerinde yapilan analizlerde,
dogruluk performansi yiiksek olmasina ragmen, modellerin asir1 6grenme sorunu
yasadig1 tespit edilmistir. Asir1 6grenme, Ozellikle gercek zamanli ve dinamik
sistemlerde biiyiik bir sorun teskil edebilecegi igin, bu veri seti tez kapsamindaki

nihai analizlere dahil edilmemistir. Bunun yerine, daha az 6znitelik ile optimize
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edilmis veri setleri iizerinde yapilan ¢aligsmalar, dengeli dogruluk oranlar ve diisiik
asir1 6grenme ile daha basarili sonuglar sunmustur. Bu yaklasim hem modelin
genelleme yetenegini artirmis hem de pratik uygulamalar i¢in daha uygun bir
¢oziim sunmustur. Oznitelik sayisinin artirilmasmin yalmzca dogruluk oranini
artirmakla kalmayip, ayni zamanda modelin genelleme yetenegini de gelistirdigi
goriilmiistiir. Bununla birlikte, her bir eklenen 6zniteligin modeli karmasiklastirdig:
ve asirt 0grenme riskini artirabilecegi unutulmamalidir. Bu nedenle, 6znitelik
secimi sirasinda, yalnizca modele anlamli katki saglayan 6zniteliklerin segilmesi
gereklidir. Dogru 6znitelik se¢cimi, hem modelin islem siiresini optimize eder hem
de asirt yiiklenme olmadan daha iyi sonuglar elde edilmesine olanak tanir.
Gelecekte yapilacak calismalarda, farkli veri setleri tizerinde Oznitelik segimi

stratejilerinin etkisinin daha ayrintili olarak arastirilmasi onerilmektedir.
5.2 Oneri

5.2.1 Donanmim Yatirimi

Daha hizli islemciler, yiiksek kapasiteli RAM ve SSD gibi modern
donanimlar, biiyiik veri setleri iizerinde ¢alisan algoritmalarin performansini
onemli olgiide artirabilir. Ozellikle yapay zekd ve makine 6grenimi
algoritmalarinda, veri isleme hizinin artirilmasi ve bellek yonetiminin etkin bir
sekilde gerceklestirilmesi, dogruluk oranlarini ve modelleme siire¢lerini dogrudan
etkiler. Bu baglamda, paralel islemcili grafik islem birimleri (GPU) ve tensor islem
birimleri (TPU) gibi donanimlar, makine o6grenimi ¢alismalarinda verimliligi
artirmak i¢in vazgecilmezdir. Ayrica, veri depolama ve erisim siireclerinin optimize
edilmesi amactyla SSD teknolojileri, veri girig-¢ikis hizlarim ytikselterek modelin

egitim siirelerini azaltabilir.

5.2.2 Yazilim ve Ortam Optimizasyonu

Algoritmalarin etkili bir sekilde calisabilmesi i¢in yazilim ortaminin
optimize edilmesi hayati Oneme sahiptir. Arka planda c¢alisan gereksiz
uygulamalarin kapatilmasi, donanim kaynaklarinin yalnizca algoritmalarin
ihtiyaglarina yonlendirilmesini saglar. Ayrica, Python, R gibi programlama dilleri
ve TensorFlow, PyTorch gibi modern kiitiiphaneler kullanilarak paralel iglem

destekleyen algoritmalar tercih edilmelidir. Calisma ortaminin sanallastirma veya
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bulut altyapilar1 ile desteklenmesi, biiylik veri setleri ve karmagik modeller iizerinde

calisirken esneklik ve 6l¢eklenebilirlik saglar.

5.2.3 Hibrit Algoritma Kullanimi

Oznitelik segiminde hibrit algoritmalarm kullanimi, dogruluk oranlarini
artirmanin yani sira iglem siirelerini azaltarak verimliligi onemli 6l¢iide artirir.
Genetik Algoritma (GA) ve Yapay Arn Kolonisi (ABC) gibi algoritmalarin
birlestirilmesi, farkli problem tlrleri icin esnek ve etkili ¢cozimler sunar. Bu tlr
hibrit algoritmalar, belirli bir algoritmanin zayif yonlerini telafi ederek daha saglam
ve giivenilir sonuglar elde edilmesini saglar. Gelecekte, hibrit algoritmalarin daha
karmasik veri setleri iizerinde test edilmesi ve diger meta-sezgisel yontemlerle
kombinasyonlarinin arastirilmasi, bu alandaki c¢alismalara yeni bir boyut

kazandirabilir.

5.2.4 Oznitelik Sayisimin Dengesi

Bir modelin performansini artirmak icin daha fazla 6znitelik kullanilabilir,
ancak bu durum hesaplama siirelerini ve islem maliyetlerini de artirabilir. Ozellikle
biiylik veri setlerinde, fazla sayida 6znitelik, modelin asir1 6grenme riski ile karsi
karsiya kalmasina neden olabilir. Bu baglamda, etkili bir 6znitelik se¢imi siireci,
yalnizca en anlamli Oznitelikleri belirleyerek model performansini optimize
edebilir. Oznitelik se¢imi tekniklerinin (6rnegin, filtre, sarma ve gomiilii yontemler)
daha etkin bir sekilde uygulanmasi hem dogruluk oranlarinin artirilmasina hem de
islem siirelerinin digiiriilmesine katkida bulunabilir. Bu dengeyi saglamak,
ozellikle gercek zamanl ¢aligsan sistemlerde kritik bir basar1 faktoriidiir.

Bu bulgular, makine 06grenimi algoritmalarinin yalnizca veriler ve
modellerle degil, ayn1 zamanda ortam ve donanim optimizasyonu ile desteklenmesi
gerektigini gostermektedir. Calismada kullanilan yaklasimlar ve go6zlemler,
gelecekteki veri analizi ve makine 6grenimi projelerine 151k tutacak niteliktedir. Bu
bulgular, makine 6grenimi algoritmalarinin yalnizca veriler ve modellerle degil,
ayn1 zamanda ortam ve donanim optimizasyonu ile desteklenmesi gerektigini

gostermektedir.
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