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KANSER KARSITI PEPTITLERIN TAHMININDE YENI OZNIiTELIK
KODLAMA YONTEMLERI GELiSTIiRILMESI

OZET

Kanser, o©liime sebebiyet verme olasilifi yiiksek olan hastaliklarin  basinda
gelmektedir. Bilinen kanser tedavilerinde kullanilan yontemler, timdrlii hiicreleri yok
ederken tiimor bulasmamis hiicreler de tedavi siiresince etkilenmektedir. Son yillarda
cesitli tiimor tedavilerinde umut vaat eden peptid tabanl stratejiler kullanilmaktadir.
Bu dogrultuda kanser karsit1 peptidler gelisme siirecindedir. Kanser karsit1 peptidlerin
ortaya ¢ikmasi ile saglikli hiicrelere zarar verilmeden sadece tiimorlii hiicreler yok
edilebilir. Soyle ki, kanser karsiti peptidler dogada katyonik olduklarindan, kanser
hiicrelerinin anyonik hiicre zar bilesenleri ile etkilesip 6zellikle kanser hiicrelerini
ortadan kaldirabilirler. Ayrica kanser karsiti peptidler viicuda fiziksel olarak zarar
vermezler ve bu ozellikleri ile yapay ilaclardan daha etkili ve giivenilirdirler. Kanser
karsit1 peptidlerin tespiti hastaliklarin tedavisi ve ilag¢ gelistirilmesi agisindan 6nemli
bir adimdir. Ancak kanser karsit1 peptidleri diger peptidlerden ayirt etmek maliyetli ve
zor bir islemdir. Peptid dizilimlerin istatistiki yontemler ile tahmin edilmesi yerinde
olacaktir. Bu nedenle makine 6grenmesi temelli ¢aligmalar ile bilgisayar ortaminda
hastaligin modellenerek tahmin edilmesi daha avantajhidir.

Kanser karsit1 peptidler lizerinde yapilan ¢alismalar incelendiginde dizilim tabanh
metotlarin daha etkili sonuglar verdigi anlasilmaktadir. Bizim Onerdigimiz yeni
yontemde Evrensel Protein Kaynagi tarafindan yayinlanan veri seti lizerinde 2-grams
ozellik ¢ikarim yontemi ve Taylor Venn Diyagrami kullanilarak peptidlere ait
ozellikler ¢ikarilmis ve ¢ikarilan 6zelliklerin degerleri Blosum 30 yer degistirme
matrisi kullanilarak giincellenmistir. Caligma sonuglarinin etkisini artirmak i¢in boyut
daraltma yoOntemlerinden Fisher dogrusal ayirta¢ analizi yontemini kullanilarak
ozelliklerin boyutu daraltilip ikili Diizensiz ve Birlestirilmis Agac, Cok Katmanl
Algilayici, Rastgele Orman, Naive Bayes, Bayes Aglari, dogrusal Destek Vektor
Makineleri, radyal tabanli fonksiyon Destek Vektér Makineleri, k-En Yakin
Komguluk, Adaboost, Bagging, k-Yildiz ve Lojistik Regresyon simniflandirici
algoritmalar ile siniflandirilmistir.

Yapilan deneysel calismalarla dnerilen yontemin var olan yontemlerle karsilagtirilip
analiz edilmistir. Analiz sonucunda kanser karsit1 peptidlerin tespiti igin
gelistirdigimiz yontem, literatiirde ayn1 veri seti lizerinde gerceklestirilen ¢calismalara
gore en yiiksek performansi gostermistir.
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DEVELOPMENT OF NEW FEATURE ENCODING METHODS IN
PREDICTION OF ANTICANCER PEPTIDES

SUMMARY

Cancer is one of the diseases that are likely to cause death. The methods used in known
cancer therapies destroy tumor cells while tumor uninfected cells are also affected
during treatment. In recent years, promising peptide-based strategies have been used
in various tumor therapies. In this respect, anti-cancer peptides are in the process of
development. With the emergence of anti-cancer peptides, only tumor cells can be
destroyed without damaging healthy cells. Thus, as anti-cancer peptides are cationic
in nature, they can interfere with the anionic cell membrane components of cancer
cells, and in particular eliminate cancer cells. In addition, anti-cancer peptides do not
physically damage the body and are more effective and reliable than artificial drugs.
Detection of anti-cancer peptides is an important step in the treatment of diseases and
drug development. However, distinguishing anti-cancer peptides from other peptides
is costly and difficult. It is appropriate to estimate peptide sequences by statistical
methods. For this reason, it is more advantageous to estimate the disease in computer
environment with machine learning based studies.

When studies on anti-cancer peptides are examined, it can be seen that sequence based
methods give more effective results. In our proposed new method, 2-grams feature
extraction method and Taylor Venn Diagram were used to extract the properties of the
peptides on the dataset published by Universal Protein Resource and the values of the
extracted properties were updated using Blosum 30 matrix. In order to increase the
effect of the results of the study, Fisher's multiple class linear discriminant analysis
method was used to reduce the size of the features and classified them using Dual
Perturb and Combine Tree, Multilayer Perceptron, Random Forest, Naive Bayes,
Bayes Network Support Vector Machines, K-Nearest Neighbor, Adaboost, Bagging,
KStar and Logistic classifier algorithms.

The experimental method has been compared and analyzed with the existing methods.
As a result of the analysis, the method we developed for the detection of anti-cancer
peptides showed the highest performance in the literature compared to the studies
performed on the same dataset.
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1. GIRIS

Kanser, diinya genelinde milyonlarca insanin 6liimiine yol acan son zamanlardaki en
biiylik saglik problemlerinden biridir [1,2]. Kanser tedavisinin zor olmasinin yani
sira tedavi maliyeti de yiiksek bir hastaliktir. Geleneksel tedavi yontemlerinde hasta
hiicreler ile miicadele edilirken hasta olmayan hiicreler de zarar goérebilmektedir [3,4].
Bu nedenle farkli tedavi yontemlerinin bulunmasina siddetle ihtiyag duyulmaktadir.
Peptid, amino asitlerin peptid bag1 ile baglanmasi ile olusur. Son yillarda ¢esitli timdor
tedavilerinde umut vaat eden peptid tabanli stratejiler kullanilmaktadir. Bu dogrultuda
kanser karsiti peptidler gelisme siirecindedir. Kanser karsiti peptidlerin ortaya
cikmasiyla birlikte saglikli hiicrelere zarar verilmeden sadece hasta hiicreler ortadan
kaldirilabilir.  Soyle ki, kanser karsiti peptidler dogada katyonik olarak
bulunduklarindan, hasta hiicrelerinin anyonik hiicre zar bilesenleri ile etkilesip
ozellikle kanser hiicrelerini yok edebilirler [5,6]. Bunun yani sira viicuda fiziksel
olarak zarar vermezler, bu ayricaliklar1 ile yapay ilaclardan daha etkili ve
giivenilirdirler [7,8]. Bunun nedeni kanser karsit1 peptidlerin dogal olarak meydana
gelen biyolojik maddeler olmasi ve bundan dolayi sentetik ilaglardan daha giivenli,
yiiksek etkinlik, segicilik ve 6zgiinliige sahip olmasidir [9]. Bu avantajlarina ek olarak
peptidler genellikle kisa dizilimlerden meydana gelirler. Avantajlarina ragmen kanser
karsiti peptidleri diger peptidlerden ayirt etmek maliyetli ve zor bir islemdir. Bu

nedenle dizilimlerin istatistiki yontemler ile tahmin edilmesi yerinde olacaktir.

1.1 Tezin Amaci

Kanser hastaliginin tedavisinde alternatif ve gelecek vaat eden kanser karsiti peptitler,
dogada biyolojik olarak meydana gelirler. Gelenekse tedavi ydntemlerine gore
avantajlar1 olmasina ragmen diger peptidlerden laboratuvar ortaminda ayirt etmek zor
ve maliyetli bir islemdir. Bu nedenle bilgisayar ortaminda makine Ogrenmesi

algoritmalar1 kullanarak ¢6ziim aramak daha uygundur.

Bu tez caligmasinda amacimiz kanser karsiti peptidleri belirlemek i¢in yeni 6znitelik

kodlama yontemleri gelistirmektedir.



1.2 Literatiir Arastirmasi

Kanser karsiti peptidleri belirlenmesi lizerine gilinlimiize kadar laboratuvar ve
bilgisayar ortaminda bazi caligmalar yapilmistir. Yapilan calismalarda Oznitelik
cikarimi, dizilim tabanli, amino asitlerin kimyasal 6zellikleri ve fiziksel 6zellikleri
temel alinarak olusturulmustur. Laboratuvar ortaminda yapilan ¢alismalar maliyet ve
zaman agisindan biiylik handikaplar olusturmaktadir. Bu nedenle, bilgisayar ortaminda
peptidlerin dizilimlerine ait istatistiki yontemler kullanilarak kanser karsit1 peptidlerin
yiiksek dogruluk ve diisiik zaman maliyeti ile belirlenmesi hedeflenmektedir. Kanser
karsit1 peptidlerin saglik agisindan 6nemi ve heniiz tam anlamiyla basariya ulasmamais

olmasi yeni ve daha giiclii bir kanser karsit1 peptid tespit edici ihtiyact dogurmaktadir.

Tyagi ve arkadaslar1 kanser karsiti peptidleri ve mikrobiyal karsiti peptidleri
simiflandirmak icin, ikili peptid bilesimi, ikili profil ve amino asit bilesimi 6zellik
cikarimi yontemlerini kullanarak destek vektor makineleri ile siniflandirma islemi
gergeklestirmislerdir [10]. Gergeklestirdikleri ¢alismada farkli yontemlere ait en
yiiksek %92,65 sinif dogrulugu elde etmislerdir. Hajisharifi ve arkadaslar1 yerel
hizalama kernel metot tabanli yeni bir yontem dnermislerdir [11]. Onerdikleri modelde
s6zde amino asit bilesimi ile 6zellik ¢ikarimi yaptiktan sonra destek vektér makineleri
ile siniflandirma islemi gerceklestirmislerdir. Gergeklestirdikleri ¢alismada %89,70
sinif dogrulugu elde etmislerdir. Chen ve arkadaslar1 kanser karsiti peptidleri
siniflandirmak igin, iizere dizilim tabanli bir yontem gelistirmislerdir. Gelistirdikleri
modelde g-gap ikili peptid mod ile s6zde amino asit bilesimi 6zellik ¢ikarimi ve
varyans analizi ile 6zellik se¢imi yontemini kullanarak destek vektor makineleri ile
kanser karsit1 peptidleri belirlemislerdir. Gergeklestirdikleri ¢alismada %95,06 sinif
dogrulu elde etmislerdir [9]. Xu ve arkadaslart 400D ve g-gap ikili peptid bilesimi
ozellik ¢ikarimi, maksimum ilgi-maksimum uzaklik o6zellik se¢imi yOntemini
kullanarak destek vektor makineleri ile kanser karsiti peptidleri belirlemislerdir.
Gergeklestirdikleri ¢alismada %91,86 sinif dogrulu elde etmislerdir [12]. Manavalan
ve arkadaglar1 gerceklestirdikleri ¢aligmada, amino asit bilesimi, ikili peptid bilesimi,
atomik bilesim ve amino asitlerin fizikokimyasal 6zelliklerini kullanarak o6zellik
cikarimi yaptiktan sonra destek vektor makineleri ve rastgele orman siniflandirma

algoritmalar1 kullanarak %88,70 siif dogrulugu elde etmislerdir [13].



1.3 Hipotez

Kanser karsiti peptidlerin makine 6grenmesi yontemleri ile tahmin edilmesinde;
peptidde yer alan amino asitlerin konumu, fizikokimyasal 6zellikleri ve birbirlerine

olan benzerlikleri ile ilgili peptidin kanser karsit1 olmas1 arasinda iliski vardir.






2. KANSER KARSITI PEPTIDLER

2.1 Amino Asit

Yapilarinda amino grubu ve karboksil grubu igeren bilesiklere amino asit (AA) denir.
Cok sayida amino asit bir araya gelerek temel tasi olduklar1 proteinleri olustururlar.
Dogada 300°den fazla bulunan amino asitler, proteinlerde farkli sayida ve dizilimde
bulunarak proteinlerin islevinde rol oynar. Proteinlerde 20 c¢esit amino asit
bulunmaktadir. Dogada 300’den fazla amino asit bulunmasina ragmen insanlarda
sadece 20 adet bulunur. Insanlarda bulunan 20 amino asidin 12 tanesi insan viicudunda
dogal olarak bulunurken kalan 8 tanesi disaridan alinir. Bu 20 amino asit DNA
tarafindan kodlanarak protein sentezinde kullanilir [14]. Cizelge 2.1°de 20 standart

amino asit goriilmektedir.

Cizelge 2.1: Standart 20 AA.

Amino Asit 3 Harf 1 Harf
Alanin Ala A
Arginin Arg R
Asparajin Asn N
Aspartik Asit Asp D
Sistenin Cys C
Gliitamin GIn Q
Gliitamik Asit Glu E
Glisin Gly G
Histidin His H
Izol6sin Ile 1
Losin Leu L
Lizin Lys K
Metiyonin Met M
Fenilalanin Phe F
Prolin Pro P
Serin Ser S
Treonin Thr T
Triptofan Trp W
Trozin Tyr Y
Valin Val \%




2.1.1 Anmino asitlerin fizikokimyasal o6zellikleri

Dogada farkli karakteristikte bulunan 20 temel amino aside ait fizikokimyasal
ozellikler amino asitlerin etkinliklerinin incelenmesinde 6nemli rol oynamaktadir.
Amino asitler 544 adet fizikokimyasal 6zellige ve her 6zellik sayisal deger indeks
degerlerine sahiptir. Fizikokimyasal 0Ozellikler peptidlerin siniflandirilmasinda,
peptidlerin 6zelliklerinin ve aktivite alanlarin tanimlanmasinda yardimci olmaktadir.
Bu tez calismasinda amino asitlere ait fizikokimyasal 6zellikler i¢in Taylor Venn
Diyagramindaki 10 adet 6zellik kullanilmistir. Diyagramda bulunan 6zellikler, amino
asitlerin fizikokimyasal 6zelliklerine gore kiime olusturmaktadir. Sekil 2.1'de Taylor
Venn Diyagrami incelendiginde amino asitler kiiciik, hidrofobik, ¢ok kiigiik, polar,

proline, negatif, pozitif, sarjli, aromatik ve alifatik 6zelliklerine sahiptirler.

Sekil 2.1: Taylor Venn diyagrami.

2.1.2 Blosum yer degistirme matrisleri

Protein dizilim karsilagtirmalarinda ve protein hizalama problemlerinde kullanilir. Yer

degistirme matirisndeki sayilar, amino asitlerin birbirleri yerine gecebilme



durumlarina dair bilgi verir [ 14]. Yer degistirme matrisleri, amino asitlerin birbirlerine
benzerliklerini puanlar. ilk olarak Steven Henikoff ve Jorja Henikoff tarafindan

Onerilmistir [15].

Yer degistirme matrislerinde Ax ve Ay amino asitlerinin benzerlik orani, x. satir ve y.
siitunun kesisiminde yer alan deger ile elde edilir [14]. ACCYVLLYAC dizilimine
sahip peptid, yer degistirme matrisinde kodlarsak AC= -3, CC=17, CY=-6, YV=1,
VL= 1, LL= 4, LY= 3, YA= -4 degerlerini almaktadir. Sekil 2.2’de Blosum 30 yer

degistirme matrisi goriilmektedir.

A|/RIN|D|IC|Q|E|G|/H|T|L|K/M|F|P|S|T|W|Y|V
Al4]|-11]010|-3/1]0]0|-2]0(-1]0]1]-2]-1]1|1/|-5]-4]1
R|-1(8|-2|-1|-2|3]|-1|-2|-1|-3]-2|1]0]|-1|-1|-1]-3]0]0]-1
Njo|-2(8&8|1|-1}-1{-1]0]|-110]-2]0]0]|-1]-3,0|1]|-7]-4]-2
bjoj-11|9|3-1(1|-1}-2|-4|-10|-3]-5]-1]0]-1]|-4]|-1]|-2
C|3(-2|-1|-3(17]|-2|1|-4]|-5{-2]0|-3]|-2]-3[-3]|-2]-2|-2]-6]-2
Q1 |3 |-1]-1]|-2]8[|2|-2]0]|-2]-2 -1]1-3]0)-1]0|-1]-1]-3
Eljo|-1|-1] 1|1 |2]|]6|2]0]-3|-1]2|-1|/-4]1]0]|-2]-1]-2]-3
Glo|-2]0|-1|-4|-2|-2]8|-3|-1|-2]-1]=2]-3|-1]0]-2]1][-3]-3
H|2[-1|-1]2[-5[]0]0|-3|14]2]|-1]-2]2]-3[1|-1]-2]-5]0]-3
L o(3/]0|4|-2|-2]-3|-1|2|]6|2]|2]1]0]3[-1]0]|-3]-1]4
Ll-1]2]-2]-1|]0|2]-1]|-2]|-1]2]|4|2]|2]|2]3]|2]0]-2]3]1
Kjojl1]o]o|-3]0]|2|-1[-2|=2]|=2|4[2|-1|]1]0O]|-1]-2]-1]-2
M| 1[0 ]JO]|-3]|-2|-1L]-1l|=2]2]1|2]2]|6|2]|4|2|]0]|-3]-1]0
Fl2]-1]-1|-5/3]|-3]4|-3]3[]0]2|-1|-=2]10]4]-1]-2]1]3]1
Pl-1]-1]-3|-1|-3]0] 1 |-1]1|-3]3|]1|-4]-4][11]-1]0]|-3|-2]|-+4
S{1]|-1]0]0]|-2|-1]0]JO|-1|[-1]=2]0]-2]-1]-1]4 312 -1
Tl1 ]3] 1 ]-1[2/]0]-2[-2]-2]0]0|-1]0]|-2]0]2]5]|-5]-1]1
W50 |-7|4]|2]-1]-1]1[|-5]-3|-2]-2]-3 31-3]-5[20]5]-3
Y| 4]0 4|-1|-6]|-1]-2]-3]0|-1|3|-1]-1]3]|-2]-2][-1]|35
Vit|-1|2][-2]2]-3|-3]-3]|]-3]4 210 41-1]1]-3]11]5

Sekil 2.2: Blosum 30 yer degistirme matrisi.
2.2 Peptid

Dogada bulunan herhangi bir amino asit ile baska bir amino asidin, amino ve karboksil
grubuna baglanmasiyla peptid bagi ve peptid olusur. Amino asitlerin peptid baglar
kurarak olusturduklar1 bilesiklere peptid denir [14]. Sekil 2.3'te bag olusumu
goriilmektedir. Iki amino asit molekiilii bir amit bagi ile birbirlerine baglandiklarinda
bir dipeptid olusmaktadir. 3 amino asit bir araya gelerek tripeptidleri olusturur. 20 ve

daha fazla amino asitten olugan peptidler polipeptid olarak isimlendirilirler.
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Sekil 2.3: Iki amino asidin peptid bag1 olusturmasi [16].
2.2.1 Kanser karsiti peptidler

Kanser karsit1 peptidler dogada katyonik olduklarindan, kanser hiicrelerinin anyonik
hiicre zar bilesenleri ile etkilesime girip 6zellikle kanser hiicrelerini yok edebilirler
[5,6]. Bunun yan1 sira viicuda fiziksel olarak zarar vermezler, bu ayricaliklari ile yapay
ilaglardan daha etkili ve giivenilirdirler [7,8]. Bunun nedeni kanser karsit1 peptidlerin
dogal olarak meydana gelen biyolojik maddeler olmasi ve bundan dolay1 sentetik
ilaclardan daha giivenli, yiiksek etkinlik, se¢icilik ve 6zglinliige sahip olmasidir [9].
Bu avantajlarina ek olarak peptidler genellikle kisa dizilimlerden meydana gelirler.
Ancak kanser karsit1 peptidleri diger dogal veya yapay peptidlerden ayirmak zordur.
Deneysel metotlar1 kullanarak kanser karsit1 peptidleri belirlemek olduk¢a pahali ve
zaman alicidir. Dahasi bu yontemlerden sadece bir kag tanesi kliniklerde uygulanabilir

[17].

2.3 Veri Seti

Bu tez ¢alismasinda, P = P* U P- ile formiile edilen, igerisinde pozitif ve negatif
ornekler barindiran veri seti kullanilmistir [ 18]. Veri setinde tekrarli veriden kaginmak
ve bias1 diisiirmek i¢in orjinal veri seti lizerinde ¢aligsmalar yapilarak 138 pozitif ve
206 negatif etiketine sahip peptid elde edilmistir [9]. Veri setinde bulunan pozitif
ornekler P*, negatif Ornekler P~ ile gosterilmektedir. Calismada 10 kat ¢apraz
dogrulama yontemi kullanilmasindan dolay1 kullanilan veri seti egitim ve test veri seti
olarak ayrilmamistir. Veri seti incelendiginde pozitif ornekler, negatif Ornekler
arasinda bulunmamaktadir. Ayni kriter negatif 6rnekler icinde gegerlidir. Veri setinde

bulunan pozitif yani kanser karsit1 peptidler incelendiginde biiylik ¢ogunlugunun 30



veya daha az amino asitten olustugu anlagilmaktadir. Veri seti 6zellikleri Cizelge 2.2

de verilmistir.

Cizelge 2.2: Veri seti 6zellikleri.

Peptid Sayis1 Kanser Karsiti Kanser Karsiti Olmayan

344 138 206

Veri setinde bulunan peptidlerin uzunluklar1 birbirinden farklidir. Her peptid
icerisinde 20 adet temel amino asit bulunmaktadir. Veri setinde bulunan peptidlerin
uzunluklarina ve amino asit sayilarini iligkin veriler Sekil 2.4 ve Sekil 2.5'te
gosterilmektedir.

Peptitlerin Siniflarina Gore Uzunluklari

mmm Kanser Karsitt
W Kanser Karsitt Olmayan

16

14

12 4

10

Peptit Sayisi

AN MY NEN Q8 R ANYTLYeRZEI2IRAAYTNTL8S SR
NNNNNNNNNNNNNNNNNNN m ® ™ m Mm m M M

Peptit Uzunlugu

o e s moT o
T § F ® o o

Sekil 2.4: Peptidlerin uzunluklarina gore istatistikleri.

1000 -

Amino Asit Sayisi

A RNDU CQEGHI LKMFZPSTWYYV
Amino Asit

Sekil 2.5: Peptidlerde bulunan amino asit istatistikleri.



Veri setinde bulunan peptidlerin benzerlik analizi eslesme skoru yontemi ile
yapilmistir. Benzerlik analizi, siniflandirma igleminde ezberlemenin 6nlenmesi i¢in
yapilmaktadir. Makine Ogrenmesinde ezberleme, test verisinin egitim sirasinda
smiflandirmas:  yapilan veriler ile benzerliginin yiiksek olmasi durumunda
smiflandirma igleminin yiiksek dogrulukla yapilmasidir. Bu durumda 6grenme degil
ezberleme islemi gergeklestirilir. Veri seti ne kadar 6zgiin olursa 6grenme islemi o

kadar basarili olur.
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3. MAKINE OGRENMESI YONTEMLERI iLE TAHMIN

Makine 6grenmesinin kollarindan biri olan oriintii tanima, nesneleri siniflara ve
kategorilere ayirma amacina dayali bir bilim dalidir [14]. Nesneleri siniflandirmak
veya kategorilere ayirmak igin nesneye ait dznitelikleri kullanir. Oriintii tanima, driintii
icindeki siirekli tekrar eden veya yer alan ifadelerden anlamlar ¢ikararak Oriintiiyii
tanimaya caligmaktadir. Biyoinformatik, otonom araglar, parmak izi tanima, plaka
tanima gibi makine 6grenmesi konularinda en uygun kararin verilmesinde 6nemli
gorevler iistlenmektedir [19]. Biyoinformatik alaninda, teknolojik gelismelere baglh
olarak canlilar lizerinde yapilmasi zor ve maliyetli uygulamalar, bilgisayar ortaminda

gergeklesebilmektedir [14].

Test Karar

Oriintii

Onislem Oznitelik Olgiimii Siiflandirma

Smiflandirma

" Oznitelik "
Onislem Cikartilmasi / Ogrenme
Daraltilmasi

Sekil 3.1: Oriintii tanima sistemi modeli [20].

Oriintii tanima egitim ve siiflandirma olmak iizere iki boliimden olusmaktadir. Sekil
3.1’de Orlintii tanima modeli goriilmektedir. Siniflandirilacak Oriintii 6n islemden
gecerek oriintiiye ait dznitelikler ¢ikarilir. Ozniteliklerin elde edilmesi ile islenebilir
hale gelmektedir. Ogrenme sistemine ait problem baglamim, siniflandirma veya
kiimeleme problemi olabilir [21]. Baglanim iki veya daha fazla degisken arasindaki
baglantiy1 belirlemek i¢in kullanilan istatistiki yontemdir [19]. En basit makine
ogrenimi modelidir. Bu baglantinin diizeyini 6l¢gmeye baglanim analizi denir. Temel
amag verilere ait parametreler arasindaki iliski fonksiyonunu elde etmektir. Fonksiyon
elde edilerek yeni veriler lizerinde tahminler yapilabilir. Siniflandirma 6riintii tanima
stirecinde daha onceki deneyimlere dayanarak verinin tanimlanmis olan siiflardan

hangisine ait oldugunun belirlenmesidir. Smiflandirma gozetimli 6grenme alanina
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girmektedir. Siniflarin 6nceden belli oldugu ve sonucu parametrelerin etkiledigi
yontemdir. Sonucu etkileyen parametrelerin 6nceden 6grenilip model olusturulmasi
ile daha Onceden belirlenen siniflardan biri lizerinde tahmin eden yontemdir.
Kiimeleme, verilerin 6zelliklerine gore analiz edilerek smiflandirma yapilmasi
islemidir. Gozetimsiz 6grenme yOntemleri arasindadir. Gozetimsiz Ogrenmede,
siniflandirma isleminde smiflarin daha Onceden bilinmeden tahmin edilmesi

yontemidir. Yani girdilere ait ¢iktilar yoktur.

Oriintii tanimada, oriintiiye ait gdzlemlenebilir ve &lgiilebilir verilere dayanarak
Oznitelikler tanimlanmaktadir [14]. Sekil 3.1°de oriintiiye ait verilerin egitim siiresinde
Ozniteliklerin ¢ikarilmasi ve se¢ilmesi, ardindan siniflandirict tarafindan siniflandirma

islemi yapilmaktadir. Olusturulan modelde, basar1 alinan geri bildirim ile artirilabilir.

3.1 Oznitelik Cikarim Yontemleri

3.1.1 2-grams ozellik ¢ikarim yontemi

2-grams Ozellik ¢ikarim ile peptid diziliminde 2’li ardisik kalint1 ¢iftleri aranir [22].
Boylece ardisik ikili aminoasit ciftlerinin siklig1 (frekansi) ortaya c¢ikarilir. Bu
durumda her bir peptid i¢in 2-grams 6znitelik vektorii 20x20=400 uzunlugunda olur.
ACCYVLLYAC diziliminde 2-grams o6zellik ¢ikarim yontemi uygulanirsa 9 adet
kalint1 ¢ifti elde edilir. AC amino asit ikilisi dizilimde iki defa tekrar etmektedir. Bu
sekilde dizilimlerde yer alan biitiin amino asitlere uygulanir. Buna gére AC =2, CC =
,CY=1,LL=1,LY=1,VL=1,YA=1,YV=1olur. Sekil 3.2°de ACCYVLLYAC
peptidinin 2-grams 6zellik ¢ikarim yontemine gore elde edilen 1x400 biiyiikliigiindeki

ozellik vektorii yer almaktadir.

AA | AC | AD |...... CC | CYy | LL |[LY | VL | YA | YV
0 2 0 |...... 1 1 1 1 1 1 1

Sekil 3.2: ACCYVLLYAC peptidinin 2-grams yontemine gore 6zellik ¢ikarimai.
3.1.2 Anlik kompozisyon vektorii ozellik ¢ikarim yontemi

Anlik kompozisyon vektorii (AKV-Composition Moment Vector), amino asit dizilimi
ile ilgili fonksiyonel bir iliski saglamaktadir. AKV 0Oznitelik vektori 1x40
boyutundadir. Vektoriin ilk 1X20 kismi, AA bilesimi ve frekansi ikinci 1X20 kismu,

amino asidin konumu hakkinda bilgi icerir. Bununla birlikte, kompozisyon vektorii
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pozisyon bilgisini tamamen reddeder. Bu nedenle Ruan ve arkadaslar1 tarafindan,
AA'nin hem kompozisyonu hem de pozisyonu hakkinda bilgiler igeren yeni bir yontem
onerilmistir. Kompozisyon vektoriiniin aksine, konum ve pozisyon bilgisi kullanarak

dizilim ile ilgili fonksiyonel bir iligki saglar [23].

Anlik kompozisyon vektorii yonteminde amino asitlerin 6znitelik vektoriindeki degeri
3.1 denklemindeki formiil ile elde edilir. Pozisyon ve kompozisyon bilgisi ile
hesaplama yapildiginda her dizilim i¢in 1X40 boyutunda 6znitelik vektorii elde edilir.
N peptid dizilim uzunlugu, i hesaplanacak amino asidin sirasini, j amino asidin tekrar

sayisinit, K amino asitin dizilim i¢indeki sayisin1 vermektedir.

1
(0 = ki | =
X N(N-1)..(n—k) Znu fori=1.2,..,20 (3.1)
]:

ACCYVLLYAC peptid diziliminin anlik kompozisyon vektorii 6znitelik kodlama

yontemine gore hesaplamasi 2.2 denklemindeki formiil ile elde edilir. N=10, K; = 2(A
amino asidinin tekrar sayisi), nii- 1, n2 =9 (A amino asidinin pozisyonlari)
degiskenleri 2.1°de verilen formiil ile A amino asidi i¢in Oznitelik vektoriindeki

pozisyon degeri 2.2, kompozisyon degeri 2.3’te yer alan formiil ile hesaplanir.
x(")—;zn —#(1+9)—£—010 (3.2)
NN -0 LY T 10x10 ~100 '
]=

10
x = N(N—l)z 10><9( +9) =55 =011 (3-3)

ACCYVLLYAC diziliminde yer alan amino asitler i¢in hesaplamalar yapildiginda

Oznitelik vektorl degeri sifir olanlar harig¢ sekil 3.3'te verilmektedir.

A C Y Vv L A' c' Y' A L

0.10000 | 0.15000 | 0.13000 | 0.12000 | 0.05000 | 0.11111 | 0.16667 | 0.14444 | 0.13333 | 0.05556

Sekil 3.3: ACCYVLLYAC peptidinin AKV yontemine gore 6zellik ¢ikarimai.
3.2 Boyut Daraltma Yontemleri

Makine Ogrenmesinde problemin smiflandirilma basaris1 6znitelik vektoriintin

problemi ifade etmesine baghdir. Ancak 6znitelik vektoriinde yer alan 6zniteliklerin
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sayis1 fazla olursa problemin smiflandirma basarisini olumsuz etkileyebilir. Bu
nedenle varolan 6zniteliklerin daha anlamli az sayida bilesenleri ile ifade edilmeleri
gerekebilir. Bu islem, boyut daraltma yontemleri ile gergeklestirilir. Boyut daraltma
yontemlerinde temel bilesenler analizi, Fisher dogrusal ayirtag analizi gibi yontemler
siklikla kullanilmaktadir. Biz kanser karsiti peptidlerin tahmininde Fisher dogrusal

ayirtag analizi yontemini kullandik.

3.2.1 Fisher dogrusal ayirtac analizi

Genel olarak, smiflar arasi dagilma oranmi en yiiksek yaparken smf igindeki
dagilmay1 en kiiciik yapar. Yontemin amaci, iki veya daha fazla sinifi, kendilerini ifade
eden niteliklerden dogrusal bir kombinasyon elde ederek ayirmaktir. Fisher dogrusal
ay1rtag analizinde veri tek boyut ile ifade edilir. Eldeki veri iyi bir sekilde ayrilmis olsa
da, bir dogru iizerine yapilan yansitma sonunda karisik bir durum olusabilir. Dogru
tizerinde belirtilen orneklerin i¢ ige girmesi sonucunda ayrim zorlasir, dolayisiyla

ornekleri tanimada dogruluk diiser [24].

3.3 Smiflandirma Yontemleri

Makine 6grenmesi bilgisayar biliminin yapay zeka iizerinde istatistiki 6grenme ve
model gelistirme calismalarina ait alt bilim dalidir. Ornek veriler iizerinde 6grenme
isleminden sonra Orneklere ait ¢ikarim yapabilirler. Makine 6grenmesi, istenmeyen
elektronik posta, karakter tanima, ses tanima, bilgisayarli gérme, Oriintii tanima gibi
bir ¢ok alanda uygulamasi vardir [25]. Makine 6grenmesi tahmin etme araci olarak
smiflandirici algoritmalar kullanip, veri setinde siniflandirma yaparak sonuglar tiretir.
Siniflandirma, veri seti iizerinde Ozniteliklere bagli olarak istatistiki hesaplamalar
sonucu verinin daha Onceden belirlenmis smiflar arasinda dagitilmasidir.
Siniflandirma algoritmalari, 6nceden 6znitelikler ile egitilen veri setini kullanarak, test

verileri tizerinde sinif tahmini yapar.

Makine 6grenmesinde temel olarak gozetimli ve gozetimsiz olmak {izere iki yontem
kullanilir. Gozetimli 6grenmede siniflandirict algoritma giris degerleri i¢in ¢ikis
degerleri lizerinde tahminde bulunur. Egitim sirasinda girdiler ile ¢iktilar arasinda
olusturulan fonksiyon ¢iktilar kategorik ise siniflandirma, niimerik ise baglanim
algoritmalar1 kullanilir. G6zetimsiz 6grenmede etiket bilgisine sahip olmayan veriler

izerinde calisarak sinif bilgisini tahmin etmek i¢in siniflandiricilar kullanilir. Girig
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verisinin hangi sinifa ait oldugu belirsizdir. Kiimeleme, gozetimsiz siniflandirma
yontemine Ornektir [26] ve gozetimsiz 6grenmede en ¢ok kullanilan tekniklerden
biridir. Gézetimli 6grenme bir sinif verisine ait olan giris degerlerini en uygun sinifa

atarken gozetimsiz 6grenme sinif verisi olmadan giris degerini siniflara ayirir.

Kanser karsiti peptidlerin tahmin edilmesi i¢in gelistirilen Oznitelik kodlama
yontemleri Ikili ve Diizensiz Birlestirilmis Agag, Cok Katmanli Algilayici, Rastgele
Orman, Naive Bayes, Bayes aglari, Dogrusal Destek Vektor MAkineleri, Radyal
Tabanli Fonksiyon Destek Vektor Makineleri, k-En Yakin Komsuluk, Adaboost,
Bagging, k-Yildiz ve Lojistik Regresyon siniflandirici algoritmalar ile test edilmistir.
Gelistirilen 6znitelik kodlama yontemleri ile elde edilen 6znitelik vektorleri lizerinde

smiflandirma yapilip, sonuglar incelenmistir.

3.3.1 ikili diizensiz ve birlestirilmis agac

Ikili Diizensiz ve Birlestirilmis Aga¢ (IDBA-Dual Perturb and Combine Tree)
algoritmasi 2001 yilinda Geurts tarafindan tanitilmistir. Diizensiz ve birlestirilmis
algoritmadan farkli olarak, sadece bir model kullanir ve tahmin asamasina bir test
vakasina karsilik gelen 6znitelik vektoriinii bozarak ¢oklu tahminlerin olusturulmasini
geciktirir. ikili Diizensiz ve Birlestirilmis Agacta siniflandirma ve regresyon agaclart
paralel olarak ele alinmakta ve bozulma derecesini otomatik olarak ayarlamak i¢in bir
capraz dogrulama teknigi onerilmektedir [27]. Kullandig teknik ile hesaplama zaman
ve hafiza kullanimi agisindan verimlidir. Ayrica sinir aglar tarafindan sergilenen
varyansin azaltilmasina izin veren, ayni zamanda tahminlerin giiven degerlerinin
tahmin edilmesini saglayan etkili bir yontemdir. Yontemde sirastyla test 6rnegi birgok
kez karistirilir, 6zellik degerlerine giiriiltii eklenir, test drneklerinin karigtirilmis her
versiyonu tahmin edilir. Nihai olarak yapialcak son tahmin, tiim tahminlerin

toplanmasiyla elde edilir [28].

3.3.2 Cok katmanh algilayici

Cok katmanl algilayicilar (CKA-Multilayer Perceptron), néron olarak adlandirilan ve
birbirine bagl yapay sinir hiicrelerinden olusur. Yapay sinir hiicrelerinin birbirleri ile
olan baglantilariyla bilgi akist ag igerisinde saglanir [29]. Dogrusal olmayan
problemlerde basarili olmaktadir. Cok katmanli algilayicilar, bilgilerin sisteme giris
yaptig1 girdi, bir veya daha fazla gizli (ara) ve son olarak ¢ikt1 katmanlarindan olusur.

Cok katmanli algilayicilarda katmanlar igerisinde ileri ve geri yayilim olarak
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isimlendirilen gecisler vardir. Ileri yayilim asamasinda, agin iirettigi cikt1 ve olusan
hata degeri hesaplanir. Geri yayilim agamasinda ise hesaplanan hata degerinin en
diisiik hale getirilmesi icin katmanlar arasi baglantida bulunan agirlik degerleri

giincellenir [30].

Cok katmanh algilayici, bilgi girisinin yapildigi, bilgilerin islendigi, ¢iktilarin elde
edildigi girdi, ara(gizli) ve ¢ikt1 katmanlarindan olugmaktadir. Genellikle geri yayilim
algoritmas1  kullanilmaktadir. {lk asamada girdilere ait rastgele agirliklar
uiretilmektedir. Giris katmaninda girdiler elde edilerek ara katmana iletilir. Ara katman
bir veya daha fazla olup her katman farkli sayida islem elemanina sahip olabilir. Ara
katmanda agirliklar, girdiler ve esik degeri ile toplam deger elde edilir. Toplam deger
aktivasyon fonksiyonundan gecirilerek net deger elde edilir. Net deger bir sonraki ara
katmana veya c¢ikti katmanina iletilir. Ara katmanda bulunan elemanlar ve ¢ikti
katmaninda bulunan elemanlarin {rettikleri ¢ikti net girdinin hesaplanmasi ve

aktivasyon fonksiyonundan gegirilmesi sonucu belirlenir.

Girig Katmani Ara Katman Cikti Katmani
G1 —= — Gl
G2 — §2
(¢ | —— Cn

Sekil 3.4: Cok katmanli algilayici.

Baslangigta verilen girdilere ait ¢iktilar ile agin tirettigi ¢iktilar karsilastirilir. Aradaki
fark hata olarak kabul edilir. Elde edilen hata degeri algilayict modelin agirliklarina
dagitilarak bir sonraki iterasyonda hatanin azaltilmasi hedeflenir. Cikt1 katmanindaki
her islem elemanina ait hata degerini azaltmak icin hatalar agirliklara dagitilir.
Agirliklarin giincellenmesi girdi katmanina kadar devam eder. Bu sekilde geri yayilim
izlenerek bir sonraki iterasyonda katmanlardaki agirliklar giincellenerek c¢ikti
katmanindaki hata en aza indirilir. Sekil 3.4'de ¢ok katmanli algilayicinin gosterimi

yapilmaktadir.
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3.3.3 Destek vektor makineleri

Destek vektor makineleri (DVM-Support Vector Machines) Vapnik tarafindan
gelistirilmistir  [31]. Temeli istatistiksel Ogrenme teoremine dayanan DVM
algoritmasinda 6zellik vektorii olarak isimlendirilen ve igerisinde en uygun asiri
diizlemlerin belirlendigi yiiksek boyutlu bir vektorii haritalandirmaktadir.
Haritalandirilan 6zellik, egitim verilerinden elde edilerek olusturulmaktadir [32].
DVM’nin temel amaci, egitim verisinde yer alan siniflarin {iyeleri arasinda, bu siiflari
birbirinden ayiran sonsuz sayidaki dogru i¢inden marjini en yliksek dogruyu secerek
smiflandirmay1 gergeklestirmeye caligmaktir. Olusan marjin dogrusu, sinif iiyelerinin
secilen dogruya en yakin olan liyelerine paralel olmalidir. Cizilen dogrulara iist diizlem
adr verilmektedir [33]. En biiylik marjine sahip list diizlemi secebilmek icin her iki
smifa yakin noktalardan gegen paralel dogrular c¢izilebilir. Paralel olarak ¢izilen ve
destek vektorleri ad1 verilen bu dogrular arasindaki uzakliga marjin ad1 verilmektedir

[34]. Sekil 3.5'te marjin, destek vektorleri ve tist diizlem goriilmektedir.

Destek Vektorleri

" w.x+b=-1

w.x+b=0

* w.x+b=1

Sekil 3.5: iki smifli veri kiimesinde DVM algoritmast {ist diizlemi.

Sekil 3.3'te iki sinifi birbirinden ayiran st diizlem i¢in w X x + b = 0 iken destek

vektorleiw X x +b =1vew X x + b = —1 olmaktadir.

Calismada LIBSVM Kkiitiiphanesi kullanilmigtir [35]. DVM ¢ekirdek fonksiyonu

olarak lineer ve radyal tabanli fonksiyon kullanilmistir.
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3.3.4 k-En yakin komsuluk

k-En Yakin Komsuluk (k-EYK- k-Nearest Neighborhood) algoritmasi, Cover ve Hart
tarafindan Onerilmistir. Algoritma, 6rnek veri noktasinin 6rnek uzayinda siniflarin ve
en yakin komsularinin, k degerine gore belirlendigi bir siniflandirma yontemidir [36].
Algoritmanin basarisini etkileyen en onemli faktor k degeridir. Parametre olarak k
degeri biiyiik secildiginde farkli siniflara ait drnekler ayni sinifa gosterilebilir veya k

degeri kiiciik segildiginde ayni1 sinifa ait 6rnekler farkli siniflara ayrilabilir [37].

Sekil 3.6'da liggen ile gosterilen ornek veriye ait sinif bilgisinin tespit edilmesi
gosterilmigtir. k, 3 alindiginda 6rnek veri yildiz sinifa atanirken 5 alindiginda ise

yuvarlak sinifa atanmaktadir.

Sekil 3.6: 3 sinifl1 veri setinde k-EYK algoritmasi.

3.3.5 Naive bayes

Naive Bayes (NB), bayes teoremine dayanan olasiliksal siniflandirma yontemidir.
Mevcut siniflandirilmis 6rneklerde yer alan verilerden yola ¢ikarak, siniflandirilmamis
ornege ait verileri kullanip mevcut siniflardan hangisine ait oldugunu hesaplayan bir
yaklasima sahiptir. Orneklerin énem derecesi siralamasi yoktur. Naive Bayes, modeli
ogrenilmesi sayesinde, her ¢iktinin 6grenme kiimesinde kag¢ kere meydana geldiginin

hesaplanmasini ve hesaplanan bu degerlerin 6ncelikli olasilik olarak adlandirilmasini
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saglar [38]. Smiflandiricinin en temel dezavantaji 6rnek veri setinin boyutu yiiksek ise

sonuglarin dogruluk orani azalabilmektedir.

Bayes teoremi;

P(Y|X) * P(X)

PX|Y) = POY)

(3.4)

P(X) =>X olaymin olasilig1 (bagimsiz)
P(Y)=>Y olaymin olasilig1 (bagimsiz)
P(X|Y)=>Y olaymin oldugu durumda X olayinin olma ihtimali
P(Y|X)=>X olaymin oldugu durumda Yolayinin olma ihtimali
Islevi ile ifade edilir.
Esitlik 3.1 temel alinarak P(X|Y)’yi maksimum durumlar hesaplanarak NB algoritmasi
calistirilmis olur. P(Y) biitiin siniflar i¢in sabit oldugundan;
P(X|Y) = P(Y|X)P(X) (3.5)

olasil1g1 i¢in en biiyiik deger atanir.

3.3.6 Bayes aglar

Bayes aglar1 (BA-Bayesian Network), bilgisayar bilimlerinde verilerin agiklanmasi ve
veriler arast durum gecislerini ifade etmek i¢in kullanilan yontemlerden birisidir.
Literatiirde Bayes aglar1 veya inang ag1 olarak bilinen aglarin 6zelligi istatistiksel aglar
olmalar1 ve diigiimler aras1 ge¢is yapan kollarin istatistiki yOntemlere gore
secilmesidir. Bayes aglar1 yonlii doniissiiz aglardir ve her diigiim ayr1 bir degiskeni

ifade eder [39].

3.3.7 k-Yildiz

k-Yildiz algoritmas1 6rnek tabanli simiflandiricidir. iki nokta arasindaki uzakhigin veya
benzerligin belirlenmesinde kullanilmaktadir. Entropik uzaklik 6l¢iisii kullanilir [40].
Entropi rastgele degiskenler ile ilgili belirsizligin 6lgiisti olarak tanimlanmaktadir.
Islem yapilan veri setinde belirlenen K* noktasma en yakin olan &rnekler
smiflandirilir, sonrasinda belirlenen K* noktasini kendine yakin verilerin merkezine
tasityarak simiflandirma islemini gergeklestirmis olur [41]. k-Yildiz algoritmasi

fonksiyonu esitlik 3.6'daki gibi ifade edilir [42].
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K*(b/a) = —log,P*(b/a) (3.6)

3.3.8 Adaboost

En cok kullanilan basar1 artirici algoritmalarindan olan Adaboost, Freund ve
arkadaslar1 tarafindan gelistirilmistir [43]. Siniflandirma islemi i¢in kullanilan
topluluk Ogrenme algoritmasidir. Topluluk 6grenme basaris1 tekil 6grenmedeki
smiflandirma basarisina gore daha yiiksektir. Topluluk 6greniminde, bir Onceki
smiflandiric1 tarafindan yanlis siniflandirilan 6rnekleri sonraki smiflandiricilarin
kullanilmas: ile basar1 artirimi hedeflenir. Yanlis siniflandirilan egitim 6rneklerinin
goreceli agirhigr artirilarak sonraki siniflandiricinin  gilincellenmis agirliklar ile
tekrardan tahmin islemi gerceklestirir. ikili siniflandirma isleminde basarili sonuglar

vermektedir.

3.3.9 Bagging

Leo Breiman tarafindan gelistirilen siniflandirma ve regresyon diizenlerindeki
tahminlerin dogrulugunu artirmak i¢in onerilmistir [44]. Bagging yonteminde var olan
egitim verisinden alt egitim kiimeleri olusturulur. Siniflandirma orjinal veri setinden
rastgele segilen alt kiime bir siniflandirma algoritmas: ile egitilir. Alt kiimelerdeki
siiflandirma isleminin ardindan sonuglar birlestirilir. Sonu¢ tahmini regresyon
orneklerinde ortalama, siniflandirma Orneklerinde oylama ydntemi ile belirlenir.

Y Ontemin avantaji asirt uyumu engeller.

3.3.10 Lojistik regresyon

Lojistik regresyon (LR-Logistic Regression) bagimli degiskenler ile bagimsiz
degiskenler arasindaki sebep-sonug iligkisinin incelenmesinde 6nem tasimaktadir [45].
Bir veya daha fazla degiskeni, iki veya daha fazla bagimli degisken arasindaki iliskiyi
modellemek icin kullanilan istatistiki modelleme yaklagimidir [46]. Bagimh
degiskenin belirli bir aralikta veya ortamdaki degerini tahmin eder [47]. Bagimh
degisken bir smif, kategori veya Olciilebilir bir sonug olabilir. Lojistik regresyonda
modeli egitirken simiflandirma yapilacak Oriintiiye ait Ozniteliklerle, belirlenen
agirliklarin ¢arpiminin toplamina bias degeri eklenir. Elde edilen deger aktivasyon
fonksiyonu olarak belirlenen sigmoid fonksiyonundan gegirilir ve fonksiyon sonucu
ile beklenen ¢ikt1 degeri karsilastirilir. Karsilagtirma sonucundaki olusan hata degeri

agirliklar ve biasa dagitilir. Bu islem belirlenen dongii sayis1 kadar tekrarlanir. Test
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isleminde sigmoid fonksiyonundan elde edilen ¢ikti 0.5 esik degerinden biiyiikse
siniflandirma sonucu 1, kiiciikse 0 olur. Sekil 3.7°de lojistik regresyon uygulamasi

verilmektedir.

al

Sigmoid | — Sonug¢

wwy ¥

- a3

an

‘ )
N

-+
L

Sekil 3.7: Lojistik regresyon uygulamasi.
3.3.11 Rastgele orman

Topluluk smiflandirma yontemleri birden fazla smiflandiricinin iirettigi sonuglar
iizerinden Ornek veriyi siniflandirir. Rastgele orman (RO-Random Forest), topluluk
siiflandirma yontemlerinden en yaygin olarak kullanilan siiflandiric1 algoritmadir.
Icerisinde ¢oklu agaclar barindirir. Ornek veriyi siniflandirma icin toplulukta bulunan
her agaca girig vektorii verilir ve her agag bir ¢ikt1 iiretir. RO algoritmasi sonug olarak

verilen kararlardan en ¢ok oyu alan sinifi secer [33].

Rastgele orman, Breiman’in gelistirdigi bu algoritmanin amaci, algoritma iginde bir
adet karar agaci bulundurmak yerine her biri ayr egitim kiimelerinde egitilmis olan
farkli sayida ve birbirinden farkli karar agacinin iirettikleri sonucu birlestirmektir [44].
Farkl1 egitim kiimeleri olustururken 6n yiikleme ve rastgele 6zellik se¢imi kullanilir.
Cok degiskenli karar agaclari olusturulurken siniflandirma ve regresyon agaglari [48]
algoritmas1 kullanilir. Her diizeydeki 6znitelik belirlenirken oncelikle biitiin agaclarda
hesaplamalar sonucu nitelikler belirlenir, ardindan algoritma i¢inde agaclardaki
nitelikler birlestirilerek en ¢ok kullanilan 6znitelik seg¢ilir. Segilen nitelik agaca dahil
edilerek diger seviyelerde ayni1 iglemler tekrarlanir. Sekil 3.8'de RO algoritmasi karar
mekanizmasi ve ¢aligma sekli verilmektedir. Sekilde algoritma i¢inde yer alan birden
fazla karar agaci smiflandirma islemi yapmaktadir. Karar agaglarinin yaptig

siiflandirma sonucu oylanir ve en yiiksek oyu alan sinif sonug olarak belirlenir.
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Sekil 3.8: Rastgele orman algoritmasi.
3.4 Oznitelik Cikarm

Makine 6grenmesi ve alt alanlarinda girdi olarak kullanilan Oriintiilerden anlaml
veriler iiretmeye dznitelik ¢ikarimi denmektedir. Oznitelik ¢ikarimi bir 6riintii tanima
modelinde veri &nisleme adiminda gerceklestirilir. Oriintiiye ait olusturulan
Oznitelikler, mevcut ¢6ziim uzayinda bulunan ornekler iizerinde yliksek dogruluk ile

siiflandirma amaciyla kullanilir.

Ozniteliklerin driintiiye ait bilgiyi dogru ve kesin ifade etmesi ile siniflandirma basaris

arasinda baglant1 bulunmaktadir. Bir 6riintli kiimesinin 6znitelik ¢ikarimi yapilacaksa

elde edilen oznitelikler biitiiniine oznitelik kiimesi denir. Ozniteliklerin icinde

bulundugu n boyutlu uzay ise 6znitelik uzay1 olarak isimlendirilir [49-50].

Peptidlere ait Oznitelik vektoriiniin ¢ikariminda amino asitlerin  dizilimleri
kullanilabilir. Dizilim tabanli 6znitelik vektorleri siniflandirict algoritmalar i¢in Oriintii
tanimada 6nemli rol oynamaktadir. Peptidlere ait 6znitelik vektdrii olusturmak igin
kullanilan bazi yontemler sunlardir: Amino asit bilesimi [51], anlik kompozisyon

vektori [52] ve kalint1 ¢ift modeli [53].
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3.5 Basarim Analizi

Siniflandirict Algoritmalarin test edilecek veri {lizerindeki basarimlari dogruluk,
duyarlilik, 6zgiinliik F-6l¢iitii, Matthew Korelasyon Katsayisi (MCC) ve alict igletim
karakteristigi (ROC) alan1 olgiitleri ile degerlendirilmistir. Basarim metrikleri test
verisi smiflandirildiktan sonra ¢izelge 3.1'de goriilen karmagsiklik matrisinden

yararlanilarak hesaplanmaktadir.

Cizelge 3.1: Karmasiklik matrisi.

Gergek
Pozitif Negatif
. Dogru Pozitif Yanlis Negatif
Pozitif
(DP) (YN)
Tahmin
: Yanlis Pozitif Dogru Negatif
Negatif (YP) (DN)

DP; siniflandirici tarafindan pozitif tahmin edilen gergek pozitifleri, DN; siniflandirici
tarafindan negatif tahmin edilen gercek negatifleri, YP; smiflandirici tarafindan
negatif tahmin edilen gergek pozitifleri, YN; smiflandirict tarafindan pozitif tahmin

edilen gercek negatifleri gosterir.
Dogruluk; kanser karsit1 peptidlerin ve kanser karsit1 olmayan peptidlerin ne kadarinin

smiflandirici algoritma tarafindan ayirt edilebildigini gosterir.

DP + DN
DP+DN+YP+YN

Dogruluk = 3.7)

Duyarlilik; kanser karsit1 peptidlerin ne kadarinin siniflandirict algoritma tarafindan
ay1rt edilebildigini gosterir.

DP
DP +YP

Ozgiinliik; kanser karsiti olmayan peptidlerin ne kadarmin smiflandirict algoritma

Duyarlilik = (3.8)

tarafindan ayirt edilebildigini gosterir.

DN

Ozgunluk = m

(3.9)
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MCC; ikili simmiflandirmada gozlenen ve ongoriilen ¢iktilar arasinda bir korelasyon
katsayisidir. iki simifli problemlerde yéntemin giiciinii belirten dlgiittiir. Smiflardaki
veri sayist karisik oldugunda diger performans metriklerine gére daha dogru sonug
verir [54]. MCC degeri -1 ile +1 arasinda degisen performans metrigidir. Deger 1'e
yaklastik¢a iyi tahmin yapildigini, O sansa bagli bir tahmin yapildiginy, -1'e yaklastikca
ters tahmin yapildigini gosterir.

(DP * DN) — (YP *YN)

Mcc = (3.10)
J(P +YP) « (DP + YN) * (DN + YP) * (DN + YN)

Kesinlik; siniflandirici algoritmanin pozitif olarak tahmin ettigi pozitif 6rnek sayisinin,
pozitif tahmin ettigi 6rneklerin sayisinin toplamina boliimiidiir Kanser karsitt peptid
olarak smiflandirilan Orneklerden ne kadarinin gergekten kanser karsiti peptid

oldugunu gosterir.

Kesinlik = bF 3.11
esinli =P X VN (3.11)

F-Olgiitii; kesinlik ve duyarlilik 6lgiitleri sonuglar1 karsilastirmada yeterli degildir.
Duyarlilik ve kesinlik degerlerinin harmonik ortalamasi hesaplanarak iki metrik
arasindaki denge saglanir. Ozgiilliik ve duyarhilik degerlerinden birinin yiiksek,
digerinin diisiik olmasi durumunda ikisinin harmonik ortalamasimi veren F-Olgiitii
degerine bakarak siniflandirmay1 daha saglikli yorumlamak miimkiindiir

2.Duyarlilik * Kesinlik

F = Oleurti = Duyarlilik + Kesinlik

(3.12)

ROC alani; gercek pozitif oran, bir parametrenin farkli kesme noktalar i¢in yanlig
pozitif orani islevinde ¢izilir. ROC egrisindeki her nokta belirli bir karar esigine
karsilik gelir. ROC egrisi altindaki alan, iki sinifin ne kadar iyi ayirt edilebildigini
gosterir. ROC egrisinde x ekseni ger¢ek pozitif oranini, y ekseni yanlis pozitif oranini

gostermektedir [33].
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4. GELISTIRILEN OZNITELIiK KODLAMA YONTEMLERI

Konum ve Taylor Venn Diyagrami temel alinarak iki adet 6znitelik kodlama yontemi
gelistirilmistir. Ilk yontemde peptid dizilimlerinde yer alan 20 amino asidin konumu
ve peptid uzunlugu hesaplanmustir. Ikinci yontemde 20 amino asidin Taylor Venn

Diyagraminda bulunan fizikokimyasal 6zelliklerine dayanarak hesaplama yapilmistir.

4.1 AKBIlo Yontemi

Dizilim tabanli yontemler peptidlere ait 6zelliklerin ortaya ¢ikmasinda onemli rol
oynamaktadir. AKBlo ydntemi, amino asitlerin peptid icerisinde nerede yer aldiklari
bilgisini kullanmaktadir. Sekil 4.1'de konum tabanli 6znitelik kodlama yontemi

AKBIlo verilmektedir.

VeriSeti

S

J

Ozniteliklerin Olusturulmasi

Konum |:> Blosum 30
Tespiti Matrisi

Sekil 4.1: AKBIlo 6znitelik kodlama yontemi.

[Ik asamada 20 amino asit, peptid dizilimlerinde yer aldig1 konum bilgisi toplami
dizilim uzunluguna béliinmektedir. Daha sonra, Blosum 30 yer degistirme matrisinde
amino asidin karsisinda bulunan puan ile carpilmaktadir. Her bir amino asit degeri
bulunduktan sonra 1X20 boyutunda Ozellik vektorii olusturulup, amino asidin
karsisina daha once hesaplanan konum degerlerinin peptid uzunluguna boliimiiniin
sayisal degeri yazilmaktadir. Veri setinde yer alan her peptid dizilimi i¢in 1X20

boyutunda ayni vektdér hesaplamasi yapilmaktadir. Hesaplama islemi sonucunda
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344x20 boyutunda 6znitelik vektorii elde edilmektedir. Sekil 4.2'de AKBlo yontemine
gore ACCYVLLYAC dizilimine ait 6zellik ¢ikarimi goriilmektedir.

ACCYVLLYAC

v

(1+9) / 10 * 4

v

(2+3+10) /10 * 17

Sekil 4.2: AKBIlo yontemi ile 6zellik ¢ikarimi

4.2 ngTBlo Yontemi

ngTBlo yonteminde, 20 amino asit temel alinarak amino asitlerin ikili kombinasyonu
sonucunda her peptid i¢in 1xX400 boyutunda 6zellik vektorii elde edilir. Sekil 4.3'te

konum tabanl1 6znitelik kodlama yontemi gortilmektedir.

Ozniteliklerin
Olusturulmasi

TaylorVenn
Diyagrami
Veri Seti e

S |

2-grams

Blosum 30
Matrisi

Sekil 4.3: ngTBlo 6znitelik kodlama yontemi.

Peptid dizilimlerinde bulunan amino asitler fizikokimyasal ozelliklerine gore
simiflandirmaktadir. Diyagramda bir amino asit birden fazla 6zelligi barindirabilir.
Geligtirilen yontemde amino asitlerin sahip oldugu fizikokimyasal 06zellikler

kullanilmistir. Sekil 2.1°de Taylor Venn Diyagrami yer almaktadir.

Sekil 4.4’te gosterilen diyagramda A ve C amino asitlerinin 1X400 boyutuna sahip
ozellik vektoriindeki degeri, sahip olduklar1 fizikokimyasal 6zelliklerin kesigim sayis1
ile hesaplanmaktadir. A amino asidi; ¢ok kii¢iik, hidrofobik, kiigiikk 6zelliklerine
sahipken C amino asidi polar, ¢ok kiiciik, kii¢iik, hidrofobik 6zelliklerine sahiptir. Her
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iki amino asidin kesisim kiimesi incelendiginde c¢ok kiigiik, kiiclik, hidrofobik
ozelliklerinin ortak oldugu goriilmektedir. Islem yapilan peptid dizilimin 6zellik
vektoriindeki AC siitunun degeri 3 ile ifade edilmektedir. Peptid dizilimde yer alan
biitlin amino asit ikililerine islem uygulanmaktadir. Sekil 4.4'te Taylor Venn

Diyagramina goére A ve C amino asitlerin kesisim degerlerinin belirlenmesi

.

verilmektedir.

"
L bl

Sekil 4.4: Ozellik vektoriinde amino asit kesisim degerleri.

[lk asamada elde edilen 1x400’liik vektdr, peptid diziliminde yer alan amino asit
ikililerinin frekansi ile glincellenmektedir. ACCYVLLYAC diziliminde AC amino
asit ikilisi dizilimde iki defa tekrar etmektedir. Hesaplanan siklik degeri ile vektorde
yer alan AC 6zelligindeki deger, ¢arpma islemine tabi tutulmaktadir. Bir sonraki CC
amino asit ikilisi, incelendiginde siklik degeri 1 olarak hesaplanmaktadir. Ozellik
vektoriinde bulunan CC 6zelligi degeri ile siklik degeri ¢arpilir. Bu yontem ile tiim

dizilimin amino asitleri tamamlanir.
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Ozellik vektoriiniin olusturulmasindaki son adim, vektdrde yer alan agirhiklarin
Blosum 30 matrisi ile carpilmasidir. Peptid diziliminde yer alan amino asit ikilileri
Blosum 30 matrisinde ikiliye karsilik gelen deger ile carpilmaktadir. Dizilimde yer
alan biitliin amino asitler i¢in islem tekrarlanir. 3 asamali 6zellik vektorii olusumunda
islemler veri setinde yer alan tiim peptidler i¢in gergeklestirildikten sonra 344x400
boyutunda 6zellik vektorii elde edilmistir. Sekil 4.5'te ACCYVLLYAC dizilimine ait

ngTBlo yontemine gore hesaplama yapilmaktadir.

AC CcC CY YV VL LL LY YA
2X3X-3 | IX0OX17 | 1X2%-6 | 1x1x1 | 1x2x1 | 1xX0x4 | 1x1x3 | 1x1x-4

Sekil 4.5: ngTBlo yontemi ile 6zellik ¢ikarimi.

Siiflandirma basarisinin artmasi i¢in boyut daraltma yontemi olan Fisher dogrusal

ayirtag analizi 6zellik vektoriine uygulanmistir.

4.3 Bulgular ve Analiz

Kanser karsit1 peptidlerin tahmin tespiti probleminde, testler 10 kat capraz dogrulama
gerceklestirilmistir. 10 kat capraz dogrulamada veri seti 10 esit bolime ayrilir.
Boéliimlerden 9 tanesi egitim 1 tanesi test i¢in kullanilip sonuglari saklanir. 1k dongiide
1. boliim test i¢in alindiginda kalan 9 boliim egitim i¢in kullanilir ve sonuglar saklanir.
Sonraki dongiide 2. boliim test, diger 9 boliim egitim i¢in kullanilir. Bu islem her
boliimiin test i¢in kullanilmasi islemi ile sona erer. Nihai sonuglar i¢in her dongiide
elde edilen sonuglarin ortalamasi alinir. Bu yontem ile 6rnek uzayin tiim elemanlar

egitim ve test islemlerinde kullanilir.

Kanser karsiti peptidleri belirlemek i¢in olusturulan modelin basarisinin rastlanti
sonucu olmadigmni kanitlayabilmek i¢in Chi-square [55] hesaplama yoOntemi
kullanilarak gergek degerler ve tahmin edilen sonuglara dair p-value hesaplanmistir.

Elde edilen 0,001 degeri, esik degeri 0,05 in altindadir.

Oznitelik kodlama yontemleri python programlama dilinde, smiflandirma testleri
macOS Mojave isletim sistemine sahip 3,2 GHz i5 islemcili bilgisayarda bulunan
Weka [56] yazilim1 ortaminda gergeklestirilmistir. Caligmada kullanilan siiflandirict

algoritmalarin parameter degerleri Cizelge 4.1°de goriilmektedir.
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Cizelge 4.1: Siniflandirma algoritmalarinin parametre degerleri.

Smiflandirma  Parametre

Algoritmast

IDBA Yumusatma miktart = 0.2

k-Yildiz Genel karisim=20, kayip modu="Ortalama Siitun Entropi Egrileri’

CKA Ogrenme katsayis1=0.3, momentum=0.2, egitim siiresi=500

DDVM Maliyet=1.0, kayip=0.1, iptal kriter toleransi=0.001, nu=0.5, derece=3

RTFDVM Maliyet=1.0, kayip=0.1, iptal kriter toleransi=0.001, nu=0.5, derece=3

k-EYK k=3, arama algoritmasi= ‘diiz arama’, mesafe 6l¢iimii= ‘6klid mesafesi’

RO Egitim set biiyiikliigii ylizdesi=100, model ¢ikt1 say1si=2, iterasyon say1si=100

Adaboost Siniflandirici="RO’, iterasyon say1si=10, model ¢ikt1 say1s1=2, budama agirlik
esigi=100

Bagging Siniflandirici="RO’, iterasyon say1si=10, model ¢ikt1 say1s1=2

LR Yiikselti=0.00000001, model ¢ikt1 sayisi=4, en fazla iterasyon=-1

NB Cekirdek kestirimi kullanimi = ‘Hayir’

BA Tahmin edici="Basit Tahmin Edici", arama algoritmasi="K2’

Veri seti lizerinde AKBlo yoéntemi kullanilarak olusturulan 6znitelik vektdrii IDBA ve
CKA, RO, NB, BA, DDVM, RTFDVM, k-EYK, AD, BG, k-Yildiz ve LR
siiflandirici algoritmalar ile siniflandirilmistir. Siniflandirma isleminde 10 kat ¢apraz
dogrulama yontemi kullanilarak bagarim sonuglar1 elde edilmistir. Elde edilen basarim

sonuclar1 Cizelge 4.2'de goriilmektedir.

Cizelge 4.2: Siniflandirma algoritmalarinin AKBlo yontemine gore basarim
metrikleri.

Siniflandirma  Dogruluk  Duyarlilik  Ozgiinlik Kesinlik ROC  MCC F-

Algoritmast (%) Alani Olgiitii
iDBA 40,11 1,00 0,00 0,40 0,58 0,00 057
k-Yildiz 61,62 0,79 0,49 0,51 0,75 029 0,62
CKA 60,46 0,14 0,91 0,52 0,53 0,00 022
DDVM 49,41 0,66 0,37 0,41 052 0,00 0,51
RTFDVM 59,88 0,00 1,00 0,00 0,50 0,00 0,00
k-EYK 69,18 0,65 0,71 0,60 0,75 036 0,62
RO 90,69 0,81 0,96 0,94 095 080 087
Adaboost 91,57 0,84 0,96 0,94 096 082 088
Bagging 90,69 0,81 0,97 094 096 0,80 087
LR 74,70 0,46 0,93 0,83 0,78 0,47 059
NB 61,62 0,06 0,98 0,75 053 0,13 0,12
BA 86,04 0,80 0,89 0,84 091 0,70 082

AKBIlo yontemi ile kanser karsiti peptidler, RO algoritmas: kullanarak %90,69
dogruluk, 0,81 duyarlilik, 0,96 6zgiinliik, 0,94 kesinlik, 0,95 ROC alani, 0,80 MCC ve
0,87 F-Olgiitii degerleri elde edilmistir. Adaboost algoritmasi kullanarak %91,57
dogruluk, 0,84 duyarlilik, 0,96 6zgiinliik, 0,94 kesinlik, 0,96 ROC alani, 0,82 MCC ve
0,88 F-Olgiitii degerleri elde edilmistir. Adaboost algoritmast ile elde edilen sonuglar
DP=116, YN=22, DN=199 ve YP=7 karmasiklik matrisi degerlerine sahiptir. Bagging
algoritmasi kullanarak %90,69 dogruluk, 0,81 duyarlilik, 0,97 6zgiinliik, 0.94 kesinlik,
0,96 ROC alani, 0,80 MCC ve 0,87 F-Olgiitii degerleri elde edilmistir. BA algoritmasi
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kullanarak %86,04 dogruluk, 0,80 duyarlilik, 0,89 6zgiinliik, 0,84 kesinlik, 0,91 ROC
alani, 0,70 MCC ve 0,82 F-Olgiitii degerleri elde edilmistir. Sonuglar incelendiginde
en yiksek ROC alani degerini 0,96 ile Adaboost ve Bagging smiflandirici
algoritmalari elde etmistir. En yiiksek ROC alan1 Sekil 4.6'da goriilmektedir. Sekil 4.6
incelendiginde kanser karsit1 ve kanser karsit1 olmayan peptidlerin yiiksek basar ile
ayrt edildigi goriilmektedir.

Roc Egrisi
1.0

0.8 A

o
o

Dogru Pozitif Orani
i
F=Y

0.2

— AUC=0.96

0.0

0.0 0.2 0.4 0.6 0.8 1.0

Yanlis Pozitif Orani

Sekil 4.6: Adaboost ve Bagging ROC egrisi.

Veri seti lizerinde ngTBlo yontemi kullanilarak olusturulan 6znitelik vektorii, fisher
¢oklu simif dogrusal ayirt edici analizi filtresi uygulanip IDBA ve CKA, RO, NB, BA,
DDVM, RTFDVM, k-EYK, Adaboost, Bagging, k-Yildiz ve LR smiflandirici
algoritmalar ile sinmiflandirilmistir. Siniflandirma isleminde 10 kath ¢apraz dogrulama
yontemi kullanilarak basarim sonuglari elde edilmistir. Elde edilen bagsarim sonuglari

Cizelge 4.3'te goriilmektedir.
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Cizelge 4.3: Siniflandirma algoritmalarinin ngTBlo yontemine gore bagarim
metrikleri.

Siniflandirma  Dogruluk Duyarliik  Ozgiinlik Kesinlik ROC MCC F-

Algoritmast (%) (%) Alani Olgiitii
IDBA 97,09 0,95 0,98 0,97 0.99 0,93 0,96
k-Yildiz 97,38 0,95 0,98 0,97 099 094 0,96
CKA 97,09 0,95 0,98 0,97 0.99 0,93 0,96
DDVM 97,97 0,95 0,99 0,99 0.97 0,95 0,97
RTFDVM 97,09 0,95 0,98 0,97 0.97 0,93 0,96
k-EYK 97,38 0,94 0,99 0,99 098 094 0,96
RO 97,09 0,94 0,98 0,97 0.98 0,93 0,96
Adaboost 97,09 0,94 0,98 0,97 0.98 0,93 0,96
Bagging 97,38 0,95 0,98 0,97 099 094 0,96
LR 97,38 0,96 0,98 0,97 0.99 0,94 0,96
NB 97,38 0,96 0,98 0,97 0.99 0,94 0,96
BA 97,97 0,94 1,00 1,00 0.98 0,95 0,97

ngTBlo yontemi ile kanser karsiti peptidler, BA algoritmas: kullanarak %97,97
dogruluk, 0,94 duyarlilik, 1,00 6zgiinliik, 1,00 kesinlik, 0,99 ROC alani, 0,95 MCC ve
0,77 F-Olgiitii degerleri elde edilmistir. BA algoritmasi ile elde edilen sonuglar
DP=131, YN=7, DN=206 ve YP=0 karmasiklik matrisi degerlerine sahiptir. DDVM
algoritmasi kullanarak %97,97 dogruluk, 0,95 duyarlilik, 0,99 6zgiinliik, 0,99 kesinlik,
0,97 ROC alani, 0,95 MCC ve 0,97 F-Olgiitii degerleri elde edilmistir. DDVM
algoritmasi ile elde edilen sonu¢lar DP=132, YN=6, DN=205 ve YP=1 karmasiklik

matrisi degerlerine sahiptir.

Duyarlilik bagarim metriginde LR ve NB algoritmalar1 0,96 degeri ile en yiiksek puani
elde etmistir. Ozgiinliik basarim metriginde BA algoritmasi 1,00 degeri ile en yiiksek
puan1 elde etmistir. Kesinlik bagarim metriginde BA algoritmast 1,00 degeri ile en
yiiksek puani elde etmistir. MCC basarim metriginde BA ve DDVM algoritmalar1 0,95
degeri ile en iyi sonucu elde etmistir. F-Olgiitii basarim metriginde BA ve DDVM

algoritmalar1 0,97 degeri ile en yiiksek puani elde etmistir.

Sonuglar incelendiginde en yiiksek ROC alani1 degerini 0,99 ile NB, IDBA, k-Yildiz,
CKA, LR ve Bagging siniflandirici algoritmalar1 elde etmistir. En yiiksek ROC alam
Sekil 4.7'de goriilmektedir. Sekil 4.6 incelendiginde roc egrisi altinda kalan alan 1'e
cok yakin oldugundan kanser karsit1 ve kanser karsiti olmayan peptidlerin ¢ok yiiksek

basari ile ayirt edildigi gortiilmektedir.
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Sekil 4.7: NB, IDBA, k-Y1ldiz, CKA, LR ve Bagging ROC egrisi.
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Veri seti lizerinde literatiirde var olan n-grams 6znitelik ¢ikarimi yontemi kullanilarak
elde edilen dznitelik vektdrii IDBA ve CKA, RO, NB, BA, DDVM, RTFDVM, k-
EYK, AD, BG, k-Yildiz ve LR simniflandiric1 algoritmalar ile siniflandirilmistir.

Siniflandirma isleminde 10 kathi ¢apraz dogrulama ydntemi kullanilarak basarim

sonuclari elde edilmistir. Elde edilen bagarim sonuglar1 Cizelge 4.4'te goriilmektedir.

Cizelge 4.4: 2-grams bagarim metrikleri.

Siniflandirma  Dogruluk ~ Duyarlilik Ozgiinlik  Kesinlik ROC  MCC F-Olgiitii
Algoritmasi (%) Alani

IDBA 79,06 0,73 0,83 0,74 0.80 0,56 0,74
k-Yildiz 77,03 0,86 0,71 0,66 0.86 0,56 0,75
CKA 80,00 0,75 0,83 0,75 0.87 0,58 0,75
DDVM 82,26 0,78 0,85 0,78 0.81 0,63 0,78
RTFDVM 75,58 0,39 1,00 1,00 0.69 0,53 0,56
k-EYK 77,03 0,86 0,71 0,66 0.86 0,56 0,75
RO 89,24 0,80 0,96 0,92 0.95 0,78 0,86
Adaboost 87,50 0,78 0,94 0,90 0.94 0,74 0,83
Bagging 86,62 0,78 0,96 0,93 0.94 0,77 0,85
LR 81,10 0,78 0,83 0,76 0.87 0,61 0,77
NB 84,88 0,78 0,90 0,84 0.89 0,68 0,80
BA 79,65 0,62 0,92 0,83 0.85 0,57 0,71

2-grams yOntemi ile kanser karsiti peptidler, RO algoritmas: kullanilarak 989,24
dogruluk, 0,95 degeri ile ROC alani, 0,78 degeri ile MCC ve 0,86 degeri ile F-Olgiitii

basarim metriklerinde en iyi sonucu vermistir. k-Yildiz ve k-EYK algoritmalari
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kullanilarak 0,86 degeri ile duyarlilik, RTFDVM algoritmasi kullanilarak 1,00 degeri

ile 6zgiinliik ve kesinlik bagarim metrikleri elde edilmistir.

Veri seti lizerinde literatiirde var olan anlik kompozisyon vektorii 6znitelik ¢ikarimi
yontemi kullanilarak elde edilen oznitelik vektorii IDBA ve CKA, RO, NB, BA,
DDVM, RTFDVM, k-EYK, AD, BG, k-Yildiz ve LR smiflandiric1 algoritmalar ile
smiflandirilmigtir.  Siniflandirma isleminde 10 kath capraz dogrulama yontemi
kullanilarak bagarim sonuglar elde edilmistir. Elde edilen basarim sonuglar1 Cizelge

4.5’te goriilmektedir.

Cizelge 4.5: Anlik kompozisyon vektorii basarim metrikleri.

Siniflandirma Dogruluk Duyarlilik  Ozgiinlik ~ Kesinlik ROC  MCC  F-Olgiitii

Algoritmasi (%) Alani

IDBA 85,17 0,81 0,88 0,82 0,89 0,69 0,81
k-Yildiz 86,92 0,86 0,88 0,83 0,94 0,73 0,84
CKA 90,70 0,84 0,95 0,92 0,80 0,81 0,88
DDVM 85,47 0,83 0,87 0,81 0,85 0,70 0,82
RTFDVM 91,86 0,85 0,97 0,94 0,90 0,83 0,89
k-EYK 88,66 0,82 0,93 0,89 0,91 0,76 0,85
RO 90,70 0,83 0,96 0,93 0,96 0,81 0,88
Adaboost 90,99 0,83 0,96 0,93 0,96 0,81 0,88
Bagging 91,86 0,83 0,98 0,97 0,96 0,83 0,89
LR 87,50 0,85 0,89 0,84 0,91 0,74 0,84
NB 87,79 0,84 0,90 0,85 0,91 0,75 0,85
BA 88,37 0,84 0,91 0,87 0,93 0,76 0,85

Anlik kompozisyon vektorii yontemi ile kanser karsiti peptidler, RTFDVM ve
Bagging algoritmalari kullanilarak %91,86 degeri ile dogruluk, 0,83 degeri ile MCC
ve 0,89 degeri ile F-Olgiitii basarim metriginde en yiiksek deger elde edilmistir. k-
Yildiz algoritmasi 0.86 degeri ile duyarlilik basarim metriginde en yiiksek deger elde
edilmistir. RTFDVM algoritmas1 6zgiinlik basarim metriginde 0,97 degeri ile en
yiiksek deger elde edilmistir. Bagging algoritmasi kesinlik bagarim metriginde 0,97 ile
en yiiksek deger elde edilmistir.

Gelistirilen 6znitelik kodlama ydntemi ve literatiirde var olan yontemlerin ayn1 veri

seti lizerinde elde ettigi sonuglar Cizelge 4.6’da goriilmektedir.

Cizelge 4.6: ngTBlo yontemi ile diger calismalarin karsilastiriimast.

Model Dogruluk  Duyarlilik Ozgiinliik MCC
ngTBlo 97,97 94,92 1,00 0.95
1ACP [9] 95,06 89,86 98,54 0.89
SAP [12] 91,86 86,23 95,63 0.83
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Gergeklestirilen makine 6grenmesi modeli ngTBlo yontemi ile BA smiflandirict
algoritmas1, IACP yontemine gore dogruluk metriginde %2,37, duyarlilik metriginde
%25,06, ozgiinlik metriginde %1,46 ve MCC metriginde 0,06 yaklasik degerleri ile
daha basarili sonuglar elde ettik. ngTBlo yontemi ile BA smiflandirici algoritmasi ile
SAP yontemine gore dogruluk metriginde %6,11, duyarlilik metriginde %38,69,
Ozglinliik metriginde %4,37 ve MCC metriginde 0,12 ile daha basarili sonuclar elde
edilmigtir. Gergeklestirdigimiz calismada yontemimiz ile dogruluk, duyarhlik,
ozgiinlik ve MCC degerlerinde karsilastirdigimiz metotlara gore daha iyi sonuglar

elde edilmistir.
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5. SONUC VE ONERILER

Bu tez ¢alismasinda, kanser karsit1 peptitleri belirlemek i¢in konum tabanli AKBlo ve
amino asitlerin fizikokimyasal 6zelliklerini kullanan Taylor Venn Diyagramina
dayanan ngTBlo yontemi isimli iki yeni 6znitelik kodlama yontemi gelistirilmistir. Bu
Oznitelik kodlama yontemleri gelistirilirken Blosum 30 yer degistirme matrisinden

faydalanilmustir.

AKBIlo yontemi, amino asitlerin peptid i¢cindeki konumlar1 ve dogadaki yer degistirme

sikliklarini temel alan bir yontemdir.

ngTBlo yonteminde Taylor Venn Diyagraminda bulunan amino asitlerin
fizikokimyasal 0Ozelliklerinin kesisim degerleri skorlanip ardindan 2-grams
yonteminden elde edilen degerlerle carpilmustir. Ozellik vektdriinde yer alan degerler,
Blosum 30 yer degistirme matrisinde karsilik gelen degerler ile carpilip 6zellik

vektoriiniin son degeri elde edilmistir.

AKBIlo yontemi ile Adaboost algoritmasini kullanarak%91,57 sinif dogrulugu, 0,94
duyarllik, 0,96 dzgiinliik, 0,81 kesinlik, 0,95 ROC alan1, 0,80 MCC, 0,87 F-Olgiitii

performans degerleri elde edilmistir.

ngTBlo yontemi ile Bayes aglar1 algoritmasini kullanarak iizerinde %97,97 sinif
dogrulugu, 1,0 duyarlilik, 1,0 6zgiinliik, 0,94 kesinlik, 0,98 ROC alani, 0,95 MCC,
0,97 F-Olgiitii performans degerleri elde edilmistir. AKBlo ydntemine gore, NgTBlo
yontemi ile Taylor Venn diyagrami kanser karsit1 peptidlerin belirlenmesinde basarili

oldugu goriilmektedir.

ngTBlo yontemi ile gelistirilen 6znitelik kodlama yonteminin kanser karsiti peptidlerin
belirlenmesi probleminde etkili bir yontem ve model oldugu goriilmiistiir. Yontem
icerisinde kullanilan c¢esitli siniflandiricilar birbirlerine yakin sonuglar vermektedir.
Ayrica yoOntem igerisinde kullanilan siniflandiricilar literatiirde gerceklestirilen
caligmalar ile karsilastirildiginda kanser karsiti peptidleri belirlemede yiiksek

performans gostermektedirler.  Cesitli siniflandiricilardan elde edilen yiiksek
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performans gelistirilen dizilim tabanli 6znitelik kodlama yonteminin basarili oldugunu

gostermektedir.

Gelistirilen 0znitelik kodlama yontemlerinin kullanilmas i¢in peptid dizilimlerinden
Oznitelik vektorii elde edilen ¢evrimigi bir sunucu gelistirilmistir. Cevrimigi 6znitelik
kodlama yontemlerine proses.yalova.edu.tr [57] adresinden erisilerek tekli, coklu
dizilim veya fasta dosya formatinda peptid dizilimlerine ait 6znitelik vektorleri elde

edilebilir.

Ileride yapilacak calismalarda, her iki yontemin farkli peptit siniflandirma

problemlerinde birlestirilmis siniflandiricilar ile kullanilmasi planlanmaktadir.

36



KAYNAKLAR

[1] Chen, W., Feng, P., Yang, H., Ding, H., Lin, H., & Chou, K. C. (2017). iRNA-
Al: identifying the adenosine to inosine editing sites in RNA sequences.
Oncotarget, 8(3), 4208.

[2] Al-Benna, S., Shai, Y., Jacobsen, F., & Steinstraesser, L. (2011). Oncolytic
activities of host defense peptides. International journal of molecular
sciences, 12(11), 8027-8051.

[3] Kalyanaraman, B. J. S. S. E. S., Joseph, J., Kalivendi, S., Wang, S., Konorev,
E., & Kotamraju, S. (2002). Doxorubicin-induced apoptosis:
implications in cardiotoxicity. Molecular and cellular biochemistry,
234(1), 119-124.

[4] Maliepaard, M., Scheffer, G. L., Faneyte, I. F., van Gastelen, M. A.,
Pijnenborg, A. C., Schinkel, A. H., ... & Schellens, J. H. (2001).
Subcellular localization and distribution of the breast cancer resistance
protein transporter in normal human tissues. Cancer research, 61(8),
3458-3464.

[5] Mader, J. S., & Hoskin, D. W. (2006). Cationic antimicrobial peptides as novel
cytotoxic agents for cancer treatment. Expert opinion on investigational
drugs, 15(8), 933-946. [6] Hoskin DW, Ramamoorthy A. Studies on
anticancer activities of antimicrobial peptides. Biochimica et
biophysica acta. 2008; 1778:357-375.

[7] Gaspar, D., Veiga, A. S., & Castanho, M. A. (2013). From antimicrobial to
anticancer peptides. A review. Frontiers in microbiology, 4, 294.

[8] Huang, Y., Feng, Q. L., Yan, Q., Hao, X., & Chen, Y. (2015). Alpha-helical
cationic anticancer peptides: a promising candidate for novel anticancer
drugs. Mini reviews in medicinal chemistry, 15(1), 73-81.

[9] Chen, W., Ding, H., Feng, P., Lin, H., & Chou, K. C. (2016). iACP: a sequence-
based tool for identifying anticancer peptides. Oncotarget, 7(13),
16895.

[10] Tyagi, A., Kapoor, P., Kumar, R., Chaudhary, K., Gautam, A., & Raghava,
G. P. S. (2013). In silico models for designing and discovering novel
anticancer peptides. Scientific reports, 3, 2984.

[11] Hajisharifi, Z., Piryaiee, M., Beigi, M. M., Behbahani, M., & Mohabatkar,
H. (2014). Predicting anticancer peptides with Chou’ s pseudo amino

acid composition and investigating their mutagenicity via Ames test.
Journal of Theoretical Biology, 341, 34-40.

[12] Xu, L., Liang, G., Wang, L., & Liao, C. (2018). A Novel Hybrid Sequence-
Based Model for Identifying Anticancer Peptides. Genes, 9(3), 158.

37



[13] Manavalan, B., Basith, S., Shin, T. H., Choi, S., Kim, M. O., & Lee, G. (2017).
MLACP: machine-learning-based prediction of anticancer peptides.
Oncotarget, 8(44), 77121.

[14] Gok, M., "HIV-1 Proteaz Enziminin Kesme Konumlarinin Tespitinde Yeni
Oznitelik Vektorleri", Sakarya Universitesi, Fen Bilimleri Enstitiisii,
Doktora Tezi, 2011.

[15] Henikoff, S., & Henikoff, J. G. (1992). Amino acid substitution matrices from
protein blocks. PROCeedings of the National Academy of Sciences,
89(22), 10915-10919.

[16] Geng, S., "Proteinlerdeki diizensiz bdlgelerin tespiti i¢in kaotik ve fizikokimyasal
ozellikler tabanli yeni O6znitelik kodlama yontemleri gelistirilmesi",
Yalova Universitesi, Fen Bilimleri Enstitiisii, Yiiksek Lisans Tezi,
2015.

[17] Thundimadathil, J. (2012). Cancer treatment using peptides: current therapies
and future prospects. Journal of amino acids, 2012.

[18] Wang, Z., & Wang, G. (2004). APD: the antimicrobial peptide database. Nucleic
acids research, 32(suppl 1), D590-D592.

[19] Babur, S., "Proteinlerin diizensiz bélgelerinin tahmininde yeni 6znitelik kodlama
yontemleri", Yalova Universitesi, Fen Bilimleri Enstitlisti, Yiiksek
Lisans Tezi, 2016.

[20] Murphy, K. (2001). The bayes net toolbox for matlab. Computing science and
statistics, 33(2), 1024-1034.

[21] Wlodawer, A., & Erickson, J. W. (1993). Structure-based inhibitors of HIV-1
protease. Annual review of biochemistry, 62(1), 543-585.

22] Wu, C., Whitson, G., McLarty, J., Ermongkonchai, A., & Chang, T. C.
y g g
(1992). Protein classification artificial neural system. Protein Science,
1(5), 667-6717.

[23] Ruan, J., Wang, K., Yang, J., Kurgan, L. A., & Cios, K. (2005). Highly
accurate and consistent method for prediction of helix and strand

content from primary protein sequences. Artificial Intelligence in
Medicine, 35(1-2), 19-35.

[24] Mika, S., Ratsch, G., Weston, J., Scholkopf, B., & Mullers, K. R. (1999,
August). Fisher discriminant analysis with kernels. In Neural networks
for signal pROCessing IX: PROCeedings of the 1999 IEEE signal
pROCessing society workshop (cat. no. 98th8468) (pp. 41-48). Ieee.

[25] Wernick, M. N., Yang, Y., Brankov, J. G., Yourganov, G., & Strother, S. C.
(2010). Machine learning in medical imaging. IEEE signal processing
magazine, 27(4), 25-38.

[26] Alpaydin, E. (2009). Introduction to machine learning. MIT press.

[27] Geurts, P. (2001). Dual perturb and combine algorithm. In PROCeedings of
AISTATS 2001, Eighth International Workshop on Artificial
Intelligence and Statistics (pp. 196-201). Key-West, Florida.

38



[28] Rodrigues, P. P., Gama, J., & Bosnic, Z. (2008, December). Online reliability
estimates for individual predictions in data streams. In 2008 IEEE
International Conference on Data Mining Workshops (pp. 36-45).
IEEE.

[29] Bal, C., "Yapay sinir aglarinda en iyi mimari se¢imi i¢in kullanilan kriterlerin
incelenmesi", Mugla Sitki Kog¢man Universitesi, Fen Bilimleri
Enstitiisii, Yiiksek Lisans Tezi, 2018.

[30] Arn, A., & BERBERLER, M. E. Yapay Sinir Aglarn ile Yaklasim ve
Simiflandirma Problemlerinin Coziimii Igin Arayiiz Tasarimi. Acta
INFOLOGICA, 1(2), 55-73.

[31] Cortes, C., & Vapnik, V. (1995). Support-vector networks. Machine
learning, 20(3), 273-297.

[32] Zhi-qiang, J., Hang-guang, F., & Ling-jun, L. 1. (2005). Support vector
machine for mechanical faults classification. Journal of Zhejiang
University-SCIENCE A, 6(5), 433-439.

[33] Bilgin, M. (2018). Makine Ogrenmesi: Teori ve Algoritmalari. Istanbul: Papatya
Bilim

[34] Akarsu, C. (2016) Twitter Verileri ile Tiirk Televizyonlar1 izleneme Orani

Siralamalar1 Tahmini, Tez, Yildiz Teknik Universitesi Fen Bilimleri
Enstitiisti.

[35] Chang, C. C., & Lin, C. J. (2011). LIBSVM: a library for support vector
machines. ACM transactions on intelligent systems and technology
(TIST), 2(3), 27.

[36] Cover, T., & Hart, P. (1967). Nearest neighbor pattern classification. IEEE
transactions on information theory, 13(1), 21-27.

[37] Mitchell, T. (1997) Machine Learning. McGraw Hill. ISBN

[38] Burhan, Y., "Elektronik Postalarin Ayristirllmasinda Naive Bayes ve Bulanik
Mantik Yéntemlerinin Karsilagtirilmas1”, Gazi Unversitesi Bilisim
Enstitiisii, Yiiksek Lisans Tezi, 2011.

[39] Seker, S. E. (2019) Bayes Aglari. http://bilgisayarkavramlari.sadievrenseker.co
m/2008/12/21/ bayes-aglari- bayesian-network/

[40] Cleary, J. G., & Trigg, L. E. (1995). K*: An instance-based learner using an
entropic distance measure. In Machine Learning PROCeedings 1995
(pp. 108-114). Morgan Kaufmann.

[41] Nal¢akan, Y., Bayramoglu, S. S., & Tuna, S. (2015). Sosyal Medya Verileri
Uzerinde Yapay Ogrenme ile Duygu AnaliziCalismasi. Technical
Report.

[42] Colkesen, 1., & Kavzoglu, T. Ornek Tabanli K-Star Algoritmasi ile Uzaktan
Algilanmis Goriintiilerin Siniflandirilmasi.

[43] Freund, Y., Schapire, R., & Abe, N. (1999). A short introduction to boosting.
Journal-Japanese Society For Artificial Intelligence, 14(771-780),
1612.

[44] Breiman, L. (2001). Random forests. Machine learning, 45(1), 5-32.

39



[45] Agresti, A. (1996). An Introduction to Categorical Data Analysis. 3rd Edition.
Wiley.744.

[46] Colak, E., "Kosullu ve smirlandinlmis lojistik regresyon yoéntemlerinin
karsilagtirilmas1 ve bir uygulama", Osmangazi Universitesi, Saglik
Bilimleri Enstitiisti, Yiiksek Lisans Tezi, 2002.

[47] Budak, H., & Erpolat, S. (2012). Kredi Riski Tahmininde Yapay Sinir Aglar1 ve
Lojistik Regresyon Analizi Karsilastirilmasi. AJIT-e: Online Academic
Journal of Information Technology, 3(9), 23-30.

[48] Breiman, L., Friedman, J.H., Olshen, R.A., Stone, C.J. (1984) Classification
and Regression Trees.

[49] Cevikalp, H. (2005). Feature extraction techniques in high-dimensional spaces:
Linear and nonlinear approaches.

[50] Kuncheva, L. L. (2004). Combining pattern classifiers: methods and algorithms.
John Wiley & Sons.

[51] Bhasin, M., & Raghava, G. P. (2004). Classification of nuclear receptors based
on amino acid composition and dipeptide composition. Journal of
Biological Chemistry, 279(22), 23262-23266.

[52] Ruan, J., Wang, K., Yang, J., Kurgan, L. A., & Cios, K. (2005). Highly
accurate and consistent method for prediction of helix and strand

content from primary protein sequences. Artificial Intelligence in
Medicine, 35(1-2), 19-35.

[53] Guo, J., Lin, Y., & Sun, Z. (2005). A novel method for protein subcellular
localization: Combining residue-couple model and SVM. In

PROCeedings of the 3rd Asia-Pacific bioinformatics conference (pp.
117-129).

[54] Cwar Efe, I., "Yardimc1 T Hiicreleri / Biiyikk Doku Uygunluk Kompleksi
Molekiilleri Baglanma Yerlerinin Tespitinde Oznitelik Kodlama
Yontemleri  Gelistirilmesi", Yalova Universitesi, Fen Bilimleri
Enstitiisii, Yiiksek Lisans Tezi, 2016.

[55] Plackett, R. L. (1983). Karl Pearson and the chi-squared test. International
Statistical Review/Revue Internationale de Statistique, 59-72.

[56] Witten, I. H., Frank, E., Hall, M. A., & Pal, C. J. (2016). Data Mining: Practical
machine learning tools and techniques. Morgan Kaufmann.

[57] Kosesoy, 1., Gok, M., & Oz, C. (2018). PROSES: A Web Server for Sequence-
Based Protein Encoding. Journal of Computational Biology, 25(10),
1120-1122.

40



OZGECMIS

Ad Soyad: Murat ESER

Dogum Yeri ve Tarihi: Diizce / 08.07.1990

Adres: COMU Bilgi Islem Daire Baskanlig
E-Posta: meser@comu.edu.tr
Lisans: Yalova Universitesi, Bilgisayar Miihendisligi

Mesleki Deneyim ve Odiiller:

2013 - 2018 Yalova Universitesi Bilgi Islem Daire Baskanlig

2018 - Halen COMU Bilgi Islem Daire Baskanlig

Yayin ve Patent Listesi:

Eser, M., Gok, M., "Makine Ogrenmesi Siniflandirict Algoritmalar ile Kanser
Karsit1 Peptidlerin Tahmin Edilmesi". International Conference on Data
Science and Applications, Yalova - Tiirkiye, 4-7 Ekim 2018.

Eser, M., Bilgin, M., "Microbiyal Karsit1 Peptidlerin Belirlenmesinde Bir
Makine Ogrenmesi Modeli Kullanilmas1". International Conference on Data
Science and Applications, Yalova - Tiirkiye, 4-7 Ekim 2018.

Eser, M., Gok, M., " Mikrobiyal Karsit1 Peptidlerin Siiflandirict Algoritmalar
ile Tahmin Edilmesi". International Academic Research Congress, Alanya -
Tiirkiye, 17-21 Nisan 2019.

Eser, M., Gok, M., "Antimikrobiyal Peptidlerin Makine Ogrenmesi Yontemler
ile Tahmin Edilmesi". Uluslararasi Mardin Artuklu Multidisipliner Calismalar
Kongresi, Mardin - Tiirkiye, 19-21 Nisan 2019

41



