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OZET

Robotik cerrahi hareketlerin otomatik olarak siniflandirilmasi ve taninmasi, hem cerrahi
egitimde geri bildirim saglama hem de ameliyatlarda istenmeyen durum ve hatalari
onlemede O6nemli bir adimdir. Cerrahi robotlardan kaydedilen kinematik veriler, cerrahi
hareketler hakkinda bilgi igerir. Bu verileri kullanarak cerrahlarin hareketlerini otomatik
olarak modelleyebilir ve tantyabiliriz. Bu ¢alismada, cerrahi hareketlerin taninmasi igin
kinematik wveriler ile son zamanlarda zaman Serisi verileri tizerindeki calismalarda
tekrarlayan sinir aglarina gore daha iyi basar1 gosteren Transformer modeli kullanilmistir.
Bu c¢alismada Ogrenilen model literatiirde sikg¢a kullanilan Long Short-Term Memory
(LSTM) modeli ile karsilagtirilmistir. Transformer modelinin ortalama olarak dogruluk
payr %77’ dir. Sonuglara gore Transformer modelinin dogruluk paymin literatiirdeki
LSTM modelleri sonuglar1 ile karsilagtirilabilir oldugu, kendi gelistirdigimiz LSTM
yaklagimlara gore daha iyi sonug verdigi goriilmiistiir. Ayrica standart sapmasi daha azdir.
Bildigimiz kadariyla calismamiz bir Transformer modelini kinematik veri kullanarak
cerrahi hareket tanima i¢in kullanan ilk caligmadir. Deney sonuglarimiz Transformer
modelinin bu alanda kullanimini desteklemektedir.
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ABSTRACT

Automatic classification and recognition of surgical activities is an important step towards
providing automatic feedback in surgical training, and preventing adversarial events and
medical errors in surgeries. Kinematic data recorded from surgical robots contains
information about surgical gestures. Using this data, we can model and recognize surgeons'
gestures automatically. In this study, the Transformer model, which has shown better
performance than Recurrent Neural Networks (RNNSs) with time series data, has been used
to recognize surgical gestures with kinematic data. The model learned in this study is
compared with the Long Short-Term Memory (LSTM) model, which is widely used in the
literature. The average accuracy of the Transformer model is 77%. According to the
results, Transformer model is comparable to the state of the art LSTM methods, and has
outperformed the LSTM model we have developed in this study as part of the benchmark,
and the standard variation is lower. To our knowledge, our study is the first to use
Transformer model for surgical activity recognition with kinematic data. Our experiments
show the promise of Transformer Network in this domain.
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1. GIRIS

Robotik cerrahi, son yillarda tip alaninda 6nemli ilerlemeler kaydetmistir. Bu alandaki
ilerlemeler, hastanede kalis siiresinin kisalmasi, daha az enfeksiyon ihtimali ile hastay1
daha hizli iyilestirme potansiyeline sahiptir [1]. Otomatik olarak cerrahi durum
degerlendirmesi yapabilmek ve hangi cerrahi hareketlerin yapildigini anlamak, cerrahlara
gercek zamanli geri bildirim vererek ameliyatlarda yasanan istenmeyen durumlart ve
hatalar1 engellemek adina onem tasimaktadir. Islem sirasinda cerrahin performansimin
otomatik olarak degerlendirilmesi ve cerraha 6zgii geri bildirimler saglanmasi egitim
siirecini ve genel performansi iyilestirebilmektedir [2]. Ornegin, bilgisayar destekli bir
cerrahi egitim sistemi, hareketlerin dogru sirada yapilip yapilmadigimin gozlemlemesini

veya bir stajyerin en ¢ok hangi hareketlerde zorlandiginin tespit edilmesini saglayabilir.

Cerrahi islemlerin karmasikligi, cerrahin hareketlerindeki degiskenlik ve hastaya 06zgii
anatomi gibi nedenler otomatik cerrahi hareket tanimada zorluk olusturmaktadir. Cerrahi
gorevleri (dikis atma, igne gegirme, diigiim atma) tanimlamak i¢in bu gorevlere ait olan
hareket verilerinin analiz edilmesi gerekmektedir. Farkli cerrahi hareketler farkli
karmasiklik diizeylerine sahiptir ve cerrahin beceri diizeyi degisebilmektedir [3]. Bu
nedenle, Ogrenilen becerileri degerlendirmek i¢in cerrahin hareketlerinin modellenmesi

onemlidir.

Robot destekli cerrahi sistemler, cerrahi robotlardan sensorler araciligiyla veri
toplayabilmektedir [4]. Bu veriler, cerrahin hareketleri ile ilgili bilgileri igerir. Da Vinci®
gibi mevcut sistemler [5] ile cerrah tarafindaki konsolun ve hasta tarafindaki robotik kolun
hareketlerinin kinematik verisi kaydedilir. Bu veriler cerrah komutlariyla ve cihaz
hareketleriyle dogrudan iligkili oldugundan cerrahi hareket modelleme ve analizi
alanlarinda kullanilmaktadir [6]. Kinematik veriler genellikle robotik kollarin konumu,
dontiisii ve hiz1 gibi birden fazla 6zellik igermektedir. Kinematik verinin boyutu, video
verilerinden daha diisiiktiir ve herhangi bir 6n islem yapilmadan da kullanilabilir [7]. Bu
verilerden, cerrahi gorevlerin ve hareketlerin taninmasi [8, 9] tizerine ¢aligmalara agirlik

verilmistir.

Makine 6grenmesi alaninda goriilen son zamanlardaki gelismeler, cerrahi prosediirleri

sistematik olarak daha iyi anlama imkani sunmaktadir [10]. Bu nedenle, cerrahi hareket



tanimada temel adim olan dikis atma, igne gecirme ve digim atma gibi temel cerrahi
hareketlerin dogru bir sekilde taninabilmesini saglayan teknikler gelistirilmektedir. Ayrica,
cerrahi hareketlerin ger¢ek zamanli olarak tanimnmasi, cerrahi olasi hatalardan haberdar
eden veya cerraha bir gorev sirasinda yardimci olan akilli asistanlarin olusturulmasini
saglayabilir. Bu tiir karmasik cerrahi verilerin yliksek boyutsallig1 beceri degerlendirmeleri
ve cerrahi hareket analizleri i¢in zorluk olusturmaktadir [11]. Bu amaca yonelik olarak,

daha etkili tekniklerin gelistirilmesine ihtiya¢ duyulmaktadir [12].

Makine Ogrenmesi, yapay zekanin bir alt alanidir. Sabit kodlanmis kurallar yerine
orneklerden ve deneyimlerden ¢ikarim yapan algoritmalar ile modelleme ve veri analizi
yontemlerini igerir. Yapay zekdnin mevcut hedeflerinin genis yelpazesinde, makine
O0grenmesi tabanli saglik hizmetleri uygulamalar1 yer almaktadir. Makine 6grenmesi, saglik
sektoriine tibbi goriintiilemede teshis, ilag kesfi, karar destek sistemleri, kisisellestirilmis
tip ve ¢ok daha fazlasini igeren ¢ok ¢esitli uygulamalarda kullanilmistir [13]. Makine
Ogrenmesi, Ozellikle bilgisayarla gorti ve derin 6grenme teknikleri, cerrahi hareketlerin
siniflandirilmasi ve taninmasinda kullanilabilir. Bu ¢alismada, bildigimiz kadariyla ilk kez
cerrahi hareket tanima icin kinematik veri ile zaman serisi verilerinde basar1 gosteren

Transformer modeli kullanilmastir.

Son zamanlarda, dogal dil isleme baglaminda dikkat mekanizmasi ele alinarak RNN
tabanli kodlayict kod ¢6ziicii modeli yeniden tasarlanmigtir. Vaswani ve digerleri [14],
tarafindan gelistirilen bir model olan Transformer dikkat mekanizmasini ve ileri besleme
katmanlarin1 birlestirerek RNN ihtiyacin1 ortadan kaldirmugtir. Transformer modeli
Ozellikle uzun metin dizilerinde ¢eviri performansint artirmistir. Transformer modeli
egitim sirasinda daha fazla operasyonun paralel olarak yliriitiilmesine izin verdiginden

RNN tabanli sirali modellerden daha hizli egitilebilmektedir [15].

Siraya gore hizalanmis modellerin aksine Transformer, verileri sirali bir sekilde islemez.
Bunun yerine, tiim veri dizisini isler ve dizideki bagimliliklar1 6grenmek igin self-attention
mekanizmalarini kullanir. Bu nedenle, Transformer tabanli modeller, sirali modeller i¢in
zorlayict olan zaman serisi verilerinin karmasik dinamiklerini modelleme potansiyeline
sahiptir. Transformer, baslangigta makine ¢evirisi gorevi i¢in kullanilsa da daha sonra
zaman serisi verileri iizerinde de mevcut ¢oziimlerden daha iyi performans gostermistir

[15]. Bu galismada bir tiir zaman serisi verisi olan JHU-ISI Gesture and Skill Assessment



Working Set (JIGSAWS) veri setindeki dikis atma goérevine ait kKinematik veriler ile
cerrahi hareket i¢in Transformer modeli kullanilmistir. Calisma sonucunda, cerrahi hareket
tanima i¢in Transformer modelinin zaman serisi tahmini gorevine basariyla
uygulanabilecegini ve mevcut tahmin yontemleri ile karsilastirilabilir performans verdigi

gorlilmiistir.

Calismada onerdigimiz Transformer modelinin basarisinin karsilastirmak tizere cerrahi
hareket tanimada literatiirde sik¢a kullanilan LSTM modeli ele alinmistir. Bu modellerden
biri bu alanda literatiirde sik¢a kullanilan LSTM modelidir. Her iki model de JIGSAWS
verisetinde test edilmis ve elde edilen sonuglara gore Transformer modelinin mevcut

yaklagimlarla karsilastirilabilir performans gosterdigi sonucuna varilmastir.

Cerrahi harcket tanima, tizerinde aktif olarak ¢alisilan bir alandir. Cerrahlara geri bildirim
saglamak ve yiiksek dogrulukla cerrahi hareketleri tanimakta ¢alismanin motivasyonunu
olusturmaktadir. Bu c¢alisma gelistirdigimiz modelin performansinin test edilmesi igin
cerrahi hareket tanima i¢in hazirlanmis JIGSAWS veri seti kullanilmistir. Bu tezin amaci,
zaman serisi tahmininde basar1 gosteren Transformer modelininim bir tiir zaman serisi olan

kinematik veri ile cerrahi hareket tanimada kullanilmasidir.
Ozetle, bu ¢alismanin asagidaki gibi {i¢ 6nemli katkis1 bulunmaktadir:

e Literatlirde ilk kez Transformer modeli kinematik veri ile cerrahi hareket tanimada
kullanilmistir.

e Sonuglara gore Transformer modelinin dogruluk payinin literatiirdeki LSTM modelleri
sonuglar ile karsilastirabilir oldugu goriilmiistiir.

e Transformer modelinin standart sapmasi LSTM modellerinden daha azdir ve bdylece

Transformer modellerinin glivenirligini desteklemektedir.

Tez calismasmin geriye kalan kismi su sekilde olusturulmustur: Ikinci boliimde
literatiirdeki calismalardan bahsedilmistir. Uciincii  béliimde, calismada kullanilan
materyallerden olan veri setinden, kinematik veriden ve kullanilan yazilim gelistirme
kiitiiphanelerinden bahsedilmistir. Dordiincii boliimde, LSTM ve Transformer Network
modellerinin temellerinden bahsedilmistir, daha sonra bu modeller daha kapsamli bir
sekilde agiklanmistir, ardindan modellerin performansini etkileyen hiperparametrelerden

ve modellerin performansini 6lgmek icin kullanilan yontemlerden bahsedilmistir. Besinci



boliimde, veri setinin girdi olarak islenmesi ve 6n hazirligindan sonra modellerin, egitimi
ve modelin yeni veriler ile testinden bahsedilerek, elde edilen deneysel sonuglari ve
karsilagtirmali analizler gosterilmektedir. Altinci boéliimde bu galisma sonuglandirilip

gelecekteki ¢aligmalar tartigilmistir.



2. LITERATUR TARAMASI

Klinik cerrahi cihazlardan kaydedilen kinematik veriler, analiz edilerek cerrahi beceri
degerlendirmesinde [16, 17] ve cerrahi hareket tanimada [3, 18, 19] kullanilmistir. Genel
olarak bakildiginda cerrahi robotlar tarafindan kaydedilen kinematik ve video verileri
kullanilarak hareket tanima ve cerrahi beceri degerlendirmesi i¢in gelistirilen modeller
arasinda Hidden Markov Model (HMM) [20] ve Conditional Random Fields (CRFs) [21]
modelleri ile RNN [18], Temporal Convolutional Network (TCN) [22] gibi derin 6grenme
tabanlt modeller ve Reinforcement Learning (RL) [23] modelleri kullanilmustir.

Dynamic Time Warping (DTW), zaman serisi siiflandirmasi i¢in iyi bilinen bir tekniktir
ve cerrahi prosediir uygulamasinda cerrahi siirecleri ve cerrahi hareketleri siniflandirmak
icin kullanilmistir [24, 25]. DTW birgok alanda basarili bir sekilde kullanilmis olsa da
zaman i¢inde sinyal fonksiyonlarinda onemli bir fark oldugunda iki sekans arasindaki
dogal hizalamalar1 bulamama durumu oldugu i¢in Derivative Dynamic Time Wraping
(DDTW) [26]' da onerilmis ve bu konuyu ele almak icin imit verici sonuglar sagladigi
gosterilmistir. Reiley ve Hager [20], cerrahin becerisini siniflandirmak igin alt gorev
seviyesinde birden fazla Sparse Hidden Markov Model (S-HMM) olusturmuslardir.

Sonuglar cerrahin becerisini %100 dogruluk pay1 ile tanidigin1 géstermistir.

Tao, Elhamifar, Khudanpur, Hager ve Vidal [27], cerrahi hareketlerin ve becerilerin
siniflandirilmast igin S-HMM yontemini tanitmustir. Onerilen ydntemin son teknoloji
yontemlere esit ya da daha yiiksek performans gosterdigi belirtilmistir. Lea, Hager ve
Vidal [28], hareketler arasi gecisleri daha iyi yakalamak i¢in Skip-Chain CRF varyasyonu
gelistirmistir. Yaklasim dikis atma, diiglim atma, igne gecirme gorevlerinde test edilmistir.
Sonug olarak, mikro ve makro dogrulugunun son teknolojiye gore %18,46 ve %44,13
oraninda arttigint belirtmisler. Van Amsterdam, Nakawala, De Momi ve Stoyanov [17],
cerrahi hareketlerin taninmasi i¢in, zayif denetimli Gaussian Mixture Model (GMM)
tabanl1 yeni bir yaklasim Onermistir. Boylece, girdileri optimize ederek tanima

dogrulugunu iyilestirmesindeki etkisi gosterilmistir.

Sefati, Cowan ve Vidal [29], da Vinci robotik cerrahi sistemi tarafindan kaydedilen
karmasik cerrahi hareketleri etkili bir sekilde analiz etmek icin kullanilabilen Shared

Discriminative Sparse Dictionary Learning (SDSDL)’ e dayali cerrahi hareket



smiflandirma yontemi 6nermistir. SDSDL sonuglar1 sadece kinematik veriler kullanilarak
siiflandirilmasinda S-HMM” den daha iyi sonu¢ verdigi ve SDSDL’ in ayrica Latent
Dirichlet Allocation — Hidden Markov Model (LDA-HMM) ve Markov/semi-Markov —
Conditional Random Fields (MsM-CRF) dahil olmak iizere zamaninin diger son teknoloji

istatistik yontemlerinden daha iyi performans gosterdigi belirtilmistir.

Krishnan ve digerleri [30], dogrusal dinamik hareketler arasindaki gegisleri tespit ederek
ve kiimeleyerek bir Transition State Clustering (TSC) yontemi &nermislerdir. Onerilen
yontemin, GMM tabanli yontemlerden %20’ ye kadar daha dogru sonug¢ verdigi ve igne
gecis gorevinde %83, dikis atma gorevinde %73 dogrulugunun oldugu belirtilmistir.
Islam, Kahol, Li, Smith ve Patel [31], Minimally Invasive Surgery (MIS) igin verimli,
etkili ve ekonomik video tabanli beceri degerlendirme teknigine sahip sistem yani, hem
gercek zamanli ekran geri bildirimi hem de ameliyat sonunda bir performans puani
saglama yetenegi ihtiva eden bir sistem Onerilmistir. Bu ¢alismadan 6nceki yaklagimlarin
dezavantajinin cerrahlarin beceri degerlendirme ¢iktilarin1 anlamada ve bu ¢iktilari
performanslarini iyilestirmek i¢in kullanmakta giigliik ¢ekmeleri olarak belirtilmistir. Bu
sorunu ¢ézmek i¢in web tabanli cerrahi beceri egitimi ve degerlendirme araci onerilmistir.
Onerilen yontem, ¢ikarilan dzellikler ile cerrahin skoru arasindaki iliskiyi bulmak igin ¢ok
degiskenli bir dogrusal regresyon modeli ile cerrahin el ve cerrahi alet hareketlerinin

videosunu analiz eden  bir hareket tanima algoritmasina dayanmaktadir.

Fard, Ameri ve Ellis [32], robotik destekli cerrahinin kinematik sinyali {izerinde hareket
tamma modeli gelistirmis. Gelistirilen model iki temel bilesenden olusmaktadir. ilk
bilesen, farkli cerrahlar tarafindan gerceklestirilen ameliyatlar arasindaki benzerligi 6lgmek
ve bunlar1 k-Nearest Neighbors (KNN) yaklagimina gére tanimaktadir. Diger bilesen ise,
smiflandirma sonucuna gore cerrahin her hareketi yapma performansimi degerlendiren
kisimdir. Otomatik kigisellestirilmis Robot-Assisted Minimally Invasive Surgery (RAMIS)
hareket egitimi c¢ercevesi olusturmuslardir. Gelistirilen model dikis atma gorevinde %82,
igne ge¢irme gorevinde %70, diigiim atma gorevinde %85 dogrululuk gdstermistir. Son

teknoloji yontemlerden daha iyi veya esit performans gosterdigi belirtilmistir.

Tao, Zappella, Hager ve Vidal [21], kinematik ve video verilerinden cerrahi hareketlerin
ortak olarak taninmasi icin bir model 6nermislerdir. Onceki calismalardan farkli olarak,

MsM-CRF modeli kullanarak her iki modelden de yararlandiklarini belirtmisler.



Deneylerden elde edilen bilgilere gore, yalnizca kinematik verilerde kullanildiginda son
teknoloji yontemlerle karsilastirilabilir performansa sahip oldugu belirtilmistir. Zia ve Essa
[33], yalnizca robot kinematik verilerini kullanarak otomatik beceri degerlendirmesi igin
farkl biitiinsel 6zelliklerin kullanimini arastirmis ve beceri tanima performansini artirmak
icin agirliklt bir 6zellik fiizyon teknigi Onermistir. Sonuglara gore, onceki tim HMM

tabanli son teknoloji yontemlerden daha 1yi performans gosterdigi belirtilmistir.

Makine Ogrenmesinin amaci biiyliik miktarda veriden o6grenmek, cikarim yapmaktir.
Makine 6grenmesi, yorumlama ve gercek zamanl karar verme ile biiyiik miktarda verinin
verimli bir sekilde islenmesine izin verdigi icin popiilerdir [5]. Ozellikle, biligsel cerrahi
robotlar kavraminda ezber bozan bir unsur haline gelmistir. Biligsel becerilere sahip bu tiir
robotlar, ameliyat ekibine bilissel diizeyde de yardimci olmaktadir. Makine 6grenmesi,
insan uzmanlar tarafindan gosteri yoluyla 6grenilen cerrahi becerinin taninmasina yardimei

olabilir ve bunu robotik becerilere aktarabilir.

Fard ve digerleri [34], cerrahin performansini otomatik olarak degerlendirmek i¢in makine
ogrenme yontemli bir model 6nermistir. Degerlendirmede 6 6nemli 6znitelik; tamamlanma
stiresi  (gorevi tamamlamak i¢in gereken toplam siire), yol wuzunlugu (gorevi
gerceklestirirken aletin ucu tarafindan agiklanan egrinin uzunlugu), derinlik algist (aletin
ekseni boyunca kat ettigi toplam mesafe), hiz (6nceki zaman adimindan konum degisikligi
orani), hareket piiriizsiizliigli (hizlanma ve yavaslamanin ritmik modelinin Olgiisii) ve
egrilik kullanilmigtir. Sonug olarak, Onerilen c¢ercevenin dogrulugu %85,7 olarak
belirtilmistir. Despinoy ve digerleri [35], cerrahi hareketlerin taninmasi ve
degerlendirilmesi i¢in kinematik verileri otomatik olarak bdliimlere ayirabilen yeni bir
denetimsiz algoritma &nermislerdir. Onerilen algoritma, denetimsiz segmentasyon ile
cerrahi hareketlerin O6grenilmesi ve tanmmasmin sirali olarak uygulanmasi ile elde

edilmistir. Yaklagimlar1 %97,4 dogruluk ile sonuglanmustir.

Zia ve digerleri [36], cerrahin beceri seviyesini siniflandirmak igin frekans ozellikleri
Discrete Cosine Transform (DCT) ve Discrete Fourier Transform (DFT) ile hareketlerde
tekrarlanabilirligi kullanmistir. Calismalarindaki tiim deneyler Leave-one-out cross-
validation (LOOCV) uygulanarak yapilmistir. Elde edilen deneysel Sonuglarda, DFT ve
DCT kullanilarak bilinen en gelismis tekniklere gore onemli performans iyilestirmeleri

gosterdigi belirtilmistir. Ahmidi ve digerleri [37], eszamanli cerrahi hareket tanima ve



beceri degerlendirmesi i¢in Descriptive Curve Coding-Common String Model (DCC-
CSM) onermislerdir. Hareketleri ve beceriyi sirasiyla %87,81 ve %91,12 dogrulukla

sonuclanmustir.

Gao ve digerleri [19], bir sorgu ile hareketleri otomatik olarak tespit etmek i¢in bir icerige
dayal1 sorgulama yontemi (Query-by-Example) gelistirmislerdir. Ayn1 cerrah ayni deneme,
ayni cerrah farkli deneme ve farkli cerrah deney kurulumlarinda dogruluk degerlerinin
sirastyla %72, %61, %53 oldugu gozlemlenmistir. Gao ve digerleri [38], cerrahi
aktiviteleri tanimak icin denetimsiz bir Ogrenme yoOntemi gelistirmis ve
degerlendirmislerdir. Yaklagimlari, sirasiyla Asymmetric Sub-Sequence Dynamic Time
Warping (AS-DTW) ve sablon eslestirmeye dayal1 iki puanlama modiiliinii ve bir algilama
modiiliini kullanan bir Stacked Denoising Autoencoder (SDAE) kullanan denetimsiz bir
ozellik 6grenme modiilii igerir. Bu calismada, cerrahi kayitlarda kinematik verilerin
bilgilendirici bir temsilini elde etmek i¢in dogrusal olmayan bir 6znitelik 6grenme yontemi
uygulanmistir. Calismanin sonucunda, JIGSAWS iizerinde ayni cerrah ayni deneme, ayni
cerrah farkli deneme ve farkli cerrah deney kurulumlari i¢in sirasiyla %93, %91, %88
dogruluk degerleri, Minimally Invasive Surgical Training and Innovation Center - Science
of Learning (MISTIC-SL) iizerinde ayni cerrah ayni1 deneme, ayni cerrah farkli deneme ve
farkli cerrah deney kurulumlar i¢in sirasiyla %72, %61, %53 dogruluk degerleri elde

etmislerdir.

Bani ve Jamali [39], robotik cerrahi i¢in son teknoloji veri madenciligi ve zaman serisi
analiz yontemlerini birlestiren bir model onermistir. Bu ¢ergevenin ilk adimi, DDTW
kullanarak bir zaman serisi mesafe tabanli benzerlik 6lgiimii gelistirmektir. Daha sonra
simiflandirmak i¢cin kNN algoritmast kullanilmistir. Deneysel sonuclara gore Onerilen
cergevenin performanst %99,4° tiir. Anh, Nataraja ve Chauhan [15], otomatik cerrahi
beceri degerlendirmesi tizerinde oOzellik ¢ikarma tekniklerinin  performansini ele
almiglardir. Bu performansin neredeyse gercek zamanli olarak karsilagtirilmasini
saglamiglardir. Bilinen dokuz 6zellik ¢ikarma teknigi lizerinde karsilastirmali bir analiz
yapmuslardir. Otomatik cerrahi beceri degerlendirmesinde farkli ozellik ¢ikarma
tekniklerinin (Statistical Features, Principal Component Analysis, Discrete Fourier /
Cosine Transform, Codebook, Deep Learning Models, Auto-Encoder) performanslarini

karsilastiran bir ¢calisma onerilmistir. Principal Component Analysis ile dikis atma, diiglim



atma ve igne gecisi i¢in sirastyla %95,63, %90,17, %90,26; Convolutional Neural Network
(CNN) ile %96,84, %92,75, %95,36 dogruluk sonucu verdigi belirtilmistir.

Cogu siniflandirma probleminde iyi bir performans saglamak i¢in yapay sinir ag1 yontemi
kullanilmistir ve sinir aglari kullanan ¢alismalarin ¢ogu duragan, hareket igermeyen el
hareketlerini tanimaya odaklanmistir [40]. DiPietro ve digerleri [18], dnceki ¢alismalarin
HMM ve CRF ile kisa siireli, diisiik seviyeli faaliyetleri veya hareketleri tanimaya
odaklandigin1 ve bu ylizden uzun siireli dinamikleri verimli olarak kullanmadiklarini
belirtmislerdir. Calismalarinda HMM veya CRF tabanli yontemler yerine RNN ile
modelleme yapmiglardir. Hem JIGSAWS hem MISTIC-SL veriseti {izerinde ¢aligsmislardir.
Yiiksek bir tanima dogrulugu ve diizenleme mesafesi elde etmek icin bir LSTM ve
Bidirectional LSTM o6nerilmistir. Bilindigi kadariyla bu ¢alisma ile Kinematik veri {izerine
ilk kez RNN uygulanmistir. Her iki verisetinde de deneylerde her cerrah test kullanicist
olarak calistirilarak tiim sonuglarin ortalamasi alinmistir. Her c¢alistirma igin 80 epoch
kullanilmistir. 11k 40 epoch igin égrenme orani 1,0 iken daha sonra her 5 epochta bir
O0grenme orani yariya inmistir. Sonuglara gore, hareket tanima i¢in dogruluk pay1 %81,7 ile
%89,5 arasi, diizenleme mesafesi %29,7 ile %19,5 aras1 degismistir. Bu g¢alismadaki

sonuglar, bizim ¢aligmamizda da karsilastirma amaciyla kullanilmistir.

Lea, Vidal, Reiter ve Hager [22], diisiik, orta ve yiiksek diizey zaman 6lgeklerinde iligkileri
hiyerarsik olarak yakalayan TCN modeli Onermislerdir. Modelin bir RNN modelini
egitmek i¢in gereken siirenin ¢ok altinda egitilebildigi ve sonuglarin rekabet¢i performans
gosterdigi belirtilmistir. Menegozzo, Dall’Alba, Zandona ve Fiorini [3], bir ciimlede
onceki kelimeler tizerinde galismak yerine hareket tanima i¢in kKinematik verileri {izerinde
calisan bir Time Delay Neural Network (TDNN) onermistir. Elde edilen sonuglarin

literatiirde bulunan diger yontemlerle karsilastirilabilir oldugu belirtilmistir.

Liu ve Jiang [23], onceki ¢alismalardan farkli olarak, cerrahi hareket siniflandirmasi igin
farkli bir RL yaklasimi nermistir. Gorsel veya kinematik veri dizisiyle etkilesime girecek
bir ajan ederek, baslangigta veri dizisinin baginda konumlanarak uygun bir adim boyutu
secilir ve her bir zaman adiminda ileriye dogru hareket ederek eszamanli olarak
siniflandirma yapar. Onerilen yontem JIGSAWS veri setinin dikis atma gorevi {izerinde
test edilmistir ve son teknoloji yontemlerden daha iyi performans gostermistir. Sarikaya,

Guru ve Corso [41], video ve optik akis kullanan robot destekli cerrahi videolarinda ayni
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anda diisiik seviye hareket ve cerrahi gorev siniflandirmasi i¢in yeni birgok modlu ve ¢ok
gorevli mimari dnermislerdir. Onerilen mimari, dnceki ¢alismalardan farkli olarak farkli
gorevlerdeki ortak hareketleri tanimaya odaklanmis ve geleneksel mimarilere kiyasla

onemli 6l¢iide daha iyi performans gostermistir.

Wang ve Fey [42], derin 6grenme tabanli yeni bir ugtan uca analitik model sunmuslardir.
Onerilen model, dikis atma, igne ge¢irme, diigiim atma goérevlerinde sirastyla %92,5,
%95,4, %91,3 dogruluk elde etmistir. Funke ve digerleri [43], ardisik video karelerinden
uzamsal-zamanlama ipuglarini1 yakalamak icin Three Dimensional- CNN (3D CNN)
modeli Onermislerdir. Model, karsilastirilabilir modellerden daha iyi performans
gostererek, dikis atma gorevi %84’ iin iizerinde dogruluga ulasmistir. Cifuentes,
Boulanger, Pham, Prieto ve Moreau [44], laparoskopik forseps aleti ile elde edilen iig
boyutlu uzaydaki konumlarin1 belirten tibbi hareketleri, LSTM  kullanarak
simiflandirmislardir. BirthSIM (Birth Simulator) simiilatorii ile birlestirilmis aletli bir
obstetrik forseps, her forseps igin 3D pozisyon verileri kullanilarak sonuglara gore %99,1'
lik bir tamima oran1 elde edilmistir. Castro, Pereira, Zanchettin, Macédo ve Bezerra [16],
otomatik robot destekli beceri degerlendirmesi i¢in yeni bir CNN mimarisi énermiglerdir.
Scaled Exponential Linear Unit (SELU) aktivasyon fonksiyonunun kullanimini, Global
Avreage Pooling (GAP) ve Global Max Pooling (GMP) katmanlarina dayanan GMP
yaklasimini arastirmuslardir. Gurcan ve Van Nguyen [45], hem dalgacik sag¢ilma
islemlerinin hem de LSTM' in giiciinii birlestiren Multi-Scale Recurrent Neural Network
(MS-RNN) 6nermislerdir. Sonuglara gore son teknoloji yontemlerden daha iyi performans

gosterdigi ve Onerilen agin hareket tanima dogrulugu %90 olarak belirtilmistir.

Itzkovich, Sharon, Jarc, Refaely ve Nisky [12], dikis atma gorevini hareketlere ayirmak
icin RNN kullanmistir. Bu ¢alismada, cerrahi veri biliminde kinematik verilerin analizinde
veri artirmay1 (Augmentation) kullanma olasiligint vurguladigi belirtilmistir. DiPietro ve
digerleri [46], kinematik veriden cerrahi hareket tanima ig¢in dort RNN mimarisini
MISTIC-SL ve JIGSAWS verisetleri tizerinde karsilastirmislardir: Standart RNN, LSTM,
Gated Recurrent Unit (GRU), Mixed History RNN. GRU’ lar i¢in manevra tanima
gorevinde hata oram1 8,6 + 3,4, diizenleme mesafesi 9,3 + 4,3 olarak sonuglanmistir.
Fawaz, Forestier, Weber, Idoumghar ve Muller [47], robotik cerrahi sirasinda cerrahlarin
hareketlerinde gizli kaliplar1 ¢ikararak cerrahi becerileri siniflandirmak igin yeni bir CNN

modeli tasarlamiglardir. Zamansal kinematik verileri kullanarak cerrahi hareket
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degerlendirmesi i¢in Ozel olarak tasarlanan modelin orijinal hiyerarsik yapisi, cerrahi
beceri seviyesine 0Ozgii bilgileri yakalamaya ve ayni zamanda gizli dislik seviyeli
Ozelliklerdeki hareketlerin temsil edilmesine olanak tanimistir. Sonuglar, derin sinir
aglarmin JIGSAWS veri setinde son teknoloji performansa ulasabilen bir model oldugunu
gostermistir. Ayrica, yorumlanabilir bir geri bildirim saglamak icin, cogu geleneksel derin
O6grenme mimarisi gibi yogun bir katman kullanmak yerine [48], Class Activation Map

(CAM)’ den yararlanmay1 saglayan GAP katmaninin kullanimi 6nerilmistir.

Qin ve digerleri [49], da Vinci cerrahi sisteminden cesitli cerrahi gbrevler icin birlesik
tahmin modeli olan Fusion-KVE’ yi onermislerdir. Modeller ile hem JIGSAWS veriseti
dikis atma gorevi hem de Robotic Intra Operative Ultrasound (RIOUS) veri seti igin
%89.,4’ e varan iistiin ¢erceve bazli durum tahmin dogrulugu elde edilmistir. Sarikaya ve
Jannin [50], cerrahi hareket tanima i¢in videolardaki cerrahi aletlerin uzaysal zamansal
grafik temsillerine dayanarak modelleme yapmislardir ve oOnerdikleri modelin cerrahi
hareket tanimada iyi performans gosterdigini belirtmislerdir. Van Amsterdam, Clarkson ve
Stoyanov [51], kinematik veri ile cerrahi harcketlerin eszamanli olarak taninmasi igin
Multi-Task RNN onermislerdir. Onceki calismalardan farkli olarak, kinematik &zellik
varyasyonunu azaltmak amaciyla zaman yerine temel hareket dizisi iizerinde

tanimlanmastir.

Transformer aglari, ilk olarak dogal dil g¢evirisi gorevi i¢in Onerilen [14], yakin zamanda
gelistirilmis bir derin 6grenme modelidir. Transformer aglarinin dogal dil islemedeki
yaygin basarisi i¢in 6nemli bir faktor, denetimsiz 6n egitim yoluyla dogal dili nasil temsil
edeceklerini 6grenme yetenekleridir [52]. Dogal dil islemenin yani sira, Transformer aglari
polifonik miizik kompozisyonu gibi ¢esitli dizi olusturma alanlarinda da kullanilmustir.
Huang ve digerleri [53], dikkat mekanizmasini degerlendirmiglerdir ve bu modelleme igin
Transformer’ 1n uygun oldugunu gostermislerdir. Song, Rajan, Thiagarajan ve Spanias
[54], ilk kez zaman serisi modellemesi igin dikkat mekazanizmasindan yararlanmislardir.
Onerilen yontemin, son teknoloji performansa ulastigi, LSTM modellerinden daha iyi
performans gosterdigi belirtilmistir. Li ve digerleri [55], zaman serisi tahmini gibi tahmin
sorunlarint Transformer modeli ile ¢6zmeyi onermislerdir. Hem sentetik hem gergek veri
setleri {izerindeki deney sonuglarina gore son teknoloji ile olumlu bir sekilde
karsilastirildigini belirtmislerdir. Ma ve digerleri [56], ¢ok degiskenli, cografi etiketli

zaman serilerinde eksik degerlerin tespiti i¢in 6z dikkat mekanizmasma sahip bir
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kodlayici- kod ¢oziici mimarisi ilk kez kullanmislardir. Son teknolojiye sahip bu mimari,
RNN tabanli ispat yontemlerinden daha iyi performans gostermektedir. Wu, Green, Ben ve
O'Banion [57], zaman serisi tahminine yeni bir yaklasim sunmuslardir. Bu ¢alismada,
zaman serisi verilerini tahmin etmek i¢in Transformer tabanli makine 6grenme modellerini
kullanan yeni bir yontem gelistirilmistir. Sonuglara gére, LSTM ve GRU sirali modeline
dikkatle kiyasla son teknoloji ile olumlu bir sekilde karsilastirilabilir oldugu belirtilmistir.
Czempiel ve digerleri [58], yakin zamanda Transformer modelini video verileri ile cerrahi
hareketleri tanimak icin g¢alisma yapmuglardir ancak bizim c¢alismamizda, bildigimiz
kadartyla, literatirde ilk kez Transformer modeli kinematik veri ile cerrahi hareket

tanimada kullanilmistir.
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3. MATERYALLER

Bu bolimde calisgmamizin ele aldigi JIGSAWS veri setinden, kinematik veri

ozelliklerinden ve kullandigimiz kiitiiphaneler ve gelistirme ortamlarindan bahsedilecektir.

3.1. JIGSAWS Veri Seti

Diinyadaki hastanelerde ve diger kurumlarda 500' den fazla da Vinci cerrahi sistemi
kullanilmaktadir [59]. Bu gibi robotik sistemler ile cerrahlar cerrahi gorevleri daha hassas
gerceklestirebilmektedir. Cerrah, Resim 3.1’ deki konsola oturarak operasyon boélgesini
endoskop tarafindan saglanan 3 boyutlu goriintlisiinii bir g6z merceginden izler [60].
Cerrahin parmaklar1 ekranin altindaki tutamaclar1 kavrar ve el hareketleri, tutamaclardan
cerrahi sistem tlizerindeki Resim 3.1” deki cerrahi aletlerin uglarina iletilir. Sistem, cerrahin
hareketlerini, hastanin ic¢indeki cerrahi aletlerin hassas, ger¢ek zamanli hareketlerine
cevirir. Bu teknolojinin avantaji, bilgisayarin cerrahin el hareketini arttirmasi ve daha az

titreme ile daha hassas hale getirmesidir [60].

Resim 3.1. Da Vinci cerrahi sistemi [60]

Bu ¢alismada JIGSAWS veri seti kullanilmistir. JIGSAWS verisetini olusturan cerrahi
gorevler, Johns Hopkins Universitesi' ndeki bir grup fakiilte cerrah1 tarafindan
gergeklestirilmistir. Johns Hopkins Universitesi ve Intuitive Surgical®, Inc (ISI) arasinda

ortak bir proje kapsaminda, insan hareket modellemesi i¢in toplanan cerrahi hareket veri
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setidir [61]. Bu veri seti kullanilarak yapilan arastirma c¢aligmalarinda kontrol teorisi ve

bilgisayarli gorii ile ilgili teknikler gelistirilmis ve uygulanmistir.

JIGSAWS veri seti temel cerrahi gorev olan dikis atma, diigiim atma, igne gegirme
gorevleri cerrahlar tarafindan gerceklestirilirken da Vinci cerrahi sisteminin kaydettigi
video ve kinematik verileri icerir [61]. JIGSAWS veri seti, uzman, orta ve acemi olmak
tizere farkli deneyime sahip sekiz farkli cerrahin gergeklestirdikleri gorevlere kKinematik ve
video verilerini igerir. Cerrahlar deneyimlerine gore {“B”, “C”, “D”, “E”, “F”, “H”, “I”’}
ile kodlanmistir. D ve E cerrahlar1 100 saatten fazla, B, G, H ve I cerrahlar1 10 saatten az,
C ve F cerrahlar1 10 ila 100 saat arasinda robotik cerrahi deneyimi oldugunu bildirmistir
[61]. Tim cerrahlar sag elini kullanmigtir. Bu gorevler bir model iizerinde
gergeklestirilmistir. Ug gdrevin birer drnegi Resim 3.2° de gosterilmektedir. Her cerrah, ii¢

cerrahi gorevden her biri i¢in bes deneme gergeklestirmistir.

Resim 3.2. JIGSAWS veri setindeki 3 cerrahi gorev (soldan saga): dikis atma, diigiim
atma, igne gegirme [61]

Ug gorevden ilki dikis atma gérevidir; bu gorevde cerrah igneyi alir, dikey bir cizgiyi takip
eder, bu ¢izgi kesigi temsil etmektedir. Bu kesigin etrafinda isaretli bir noktadan dokuya
gecirilir, bu igneyi ve diger tarafinda isaretli bir diger noktadan ¢ikarilir, yani atilacak dikis
bu cizgi ve noktalara gore yapilmaktadir. 11k igne gecisinden sonra cerrah igneyi dokudan
cikarip sag eline alip ayni iglemi 3 kez tekrar etmistir [61]. Diger gorevlerden diigiim atma
gorevinde cerrah, diigiimii diigiime baglar. Plastik bir ¢ubugun etrafina basit ilmekli bir
diiglim baglanir. Son olarak igne gecirme gorevinde, cerrah igneyi alir ve sagdan sola dort

kiigiik metal halkadan gegirir.

JIGSAWS veri setinde kullanilan cerrahi hareketler, Johns Hopkins Universitesi’ ndeki bir

grup fakiilte cerrahi tarafindan tanimlanmistir. Hareketler:



¢ (G1) Sag el ile igneye ulasmak

e (G2) Ignenin ucunu konumlandirma

e (G3) Igneyi doku i¢inden itme

e (G4) Ignenin soldan saga aktarilmasi

e (G5) Igne kavrama ile calisma alaninin ortasina hareket
¢ (G6) Sol elle dikisin ¢ekilmesi

¢ (G7) Dikisi sag elle cekme

e (G8) Igneyi yonlendirme

¢ (G9) Dikisin sikilmasina yardimci olmak i¢in sag elin kullanilmasi
¢ (G10) Daha fazla dikis gevsetme

¢ (G11) Dikisin distiriilmesi ve u¢ noktalara taginmasi

¢ (G12) Sol elle igne i¢in uzanma

¢ (G13) Sag el gevresinde C halkas1 yapilmasi

¢ (G14) Sag elle dikis i¢cin uzanma

¢ (G15) Dikisi iki el ile cekme

15

Sekil 3.1, her bir gorevin yiiriitiilmesi sirasinda farkli hareketlerin iliskisini, sirasini ve

akisin1 temsil eder. Dikis atma gorevinde G7 haric G1' den G11 ' e kadar hareketler
kullanilir. igne gegisinde G1 ila G6, G8 ve G11 kullamlir. Diigiim atma G1 ve G11 ila G15

kullanilir.

JIGSAWS kinematik veriler, video verileri ve manuel ek aciklamalar olarak ti¢ bilesenden

olusmaktadir. 30 Hz' de ve 640 x 480 ¢oziiniirlilkte da Vinci Surgical System (dVSS)' nin

her iki endoskopik kamerasindan stereo video yakalanmistir. Video ve kinematik veriler,

her video cercevesi ayni anda yakalanan bir kinematik veri ¢ergevesine karsilik gelecek

sekilde senkronize edildi. Serbest birakilan veri setindeki videolar, DX50 koduyla dort

karakter kodu bi¢iminde kodlanmis Audio Video Interleave (AVI) dosyalari olarak

kaydedilir.
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DIKIS ATMA : IGNE GECIRME : DUGUM ATMA

START . START . START

. . G12
. G2 .
A

<>
< T
<> OIONC

END E END E END

Sekil 3.1. Dikis atma (sol), diigiim atma (orta), igne gecirme (sag) gorevlerine ait hareket
sirast

3.2. Kinematik Veri

Kinematik 6zelligin boyutu, videodan ¢ikarilanlardan daha diigiiktiir ve herhangi bir 6n
islem yapilmadan da kullanilabilir. JIGSAWS veri setinde, kinematik veriler hem cerrah
hem de hasta tarafindaki sol ve sag manipiilatorlerinin degiskenlerini igerir (saniyede 30
saniyelik goriintii sayisi toplanan 76 hareket degiskeni: ara¢ ipucu konumlar1 ve yoni,
dogrusal ve donme hizlar1 ve tutucu agisi). Stereo video, 640x480 piksel ¢ozlniirliigiinde
saniyede 30 kare hizinda kaydedilir. Video ve kinematik veriler, ilgili ve tamamlayici
bilgileri tasir. Kinematik veriler, dogrudan videoda oOlciilemeyen robot kollarinin iig
boyutlu yoriingelerini, {i¢ boyutlu hizlarini igerir. Video verileri, kinematik verilerde
dogrudan bulunmayan araglar ve doku arasindaki etkilesim gibi baglamsal ve anlamsal
bilgiler saglar [61]. Her yonlendiricinin hareketi igin 19 kinematik degisken
bulunmaktadir: 4 ara¢ yonlendiricisini dikkate alan, kartezyen konumlar (xyz ile

gosterilen 3 degisken), bir dondlirme matrisi (R ile gosterilen 9 degisken), dogrusal hizlari
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!

(x'y'z" ile gosterilen 3 degisken), donme hizlar1 (a’B’y’ ile gosterilen 3 degisken) ve

kavrayici ag1 hizi (6).

Tim kinematik degiskenler ortak bir koordinat sistemi i¢inde temsil edilir. Cizelge 3.1 de,

kinematik veri setinde yer alan degiskenlerin ayrintilarini agiklamaktadir.

Cizelge 3.1. Kinematik verinin degiskenleri

~ Siitun Degisken Degiskenlerin Tanimi
Indeksleri Sayisi
1-3 3 Sol cerrah arag yonlendiricisi ucu konumu (Xxyz)
4-12 9 Sol cerrah arag yonlendiricisi ucu dondiirme matrisi (R)
13-15 3 Sol cerrah arag yonlendiricisi ucu dogrusal hizi (x'y’z")
16-18 3 Sol cerrah ara¢ yonlendiricisi ucu donme hizi (a’'f'y’)
19 1 Sol cerrah ara¢ yonlendiricisi ucu kavrayici aci hizi (6)
20-38 19 Sag cerrah ara¢ yonlendiricisi ucu kinematigi
39-41 3 Hasta tarafi yonlendiricisil arag ucu konumu (xyz)
42-50 9 Hasta tarafi yonlendiricisil ara¢ ucu dondiirme matrisi
(R)
51-53 3 Hasta tarafi yonlendiricisil arag ucu dogrusal hizi
(x'y'z'
54-56 3 Hasta tarafi yonlendiricisil ara¢ ucu déonme hizi (a'B'y")
57 1 Hasta tarafi yonlendiricisil kavrayici ag1 hizi (6)
58-76 19 Hasta tarafi yonlendiricisi2 kinematigi

Verilerin hazirlanmasi, 6n islemden gecirilmesi, temizlenmesi gibi islemler projenin en
kritik adimin1 olusturmaktir. Calismaya baslamadan 6nce, mevcut verileri anlamak, amaca
yonelik olarak hazirlamak o©nemlidir. Veri temizleme, verileri normalize etmek,
sekillendirme siireci, verinin analiz asamasina hazir hale gelmesini saglar. Toplanan
veriler, tutarsizliklar, eksik veriler, hatalar, gecersiz girdiler icerebilmektedir. Veriler farkl
ve ¢esitli kaynaklardan toplanabilir, elde edilebilir. Bu kaynaklar, ayn1 bilgileri igerebilse
bile ayn1 formatta olmayabilir. Bu gibi nedenlerden dolay1 da verilerin temizlenmesi,
model olusturulmasina hazir ve kullanilabilir hale getirilmesi gerekmektedir. Bolim 5’ te

bu ¢alisma igin veri setinin hazirlanma siirecinden bahsedilmistir (Bkz. B6liim 5.1).
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Caligmamizda sadece dikis atma gorevi lizerinde ¢aligilmistir ve bunun igin JIGSAWS veri
setindeki dikis atma verileri kullanilmistir. Veri seti, dikis atma isleminin gergeklestirildigi
videolarin her bir video ¢ercevesine karsilik gelen robot hareketlerinden alinan kinematik

verilerden olugsmaktadir.

3.3. Kullanilan Araglar

Bu ¢alismada Python programlama dili kullanilmistir. Bu béliimde de Python’ a ait olan

caligmada kullanilan kiitiiphanelerden ve kullanilan ortamlardan bahsedilmistir.

3.3.1. Python proglamlama dili

Calismamizdaki modelleri kodlamak ve uygulamak i¢in Python programlama dili
kullanilmistir. Python, kullanim1 kolay bir programlama dilidir. Ayrica, bir¢ok kiitiiphane,
modiil ve uygulama gelistirme gergeveleri ile uyumludur. Bu durum, ¢ok sayida ¢alisma
alaninda, 6zellikle veri bilimi ve makine 6grenmesi alanlari i¢in Python programlama dilini
tercih edilen bir dil haline getirmektedir. Ek kiitiiphanesi NumPy, cok boyutlu dizileri
destekler ve veri bilimi i¢in yararli olan yiiksek seviyeli matematiksel fonksiyonlar ekler

[62, 63].

Python programlama dili, veri isleme ve makine 6grenimi algoritmalar: i¢in ¢ok sayida
bilimsel kiitiiphaneye sahip oldugu ve birgok derin 6grenme kiitiiphanesinin Python ile
uyumlu oldugu i¢in tercih edilmistir. Calismamizi gergeklestirmek i¢in Keras, Scikit-learn

gibi birkag ¢ergeve / kiitiiphane kullanilmustir.

Keras

Keras, Python programlama dilinde yazilmis yiiksek seviyeli bir agik kaynakli derin
o6grenme Application Programming Interface (API)' sidir. Keras [64], oncelikle sinir agi
modellemesi icin tasarlanmis bir makine 6grenmesi kiitliphanesidir. Ayn1 zamanda agik
kaynaklidir ve son yillarda popiiler hale gelmistir. Ayrica, kiitiiphane Tensorflow ve
Theano gibi birden fazla makine 6grenimi platformunun {izerinde ¢alistirilabilir ve sinir ag1
modelleri gelistirirken karmasikli§i azaltir. Minimalist, 6l¢eklenebilir ve derin sinir
aglartyla hizli ¢aligmalar1 destekler. Keras, standart derin 6grenme yapi taslarinin ¢ogu icin

kullanima hazir ¢oziimler sunar [64].
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Calismamizda Keras, basit bir API ile hizli tasarlandigi igin segildi. Sinir aglar
kavramlarina ¢ok uygun oldugu ve sirali modeller gibi baz1 gii¢lii modellerin yardimiyla
basit veya karmasik sinir aglarinin olusturulmasi kisa siirdiigli i¢in bu arastirma i¢in Keras

kiitliphanesi secilmistir.

Matplotlib

Matplotlib, verilerin gorsellestirilmesi i¢in kullanilan ac¢ik kaynakli bir Python
kiitiiphanesidir. Genis bir yelpazede farkli grafikler saglar [65].

Scikit-Learn

Scikit-learn, veri analizi i¢in araglar saglayan acgik kaynakli bir Python kiitiiphanesidir.
Smiflandirma, regresyon, kiimeleme veya boyut azaltma gibi 6n isleme ve genel makine

Ogrenmesi problemleri i¢in kullanilir. NumPy ve Matplotlib tizerine insa edilmistir [66].

Pandas

Pandas, acik kaynakli, veri analizi i¢in kullanilan bir Python kiitiiphanesidir [67]. Veri
diizenlemeleri i¢in iyi bir arayiiz saglar. Kiitliphane, 6zellikle zaman serisi analizi i¢in 1y1
bir sekilde tasarlanmistir. Zaman serisi verileri i¢in Pandas, zaman adimlarin1 otomatik

olarak ¢ikarabilir ve ayrigtirabilir [67].

Ayrica, yapilandirilmig verilerden, tablo seklindeki veri setlerinden ve vektorlestirilmis
islemlerden yararlanir ve verileri Pandas veri ¢ergeveleri veya Pandas serilerinde temsil
eder. DataFrame sinifi, tablo seklindeki verileri temsil etmek, veri 6n isleme, degistirme
veya dilimlemeye yardimci olmak i¢in kullanilan bir yontemdir [68]. Bu 6zelliklerin ¢ogu,
ozellikle veri analizi i¢in bu tezde yogun bir sekilde kullanilmaktadir. Cerrahi verilerin
analizinin karmasikli§in1 azaltilmasi, aciklayici istatistiklerin ve gorsellestirmelerin
olusturulmasini kolaylastirir. Ornegin bu ¢alismada zaman serilerini Pandas kiitiiphanesi

ile verimli bir sekilde bir araya getirip, filtreleyip, yeniden 6rnekleyebildik.
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PyTorch

PyTorch, grafik isleme birimlerinin giiclinli kullanarak hizlandirma destegine sahip tensor
hesaplamalar1 olan agik kaynakli Python tabanli bir derin 6grenme kiitiiphanedir [69].
Kullanim1 kolay API sunar. Dinamik hesaplama grafikleri sunan bir platform saglayarak
caligma sirasinda yapilan degisiklikleri desteklemektedir [69]. Bir sinir agi modeli
olusturmak i¢in ne kadar bellek gerekecegi hakkinda fikir olmadiginda oldukga
kullanighdir. PyTorch bu ¢alismada Transformer Modelini uygulamak i¢in kullanildi.

3.3.2. Google colaboratory

Yaygin olarak Google Colab olarak bilinen Google Colaboratory, Google tarafindan Gmail
hesab1 olan herhangi bir kigiye saglanan agik kaynakli bir hizmettir. Makine dgrenmesi
egitimi ve arastirmasinin yayginlastirilmasina yardimeir olmak i¢in olusturulmustur.
Herhangi bir kurulum gerektirmeden kullanilabilen ve tamamen bulut lizerinde ¢alisan bir

uygulamadir ve Jupyter notebook ile gelistirme ortami saglamaktadir [70].

Google Colab, yeterli hesaplama kaynagina sahip olmayan kisilere arastirma igin Grafik
Isleme Birimi (Graphic Proceesing Unit - GPU) saglar. Google Colab hizmeti, bir ¢alisma
zamaninda 12,72 GB RAM ve 358,27 GB sabit disk alan1 saglar [71]. Her ¢alisma siiresi
12 saat siirer, ardindan ¢alisma zamani sifirlanir ve kullanicinin yeniden baglanti kurmasi
gerekir. Bu, insanlarin GPU hizmetini kripto para madenciligi ve diger yasadis1 amaclar
icin kullanmamasini saglamak i¢indir. Asagida farkli ¢alisma durumlar1 gosterilmektedir
[71]. Kullanic1 bir Google Colab dosyasini agtiginda, bir ¢alisma zamani tiirii segmesi
gerekir. 3 secenek vardir: None (kullanicinin kullandig1 bilgisayarin Merkezi islem Birimi
(Central Processing Unit — CPU)' sunu kullanir), GPU, Tensor isleme Birimi (Tensor

Processing Unit -TPU) (6zellikle tensor isleme igin).
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4. YONTEM

Bu ¢alismada bir tiir zaman serisi olan kinematik veri ile cerrahi hareketlerin taninmasi i¢in
makine &grenmesi kullanilmistir. Oncelikle kinematik veri ile cerrahi hareketler
modellenmis ve egitilen model siniflandirma igin kullanilmistir. Zaman  serisi
siniflandirmasi, zaman serisi verileri ve bu verilerin ait oldugu siniflar arasindaki iligkiyi
denetimli olarak Ogrenilmesi ve Ogrenilen modelin yeni gozlemleri siiflandirmada
kullanilmasidir. Bu amaca yonelik, bu calismada iki farkli derin 6grenme modeli
kullanilmistir: LSTM ve Transformer modeli. Bu boliimde JIGSAWS veriseti kinematik
verilerinin zaman serisi verisi olarak ele alinmasi, verilerin 6grenme ve test asamalari igin
ayrilmasindan, her iki derin 6grenme modelinin temellerinden, modellerin egitimi ve yeni
gozlemler ile test edilmesinden, test asamasinda Ggrenilen modellerin performaslarini

O0lgmek i¢in kullanilan metriklerden bahsedilmistir.

Makine 6grenmesi temel olarak siniflandirma, kiimeleme yontemleri gibi tahmine dayali
yontemlerden olusur. Makine O6grenmesi, denetimli 6grenme ve denetimsiz Ogrenme
yontemleri olmak iizere 2 yontemden olusmaktadir. Siniflandirma ve regresyon analizi,
denetimli 6grenme; kiimeleme modelleri, denetimsiz 6grenme yontemleridir. Eger tahmin
edilecek degisken kategorik veri tipindeyse siniflandirma modeli, eger siirekli degisken
veri tipine sahipse de regresyon modeli uygulanir. Bizim ¢alismamizda cerrahi hareketler
kategorik olarak (GO, G1, G2, ...) tahmin edilmektedir. Bu nedenle cerrahi hareket tanima

icin simiflandirma yapilmustir.
4.1. Derin Ogrenme

Derin 6grenme, son yillarda, duygu analizi, metin 6zetleme [72] ve soru-cevap [73] gibi
dogal dil isleme gorevleri i¢in en yaygin kullanilan yaklagim olmustur. Goriintii, metin ve
ses verilerinde dogrusal olmayan gézlemler yapmak ve ¢ikarimlarda bulunmak igin tercih
edilen bir yontemdir. Artan hesaplama altyapist ve biiyiik miktarda veriye erisimin
miimkiin olmasi ile son yillarda bu alanda biiyiik ilerlemeler goriilmiistiir. Biiytik etiketli
veri setlerinin kullanilabilirligi, bilgisayar mithendisliginde yapilan ilerlemeler, dagitilmis
sistemler ve GPU' lar dahil hesaplama giicii gibi birgok faktdr sayesinde basari

gostermektedir.
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4.2. Yapay Sinir Aglarn

Derin 6grenme modelleri ¢ok katmanlt sinir aglarindan olusur. Yapay sinir aglari, veri
odakl1 bir tekniktir ve son yillarda mevcut verilerdeki artis ve bilgisayar donanimindaki
optimizasyonlar sayesinde popiiler hale gelmistir. Bu aglar goriintii siniflandirma, metin
olusturma, Oriintii tanima, zaman serisi tahmini, nesne algilama gibi ¢ok sayida problemi
¢ozmek icin kullanilmaktadir. Temeli biyolojik sinir aglarina dayanarak insan beyninin

¢alismasini ilham alan denetimli bir 6grenme yontemidir [74].

Girdiler

Z f (;|:t|

Toplam Aktivasyon
Fonksiyonu

Sekil 4.1. Yapay sinir ag1 modelinin temeli [74]

Bir norona gelen tiim girdiler alinarak, girdilere karsilik gelen agirliklariyla carpilir ve
ardindan agirliklar toplanarak, aktivasyon fonksiyonu adi verilen dogrusal olmayan bir
fonksiyon uygulanir ve bir ¢ikt1 tiretilir. Bir néronun ¢alismasi Sekil 4.1” de goriilmektedir.
Matematiksel olarak vektor Es. 4.1 ile temsil edilmektedir. Denklemde sirastyla x, w, b,
O, f, y girig vektoriinii, agirlik vektdriinii, ndron egilimini, Hadamard Carpimini (eleman

— eleman matris ¢arpimi), aktivasyon fonksiyonunu ve néron ¢ikisini temsil eder.

y(x)=f(w O x + b) (4.1)
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4.2.1. Derin sinir aglari

Derin sinir aglari, birden ¢ok gizli katmanin bir araya getirildigi sinir aglaridir. Her
katman, onceki katmanin ¢iktisini alan dogrusal olmayan bir modiildiir. Derin sinir aglari,
dogrusal olmayan gorevlerde kullanilmak tizere egitilir. Genellikle regresyon veya
smiflandirma sorunlarin1 ¢ézmek igin egitilir. Bizim problemimizde bir smiflandirma

problemi oldugu i¢in derin sinir agindan yararlanilmistir.

Basit bir ileri beslemeli ag, Sekil 4.2° de goriilmektedir. Bir derin sinir agi, her biri N
sayida norona sahip olan ¢ok sayida katmana sahiptir [75]. Her katmandaki ndronlar, bir
dizi yonlendirilmis kenar ile dnceki katmandaki tiim noronlara baglanir. Her kenar,
kendisine karsilik gelen bir agirhiga sahiptir. Ug tiir katman vardir: giris katmani, gizli
katman ve ¢ikti katmani. Ik katman olan giris katmani, girisi alir. Cikis katmani olarak
adlandirilan son katman, sinir agmn ¢iktisini Uretir. Arada kalan katmanlar gizli
katmanlardir. Bilgi, girdi katmanindan ¢ikti katmanina dogru ilerler. Agin ¢iktisi en {ist
katmanda tretilinceye kadar alt katmandan yukar1 dogru hareket ederken her bir néronun
ciktilar1 hesaplanir. Cok katmanli sinir ag1, tiim noronlarin 6nceki katmaninin her néronuna
bagl oldugu temel bir derin sinir agidir. Her bir ndronun ¢iktisinin nceki katmanlardaki
ndronlardan toplam agirlikli bir girdi aldig1 ve bunu bir aktivasyon fonksiyonu araciligiyla

besledigi katmanlar halinde organize edilmis bir¢ok nérondan olusur [75].

»“ _
p— 4 ‘\
~__" GIKTILAR
A -
GIRDILER _— ¥ { | ———>
Y
,'7 o
—
Girdi Katmani Cikti Katmani

N #

Gizli Katmani

Sekil 4.2. Girdi, gizli ve ¢ikt1 katmanindan olusan derin sinir ag1 mimarisi
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Algilayici

Sinir aglarmin temel birimi, algilayici adi verilen yapay noron tiirlerinden biridir. Bir
algilayici sabit sayida girdi alir ve tek bir ¢ikti tiretir. Ciktry1 hesaplamanin yolu; girdi alip,
agirliklarini ve bias terimini ekleyerek agirlikli toplami hesaplama ve aktivasyon
fonksiyonunu uygulama gibi birka¢ adima sahiptir. Bu siire¢ Resim 4.3° te goriilmektedir.
Algilayici, bir giris vektori (x = (x1, X2 ,.. , Xn) )olarak temsil edilen N girise sahiptir. Her
giris, agirlik vektorii (w = (w1; W2, ..., wn)) ile tamimlanan atanmis bir agirliga sahiptir.
Sonug olarak, agirlikli girdi degerleri birlestirilerek agirlikli toplami Es. 4.2 deki gibi
hesaplanir [75]:

e=w-x=Y" Wi x 4.2)

Bu adimda, ¢iktiyr hesaplamak igin aktivasyon fonksiyonu (o) (Bkz. Bolim 4.3.4.)
agirlikli toplama uygulanir ve agirlikli toplam, esigi asip agmamasina bagh olarak 0 veya 1

olan bir ¢ikt1 y liretmek icin bir Es. 4.3’ teki gibi esikle karsilagtirilir:

0
0 (4.3)

A\Y,

1, ¢
yZG(S)Z{O £

Ileri ve geri yayilim

Bir ag1 egitmek igin 6ncelikle toplam hatanin hesaplanmasi gerekir. leri yayilm ve geri
yayilim olmak iizere iki adimi bulunan algoritma, agirliklarin rastgele baslatilmasindan
sonra baslamaktadir. Geri yayilim algoritmasi, sinir aglarin1 egitmek icin kullanilan
denetimli bir 6grenme algoritmasidir. Algoritmanin amaci, agirliklar1 optimize etmektir.
Boylece sinir ag1, tahmin edilen ve dogru hedef degerler arasindaki hata oranini en aza
indirerek ulagilabilen daha dogru tahminler elde eder. Ileri yayilim siireci, algilayicinin
ciktisinin hesaplanmasiyla baslar ve kayip fonksiyonunu bularak devam eder. Daha sonra
geriye dogru yayilim siirecinde elde edilen kayip fonksiyonu (Bkz. B6liim 4.3.5) tiirevler

kullanilarak en aza indirilir ve daha sonra agirliklar giincellenir [75, 76].
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4.2.2. Tekrarlayan sinir aglar1 (Recurrent Neural Network - RNN)

Tekrarlayan sinir aglari, 1980' lerde Onerilen vektor dizileri tizerinde islem yapilmasina
izin veren yapay sinir ag1 modelleridir. Metin ¢evirisinde ¢oklu girdi ¢oklu ¢iktiya izin
vermesi, video siniflandirmasinda ardigik video ¢ercevelerini girdi olarak alip tekli ¢ikti
olarak tahmin edibilmesinden dolay1 bu gibi alanlarda uygulanmaktadir. Liu ve digerleri
[77] tarafindan yapilan arastirmaya gore, tekrarlayan sinir aglarinin gelistirilmesinin ana
nedeni sirali bilgileri islemektir. Standart sinir aglar1 ve tekrarlayan sinir aglari arasindaki
onemli fark, tekrarlayan sinir aglarinin onceki girislerden hesaplanan bilgileri depoladiklari
bir bellege sahip olmasidir, yani son ¢ikt1 yalnizca onceki giris tarafindan degil, beslenen
tim girisler tarafindan da kullamilir. Ayrica, tekrarlayan sinir aglari, zaman boyutu
tizerindeki bilgileri yakalamak ve bunlar1 ag i¢inde depolamak i¢in etkili bir yontemdir.
Zaman serisi verilerinde sirali model bulundugundan, standart sinir ag1 zaman serisi
tahmini i¢in verimli sonuclar vermemektedir. Tekrarlayan sinir aglari, veriler arasindaki
bagimlilig1 6grenmek i¢in daha etkilidir. Tekrarlayan sinir aglarinin zaman serisi tahmini
icin onemli sonuglar verdigi kanitlanmistir [78]. Bu nedenle bu agin tekrarlayan kismi,
onceki hesaplamalara bagli ¢ikt1 ile bir dizinin her 6gesi i¢in ayni1 gorevi gerceklestirme
kabiliyetinin bir sonucudur. Teorik olarak, tekrarlayan sinir aglarmin c¢alisma yollari,
onceden islenmis bilgilerin simirsiz geg¢misini depolamak icin bellege sahip olan

tekrarlayan sinir aglari olarak gosterilebilir.

Standart sinir aglarinin bir girisi ve bir ¢ikist vardir. Ancak bu pek ¢ok uygulama igin
dogru degildir. Ornegin, bir ciimledeki bir kelimeyi tahmin etmek igin, kendisinden 6nce
gelen kelimeleri bilmek zorundadir. Bunun yerine, tekrarlayan bir sinir ag1, iki ag arasinda
bazi verileri korurken, ag1 yeni veriler iizerinde yeniden calistirarak birden ¢ok girdiye ve
birden ¢ok ¢iktiya sahip olabilir. Noronlarn agirliklart ayni kalir, ancak aktivasyon
fonksiyonlar1 farklidir. Giris verileri farklidir ve durum bilgisi tutulur. Bu aglar, keyfi bir
siire once meydana gelen verileri depolayabilir ve bunlar {izerinde islem yapabilir. Bu
sekilde, tek bir tekrarlayan sinir ag1 katmani iki girise ve iki ¢ikisa sahip olur: veri ve

zaman. Zaman ve zaman adimlari, agin tek bir tekrarina atifta bulunur [75].
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Sekil 4.3. Basit bir tekrarlayan sinir ag1 [76]

Basit bir tekrarlayan sinir agi, kalici bilgilerin agin bir adimindan digerine aktarilmasina
izin veren dongiileri olan bir agdir. Bu dongii Sekil 4.3' te goriilmektedir. Burada ag, her
bir zaman adimi igin bir x¢ girisine ve bir h ¢ikigina sahiptir. A gizli durumdur. Gizli
durumda, girdisini dnceki adimin gizli durumundan ve mevcut adim x¢' nin ¢iktisindan alan
bir aktivasyon fonksiyonu bulunur (Es. 4.4). Tekrarlayan agm agirliklar1 zaman
adimlarinda ayni kalir, ancak dahili bellek zamanla degistik¢e ve giris zamanla farklilik

gosterdiginden etkinlestirmeler farklilik gosterir [75].

Ac=f (Art, X)) (4.4)
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Sekil 4.4. Tekrarlayan sinir aginin katlanmis ve katlanmamis durumu [75]
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Sekil 4.4' te, Boliim A, tekrarlayan sinir aginin zaman i¢inde agilmadan dnceki durumunu
gostermektedir. Boliim B, tekrarlayan sinir agiin zaman igindeki katlanmamis sonraki
durumunu gosterir. Tekrarlayan sinir aginin katlanmamis durumu, basit¢e sirali agi
gosterir. B boliimiine bakildiginda goriildiigii tizere buradaki sinir agi, ti¢ katmanli bir sinir
agidir. Acildiktan sonra basit bir geri bildirim baglantisina sahip bir ag, her zaman
adiminda yeni bir katman eklenmesi ile ileri beslemeli sinir agina doniistiirilebilmektedir.
Buradaki ag, birden fazla gizli katmana sahip oldugu i¢in derin 6grenme sinir ag1 olarak
adlandirilabilir. Tekrarlayan sinir aginin hesaplamalarinda kullanilan ¢esitli parametrelerin
U, V ve W néronlarin agirligini temsil eder. xt, St Ve O, sirastyla adim t zamanindaki girdi,
gizli durum ve c¢ikti durumudur. Tekrarlayan sinir ag1 modellerine karsilik gelen ileri

yayilma formiilleri Es. 4.5’ teki gibi tanimlanabilir [75]:

st = f (Uxt + Wsea + bs) ve or = g (Vst + bo) (4.5)

bs ve bo bias terimleridir. f ve g, f nin genellikle dogrusal olmayan, gizli néronlara
uygulanan tiirevlenebilir oldugu ve g' nin belirli bir géreve bagh olarak segilen aktivasyon

fonksiyonlaridir.

Ogrenme zorlugu

Standart sinir aglar1 zamansal bagimliliklar1 dikkate almadigindan, tekrarlayan sinir
aglarimin sirali problemleri ¢6zmek icin tasarlanmis bir mimari oldugundan daha once
bahsedilmisti. Tekrarlayan sinir aglari, egitim sirasinda agirliklar1 optimize etmek igin
zaman i¢inde geri yayilim yontemini kullanir. Bu yontem, en son zaman adimindan 6nceki
adimlara geri donmek i¢in zincir kuralin1 kullanir. Sonug olarak, diziler uzun oldugunda,
geri yayilim siireci ¢ok uzun olacak ve hesaplamasi ¢ok maliyetli olacaktir. Teoride,
tekrarlayan sinir aglarmin keyfi olarak uzun dizilerdeki bilgileri kullanma konusunda
herhangi bir siir1 yoktur, ancak pratik olarak standart tekrarlayan sinir aglari, kaybolan
gradyan problemi nedeniyle yalnizca birka¢ adima bakabilir [79]. Tekrarlayan sinir
aglarindan her zaman adimi i¢in agirliklarin gradyanlariin toplanmasi gerekmektedir [80].
Gradyanlar agda geriye dogru giderken kiigiilme egilimindedir. Bu durum tekrarlayan sinir
aglarindaki yaygin bir sorun olan aglarin daha uzun zaman araliklarinda gegici
bagimliliklar1 yakalamasin1 zorlastiran, ortadan kaybolan gradyan problemine sebep

olmaktadir [81, 82]. Bu nedenle tekrarlayan sinir aglarinda kaybolan bir gradyan problemi
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vardir ve uzun vadeli bagimliliklarda 6grenme sorununa yol agar. Problemin {istesinden

gelmek igin alternatif yaklasimlar 6nerilmistir: LSTM ve GRU [82, 83].

4.2.3. Gated recurrent units

GRU, 1997' de tanitilan LSTM birimlerine kiyasla nispeten yeni bir yontemdir ve oldukg¢a
benzerdir [84]. Baslangigta Cho ve digerleri [85] ve ayrica son yillarda en az LSTM tabanl
aglar kadar iyi olduklarmi gostermislerdir. GRU mimarisi etrafindaki popiilerlik, 6ncelikle
daha az karmasik yapilar1 nedeniyledir. Unitenin genel karmasikligini azaltarak LSTM' den
farklidir. Genel olarak, hiicre durumundan ¢ikis akisini kontrol eden bir ¢ikis gecidi
icermez. Bunu yaparak, optimize edilebilir parametrelerin toplam sayisi azaltilir ve

dolayisiyla model karmasiklig1 azaltilir.

4.2.4. Long short- term memory

Tekrarlayan sinir aglarmin bir ¢esidi olarak, LSTM ag1 ilk olarak Hochreiter ve
Schmidhuber [86] tarafindan insan beyninin sirali verileri isleme seklini taklit etmekten
yola ¢ikarak Onerilmistir [87]. LSTM aglari, son teknoloji performansla makine ¢evirisi,
konusma tanima [88] gibi farkli modelleme goérevlerine uygulanmistir. Tekrarlayan sinir
aglarinin uzun vadeli bagimhiliklar1 ile ilgili sorunlar1 varken, LSTM bu sorunu ek
ozelliklerle ¢ozer. Uzun siireli bagimlilik probleminden kag¢inmak i¢in tasarlanmis 6zel bir
tekrarlayan sinir ag1 tiirtidiir. Standart tekrarlayan sinir aglarinin aksine, LSTM modeli
bilgileri uzun siire hatirlama 6zelligine sahiptir [89]. Bu da gradyanlarin agdaki her katman
boyunca yayilmasina izin verir. LSTM ag1, hiicre durumunun zaman ig¢indeki verilerini

biriktirmektedir. Hatanin tiirevlerini zaman i¢inde topladiklarindan, hizla kaybolmazlar.
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Sekil 4.5. LSTM mimarisinde hiicre yapisi [90]

LSTM, bir hafiza hiicresinden olusur ve yapis1 Sekil 4.5' te gosterilmektedir. Her hafiza
hiicresi, hiicreye giren ve ¢ikan bilgi akisini kontrol eden kapilar icerir. Hafiza blogunun ii¢
ana bileseni vardir: giris kapisi, unutma kapisi ve ¢ikis kapisi. Kapilarin her birinin kendi

sorumlulugu vardir. Adlarindan da anlasilacagi gibi,

e Giris kapisi, hiicrede hangi bilgilerin depolanacagina karar verir, hangi degerlerin
giincellenecegine karar verir,

e Unutma kapisi, onceki gizli durumdan hangi bilgilerin aga iletilmesi gerektigine karar
verir, 6nceki hiicre durumunun ne kadarinin unutulacagina karar verir,

e Cikis kapisi, yeni hesaplanmis gizli durumun hangi bilgisinin agin ¢ikis vektoriine
gittigini kontrol eder ve mevcut hiicre durumunun ne kadarinin mevcut gizli duruma

eklenecegine karar verir.

LSTM- RNN

Onceki kisimda, tekrarlayan sinir aglarmin geri yayilim ydntemi ile egitilmesiyle iliskili
kaybolan gradyan sorununu ¢o6zmek i¢in LSTM kullanildigindan bahsedildi. LSTM, bu
geriye yayilim problemini, tekrarlayan sinir aglari sorunlari ve etkilerini uzun zaman
adimlar1 boyunca 6grenmesine izin vermek i¢in sabit bir hatanin siirdiiriilmesini saglayarak
¢ozebilir. LSTM, kapil hiicresi sayesinde bunu basarabilmektedir. Bu kapili hiicrenin, agik

ve kapali olmak iizere iki durumu vardir. Bu durumlar da onun bir bilgisayarin hafizasi
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gibi davranmasini saglar; yani kendisine hangi verilerin yazilmasina, ondan okunmasina ve
saklanmasina izin verilecegi konusunda kararlar verir. Bu ozellik, egitim siirecinden
Ogrenilen cerrahi hareketlerin ayrintilarin1 tutmasina ve kapili hiicrede depolanan bu

bilgilere dayanarak siniflandirma i¢in kararlar1 vermesine olanak tanir.

4.2 5. Transformer network

Zaman serisi tahmini, insanlarin kaynaklar1 yonetmelerine ve kararlar almalarina yardimci
olmak i¢in giinliik yasamda 6nemli bir rol oynar. Zaman serisi verileri birgok bilimsel ve
miithendislik disiplininde yaygindir. Zaman serisi tahmini, zaman serisi verilerini
modellemede ¢ok Onemli bir gorevdir ve makine 6greniminin 6nemli bir alanidir. Bu
calismada, zaman serisi verilerini siniflandirmak igin Transformer tabanli makine 6grenme
modellerini kullanarak gelistirilen modeli kullandik. Bu yaklagim, zaman serisi
verilerinden karmasik kaliplar1 ve dinamikleri o6grenmek icin  self-attention

mekanizmalarindan yararlanarak caligir.

Transformer Aglari, 2017’ de Attention is All You Need isimli makalenin yayinlanmasiyla
tamitilmistir [14]. Oncelikle dogal dil isleme (Natural Language Processing - NLP)
alaninda c¢eviri, metin Ozetleme gibi gorevler i¢in tasarlanan bir derin 6grenme modeli
olarak Onerilmistir. Transformer aglari, LSTM gibi tekrarlayan sinir ag1 modellerinin yerini
alarak, NLP problemleri i¢in hizla tercih edilen bir model haline gelmistir [91].
Transformer ismi, bir transdiiksiyon modelidir. Transdiiksiyon, NLP baglaminda, bir diziyi
girdi olarak alip, bagka bir diziye ¢ikti olarak veren modellerdir [92]. Bu durumda, bir
dizinin diger bir diziye doniismesi yani transformasyon s6z konusu oldugu igin ismi
buradan gelmektedir. Transformer’ 1n ana fikri, transdiiksiyon modellerinin kalbi olan
tekrarlayan (RNN, LSTM, GRU) veya CNN aglarin1 kullanmayarak bunu tamamen dikkat

mekanizmasi ile degistirmektir [14].

Transformer modeli, tekrarlayan sinir ag1 yapist olmadan dikkat mekanizmasii temel
alarak olusturulmustur. Dikkat mekanizmalarinin tek basina, pes pese hesaplamalara
ihtiyagc duymadan tekrarlayan sinir aglarmin  performansinin  giiclii  oldugu
vurgulanmaktadir [91]. Transformer modelinde Sekil 4.6 da goriildiigii gibi biri solda biri
sagda olmak iizere 2 temel blok vardir. Kodlayic1 blogu, girdiyi 6zyinelemeli olarak

isleyen, girdiyi vektore esleyen ve igindeki fonksiyon ile kodlayan, bir dizi kodlama
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katmanindan olugmaktadir [14]. Her kodlayici katmani, girdilerin hangi bdliimlerinin
birbiriyle iliskili oldugu hakkinda bilgi iceren kodlamalar olusturmak i¢in girdiyi
islemektedir. Bu katmanin ¢iktilar1 daha sonra ileri beslemeli sinir ag1 katmanina girdi

olarak gelir ve her konuma bagimsiz olarak uygulandiktan sonra, sinir agini1 besler.
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Sekil 4.6. Transformer modeli mimarisi [14]

Kod ¢o6ziicii blogu, kodlayici blogunun ¢ikisini girdi olarak alir ve igindeki fonksiyonlarla
belirtilen boyutlara doniistiiriir. Kod ¢oziicii blogunda kodlayic1 blogundan farkli olarak bir

dikkat mekanizmasi bulunmaktadir. Her iki blok da, ¢iktilarin islemden gegirilmesi igin bir
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sinir agina sahiptir. Bu iki blogun i¢indeki sinir ag1 LSTM ya da dikkat mekanizmas1 gibi
herhangi ileri beslemeli bir agdir [14].

Transformer modelinin ortaya ¢ikmasinda en etkili kisitm dikkat mekanizmasidir. Dikkat
mekanizmasi, girdi dizisine bakar ve dizinin her adimda 6nemini koruyan boliimlerini
secerek, dizinin hangi boliimlerinin 6nemli oldugu bilgisini korur. Dikkat mekanizmasi,
anlik olarak birka¢ diger girdi verisini de hesaba katar ve bu girdilere farkli agirliklar
atayarak onceliklendirme saglar. Tiim kodlayict ve kod ¢6ziicli katmanlari, her bir girdi
icin diger tiim girdilerin uygunlugunu 6lgen ve ¢iktiy1 liretmek i¢in uygun bilgileri alan bir
dikkat mekanizmasi kullanir. Ardindan dikkat mekanizmasi sonucunda ¢ikti olarak
gonderilen agirliklart ve kodlanmis sekilde olan diziyi girdi olarak alir. Bu aglar,
tekrarlanan ¢ok basl dikkat bloklarindan ve ileri beslemeli katmanlardan olusur. Cok bash
dikkat, dikkat mekanizmasindaki islemleri paralel olarak ¢alistirir ve sonuglari birlestirir.
Boylece, farkli iligkilerin ogrenilmesi saglanmis olur [14]. Girdiye ait oOzelliklerden
dogrusal dontisiimler ile sorgu (Q), anahtar (K) ve deger (V) matrisi Es. 4.6 - 4.8 deki gibi
olusturulur [93]:

Q =XWwe (4.6)
K = XWkK 4.7)
V=XWwY (4.8)

X € R TxN (T: girdi uzunlugu, N: o6zellik sayis1), WO, WX ve WV egitilebilir agirlik
matrisleridir. Daha sonra, Ol¢eklendirilmis skaler ¢arpim dikkati uygulanir. Ardindan
hesaplanan sorgu, anahtar matrisleri Softmax fonksiyonunda gegirildikten sonra deger

matrisi ile ¢arpilir ve dikkat hesaplanir (Es. 4.9):

T
Dikkat (Q,K,V) = softmax (;‘%{) %4 (4.9
Girdi 6zelliklerinin boyutsallig1 ile payda, Softmax’ in biiyiik gdbmmeler icin skaler carpimi1
Ol¢eklendirmesi saglanir [93]. Cok bash dikkat, girdilere paralel olarak birka¢ kez dikkat
uygular. Bir katmandaki tiim baslarin ¢iktilar1 birlestirilir, normalize edilir ve bir sonraki

katman i¢in girdi olarak ileri besleme ag1 tarafindan islenir.



33

Transformer — RNN farki

Transformer modelini tekrarlayan sinir aglarindan ayiran {i¢ faktdr oldugu belirtilmistir:

e Paralel calismaya uygun olmasi: Tekrarlayan sinir aglarinin aksine, Transformer aglar
siral1 verilerin sirayla islenmesini gerektirmez. Ornegin, LSTM kullanirken mimarinin
yapist geregi bir islemi yapmadan Once baska bir islemi yapmak gerekir. 2. Adim
hesaplamak i¢in 1. Adimin gizli durumuna ihtiya¢ duyulabilmekte fakat Transformer
aglarinda ise islemlerin ¢ogunu paralel olarak yapilabilmektir. Bu 6zellik nedeniyle
Transformer aglari, ¢cok daha fazla paralelizasyona izin vermektedir. Sirali hesaplamanin
aksine, paralel hesaplama mevcuttur [91].

e Daha hizhidir: Ayn1 gorevi diger mimarilere gore daha az islemle yapmaktadir. Paralel
caligma ile egitim siirelerini kisaltmaktadir [91].

e Daha biiyiik veri setleri iizerinde c¢alisabilmektedir: Egitim sirasinda daha fazla
paralellestirmeyi kolaylastirdigindan, miimkiin olandan daha biyiik veri setleri {izerinde

egitim saglanmaktadir [91].

4.3. Hiperparametreler

Sinir ag1 modellerinin basarisin1 etkileyen parametreler bulunmaktadir. Hem model
taniminda hem de egitimde kullanilan birgok parametre vardir ve bu parametreler
hiperparametre olarak adlandirilir. Sinir aglarinin  asir1  6grenmesini  6nlemek igin
Srivastava, Hinton, Krizhevsky, Sutskever ve Salakhutdinov [94], belirli
hiperparametrelerin (6grenme hizi, momentum, maksimum norm, vb.) modelin davranisin
nasil etkiledigini ag¢iklamistir. Hiperparametreler performansi 1iyilestirecek sekilde
ayarlanmalidir. Bu c¢ogunlukla, her bir degerin sirayla denendigi ve her agin nihai
performansinin karsilastirilmasiyla yapilir. Hiperparametrelerin ayarlari, modelin 6grenip
O0grenmedigi veya tahminlerinin ne oldugu {iizerinde biiyiikk bir etkiye sahiptir. Bu

parametrelerden bazilar1 sunlar igerir:

e Ogrenme Orany,
¢ Batch Boyutu,
¢ Epoch Sayisi,

e Aktivasyon Fonksiyonu,
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e Kayip Fonksiyonu,
e Optimizasyon Fonksiyonu,

e Dropout degeri
4.3.1. Ogrenme oram

Agin agirhiklarini, kayip gradyanina gore ne kadar ayarlandigimi kontrol eden bir
hiperparametredir. Parametrelerin giincellenme hizini ayarlamaktadir. Genellikle deger (O,
1) araligindadir. Deger ne kadar diisiikse ya da optimum degerlerden cok daha kiigiikse,
asag1 dogru egim boyunca o kadar yavas ilerler ve ideal sonuca ulagsmak ¢ok daha uzun
stirer. Cok yiiksek bir 6grenme orani yani optimum degerden ¢ok daha biiyiikse, agin

ogrenmesini hizlandiririken ideal sonucu asacaktir.
4.3.2. Batch boyutu

Batch boyutu, modeli besleyen orneklerin sayisidir. Batch boyutu, modelin ne kadar hizh
yakisadigin1 belirler ve sonuclar1 kokten etkileyebilir. Biiylik batch boyutu, modelin
genellestirme yeteneginin kaybolmasina neden olabilir. Bir batchteki 6rnekler ne kadar

farkli olursa, model o kadar hizli 6grenir [95].
4.3.3. Epoch sayisi

Egitim sirasinda tiim egitim verilerinin agda gosterilme sayisidir. Modelin veriyi iyi
tutmasi, ancak asiriya kagmamasi i¢in epoch sayisint dogru vermek dnemlidir. Ayni model
ve hiperparametrelerle birkag deneme yapip, sadece epoch sayisini degistirmek, en iyi
performans: saglayacak miktar1 se¢gmek olabilir. Bu yaklagimin bir dezavantaji, tiim

modelleri denemek ve hesaplama verimsizliginin uzun siirmesidir.
4.3.4. Aktivasyon fonksiyonu

Aktivasyon fonskiyonu, yapay sinir ag1 modeli mimarisinde ¢ok 6nemli bir rol oynar. Sinir
aglar1 dogrusal olmayan aktivasyon fonksiyonlar1 kullanirlar, bdylece daha karmasik
yapilar1 ve karar sinirlarii 6grenmeleri icin giris verisine dogrusal olmayan doniisiim
gerceklestirir [96]. Aktivasyon fonksiyonunu yaygin drnekleri arasinda Sigmoid, Tanjant,

Rectified Linear Unit ve Softmax bulunur [75].
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Sigmoid fonksiyonu
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Sekil 4.7. Sigmoid fonksiyonu grafigi [97]

Sigmoid fonksiyonu, en yaygin kullanilan aktivasyon fonksiyonlarindan biridir ve
“Lojistik Fonksiyon” olarak da adlandirilir. Monoton olarak artan bir fonksiyondur ve Es.
4,10’ daki gibi tanimlanir [97]:

1
1+e™*

o(x) = sigmoid(x) = (4.10)

Sigmoid fonksiyonu, gercek degerli bir sayr alip, Sekil 4.7’ de gorildiigii gibi (0,1)
araliginda bir degere doniistiiriir. Bununla birlikte, 0 veya 1 de iken, doygunluk noktalarina
yakin gradyan degerlerinin kaybolmasi veya kiigiik olmasi nedeniyle Sigmoid
fonksiyonunu kullanmanin agin daha fazla o6grenmek icin yavaslayabilmesi gibi

dezavantajlart vardir.
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Tanjant fonksiyonu

—_— “10F

Sekil 4.8. Tanh fonksiyonu grafigi [98]

Tanjant (tanh) fonksiyonu, bagka bir aktivasyon fonksiyonu tiiriidiir. Sigmoid fonksiyonu
olarak dogrusal olmayan S sekilli bir fonksiyondur. Sigmoid fonksiyonu ile aralarindaki
temel fark, Tanh fonksiyonunun ¢ikt1 araliginin [0,1] yerine Sekil 4.8” de goriildiigii gibi [-
1,1] araliginda sifir merkezli olmasidir. Bu nedenle, Tanjant fonksiyonu daha ¢ok tercih

edilmektedir ve Es. 4.11° deki gibi tanimlanir [98]:

o(x) = tanh(x) = e (4.11)

eX+e~X

Rel.U fonksiyonu

= =3 -1 0 1 72 3

Sekil 4.9. ReLU fonksiyonu grafigi [99]



37

Es. 4.12' de matematiksel olarak ifade edilen ReLU fonksiyonu, negatif giris degerlerini
sifira ayarlayarak net girdiyi Sekil 4.9” da goriildiigi gibi sifirdan biiylik veya sifira esit bir
degere sikistirir. Sigmoid ve Tanjant fonksiyonlar1 ile karsilastirildiginda, ReLU
hesaplamalarinda aktivasyonlarda iistel fonksiyonun hesaplanmasina gerek olmadigi i¢in
maliyeti daha azdir [99]. ReLU' yu sinir aglarinda kullanmak, yakinsamasi daha hizl
oldugu i¢in ve gradyan kaybolma problemiyle karsilagsmadigi i¢in avantajdir. Es. 4.12” deki

gibi tanimlanir.

o(X)=ReLU(x) =max(0, x) (4.12)

Softmax fonksiyonu

1.0}

10

o}

10 5

Sekil 4.10. Softmax fonksiyonu grafigi [100]

Softmax fonksiyonu, sayilari olasiliklara gére 6l¢eklendiren bir aktivasyon fonksiyonudur
[100]. Bir Softmax fonksiyonunun ¢iktisi, her olasi sonucun olasiliklarina sahip bir
vektordiir ve bu vektordeki olasiliklar, tim olas1 sonuglar Sekil 4.10° da gorildigl gibi
olacak sekilde [0,1] araliginda ve toplami bire esittir. Diger aktivasyon fonksiyonlarindan
farkli olarak genellikle derin 6grenme modelinde son katman olarak yerlestirilir ve ¢oklu

siiflandirma problemlerinde kullanilir [100].

4.3.5. Kayip fonksiyonu

Bir makine 6grenmesi modelinin tahmin kapasitesini belirlemek, maliyet fonksiyonu

olarak da adlandirilan bir kayip fonksiyonuna dayanir. Egitim sirasinda ag, girdi verileriyle
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birlikte ¢ikt1 iiretir. Ag ¢iktisi ile istenen ¢ikt1 arasindaki farka hata denmektedir ve kayip
fonksiyonununda amaci, tahmin edilen ve dogru hedef degerler arasindaki hata oranini
dlgmektir. Ogrenmeyi kolaylastirmak igin de hatay1 dlgen bir kayip fonksiyonu olusturulur.
Bu nedenle, en iyi gerceklestirilen makine 6grenmesi modelini elde etmek icin, kayip

fonksiyonunun ¢iktisi en aza indirilmelidir. Cesitli kayip fonksiyonlar1 vardir.

Mean Squared Error

Bir regresyon problemi i¢in tahmin edilen ve gercek hedef degerler arasindaki ortalama
kare farkini hesaplamak i¢in kullanilan yaygin olarak kullanilan kayip fonksiyonu, Mean

Squared Error (MSE)’ dir. Es. 4.13” teki gibi tanimlanir [101]:

MSE(y, 9) =~ 2, B = ¥1)? (4.13)

Burada N, gozlemlerin sayisidir, y;i gercek degeri belirtir ve tahmin edilen deger ¥ ile
gosterilir. MSE genellikle Tanjant ve dogrusal aktivasyon fonksiyonlar: ile kullanilir.

Hatalarin normal dagildigini varsayar.

Cross Entropy

Hata oranimi 6l¢mek i¢in yaygin olarak kullanilan bir baska kayip fonksiyonu, Es. 4.14° te
verilen Cross Entropy (CE)' dir [102]:

CE(y,9) = =2, y;log(®) (4.14)

Buna gore Cross Entropy, aktivasyon noronlar1 olasiliklari temsil ettiginde kullanilir ve
genellikle sinir aglarinda sigmoid aktivasyon fonksiyonu ile kombinasyon halinde
kullanilir. Uygulamada CE, siniflandirma hatasi oranlar1 agisindan ¢ogunlukla daha hizli

yakinsama ve MSE’ den daha iyi sonuglar vermektedir [103].
4.3.6. Dropout

Modelin asir1 6grenmesini engellemek icin egitim asamasinda rastgele secilen belirli néron

kiimesinin rastgele noronlarini her yinelemede kaldirilmasi dropout ile saglanir [94]. Sekil
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4.11” deki gibi her yinelemede, (a) kisminda standart sinir ag1 goriilmektedir. (b) kisminda
ise bu sinir agina dropout uygulanarak her katmandaki bazi néronlari rastgele kapatilir ve
bu noronlar hem ileri yayilmada hem de geri yayilmada kullanilmaz. Her yinelemede
c¢ikarilacak noronlar rastgele olacagindan, 6grenme algoritmasinin her yinelemede hangi
noronlarin kapatilacagir hakkinda higbir fikri olmaz; bu nedenle, 6grenme algoritmasini
agirliklart dagitmaya ve bazi belirli 6zelliklere odaklanmaya zorlar. Dropout, ndronlari
daha saglam olmaya, diger birimlere bagl kalmadan kendi baslarina 6grenme 6zelligine

zorlar.

Sekil 4.11. Dropout modeli gdsterimi

4.3.7. Optimizasyon algoritmasi

Agirliklar bir optimizasyon algoritmasi ile gilincellenir. Amag, performansi en iyi olan
sonucu bulmaktir. SGD [104], Adam [105] ve digerleri gibi optimizasyon algoritmalari

icin birkag¢ yontem vardir.

Stochastic Gradient Descent (SGD) algoritmasi

Gradyan, bir yiizeyin egimi demektir. Gradyan descent, o ylizeydeki en algak noktaya
ulagmak i¢in bir egimden inmek anlamindan yola ¢ikarak, girdilerin bir dizi parametresinin
kismi tiirevi olan digbiikey bir fonksiyondur. Egim ne kadar biiyiikse, egim o kadar diktir.
Rastgele bir baslangi¢ degerinden baslayarak, Gradyan Descent, verilen kayip
fonksiyonunun minimum olas1 degerini Ve parametrelerin optimum degerlerini bulmak i¢in
yinelemeli olarak ¢alistirilir [104]. Agin hatasini azaltmak i¢in bir makine 6grenimi ag

yapilandirmasinda yinelemeli olarak kiiciik ayarlamalar yapar. SGD, her egitim
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noktasindan sonra agin yapilandirmasini ayarlayarak minimum degeri bulmaya calisir.
Tim veri seti i¢in hatayr azaltmak veya gradyani bulmak yerine, bu yontem sadece
stochastic anlaminda oldugu gibi rastgele seg¢ilen bir batch igin gradyan yaklastirarak
hatay1 azaltir [104].

Adam algoritmasi

Adam algoritmasi, standart SGD algoritmasinin bir uzantisidir. SGD’ de, tiim agirliklar
giincelleyen ve egitim siireci boyunca sabit kalan tek bir 6grenme orani vardir. Buna

karsilik Adam algoritmasi, her parametre i¢in uyarlanabilir 6grenme oranlarim1 hesaplar

[105].

4.4, Veri Isleme Yontemleri

4.4.1. Kayan pencere teknigi

Zaman serisi verileri, belirli bir zaman araliginda alman verilerdir ve gozlem siiresi
boyunca biiyiik 6l¢iide degisebilir ve bu nedenle dogrusal olmayan hale gelir. Kayan
pencere, zaman serisi verilerinin gercek degerinin gecici bir tahminidir [106]. Zaman
penceresi ¢ok biiylikse, birden ¢ok hareket hakkinda bilgi igerebilir ve tanima sisteminin
dogrulugu azaltir ve hesaplama yiikiinii artirir. Aksine, zaman penceresi ¢ok kiiciikse, bazi
hareketler birden fazla ardigik pencereye boliinebilir. Her seferinde pencere boyutu kadar
veri alir ve islem, tiim zaman serisi verileri bolimlere ayrilana kadar tekrarlanir [107].
Kayan pencere, yapilan cerrahi gorevin c¢erceveye karsilik gelen hareketini tahmin etmek
icin gecmis zaman serisi verilerini kullanir. Bu calismada, pencere boyutu 16 olarak
kullanilmigtir. Sekil 4.12, pencere boyutu 16 olan kayan pencere siirecini gostermektedir.
Her say1 (1, 2, 3, ..., 10) swrasiyla 1, 2, 3, .... ,10 gercevelerine ait zaman serisi verilerinin
temsil eder. Baslangigta, 1' den 16' ya kadar olan aralik, sonraki hareketin smifinin tahmin
edilmesi i¢in 16 gergevelik gegmis verilerinin kullanildigini temsil eder, ardindan pencere,
sonraki hareketi tahmin etmek i¢in diger 16 cerceve gozlemlerini kapsayacak sekilde bir

cerceve saga kayar.
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llk Pencere

|

1 2 314|567 |89 |10|11[12|13 |14 |15 (16|17 (18|19 20|21 (22|23 (24 |....

Pencere Siirgtisu

1 213|456 |7 (8|9 (10|11 (12|13 (14|15 (16|17 (18|19 20|21 (22|23 (24 |....

Sekil 4.12. Kayan pencere gosterimi

4.4.2. Leave one user out (LOUO)

Egitim / test verilerini bolmek i¢in kullanilir. Her Ornek bir kez test seti olarak
kullanilirken, geri kalan 6rnek egitim setini olusturur. Bizim c¢alismamizda 8 cerrahin
denemesinden olustugu i¢in her bir egitim / test isleminde 1 cerrahi disarida test verisi
olarak degerlendirip, geriye kalan 7 cerrah1 egitim verisi olarak kullanilmas1 saglanarak her
egitim / test slirecinde modelleri farkli verilerle karsilastirilmistir ve modellerin agiri

O0grenmesinin Oniine gecilmistir.

4.5. Performans Degerlendirme Yontemleri

Derin 6grenmede kullanilan modellerin performansimi 6lgmek igin kullanilan metrikler
vardir. Bu calisma, siniflandirma problemine ¢6ziim iirettigi i¢in siniflandirma modellerini

degerlendirmeye uygun performans metrikleri kullanmistir.

4.5.1. Karisikhik matrisi

Bir karigiklik matrisi, modelin performansini gorsellestirmemizi saglar. Cizelge 4.1° de
karisiklik matrisindeki satirlar, model tarafindan tahmin edilen sif etiketlerini temsil
eder; siitunlar, test veri setindeki orijinal sinif etiketlerini temsil eder. Karigiklik matrisi ile

dogruluk, kesinlik, geri ¢agirma, F-1 skoru gibi 6lgiimleri hesaplanabilmektedir [108].
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Cizelge 4.1. Karigiklik matrisi [108]

Gergek Deger
Pozitif Negatif
TP FP
(True Positive- (False Positive-

Pozitif Gergek Pozitif) Yanlis Pozitif)

FN TN
(False Negative- | (True Negative-
Negatif Yanlis Negatif) Gergek Negatif)

Tahmin Edilen Deger

Gergek pozitif (TP), pozitif bir ger¢cek deger dogru sekilde pozitif olarak
simiflandirildiginda tanimlandiginda, yanlis pozitif (FP), pozitif olarak siniflandirilan
negatif bir ger¢ek degerdir, gercek negatif (TN), negatif olarak dogru sekilde
siniflandirilan negatif bir gergek degerdir ve yanlhis negatif (FN), negatif olarak

smiflandirilan pozitif bir ger¢ek degerdir [108].
4.5.2. Dogruluk (Accuracy)

Dogruluk, tiim degerlere gore dogru sekilde siniflandirilmis degerlerin yilizdesidir ve model
performansin1 6lgmek ic¢in en yaygin kullanilan 6l¢iittiir. Ancak, performansin dogru bir
dl¢iitiinii vermeyebilir ve hatali olabilir. Ornegin, pozitif degerlerin negatif degerlere agir
bastig1 veya tersinin oldugu dengesiz veri Setleri lizerine egitim, dogrulugu etkiler ve genel

performansa genel bir bakig sunmaz [109]. Es. 4.15’ teki gibi hesaplanir:

Dogruluk = ——T0 (4.15)

TP+TN+FP+FN
4.5.3. Kesinlik (Precision)

Gergek pozitifin oran1 da denilmektedir. Kesinlik, modelin aslinda negatif olan bir 6rnegi
pozitif olarak etiketlememe yetenegidir. Kesinlik, tahminlerin alaka diizeyini 6lgmekle
ilgili bir ol¢lidiir. Pozitif olarak tahmin edilen tiim siniflar arasinda pozitif tahmin edilen
siiflarin oranimni, dolayisiyla alternatif adi, pozitif tahmin degerini Olger. Pozitif siiflar
i¢in yiiksek diizeyde yanlis siniflandirmalar (yanlis pozitifler) alaka diizeyini etkileyebilir.

Kesinlik ayrica, tahminler gercek degerlere yaklastikca, kesinlik degeri ne kadar yiiksekse,
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sonuglardaki degisiklikleri de yakalar. Bu, asagidaki formiille hesaplanabilir [109]. Es.
4.16° daki gibi hesaplanir:

TP
TP+FP

Kesinlik = (4.16)

4.5.4. Geri ¢cagirma (Recall)

Geri ¢agirma puani bize gergekte pozitif olan tiim 6rneklerin ylizdesini ve dogru sekilde
smiflandirilan yiizdeyi verir. Tim pozitif siniflar arasinda dogru tahmin edilen pozitif
siniflar olan gergek pozitif orani 6lger. Bu, her iki sinifin da yanlhs simiflandirmalarindaki

artistan kaynaklanmaktadir [109]. Es. 4.17” deki gibi hesaplanir:

TP
TP+FN

Geri Cagirma = (4.17)

455. F1 skoru

F1 skoru, kesinlik ve geri ¢agirmanm agirlikli bir harmonik ortalamasidir. Yukarida
bahsedilen olciitlerin ¢cogu siniflara bagh ve sinif dengesizligine duyarli olsa da F1 skoru,

siif dengesizligini dikkate alan ortak bir metriktir [109]. Es. 4.18” deki gibi hesaplanir:

F1 skoru =

Dogruluk - Geri Cagirma (4 18)
Dogruluk+Geri Cagirma )

4.5.6. Levensthein mesafesi

Levenshtein mesafesi, iki kaynak arasindaki benzerligin bir olgiisiidiir [110]. Levenshtein
[111] tarafindan gelistirilen metrik yontem, birinci kaynagi ikinci kaynaga doniistiirmek
icin asgari sayida temel diizenleme islemi ig¢in gereken islem sayisidir. Levenshtein
tarafindan ele alinan temel diizenleme islemleri sunlardir: Ekleme, Silme, Permiitasyon.
Levenshtein mesafesi ne kadar biiyiikse, o kadar farkliik vardir. Bu c¢alismada,
kaynaklardan biri modellerimizin tahmin ettigi etiket degeri ile gercek etiket degerlerinin

benzerligini bulmak i¢in Levensthein mesafesinden yararlanilmistir.

Bu caligmada, cerrahi hareket tahmininde modelinde ne kadar iyi ¢alistiklarini belirlemek

icin dogruluk, F1-skoru, Levensthein mesafesi degerlendirme 6lgiitleri kullanilmustir.
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5. DENEY VE SONUCLARI

Bu ¢alismada, kinematik veri ile cerrahi hareketleri tanimada literatiirde bu konuda siklikla
kullanilan bir yontem olan LSTM modeli [18], bu ¢alisma i¢in gelistirdigimiz Transformer
modeli (Bkz. Boliim 5.2.) ile kiyaslamak i¢in kullanilmaktadir. Bu béliimde 6nce modelleri
egitmeden Once kullanilacak olan veri setinin hazirlanma stirecinden bahsedilip, ardindan
modellerin  egitim silirecinden bahsedilecektir. Modeller egitilerek daha sonra
performanslar1 degerlendirilmistir. Her iki model i¢in de sadece JIGSAWS veri setindeki

dikis atma gorevine ait veriler tizerinde ¢aligilmustir.

5.1. Veri Seti Hazirlama

Kullandigimiz veriler zaman serisi formatindadir. Bu, her degerin cerrahi robotlarin
kollarindan okunan zaman iginde belirli bir anda meydana gelen bir okuma oldugu
anlamina gelir. Zaman serileri, sirali yapiya sahip 6zel bir veri tiiriidiir. Veri noktalarinin
bagimlhiligimi ve verilerin anlamin etkiledigi i¢in siralama 6zelligi ¢ok 6nemlidir. Zaman
serilerini olusturan veri noktalarinin daha onceden tanimlanmis bazi 6zellikleri vardir.
Ozelliklerden biri, veri noktalarinin esit araliklarla zaman iginde tekrarlanan dlgiimlerle
elde edilmesinin gerekmesidir. Veri noktalarinin zaman aralig: siirekli olmali ve her bir

zaman birimi gézlemi en fazla bir veri noktasina sahip olmalidir.

Zaman serileri, istatistik, ekonomi, Oriintii tanima, kontrol miihendisligi, sinyal isleme,
astronomi, meteoroloji gibi ¢esitli alanlarda kullanilmaktadir. Zaman serileri analizinin
aragtirma ve uygulama alanlart gelismektedir. Zaman serilerindeki giiriiltii, ana
problemlerden biridir ve yanlig tahminlere neden olur [112]. Verinin boyutunu azaltmak ve
giiriiltiiyii gidermek i¢in, verilere c¢esitli boyutsallik azaltma teknikleri (Principal
Component Analysis - PCA) uygulanabilir. Ancak, bu prosediirler genellikle uzman bilgisi
gerektirir ve verilerin bilgilendirici kisimlarini kaybedebilir. Veri seti 76 degiskenden
olugmakta ve bu calismada yakin zamanli ve 1yi performans gosteren Recognizing Surgical
Activites with Recurrent Neural Networks [18] adli makaleyi 6rnek alarak cerrah ve hasta
tarafindaki sag ve sol robot kollarinin x, y, z pozisyonlari; x, Yy, z hizlari, gripper olmak
tizere toplam 14 degisken kullanilmistir. Boylece verinin boyutunun azaltilmasi

saglanmustir.



46

Resim 5.1. Dikis atma gorevi B cerrahi tarafindan denemesi yapildigi videodan bir gergeve
[61]

kinematics
transcriptions
video
| | .D5_Store
= meta_file_Suturing.txt
=| readme.txt

Resim 5.2. Indirilen veri setinin igindeki klasor ve dosyalar

Dikis atma veri seti Johns Hopkins Universitesi tarafindan erisime agik olarak sunulmustur
[113] ve igerisinde Resim 5.2” deki dosyalar bulunmaktadir. readMe.txt dosyasinda veri
seti ile ilgili bilgilendirmeleri okuduktan sonra, dnce transcriptions klasériinde Resim 5.3’
te gorildigi gibi her bir cerrahin denemeleri olan videolara ait, kinematik verileri
kullanilabilir hale getirici bilgiler igermektedir. Resim 5.4’ teki gibi ilk siitunda baslangig

gergevesi, ikinci siitunda bitis ¢ercevesi ve son siitunda cerrahi hareket etiketi belirtilmistir.



|j Suturing_BOOT . bt
L] Suturing_BO02.txt
|j Suturing_BOD3. bt
|J Suturing_BO0d et
|j Suturing_BODS. bt
|:] Suturing_C007 fxt
|j Suturing_CO02 tet
|:] Suturing_C003 txt
|J Suturing_CO0M. et
|J Suturing_C005 .t
|:] Suturing_D001 txt
|J Suturing_D002 txt
|:] Suturing_D003 et
|j Suturing_DO0 et
|:] Suturing_D005 et
|j Suturing_E0D7 et
L] Suturing_E002 bt
|j Suturing_E0D3 bt
|J Suturing_EO0 bt

Resim 5.3. Dikis atma gorevine ait olan kinematik veri iceren dosyalar

8@ 219 Gl
228 378 G5
371 598 G8
591 668 G2
661 954 G3
955 1897 G
1898 1124 G2
1125 14@1 G3
1482 1439 G2
1448 1898 G3
1699 1783 G2
1784 2285 G3
2286 2495 GB
2496 2679 G4
2688 2758 G2
2751 2976 G3
2977 3155 G6
3156 3388 G4
3389 3659 G2
3668 4811 G3
4@12 4321 G3
4322 4374 G2
4375 4784 G3
4785 4846 G6
4847 4983 G4
4984 5859 G2
S@5e 5354 G3
5355 5447 G6
5448 5635 G411

Resim 5.4. B001 denemesine ait baslangi¢ — bitis ¢cer¢eve numaralar1 ve etiket bilgisi
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Buradan yola ¢ikarak her bir deneme i¢in kinematics dosyasinin i¢inde yer alan kinematik
veriler, bir Onceki transcriptions dosyasindaki bilgilere gore veri seti olusturularak

etiketlendirilmis veri seti olusturulmustur. Resim 5.5- 5.6’ da olusturulan 15 boyutlu veri

setinin ilk 10 satir1 gorilmektedir.

0.027341
002741

0.027352
0.027132

o W

B
7
o
o
9

_pos X
0086707

0.086297
0.086269
0.086286
0.086296

0025032
0.024581
0.024415
0.024301
0.024417
0.02459

0.024713
0.024961
0.025123
0.02518

_pos_y
0.046216
0.046115
0.046029
0.045811
0.045655
0.045617
0.045635
0.04569
0.045723
0.045756

0.002805
0.00334

0.003517
0.00364

0.003522
0.003337
0003266
0.003163
0.002977
0.002825

-0.018932
-0.013

-0.019005
-0.018991
-0.013972
-0.018977
-0.018991

0.008277

-0.005032
-0.005T765
-0.006597
-0.007098
-0.001013
-0.001146
-0.0011432
-0.000453
-0.000192

-0.006825
-0.000973
0004543
-0.000769
-2 3e-05
D.000374
0.000118
0.000144
0000395

-0.01157
-0.010106
-0.005372
-6.9e-05
0.003515
0.006273
0006994
0006983
0.00329
0.001896

_vel y
0.001125
-0.006246
-0.0035
-0.005484
-0.002795

0.016445
0.010453
0.005293
0.000453
-0.005346
-0.0043
-0.003906
-0.003915
-0.005953
-0.006724

_vel z

0003553
0.005107
-0.0013
-0.002439
-0.001053

0.000139
0.001346
0.000421
0.000519
0.005143

2.2e-05

0.000511
0.000159
0000196
-0.00515

gripper
0.227176
0.536448

_gripper label

Resim 5.6. Veri setinin 8-15 siitun araliginda ilk 10 satir (B001 denemesine ait)

Veri setindeki veriler hakkinda istatiksel bilgi sahibi olmak i¢in 6nce veri setindeki her bir
stitunda null degere olup olmadigr bakilmistir ve null deger bulunmadigr goriilmiistiir
(Resim 5.7.). Sonra, her bir etiket degerine ait veri sayisina bakilmistir ve Resim 5.8” de
goriildiigii tizere B001 denemesinde en fazla G3 hareketi ve en az G1 hareketi
kullanilmistir. Resim 5.9’ da BOO1 veri setindeki her bir 6zelligine dair 6zet bilgileri,
ortalama, minimum, maksimum ve bazi yiizdeliklerin degeri goriilmektedir. Dagilim
hakkinda fikir edinmek i¢in de her bir girdi degiskeninin histogrami olusturulmustur.
Ozellikle, gripper degiskeninde, pos y ve pos z degiskenlerinde yogun bir dagilim

oldugu goriilmiistiir.
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Resim 5.7. BOO1 denemesine ait veri setinde null deger olup olmadig1

Resim 5.8. BOO1 denemesine ait veri setinde her bir etiketin veri setindeki dagilimi
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Resim 5.9. B001 denemesine ait veri setindeki her bir 6zelligin 6zet bilgileri

Veri on isleme, oOl¢eklendirme ya da normalize etmek, agmn hizli 6grenmesini ve

yakinsamasini saglamak i¢in 6nemli bir adimdir [114]. Ayrica modelin 6grenmesi gereken
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tahminlerin araligin1 siirlandirict zaman serisi tahmin analizi i¢in 6nemli bir adimdir. Bu
yiizden hem egitim hem test verileri normalize edilmistir. Once ortalamasi hesaplanarak
ardindan standart sapmas1 ve son olarak her bir veriden ortalama ile farki alinarak standart
sapmaya boliinerek normalize edilmesi saglanmistir. Es. 5.1° deki gibi hesaplanir ve X; bir

veri noktasini (x1, X2...Xn), X ortalamaysi, s ise standart sapmay1 gostermektedir:

(5.1)

Her bir ¢ikt1 etiketine, matematiksel hesaplamalarda kullanilmasi i¢in Cizelge 5.1° deki
gibi her birine karsilik bir sayisal deger atanmistir. Diger cerrahi gorevlerden farkli olarak

dikis atma gorevinde G7 hareketi kullanilmamaktadir.

Cizelge 5.1. Hareket etiketlerine karsilik gelen sayisal etiketler

Hareket
Etiket Gl G2 G3 G4 G5 G6 G8 G9 G10 G11
Sayisal
Etiket 0 1 2 3 4 5 6 7 8 9
X1X2. . .. . Xp | Xn+1Xn+2, ..., Xn+k
| Girdi

x| X2 Xn Xn+1 #X,-,+2'Xn+3 ............ Xn+k+1 | .

’ T ‘ Tahmin
X1Xo | Xmitn - Xm| Xm+1, . Xm+k

Sekil 5.1. Zaman serisi verilerinde kayan pencere teknigi

Egitim ve test verileri, Sekil 5.1' de agiklanan kayan pencere teknigi kullanilarak giris ve
cikis bilesenlerine boliinmiistiir. Kayan pencere tekniginde, onceki n (pencere boyutu)
zaman adimlar bir girdi olarak kullanilir ve sonraki adim k (tahmin sayis1) zaman adimlar1
bir ¢ikt1 degiskeni olarak kullanilir. LSTM ve Transformer aglar i¢in denetimli 6grenmeyi
etkinlestirmek icin kayan pencere teknigi uygulanir. Zaman serilerini denetimli 6grenme
problemine dontiistiirdiikten sonra, veriler ¢alismada kullandigimiz aglar igin belirtilen
sekilde [6rnekler, pencere boyutu, 6zellikler] girdi olarak alinmistir. Tiim bu veri 6n isleme
adimlar1 her zaman serisi i¢in uygulanmistir. Verilerin m satir ve n siitunlar1 vardir. Cerrahi

hareket igin alinan zaman damgasi veya okuma sayisina karsilik n satirdir. Verimizi Resim
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5.10° da goriildigi gibi hem egitim hem test verileri 16’ lik pencereler seklinde ve
birbirine yakin veriler igerdigi ig¢in her 3 g¢er¢eveden yani her 3 satirdan birini ele aldik.
Verimizi 16’ lik pencerelere boldiigiimiiz i¢in de her zaman adimindaki kullanilan matris

boyutu 16 x 14 “tiir.
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Resim 5.10. Veri setine 16’ ik kayan pencere seklinde okunmasinda olusan veri
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5.2. Modellerin Egitim Siireci

LOUO vyontemi ile her test wverisi igin farkli cerrahlar segilerek 8 deneme
gerceklestirilmistir. Deneylerde her bir modelin tanima performansini ve ¢alismanin
katkisin1 gdstermek icin dogruluk payr hesaplanmis ve Levenshtein mesafesi bir

degerlendirme kriteri olarak kullanilmistir.

Sinir aglari, siirekli olarak gradyan descent kavramina dayali olarak egitim almaktadir ve
egitim siirecinde kayip degerinin silrdiiriilmesi gereklidir. Kayip fonksiyonu, egitilecek
epochlar ve noron sayist gibi parametreleri artirdikga modelin 6grenip 6grenmedigini,
kayip fonksiyonu degeri diismeye basladiginda modelin doygun oldugu ve yeni bir sey
o0grenmedigi anlamina gelir. Model egitimini olumlu etkileyebilecek parametrelerden
bazilar1, 6grenme hizi, optimize edici, batch boyutudur. Bu ¢alisma i¢in gelistirdigimiz igin
hem LSTM hem Transformer modellerinde kayip fonksiyonunu izleyerek, farkli parametre

kombinasyonlar1 deneyerek parametreler ayarlanmstir.

LSTM modeli i¢in kullanilan hiperparametreler yakin zamanda iyi performans gosteren
DiPietro ve digerlerinin [18] ¢alismasi ornek alinmustir. DiPietro’ nun ¢aligmasinda
olusturulan LSTM modeli, JIGSAWS ve MISTIC-SL veri setleri lizerinde dikis atma
gorevinde cerrahi hareket tanima i¢in kullanilmistir ve sonuglar MsM-CRF, SDSDL, SC-
CRF, LC-SC-CRF modelleri ile karsilastirilmigtir. MsM-CRF modeli [21], zamansal
hareket segmentasyonu ve tanima i¢in Markov ve semi-Markov CRF modellerinin
birlestirilmesiyle olusturulmustur. Model, cergeveler arasindaki her bir hareketin genel
ozelliklerini ve hareketler arasindaki etkilesimleri yakaladigi belirtilmistir ve CRF / semi-
CRF modellerine gore gelismis oldugu belirtilmistir. SDSDL modeli [29], cerrahi
hareketleri etkin bir sekilde analiz etmek i¢in kullanilabilen, paylasilan, ayirt edici, seyrek
sozliik 6grenimine dayali bir cerrahi hareket segmentasyonu ve smiflandirma ydntemi
olarak onerilmistir. Her hareketi siniflandirmak i¢in ¢ok sinifli bir dogrusal destek vektor
makinesi ile birlikte tiim hareketler i¢in ortak bir sozIliglii 6grenmek i¢in Onerilmistir.
Onerilen yontem JIGSAWS veriseti iizerinde yapilan deneylerde, yalnizca kinematik
verilere dayanan en son yontemlerden esit veya daha iyi performans gosterdigi ortaya
koyulmustur. SC-CRF (Skip-Chain CRF) modeli [28], hareketler arasindaki uzun menzilli
durum gecislerini yakalamak i¢in daha yiliksek dereceli zamansal iliskiler kullanarak

gelistirilmistir. LC-SC-CRF (Latent-Convolutional Skip-Chain CRF) modeli [115] , zaman
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serisi modeli olarak sensor verilerinden yorumlanabilir ve birlestirilebilir hareket ilkelerini
O0grenmeye dayandigi belirtilmistir. Modelin alan bilgisi gerektirmeden iyi performans

gosterdigi belirtilmistir.

Cizelge 5.2. DiPietro ve digerlerinin [ 18], cerrahi hareket tanima ¢aligmasindaki sonucu

Veri Seti JIGSAWS MISTIC-SL

Accuracy (%) Accuracy (%)

MsM-CRF [21] 7 =

SDSDL [29] 787 |

SC-CRF [28] 803 | -
LC-SC-CRF [115] 825+54 81.7£62
Forward LSTM [18] 80.5+6.2 87.8+3.7
Bidir.LSTM [18] 83.3+5.7 89.5+ 4.0

Cizelge 5.2 de goriildigii tizere LSTM modelinin JIGSAWS veri setinde dogruluk pay1
%83.3 iken MISTIC-SL veri setinde dogruluk payi %89.5 olarak sonuglanarak diger
modellere gore daha iyi sonug verdigi goriilmiistiir. Bizde ¢alismamizda LSTM modelinin
yakin zamanda diger modellere goére basari gostermesi sebebiyle bu c¢alisma igin
gelistirdigimiz Transformer modelinin karsilastirmasini yapmak igin olusturdugumuz
LSTM modelinde DiPietro ve digerlerinin [18] calismasi ele alinmustir. Bdylece, LSTM
modeli olusturulurken DiPietro ve digerlerinin [18] c¢aligmasinda belirtildigi gibi batch
boyutu 5, dropout degeri 0.5, epoch sayisi1 80 olarak belirlenmistir ve SGD optimize edici,
aktivasyon fonksiyonu Softmax kullanilmistir ve ilk 40 epocha kadar 6grenme orani 1.0 ve

ardindan her 5 epochta bir yariya diistirilmiistiir.

Her bir kullaniciya ait denemeye uygulanan bu c¢alisma icin gelistirdigimiz LSTM
modelinin sonuglar1 asagidaki Cizelge 5.3° de goriilmektedir. Tabloya gore en yiiksek
dogruluk pay1 Test F kullanicisin1 denemesi, en diisiik dogruluk pay1 Test G kullanicisini
denemeleri oldugu goriilmektedir. Dogruluk payinin ortalamasi 0.729, standart sapmasi

0.058 iken Levensthein mesafesinin ortalamasi 33.36, standart sapmasi 10.03” tiir.
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Cizelge 5.3. LSTM modelinin her test kullanicisina uygulama sonuglari

UserOut | Dogruluk |  Kayip FlSkoru | Kesinlik Cacf;:na Levensinein
B 0.7205 0.8505 0.6896 0.7101 0.6797 36.6
c 0.7521 0.6611 0.7301 0.7537 0.7192 413
D 0.6599 12976 0.6365 0.6716 0.6210 32.9
E 0.7188 0.7878 0.6790 0.7089 0.6648 32.0
F 0.8373 0.6218 0.8173 0.8356 0.8084 52.2
G 0.6538 15069 0.6358 0.6540 0.6267 218
H 0.7569 0.7831 0.7218 0.7517 0.7076 238
| 0.7388 0.7915 0.7056 0.7201 0.6938 26.3

Transformer modelini zaman serisi verileri iizerinde uygulamak i¢in yaptigimiz
aragtirmalara gore Oncelikle var olan mimaride birkac degisiklik yapmak gerekmektedir
[116]. ilk adim olarak, giris verileri zaten sayisal degerlere sahip oldugu icin embedding
islemi kaldirilmistir. Bir embedding genellikle belirli bir tamsayiyr N boyutlu bir uzaya
esler. Burada bu islemi gergeklestirmek igin de 14 boyutlu verileri N boyutlu bir uzaya
doniistiirmek i¢in basitce bir dogrusal bir doniisiim kullanilmistir. Geriye doniik dikkat
sinirlandirmak i¢in 16’ lik pencereler kullanilmistir. Boylece, self-attention mekanizmasi
tim diziyi birlestiremez. Zaman adimlarini yalnizca dikkate alinan zaman adimina kadar
dahil edebilmesi saglanir. Gerisi oldukca standart bir dikkat mekanizmasimi takip
etmektedir. Transformer modelinde, farkli hiperparametre kombinasyonu denenmistir.
Batch boyutu 10, 32, 64, 128 degerleri ile; dropout degeri 0.1 ile 0.010; 6§renme orani
0.001-0.010 araliginda degerlendirilerek en 1iyi sonu¢ veren hiperparametreler
belirlenmistir. Batch boyutu 10 ve dropout degeri 0.07, optimize edici olarak SGD
O6grenme orani i¢in 0.003 degeri kullanilmistir. Kayip fonksiyonu olarak MSE
kullanilmistir. Transformer modelinin 8 kullanicidaki calisma sonucu Cizelge 5.4° te

gosterilmistir.

Cizelge 5.4. Dikis atma cerrahi gorevini tamimak igin gelistirilen Transformer modelinin
sonucu

User Out B C D E F G H |

Dogruluk | 0.75 | 0.78 | 0.70 | 0.78 | 0.88 | 0.72 | 0.79 | 0.76
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Cizelge 5.4’ te goriildiigii tizere dikis atma gorevi tanimak icin gelistirilen Transformer
modelinin sonucu goriilmektedir. En yiiksek dogruluk payi, test F kullanicisinda dogruluk
pay1 %88, en diisiik dogruluk pay1 test kullanicis1 D dogruluk payr %70 elde edilmistir.
Ortalama dogruluk pay1 %77’ dir.

Bu calisma igin gelistiridigimiz her iki modelin dogruluk metrigi sonuglari daha 6nce
JIGSAWS veri seti tizerinde LSTM modelleri uygulanan DiPietro ve digerlerinin [18]” in
makale sonuglar1 ile karsilagtirilmistir. Cizelge 5.5° te literatiirdeki sonuclar ile kendi
gelistirdigimiz LSTM modelinin sonuglarinin karsilastirmast goriilmektedir. Cizelgede
DiPietro ve digerlerinin [18]" in ¢aligmasina gore en yiiksek dogruluk payi %86.7, en
diisiik dogruluk pay1 %74.3’ tiir. Bu ¢alismada gerceklestirilen LSTM modelinin en yiiksek
dogruluk payr %83, en diisiik dogruluk payr %66’ dir. Tim deneysel sonuglar dikkate
alindiginda, bu ¢alisma i¢in gelistirdigimiz LSTM modelinde ortalama dogruluk pay1 %72,
Transformer modelinde ortalama dogruluk payr %77' dir. Transformer modeli ile elde
edilen sonuglarin standart sapmasi diger yontemlere gore daha azdir, bu da modelin

giivenilirligini desteklemektedir.

Cizelge 5.5. Dikis atma cerrahi gérevini tanimak i¢in uygulanan modellerin sonuglari

Model Dogruluk Pay1 (%)
LSTM DiPietro [18] 80.5+6.2
LSTM? 72.9+5.8
Transformer Network 77.0+ 5.4

a.Caligmadaki adaptasyonu

Modellerin veri setindeki performansini 6l¢gmek i¢in tahmin edilen bir dizi etiketin, gergek
etiket dizisine doniistiiriilmesi igin gereken hareket sayisina oranma karsilik gelen
Levenshtein mesafesi hesaplanmistir. Resim 5.11” de F cerrahinin birinci denemesine ait
dikis atma denemeleri i¢in her iki model i¢in de gercekte referans etiketi ile her modelin
tahmin sonucunda ¢ikan etiket degerlerinin renklendirilmesi goriilmektedir. X ekseni ile
cerceve sayisi ve altta bulunan siitun grafikte etiketlerin (0-10) her birine karsilik gelen
renkler goriilmektedir. Gergek referans etiketi ile her bir modelin c¢alisma sonucunda

tahmin edilen etiketler renklendirilmistir. Her renge karsilik gelen etiketler incelendigi
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zaman, Transformer modelinin sonucunda tahmin edilen etiketler, gergek etiket degerine

LSTM modelinin tahmin ettigi etiketlere gore daha yakin goriillmektedir.

R T ——————

Etiketi
Transformer NN | DN TR |
AZI
LSTM HEEE FEEE IR EEIEE .|

0 500 1000 1500 2000 2500 3000 3500 4000

0 2 - 6 8 10

Resim 5.11. Her bir ¢ergeveye karsilik gelen gergek referans etiketi ile model sonuglarinda
tahmin edilen etiketlerin gosterimi
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6. SONUC

Robotik cerrahide gorevlerin otomatik olarak taninmasi ve siniflandirilmasi, otomatik
cerrahi ve cerrahi egitim i¢in dnemli bir basamaktir. Robotik destekli cerrahi, cerrahlarin
geleneksel cerrahi ile miimkiin olandan daha fazla hassasiyetle bircok karmasik
operasyonu gerceklestirmesine olanak tanir. Her yil artan cerrahi prosediir sayisi ile,
cerrahi uygulamay1 gelistirmek i¢in stajyerlerin cerrahi becerilerinin dogru, objektif ve
otomatik bir degerlendirmesini saglamak icin benzeri goriilmemis bir ihtiya¢ s06z

konusudur.

Bu ¢alismanin odak noktasi video, robot kinematigi bilgileri verilen bir cerrahi eylemi
tahmin etmeye yonelik yapilan ¢alismalarin arastirmasi olmustur. Bununla ilgili 6nceki
caligmalar ya HMM 'ler ve CRF' ler gibi degisken grafik modellerine ya da RNN, LSTM

ve TCN gibi derin 6grenme modellerine dayanmaktadir.

Video tabanli cerrahi hareket tanimada temel zorluk, yiiksek boyutsallik, yiiksek
yedekleme diizeyi ve video verilerinin yiiksek karmasikligidir. Kinematik veriler, veri
toplama sirasinda gevrimigi iglemeyi miimkiin kilacak hareket tanima i¢in diisiik boyutlu
ozellikler saglamaktadir. Cerrahi robotlardan kaydedilen kinematik yoriingeler cerrahi
hareketler hakkinda bilgi igerir ve potansiyel olarak cerrahin beceri seviyeleri hakkinda
ipuglarin1  kodlar. Bu yoriingelerin anlamli  hareket tanimlama, cerrahi beceri
degerlendirmesi i¢in yeni metrikler gelistirmenin yani sira cerrahi otomasyonu
basitlestirmeye yardimci olabilmektedir. Bundan dolayi, gelecek ¢alismada, cerrahi hareket
tanimak icin sadece kinematik veriler lizerinde derin 6grenme yoOntemlerinden biri ile
cerrahi hareket tanimlama c¢alismasi yapilarak literatiirdeki sonuglarin karsilastirmasinin
yapilmasi, bir sorunu ¢o6zerken elde edilen bilgiyi farkli bir arastirma problemine
uygulamaya odaklanan transfer 6grenimi ile baska bir veri setini JIGSAWS veri setine

uygulayarak cerrahi hareket algilamaya dair ¢alisma yapilabilirligi arastirilacaktir.

Cerrahi hareketleri tamimak, mevcut cerrahi durumu anlamak ve cerraha otomatik geri
bildirim saglamak i¢in 6n adim olusturmaktadir. Bilgisayarli tip egitimi sistemlerinin
gelisimi, otomatik degerlendirme yontemleri iizerine aragtirmalar1 desteklemistir.
Transformer modeli son zamanlarda dogal dil islemede 6nemli ilerleme goOstermistir.

Transformer modeli ayrica zaman serisi verilerinde paralel ¢alismaya uygun bir modeldir.
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Bu ¢alismada, bildigimiz kadariyla, literatiirde ilk kez Transformer modeli kinematik veri
ile cerrahi hareket tanimada kullanilmistir. Gelistirdigimiz Transformer modeli, kinematik
veri ile JIGSAWS veri setinde tanimlanan cerrahi hareketleri tanimada test edilmistir. Elde
edilen sonuglar literatiirde siklikla kullanilan LSTM modelleri sonuglar1 ile
karsilagtirtlmistir.  Sonuglara gore Transformer modelinin dogruluk payiin literatiirdeki
LSTM modelleri sonuglar1 ile karsilagtirilabilir oldugu, kendi gelistirdigimiz LSTM
modeline gore daha i1yi sonug verdigi goriilmiistiir. Ayrica, Transformer modelinin standart
sapmast LSTM modellerinden daha azdir ve bu durum Transformer modellerinin
giivenirligini desteklemektedir. Transformer modelinin kinematik veri ile cerrahi aktivite
tanimada kullanilabilecegi goriilmiis ve bu durum elde edilen sonuglarla desteklenmistir.
Gelecek calismalarda farkli Transformer mimariler ve bu mimarilerin kinematik veri ile

nasil daha etkin bir sekilde egitilebilecegi arastirilacaktir.

6.1. Bu Tezden Cikarilan Yaymlar

Danismanim Dr. Ogr. Uyesi Duygu SARIKAYA ile 9-11 Haziran tarihinde diizenlenen 29.
Sinyal Isleme ve Iletisim Uygulamalar1 Kurultayinda “Transformer Ag ile Cerrahi Hareket

Tanima” adli bildirimiz yayinlanmistir.

Ozetle, Robotik cerrahi hareketlerin otomatik olarak simiflandirilmas: ve taninmasi, hem
cerrahi egitimde geri bildirim saglama hem de ameliyatlarda istenmeyen durum ve hatalar
Onlemede onemli bir adimdir. Cerrahi robotlardan kaydedilen kinematik veriler, cerrahi
hareketler hakkinda bilgi igerir. Bu verileri kullanarak cerrahlarin hareketlerini otomatik
olarak modelleyebilir ve taniyabiliriz. Bu ¢aligmada, cerrahi hareketlerin taninmasi igin
kinematik veriler ile son zamanlarda zaman serisi verileri iizerindeki c¢alismalarda
tekrarlayan sinir aglarina gore daha iyi basar1 gosteren Transformer modeli kullanilmistir.
Bu c¢aligmada o6grenilen model literatiirde sikg¢a kullanilan Long Short-Term Memory
(LSTM) modeli ile karsilagtiritlmistir. Transformer modelinin JHU-ISI Gesture and Skill
Asessment Working Set (JIGSAWS) veri seti i¢in ortalama olarak dogruluk pay1 %77’ dir.
Sonuglara gore Transformer modelinin dogruluk payinin literatiirdeki LSTM modeline
gore ise daha iyi sonuglart ile karsilastirilabilir oldugu, kendi gelistirdigimiz LSTM
modeline gore daha iyi sonug¢ verdigi, ayrica LSTM modellerine gére daha az standart

sapmaya sahip oldugu goriilmiistiir. Bildigimiz kadariyla ¢alismamiz bir Transformer
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modelini kinematik veri ile cerrahi hareket tanima i¢in kullanan ilk ¢alismadir. Deney

sonuglarimiz Transformer aginin bu alanda kullanimini desteklemektedir.
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