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MAKINE OGRENMESI SINIFLANDIRMA ALGORITMALARININ
INCELENMESI

OZET

Bu calismada, literatiirde her birinin kendi i¢inde karmasik bir teoriye sahip olduklar
goriilen, Karar Agaci, Naive Bayes, Rastgele Orman ve K-en yakin komsu simiflandirma
algoritmalarinin R programinda yazilan kodlar yardimiyla, farkli veri tiplerine uygulanmasi
ile daha anlasilir ve agik bir sekilde sunulmasi hedeflenmektedir. Ayrica gercek bir veri
kiimesi iizerinden, son donemlerde makine 6grenmesi yontemleri i¢in son kullanici dostu
yeniliklerle 6n plana ¢ikan KNIME programi yardimiyla yukarida bahsedilen dort makine
O0grenme smiflandirma algoritmasinin  bir performans karsilastirmast  yapilmistir.
Calismanin birinci boliimiinde, konuya giris yapilmis olup, ikinci bdliimde ise biiyiik veri,
makine 0grenmesi, performans degerlendirme yontemleri, siniflandirma ve smiflandirma
basar1 Olgilileri hakkinda temel kavramlardan bahsedilmistir. Daha sonraki bdliimlerde
sirasiyla, Karar Agaci, Naive Bayes, Rastgele Orman ve K-en yakin komsu siniflandirma
algoritmalar1 igin gerekli matematiksel kavramlar verilmekte ve bu yontemlerin
kullaniminin 6énemi vurgulanmaktadir. Calismanin dordiincii boliimiinde ise farkli veri
tipleri kullanilarak 6nceki boliimlerde ele alinan siniflandirma algoritmalarinin R programi
uygulamalarina ve KNIME programu ile analiz edilen gercek bir veri kiimesi tizerinden bir
performans karsilastirmasi uygulamasina yer verilmektedir. Son boliimde ise ¢alismadan

elde edilen sonuglar tartisilacaktir.

Anahtar Kelimeler: Smiflandirma Algoritmalari, Makine Ogrenme, Biiyiik Veri.
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INVESTIGATION of MACHINE LEARNING CLASSIFICATION ALGORITHMS
ABSTRACT

In this study, it is aimed to present in a clearer and clear with the application of Decision
Tree, Naive Bayes, Random Forest and K-nearest neighboring classification algorithms
which are seen to have a complex theory within the literature, to different data types with
the help of codes written in R program. In addition, a performance comparison of the above-
mentioned four machine learning classification algorithms has been made with the help of
the KNIME program, which has recently come to the forefront with end-user-friendly
innovations for machine learning methods over a real data set. In the first section of the
study, an introduction was made and in the second part, basic concepts about big data,
machine learning, performance evaluation methods, classification and classification success
measures were mentioned. In the following chapters, mathematical concepts for Decision
Tree, Naive Bayes, Random Forest and K-nearest neighboring classification algorithms are
given and the importance of using these methods is emphasized. In the fourth part of the
study, using different data types, R applications of classification algorithms discussed in
previous chapters and a performance comparison in KNIME is made over a real dataset. In

the last section, the results of the study are discussed.

Key Words: Classification Algorithms, Machine Learning, Big Data.
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1. GIRIS

Makine Ogrenmesi, mevcut standart tanmin modellemesine alternatif bir yaklasim saglar ve
biiyiik veriyi daha iyi agiklayan bir doniistiirme potansiyeline sahiptir (Obermeyer, 2016).
Makine Ogrenmesi, hesaplamali 6grenme ve yap1 tanimlama c¢alismalarinda gelistirilmistir.
Bu calismalar, tahmin edilen ve gbzlenen sonuclar arasindaki hatayr en aza indirerek
degiskenler arasindaki tiim karmasik ve dogrusal olmayan etkilesimleri 6grenmek icin
yapilan bir hesaplamaya dayanir (Dreiseitl ve Ohno-Machado, 2002). Potansiyel olarak
tahmini iyilestirmesinin yani sira, gozlenmesi miimkiin olmayan fakat diger degiskenlerden
cikarilabilen gizli degiskenleri de belirleyebilir (Berglund ve ark., 2013). Makine
Ogrenmesi, herhangi bir veri kiimesinin i¢ dogasmin kavranmasini saglayan algoritmalarin
bir toplulugudur. Veri kiimesinin i¢ dogasinin kavranmasi bir karar alma siirecinde insanlara
ya da diger makineler tarafindan kullanilabilir. Ornegin, Nottingham iiniversitesinde ilk
bakim arastirmacilart ve bilgisayar bilim insanlar1 kardiyovaskiiler hastalik riski
degerlendirmesi icin Makine Ogrenmesi algoritmalari kullanmislardir. Bu Makine
Ogrenmesi algoritmalarinin kalp krizi riskini belirlemede deneyimli tip doktorlarindan daha
iyi oldugunu tespit etmislerdir (Weng ve ark., 2017). Makine Ogrenmesi, nleyici tedaviden
yararlanabilecek kisilerin sayisini artirirken kalp krizi risk tahmininin dogruluk oranini
onemli dlgtide iyilestirmektedir. Ayrica, yanlis On teshis sonucu ortaya ¢ikabilecek gereksiz
tedavilerden kagiilmasini saglayabilmektedir (Weng ve ark., 2017). Makine
Ogrenmesi genellikle iki temel amag igin kullanilir. Bunlardan birincisi gelecekteki
sonuglart dngdrmektir. Ornegin, yogun bir kavsakta trafik 15181 dizilerini optimize etmek
istendiginde, bir Makine Ogrenmesi algoritmasi bes dakika ilerideki trafik akisin1 kestirmek
icin gelistirilebilir. Ikinci gorevi ise nesnelerin 6zel gruplara smiflandiriimasidir. Ornegin,
kahve c¢ekirdekleri genellikle dort siniftan biri olarak siniflandirilir. Endiistriyel bir kahve
cekirdegi alicis1 kahve g¢ekirdegi kalitesini otomatik olarak derecelendiren bir Makine
Ogrenmesi algoritmasi gelistirebilir.

Sekil 1.1 Makine Ogrenmesi modelleri gelistirmek icin kullanilan tipik bir akis diyagramimi

gostermektedir.
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Sekil 1.1. Makine Ogrenmesi modelleri gelistirmek icin akis diyagrami

Eger siniflandirma ya da tahmin performansi kabul edilebilir bir seviyede ise, model ayrica
bagimsiz bir test kiimesi tizerinden dogrulanir. Bu, model tarafindan daha 6nce goriilmemis
orijinal 6rnek verisinin bir alt 6rnegidir. Tiim siireg iteratiftir. Genel olarak nihai bir model
secilmeden Once bir¢ok yenileme gereklidir. Bu model ya da modeller yeni model tarafindan
daha once goriilmemis modelden elde ettigimiz verilere uygulanir.

Bu calismada, literatiirde her birinin kendi i¢inde karmasik bir teoriye sahip olduklari
goriilen, Karar Agaci, Naive Bayes, Rastgele Orman ve K-en yakin komsu siniflandirma
algoritmalarinin R programinda yazilan kodlar yardimiyla farkli veri tiplerine uygulanmasi
ile daha anlasilir ve agik bir sekilde sunulmasi hedeflenmektedir. Ayrica gercek bir veri
kiimesi {izerinden, son donemlerde makine 6§renmesi yontemleri i¢in son kullanict dostu
yeniliklerle 6n plana ¢ikan KNIME programi yardimiyla yukarida bahsedilen dort makine
o0grenme siniflandirma algoritmasinin bir performans karsilastirilmasi yapilmistir.
Caligmanin birinci boliimiinde, konuya giris yapilmis olup, ikinci bdliimde ise biiyiik veri,

makine 0grenmesi, performans degerlendirme yontemleri, siniflandirma ve siniflandirma
2



basar1 Olgiileri hakkinda temel kavramlardan bahsedilmistir. Daha sonraki bdéliimlerde
sirastyla, Karar Agaci, Naive Bayes, Rastgele Orman ve K-en yakin komsu siniflandirma
algoritmalar1 i¢in gerekli matematiksel kavramlar verilmekte ve bu yoOntemlerin
kullaniminin 6nemi vurgulanmaktadir. Calismanin dordiincii boliimiinde ise farkli veri
tipleri kullanilarak 6nceki boliimlerde ele alinan siniflandirma algoritmalarinin R programi
uygulamalarina ve KNIME programu ile analiz edilen gercek bir veri kiimesi iizerinden bir
performans karsilastirmasi uygulamasina yer verilmektedir. Son bdliimde ise ¢alismadan

elde edilen sonuclar tartisilacaktir.



2. TEMEL KAVRAMLAR
2.1. Biiyiik Veri

Biiylik veri, geleneksel veri isleme uygulamalar1 yetersiz kaldiginda cok genis veya
karmagik veri kiimeleri i¢in yaygin bir terimdir. Biiyiik veri durumunda karsilasilan zorluklar
arasinda analiz, veri iyilestirme, arama, paylasma, depolama, veri aktarimi ve bilgi gizliligi
gibi konular bas1 gekmektedir. Biiylik veri teriminin ger¢ek anlami, veriden deger elde etmek
icin tahmin analizleri veya diger ileri yontemlerin kullanimiyla ilgilidir.

Biiyiik verideki dogruluk, daha giivenli karar vermeyi saglayabilir. Daha iyi kararlar, daha
yiiksek operasyonel verimlilik, maliyet azaltma ve daha az risk anlamina gelmektedir. Biiyiik
veri kiimelerinin analizi ile is trendlerini tespit etmek, hastaliklar1 6nlemek, sugla miicadele
etmek ve benzeri yeni iliskiler bulunabilir. Bilim insanlari, sirket yoneticileri, medya ve
reklam uygulayicilar1 ve hiikkiimetler diizenli olarak internet arama, finans ve isletme bilisimi
gibi alanlarda biiylik veri kiimeleri ile karsilastiklarinda bir takim zorluklarla
yiizlesmektedirler. Veri kiimeleri her gecen giin daha da biliylimektedir. Ciinkii ucuz ve
sayisiz bilgi verici mobil cihazlar, uzaktan algilama araglari, yazilim kayitlari, kornalar,
mikrofonlar, radyo frekansi tanimlama okuyuculart ve kablosuz sensor aglari tarafindan
giderek daha fazla bilgi toplanmaktadir.

Diinyanin teknolojik bilgi depolama kapasitesi, 1980’lerden bu yana her 40 ayda birkag
katina ¢ikmistir (Hilbert ve Lopez, 2011). 2012’den itibaren her giin 2.5 exabyte veri
olusturulmustur. Biiyiik veri ile calismak ister istemez yaygin degildir. Bir¢ok analiz
standart veri kiimelerinin ¢dziimlenmesinde klasik notebook ve kisisel bilgisayarlar
kullanilarak yapilir. iliskisel veri tabani yonetim sistemleri ve masaiistii istatistikleri ve
gorsellestirme paketleri genellikle biiyiik verileri ele almakta zorlanir. Biiyiik veri i¢in, bu
standart paketler yerine onlarca, yiizlerce ve hatta binlerce sunucu {izerinde ¢alisan c¢ok
paralel bir yazilim gerekmektedir (Jacobs, 2009).

Biiytik veri genellikle, verileri tolere edilebilir bir zaman igerisinde yakalamak yonetmek ve
islemek icin yaygin olarak kullanilan yazilim araglarinin giiciiniin iizerinde boyutlara sahip
veri kiimelerini igerir (Snijders ve ark., 2012). Biiyiik veri; Farkli, karmasik ve biiyiik 6l¢ekli
veri kiimelerinden gizli kalmis bilgileri ve degerleri ortaya ¢ikarmak icin gerekli olan
teknolojiler ve tekniklerin bir kiimesidir (Hashem ve ark., 2015).

2013 yilinda Gartner tarafindan “Biiyiik Veri; yliksek karar verme, i¢ gorii kesfi ve siireg
optimizasyonu saglamak icin yeni veri isleme bicimleri gerektiren yiiksek hacimli yliksek

hizli ve yiiksek ¢esitlilikte bilginin var olmasidir.” seklinde tanimlanmustir.



2.2. Makine Ogrenmesi

Birgok bilim uzmani ve arastirmacilar tarafindan su an i¢inde yasadigimiz ¢ag “Biiyiik Veri”
¢ag1 olarak adlandirilmaktadir(Lohr,2012). Teknolojik gelismenin basladigi ilk donemlerde
genellikle firmalarin veya sirketlerin verilerinin depolandig1 ve islendigi merkezler vardi.
Kisisel bilgisayarlarin kullanilmaya baglanmasiyla ve sonraki donemlerde teknolojik
ilerlemenin ¢ok hizli bir sekil ataga gegmesiyle, kablosuz iletisim gibi bir¢ok yeni kavramin
hayatin i¢ine girdigi goriilmektedir. Bu yeni kavramlar ve araglarin sayesinde nerdeyse her
bir birey veri iireticisi durumuna gelmistir. Ornegin, bir kisi, bir {iriinii satin aldiginda,
sinemada bir film tercihinde bulundugunda, spor yaparken, begenilerini veya fikirlerini
sosyal iletisim programlari iizerinden paylastiginda, yani giinliik aktivitesi igerisinde siirekli
veri liretmektedir. Her birey veri lreticisi oldugu kadar ayni zamanda da iyi bir veri
tilketicisidir. Ayrica, her birey ihtiyaglarinin en iist seviyede anlasilmasi ve ¢ikarlarinin
onceden tespit edilmesini arzular. Ornegin, milyonlarca miisteriye hitap eden ve internet
tizerinden iiriin satan bir market zinciri ele alinsin. Bu marketten yapilan her islemin kayitlar
(tarih, miisteri kimligi, satin alinan mallar ve onlarin miktari, harcanan toplam para, hangi
kredi kart1 ile aligveris yapildigi, miisterinin aligveris sikligi vb.) tutulur. Bu market zinciri,
hangi miisterinin hangi tirlinii satin alacagin1 6ngérmek, satis ve kari en iist diizeye tasimak
istemektedir. Benzer bir sekilde, her miisteri de kendi ihtiyaglarin1 karsilayan en iyi iiriin
tercihini yapmak istemektedir. Zincir market karar vericileri veya {iiriin pazarlamacilari,
Ornegin, miisterinin bir yazarin bir sonraki kitabini satin alacagimi tam olarak bilemez.
Miisteri davranisi zaman i¢inde ve cografi konuma gore degisir. Fakat bu durumun, tamamen
rastgele olmadif1 arastirmacilar tarafindan bilinmektedir. Ornegi, kola aldiklarinda cips
alirlar. Verilerde belirli modeller var. Bilgisayar ile bir problemi ¢6zmek i¢in bir algoritmaya
ithtiya¢ vardir. Algoritma, girisi ¢iktiya doniistiirmek i¢in yapilmasi gereken bir talimat
dizisidir. Ornegin, bir siralama igin bir algoritma tasarlanabilir. Giris bir say1 kiimesidir ve
ciktt onlarin sirali listesidir. Ayni gorev i¢in ¢esitli algoritmalar olabilir ve en az sayida
yonerge veya bellek veya her ikisini de gerektiren en verimli olan dizilim bulmak istenir.
Fakat bazi gorevler igin, bir algoritma mevcut degildir. Ornegin, miisteri davranigini tahmin
etmek ve spam e-postalarint mesru olanlardan ayirmak sikintili bir siiregtir. Burada, giris bir
karakter dosyast olan bir e-posta belgesi, ¢ikis ise, mesajin spam olup olmadigini belirten bir
evet / hayir ¢iktisidir. Fakat girisi ¢iktiya nasil doniistiiriilecegi asamasi bilinmemektedir.
Ciinkii spam degisiklikleri, zaman i¢inde ve bireyden kisiye degismektedir. Bu nedenle
bilginin ulasilabilir olmadig1 veya var olmadig1 durumlarda, bu bilgiye verilerden ulasilmaya

calisilmaktadir (Alpaydin, 2016). Spam oldugu ve olmadig: bilinen binlerce 6rnek ileti

5



kolayca derlenebilir ve burada 6grenilmek istenen cevap, spam'i neyin olusturdugudur. Bu,
makine 6grenmesi isidir.

Makine O0grenmesi yontemlerinin biiyiik veri tabanlarina uygulanmasi veri madenciligi
olarak adlandirilir. Buradaki benzerlik, bliyiik miktarda toprak ve hammaddenin bir
madenden c¢ikarilmasidir; islendiginde, ¢ok az miktarda degerli malzemeye yol agcar.
Veri madenciliginde, yiiksek tahmin dogruluguna sahip, basit bir model olusturmak igin
bliyiik miktarda veri islenir (Alpaydin, 2016). Makine 6grenmesi uygulama alanlari, finans
bankalarinda, kredi uygulamalarinda, tibbi teshis alaninda, dolandiricilik tespitinde, egitim-
Ogretim planlamasinda ve borsada kullanilacak modelleri olusturmak i¢in ge¢mis verilerini
analiz eder. Makine 6grenmesi sadece bir veri taban1 problemi olmayip, ayni zamanda yapay
zekanin bir pargasidir. Degisen bir ortamda bulunan bir sistem 6grenebilme yetenegine sahip
olmalidir. Sistem bu degisiklikleri 6grenebilir ve uyarlayabilirse, sistem tasarimcist tiim
olasi durumlar i¢in 6ngérme ve ¢éziim sunma ihtiyaci duymaz.

Makine Ogrenmesi, ornek verileri veya ge¢mis deneyimleri kullanarak bir performans
Olciitiinii optimize etmek igin bilgisayarlart programlamaktir. Matematiksel modellerin
olusturulmasinda istatistik teorisini kullanir, ¢iinkii temel gorev bir 6rneklemden ¢ikarim
yapmaktir.

Makine 6grenmesinde bilgisayar biliminin iki 6nemli rolii vardir. Bunlardan birincisi, egitim
asamasinda, optimizasyon problemini ¢6zmek i¢in etkili algoritmalara ve genel olarak sahip
olunan yiiksek miktarda veriyi depolama ve isleme ihtiyacidir. Ikincisi, bir model
Ogrenildikten sonra, onun ¢ikarimi i¢in temsili ve algoritmik ¢6ziimiin de etkin olmasi

gerekir (Alpaydin, 2016).

2.2.1. Makine Ogrenmesi Yontemleri

Makine 6grenmesi yontemleri genel literatiirde, danigmanli ve danigsmansiz 6grenme olarak
ikiye ayrilmaktadir. Danigmanli 6grenmede, danisman O6grenilmesi istenen olguya ait
orneklerin her biri i¢in yer alan girdileri ve o degerlere karsilik gelen ¢ikti degerleri sisteme
tanitir. Girdileri danigsmanin belirledigi ¢iktilara gore sekillendirmek sistemin isidir. Bu yolla
girdi-cikt1 arasindaki iligkiler 6grenilmektedir. Danismansiz 6grenme ise, herhangi bir
danismanin bulunmadigi, sadece girdi degiskenlerine sahip gézlemlerden olusan 6grenme

yontemidir.



2.2.2. Makine Ogrenmesi Algoritmasi Performans Degerlendirme Yontemleri

Makine 6grenmesi algoritmasinin performansi egitim ve test kiimelerinin biiytikliigline ya
da hatal1 siniflandirma orani ile degerlendirebilmektedir. Asagida performans degerlendirme
yaklagimlar1 kisaca agiklanmustir.

2.2.2.1. Holdout Yontemi

Holdout yontemi, mevcut veri 6rnegini iki alt kiimede rastgele ayirmaktan olusur: biri
modeli egitmek i¢in kullanilir ve digeri bunu test i¢in etmek kullanilir. Sik kullanilan bir
oran, egitim i¢cin % 70 ve test i¢in % 30'dur. Eger kiiciik bir veri 6rnegi varsa, ya ¢ok kiigiik
bir test kiimesi ya da egitim setinden ¢ok fazla veri ¢ikartma tehlikesi vardir. Yani bu

yontem, tipik olarak sadece ¢ok biiyiik veri kiimeleri i¢in tercih edilen bir yontemdir (Torgo,
2016).

2.2.2.2. Capraz Gegerleme Yontemi

Capraz gegerleme, literatiirde iki sekilde uygulanir. Bunlar k-kat (k-fold) ¢apraz gegerleme
ve birini disarida birak (leave one out) ¢apraz gegerleme olarak adlandirilir. k-kat ¢apraz
gecerleme, bir modelin kestirim performansinin tahmin edilmesinde en yaygin kullanilan
yontemlerden biridir. Bu yontemde, veri kiimesi baslangicta k esit par¢aya boliiniir. Elde
edilen bu k parcadan her seferinde bir tanesi test i¢in kullanilirken, k-1 tanesi ise egitim i¢in
kullanilmaktadir. Sonug¢ olarak k tane hata orami bulunur ve genel tahmin hatasini
hesaplanmasi igin elde edilen hatalarin ortalamasi alinmaktadir (Refaeilzadeh ve ark., 2009;
Torgo, 2016).

2.2.3. Smiflandirma

Siiflandirma, girdi olarak tanimlanan her bir vektorii birbirinden bagimsiz farkli gruplara
atamay1 amaclamaktadir. Siniflandirma probleminin ¢6ziimii i¢in yazilan algoritmalar
simiflandirict olarak adlandirilmaktadir (Alpaydin, 2016; Bishop, 2007; Camastra ve
Vinciarelli, 2008).

2.2.4. Smiflandirma Basan Olgiitleri

Siniflandiricilarin birbirlerine gore {stiinliiklerinin denetlenebilmesi i¢in bazi Olgiitler
gelistirilmigtir. Bu Olgiitler hata matrisi (confusion matrix) olusturulmasi temeline
dayanmaktadir. Gergek cikt1 degerleri ile modelden elde edilen tahmin degerlerinin

olusturdugu temsili tablo Cizelge 2.1°de verilmistir (Balaban ve Kartal, 2015).



Cizelge 2.1. Hata Tablosu
GERCEK
- POZITIF NEGATIF TOPLAM
= POZITIF Dogru Pozitif (DP) Yanlis Pozitif (YP) TopP
= NEGATIF Yanlig Negatif (YN) Dogru Negatif (DN) | TopN
s TOPLAM Pozitif (P) Negatif (N) Genel Toplam (G)

Cizelge 2.1’e gore siniflandirma basari dlgiitleri asagidaki esitlikler yardimiyla hesaplanir.
Smiflandirmanin dogrulugu (accuracy) ve hata orani (error rate) asagidaki esitliklerle

bulunmaktadir.

DP+DN
G

Dogruluk Oranit (DO) =

Hata Orani (HO) =1 — DO
Siniflandiricinin pozitif sinif etiketleri tahmin etmede siniflandiricinin etkinligi duyarlilik

orani ile verilmektedir:
Duyarlilik Orani (DOR) = ¥

Siniflandiricinin - negatif simif etiketleri tahmin etmede siniflandiricinin  etkinligi

belirleyicilik orani ile verilmektedir:

Belirleyicilik Orant (BO) = %



3. MATERYAL VE YONTEMLER
3.1. Karar Agaclan

Karar agaglari, karar modelinin en basit formlarindan biri olup, bir aga¢ yapisi seklinde olan
kurallarin1 olugturmak i¢in 6rnek veri 6zelliklerini kullanirlar. Karar agacglarinin kdkenleri
insanlarin karar verme yoluna benzer. Karar agaclar1 bilgiyi gorsel olarak daha anlagilir
bicimde sunduklar1 i¢in olduk¢a popiilerdir. Hem regresyon hem de simiflandirma
problemleri i¢in kullanilabilir. Karar agaglar1 bir siniflandirma karar1 vermek igin
kullanilabilen kontrol edilebilir bir kurallar kiimesine bir veri 6rnegini indirgeyebilirler

(Bohanec ve Bratka,1994; Lewis, 2017).

3.1.1. Bol ve Yonet Algoritmasi

Karar agaglari diigimlere asamali olarak 6zellikler ve iligkili bir kural eklenerek olusturulur.
Karar agaclar1 genellikle bol ve yonet algoritmasi kullanilarak asagiya dogru insa edilirler.
Sekil 3.1°de gosterildigi gibi temel yaklagim agacin iist diiglimiinde baslar ve orada veri

ozelliklerinden biri tarafindan bir kural kullanilarak boluntr.

Kok Diigiim

DaA / \_ DalB
Y s S —

Sekil 3.1. Kok Diiglim ve bir Karar Agacinin ilk bdliinmesi

Amag; veriyi dogru siniflandirilmig 6rneklere bolen bir 6zellik ve kural segmektir. Bu siireg,

siniflandirma i¢in en kullanigh olan 6zelligin tanimlanmasi1 ve bu 6zelligi kullanarak bir

karar kurali elde etmeyi igerir.

Tiim 6zellikler, hangi 6zelligin verinin bdliinmesi i¢in en iyi oldugunun goriilmesi icin test

edilir. Ideal olarak basit bir kural egitim 6rneklerini kendi siniflarina ayirir. Fakat ¢ogu

durumda istenen sekilde gelismez ve miimkiin oldugu kadar net bir sekilde 6rnekleri ayiran
9



bir kural se¢ilir. Bu Sekil 3.1°’deki Kural-1’dir. Bu asamadan sonra agag, iligkili diiglimlere
sahip iki yeni daldan olusur.

Sekil 3.2°de goriildiigii gibi yeni dalin diigiimleri daha sonra belirlenir. Eger bu boliimde, bir
diiglimdeki tim Ornekler ayni sinifa ait ise o zaman durulur ve bu sinifin ismi ile her bir

yaprak diigiimi etiketlenir.

Kok Diigiim
Dal A I.-II_" Dal B
e\ Ik Boliinme
/ Kural-2
Dal C | DaD
--------- %o e Ikinci Bolunme
DaE |/ \ DalF

Sekil 3.2. Kok Diiglim ve Karar Agacinin Boliinmeleri

Verilerin smiflandirma safligin1 daha da iyilestirmek i¢in 6rneklerin boliinmesini saglayan
bu agac olusturma siireci her bir dal i¢in tekrarlanir. Siire¢ bir durdurma kriterine kadar
devam eder ya da diigiimler boliimiindeki tim durumlar dogru bir sekilde siniflandirilinca
sona erer. Tipik bir durdurma kriteri, yeni 6zellik-kural kombinasyonlari, alt gruplarin

safligin1 ¢ok kiiciik miktarda arttirdiginda verilerin boliinmesini durdurmaktir.
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3.1.2. Karar Agaci Yontemlerinin Avantajlar:

Karar agaclari, karar verme stirecindeki her adimi yakalar. Bagka bir deyisle kurallar bir
gbzlemin siniflandirilmasi i¢in yol gosterir. Bir karar agaci, bir dizi test sorusu ve kosullar
olarak olusturuldugu i¢in kolay anlasilir olacak bir sekilde sezgisel olarak net kurallarla
tasarlanabilir. Karar agaglar1 parametrik olmayan bir yontemdir. Bu O6zelliklerin veya
siniflarin olasilik dagilimi hakkinda varsayimlar gerektirmedigi anlamina gelir. Karar
agaclar kategorik ve sayisal veri kiimeleri i¢in kullanilabilirler. Ayrica veri kiimesinde yer
alabilecek aykir1 gbzlemlere kars1 dayaniklidirlar ve kayip degerlere sahip veri kiimelerinin
analizinde kullanilabilirler. Karar agaclar1 hesaplama maliyeti agisindan ucuzdur ve biiyiik
veri kiimeleri ile iyi ¢alisir. Son olarak, bir kez insa edildikten sonra karar agaglar1 yeni
gbzlemleri hizli bir sekilde siniflandirirlar.

3.2. Naive Bayes

Naive Bayes smiflandirict (NBC) Bayes teoremini temel alan basit bir olasilik
smiflandiricisidir  (Narayanan ve ark.,2003). Degisken sayisinin ¢ok fazla oldugu
durumlarda olduk¢a kullanislidir. Thomas Bayes’in 18. Yiizyildaki calismasina uzanan
koklere sahip olan NBC, 1950’lerden beri uygulanmaktadir. NBC, siniflandirma i¢in basit,
giicli ve yiiksek etkili bir aragtir. NBC, denetimli bir smiflandiricidir. Danigmanl
siiflandirma algoritmalarinin iki genel tipi vardir. Bunlar;

1) Bayes Kuralinin kullanimi yoluyla algoritmalar1 kullanan siniflandirma,

2) Smiflandirma simirlariin dogrudan veriden Ogrenildigi diskriminant analizi yoluyla
siiflandirma.

Naive Bayes, iiretici bir siniflandiricidir (Lewis, 2017).

3.2.1. Bayes Kuralinin Temel Kavramm

Uretici algoritmalar bir fikir edinmenin en kolay yolu, kiigiik olasilik ve Bayes kuralmi
kullanmaktadir. Adini, Ingiliz istatistik¢i ve filozof olan Thomas Bayes’den alan Bayes
kurali, A ve B iki rasgele degiskeni verildiginde, B verildiginde A’nin kosullu olasiligin;
P(A/B)= P(B/A)P(A)/P(B)

esitligi ile hesaplanabilecegini ifade etmektedir. P(A/B) sonsal olasilik olarak yaygin bir
sekilde ifade edilirken, P(A) ve P(B) onsel olasiliklar ve P(B/A) ise olabilirlik olarak ifade
edilir.
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3.2.2. Uretici Algoritma

Bir Y smif degiskeni ve X aciklayic1 6zellikleri, Y smnif etiketlerinin bir kiimesi ve X
aciklayici degiskenlerin bir kiimesi verildiginde, X ve Y nin ortak olasilik dagilimini agik¢a
belirtir. Bu ortak olasilik dagilimi P(y,n) ile gosterilsin. y verildiginde n’in kosullu, olasilig
ise P(n/y) ile gosterilsin. Buradan Bayes kurali  kullanilarak,  P(y/n);

PyI=P()PW)[ P (%) P)dy
esitligi ile elde edilir.
Burada, P(n/y)P(y), n ve y’nin ortak dagilimini ifade eder.

3.2.3. Ayirimei Siiflandiricilar

Ayirimer algoritmalarda, P(y/n) kosullu dagilimi dogrudan modellenmistir. Bu siniflandirma
icin gereklidir. Ayirimer algoritmalar sadece kosullu dagilimi modellediginden, tiretkenlige
dayali modellerden ¢ok daha basit bir yapiya sahip olabilirler. Bazi ayirimci siniflandiricilar,
odaklarini belirli degerlerle sinirlandirarak isleri daha da kolaylastirirlar.

Omegin; Destek vektor makineleri, P(n/y)’nin 0,5’den daha kiigiik veya biiyiik olup

olmadigina odaklanirlar.

3.2.4. Bayes Siiflandirici

Bayes smiflandirict smiflandirma problemlerini ¢6zmek i¢in kullanilabilen bir iiretici
smiflandiricidir.  X=[x4, ....., x,] Ozelliklerin bir giris vektori olarak K siniflarida
C={cy, ....., ¢y }ile gosterilsin. Bir Bayes siniflandirici, X 6zelliklerinin bir kiimesini goz
Ontiine alarak verilen bir gozlem igin, en biiyiik olasilikla cj sinif degerini tahmin etmek i¢in

bir karar kuralidir. Bayes siniflandirict Bayes kuralini kullanilir.

P(ci/n)= P(c;)P(n/cy) (3.2.4.1)
Bayes kuralina gére Bayes siniflandirici eger;
P(cp)P(n/ci)> P(c))P(n/c;), 211, ...k}, j#k (3.24.2)

oldugunda x’i cj’ye atayarak bir sinif seger.

P(x/cj)’nin P(cj) ile ¢arpilmasinin arkasindaki anlam, daha sik olusan siniflara daha yiiksek
bir agrilik vererek daha az olasi siniflara daha diisiik bir agirlik vermektir. Iyi bir
siiflandirma prosediirii, hatali siniflandirma maliyetlerini en aza indiren bir prosediirdiir.
Bayes simiflandirici, risk hatali siniflandirma olasiligr olarak tanimlandiginda kaybi en aza
indirmektedir. Bayes siniflandirici, Bayes hata orani olarak bilinen miimkiin olan en kiigiik

smiflandirma hatasin1 verir. Bayes kurali, verilerin dagilimi biliniyorsa en uygun
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simiflandirma yontemidir. Naive Bayes siiflandirici, Bayes smiflandiricisinin  bir

yaklasimidir (Zang ve ark., 2009).

3.2.5. Temel Yaklasimlar

Naive Bayes siniflandiricisi (NBC) iki 6nemli varsayimdan faydalanir; birincisi, NBC
siniflandiricisinin gizlenmis ya da latent 6zellikleri yoktur. Yani X’deki 6zelliklerin kiimesi
tamamlanmustir. Ikincisi ise, verilen smiftaki tiim 6zellikleri birbirinden bagimsizdir.
Oyleki;

Py, ...,nn/c))~ 11 p(ni/c)) (3.2.5.1)
olarak ifade edilir.

Bu varsayim tahmin edilecek parametrelerin sayisini azaltir. Karsilikli olarak kosullu
bagimsizhik  varsayiminin  tahmin  dogrulugunu onemli Olglide etkilemeyecegi
disiiniilmektedir. Gergekten de kosullu bagimsizlik varsayimi O6nemli Olglide ihlal
edildiginde bile Naive Bayes simniflandiricisinin  optimal oldugunu Washington
Universitesi’nden Profesér Pedro Domingos ve Michael Pozzini gdstermistir (Domingos ve

Pazzani, 1997).

3.2.6. Naive Bayes Simiflandiricinin Avantaji

NBC’yi anlamak ve olusturmak nispeten basittir. Sayisal olarak, basit hesaplamalar ve
siradan bolmeyi iceren islemler toplulugundan olusur. Bu NBC’yi biiylik orneklerde
calisirken bile egitim i¢in son derece hizli yapar. Yeni gozlemleri simiflandirmak igin
miikemmel derecede hizlidir.

NBC’de degiskenler bagimsiz oldugundan, bir ¢6ziim iizerinde lojistik regresyon gibi ayirici
modellerden ¢ok daha hizli bir sekilde yakinsama saglayacaktir. Bu, son derece dogru bir
tahmin modeli olusturmak i¢in daha az egitim verisine ihtiya¢ oldugu anlamina gelmektedir.
NBC, olasiliksal tahminlerin gerekli oldugu yerlerde kullanilabilir ve ilgisiz degigkenlere
kars1 duyarli degildir. Orneklem genisligi ne kadar biiyiik olursa, ilgisiz degiskenlerin de o
kadar az etkisi olur. Gergek ve kesikli verilerle bas edebilir. Ayrica NBC, ger¢ek zamanh
cevrimi¢i sistemlerde kolayca kullanilabilir.

NBC, bir¢ok alanda son zamanlarda basarili bir sekilde kullanildi. Bir¢ok pratik veri bilimi
tabanl1 projede iistiin performans sunmaya devam ediyor. Ug dnemli alanda 6zellikle kendini
kanitlamistir. Bu alanlar; Insan hareketi tanimu, tibbi arastirma ve trafik sikisiklig1 alanlaridir

(Lewis, 2017).
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3.3. Rasgele Ormanlar

Rasgele ormanlar, egitim verilerinin yeniden 6rneklenmesiyle karar agaglarinin bir “orman”
olusturdugu parametrik olmayan bir yontemdir. Genellikle tek bir karar agaci iizerinde
onemli bir performans iyilestirmeleri saglarlar (Lewis, 2017).

Topluluk modeli bir¢ok farkli modelin smiflandirma ve tahmin sonuglarini birlestirir.
Bireysel modeller “zayif 6grenici” olarak bilinir, ¢linkii bireysel olarak zayif tahmin
performansina sahiptirler. Zayif bir 6grenici, bir siniflandirma probleminde sadece rasgele
bir sansin iizerinde bir tahmin dogruluguna sahiptir. Zayif 6greniciler benzer bir model
olabilirler ya da ¢ok farkli olabilirler. Ancak bir araya geldiklerinde yiiksek tahmin
performansina sahip bir “gliclii 6grenici” olusturabilirler. Baska bir deyisle, bir topluluk
modelinin performansini genellikle bireysel modellerin performansindan daha iyidir.
Rasgele Ormanlar, ¢ok sayida karar agacini bir veri setine uyduran ve ardindan tahminleri
tim agaglardan birlestiren bir topluluk siiflandiricisidir. Rasgele Ormanlar, siniflandirma
ve regresyon i¢in kullanilabilirler. Siniflandirma i¢in, karar agaclari ormandaki tiim agaglar
lizerinde agac¢ basina bir oy ile ¢cogunluk oyu kullanilarak birlestirilir. Regresyon igin,

ormanlar, agaclarin {izerinden ortalamalar alinarak olusturulur (Liaw ve Wiener, 2002).

3.3.1. Rasgele Ormanlar Algoritmasi

Algoritma 6rnek verilerinden yerine koyarak drnekleme yoluyla rasgele 6rneklerin secilmesi
ile baslar. Bu, “Bootstrapped” drnekleme olarak adlandirilir. Bootstraptted 6rnekleme ile
elde edilen bu alt 6rneklemden bir karar agact olusturulur. Tipik bir rasgele 6rneklemde,
orijinal gdzlemin yaklagik %63’l en az bir kez yer almaktadir. Se¢ilmeyen orijinal veri
kiimesindeki gozlemler, torba dis1 gbzlemler olarak adlandirilir. Bu torba dis1 gézlemler hata
oranini tahmin etmek i¢in kullanilirlar. Bu hata orani genellikle torba dis1 hata orani olarak
adlandirilirlar ve dzelligin (degiskenin) dnemini tahmin etmek igin kullanilirlar. Orneklerin
rasgele se¢im siireci, tek bir karar agaci iireten her bir alt 6rnekte bir¢ok kez tekrarlanir.
Tekrarlama islemi sayesinde her aga¢ farklidir. Bunun nedeni, her bir boliinmenin rasgele
secilen 6zelliklerden tespit edilmesidir. Bu karar agaglarinin bir ormani ile sonuglanir. Her
aga¢ budanmadan, miimkiin olan en genis Ol¢iide biiylimistiir. Bireysel agaclar bir
smiflandirma veya tahmin karari yaparlar. Bir gozlemin en son tahmin edilen smifi,
siiflandirma i¢in ¢ogunluk oyu ile veya regresyon i¢in agirlikli ortalamalar yoluyla yapilir
(Lewis, 2017).

Bir ormandaki her bir agacin, klasik bir karar agacindan daha az dogruluk oranina sahip

olma egiliminde olmalarina ragmen birden fazla tahmini tek bir toplam tahminle birlestirmek
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genellikle fazla dogruluga sahip bir tahmin elde etmeyi saglar. Bunun sebeplerinden biri, tek
bir karar agacinin tahmin edilmesinin, egitim setindeki kiiciik degisikliklere kars1 oldukca
hassas olma egiliminde olmasidir. Rasgele ormanlar genellikle tek bir karar agaci ile ilgili
yani artirmadan genel varyansi azaltir. Rasgele ormandaki her agag zayif bir 6grenicidir.

Rasgele ormanin biitiinii ise giiclii bir 6grencidir.

3.3.2. Rasgele Ormanlarin Avantajlari

Rasgele Ormanlar, karar agaglarinin avantajlarinin ¢ogunu muhafaza ederler. Rasgele
Ormanlar1 olusturmak ve ¢alistirmak oldukea basittir ve genellikle ¢ok iyi sonug verirler.
Son donemlerde yapilan ¢alismalar veri yapilar1 ve problemlerin birgogunda ortaya ¢ikan
regresyon ve siniflandirma hatasini rasgele ormanlar yonteminin kullanilmastyla
azaltilabilecegini gostermektedir. Rasgele Ormanlar, yapay sinir aglar1 ve destek vektor
makineleri yontemleri ile rekabet etmektedir. Ancak rasgele ormanlar daha az parametreye
sahip olduklari i¢in egitilmeleri daha hizli olmaktadir. Rasgele ormanlar, minimum veri
hazirligima ihtiya¢ duyarlar. Binlerce 6zellige sahip biiylik veri tabanlarinda bile etkin
sekilde verimli calisabilmektedir. Ayrica, veri kiimesinde yer alabilecek aykir1 gozlemlere
kars1 dayaniklidirlar. Rasgele ormanlar, orman insa edilirken egitim Orneginden
genellestirilmis hatanin yansiz bir tahminini tirettikleri i¢in asir1t uyum problemi ile daha az
kars1 karsiya kalirlar. Bu hata oram1 ormani olusturmak i¢in uygun sayida agac

kullandigindan ¢ok dogru olma egilimindedir (Lewis, 2017).

3.4. K-En Yakin Komsu Algoritmasi1 (KNN)

En yakin komsuluk algoritmasi, anlasilmasi kolay ve pratikte oldukga iy1 ¢alisan makine
O0grenme algoritmalarindan biridir. Bu algoritma parametrik olmayan bir algoritmadir.
Burada parametrik olmayan terimi; 6rnek verileri tireten olasilik dagilimi hakkinda higbir
varsayimin olmadigi anlamina gelir. Gergek diinya verileri teorik varsayimlari ihlal etme

egilimindedir ve bu nedenle KNN gibi parametrik olmayan algoritmalar kullaniglidir.

3.4.1. Uzakhk Olgiileriyle Yakinhgin Ol¢iilmesi

KNN smiflandirilmasi gereken gozlemlerle onlarin komsulart arasindaki uzakligi hesaplar.
Kestirilen sinif bir ¢ogunluk oyu ile belirlenir. Bir komsunun yakinlig1 nasil belirlenir

sorusuna cevap ararsak; Bircok yolla i ve j arasindaki uzaklik 6lgiilebilir. Oklid uzaklig

genellikle siirekli ozellikler igin kullanilir ve D(xi,xj) = \/Zﬁzl(xim — Xjm)? seklinde
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gosterilir. Burada n 6zelliklerin sayisidir. Diger bir popiiler 6l¢ii ise; D (xl-, x]-) =
m=1| Xim — Xjm| seklinde hesaplanan Manhattan Uzakligidur.

Minkowski Uzakligr ise; D(x;, %) = Xm=1(| Xim — xjm| DY esitligi ile elde edilir,

Canberra Uzaklig1 olarak adlandirilan diger bir uzaklik ise;

Ym=1%im—%jml .
D(x;,xj) = S=—"—L""ile bulunur.
Zin=1Xim+Xjml

Hem Oklid hem de Manhattan uzakligi, Minkowski uzakligmin 6zel durumlari olarak
degerlendirilmektedir. Minkowski uzakligi, q=2 secildiginde Oklid, q=1 secildiginde
Manhattan uzakliginin agirlikli versiyonudur.

Eger bir uzaklik fonksiyonunu degistirirseniz veri noktalarinin nasil smiflandirilacagin

degistirirsiniz (Zhang ve ark., 2018).

3.4.2. K- En Yakin Komsu Yonteminin Avantajlari

KNN yontemini anlamak ¢ok basittir. Ayrica uygulamakta ¢ok kolaydir. Siire¢ seffaf oldugu
icin, makine 6grenme ve matematik konularinda uzman olmayan profesyonellere agiklamak
kolaydir. KNN ayrica érnek tabanli bir 6grenme algoritmasidir. Ornek tabanli 6grenme
algoritmalar1 6rnek verileri ezberlerler. Net bir egitim veya modele sahip degildirler (Lewis,

2017).
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4. BULGULAR VE TARTISMA

Caligmanin bu agamasinda farkli alanlardan gercek ve yapay veri kiimeleri lizerine 6nceki
boliimlerde incelenen yontemlerin uygulamalart verilmistir. R programinda ve KNIME

programinda uygulamalari verilmistir.

4.1. Karar Agaclar1 Uygulamasi

Karar agaci siniflandirma yonteminin uygulamasi i¢in R programinda mclust paketindeki
banknote veri kiimesi kullanilmistir. Bu veri kiimesi, orijinal ve sahte Isvigre 1000 Franklik
banknotlar {izerinde yapilan 6l¢iimleri icerir. Cizelge 4.1, simf degiskeni ve oOzellikleri
detayli olarak aciklamaktadir. Veri kiimesi, 100 sahte ve 100 orijinal banknottan

olusmaktadir.

Cizelge 4.1. Isvigre 1000 Franklik banknotlardaki degiskenler ve tipleri

Degisken Tamimlama Tip
DURUM Gergek veya sahte Sinf
UZUNLUK Paranim uzunlugu Ozellik
SOL Sol kenar genisligi Ozellik
SAG Sag kenar genisligi Ozellik
ALT Alt kenar genisligi Ozellik
UST Ust kenar genisligi Ozellik
DIYAGONAL Capraz (Kdsegen) uzunlugu Ozellik

Cizelge 4.2, veri kiimesinde yer alan degiskenler arasindaki korelasyonu veren tabloyu
sunmaktadir. Sol uzunluk ve sag uzunluk yaklasik olarak %74’liik bir korelasyona sahiptir.

Kosegen uzunlugu ve paranin uzunlugu tiim 6zellikler ile negatif korelasyona sahiptir.
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Cizelge 4.2. Korelasyon matrisi

UZUNLUK | SOL SAG ALT UST DIYAGONAL
UZUNLUK 1,000 0,231 | 0,152 -0,189 -0,061 | 0,194
soL 0,231 1,000 | 0,743 0,414 0,362 | -0,503
SAG 0,152 0,743 1,000 0,487 0,401 | -0,516
ALT -0,190 0,414 | 0,487 1,000 0,142 | -0,622
UST -0,061 0,362 0,401 0,142 1,000 | -0,594
DiYAGONAL | 0,194 -0,503 | -0,516 -0,623 -0,594 | 1,000

sample fonksiyonu yardimiyla, egitim seti ig¢in yerine koymaksizin rasgele olarak 150
gbzlemi secilir ve geriye kalan gozlemlerin test seti olarak kullanilmasi planlanir. Bu amag
i¢in kullanilacak kod satiri,

N=nrow(banknote)

egitim<- sample(1:N, 150, FALSE)

seklindedir.

Literatiirde karar agaci olusturmada kullanilan algoritmalarin performanslari tizerine yapilan
caligmalarin sonuglar1 gbz Oniine alinarak bu ¢alismada karar agaci olusturmak icin C5.0
algoritmasinin kullanilmasina karar verilmistir. Bu dogrultuda kullanilacak kod satiri,
library(C5.0)

sonuc<-C5.0 (durum~., data=banknote[egitim,])

seklindedir.

sonuc karar agacini gorsellestirmek i¢in plot(sonuc) komutu kullanilir.

Yaprak diiglimleri, gézlemlerin sayisinin ve oranmin dogru siniflandirildigini gosterir.
Siniflandirma kurallarii gormek i¢in kullanilacak kod satiri,

kurallar<-C50(durum~.data=banknote[egitim,] ,rules=True)
seklinde verilir.
Daha sonra,
summary(kurallar)
R kodu kullanilarak kurallar goriilebilir.
Kural 1: (70, Alt>8,6

Diyagonal<= 140,6

Durum - Sahte
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Kural 2: (44, Uzunluk<=214,8
Diagonal<=140,6
Durum - Sahte

Kural 3: (75, Diagonal>140,6
Durum =2 Gergek

Kural 4: (30, Length>214,8
Bottom<=8,6
Durum =2 Gergek

Ik kural, eger alt>8,6 ve diyagonal<=140,6 ise siniflandirmanin sahte olarak yapilacagin
ifade eder. Ddrdiincii kural eger alt<=8,6 ve uzunluk>214,8 ise siniflandirmanin gergek
olarak yapilacagini ifade eder.

Karar agacinin egitim 6rnegini ne kadar iyi siniflandirdigini bulmak igin, predict ve table
fonksiyonlarimin bir kombinasyonunu kullanilir.

Bunun i¢in kullanilacak R fonksiyonu;
kestirim_egitim<-predict(sonuc,newdata=banknote[egitim, ], type="sinif”’)

ile hesaplanir. Elde edilen kestirim sonuglar1 kestirim_egitim de saklanir.

Karar agacinin, egitim 6rnegini ne kadar iyi smiflandirdigr table fonksiyonu kullanilarak
asagida verilen R kodu yardimiyla bulunabilir:

table(banknote$durum/egitim], kestirim_egitim, dnn=c(*‘gézlenen sinif”, “gercek sinif”)

Cizelge 4.3. Isvigre 1000 Franklik banknotlar icin egitim verisi hata tablosu

GERCEK
z Gercek Para Sahte Para TOPLAM
= Gercek Para 77 0 77
5 Sahte Para 0 73 73
= TOPLAM 77 73 150

Cizelge 4.3 incelendiginde, karar agacinin tim Ornekleri dogru smiflandirdig:
goriilmektedir. Bu sonu¢ miikemmel bir sonugtur. Fakat suan egitim setinde ¢alisildiginin
unutulmamast gerekmektedir. Modeller genellikle egitim kiimesi verileri i¢in ¢ok 1iyi
cikabilir. Bu nedenle test kiimesi i¢in durum incelenmeden yorum yapilmasi yanilgiya

diisiirebilir.
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Bu nedenle, sonraki adim olarak, modelin test 6rnegi i¢in ne kadar iyi performans gosterdigi
arastirilir. Bu baglamda, daha once ana hatlar1 verilen adimlar test kiimesi i¢in tekrarlanir.
Bunun i¢in kullanilacak kod satiri,

kestirim<-predict(sonuc,newdata=banknote[-egitim,], type="sinif”’)

seklinde verilmektedir. Bu R kodunda yer alan —egitim test 6rnegini ifade etmektedir.
Karar agacinin test 6rnegini ne kadar iyi smiflandirdigini bulmak igin, predict ve table
fonksiyonlarinin bir kombinasyonunu kullanilir.

table(banknoteSdurum|[-egitim], kestirim, dnn=c(*“‘gozlenen sinif”, “gercek sinif”))

Cizelge 4.4. Isvigre 1000 Franklik banknotlar igin test verisi hata tablosu

GERCEK
Gergek Para Sahte Para TOPLAM
& Gerg¢ek Para 23 0 23
é Sahte Para 3 24 27
<
= TOPLAM 26 24 50

Cizelge 4.4 incelendiginde, karar agacinin 50 gozlem igeren test 6rneginden 3 tanesi harig,
geriye kalanlarin timiinii dogru olarak siniflandirdig goriilmektedir. Siniflandirma dogruluk
orani %94 olup, bu oran s6z konusu veri kiimesinin siniflandirilmasi i¢in oldukea iyi bir oran

olarak yorumlanabilir.

4.2. Naive Bayes Uygulamasi

Naive Bayes uygulamasi i¢in simiilasyon kullanilarak elde edilen veri kiimesi kullanilmistir.
Simiilasyon verileri, Normal dagilimdan iki degisken (6zellik), X; ve X, kullanilarak 100
gbzlem i¢in olusturulur. Bu islem i¢in kullanilan R komutlart:

degsay<-2

N<-100

x<-matrix(rnorm(n*degsay), ncol=degsay)

colnames(X)<-c(“X;”, "X,")

y<-as.numeric(x[,1]"2+x[,2]"2)>2.3)

seklinde verilir.

Bu adimlarda; 1. Satirda, degiskenlerin sayis1 belirtilir. 2. Satirda ise 6rnek biiyiikliigi 100
olarak ayarlanir. Degiskenleri isimlendirmek i¢in colnames fonskiyonu kullanilir. X matrisi
normal degerleri icerir ve bu matris rnorm fonksiyonu kullanilarak tiretilir.

R nesnesi y, 0 veya 1 biciminde siif etiketleri igerir. X nesnesi ise degiskenleri gosterir.
20



Sinif nesnesi niimeriktir. Bu yilizden onu bir faktor igine

y<-as.factor(y)

komutu ile dontstiriiriiz.

Daha sonra, degiskenleri ve sinif etiketlerini veri nesnesi i¢inde birlestiririz. as.data.frame
fonksiyonu bir matrisden bir veri g¢ergevesine doniistiirmek i¢in kullanilir. Bu doniisiim
Naive Bayes fonskiyon kullanimin1 biraz daha kolaylastirir. Bunun i¢in gerekli R komutlart:
data<-cbind(y,x)

data<-as.data.frame(data)

olarak verilir.

Sonraki adimda, sample fonksiyonu kullanarak yerine koymaksizin rasgele bir sekilde
egitim Ornegi i¢in 70 gbzlem segilir. Bu islem i¢in gerekli R komut satirt:
egitim<-sample(1:N,70,FALSE)

seklinde olmalidir.

Naive Bayes modeli, e1071 paketi kullanilarak veri tizerinden egitilebilir. Bu ilk yiiklenecek
pakettir. Daha sonra naiveBayes fonksiyonu ¢agirilir. Bunun i¢in asagidaki R komutu
satirlart yazilir.

library(e1071)

sonuc<-naiveBayes(x[egitim,],y[egitim])

Bu komutlar ile uydurulan model sonuc isimli R nesnesine yerlestirilmis olur.

predict fonksiyonu sinif tahminleri yapmak i¢in kullanilir. Uydurulan modelin egitim
kiimesindeki olasiliklarint gormek i¢in type="raw” degeri asagidaki gibi eklenir.
kestirim_olasiliklar<-predict(sonuc,datafegitim,-1], type="raw”)

Burada ilk birkag¢ sinif olasiliklari, head fonksiyonu kullanilarak:

head (kestirim_olastliklar)

komutu ile goriilebilir.

0 1

[1,] ] 0,586 0,413
[2,] 10,023 0,977
[3,] | 0,845 0,155
[4,] 10,106 0,894
[5,] | 0,023 0,977
[6,] | 0,491 0,509

Burada, ilk gozlem sinif 0 i¢in 0,58 ve sinif 1 i¢in 0,41°lik bir sonsal olasiliga sahiptir.
Kestirilen sinif etiketi 0’dir. Altinc1 gozlem, simif 0 i¢in 0,49 ve sinif 1 i¢in 0,51°lik bir
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olasiliga sahiptir. Burada sinif 1, kestirilen sinif etiketidir. Tahmin edilen sinif etiketlerini
gormek i¢in:

kestirim<-predict(sonuc,data [egitim,-1], type="sunif”)

komut satir1 kullanilir.

Egitim 6rnegini ne kadar iyi siniflandirdig: table fonksiyonu kullanilarak asagida verilen R
kodu yardimiyla bulunabilir:

y_egitim<-y[egitim]

table(y_tegitim,kestirim)

Buna gore; 0 etiketleri yiiksek dogruluk derecesi ile tahmin ediliyor. Smif 1 i¢in egitim

kiimesi daha az hassastir.

Cizelge 4.5. Simiilasyon verisi egitim hata tablosu

GERCEK
z 0 1 TOPLAM
= 0 38 1 39
5 1 2 29 31
= TOPLAM 40 30 70

Cizelge 4.5 incelendiginde, bu modelde Sinif 0 i¢in 38 gézlem dogru siniflandirilmistir. Sinif
1’de ise 30 gozlemin 29’u dogru siniflandirilmistir.

Egitim kiimesi i¢in, genel dogruluk orant %96 olarak bulunmustur. Sonraki adimda test
kiimesinin performansinin degerlendirilmesi kullanilacak komut satir1:
kestirim_test<-predict(sonuc, data [-egitim,-1], type="sinif”)

y_test<-y[-egitim]

table(y_test, kestirim_test)

olarak verilir.

Cizelge 4.6. Simiilasyon verisi test hata tablosu

GERCEK
0 1 TOPLAM

E 0 17 5 22

z 1 0 8 8

= TOPLAM 17 13 30
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Cizelge 4.6 incelendiginde model, sinif 0 igin tim gézlemleri dogru smiflandirmistir. Fakat
swif 1 i¢in 13 gézlemden 8 tanesini dogru siniflandirmistir. Test kiimesi {izerinden modelin
genel dogrulugu %383 ’tiir. Egitim 6rnegi ile verilen performanstan biraz diisiik bir oran elde
edilmistir. NBC, sarth bagimsizlig1 varsaydigi i¢in siklikla elestirilmektedir. Bu varsayim
gercek diinya verileri tarafindan genellikle ihlal edilmektedir. Uygulamada, bu varsayim i¢in
acik ihlal durumlarinda bile sonug¢ iyi olabilir. NBC, ampirik verilerden elde edilen
olasiliklar1 tahmin ettiginden, olasiliklar1 dogru olarak tahmin etmek i¢in yeterli gozlem
olmadigr durumlarda bazen zorluklarla karsilasabilir. Bu zorluklar daha fazla gozlem

toplayarak veya ampirik tahminlerin yerine ancak onceki bilgiler kullanilarak giderilebilir.

4.3. Rasgele Ormanlar Uygulamasi

Rasgele Ormanlar siniflandirma yonteminin uygulamasi i¢in R programinda mclust
paketindeki thyroid veri kiimesi kullanilmistir. Bu veri kiimesi, 215 hastaya verilen 5
laboratuvar testinden olusmaktadir. Testler bir hastanin tiroid fonksiyonunun dogru bir
sekilde siniflandirilip siniflandirilmayacagini tahmin etmek i¢in kullanildi. Cizelge 4.7 smif

degiskeni ve 6zellikleri detayli olarak aciklamaktadir.

Cizelge 4.7. Tiroid veri kiimesi degiskenleri ve tipleri

Degiskenler Aciklama Tip
Teshis Hypo, Normal ve Hyper Sinif
TR3U T3 Regine alim testi Ozellik
T4 Toplam Serum Tiroksin Ozellik
T3 Toplam Serum Triiodothyronine Ozellik
TSH Bazal Tiroid Uyarict Hormon Ozellik
DTSH Tiroid Ozelliginin Maksimum Mutlak Farki Ozellik

sample fonksiyonu yardimiyla, egitim seti ig¢in yerine koymaksizin rasgele olarak 150
gozlemi secilir ve geriye kalan gdzlemlerin test seti olarak kullanilmasi planlanir. Bu amag
i¢in kullanilacak kod satiri,

N=nrow(thyroid)

egitim<-sample(1:N, 150, FALSE)

seklinde verilmistir.
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Model olusturmak i¢in randomforest paketi kullanilir. Rasgele Orman modelini olugturmada
iki temel segenek vardir. Bunlardan birincisi agaclarin sayist olup, ikincisi ise rasgele bir
sekilde segilecek oOzelliklerin sayisidir. Bu baglamda, 800 agaca sahip bir orman
olusturulsun. Bu islem i¢in kullanilacak R komut satirlar1 asagida verilmistir.
library(randomforest)

num.trees=800

sonuc<-randomforest(teshis~.,data=thyroid[egitim,], ntree=num.trees, mytry=4)
Ormandaki her bir agac i¢in, 6zelliklerin rasgele segilen bir alt kiimesi, her bir diigiimi
ayirmak icin kullanilir. Bu mytry parametresi tarafindan kontrol edilir. Yukaridaki kodda bes

ozelligin (degisken) dordii mytry=4 seklinde rasgele se¢ilmistir.

Cizelge 4.8. Tiroid veri kiimesi egitim hata tablosu

GERCEK
Hypo Normal Hyper TOPLAM
Z Hypo 20 1 0 21
é Normal 1 109 0 110
ﬁ Hyper 0 1 18 19
TOPLAM 21 111 18 150

Model ile ilgili ayrintilar, print komutu kullanilarak gorintiilenebilir. Ciktinin ilk kismi agag
sayisini (800) ve her ayirmada kullanilan rasgele bir sekilde segilen ozelliklerin sayisini
gosterir. Cizelge 4.8 incelendiginde bu model % 2 civarinda bir genel hataya sahiptir.
Siniflara gore dogruluk oranlarinda 6nemli farkliliklar vardir. Hypo i¢in hata oram %1.3,
normal i¢in hata oran1 %1.8 ve Hyper i¢in hata oran1 %21 bulunmugtur. Egitim kiimesi i¢in,
genel dogruluk orani %98 olarak bulunmustur.

Modelin test veri kiimesinde nasil g¢alistigini degerlendirmek igin test veri kiimesi
kullanilarak 6nceki adimlar tekrarlanir. Bunun igin asagidaki R komutlar1 kullanilir:
sonuc_test<-randomforest(teshis~.,data=thyroid[-egitim,] ,ntree=num.trees, mytry=4)

print(sonuc_test)

Cizelge 4.9. Tiroid veri kiimesi i¢in test hata tablosu

GERCEK
Hypo Normal Hyper TOPLAM
& Hypo 7 2 0 9
2 Normal 0 40 0 40
ﬁ Hyper 0 2 14 16
TOPLAM 7 44 14 65
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Cizelge 4.9 incelendiginde, rasgele ormanlar yonteminin 65 gézlem igeren test drneginden
4 tanesi hari¢, geriye kalanlarin tiimiinii dogru olarak simiflandirdiglr goriilmektedir.
Siniflandirma dogruluk orani %93 olup, bu oran s6z konusu veri kiimesinin siniflandirilmasi

icin oldukga iyi bir oran olarak yorumlanabilir.

4.4. K-En Yakin Komsu (KNN) Yoéntemi Uygulamasi

K-en yakin komsu siniflandirma yonteminin uygulamasi igin R programinda rebmix
paketindeki wine veri kiimesi kullanilmistir. Bu veri kiimesi Italya’da ayni1 bdlgede bulunan
tic farkli tip liziimiin kimyasal analizlerinden tiiretilen 13 6zellik igermektedir. Cizelge 4.10

siif degiskeni ve ozellikleri detayl1 olarak agiklamaktadir.

Cizelge 4.10. Wine veri kiimesi degiskenleri ve tipleri

Degiskenler Ag¢iklama Tip

Alcohol Stirekli Ozellik
Malic.Acid Stirekli Ozellik
Ash Stirekli Ozellik
Alcalinity.of.Ash Siirekli Ozellik
Magnesium Stirekli Ozellik
Total.Phenols. Siirekli Ozellik
Flavanoids Siirekli Ozellik
NonFlavanoid.Phenols Siirekli Ozellik
Proanthocyanins Siirekli Ozellik
Color.Intensity Siirekli Ozellik
Hue Stirekli Ozellik
0D280.0D315.0f.Diluted.Wines Siirekli Ozellik
Proline Tam Say1 Ozellik
Cultivar 1,2 veya3 Simif

KNN’nin performansi uzaklik 6l¢iisiine ciddi bir sekilde baghdir. Bu nedenle genel ve
yaklasik olarak ayni aralikta olsunlar diye 6zellikler dl¢eklendirilir ya da normallestirilir.
Eger bu yapilmazsa daha biiyiik araliklara sahip Ozellikler daha Onemli olarak
degerlendirilecektir.

Normallestirilmis veri kiimesi R’da;

veri <-wine[,1:13]

veri <-scale(veri)
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komutlari ile elde edilir.

Yerine koyma olmaksizin rasgele bir 6rnek, sample fonksiyonu ile belirlenir. Bu nedenle
replace 6zelligi FALSE olarak ayarlanir. Egitim 6rnegi igin yerine koymaksizin 89 gézlem
asagidaki verilen R komut satirlar1 kullanilarak se¢ilir

N=nrow(veri)

egitim<-sample(1:N, 89, replace=FALSE)

Burada veri kiimesi, 6rnekteki toplam gbzlem sayisi olan 178 veriden egitim i¢in rasgele
secilen 89 gozlemi igerir.

R’da bir KNN modeli tahmin etmek igin ¢ok sayida se¢enck vardir. knnGarden paketinden
knnVCN fonksiyonu uzaklik olgiitlerini kullanmaya olanak saglar. Burada ¢oziilmesi
gereken en yakin iki komsuyu kullanacak bir KNN modelinin nasil bulunabilecegidir. Bunun
icin agagida verilen R komut satirlar1 kullanir.

require ( knnGarden )

sonuc <- knnVCN ( veri [train ,],wine$Cultivar [ egirim ],veri [-egitim ,] K = 2,

method ="' canberra ")

knnVCN’nin ilk argiimani egitim kiimesi 6zelliklerini alir. Bunu sinif degiskeni takip eder.
K parametresi analizde kullanilan komsularin sayisini ifade eder. Burada K=2 olarak
ayarlanmistir. Uzaklik olgiisii igin ise burada canberra uzakligi kullanilmistir. Test veri
kiimesi i¢in tahmin edilen degerler sonuc$TstxIBelong da saklanir.

Performansi degerlendirmek i¢in bir hata matrisi,
table(sonuc$TstxIBelong,wine$cultivar[-egitim])

R komutu ile elde edilir.

Cizelge 4.11. Wine veri kiimesi i¢in test hata tablosu

GERCEK
1 2 3 TOPLAM
Z 1 30 2 0 32
§ 2 1 30 0 31
< 3 0 1 25 26
TOPLAM 31 33 25 89

Cizelge 4.11 incelendiginde, rasgele ormanlar yonteminin 89 gozlem igeren test 6rneginden
4 tanesi harig, geriye kalanlarin timiinii dogru olarak smiflandirdigi goriilmektedir.

Siniflandirma dogruluk orant %955 olup, bu oran s6z konusu veri kiimesinin
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smiflandirilmasi i¢in oldukga iyi bir oran olarak yorumlanabilir. Bu hata matrisi bize KNN
algoritmasimin gézlemlerin ¢gogunu dogru bir sekilde siniflandirdigint gostermektedir.

4.5. Makine Ogrenmesi Simflandirma Algoritmalarmin KNIME Programu ile
Performans Karsilastirmasi

Bu boéliimde kullanilacak veri kiimesi UCI makine 6grenme havuzundan elde edilen
Bankacilik Pazarlama verisidir. Veriler, bir Portekiz bankacilik kurumunun dogrudan
pazarlama kampanyalar1 ile ilgilidir. Bu veri kiimesi lizerinden son zamanlarda yildiz1
parlayan KNIME programi1 yardimiyla 6nceki boliimlerde ayrintili olarak incelenen makine
ogrenmesi smiflandirma algoritmalarindan Karar Agaci, Naive Bayes, Rastgele Orman ve
K-En yakin komsu yontemlerinin performanslari kargilastirilmistir. Siniflandirma hedefi ise,
miisterinin bir vadeli mevduat (Evet / Hayir) kabul edip etmeyecegini tahmin etmektir.

Bankacilik veri kiimesi KNIME programi kullanilarak analiz edilmis dort makine 6grenmesi
smiflandirma algoritmasinin performans 6lgiitleri Cizelge 4.12 de sunulmustur. KNIME is

akis semasi Sekil 4.1 de verilmistir.

Cizelge 4.12. Bankacilik Pazarlama Verisi i¢in Performans Olgiitleri

KARAR AGACI | NAIVE BAYES | RASGELE K-EN YAKIN
_ ORMANLAR | KOMSULUK
DOGRULUK ORANI | 0,885 0,846 0,906 0,883
DUYARLILIK 0,501 0,403 0,681 0,319
ORANI
BELIRLEYICILIK 0,930 0,946 0,922 0,923
ORANI

Cizelge 4.12 incelendiginde, Dogruluk oranmna gore en 1yi smiflandirmayr Rastgele
Ormanlar algoritmas1 yapmis olup, diger {i¢ siniflandirma algoritmasinin performanslari
birbirlerine yakin olarak bulunmustur. Duyarlilik oranina gore ise, en iyi siniflandirmay1
yine Rastgele Ormanlar algoritmasi yapmis olup, Karar Agaci sonra gelen siniflandirma
algoritmasi olmustur. Belirleyicilik oran1 agisindan Naive Bayes siiflandirma algoritmast
en 1yi performansi gosteren siniflandirma algoritmasi olmaktadir. Tiim performans 6lgiitleri
acisindan incelendiginde, en iyi siniflandirma bagarisin1 Rastgele Ormanlar algoritmasinin

gosterdigi tespit edilmistir.
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5. SONUC

Teknolojik gelismeler veri boyutunun ¢ok daha fazla artmasina sebep olmustur. Lohr
(2012)’a gore veri biiylimesinin her yil bir 6nceki yilin %50 si kadar arttigi tahmin
edilmektedir. Artan teknolojik gelismelerden dolayr ¢ok biiyiikk miktarda veri elde
edilmesine karsin boyle devasa ¢oklukta verinin islenmesi, saklanmasi ve hizli bir sekilde
kaydedilmesi siireci oldukc¢a zahmetlidir. Boyutsalliktaki biiyiik artistan dolayi, verideki
karmagiklik ve heterojenlik aragtirmacilarin, verinin Olgiilebilirligi, Kkalitesi ve
gorsellestirilebilmesi gibi yeni zorluklarla yiizyiize gelmesine neden olmaktadir. Bu nedenle,
klasik istatistiksel yOntemlerin yetersiz kaldigt ve varsayimlarinin saglanamadigi
durumlarda alternatif yaklasimlara ihtiya¢ duyulmaktadir. Bu baglamda, istatistigin,
bilgisayar bilimi ve matematigin biitiinlesik bir sekilde siiregte yer almasi gerekmektedir.
Kategorik olarak diisiindiigiimiizde bu siire¢ makina Ogrenme, istatistiksel c¢ikarim,

optimizasyon, ag analizi ve gorsellestirme konular1 tizerine yogunlasir.

Bu tez calismasinda, makine 6grenmesi siniflandirma algoritmalarindan Karar Agact, Naive
Bayes, Rastgele Orman ve K-en yakin komsu yontemleri R programinda yazilan kodlar
yardimiyla farkli veri tiplerine uygulanmasi ile daha anlasilir ve acik bir sekilde sunulmasi
amaglanmistir. Ayrica gergek bir veri kiimesi tizerinden, son donemlerde makine 6grenmesi
yontemleri i¢in son kullanici dostu yeniliklerle 6n plana ¢ikan KNIME programi yardimiyla
yukarida bahsedilen dort makine 6grenme siniflandirma algoritmasinin bir performans
karsilagtirmas1 yapilmistir. Calismanin uygulama béliimiinde, ilk dort uygulamada, farklh
veri kiimeleri i¢in Karar Agaci, Naive Bayes, Rastgele Orman ve K-en yakin komsu
yontemlerinin her birini R programinin uygulama analiz adimlar1 ayrintili bir sekilde ele
alinmistir. Besinci uygulamada ise teorik alt yapisi 6nceki boliimlerde verilen siniflandirma
algoritmalarmin gercek bir veri kiimesi {izerinden performans karsilastirmalart KNIME
programi kullanilarak yapilmistir. Tiim performans 6lgiitleri agisindan incelendiginde, en iyi

siniflandirma basarisin1 Rastgele Ormanlar algoritmasinin gosterdigi tespit edilmistir.

Sonraki c¢alismalarda, veri kiimesinde aykir1 gézlemlerin olmast durumunda siniflandirma
yontemlerinin performanslarinin karsilastirilmasi ve dayanikli istatistik dl¢iileri kullanilarak
yontemlerde yapilacak bir takim modifikasyonlarin genel basar1 iizerindeki etkileri

incelenebilir.
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