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MAKINE OGRENMESI TABANLI iC ORTAM SICAKLIK KONTROLU
ICIN BIR SIMULATOR YAZILIMI TASARIMI

OZET

Giliniimiizde binalarin enerji tiiketiminde 6nemli bir paya sahip olan Isitma, Sogutma
ve Havalandirma (HVAC) sistemlerinin optimizasyonu, enerji verimliligi ve kullanici
konforunu artirmak ig¢in kritik 6neme sahiptir. Bu c¢alismada, i¢ ortam sicaklik
kontroliiniin optimizasyonu amactyla makine 6grenimi tabanli bir kontrol algoritmasi
olan Q-learning'in performansi, geleneksel Acik-Kapali ve PID kontrol yontemleriyle
karsilastirmali olarak incelenmistir.

Bu amag¢ dogrultusunda, dis hava sicakligi, giines radyasyonu, i¢ 1s1 kazanimlar1 ve
bina yapisinin termal 6zellikleri gibi ¢esitli faktorleri dikkate alan bir simiilator
yazilimi Python programlama dili kullanilarak gelistirilmistir. Simiilatérde, odanin
termal dinamigi tek bolgeli bir model olarak kabul edilmis ve 0.1 saniyelik zaman
adimlartyla 60 dakika ve 24 saatlik simiilasyonlar gerceklestirilmistir. Farkli
senaryolar altinda, baslangi¢ oda sicakligi, termostat hassasiyeti, 1s1 kayip orani ve Q-
learning egitim bolimleri gibi parametreler degistirilerek ti¢ kontrol algoritmasinin
performansi degerlendirilmistir. Performans karsilastirmalari, enerji tiikketimi (dolayl
olarak asim ve alt ge¢is siireleriyle degerlendirilmistir), konfor seviyesi (asim ve alt
gecis) ve i¢ ortam hava kalitesi gibi metrikler {izerinden gergeklestirilmistir.

Simiilasyon sonuglari, Q-learning algoritmasinin, Ozellikle wuzun siireli
simiilasyonlarda (24 saat) ve degisken kosullar altinda (1s1 kaybi oraninin yiiksek
oldugu durumlar), geleneksel yontemlere gore daha iyi performans gosterdigini ortaya
koymustur. Q-learning, daha diisiik asim ve alt gecis degerlerine sahip olarak daha iyi
bir konfor seviyesi ve daha diisiik enerji tliketimi saglamistir. Bu bulgular, Q-
learning'in i¢ ortam sicaklik kontrol sistemlerinin optimizasyonunda kullanilmasinin,
enerji verimliligini artirma ve kullanict konforunu iyilestirme potansiyelini
dogrulamaktadir.

Tez ¢aligmasinin 6zgiin katkilari arasinda, i¢ ortam sicaklik kontrolii i¢in Q-learning
algoritmasinin egitimi ve optimizasyonu, farkli senaryolarda i¢ ortam sicaklik
kontroliinii simiile edebilen bir yazilimin gelistirilmesi, Q-learning, A¢ik-Kapali ve
PID kontrol yontemlerinin performanslarinin karsilagtiriimasi ve kullanilan Q-learning
algoritmasimin ve simiilatdr yaziliminin agik kaynak kodlu olarak sunulmasi yer
almaktadir.

Elde edilen sonuclar, Q-learning gibi makine &grenimi tabanli kontrol
algoritmalarinin, HVAC sistemlerinin optimizasyonunda kullanilmasinin, enerji
verimliligini artirma ve kullanici konforunu iyilestirme potansiyelini géstermistir. Bu
calisma, gelecekteki akilli bina kontrol sistemlerinin gelistirilmesine ve daha
stirdiiriilebilir bir yap1 stokunun olusturulmasina katki saglayabilir.
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DESIGN OF A SIMULATOR SOFTWARE FOR MACHINE LEARNING-
BASED INDOOR TEMPERATURE CONTROL

SUMMARY

In the face of escalating global energy demands and the imperative for sustainable
practices, the optimization of Heating, Ventilation, and Air Conditioning (HVAC)
systems in buildings has emerged as a critical area of research. HVAC systems, while
indispensable for maintaining suitable indoor environments, account for a substantial
proportion of a building's energy consumption. The limitations of traditional control
methods, often reliant on fixed setpoints and schedules, in adapting to dynamic
environmental conditions and occupant preferences, have fueled the exploration of
intelligent and adaptive control strategies. The integration of machine learning
algorithms, particularly reinforcement learning, into HVAC control systems presents
a promising avenue to address these challenges, paving the way for enhanced energy
efficiency and personalized comfort experiences.

This thesis delves into the efficacy of Q-learning, a model-free reinforcement learning
algorithm, in optimizing indoor temperature control systems. The central objective is
to conduct a comparative analysis of Q-learning's performance against conventional
control methods, namely On-off and Proportional-Integral-Derivative (PID) control.
To facilitate this investigation, a simulator software has been meticulously developed
in Python. This simulator incorporates a simplified room model that accounts for
various factors influencing indoor temperatures, including external weather
conditions, solar radiation, internal heat gains, and heat loss through the building
envelope. The simulator's capabilities extend to simulating indoor temperature control
under diverse scenarios, enabling a comprehensive evaluation of the impact of
different control strategies on energy consumption, comfort levels (overshoot and
undershoot), and indoor air quality. The simulator leverages the Streamlit library to
provide a user-friendly interface, allowing for interactive visualization and exploration
of simulation results. The simulator's design emphasizes flexibility, allowing users to
manipulate various parameters such as initial room temperature, thermostat setpoint,
heater power, heat loss rate, simulation duration, thermostat sensitivity, Q-learning
training episodes, learning rate, discount factor, exploration rate, and PID parameters.
This flexibility enables a thorough investigation of the control algorithms' performance
under a wide range of operating conditions and scenarios.

The simulation results unequivocally demonstrate the superior performance of Q-
learning, particularly in extended simulations and under dynamic conditions. Let's
consider the scenario of a 1440-minute simulation with varying external temperatures
and heat loss. In this scenario, Q-learning showcased its adaptive prowess by achieving
a remarkably low total area of 13.41 °C-minutes, signifying minimal overshoot and
undershoot, which directly translates to improved occupant comfort and reduced
energy wastage. In stark contrast, the On-off control exhibited a total area of 368.00
°C-minutes, highlighting its susceptibility to temperature fluctuations and energy
wastage due to its inherent binary control mechanism. The PID control, while
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performing better than On-off, still lagged behind Q-learning with a total area of 12.68
°C-minutes, indicating its limitations in handling complex and dynamic environments.
This compelling evidence underscores Q-learning's ability to learn and adapt to the
environment, leading to superior temperature regulation, enhanced occupant comfort,
and reduced energy consumption.

Furthermore, the Q-learning algorithm's performance was robust across different
scenarios, showcasing its adaptability to varying initial room temperatures, thermostat
sensitivities, and heat loss rates. The algorithm's ability to learn optimal control
policies through trial and error, guided by a carefully designed reward function,
enabled it to consistently outperform traditional methods. This adaptability is
particularly crucial in real-world building environments where conditions are
constantly changing due to factors such as occupancy, weather, and building usage
patterns. The simulator software played a pivotal role in facilitating this comparative
analysis, allowing for the systematic evaluation of the control algorithms under a wide
range of conditions.

The contributions of this thesis are multifaceted. Firstly, it offers a comprehensive
implementation and optimization of the Q-learning algorithm tailored for indoor
temperature control, encompassing meticulous design and tuning of critical
components such as state space, action space, reward function, and hyperparameters.
Secondly, it presents a user-friendly simulator software, developed in Python and
leveraging the Streamlit library, capable of simulating indoor temperature control
under diverse scenarios. This simulator empowers researchers and engineers to
evaluate the impact of different control strategies on energy consumption, comfort
levels, and indoor air quality, facilitating the development and refinement of
innovative control algorithms. The interactive nature of the simulator, enabled by
Streamlit, promotes accessibility and encourages exploration of the complex dynamics
of indoor temperature control systems. Thirdly, the thesis provides a rigorous
comparative analysis of Q-learning, On-off, and PID control methods, elucidating the
strengths and weaknesses of each approach under various scenarios, such as varying
initial room temperatures, thermostat sensitivities, and heat loss rates. This analysis
offers valuable insights into the performance trade-offs associated with different
control strategies and guides the selection of the most suitable algorithm for specific
building environments and operational requirements. Finally, the open-source nature
of the Q-learning algorithm and simulator software fosters reproducibility and
encourages further research and development in this field, promoting collaboration and
knowledge sharing within the research community.

Literature Review

The literature review presented in this thesis provides a comprehensive overview of
the current state-of-the-art in the field of indoor temperature control, energy efficiency,
and machine learning. It highlights the growing interest in leveraging machine learning
techniques to optimize HVAC systems and achieve a balance between energy
efficiency and occupant comfort. The review explores the potential of various machine
learning models, including deep reinforcement learning and artificial neural networks,
in predicting indoor temperatures and optimizing HVAC control strategies. It also
underscores the importance of simulation software in evaluating the performance of
these models and control algorithms under different scenarios. Additionally, the
literature review emphasizes the significance of personalized thermal comfort and its
potential to further enhance energy efficiency and occupant satisfaction.

XXIV



Findings of this Study

The findings of this study illuminate the potential of machine learning-based control
algorithms, notably Q-learning, in revolutionizing HVAC systems for improved
energy efficiency and occupant comfort. The developed simulator, with its user-
friendly interface and ability to simulate diverse scenarios, serves as a valuable tool
for researchers and engineers to explore and evaluate innovative control strategies. The
comparative analysis provides compelling evidence of Q-learning's superiority over
traditional methods, particularly in dynamic and long-duration scenarios.

Future Research Directions

Future research can further explore the potential of Q-learning and other advanced
machine learning models in real-world building environments, paving the way for a
new generation of intelligent and energy-efficient HVAC control systems. Further
exploration of personalized thermal comfort models and the integration of Q-learning
with other building control systems are also promising avenues for future research.
The insights gained from this thesis can contribute to the development of more
sustainable and comfortable buildings, aligning with the global goals of energy
conservation and environmental protection.
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1. GIRIS

1.1. Isitma, Sogutma ve Havalandirma (HVAC) Sistemleri ve Enerji Verimliligi

Ic ortam konforu, insanlarin binalarda saglikli, iiretken ve keyifli bir sekilde
yasamalart ve caligmalarini siirdiirebilmeleri igin kritik bir 6neme sahiptir. Bu
konforun saglanmasinda en 6nemli faktorlerden biri, i¢ ortam sicakliginin uygun
seviyelerde tutulmasidir. Isitma, Sogutma ve Havalandirma (HVAC) sistemleri,
binalardaki i¢ ortam sicakligini, nemini ve hava kalitesini kontrol etmek i¢in kullanilan
karmagik mekanizmalardir. Ancak, bu sistemler ayn1 zamanda binalardaki en biiyiik
enerji tiiketicilerinden biridir ve kiiresel enerji tliketiminin yaklasgik %40'm
olusturmaktadir [1]. Bu nedenle, HVAC sistemlerinin optimizasyonu, enerji
verimliligini artirmak, isletme maliyetlerini diisiirmek ve ¢evresel etkileri azaltmak

icin biiyiik 6nem tagimaktadir.

Enerji verimliligi, HVAC sistemlerinin tasarimindan isletimine kadar her asamada
dikkate alinmas1 gereken bir onceliktir. Geleneksel HVAC sistemleri, genellikle sabit
ayar noktalarina ve zaman c¢izelgelerine dayali olarak calisir. Bu yaklasim, i¢ ve dis
ortam kosullarindaki degisimlere hizli bir sekilde uyum saglayamama, gereksiz enerji
tilketimi ve kullanic1 konforunda azalma gibi sorunlara yol agabilir. Bu nedenle,
HVAC sistemlerinin optimizasyonu i¢in daha akilli ve uyarlanabilir kontrol

stratejilerine ihtiyag duyulmaktadir.

1.2. Makine Ogrenmesinin I¢ Ortam Sicakhik Kontroliindeki Potansiyeli

Son yillarda, makine 6grenimi teknikleri, HVAC sistemlerinin kontroliinii optimize
etmek icin umut verici bir ¢6ziim olarak ortaya ¢ikmigtir. Makine 6grenimi, bilgisayar
sistemlerinin acik¢a programlanmadan veri analizi yoluyla 6grenmelerini saglayan bir
yapay zeka dalidir. Bu teknikler, biiyilk miktarda veriyi analiz ederek i¢ ortam
sicakliklarmi etkileyen faktorler arasindaki karmagik iligkileri Ogrenebilir ve
gelecekteki sicakliklar tahmin edebilir. Bu tahminler, HVAC sistemlerinin kontroliinii
optimize etmek, enerji tiiketimini azaltmak ve kullanici konforunu artirmak igin

kullanilabilir.



Makine 6grenimi tabanli kontrol algoritmalari, geleneksel yontemlere gore bir dizi
avantaja sahiptir. Oncelikle, bu algoritmalar, i¢ ve dis ortam kosullarindaki
degisimlere hizli bir sekilde uyum saglayabilir ve HVAC sistemlerinin ¢alisma
parametrelerini buna gore ayarlayabilir. Bu, enerji tasarrufu saglar ve kullanici
konforunu artirir. Ikinci olarak, makine &grenimi algoritmalari, bina sakinlerinin
tercihlerini ve davraniglarini  6grenebilir ve i¢c ortam sicaklik kontroliinii
kisisellestirebilir. Bu, kullanici memnuniyetini artirir ve enerji israfin1 onler. Son
olarak, makine 6grenimi tabanli kontrol algoritmalari, HVAC sistemlerinin ariza
tespiti ve Onleyici bakim gibi konularda da kullanilabilir. Bu, sistemlerin daha

giivenilir ve verimli bir sekilde ¢aligmasini saglar.

1.3. Literatiir Taramasi

I¢ ortam sicaklik kontrolii, enerji verimliligi ve kullanic1 konforu arasindaki hassas
dengeyi saglamak, modern bina yonetim sistemlerinin (BMS) temel hedeflerinden
biridir. Bu hedefe ulasmak i¢in geleneksel yontemlerin yani sira, son yillarda makine
Ogrenimi tabanli kontrol algoritmalar1 da biiyiik ilgi gérmektedir. Bu bdliimde, i¢
ortam sicaklik kontrolii, enerji verimliligi, makine 6grenimi ve pekistirmeli 6grenme
alanlarindaki literatiir detayli bir sekilde incelenecek ve bu caligmalarin tez

kapsamindaki konuma katkilar1 degerlendirilecektir.

1.3.1 HVAC sistemleri ve enerji verimliligi

HVAC (Isitma, Sogutma ve Havalandirma) sistemleri, binalardaki enerji tiiketiminin
O6nemli bir boliimiinii olusturur. Bu nedenle, enerji verimliligi, HVAC sistemlerinin
tasarimindan isletimine kadar her asamada dikkate alinmasi gereken kritik bir
faktordiir. Geleneksel HVAC kontrol yontemleri, genellikle bina sakinlerinin
konforunu saglamak icin 6nceden belirlenmis kurallar veya zamanlamalar kullanir.
Ancak, bu yontemler degisken dis hava kosullarina, bina doluluk oranlarina ve i¢ 1s1
kazanimlarina yeterince uyum saglayamayabilir, bu da enerji israfina ve

konforsuzluga yol acabilir [3].

1.3.2 Ogrenimi tabanh kontrol makine algoritmalari
Makine Ogrenimi, bilgisayar sistemlerinin agik¢a programlanmadan veri analizi
yoluyla Ogrenmelerini saglayan bir yapay zeka dalidir. Bu teknikler, i¢ ortam

sicakliklarini etkileyen faktorler arasindaki karmagsik iliskileri modelleyebilir ve



gelecekteki sicakliklart tahmin etmek i¢in kullanilabilir. Bu tahminler, HVAC
sistemlerinin kontroliinii optimize etmek, enerji tiiketimini azaltmak ve kullanici

konforunu artirmak i¢in kullanilabilir [1, 4].

Literatiirde, makine 6grenimi tabanli kontrol algoritmalarinin HVAC sistemlerinin
performansin1 artirma potansiyelini gosteren ¢esitli calismalar bulunmaktadir.
Omegin, Wang ve digerleri (2022), makine 6grenimi tabanli tahmin modellerinin
HVAC sistemlerinin kontroliinde kullanilmasinin enerji tasarrufu ve konfor
optimizasyonu acisindan onemli faydalar saglayabilecegini gostermistir [1]. Benzer
sekilde, Shin ve digerleri (2024), hava durumu tahmin verilerini kullanan derin
pekistirmeli 6grenme algoritmalarinin HVAC sistem kontroliinde enerji tasarrufu

potansiyelini ortaya koymustur [6].

1.3.3 Geleneksel Kontrol Yontemleri

Geleneksel kontrol yontemleri, HVAC sistemlerinin kontroliinde yaygin olarak
kullanilan yaklagimlardir. Bu yontemler arasinda Agik-Kapali kontrol, Oransal
Integral Tiirev (PID) kontrol gibi basit geri besleme kontrol mekanizmalar1 bulunur.
Acik-Kapali kontrol, sicaklik belirli bir esik degerinin altina diistiiglinde 1sitma
sistemini acar ve belirli bir esik degerinin iizerine ¢iktiginda kapatir. PID kontrol ise,
hata sinyalinin oransal, integral ve tlirev bilesenlerini kullanarak daha hassas bir

kontrol saglar [11].

Geleneksel kontrol yontemleri, basitlikleri ve kolay uygulanabilirlikleri nedeniyle
yaygin olarak kullanilmaktadir. Ancak, bu yontemler degisken kosullara uyum

saglamakta zorlanabilir ve enerji verimliligi agisindan optimal sonuglar vermeyebilir.

1.3.4 Pekistirmeli Ogrenme (Reinforcement Learning)

Pekistirmeli 6grenme, bir ajanin bir ortamla etkilesim kurarak deneme yanilma yoluyla
O0grenmesini saglayan bir makine 6grenimi yontemidir. Bu yontemde, ajan, belirli bir
durumda yaptig1 eylemler sonucunda aldig1 ddiiller ve cezalar aracilifiyla 6grenir ve
zamanla en yiiksek odiilii elde etmek i¢in en iyi eylem stratejisini (politika)

gelistirmeye calisir.

Pekistirmeli 6grenme, HVAC sistemlerinin kontroliinde de kullanilmaktadir. Ornegin,
Wang ve digerleri (2024), derin pekistirmeli 6grenme kullanarak ¢ok bolgeli agik

ofislerde HVAC kontroliinli optimize etmis ve enerji tiiketiminde %37'ye varan



tasarruf saglamistir [7]. Bu tiir c¢aligmalar, pekistirmeli 6grenmenin HVAC

sistemlerinin performansini artirma potansiyelini gdstermektedir.

1.3.5 Simiilasyon Yazihimlari

Simiilasyon yazilimlari, HVAC sistemlerinin davranisint modellemek ve farkli kontrol
stratejilerinin etkilerini degerlendirmek i¢in énemli araglardir. Bu yazilimlar, gercek
diinya verileri {lizerinde egitim almadan 6nce makine 6grenimi modellerinin test
edilmesine olanak tanir ve boylece modellerin performansinin degerlendirilmesi ve
iyilestirilmesini saglar [5]. Ayrica, farkli kontrol stratejilerinin etkilerini

degerlendirmek ve optimal stratejileri belirlemek i¢in de kullanilabilirler.

1.3.6 Kisisellestirilmis Termal Konfor

Kisisellestirilmig termal konfor, bireylerin termal ortamlarla ilgili kisisel tercihlerini
ve ihtiyaglarini dikkate alarak i¢ ortam kosullarinin optimize edilmesini ifade eder.
Geleneksel HVAC sistemleri, genellikle tiim bina veya bolge i¢in tek bir ayar noktasi
kullanarak ortalama bir konfor seviyesi saglamaya ¢alisir. Ancak, bireyler arasindaki
metabolik hiz, giyim, aktivite seviyesi ve termal algidaki farkliliklar nedeniyle, bu
yaklasim herkes i¢in ideal konfor kosullarin1 saglamayabilir. Kisisellestirilmis termal
konfor, bireylerin kendi termal tercihlerini belirlemelerine ve kontrol etmelerine
olanak taniyarak hem enerji verimliligini artirir hem de kullanici memnuniyetini

yukseltir.

Bu alanda yapilan ¢alismalar, kisisellestirilmis termal konforun saglanmasinda farkl
yontemler ve teknolojiler kullanildigini gdstermektedir. Ornegin, giyilebilir sensorler
ve akilli telefon uygulamalari, bireylerin termal algilarini ve tercihlerini gercek
zamanli olarak izleyebilir ve bu bilgilert HVAC sistemlerine iletebilir. Ayrica, makine
O0grenimi algoritmalari, bireylerin termal tercihlerini ve davraniglarini 6grenerek

kisisellestirilmis kontrol stratejileri gelistirebilir.

Ancak, kisisellestirilmis termal konforun saglanmasi bazi zorluklar1 da beraberinde
getirmektedir. Bireylerin termal tercihlerinin siirekli olarak degisebilmesi, kontrol
sistemlerinin bu degisimlere hizli ve dogru bir sekilde uyum saglamasini gerektirir.
Ayrica, ¢ok sayida kullanicinin bulundugu binalarda, kisisellestirilmis konforun
saglanmasi karmasik bir optimizasyon problemi haline gelebilir. Bu nedenle, bu
alanda yapilacak gelecek caligmalarin, bu zorluklarin iistesinden gelebilecek yeni

yontemler ve teknolojiler gelistirmesi beklenmektedir.



1.4. Tezin Amaci

Bu tez calismasinin temel amaci, i¢ ortam sicaklik kontrol sistemlerinin
optimizasyonunda makine dgrenimi tabanli bir kontrol algoritmasi olan Q-learning'in
etkinligini aragtirmaktir. Bu amag¢ dogrultusunda, i¢ ortam sicakliklarini etkileyen
cesitli faktorleri (dis hava sicakligi, glines radyasyonu, nem, bina o6zellikleri vb.)
dikkate alan bir simiilator yazilimi gelistirilecektir. Gelistirilen bu simiilator tizerinde
Q-learning algoritmasi, geleneksel Acik-Kapali ve PID kontrol yontemleriyle

karsilastirilarak performansi degerlendirilecektir.

1.5. Tezin Kapsam
Bu tez ¢alismasi, asagidaki konular1 kapsaminda ele alacaktir:

¢ ortam sicaklik kontrol sistemlerinden elde edilen verilerin toplanmasi,

temizlenmesi ve analiz i¢in hazirlanmasi

e Veri setindeki o6zelliklerden yeni Ozellikler tiiretilmesi ve bu ozelliklerin

makine 6grenimi modellerinin performansina etkisinin incelenmesi

e Q-learning algoritmasimin i¢ ortam sicaklik kontrolii igin egitimi ve

optimizasyonu

e Gelistirilen simiilator yazilimi kullanilarak Q-learning, Agik-Kapali ve PID
kontrol yontemlerinin performanslarinin karsilastirilmasi. Karsilagtirma, enerji
tiketimi, konfor seviyesi ve i¢ ortam hava kalitesi gibi farkli metrikler

tizerinden yapilacaktir.

1.6. Hipotez

Bu tez c¢alismasinda, Q-learning tabanli i¢ ortam sicaklik kontrol algoritmasinin,
geleneksel Acik-Kapali ve PID kontrol yontemlerine kiyasla daha 1yi performans
gosterecegi ve enerji tliketimini azaltmada, kullanici konforunu artirmada ve i¢ ortam

hava kalitesini iyilestirmede 6nemli bir rol oynayacagi hipotezi 6ne siiriilmektedir.






2. YONTEM

Bu béliimde, i¢ ortam sicaklik kontrolii i¢in makine 6grenmesi tabanli bir simiilator
yazilimi gelistirmek amaciyla izlenen yontemler ve kullanilan teknikler ayrintili bir

sekilde agiklanmaktadir.

2.1. Veri Toplama ve On isleme

I¢c ortam sicaklik kontrol sistemlerinden elde edilen veriler, simiilatér yazilimimnin
egitimi ve degerlendirilmesi i¢in temel olusturmaktadir. Bu veriler, ¢esitli sensorler
aracilifiyla gercek binalardan veya simiilasyon yazilimlar1 kullanilarak toplanabilir.
Bu tez calismasinda, simiilasyon ortami kullanilarak veri toplanmistir. Simiilasyon
ortami, dis ortam sicakligi, glines radyasyonu, i¢ 1s1 kazanimlar1 ve bina zarfindan 1s1
kayb1 gibi faktorlerden etkilenen, basitlestirilmis bir oda modelini icermektedir.
Odanin termal dinamigi, asagidaki denklem 2.1°de ifade edilen tek bolgeli bir model

olarak kabul edilmistir:
C * dT/dt = Q_gain — Q_loss (2.2)

Burada, C odanin 1s1l kapasitansini (J/°C), T oda sicakligini1 (°C), t zamani1 (saniye),
Q_gain 151 kazanim hizin1 (W) ve Q _loss 1s1 kayb1 hizin1 (W) temsil etmektedir. Is1
kazanim hiz1 (Q_gain), 1sitic1 tarafindan iiretilen 1s1 ve i¢ 1s1 kazanimlarinin (6rnegin,
kisilerden veya cihazlardan) toplami olarak hesaplanmaistir. Is1 kayb1 hiz1 (Q_loss) ise
oda ile dis ortam arasindaki sicaklik farkina ve bina zarfinin 1s1l direncine bagl olarak

hesaplanmustir.

Toplanan veriler, makine 6grenimi algoritmalarina uygun hale getirilmek {izere 6n
isleme tabi tutulmustur. Bu adimda, aykir1 degerlerin tespiti ve diizeltilmesi, veri
normalizasyonu ve Ozellik 6l¢eklendirme gibi islemler gerceklestirilmistir. Veri 6n
isleme, makine 6grenimi modellerinin performansini artirmak igin kritik bir adimdir
[14]. Ozellikle, verilerin temizlenmesi ve eksik degerlerin tamamlanmasi, modellerin
egitim siirecinde daha dogru sonuglar elde etmesini saglar. Veri normalizasyonu ve

ozellik dlgeklendirme ise, farkli 6l¢eklerde olan 6zelliklerin modeller tarafindan esit



sekilde degerlendirilmesini saglar, bu da modelin 6grenme siirecini hizlandirir ve

performansini artirir.

2.2. Di1s Ortam Sicakhi@ Verilerinin interpolasyonu

Simiilasyon ortaminda, dig ortam sicakligi verilerinin farkli zaman adimlarinda
degerlendirilmesi gerekebilir. Bu c¢alismada, dis ortam sicakligi verilerinin daha
diizgiin bir sekilde temsil edilmesi ve simiilasyonlarin daha gercekei sonuglar tiretmesi
icin Kiibik Spline interpolasyonu kullanilmistir. Kiibik Spline interpolasyonu, veri
noktalar1 arasinda diizgiin ve stirekli bir egri olusturarak, ara degerlerin daha dogru bir
sekilde tahmin edilmesini saglar. Kiibik Spline interpolasyonu icin veri girisi
yaptigimiz ekran simiilatér uygulamasi ekrani asagidaki Sekil 2.1°de goriildiigii gibi
olup ornek veri girisi ile uygulamanin olusturdugu dis ortam sicakligi grafigi Sekil

2.2’de goriildigi gibidir.

Veri ve Parametreler

Dig Qrtam Sicaklig) Veri Kaynag

CSV Dosyasi
© interpolasyon (Kiibik Spline)

interpolasyon Verileri

0:00 Sicaklig) (°C)

8 -+

6:00 Sicaklig) (°C)

6 - o+

12:00 Sicakhg (°C)

10 - *

18:00 Sicakhg (°C)

9 - #

24:00 Sicakhig (°C)

10 - +

interpolasyonu Uygula

Sekil 2.1. Veri ve parametre giris ekrani.
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Dis Ortam Sicakligi Grafigi

—— Dig Ortam Sicakligi
10-

Dis Ortam Sicakhigi (°C)

00:00 03:00 06:00 09:00 12:00 15:00 18:00 21:00
Zaman (saat)

Sekil 2.2. D1s ortam sicakligi grafigi.

2.3. Ozellik Miihendisligi

Veri setindeki 6zelliklerden yeni 6zellikler tiiretilerek, makine 6grenimi modellerinin
performansini daha da artirmak hedeflenmistir [15]. Ornegin, zaman degiskeninden
giiniin saati, haftanin giinii gibi 6zellikler elde edilebilir. Ayrica, dis hava sicakligi ve
giines radyasyonu gibi degiskenler arasindaki etkilesimleri temsil eden yeni 6zellikler
de olusturulabilir. Ozellik miihendisligi, makine 6grenimi modellerinin dgrenme

kapasitesini artirabilir ve daha iyi tahminler yapmalarini saglayabilir.

2.4. Kontrol Algoritmalar:

Bu tez caligsmasinda, i¢ ortam sicaklik kontrolii i¢in {i¢ farkli kontrol algoritmasi
kullanmilmistir:  A¢ik-Kapali kontrol, PID kontrol ve Q-learning algoritmasi. Bu
algoritmalarin her biri, farkli yaklasimlar kullanarak i¢ ortam sicakligini istenen

seviyede tutmaya ¢aligir.

2.4.1 Acgik-kapal kontrol

Acgik-Kapali kontrol, en basit termostat kontrol algoritmasidir. Bu algoritma, i¢ ortam
sicaklig1 belirli bir esik degerinin altina diistiiglinde 1sitma sistemini agar ve belirli bir
esik degerinin iizerine ¢iktiginda kapatir. Uygulamasi kolay ve uygun maliyetli olsa

da Agik-Kapali kontrol, sicaklik dalgalanmalarina ve enerji israfina yol agabilir.



2.4.2 PID kontrol

Oransal Integral Tiirev (PID) kontrol, hata sinyalinin oransal, integral ve tiirev
bilesenlerini kullanarak daha hassas bir kontrol saglar. PID kontrol, istenen ve gergek
sicakliklar arasindaki hatay1, zaman iginde biriken hatayi (integral) ve hatanin degisim
oranini (tiirev) dikkate alir. HVAC sisteminin ¢ikisini bu faktorlere gore ayarlayarak,
PID kontrol daha hassas sicaklik regiilasyonu saglayabilir ve Ac¢ik-Kapali kontrole

kiyasla enerji verimliligini potansiyel olarak artirabilir.

PID kontroliin performansi, Kp (oransal kazang), Ki (integral kazang) ve Kd (tlirev
kazang) parametrelerinin dogru bir sekilde ayarlanmasina baglidir. Bu parametreler,
sistemin dinamiklerine ve kontrol hedeflerine gore belirlenmelidir. Ozellikle, 1s1 kayip
oraninin arttig1 durumlarda, PID parametrelerinin yeniden ayarlanmasi gerekebilir. Bu
calismada, PID parametreleri, farkli 1s1 kayip oranlari i¢in optimize edilerek sistemin

tutarli bir performans gostermesi saglanmastir.

2.4.3. Q-Learning algoritmasi

Q-learning, bir pekistirmeli 6grenme algoritmasidir. Bu algoritma, bir ajanin bir
ortamla etkilesim kurarak deneme yanilma yoluyla 6grenmesini saglar. Q-learning'de,
ajan, belirli bir durumda yaptig1 eylemler sonucunda aldigi1 odiiller ve cezalar
aracilifiyla ogrenir ve zamanla en yiiksek odiilii elde etmek i¢in en iyi eylem
stratejisini (politika) gelistirmeye calisir. Bu tez calismasinda, Q-learning algoritmasi,

i¢ ortam sicaklik kontrolii i¢in egitilmis ve optimize edilmistir.

2.5. Simiilator Yazilim

Bu tez ¢alismasinda, farkli senaryolarda i¢ ortam sicaklik kontroliinii simiile edebilen
bir yazilim, Python programlama dili kullanilarak gelistirilmistir. Gelistirilen bu
simiilator yazilimi, kullanic1 dostu bir arayiize sahip olmakla birlikte, farkli hava
kosullari, farkli bina 6zellikleri ve farkli kontrol stratejileri gibi gesitli senaryolarda ig
ortam sicaklik kontroliinii simiile edebilmektedir. Simiilasyonlar, 0.1 saniyelik zaman
adimlariyla 7200 saniye (120 dakika) veya 86400 saniye (1440 dakika) boyunca
gercgeklestirilmistir.

Simiilatoriin gelistirilmesinde, asagidaki Python kiitliphanelerinden yararlanilmistir:

o Streamlit: Kullanic1 arayiiziiniin olusturulmasi ve simiilasyon sonuglarinin

etkilesimli bir sekilde goriintiilenmesi i¢in kullanilan agik kaynakli bir web
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uygulamasi ¢ergevesidir (https://streamlit.io/). Streamlit, Python kodunu web
uygulamalarina doniistiirerek, kullanicilarin  simiilasyon parametrelerini
kolayca degistirmesine ve sonuglar1 ger¢cek zamanli olarak gozlemlemesine
olanak tanir. Uygulamanin tarayici iizerinden adres girisi Sekil 2.3’teki gibi

olup uygulama ana ekran1 ve ¢aligsma siireci Sekil 2.4’teki gibidir.

b t/’ Termostat Similasyonu - Strean X Streamlit = A faster way to bu

C m 23 termostat-simulator-a.streamlit.app

Sekil 2.3. Tarayic1 iizerinden adres giris ekrani.

Termostat Simiilasyonu

Kontrol Algoritmalarinin Karsilastirilmasi

Bu interaktif simiilasyon, oda sicakligini korumak icin farkli kontrol algoritmalarinin performansini karsilagtirir.

Simiilasyon

Simiilasyon Tiri(lerini) Segin:

| s

imiilasyonlari Caligt ‘

) T O °-

Ilerleme: %45

(  simiilasyonlar calistinliyor...

Sekil 2.4. Uygulama ana ekran1 ve galisma siireci.

Matplotlib: Simiilasyon sonuglarini gorsellestirmek i¢in kullanilan popiiler bir
veri gorsellestirme kiitliphanesidir. Matplotlib, ¢izgi grafikleri, dagilim
grafikleri, histogram ve daha bir¢ok grafik tiirlinli olusturmak i¢in genis bir

yelpazede araclar sunar.

Pandas: Veri isleme ve analiz i¢in kullanilan giiglii bir kiitiiphanedir. Pandas,
veri ¢ergeveleri (DataFrame) adi verilen yapilar kullanarak verileri kolayca

okuma, yazma, filtreleme, doniistiirme ve analiz etme imkani saglar.

NumPy: Sayisal hesaplamalar i¢in kullanilan temel bir kiitiiphanedir. NumPy,
cok boyutlu diziler ve matrisler iizerinde hizli ve verimli islemler

gerceklestirmek i¢in aracglar sunar.

SciPy: Bilimsel hesaplamalar i¢in kullanilan bir kiitiiphanedir. SciPy,
optimizasyon, interpolasyon, sinyal isleme, istatistik ve daha birgok alanda

fonksiyonlar saglar. Bu c¢alismada, dis ortam sicakligi verilerinin

11


https://streamlit.io/

interpolasyonu i¢in  SciPy kiitiiphanesinin  CubicSpline  fonksiyonu

kullanilmistir.

e Time: Zamanla ilgili islemler i¢in kullanilan bir kiitiiphanedir. Bu ¢alismada,
time.sleep() fonksiyonu, simiilasyon adimlar1 arasinda belirli bir siire
beklemek ve simiilasyonun gergek zamanli olarak ilerlemesini saglamak icin

kullanilmistir.

Bu kiitiiphanelerin kullanimi, simiilator yaziliminin gelistirilmesini kolaylastirmis ve
kullanici dostu bir arayiiz olusturulmasmi saglamistir. Ayrica, simiilasyon

sonuclarinin gorsellestirilmesi ve analiz edilmesi i¢in gerekli araglar1 sunmustur.

2.6. Performans Degerlendirme Metrikleri

Gelistirilen simiilatdr yazilimi kullanilarak farkli senaryolarda simiilasyonlar
gerceklestirilmis ve sonuglar, enerji tiikketimi, konfor seviyesi ve i¢ ortam hava kalitesi
gibi farklt metrikler acisindan degerlendirilmistir. Bu metrikler, kontrol
algoritmalarinin performansin1 karsilastirmak ve en uygun kontrol stratejisini

belirlemek i¢in kullanilmistir.

e Enerji Tiiketimi: HVAC sisteminin ¢alismasi i¢in harcanan enerji miktarini

ifade eder.

« Konfor Seviyesi: I¢ ortam sicakliginin istenen aralikta kalma siiresi ve sicaklik
dalgalanmalarinin siddeti ile iliskilidir. Konfor seviyesi, "Asim" ve "Alt Gegis"
degerleri kullanilarak 6l¢iilmiistiir. Asim, i¢ ortam sicakliginin termostat ayar
noktasinin tizerinde kaldigi stireleri, alt gecis ise i¢ ortam sicakliginin termostat
ayar noktasinin altinda kaldig: siireleri ifade eder. Bu degerler, °C-dakika

cinsinden hesaplanmuistir.

e I¢ Ortam Hava Kalitesi: Sicaklik ve nem gibi faktorlerin yam sira, HVAC
sisteminin filtreleme ve havalandirma performansina baglidir. Bu ¢alismada,
i¢ ortam hava kalitesi dogrudan degerlendirilmemistir, ancak sicaklik ve nem
kontroliinlin iyilestirilmesinin dolayli olarak i¢ ortam hava kalitesini de

artiracagl varsayilmistir.

Bu metrikler, kontrol algoritmalarinin performansini degerlendirmek ve karsilagtirmak

i¢in kullanilmustir.
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2.7. Simiilasyon Ciktilari

Similator yazilimi kullanilarak elde edilen baz1i o6rnek ¢iktilar Tablo 3.1°de

sunulmaktadir.
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3. BULGULAR VE TARTISMA

Bu boliimde, gelistirilen simiilatér yazilimi  kullanilarak  gergeklestirilen
simiilasyonlarin sonuglar1 sunulmakta ve tartisilmaktadir. Farkli senaryolarda, Acik-
Kapali, PID ve Q-learning kontrol algoritmalarinin performanslari, enerji tiiketimi,
konfor seviyesi (asim ve alt gecis) ve i¢ ortam hava kalitesi agisindan
degerlendirilmistir. 0,1 °C hassasiyet ayar1 sadece A¢ik-Kapali kontrol algoritmasi i¢in

gecerlidir ve PID ve Q-learning algoritmalarini etkilemez.

3.1. Simiilasyon Ortam

Simiilasyonlar, Python programlama dili kullanilarak gelistirilen ve kullanici dostu bir
arayiize sahip olan bir simiilatdr yazilimi tizerinde gergeklestirilmistir. Odanin termal

dinamigi, denklem 2.1°de ifade edilen tek bolgeli bir model olarak kabul edilmistir:

Simiilasyonlar, 0.1 saniyelik zaman adimlariyla 7200 saniye (120 dakika) veya 86400
saniye (1440 dakika) boyunca gergeklestirilmistir.

Simiilatér yazilimi, farkli senaryolarda i¢ ortam sicaklik kontroliinii simiile
edebilmektedir. Bu senaryolar, baslangi¢c oda sicakligi, termostat ayari, 1sitic1 giicii,
temel 151 kayb1, simiilasyon siiresi, termostat hassasiyeti, Q-learning egitim boliimleri,
O6grenme orani, indirim faktorii, kesif orani, PID parametreleri (Kp, Ki, Kd) gibi ¢esitli
parametrelerin degistirilmesiyle olusturulmustur. Simiilator, her senaryo i¢in Agik-
Kapali, PID ve Q-learning kontrol algoritmalarinin performansini degerlendirerek,
enerji tiikketimi, konfor seviyesi (asim ve alt ge¢is) ve i¢ ortam hava kalitesi gibi

metrikler agisindan sonuglar tiretmektedir.

3.2. Farkh Senaryolarda Simiilasyon Sonuclar1

Simiilasyonlar, farkli baslangic oda sicakliklari, termostat hassasiyetleri, 1s1 kayip
oranlari, simiilasyon siireleri ve Q-learning egitim bdliimleri gibi cesitli senaryolar
altinda gergeklestirilmistir. 0,1 °C hassasiyet ayar1 sadece Agik-Kapali kontrol
algoritmasi i¢in gecerlidir ve PID ve Q-learning algoritmalarini etkilemez. Her senaryo

icin elde edilen sonuglar agsagidaki Tablo 3.1’de sunulmustur.



Tablo 3.1. Ornek senaryolar ve sonuglari.

Kontrol Alt Gegis Toplam Alan Simiilasyon
Senaryo Algoritmasi Asim (°C-dakika) (°C-dakika) (°C-dakika) Siiresi (dakika)
Baslangi¢ Sicaklig:
18 °C Acik-Kapali 4,78 6,41 11,19 120
Baslangi¢ Sicaklig:
18°C Q-Ogrenme 2,17 3,84 6,01 120
Baslangi¢ Sicakligi
18°C PID 2,68 5,22 7,91 120
Termostat
Hassasiyeti 0,1 °C Acik-Kapali 3,57 4,66 8,22 120
Termostat
Hassasiyeti 0,1 °C Q-Ogrenme 0,81 1,68 2,49 120
Termostat
Hassasiyeti 0,1 °C PID 0,31 6,72 7,03 120
Is1 Kayb1 0,1
°C/dakika Acik-Kapali 15,33 15,83 31,16 120
Is1 Kayb1 0,1
°C/dakika Q-Ogrenme 0,81 1,68 2,49 120
Is1 Kayb1 0,1
°C/dakika PID 0,31 6,72 7,03 120
Ogrenme 5000 Agik-Kapali 4,78 6,41 11,19 120
Ogrenme 5000 Q-Ogrenme 2,17 3,84 6,01 120
Ogrenme 5000 PID 2,68 5,22 791 120
Ogrenme 100 Acik-Kapali 4,78 6,41 11,19 120
Ogrenme 100 Q-Ogrenme 2,17 3,84 6,01 120
Ogrenme 100 PID 2,68 5,22 7,91 120
120 Dakika Agik-Kapali 14,89 16,72 31,61 120
120 Dakika Q-Ogrenme 0,31 2,34 2,65 120
120 Dakika PID 0,00 395,85 395,85 120
120 Dakika
Interpolasyon Agik-Kapali 14,82 16,67 31,49 120
120 Dakika
Tnterpolasyon Q-Ogrenme 0,51 1,90 2,41 120
120 Dakika
Tnterpolasyon PID 0,00 9,29 9,29 120
1440 Dakika Agik-Kapall 183,30 184,70 368,00 1440
1440 Dakika Q-Ogrenme 10,66 2,75 13,41 1440
1440 Dakika PID 3,54 9,15 12,68 1440
1440 Dakika
Interpolasyon Agik-Kapali 181,45 187,85 369,30 1440

3.3. Enerji Tiiketimi, Konfor Diizeyi ve i¢ Ortam Hava Kalitesi Analizi

Bu calismada, enerji tliketimi dogrudan Olciilmemistir; ancak, asim ve alt gecis
degerleri, dolayli olarak enerji tiiketimi hakkinda bilgi saglamaktadir. Asim, i¢ ortam
sicakligimin termostat ayar noktasinin lizerinde kaldigi siireleri, alt gecis ise i¢c ortam

sicakliginin termostat ayar noktasinin altinda kaldig: siireleri ifade eder. Bu degerler,
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°C-dakika cinsinden hesaplanmistir. Asim ve alt gecis degerleri, kontrol
algoritmalarinin i¢ ortam sicakligini istenen aralikta tutma basarisini gosterir. Asim ve
alt gecis degerleri ne kadar diisiikse, kontrol algoritmasinin performansi o kadar iyi ve

dolayisiyla enerji tiiketimi o kadar distiktiir.

Konfor seviyesi, i¢ ortam sicakliginin istenen aralikta kalma siiresi ve sicaklik
dalgalanmalarinin siddeti ile iliskilidir. Bu ¢alismada, konfor seviyesi, asim ve alt
gecis degerleri kullanilarak degerlendirilmistir. Toplam alan, asim ve alt gecis
degerlerinin toplamini ifade eder ve konfor seviyesinin bir gostergesi olarak

kullanilabilir. Toplam alan degeri ne kadar kiiciikse, konfor seviyesi o kadar ytiksektir.

I¢ ortam hava kalitesi, sicaklik ve nem gibi faktdrlerin yani sira, HVAC sisteminin
filtreleme ve havalandirma performansina baghdir. Bu calismada, i¢ ortam hava
kalitesi dogrudan degerlendirilmemistir, ancak sicakllk ve nem kontroliiniin

iyilestirilmesinin dolayli olarak i¢ ortam hava kalitesini de artiracagi varsayilmistir.

3.4. Karsilastirmali Analiz: Makine Ogrenmesi Tabanh Kontrol ve Geleneksel
Kontrol

Bu caligmada, Q-learning algoritmasinin performansi, geleneksel A¢ik-Kapali ve PID
kontrol  yontemleriyle Kkarsilastirilmistir.  Simiilasyon sonuglari, Q-learning
algoritmasinin, ozellikle uzun siireli simiilasyonlarda ve degisken kosullar altinda,

diger kontrol yontemlerine gore daha iyi performans gosterdigini ortaya koymustur.

Acik-Kapali kontrol, en basit ve en yaygin kullanilan kontrol yontemidir. Ancak, bu
yontem, sicaklik dalgalanmalarina ve asim/alt gegislere neden olabilir, bu da enerji
israfina ve konforsuzluga yol agar. PID kontrol, A¢ik-Kapali kontrole gére daha iyi bir
performans sergiler, ancak parametrelerinin dogru sekilde ayarlanmasi gerekir ve

degisken kosullara uyum saglamakta zorlanabilir.

Q-learning algoritmasi ise, pekistirmeli 6grenme yoluyla ortami 6grenir ve en iyi
kontrol stratejisini belirler. Bu sayede, degisken kosullara daha iyi uyum saglayabilir
ve hem enerji verimliligini hem de konfor seviyesini artirabilir. Simiilasyon sonuglari,
Q-learning algoritmasinin, 6zellikle uzun siireli simiilasyonlarda (1440 dakika) ve 1s1
kayb1 oraninin yiiksek oldugu durumlarda, A¢ik-Kapali ve PID kontrol yontemlerine
gore Onemli Olclide daha diisiik asim ve alt gecis degerlerine sahip oldugunu
gostermektedir. Bu, Q-learning algoritmasinin daha iyi bir konfor seviyesi ve daha

diisiik enerji tiiketimi sagladigini gosterir.
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Ornek senaryolar:

e Baslangig Sicakligt 18°C Senaryosu: Q-learning, toplam alan metrigi
acisindan Acgik-Kapali kontrol ve PID kontrol yontemlerine gore daha iyi
performans gostermistir (6,01 °C-dakika). Bu, Q-learning'in i¢ ortam
sicakligini istenen aralikta daha iyi tutabildigini ve daha ytiksek bir konfor
seviyesi saglayabildigini gosterir. Bu senaryo i¢in uygulamada kullanilan
parametreler Tablo 3.2°de yer almaktadir. Uygulama ekran alintilar1 Sekil 3.1,

Sekil 3.2, ve Sekil 3.3 teki gibidir.

Tablo 3.2. Baglangi¢ Sicakligi 18°C Senaryosu parametreleri.

Parametre Deger
Baslangi¢ Oda Sicakligi (°C) 18
Termostat Ayar1 (°C) 20
Isitic1 Giicii (°C/dakika) 0,50
Temel Is1 Kaybi1 (°C/dakika) 0,10
Simiilasyon Siiresi (Dakika) 120
Termostat Hassasiyeti (°C) 0,10

Q-Learning Parametreleri

Egitim Boliimleri 1000
Ogrenme Orani 0,10
Indirim Faktorii 0,95
Kesif Orani 0,10

PID parametreleri

Kp (Oransal Kazang) 1
Ki (Integral Kazang) 0,1
Kd (Tiirev Kazang) 0,01
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QOda Sicakhgi Kontrol Similasyonu
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Sekil 3.1. Baslangi¢ Sicakligi 18°C Senaryosu oda sicakligi grafigi.

Konfor ve Enerji Metrikleri

Asim ve Alt Gegis Degerleri:

Agma-Kapama - Asim: 4.78 “Cdakika, Alt Gegis: 6.41 “Cdakika
Q-Ogrenme - Asim: 2.17 “Cdakika, Alt Gegis: 3.84 “Cdakika

PID - Asim: 2.68 "Cdakika, Alt Gegis: 5.22 “Cdakika

Konfor ve Enerji Tuketimi Metrikleri

L Asim
[ Alt Gegis

Alan (°C*dakika)

0- i
Acma-Kapama Q-Ogrenme PID
Toplam Asim ve Alt Gegis Karsilastirmasi

Toplam Alan Degerleri:

Agma-Kapama - Toplam Alan: 11.19 *C*dakika

Q-Ogrenme - Toplam Alan: 6.01 °C*dakika

PID - Toplam Alan: 7.91 *C*dakika

Sekil 3.2. Baglangi¢ Sicakligi 18°C Senaryosu konfor ve enerji tiiketimi grafigi.
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Toplam Asim ve Alt Gecgis Karsilastirmasi

Toplam Alan (°C*dakika)
&5

N
|

Acma-Kapama Q-Ogrenme PID

Sekil 3.3. Baslangi¢ Sicakligi 18°C Senaryosu toplam konfor grafigi.

o Termostat Hassasiyeti 0,1°C Senaryosu: Q-learning, yine en diisiik toplam alan
degerine (2,49 °C-dakika) sahip olarak en iyi performansi gostermistir. Bu, Q-
learning'in  termostat hassasiyetindeki degisikliklere daha iyi uyum
saglayabildigini ve daha stabil bir sicaklik kontrolii saglayabildigini gosterir.
Bu senaryo i¢in uygulamada kullanilan parametreler Tablo 3.3’te yer
almaktadir. Uygulama ekran alintilar1 Sekil 3.4, Sekil 3.5, ve Sekil 3.6’teki
gibidir.

Tablo 3.3. Termostat Hassasiyeti 0,1°C Senaryosu parametreleri.

Parametre Deger
Baslangic Oda Sicakligi (°C) 19
Termostat Ayari (°C) 20
Isitic1 Giicii (°C/dakika) 0,30
Temel Is1 Kaybi (°C/dakika) 0,10
Simiilasyon Siiresi (Dakika) 120
Termostat Hassasiyeti (°C) 0,10
Q-Learning Parametreleri
Egitim Boltimleri 1000
Ogrenme Orani 0,10
Indirim Faktorii 0,95
Kesif Orani 0,10
PID parametreleri
Kp (Oransal Kazang) 1
Ki (Iintegral Kazang) 0,1
Kd (Tiirev Kazang) 0,01
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Oda Sicakh@ Kontrol Simlasyonu
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Sekil 3.4. Termostat Hassasiyeti 0,1°C Senaryosu oda sicaklig1 grafigi.

Konfor ve Enerji Metrikleri
Asim ve Alt Gegis Degerleri:
Agma-Kapama - Agim: 3.57 *Cdakika, Alt Gegis: 4.66 *Cdakika
Q-Ogrenme - Asim: 0.81 "Cdakika, Alt Gegis: 1.68 “Cdakika
PID - Agim: 0.31 “Cdakika, Alt Gegis: 6.72 “Cdakika
Konfor ve Enerji Tuketimi Metrikleri
r o Asim
e Al Gegis
6 -

w E=Y w
| ' |

Alan (°C*dakika)

M
'

0-

Acma-Kapama Q-Ogrenme PID

Toplam Asim ve Alt Gecis Karsilastirmasi
Toplam Alan Degerleri:

Acma-Kapama - Toplam Alan: 8.22 *C*dakika

Q-Ogrenme - Toplam Alan: 2.49 *C*dakika

PID - Toplam Alan: 7.03 °C*dakika
Sekil 3.5. Termostat Hassasiyeti 0,1°C senaryosu konfor ve enerji tiiketimi grafigi.
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Toplam Asim ve Alt Gegis Karsilastirmasi

Toplam Alan (°C*dakika)
'

Acma-Kapama Q-Ogrenme PID

Sekil 3.6. Termostat Hassasiyeti 0,1°C Senaryosu toplam konfor grafigi.

o Is1 Kayb1 0,1°C/dakika Senaryosu: Is1 kayb1 oraninin artmasiyla birlikte, A¢ik-
Kapali kontroliin performanst 6nemli 6l¢iide diismiistiir (toplam alan: 31,16
°C-dakika). Q-learning ise, bu senaryoda da en iyi performansi gostererek, en
diisiik toplam alan degerine (2,49 °C-dakika) sahip olmustur. Bu, Q-learning'in
degisken 1s1 kayb1 kosullarina daha iyi uyum saglayabildigini gosterir. Bu
senaryo i¢in uygulamada kullanilan parametreler Tablo 3.4’te yer almaktadir.

Uygulama ekran alintilar1 Sekil 3.7, Sekil 3.8, ve Sekil 3.9°daki gibidir.

Tablo 3.4. Is1 Kayb1 0,1°C/dakika Senaryosu parametreleri.

Parametre Deger
Baglangi¢ Oda Sicakligi (°C) 19
Termostat Ayari (°C) 20
Isitic1 Giicii (°C/dakika) 0,30
Temel Is1 Kaybi (°C/dakika) 0,10
Simiilasyon Siiresi (Dakika) 120
Termostat Hassasiyeti (°C) 0,50
Q-Learning Parametreleri
Egitim Boliimleri 1000
Ogrenme Oran1 0,10
Indirim Faktorii 0,95
Kesif Orani 0,10
PID parametreleri
Kp (Oransal Kazang) 1
Ki (Integral Kazang) 0,1
Kd (Tiirev Kazang) 0,01
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Oda Sicakhgi Kontrol Similasyonu
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Sekil 3.7. Is1 Kayb1 0,1°C/dakika Senaryosu oda sicaklig1 grafigi.

Konfor ve Enerji Metrikleri

Asim ve Alt Gegis Degerleri:

Agma-Kapama - Asim: 15.33 *Cdakika, Alt Gegis: 15.53 *Cdakika
Q-Ofrenme - Asim: 0.81 *Cdakika, Alt Gegis: 1.68 “Cdakika

PID - Agim: 0.31 "Cdakika, Alt Gegis: 6.72 “Cdakika

Konfar ve Enerji Tluketimi Metrikleri

16 - o Asim

o Alt Gegis

= 1

Acma-Kapama Q-Ogrenme

Alan (°C*dakika)

0-

Toplam Asim ve Alt Gecis Karsilastirmasi
Toplam Alan Degerleri:

Acma-Kapama - Toplam Alan: 31.16 °C*dakika

Q-Ogrenme - Toplam Alan: 2.49 “C*dakika

PID - Toplam Alan: 7.03 *C*dakika

Sekil 3.8. Is1 Kaybi 0,1°C/dakika Senaryosu konfor ve enerji tiikketimi grafigi.
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Toplam Asim ve Alt Gecgis Karsilastirmasi

20 -

15-

Toplam Alan (°C*dakika)

Acma-Kapama Q-Ogrenme PID

Sekil 3.9. Is1 Kaybi1 0,1°C/dakika Senaryosu toplam konfor grafigi.

e 1440 Dakika Simiilasyon Senaryosu: Uzun siireli simiilasyonlarda (1440
dakika), Q-learning'in Ustiinliigi daha da belirginlesmistir. Acik-Kapali
kontroliin toplam alan degeri 368,00 °C-dakika iken, Q-learning'in toplam alan
degeri sadece 13,41 °C-dakikadir. Bu, Q-learning'in uzun vadede 6nemli dlgiide
daha iyi bir konfor seviyesi ve enerji tasarrufu saglayabilecegini gosterir. Bu
senaryo i¢in uygulamada kullanilan parametreler Tablo 3.5’te yer almaktadir.

Uygulama ekran alintilar1 Sekil 3.10, Sekil 3.11, ve Sekil 3.12°deki gibidir.

Tablo 3.5. 1440 Dakika Simiilasyon Senaryosu parametreleri.

Parametre Deger
Baglangi¢ Oda Sicakligi (°C) 19
Termostat Ayari (°C) 20
Isitic1 Giicii (°C/dakika) 0,30
Temel Is1 Kaybi (°C/dakika) 0,20
Simiilasyon Siiresi (Dakika) 1440
Termostat Hassasiyeti (°C) 0,10
Q-Learning Parametreleri
Egitim Boliimleri 1000
Ogrenme Oran1 0,10
Indirim Faktorii 0,95
Kesif Orani 0,10
PID parametreleri
Kp (Oransal Kazang) 1
Ki (Integral Kazang) 0,1
Kd (Tiirev Kazang) 0,01
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Oda Sicakligi Kontrol Simulasyonu
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Sekil 3.10. 1440 Dakika Simiilasyon Senaryosu oda sicaklig1 grafigi.

Konfor ve Enerji Metrikleri

Agim ve Alt Gegis Degerleri:

Agma-Kapama - Asim: 181.45 "Cdakika, Alt Gegis: 187.85 “Cdakika
Q-OFrenme - Asim: 7.52 “Cdakika, Alt Gegis: 4.56 “Cdakika

PID - Agim: 4.20 “Cdokika, Alt Gegis: 10.83 “Cdakika

Konfor ve Enerji Tuketimi Metrikleri
0 Asim

Al Gegi
175 - s

150 -

)
= =
=] N
(=] w

Alan (*C*dakika
>

50 -

25-

0- | L — J

Acma-Kapama Q-Ogrenme PID

Toplam Asim ve Alt Gegis Karsilastirmasi
Toplam Alan Degerleri:

Agma-Kapama - Toplam Alan: 369.20 °C*dakika

Q-Ogrenme - Toplam Alan: 12.08 °C*dakika

PID - Toplam Alan: 15.03 *C*dakika

Sekil 3.11. 1440 Dakika Simiilasyon Senaryosu konfor ve enerji tiiketimi grafigi.
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Toplam Asim ve Alt Gegis Karsilastirmasi
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Sekil 3.12. 1440 Dakika Simiilasyon Senaryosu toplam konfor grafigi.

Ancak, Q-learning algoritmasinin 6grenme siireci, diger yontemlere gore daha uzun
ve karmasgik olabilir. Ayrica, algoritmanin performansi, 6diil fonksiyonunun dogru bir
sekilde tasarlanmasina ve hiper parametrelerin uygun sekilde ayarlanmasina baglidir.
Bu nedenle, Q-learning algoritmasinin gergek diinya uygulamalarinda kullanilmast,

daha fazla arastirma ve gelistirme gerektirebilir.

3.5. Calismanin Simirlamalar ve Gelecekteki Calismalara Yonelik Oneriler

Bu tez calismasi, i¢ ortam sicaklik kontroliinde Q-learning algoritmasinin etkinligini
degerlendirmek igin dnemli bir adim olsa da bazi smirlamalar1 vardir. Oncelikle,
simiilasyon ortami, gercek diinya kosullarin1 tam olarak yansitmayabilir.
Simiilasyonlarda kullanilan oda modeli basitlestirilmistir ve baz1 faktorler (6rnegin,
giines radyasyonunun bina igerisindeki dagilimi, kullanicilarin aktivite seviyeleri vb.)
gbz ardi edilmistir. Bu nedenle, elde edilen sonuglarin ger¢ek binalara

genellenebilirligi sinirh olabilir.

Ikinci olarak, bu ¢aligmada sadece ii¢ kontrol algoritmasi (Agik-Kapali, PID ve Q-
learning) karsilastirilmistir. Literatlirde, i¢ ortam sicaklik kontrolii i¢in kullanilan
bagka makine 6grenimi tabanli kontrol algoritmalar1 da bulunmaktadir (6rnegin,
bulantk mantik kontrol, genetik algoritmalar vb.). Bu algoritmalarin da

performanslarinin karsilastirilmasi, gelecekteki ¢aligsmalar i¢in bir 6neri olabilir.
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Son olarak, bu caligmada enerji tiiketimi dogrudan Ol¢liilmemistir. Gelecekteki
caligmalarda, simiilatér yazilimma enerji tiiketimi hesaplama oOzelligi eklenerek,
kontrol algoritmalarinin enerji verimliligi tizerindeki etkileri daha dogrudan

degerlendirilebilir.

Bu siirlamalara ragmen, bu tez ¢alismasi, Q-learning algoritmasinin i¢ ortam sicaklik
kontrol sistemlerinin optimizasyonunda kullanilmasinin potansiyelini gostermistir.
Gelecekteki c¢alismalar, bu algoritmanin ger¢ek binalarda uygulanmasin1 ve
performansin1  degerlendirmeyi hedefleyebilir. Ayrica, farkli makine Ogrenimi
algoritmalarinin ve kontrol stratejilerinin performans karsilagtirmalart yapilarak, i¢

ortam sicaklik kontroliiniin daha da optimize edilmesi saglanabilir.
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4. SONUC VE ONERILER

Bu tez calismasi, i¢ ortam sicaklik kontrol sistemlerinin optimizasyonunda makine

O0grenimi tabanli bir kontrol algoritmasi olan Q-learning'in etkinligini geleneksel

yontemlerle karsilastirmali olarak incelemistir. Bu amag¢ dogrultusunda gelistirilen

simiilator yazilimi, farkli senaryolarda i¢ ortam sicaklik kontroliinii simiile etmis ve

Q-learning algoritmasinin performansi, geleneksel Acik-Kapali ve PID kontrol

yontemleriyle karsilagtirilmistir.

4.1. Tezin Ozgiin Katkilari

Bu tez ¢alismasi, asagidaki 6zgiin katkilar1 saglamistir:

Ic ortam sicaklik kontrolii i¢in Q-learning algoritmasinin egitimi ve
optimizasyonu: Q-learning algoritmasi, i¢ ortam sicaklik kontrolii problemine

uyarlanmis ve simiilasyon ortaminda egitilerek optimize edilmistir.

Farkl1 senaryolarda i¢ ortam sicaklik kontroliinii simiile edebilen bir yazilimin
gelistirilmesi: Python programlama dili kullanilarak gelistirilen simiilator
yazilimi, kullanici dostu bir arayiize sahiptir ve farkli senaryolarda i¢ ortam

sicaklik kontroliini simiile edebilir.

Gelistirilen simiilator yazilimi kullanilarak Q-learning, Agik-Kapali ve PID
kontrol yontemlerinin performanslarimin  karsilagtirilmasi: ~ Simiilasyon
sonuglari, Q-learning algoritmasinin, 6zellikle uzun stireli simiilasyonlarda ve
degisken kosullar altinda, diger kontrol yontemlerine gore daha iyi performans

gosterdigini ortaya koymustur.

Kullanilan Q-learning algoritmasinin ve simiilatér yaziliminin agik kaynak
kodlu olarak sunulmasi: Bu, diger arastirmacilarin ve miithendislerin ¢alismay1

tekrarlamasina, dogrulamasina ve gelistirmelerine olanak tanir.

4.2, Gelecekteki Calismalar i¢cin Oneriler

Bu tez calismasinin sonuglari, gelecekteki arastirmalar i¢in asagidaki Onerileri

sunmaktadir:



« Daha Gelismis Makine Ogrenimi Modelleri: Derin 6grenme gibi daha gelismis
makine O6grenimi modellerinin i¢ ortam sicaklik kontroliinde kullanimi
arastirilabilir. Bu modeller, daha karmasik iliskileri modelleyebilir ve daha iyi

tahmin performans1 saglayabilir.

e Gergek Zamanli Uygulama: Gelistirilen simiilator yazilimi, gercek binalarda
HVAC sistemlerinin kontroliinii optimize etmek i¢in gercek zamanli olarak
kullanilabilir. Bu, similatoriin ger¢ek diinya kosullarinda performansini
degerlendirmek ve enerji tasarrufu potansiyelini belirlemek i¢in 6nemli bir

adim olacaktir.

e Insan-Makine Etkilesimi: Kullanicilarin tercihlerini ve davranislarmi
Ogrenerek i¢c ortam sicaklik kontroliinii kisisellestirebilen sistemler
gelistirilebilir. Bu, kullanic1 konforunu daha da artirabilir ve enerji tiikketimini

optimize edebilir.

o Diger Kontrol Sistemleriyle Entegrasyon: Gelistirilen makine 6grenimi tabanl
kontrol algoritmalari, aydinlatma, havalandirma ve golgelendirme gibi diger
bina kontrol sistemleriyle entegre edilebilir. Bu, bina genelinde enerji

verimliligini artirmak i¢in biitiinciil bir yaklagim saglayabilir.

4.3. Genel Degerlendirme

Bu tez calismasi, i¢ ortam sicaklik kontrol sistemlerinin optimizasyonunda makine
ogrenimi tabanli kontrol algoritmalarinin kullaniminin potansiyelini gostermistir.
Gelistirilen simiilator yazilimi ve elde edilen sonuglar, bu alandaki gelecekteki
calismalara 151k tutacak ve daha enerji verimli ve konforlu binalarin tasarimina katki

saglayacaktir.
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EK A. Termostat simiilasyonu uygulamasi yazilimi sézde kodu
1. Veri Isleme ve Parametre Alma:

o load_data():

Kullanicidan CSV dosyasi al.

CSV'yi Pandas DataFrame'e dontistir.

"Outdoor Temp (C)" stitununun varligini ve eksik degerleri kontrol et,
hatalar1 goster.

o Dis ortam sicakligi degerlerini dondiir.

e get_simulation_parameters():

o Streamlit sidebar'indan simiilasyon parametrelerini al (baslangi¢
sicakligl, termostat ayart, 1sitict giici, 1s1 kaybi, simiilasyon siiresi,
termostat hassasiyeti).

o Parametreleri bir sozliikte dondiir.

e get_g_learning_parameters():

o Streamlit sidebar'indan Q-6grenme parametrelerini al (egitim
boliimleri, 6grenme orani, indirim faktort, kesif orant).

o Parametreleri bir sozliikte dondiir.

e Qet_pid_parameters():
o Streamlit sidebar'indan PID parametrelerini al (Kp, Ki, Kd).
o Parametreleri bir sozliikte dondiir.

e (Qet outdoor_temperature_data():

o Kullanicidan dis ortam sicakligi veri kaynagini segmesini iste (CSV

veya interpolasyon).

CSV segilirse, load data() kullanarak verileri yiikle.

Interpolasyon segilirse, kullanicidan saatlik sicaklik degerlerini al ve
kiibik spline interpolasyon fonksiyonunu olustur.

o Dis ortam sicaklig1 degerlerini veya interpolasyon fonksiyonunu
dondiir.

OOOl

2. Simiilasyon Yardimci Fonksiyonlari:

e (Qet_state(temperature):
o Sicakligi ayriklastirilmis bir duruma dontistiir.
e (Qet_action(state, q_table, exploration_rate):
o Epsilon-greedy politikasina gore bir eylem seg (1siticiy1 a¢ veya
kapat).
e (Qet_reward(state, action, thermostat_setting):
o Durum, eylem ve termostat ayarina gore odiilii hesapla.
e get_outdoor_temp(minute, outdoor_temp_values, interpolation_func):
o Veri kaynagina gore belirli bir dakika i¢in dig ortam sicakligini al
(CSV veya interpolasyon).
o calculate_area between_temp(time, room_temperatures, set_temp):
o Oda sicaklig1 ve ayarlanan sicaklik arasindaki alani hesapla (konfor
metrigi).
o calculate_overshoot_area(time, room_temperatures, set_temp):
o Asim alanini hesapla (ayarlanan sicakligin tizerindeki alan).
o calculate_undershoot_area(time, room_temperatures, set_temp):
o Alt gecis alanini hesapla (ayarlanan sicakligin altindaki alan).
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3. Simiilasyon Fonksiyonlari:

e run_on_off_simulation(params, outdoor_temp_values, interpolation_func):
o Agma-kapama kontrol algoritmasi ile simiilasyonu calistir.
o Her zaman adiminda:
= Dis ortam sicakligini al.
= Termostat ayaria gore 1siticiy1 a¢ veya kapat.
= Is1 kaybini ve 1sitict ¢ikisini hesapla.
= Oda sicakligini giincelle.
o Konfor, asim ve alt gecis metriklerini hesapla ve dondiir.
e run_g_learning_simulation(params, outdoor_temp_values, q_params,
interpolation_func):
o Q-0grenme kontrol algoritmasi ile simiilasyonu calistir.
o Belirtilen sayida boliim boyunca Q-tablosunu egit.
o Her boliimde:
* Her zaman adiminda:
* Dis ortam sicakligin al.
= Q-tablosuna gore eylem seg.
= Isiticiy1 ag/kapat ve oda sicakligini giincelle.
=  Odiilii hesapla ve Q-tablosunu giincelle.
o Egitim sonras1 6grenilen Q-tablosu ile son bir simiilasyon calistir ve
metrikleri dondiir.
e run_pid_simulation(params, outdoor_temp_values, pid_params,
interpolation_func):
o PID kontrol algoritmasi ile simiilasyonu ¢aligtir.
o Her zaman adiminda:
* Dis ortam sicakligini al.
= PID kontrol ¢ikisini hesapla (orantili, integral, tiirev terimlerti).
= Is1 kaybini ve 1sitict ¢ikigini hesapla.
» Oda sicakligin giincelle.
o Konfor, asim ve alt gecis metriklerini hesapla ve dondiir.

4. Sonuglar1 Gorsellestirme ve indirme:

e convert_results_to_csv(results):
o Simiilasyon sonuglarin1 CSV formatina donuistiir.
« run_simulations(simulation_types, outdoor_temp_values, sim_params,
g_params, pid_params, interpolation_func):
o Segilen simiilasyonlar1 ¢alistir (run_on_off simulation,
run_g_learning_simulation, run_pid_simulation).
o Sonuglari gorsellestir:
» Oda sicaklig1 grafigi
= Agsim ve alt gegis cubuk grafigi
= Toplam asim ve alt gecis karsilastirmasi
» Dis ortam sicakligi grafigi (veri varsa)
o Sonuglari indirme se¢enegi sun.

5. Ana Uygulama:

o Streamlit uygulamasini baslat.
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e Sidebar'da veri yiikkleme, parametre alma ve algoritma se¢imini yap.
e "Simiilasyonlar1 Calistir" butonuna basildiginda:
o Simiilasyonlar1 ¢aligtir ve sonuglart gorsellestir.
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