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Makine Ogrenmesi Yontemleri ile Kovid-19 Transkriptomik Biyobelirteclerin

Belirlenmesi

OZET

Aralik 2019°da Cin’de ortaya ¢ikan, SARS-CoV-2 viriisiiniin neden oldugu salgin,
dinya capinda kritik bir tehdit olmaya devam etmektedir. SARS-CoV-2 virlsd,
insanlarda oliimciil bir hastalik olan kovid-19’a neden olmaktadir.

Diger viral gogiis hastaliklarinda goriilen semptomlar Kovid-19 hastaligini tasiyan
kisilerde de goriilebilmektedir. Kovid-19 i¢in iki 6nemli konu ele alinabilir. Bunlar
strastyla sunlardir; Birincisi hastada herhangi bir semptom olmayabilir fakat yine de
diger insanlara viriis bulastirabilir, ikincisi de Kovid-19’lu hastalar diger solunum
yolu enfeksiyonlari ile ayn1 semptomlar1 gosterebilir. Bu sebeple Kovid-19’un teshisi
icin genis ¢apli tarama ve c¢aligmalara ihtiyag¢ vardir. Glnlimuzde, kovid-19’un tanisi
ve tedavisi i¢in bilim insanlar1 yogun bir sekilde ¢alismaktadir.

Kovid-19’un tanisinda, makine 6grenmesi yontemleri ile yapilan ¢aligmalar 6nemli
bir yere sahiptir. Bu konuda bir¢ok calisma yapilmistir. Biz bu ¢alismada, Kovid-
19’un makine 6grenmesi yontemleri ile tanisi i¢in GEO veri tabaninda elde ettigimiz
enfeksiyonlu ve saglikli hastalara ait kan ekspresyon verileri iizerinde Genetik
Algoritma, Pargacik Siirii Enyinileme Y&ntemi, En Iyi Oncelikli 6znitelik segimi
yontemleri ile Oznitelik sayisini diisiirdiilk ve sonrasinda cesitli siniflandirma
algoritmalar1 (Naif Bayes, Bayes Aglari, k-EYK, Rastgele Orman, Lojistik
Regresyon, Dogrusal DVM, Radyal Tabanli Fonksiyon DVM, Poliynomal DVM,
Cok Katmanli Algilayict ) ile hastaligi tahmin ettik.

Anahtar Kelimeler: Makine 6grenmesi, Koronavirus, Kovid-19, Oznitelik segim
yontemleri, Siiflandirma
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Determination of Kovid-19 Transcriptomic Biomarkers using Machine
Learning Methods

ABSTRACT

The epidemic caused by the SARS-CoV-2 virus, which emerged in China in
December 2019, remains a critical threat worldwide. The SARS-CoV-2 virus causes
the deadly disease, covid-19, in humans.

Symptoms seen in other viral chest diseases can also be seen in people with Kovid-
19 disease. Two important issues can be addressed for Covid-19. These are as
follows; First, the patient may not have any symptoms but can still infect other
people, and secondly, patients with covid may show the same symptoms as other
respiratory infections. For this reason, large-scale screening and studies are needed
for the diagnosis of Covid-19. Today, scientists work intensively for the diagnosis
and treatment of covid-19.

Studies with machine learning methods have an important place in the diagnosis of
Kovid-19. Many studies have been done on this subject. In this study, we used
Genetic Algorithm, Particle Swarm Optimization Method, Best Priority feature
selection methods on blood express data of infected and healthy patients that we
obtained in Gene Expression Omnibus (GEO) database for the diagnosis of Kovid-19
with machine learning methods. We reduced the number of cases and then predicted
the disease with various classification algorithms (Naive Bayes, Bayesian Networks,
k-NN, Random Forest, Logistic Regression, Linear SVM, Radial Based Function
SVM, Polynomial SVM, Multilayer Perceptron).

Keywords: Machine learning, Coronavirus, Covid-19, Feature selection methods,
Classification
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1. GIRIS

2019 yil1 sonunda Cin’in Wuhan eyaletinde ortaya ¢ikan Kovid-19 hastalig1 hizli bir
bicimde yayilarak tlim diinyay1 etkisi altina aldi [1]. Hastaligin milyonlarca kisiye
bulagmasi karsisinda DSO, koronaviriis salginmi bir pandemi olarak ilan etti [2].
Kovid-19’a, koronaviriisiin (SARS-CoV-2) yeni bir tiirliniin sebep olmustur [3].
Kovid-19, bulastigi kisilerde oOliime kadar gotiiren ciddi bir solunum yolu
enfeksiyonuna neden olmaktadir. 2021’in sonlarina dogru, diinya genelinde yaklagik
dort milyondan fazla kovid-19 kaynakli can kaybi oldugu bildirilmistir. Kovid-19,
geecmisten giliniimiize en yaygin ve oliimciil bulasici hastaliklardan biri olarak kabul
edilmektedir [4].

Kovid 19, diger viriis yoluyla bulasan hastaliklardan farki, tani i¢in kullanilabilecek
tipik semptomlara sahip olmamasidir. Diger solunum yolu hastaliklarinda goriilen
ates, bas agrisi, Oksiiriik, kas, ishal ve/veya viicut agrilar1 gibi pek c¢ok cesit
belirtilerin Kovid-19 ile iliskili oldugu ortaya konulmustur [5]. Bununla beraber,
Kovid-19 hastasi herhangi bir belirti gostermeyebilir de. Ancak yine de viriisii
yayabilir.

Kovid-19’un tedavisi i¢in giinimiizde hala bilim gevreleri as1 ve ilag gelistirilmesi
i¢in yogun bir ¢aligma i¢indedir. Kovid-19'un teshis ve tedavi seyrinde, biyobelirteg
molekdlleri kullanilabilir. Biyobelirtegler, kanda, diger viicut sivilarinda ya da
dokularda bulunan, hastaligin isareti olan, normal veya anormal bir siirece tepki
veren biyolojik molekullerdir [6]. Vicudun Kovid-19 gibi bir hastalik veya durum
icin bir tedaviye ne kadar iyi yanit verdigini gérmek icin yeni biyobelirtegler
bulunabilir [4].

In vivo, in vitro ve in silico ortamlarda yapilan ¢alismalar tedavi i¢in birbirini
tamamlayicisi olmaktadir. Makine 6grenmesi yontemleri ile in silico ortamda yapilan
calismalar laboratuvar sartlarina gére zaman ve mekan agisindan istiinliiklere
sahiptirler. Biyobelirteglerin makine dgrenmesi 6grenmesi yontemleri ile in silico
ortamda tahmin edilmesi Kovid-19 tedavisi agisindan kritik oneme sahiptir.

1.1. Tezin Amaci

Bilgisayar ortaminda biyobelirtecler makine 6grenmesi yontemleri ile hizli bir
sekilde tahmin edilebilmektedir. Biz bu tez ¢alismasinda; siniflandirici algoritmanin

basarimin1 artirmak i¢in Kovid-19 enfeksiyonlu ve saglikli hastalara ait kan



ekspresyon verileri Uzerinde yeni bir makine Ogrenmesi modeli gelistirmeyi

amaglamaktay1z.

1.2 Literatiir Calismasi

Makine Ogrenmesi yontemleriye Kovid-19’un makine 6grenmesi yOntemleri ile
tespiti literatiirde siklikla calisilmaktadir. Chen ve arkadaslar1 [6], yaptiklari
calismada akut solunum yolu enfeksiyonu 6rneklerinde 15.379 genin kan ekspresyon
profilleri bulunan hastalar {izerinde optimize edilmis makine 6grenimi modellerini
uyguladilar. Demografik bilgileri olan toplam 195 6rnek iizerinde calistilar. Veri seti
sirastyla 19 saglikli kontrol, 23 pndmoni hastasi, 17 grip hastasi, 59 mevsimsel
enfeksiyonlu hasta ve 77 Kovid-19 hastasi icermektedir. Bu veri seti {izerinde iki
gliclii 6znitelik se¢im yontemi (mMRMR ve Boruta) tek tek uygulanmistir. Artimh
ozellik secimi (IFS) yontemiyle beslenen bir 6zellik listesi olusturuldu. Daha sonra

IFS yonteminde dort klasik siniflandirma algoritmasi denenmistir.

Dairi ve arkadaslar1 [7], derin 6grenme ve makine Ogrenmesi modellerinin
performansini, Kovid-19°dan etkilenen yedi iilkeden (ABD, Brezilya, Fransa,
Meksika, Hindistan, Rusya ve Suudi Arabistan) elde ettikleri hasta verileri izerinde
karsilastirmiglardir.

Arpaci ve arkadaglarinin [8] calismasinda, alt1 farkli siniflandirici (J48, Bayes Aglari,
Lojistik regresyon, k-EYK, CR ve PART) kullanarak Kovid-19 teshisi i¢in modeller
gelistirmislerdir. Bu ¢alisma, Cin'deki Zhejiang Eyaletindeki Taizhou hastanesinden
114 vakay1 iceren veriler lizerinde gerceklesmistir.

Muhammad ve arkadaslar1 [9], Meksika'nmin pozitif ve negatif Kovid-19 vakalar
iceren veri seti ilizerinde lojistik regresyon, karar agaci, DVM, Naif Bayes ve Yapay
Notr Ag1 igeren O6grenme algoritmalart kullanarak denetimli makine o6grenimi
modelleri gelistirmislerdir. Modeller gelistirilmeden 6nce, veri setinin her bir bagimh
ozelligi ile bagimsiz 6zelligi arasindaki kuvvet iliskisini belirlemek i¢in korelasyon
katsay1 analizi yapilmistir.

Zhang ve arkadaslar1 [10], akut solunum yolu hastaliklar1 olan iist solunum yolu
dokusunun transkriptomik verilerini kullanarak, SARS-CoV-2’nin diger bulasici
hastaliklardan ayirt etmek i¢in ¢oklu makine 6grenimi yontemlerini gelistirmiglerdir.
Veriler ilk olarak Boruta tarafindan analiz edilmis ve bir 6zellik listesi {iretilmistir.

Daha sonra bu liste lizerinden makine 6grenme yontemleri uygulanmistir. Bu liste,



nitel biyobelirteg genlerini ¢ikarmak ve nicel kurallar olusturmak igin bazi
siiflandirma algoritmalarini igeren artimli 6zellik se¢cimiyle beslenmistir.

Kukar ve arkadaslar1 [11], cesitli bakteriyel ve viral enfeksiyonlar1 olan 5333
hastanin ve 160 pozitif Kovid-19 hastanin rutin kan testlerini igeren veri tizerinde
Kovid-19 teshisi i¢in bir makine 6grenimi modeli olusturmuslardir.

McClain ve arkadaslarinin [12], 46 Kovid-19 hastasindan aldiklar1 kan 6rneklerini
RNA dizilimi yoluyla hastaligin diger solunum yolu hastaliklariyla karsilastirmak
icin bir ¢alisma gergeklestirmislerdir. Farkli sekilde ifade edilen genlere dayali
siiflandiricilar, SARS-CoV-2 enfeksiyonunu diger akut hastaliklardan dogru bir
sekilde ayirt ettigini gostermisglerdir.

Abed ve arkadaslar1 [13], 400 saglikli ve 400 Kovid-19 hastasin1 igeren veriler
tizerinde makine 6grenme ve derin 6grenme modelleri kullanarak hastaligi tahmin
etmislerdir. Caligmada elde edilen sonuglara dayanarak, tiim modeller arasinda, derin
o6grenme modellerinden ResNet50 modelinin en yiliksek dogrulugu verdigi
belirtilmistir. Buna karsilik, geleneksel makine 6grenimi tekniklerinde DVM’nin en
yiiksek dogrulugu verdigi gozlemlenmistir.

Zoabi ve arkadaslarinin [14] yaptig1 ¢alismada, Israil Saghk Bakanlhg: tarafindan
kamuya agiklanan {ilke c¢apindaki verilere dayanarak 51.831 kisiden (4769'unun
Kovid-19’lu vaka) olusan kayitlar {izerinde egitim alan bir makine O&grenimi
yaklagimi olusturmuslardir. Test seti, sonraki haftanin verilerini igermektedir (47.401
test edilmis kisiden 3624'Unun Kovid-19 oldugu dogrulanmistir). Gelistirdikleri
modelleri, Kovid-19 test sonuglarini yiiksek dogrulukla 6ngordiigii belirtilmistir.
Kassania ve arkadaglarinin [15] yaptig1 ¢alisgmada, Kovid-19 hastaliginin tahmini igin
derin 6grenme ve makine Ogrenmesi kullanilarak ydntemlerin karsilagtirilmasi
gerceklestirilmistir. Ik olarak calismada derin 6grenme ydntemleri uygulanmistir.
Daha sonra ¢ikarilan 6zellikler Kovid-19 vakasini siniflandirmak i¢in birka¢ makine
ogrenmesi smiflandiricisina aktarilmistir. Onerilen ydntemin basarimi, halka agik bir
Kovid-19 veri seti iizerinde dogrulanmasi gerceklestirilmistir.

Sujath ve arkadaglar1 [16], Kovid-19’un olasi ilerlemesini tahmin etmek i¢in farkl
sayisal modeller kullanarak bir calisma gergeklestirmislerdir. Farkli faktorlere ve
arastirmalara bagli bu sayisal modeller, potansiyel egilime bagli oldugu belirtilmistir.
Hindistan'daki Kovid-19 vakalariin epidemiyolojik drnegini ve hizini tahmin etmek
icin Kovid-19 Kaggle verilerinde dogrusal regresyon ve CKA regresyon

yontemlerini uygulamislardir.



Patterson ve arkadaglart [17], Kavid-19’un etkili tedavi stratejilerinin
tasarlanabilmesi ve izlenebilmesi i¢in bir biyoenformatik yaklagimi gelistirmislerdir.
Bu calisma, Kovid-19 hastalar1 ve saglikli bireyler olmak tlizere toplam 224 kisiyi

kapsamaktadir.

1.3 Hipotez

Biz bu tez ¢aligmasinda; 6znitelik se¢cim yontemlerine dayanan bir makine 6grenmesi
modeli ile kan ekspresyon verileri iizerinde Oznitelik sayisini azaltma yoluyla
smiflandirma performansini artirmay1 hedeflemekteyiz. Boylelikle kan ekspresyon

verileri ile Kovid-19 teshisinin hizli bir bigimde yapilabilecegini 6ngérmekteyiz.

1.4 Tezin Icerigi

Tez ¢alismamiz toplamda dort boliimden olugmaktadir.

B6lim 1'de, Kovid-19 un tanimi, kan ekspres verileri tizerinden tespiti, tezin amaci,

literatiir caligmast, hipotez ve tezin igerigi yer almaktadir.

Boliim 2'de, bu tez i¢in kullanilan yontemler tek tek ele alinmistir.

Boliim 3’de, tezimiz i¢in gelistirilen makine 6grenmesi modeli anlatilmigtir.
Bolliim 4'de ise bulgular anlatilmaktadir.

Son olarak Boliim 5'de ise sonuglar ele alinmaktadir.



2.YONTEMLER
2.1. Biyobelirteg

Biyobelirtecler, kanda, diger viicut sivilarinda ya da dokularda bulunan, hastaligin

isareti olan, normal veya anormal bir siirece tepki veren biyolojik molekiillerdir [6].

Biyobelirteclerin kullanim amaci; popiilasyonun taramasini gergeklestirmek, taniyi
ortaya koymak, hastali§i evrelendirmek, tedavinin boyutunu degerlendirmek, riski
hesaplamak, tedavinin izlenmesini  ger¢eklestirmek olarak  belirtilebilir.
Biyobelirtegler, ilag gelistirme siirecinin iyilestirilmesinde oldugu kadar daha biiyiik
biyomedikal arastirma kurulusunda da kritik bir rol oynamaktadir. Olgiilebilir
biyolojik siiregler ve klinik sonuglar arasindaki iliskiyi anlamak, tiim hastaliklar i¢in
tedavi cephanemizi genisletmek ve normal, saglikli fizyoloji anlayisimizi

derinlestirmek i¢in hayati 6nem tasimaktadir [18].

Biyobelirtegler, protein profili ya da gen ekspresyonu ile belirlenebilir. Daha sonra
belirlenen biyobelirtegler prognostik, terapotik ve diagnostik degerlerine gore

onceliklendirilerek klinik kullanima gecisi dnerebilecek hale getirilir.
Ideal bir biyobelirtegte bulunmasi gereken dzellikler:
1. Biyolojik yapidadirlar.

2. Biyokimyasal olarak kiiciik kan hacminde ve stabil olarak calisilabiliyor

olmasi gerekmektedir.

3. Uygun maliyetli, hizli, kolay ve otomatize analiz yontemleri ile

saptanabilmelidir.

4. Biyobelirteglerin ~ esik  degeri  iy1i  belirlenmeli  ve  sonuglar

karsilastirilabilmelidir.

5. Viral patojeni ya da bakteriyeli ayirt edebilmelidir.

6. Organ disfonksiyonuyla veya inflamatuar yanit ile bagintis1 olmalidir.

7. Erken teshis yaptirabilme 6zelligi gostermelidir.

8. Ilgili hastalik veya hasar durumu icin prognostik olmali ve terapétik yanitin

yonlendirmesini gergeklestirmelidir.



9. Ayrica karakteristigi ya da ilgili yanit istatistiksel olarak gii¢lii olmalidir
[19,20].

Cizelge 2°de biyobelirteglerin avantaj ve dezavantajlar1 verilmektedir [21].

Cizelge 2. Biyobelirteglerin Ustiin ve Kisitlar

Ustinlukleri Kisitlari

Objektif degerlendirme Zamanlama kritigi

Olgiim hassasiyeti Pahali (analiz maliyetleri)
Gilivenirligi Depolama (numunelerin uzun

Omiirlii olmasi)

Anketlerden daha az 6nyargili Laboratuvar hatalar

Hastalik mekanizmalari siklikla ~ Normal araligin olusturulma
incelemesi zorlugu

Kovid-19'un teshis ve tedavi seyrinde, biyobelirteg molekiilleri kullanilabilir. Canli
vucudunun, Kovid-19 gibi bir hastalik ya da durum igin bir tedaviye ne kadar iyi
yanit verdigini gérmek i¢in yeni biyobelirtecler tespit edilebilir [4]. Ayrica Cizelge
2’de belirtildigi gibi biyobelirtecler, labaratuvar sartlarinda analizleri maliyetlidir ve
laboratuvar kosullarindan kaynaklanan hatalara sahiptirler. Bu kisitlar da g6z ontinde
bulunduruldugunda in silico ortamda bilgisayar ile hesaplamali analizler
biyobelirtecler igin ideal bir ortam olusturmaktadir. Kandan elde edilen gen

ekspresyon profil verileri biyobelirteg olarak kullanilabilir.
2.2. Kan Ekspresyon Verisi

Kan, farkli fonksiyonlara ve karsilik gelen gen ekspresyon profillerine sahip ¢ok
sayida hiicre tipinden olusan karmasik bir dokudur. Kan, T-htcreleri, B-hticreleri,
monositler, NK hiicreleri ve graniilositler dahil olmak iizere ¢esitli hiicre tiplerini
igerir ve bunlarin her biri daha da alt boliimlere ayrilabilir. Bu hiicre tiplerinin her
birinin nispi orani, bireyler arasinda saglik ve hastalik durumlariyla ve uyaranlara
yanit olarak biiylik olglide degisebilir. Ekspresyon, genetik bir yapidan meydana
gelen aktivite ve yapiy1 ifade etmektedir [22].



Kan numunelerinden, homojen hiicre popiilasyonlarinin gen ekspresyon profillerini
karsilastirarak, hiicre tipine 0zgii gen ekspresyon Oriintiilerine sahip genleri
tanimlamak miimkiindiir. Bu gen kiimeleri, belirli hiicre tiirlerinin bollugunu tahmin
etmek i¢in "biyobelirtegler" olarak hizmet edebilir ve hiicresel isleyis hakkinda bilgi
saglayabilir [22].

Biz calismamizda GEO'dan elde ettigimiz, Kovid-19 enfeksiyonlu ve saglikl kisilere
ait 15.379 tane kan ekspresyon transkriptomik verilerini kullandik. Sekil 2.1°de
goriildiigii gibi veri seti, 19 saglikli, 23 bakteriyel pnodmonili hasta, 17 grip hastast,
59 diger mevsimsel enfeksiyon hastasi ve 77 Kovid-19 hastas1 olmak iizere toplam
195 ornekten olugmaktadir. Makine O6grenmesi modellerini, ikili ve ¢oklu simif

acgisindan bu veriler lizerinde test ettik.

W Kovid-19

m Saglikli
Bakteriyel

m Grip

M Diger Enf.

Sekil 2.1. Veri Kiimesinde Coklu Sinifin dagilimi

2.3 Onisleme Yontemleri

Verinin kalitesi, veri madenciliginde ¢cok 6nemli bir konudur. Verinin giivenilirligini
ve kalitesini artirilmasi igin, veri on isleme uygulanmalidir. Aksi takdirde hatali
veriler hatali sonuglara sebep olacaktir. On isleme verileri genellikle, her biri belirli
bir yapiy1 diizelten birden fazla adim igerir. Her biri belirli bir yapiyla ilgili olan
birka¢ bireysel on isleme yoOnteminin, verilerde bulunan tiim yapayliklara karsi

koymak i¢in bir 6n isleme stratejisinde art arda uygulanmasi gerekecektir [23].



Gilinlimiizde artan veriler ve buna bagli olarak verilerin 6n islemeden gegirilmesinin
gerekliligi biiyiik bir 6nem arz etmektedir. Veri 6n isleme yontemleri su durumlarda
uygulanmaktadir: Veri analizlerini engelleyecek veri sorunlarinin ¢oziimiinii
gergeklestirmede, verilerin anlagilmasini saglamada ve tiim veri iginden daha anlamli
verinin ¢ikarilmast islemlerinde. Burada 6nemli olan veri 6n isleme tiiriinii
belirlemektir [24]. Bunun i¢in ¢esitli veri 6n isleme teknigi bulunmaktadir. Biz tez

calismamizda standartlastirma ve ayriklastirma yontemlerini kullanmaktayiz.

Ayriklastirma isleminde, bazi veri madenciligi algoritmalarinda siirekli verilerin
kesikli degerlere doniistiirilmesi gerekebilir. Boylelikle siirekli verilerin kesikli
deger araliklarina doniistiiriilmesiyle olusturulan kategorik deger verileri, orijinal veri
degerlerinin yerine kullanma imkani elde ederler. Burada bir kavram hiyerarsisi,
stirekli degiskenler iginden verilerin ayristirilmasi olarak tanimlanabilir. Kavram
hiyerarsileri, diisiik seviyeli verilerin yiiksek seviyeli verilerle degistirilmesiyle bu
verilerin indirgenmesinde kullanilir. Bu yontem ile veri indirgemede genellestirilmis
veriler daha kolay yorumlanabilecek, daha anlamli ve daha diisiik hacimli yer

kaplayacaktir [24].

Standartlastirma ise veri setindeki degiskenin kendi i¢indeki varyans ve bilgi yapisini
bozmadan, degerler iistlinde oynamalar yapip belli bir format olusturup bu formata
gore islenmesini saglamak i¢in veriyi standart hale getirme islemine denir. Veri
standartlastirmada tasinan bilginin dagilimi yayilimi degistirmedigi goriilmektedir

[24].

2.4 Oznitelik Secim Yontemleri

Ozellik Secimi, verilerin anlasilmasina, hesaplama gereksiniminin azaltilmasina,
boyutsallik sorunlarmin etkisinin azaltilmasina ve tahmin performansinin
iyilestirilmesine yardimec1 olur. Oznitelik segiminin odak noktasi, girdiden,
giiriltiiden veya alakasiz degiskenlerden gelen etkileri azaltirken girdi verilerini
verimli bir sekilde tanimlayabilen ve en iyi tahmin sonuglar1 saglayan bir degisken
alt kiimesi segmektir [25]. Cesitli Oznitelik secme yontemleri mevcuttur. Tez
caligmamizda sirasiyla Genetik Algoritmalar Yontemi, Pargacik Siirii Eniyileme

Yéntemi ve En Iyi Oncelikli Arama ydntemlerini kullandik.



2.4.1 Genetik Algoritma Yontemi

Genetik Algoritmalar, en iyileme problemlerinin ¢6ziiminde tercih edilen bir
yontemdir. Bu yontemde kromozom, secilim, caprazlama, gen, mutasyon ve
uygunluk gibi biyolojik terimler en iyileme problemlerinin tasarim ve ¢ozim
bilesenlerine eslenmekte ve olabilecek en iyi ¢o6ziimin bulunmasinda
kullanilmaktadir. Genetik Algoritmalar, problemden bagimsiz olarak ¢alismaktadir.
Soyle ki, Genetik Algoritmalar icin olusturulmus prosedirler baska bir en iyileme
probleminin ¢éziimiinde kullanilabilmektedir. Genetik Algoritmalarda her bir ¢ozum
bileseni bir gen olarak ifade edilmektedir. Genlerin bir araya gelmesiyle ile elde
edilen kromozomlar ise birer ¢6ziim adayini temsil etmektedir. Uygunluk fonksiyonu

ile kromozomlarin kalitesine karar verilmektedir [26].

[lk basta popiilasyon belitli sayida kromozoma sahip olacak sekilde
olusturulmaktadir. Ardindan, ebeveyn kromozomlar uygunluk degerine gore secilip
caprazlanmakta ve bunun sonucunda yeni yavru kromozomlar olusturulmaktadir.
Sonlanma kosulu saglanincaya kadar bu islem boyle devam etmektedir.
Caprazlamadan sonra mutasyon ile belirli oranda yavru kromozomlarin genleri
tizerinde rastgele degisiklikler gergeklestirilmektedir. Bu islemden sonra, elde edilen
yavru kromozomlar yeni popiilasyona aktarilmaktadir. Onceki popiilasyonun
biiylikliigiine ulasan kromozomlar yeni popiilasyononun yerine ge¢mektedir.
Sonlanma kriteri gergeklestigi durumunda ise donen deger en iyi ¢6zUm kabul

edilerek algoritma sonlandirilmaktadir [26].

Genetik Algoritma yontemi adimlari:

1. Tk populasyon igin rastgele bir deger iiret.

2. Populasyondaki tiim kromozomlar i¢cin amag fonksiyon degerlerini olustur.
3. Yeniden lireme, ¢aprazlama ve mutasyon islemlerini uygula.

4. Elde edilen her yeni kromozomun amag fonksiyonunu hesapla.

5. Kotii degerleri popiilasyondan ¢ikar.

6. 3-5’deki adimlar tekrar et [27, 28].



2.4.2 Parcacik Siirii Eniyileme Yontemi

PSO, genellikle balik ve kus gibi siirlilerden goriilen siirii zekas1 kavramindan ilham
alan bir algoritmadir. PSO’nun ¢alisma mantig1 Ornekleyecek olursak; Bir yerin
tizerinde ugan bir kus siiriisii, karaya g¢ikmak icin bir nokta bulmalidir ve bu
durumda, tiim siriiniin hangi noktaya inmesi gerektiginin tanimi karmagsik bir
problemdir. Ciinkii burada gida mevcudiyetini en list diizeye ¢ikarmak ve yirticilarin
var olma riskinin en aza indirilmesi gerekmektedir. Bu baglamda kuslarin hareketi
bir koreografi olarak anlagilabilir. Kuslar, konacak en iyi yer belirlenene ve tiim siirii
ayni anda inene kadar bir siire es zamanli olarak hareket eder. Verilen drnekte,
siriiniin hareketi ancak tiim siirii {iyeleri kendi aralarinda bilgi paylasabildiginde
anlatildig1 gibi gerceklesir; aksi takdirde, her hayvan biiyiik olasilikla farkli bir
noktaya ve farkll bir zamanda inerdi. Kuslarin sosyal davranislarindan esinlenerek,

bu davranisi taklit edebilecek PSO adli1 algoritma gelistirildi [29].

Siirtideki her bir tiye siirli par¢acik optimizasyonunda bir ¢ziimdiir. Bu {iyelerin her
biri pozisyon ve hiz bilgilerine sahiptir. Parcaciklar daha sonra en iyi pozisyona gore

kendini yeniler.

Denklem (1) ve (2)’de Yid hiz degerini, Xiqg ise pozisyon degerini, ¢l ve c2 6grenme
katsayilarini, r1 ve r2 0,1 araliginda olan rastgele sayilar ve W agirlik degerini ifade
eden PSO denklemi asagida gosterilmektedir [30].

Y= WKY (g +Cy Xy X(Pg= Xig JHC,o XN, X (Pig= X g) (1)
Xig=%ia+Yig )
PSO adimlar1 sirasiyla soyledir:

1. Popiilasyonun tanimlanmasi.

2. Her bir bireysel parcacigin uygunluk degerinin 6l¢iilmesi.

3. Parcaciklarin hizlarimi en iyi onceki ve en iyi global degere gore degistirilmesi.

Konum ve hiz degerleri, Denklem (1) ve Denklem (2)’ye gore kendini giincellemesi.
4. Belirlenen kosula gore kendini sonlandirma.

5. 2. adimma git [31].
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2.4.3 En Iyi Oncelikli Arama Yoéntemi

En iyi 6ncelikli arama, iyi bilinen ve yaygin bir bulussal arama algoritmasidir [32].
En iyi oncelikli arama, bir degerlendirme islevine dayali olarak genisletme i¢in
sonraki diigiimii segen genel grafik ve aga¢ arama algoritmalarinin bir 6rnegidir. Bu

nedenle bilgilendirilmis bir arama stratejisidir.

Algoritma, genisletme icin degerlendirme islevi verilen en iyi diigiime erigsmesi
gerektiginden, arama diigiimlerini depolamak igin bir ncelik siras1 kullanir. Oncelik
sirast genellikle, O(1) zamaninda en yiiksek (veya en diisiik) dncelige sahip nesneye
erisim saglayan karmasik ancak verimli aga¢ tabanli bir veri yapisi olan Heaps ile
uygulanir. En iyi diiglim se¢ildikten sonra, uygulanabilir her operator, eylem, oncelik
sirasia geri eklenen alt diiglimler tretir, eklemeler O(log n) zaman alir, burada n,
kuyrugun boyutudur. Algoritma, bir hedef durumu bulunana kadar arama

diiglimlerini se¢meye ve genisletmeye devam eder [33].

2.5 Siiflandirma Yontemleri

Siniflandirma yontemleri, siniflandirict makine 6grenmesi algoritmalarini kullanarak
kategorisi bilinmeyen verilerinin siniflarinin tahmin edilmesidir. Regresyon analizi

gibi siniflandirma yontemleri de danigmanli 6grenme yontemidir [34].

Cesitli siniflandirma yontemleri mevcuttur. Biz bu tez calismasinda Naif Bayes,
Bayes Aglari, k-EYK, Rastgele Orman, Lojistik Regresyon, DVM, CKA

kullanmaktay1z.

2.5.1 Naif Bayes

Naif Bayes, niteliklerin sinifa gore kosullu olarak bagimsiz olduguna dair gii¢lii bir
varsayimla birlikte Bayes kuralini kullanan basit bir 6grenme algoritmasidir. Bu
bagimsizlik varsayimi uygulamada siklikla ihlal edilse de Naif Bayes yine de yiksek
siklikla siniflandirma dogrulugu saglar. Hesaplama verimliligi ve diger arzu edilen
birgok o6zelligi ile birlestiginde bu, Naif Bayes'in pratikte yaygin olarak

uygulanmasina yol agar [35].

Cok sik kullanilan Naif Bayes, olasilik tabanli bir algoritma yontemidir. Bu
algoritma ile mevcut veri kiimesi iizerinden her bir verinin sistem iizerinde kosullu
olasilig1r hesaplanabilmektedir. Gauss Dagilimi gibi metotlar yardimi ile kosullu

olasiligin hesaplanmasi i¢in istenen Ozellige bagl olasiliklarin her birinin degeri
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hesaplanarak carpma fonksiyonunun uygulanmasi gerekir. Son deger ise isleme

uygun hale getirilmesi i¢in normallestirilir [36].

Naif Bayes siniflandiricisinda 6nemli iki 6zellik vardir. Bunlar;

1. Tiim niteliklerin ayn1 derecede 6nem arz etmesi,

2. Niteliklerin her biri birbirinden bagimsiz olarak kabul edilmesi [37].

Naif Bayes bayes teoremini kullanir. Kosullu olasiliklar arasinda bagint1 bayes
teoremi ile kurulur. a Ozniteliginin bilinmesi kosulu ile C smifinin bilinmesi
kosulunda a 6zniteliginin var olma olasilifinda Bayes teoremindeki esitlik denklem

(3)’deki gibi bir durum mevcuttur.

P(C)PEC)

P(C
Clar——os o

Tiim Ozniteliklerin birbirlerinden bagimsiz oldugu kabul edilmesi durumunda Bayes

bagintis1 ¢ok degiskenli uzayda denklem (4) de oldugu gibi yalin olur.

P(C).!jP(ad C)
PlEy,.---a,)

PCla,....aF
(4)
Denklem (4) de baginti aracilifiyla otomatik siniflandirma yapilabilir. Oznitelik
bilinen bir vektoriin hangi C sinifina ait oldugu hesaplanabilir. Naif Bayes, karar
siifl i¢in en iyi olasilik sinifi hangisi hesaplanmissa onu secer ve islemine devam

eder [37].
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2.5.2 Bayes Aglari

Bayes aglar1 her diigiim ayr1 bir degiskeni ifade eden yonlii doniigsiiz aglardir. Bayes
aglari ile bu degiskenler arasindaki siralama gosterilir. Kisaca bir diigiimden diger bir
diigime gegis sirasin1 gosterir [38]. Judea Pearl (1985) tarafindan 6nerilen bu aglar,
veri modelemede ¢ok sik kullanilarak 6zellikle gegmis olaylari analiz ederek gelecek
ile ilgili olaylar hakkinda ¢ikarim yapabilmemize imkan saglar. Bu aglar bayes
teoremi’nin iizerine kurulmustur. Kisacast bu aglar olasilik iligkisi mevcut kiime
elemanlarinin iligkilerini modellemeye yardimci olan, kararlarin ya da belirsiz
degerlerin grafiksellestiren, kompleks matematiksel ifadeleri ve denklemlerin
analizini kolaylastiran aglardir. Bu aglar diigiimler arasindaki yollarda bulunan
degiskenler arasindaki olasilik iliskilsini hesaplar. Bu iligkiler, hem iligkisiz
diigiimlerden hem de iligkili digtimlerden olusan bir yonlendirilmis dongiisiiz

diyagram ile ifade edilir [39].

Bayes aglar1 olaylar arasindaki neden sonug iliskisini a¢iklamak i¢in kullanilan bir
yontemdir. Ornek verecek olursak bir hastalik ve o hastaligin gdsterdigi semptomlar

arasindaki baglantiy1 inceleyip arasindaki iligkiyi ortaya koyar [40].

Bayes aglari, bagimsizlikla ilgili yersiz varsayimlardan kaginarak naif Bayes
siiflandiricilarinin performansini iyilestirir. Bu sorunu etkili bir sekilde ele almak
icin, bagimsizlik iddialarin1 manipiile etmek i¢in uygun bir dile ve verimli bir

makineye ihtiyac vardir. Her ikisi de Bayes aglar tarafindan saglanmaktadir [41].

Bir Bayes ag1, etki alan1 degiskenleri arasindaki kosullu bagimliliklar1 gosteren bir
yapidir ve etki alan1 degiskenleri arasindaki olasilik temelli iligkileri grafiksel olarak
gostermek icin de kullanilabilir. Bir Bayes ag1, yonlendirilmis bir dongiisel olmayan
grafik ve olasilik tablolarindan olusur. Agin diigiimleri degiskenlerini temsil eder ve
iki digliim arasindaki bir yay, bu iki diiglim arasinda temel bir iligkinin veya

bagimliligin varligin1 gosterir [42].

2.5.3 k-En Yakin Komsuluk Algoritmasi

k-EYK, veri madenciliginde kullanilan bir siiflandirma yontemidir. k-En Yakin
Komsu smiflandiricist 6znitelik uzaymnda yer alan en yakin egitim verilerine
dayanarak verileri siniflandiran en kolay ve en sik kullanilan simiflandirma

algoritmalarindan biridir. Bu yontem siniflandirma iglemini verilen k degeri kadar en
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yakin komsunun sinifina gore gergeklestirmektedir. k-EYK algoritmasi, sinifi bilinen

vektorler kullanilarak bir vektoriin siniflandirilmasini yapmaktadir.

Test setindeki veriler egitim setindeki her bir veri ile tek tek isleme alimi
gerceklestirilir. Test setindeki verilerin sinifin1 bulabilmek i¢in egitim setindeki o
veriye en yakin k adet 6rnek veri segilir. Test edilecek olan veri se¢ilen 6rnek veriler
arasinda hangi sinifta en ¢ok veri varsa o sinifa ait oldugu kararlastirilir. Veriler

arasindaki uzaklik 6klid yontemi ile belirlenir [43].

Kisacasi bilinmeyen bir 6rnegi siniflandirmak i¢in k-EYK siniflandiricist belgenin
komsularini egitim 6rnekleri arasinda siralar ve giris 6rneginin sinifin1 tahmin etmek

icin en ¢ok benzerlik gosteren k komsunun sinif etiketlerini kullanir [44].

kK-EYK yonteminde test verisinin egitim verilerine uzaklhigi belirtildigi gibi 6klid
yontemi ile hesaplanir. Test verisinin en yakininda bulunan k adet egitim verisi en
yiiksek oranla hangi sinifa aitse test veriside ayni sinifa aittir. A=(y1,y2,Y3,.....yn) Ve

B=(t1,t2,t3,.....tn) arasindaki oklid uzaklig1 asagida gosterilmektedir.

(AB)= \E vi-t) -
B 5

k-En Yakin Komsuluk yontemi egitim verisinin fazla oldugu durumlarda ve sayisal

veriler iizerinde islem yapilmasi gibi durumlarda avantaj saglamaktadir [45].

2.5.4 Rastgele Orman

Rastgele Orman, birlestirilmis karar agaglari toplulugu olarak tanimlanabilir.
Torbalama  yontemine  rastgelelik  ozelligi  eklenerek  olusturulmustur.
Smiflandirilacak veri setinde, orman ic¢indeki tiim agacgta smiflandirma islemini
gerceklestirmektedir. Verinin smifim1 belirlemek icin daha sonra oylama islemi
gerceklestirilir ve smif belirlenir. Rastgele orman smiflandiricilarinin en biiyiik
avantaj1 birden fazla karar agacindan olusan veri icinden orman adina tek bir karar
vererek yliksek giivenilir tahminler ortaya koymasidir. Ayrica Rastgele Orman

yonteminin asir1 6grenme problemi yoktur [46].
Rastgele orman siniflandiricisinin asamalari asagida verilmektedir:

1. Karar agaci adedi n’i belirlemek i¢in veri setinde bulunan 6znitellikler kullanilir .
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2. En iyi dali belirlemek i¢in karar agacglar1 arasinda her diigiimde rastgele t adet

degisken segilir.

3. Belirlenen en iyi dal tekrar kendi i¢inde iki alt dala ayrilir. Ve daha sonra her bir
yaprak diigimde bir siif kalincaya kadar yani gini indeksi sifira ulaginca agac

dallanma islemi devam eder [47].

Sinif homojenligini 6lgmek i¢in gini indeksi kullanilir. Burada X rastgele segilen
pikselin ait oldugu smifi, T egitim veri kiimesini, X; ve f(Xi,T)/|T|, secilen verinin X

smifina ait olma olasiligin1 gésteren denklem (6) daki gibi ifade edilmektedir [48].
> 2 i#F (G TYTDECGTYIT) ©)

4. Ayr ayrn yapilan tiim tahminler sonucu en ¢ok oy alan sinif segilir ve son karar

olarak belirlenir.

Rastgele orman siniflandiricida en 6nemli se¢im, her diigiimde gelistirilecek agac

sayis1 ve kullanilacak degisken sayis1 parametrelerinin se¢imidir [47].

2.5.5 Lojistik Regresyon

Bir gozetimli algoritma olan lojistik regresyon, ikili problemlerde kullanilan
istatistiksel bir algoritmadir. Regresyon analiz sonucunda veri setinin iki olasilikll
sonucunu belirtir [49]. Lojistik Regresyon, veri kiimesindeki degiskenlerin
birbirlerini hangi yonden etkiledigini ortaya koyar. Lojistik Regresyon bagiml
degisken ile bagimsiz degisken arasindaki olasi iligkiyi arastirir. Burada bagimsiz
degiskenler kategorik veya siirekli bir yapiya sahip iken bagimli degiskenlerde iki
veya ikiden fazla sinifi igeren bir yapiya sahiptir [50]. Lojistik regresyon, karmasik
veri kiimelerini anlamak i¢in kullanigh bir istatistiksel tekniktir. Lojistik regresyon,
hastanin yagamasi veya Olmesi veya hastanin tedaviye yanit vermesi veya yanit

vermemesi gibi ikili bagimli bir degiskenin arasindaki iliskiyi test eder [51].

Lojistik regresyon analizi logit doniistiirmeden adini almaktadir. Logit doniistiirme
islemi bagimli degiskenlere uygulanmaktadir. Lojistik regresyonda en ¢ok olabilirlik
yontemi en kiiciik kareler yontemine tercih edilerek model olusturulmaktadir.

Lojistik regresyonda olasilik, odds ve odds’un yontemine dayanmaktadir. Kisaca
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odds bir olayin olusma olasiliginin olugsmama olasiligina boliinmesi olarak ifade

edilir.

Lojistik regresyon analizi ¢ok degiskenli regresyon analizi ve diskriminant
analizinden farkli yonii bagimsiz degiskenin dagilimi i¢in varsayimlara ihtiyag
duymamasidir. Lojistik regresyon analizinde dogrusallik, bagimsiz degiskenlerin
normal dagilmasi ve kovaryans-varyans matrislerinin esitligi gibi varsayimlarin

karsilamasi gerekmemektedir [52].

A : Veri kiimesinde arastirilan durumun gézlenme olasiligini,

Bo : Bagimsiz degiskenin 0 olmasi durumunda bagimli degiskenin degerinin sabiti,
21570 Bn : Bagimsiz degiskenlerin regresyon katsayilarini,

Y1Youun Yn: Bagimsiz degiskenleri,

k : Bagimsiz degiskenlerin sayisini,

e : Sabit 2.71 sayist olarak verilen Lojistik Regresyon denklem (7) formile

edilmektedir.

Lojistik regresyon denklem (7)’de A ele alinan olaym gozlenme olasiligin

belirtmektedir [53].

eB°+BlY1+""'+ﬁnYn

A=

B°+B1Y1+""'+BnYn
+
l+e (7)

2.5.6 Destek Vektor Makineleri

Destek vektor makineleri ilk olarak siniflandirma ve regresyon analizi problemlerini
¢ozmek icin Onerildi. DVM ¢esitli disiplinlerden gelen farkli veri kategorilerini
siniflandirmak i¢in egitilmis bir denetimli 6§renme teknigidir. DVM’ler hem
dogrusal hem de dogrusal olmayan veri simiflandirma problemlerinde uygulanabilir.
DVM, yiiksek boyutlu bir uzayda bir diizlem veya c¢oklu diizlemler olusturur ve
bunlarmn igindeki en iyi diizlemi bularak verileri en uygun sekilde farkli siiflara

boler [54].

Destek vektor makineleri yiiksek boyutlu uzayda dogrusal olmayan sinirlari ikinci
dereceden optimizasyon problemlerini ¢dzerek tanimlama 6zelligine sahiptir. DVM

teorisi, yiiksek boyutlu uzayda ki bir veri seti i¢in siniflar1 birbirinden ayiran sonsuz
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¢izginin oldugunu ifade eder. Destek vektorleri olarak tanimlanan sadece egitim
verilerinin bir alt kiimesindeki veriler kullanilarak iki siifi birbirinde en iyi sekilde
ayiran ¢izgi secilir. Optimal karar sinirmi temsil etmek adina destek vektorleri
arasindaki en yiiksek siir mesafesi alimir. Bazi simiflarin  dogrusal olarak
ayrilamadigl durumlarda mevcuttur. DVM bu durumda girdi degiskenlerinin Ortiilii
bir doniisiimii i¢in kernel islevini kullanir. Kernel islevleri kisaca destek vektor
makinelerinin dogrusal diizlem {izerinde dogrusal olmayan destek vektorlerinin
ayrilmasina olanak saglar. Bircok uygulamada performansi en yiiksek degerde

tutmak i¢in uygun bir ¢ekirdek genisligi ve islevinin belirlenmesi gerekir [55].

Destek vektor makineleri ¢ok sik olarak kullandigi baslica dort gekirdek fonksiyonu

mevcuttur. Bu ¢ekirdek fonsiyonlart sunlardir:
a. Dogrusal Fonksiyon,
b. Polinomiyal Fonksiyon

c. Radyal Tabanli Fonksiyon,
d. Sigmoid Fonksiyon [56].

Destek vektor makinesi, nesnelere etiket atamayr Ogrenen bir bilgisayar
algoritmasidir. Ornegin, bir DVM, yiizlerce veya binlerce hileli ve hileli olmayan
kredi kartt faaliyet raporunu inceleyerek hileli kredi kart1 faaliyetini tanimayi
Ogrenebilir. Alternatif olarak bir DVM, elle yazilmis sifirlar, birler ve benzerlerinden
olusan genis bir taranmig goriintii koleksiyonunu inceleyerek el yazisi rakamlar
tanimay1 6grenebilir. DVM'ler ayrica giderek daha genis c¢esitlilikte biyolojik
uygulamalara basariyla uygulanmaktadir [57].

2.5.7 Cok Katmanh Algilayici

Cok katmanli algilayici, katmanlar halinde diizenlenmis noéronlardan olugan tam
baglantili, ileri beslemeli bir yapay sinir ag1 tiiridiir. CKA modeli en az iig
katmandan olusur: tek bir girdi katmanindan, bir c¢ikt1 katmanindan ve son olarak
bir veya daha fazla gizli (ara) katmandan meydana gelir. CKA modelinin tercih
edilme sebebi, bu yontemlerin uygulama kolayligindan kaynaklanmaktadir. CKA'nin
ayrica yiksek kaliteli modeller sagladigi ve egitim siiresini daha karmagsik

yontemlere kiyasla nispeten diisiik tuttugu bilinmektedir [58].
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Cok katmanli algilayict modellerde problemle iliskili bilgiler giris katmaninda tutulur
ve bu bilgilerin sayist kadar ndron bu katmanda bulundurur. Birden fazla ara katman
sayis1 olabilir ve ndron sayisi ile katman sayis1 deneme yanilma yontemiyle bulunur.
Bilgiler islendikten sonra ¢ikis katmanina gonderilir yani ¢ikis katmani islenen
verileri barindirir. Ve ¢ikis katmani ne kadar siniflandirma gesidi igerirse o kadar

norondan olusur [59].
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3. GELISTIiRILEN MAKINE OGRENMESi MODELI

Bu calismada, Kovid-19 hastaliginin tanisinin kandaki biyobelirtecler iizerinden
yuksek dogrulukla yapilabilmesi i¢in Sekil 3.1 ve Sekil 3.2°de goriilen iki makine
ogrenmesi modeli gelistirdik. Ilk olarak kan ekspresyon verilerini Onislemden
gecirdik. Sonra Oznitelik se¢cme islemini uygulayarak hastaligin yiiksek dogrulukla
teshisi icin gerekli 6znitelik sayisini diisiirdiik. Son asamada Naif Bayes, Bayes
Aglar, k-EYK, Rastgele Orman, Lojistik Regresyon, DVM ve CKA algoritmalari ile
tahmin gerceklestirdik.

,—-I Oznitelik Segimi —\ Siniflandirma

Naif Bayes

il

Arama PsSO

- Bayes Agl
w- Standartlagtirma En iy Oncelikli —d :u KEYK Tahmin

Rastgele Orman

Lojistik

e PN J -

ol o
<
J gII

Sekil 3.1. Gelistirilen Makine Modeli 1

Sekil 3.1’de gosterilen ilk modelimizde, GEO'dan elde ettigimiz enfeksiyonlu ve
saglikli olan hastalara ait kan ekspresyon verilerini igeren transkriptomik verileri
stadartlastirma uyguladik. Ikinci asamada, en iyi 6ncelikli arama ve pargagik siirii
optimizasyonu yoOntemlerini ard arda uygulayarak Oznitelik sayisin1 15.379
Oznitelikten 121°e diisiirdiik. Son asamada, elde ettigimiz veriler tizerinde Naif
Bayes, Bayes Aglari, k-EYK, Rastgele Orman, Lojistik Regresyon, DVM ve CKA

algoritmalari ile siiflandirma yaptik.
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Sekil 3.2. Gelistirilen Makine Modeli 2

Sekil 3.2 de ikinci modelimiz goriilmektedir. Burada ¢oklu siniflandirilma islemi ile
bes adet sinifa dair siniflandirma yaptik. ilk modelden farkli olarak énislem adiminda
standartlastirma yerine ayriklastirma yontemi uyguladik. Oznitelik safhasinda
Oznitelik sayis1 15.379°dan 200’e diistii. Son asamada ilk modelde kullandigimiz

algoritmalar ile siniflandirma yaptik.
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4. BULGULAR
4.1 Basar1 Metrikleri

Basarim Olgmek icin karmagiklik matrisinden elde ettigimiz dogruluk, kesinlik,

duyarlilik, F-skor, MCC ve AUC metriklerini kullandik.

Tahmin

P N

Gercek | p | pp | YN

N | YP | DN

Sekil 4.1. Karmasiklik Matrisi
Karmasiklik matrisinde;
DP: Pozitif siif verilerinden dogru siniflandirilan verilerin sayisini;
DN: Negatif sinif verilerinden dogru siniflandirilan verilerin sayisini;
YN: Gergekte pozitif olan ancak negatif olarak siniflandirilan verilerin sayisini;

YP: Gergekte negatif olan ancak pozitif olarak siniflandirilan verilerin sayisini verir
[60].

Dogruluk, dogru tahmin edilen toplam pozitif ve negatif orneklerin oranini verir

[60]:

(DP+DN)
(DP+YP+DN+YN) (8)

Dogruluk =

Kesinlik, tahmin edilen pozitif ornekler icerisinde dogru tahmin edilen pozitif

orneklerin oranini verir [61]:

- DP
Kesinlik=———
(YP+DP) ©)

Duyarlik, gercek pozitif 6rneklerden dogru tahmin edilen pozitif 6rneklerin oranini

verir [61]:
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DP

Duyarliltk = ——>—
Y (w+pP) 10)

F-Skor, duyarlilik ve kesinlik metriklerinin birlikte degerlendirilebilmesini saglar. F-

skor duyarlilik ve kesinlik metriklerinin harmonik ortalamasidir [60]:

F:Z*D*K

K+D (11)

Kappa metrigi, +1 ile -1 arasinda deger alir. K<O durumunda gézlemlenen durumun
sansa bagli durumdan kii¢iik oldugunu ve K>0 oldugunda gozlemlenen durumun
sansa bagli durumdan biiyiik ya da ona esit oldugunu gosterir. Kappa degeri formiilii
asagida verilmistir. Burada T kabul edilmesi gereken ve T, kabul edilen orani degeri

olmak Uzere,

‘ (12)
formall ifade edilir [62].

MCC, diger metriklerden farkli olarak karigiklik matrisinde bulunan tiim degerleri
kullanir. +1 ile -1 degerleri arasinda yer alir. MCC=0 ise bu rastgele tahminde
bulundugunu, aldig1 degerler -1’e yakinsa yanlis tahminde bulundugunu ve aldig1

deger +1’e yakinsa bu da dogru tahminde bulundugunu gostermektedir [60]:

(DP*DN —YP*YN)

MCC =
J(DP+YP)%(DP+YN)#(DN +YP) (DN +YN)

(13)

AUC, smiflandirma islemlerinde basarimi test etmek i¢in kullanilan bir diger
yontemdir. 1 ve 0 arasinda degerler iiretir. AUC degeri, 1’e yakin bir degerse bu
dogru tahmin etigini ve aldigr deger 0.5’in altindaysa bu da yanlis tahminde

bulundugunu goéstermektedir [63]:

Auczl*(
2

DP DN j
+

DP+YN DN -+YP (14)

4.2 Deneysel Sonuglar

Kovid-19 hastaliginin teshisi i¢in gelistirdigimiz en iyi bagarimi veren Model-1 ve

Model-2’ye ait sonuglar Cizelge 4.1 ve 4.2°de goriilmektedir.
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Cizelge 4.1. Model 1 i¢in Siniflandirma algoritmalarinin basarim metrikleri

Siniflandiricilar Dogruluk Kesinlik Duyarlik AUC MCC  F-Skor  Kappa

(%)
Naif Bayes 88,71 0,802 0,948 0972 0,779 0,869 0,771
Bayes Ag1 98,46 0,963 1 0,999 0,969 0,981 0,968
k-EYK 93,33 0,881 0961 0977 0865 0,919 0,863
RO 97,44 0,95 0,987 0,997 0947 0,968 0,947
Lojistik 89,74 0,861 0,883 0951 0,787 0,872 0,786
Dogrusal DVM 95,38 0,936 0,948 0,953 0,904 0,942 0,904
RBF DVM 94,36 0,934 0,922 094 0882 0,928 0,882
Poly DVM 67,18 0,933 0,182 05587 0,318 0,304 0,202
CKA 95,9 0,937 0,961 0986 0,915 0,949 0,915

Cizelge 4.1 de bizim gelistirdigimiz model 1 i¢in smiflandirma algoritmalarinin
bagarim metrikleri verilmistir. Model 1 de daha oOnce belirtigimiz gibi ikili
siiflandirilmis veri seti kullanildi. Veri setinden elde ettigimiz 6znitelik listesine
sirasiyla Naif Bayes, Bayes Agi, k-EYK, Rastgele Orman, Lojistik Regresyon,
DVM, Polinomal DVM, Radyal Tabanli DVM ve son olarak CKA siniflandirma
algoritmalar1 uygulandi. Burada biz basari metrikleri olarak dogruluk, kesinlik,
duyarhilik, AUC, MCC, f-6lciitii ve kappa degerlerini kullandik. Siniflandirma
sonucunda en yiiksek degeri Bayes Agilarmin verdigi gézlemlenmistir. Bayes Ag1
i¢cin siif dogrulugu %98,46, kesinlik 0,963, duyarlik 1, AUC 0,999, MCC 0,969, f-
skor 0,981 ve son olarak kappa 0.968 ile en yiiksek degerler elde edilmistir. Bayes
Agindan sonra en yiliksek sinif dogrulugu veren ikinci siniflandirma algoritmasi
Rastgele Orman algoritmasidir. Rastgele orman siiflandirma algoritmasi i¢in sinif
dogrulugu %97,44, kesinlik 0,95, duyarlilik 0,987, roc 0,997, mcc 0,947, f-skor
0,968 ve son olarak kappa 0,947 ile ikinci en yiiksek degerleri elde edilmistir. En
disik smif dogruluk degerini %67,18 ile Polinomal DVM’nin verdigi
gozlemlenmistir.  Siniflandirma algoritmalar1 sonucunda smif dogrulugu metrik
degerleri Bayes Ag1 (%98,46), Rastgele Orman (%97,44), CKA (%95,9), Dogrusal
DVM (%95,38), RBF DVM (%94,36), k-EYK (%93,33), Lojistik (%89,74), Naif
Bayes (%88,71) ve Polinomal DVM (%67,18) olarak elde edilmistir.

23



Cizelge 4.2. Model 2 i¢in Siniflandirma algoritmalarinin basarim

metrikleri
Siiflandiricilar  Dogruluk MCC Kappa
(%)

Naif Bayes 98,46 0,979 0,979
Bayes Ag1 98,46 0,979 0,979

k-EYK 96,41 0,95 0,95

RO 96,41 0,95 0,95

Lojistik 96,5 0,953 0,96
Dogrusal DVM 98,46 0.979 0,979
RBF DVM 96,92 0,958 0,957
Poly DVM 39,49 NA 0,362
CKA 98,46 0,979 0,979

Cizelge 4.2 de gelistirdigimiz model 2 i¢in siniflandirma algoritmalarinin basarim
metrikleri verilmistir. Model 2 de ¢oklu smiflandirilmis veri seti kullanildi. Veri
setinden elde ettigimiz Oznitelik listesine sirasiyla simiflandirma algoritmalari
uygulandi. Burada biz basar1 metrikleri olarak simif dogrulugu, MCC ve kappa
degerlerini kullandik. Siniflandirma sonucunda en yiiksek degeri burada Bayes Agi,
Naif Bayes, CKA ve Dogrusal DVM’nin verdigi gézlemlenmistir. Bayes Agi, Naif
Bayes, CKA ve Dogrusal DVM i¢in sinif dogrulugu %98,46 MCC 0,979 ve son
olarak kappa 0,979 ile en yiiksek degerler elde edilmistir. En diisiik sinif dogruluk
degerini %39,49 ile Polinomal DVM’nin verdigi gézlemlenmistir. En diisiik sinif
dogrulugunu veren Polinomal DVM’nin MCC degeri hesaplanamamaktadir bu
yilizden not applicable (NA) degerini almistir. Siniflandirma algoritmalar1 sonucunda
sinif dogrulugu metrik degerleri Bayes Ag1 (%98,46), Rastgele Orman (%96,41),
CKA (%98,46), Dogrusal DVM (%98,46), RBF DVM (%96,92), k-EYK (%96,41),
Lojistik Regresyon (%96,5), Naif Bayes (%98,46) ve Polinomal DVM (%39,49)

olarak elde edilmistir.
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Sekil 4.2°de iki modelimiz i¢in siiflandirma algoritmalarinin dogruluk degerlerinin

karsilastirilmali sonucu grafiksel olarak goriilmektedir.

1,2

0;

(e0]

0;

»

Sinif Dogrulugu

N

0:

0,

N

o

Model 1

Sekil 4.2. Gelistirilen Modellerin Sinif Dogruluk degerleri

Model 2

| Naif Bayes
Bayes Agi

B k-EYK
RO

ELR

m DDVM

B RBF DVM

H Poly DVM
CKA

Cizelge 4.3 ve Cizelge 4.4 de ¢alismamizin diger ¢calismalarla karsilastirilmasi

verilmektedir.

Cizelge 4.3. Calismamizin Farkli Veri Setini Kullanan Diger Calismalarla

Kiyaslanmasi
Dogruluk MCC
(%)
Calismamiz 98,46 0,98
Zhang ve arkadaslar1 89,3 0,83
Arpaci ve Arkadaslar 84,21 NA
Muhammad ve arkadaslari 94,99 NA

Zhang ve arkadaslari, Makine 6grenme yontemlerinden en yiiksek degeri Rastgele

Orman ile sinif dogrulugu %89,03 ve MCC 0,83 olarak elde edilmistir [10]. Arpaci
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ve arkadaglarinin c¢alismasinda, %84,21 dogrulukla tahmin etmekte oldugunu
gostermislerdir [8]. Muhammad ve arkadaslari, karar agact modelinin %94,99 ile en
ylksek dogruluga sahip oldugunu gostermislerdir [9].

Cizelge 4.4. Calismamizin Coklu Siniflandirilmis Veri Setini Kullanan Diger
Calismalarla Kiyaslanmasi

Dogruluk MCC

(%)
Calismamiz 98,46 0,98
Chen ve arkadaslar1 93,8 0,92

Calismamizda coklu siniflandirilmis veri setini kullanarak gelistirilen modelin
smiflandirma sonucunda en yiiksek degeri Bayes Agi, Naif Bayes, CKA ve Dogrusal
DVM’nin verdigi gézlemlenmistir. Bayes Ag1, Naif Bayes, CKA ve Dogrusal DVM
icin smif dogrulugu %98,46 ve MCC 0,979 ile en yiiksek degerler elde edilmistir.
Aynmi sekilde ¢oklu siniflandirilmis veri setini kullanan Chen ve arkadaslari, en
yiiksek degeri DVM algoritmasi ile % 93,08 sinif dogrulugu ve 0,92 MCC degerleri
elde etmislerdir [6].
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5. SONUCLAR

Kovid-19'un teshis ve tedavi seyrinde, kandan elde edilen gen ekspresyon profil
verileri biyobelirte¢ olarak kullanilabilir. Kovid-19 igin, kanda, diger viicut
stvilarinda ya da dokularda bulunan, hastaligin isareti olan, normal veya anormal bir
strece tepki veren biyolojik molekiller olan biyobelirtecler belirlenebilmektedir.
Biyobelirteclerin makine O6grenmesi Ogrenmesi yontemleri ile in silico ortamda
tahmin edilmesi Kovid-19 tedavisi agisindan kritik Oneme sahiptir. Makine
ogrenmesi yontemleri ile in silico ortamda yapilan ¢alismalar laboratuvar sartlarina

gore zaman ve mekan acisindan tstiinliiklere sahiptirler.

Bu tez ¢alismasinda, Kovid-19 hastaliginin teshisinde 6nemli rol oynayabilecek
biyobelirteglerinin tahmini i¢in iki makine 6grenmesi modeli gelistirdik. GEO'dan
elde ettigimiz saglikli ve Kovid-19 hastalarina ait kan ekspresyon verilerini igeren
transkriptomik veriler {izerinde modellerimizi test ettik. Test islemini verilerin ikili
ve ¢oklu siniflandirmaya tabi tuttuk. Gelistirdigimiz iki makine 6grenmesi modelleri

ile en iyi sonuglari elde etik.

Ikili smiflandirma igin gelistirdigimiz model, Bayes Aglar1 algoritmasi ile %98,46
siif dogrulugu, 0,963 kesinlik, 1 duyarlilik, 0,999 AUC, 0,969 MCC, 0,981 F-skor

ve 0,968 kappa degerlerini vermistir. Bu degerler yliksek bagarim gostermislerdir.

Coklu siniflandirma igin gelistirdigimiz ikinci model de Bayes Aglari, Naif Bayes,
CKA algoritmalar ile literatiirdeki en iyi basarimi %98,46 simif dogrulugu, 0,979
MCC, 0,981 F-skor ve 0,979 kappa degerleri ile vermistir.

Gelecekte yapilacak ¢aligmalarda, biyobelirteglerin tahmini bagarimini artirmak i¢in
birlestirilmis siniflandiricilar kullanmay1 planlamaktayiz. Ayrica makine 6grenmesi
modellerimizin ¢evrim i¢i uygulanabilecegi bir web sunucu gelistirmeyi

hedeflemekteyiz.
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