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ABSTRACT 

 

A Study On The Use Of Simulation Coefficients For Categorical Variables In 

Text Mining 

Emine Eda ÇAM 

 

Dokuz Eylül University 

 Graduate School of Social Sciences  

Department of Econometrics Program 

 

The transfer of texts into digital environments is facilitated by 

technological developments. Text mining techniques should be applied in 

order to reach the texts and to obtain meaningful information from the texts. 

Text mining aims to obtain statistical results over the text along with the 

natural language processing discipline from data that is not found in the 

structure form. 

Within the scope of this study, by using the text mining techniques and 

similarity-distance measurements on 6 different works of 4 different authors, 

the success of author recognition and text classification with the help of R 

program has been tried to be achieved. The numerical data related to the 

authors' works were extracted and the Euclidean distance was calculated 

between these numerical data and the text classification was done by using 

the K-NN algorithm. It has been tried to determine which text set belongs to 

a given work, based on the data obtained. 

 

Keywords: Text Mining, Author Recognition, Similarity Measures. 
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ile ilgilenmektedir.  

belirlenmesinde, 

belirlenmesinde, pazar sepet

 

text gibi metin dosyalar, e-postalar örnek verilebilmektedir.  

 

 

 

tahminlenm  

yer veri  
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Üçüncü ve son bölüm olan Analiz ve Yorum bölümünde ise, tez 
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1.1.  

 

 

  

Basic, ODBC, Excel ve Access   

bu yana sürekli 
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Tablo 1:  

 

Kaynak:  

 

1.1.2.  

 

setleri ortaya 
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 bilgisayar veri taba  

 

görüntü  toplanabilir ik, 

makine bilgisi, yapay zeka, 

kavramlar ile  içermektedir.  

 

1:  

 

Kaynak:  

ilgilenmektedir. 

1.1.2.  
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üyük veri s

 bir hali 

Veri am d

(  2015: 6  olarak 

yorumlanabilmektedir. 

tutar. 

da ilk kez William H. 

 

 

Extract, Transform, Load) 

Extract:  Veriyi kaynak sistemden alma, 

 için 

 verinin temizlenmesi ve 

 

Load: Verilerin hedef sisteme  
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2: ETL Süreci 

 

 

1.2 YGULAMA ALANLARI 

 

  

 

1.2.1. Pazarlama 

 

  

 Sepet analizi 

  

 -

elde edilen  

  

 

1.2  

 

  

 Test verilerinden elde 

edilebilir. 
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Vysis, ilaç sanayisi için r

a . Rochester Kanser Merkezi bölümü 

 SEE

( : 8 ) 

 

1.2.3.  

 

  

 

 

 Kar analizi 

 Portföy yönetimi 

 

1.2.4. Doküman Verileri 

 

 

 gerekmeden benzerlik hesaplayabilmektir. Bu 

genelde oto

. Polis ve emniyet, güvenlik 

bi sorulara 

( 2005: 9 ) 

 

1.2.5. Endüstri 

 

 Kalite kontrol analizlerinde 

 Lojistik 

 Üretim planlama 
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 Ü

  

 

1.3.   

 

 

 

 

 

 

  

dü  

3:  

 

Kaynak: Baykasl, 2006: 95.  
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1.4.  MLER 

 

 

 

1.4.1. Veri Boyutu 

 

Veri  çok fazla veya 

 

problem veri setlerindeki veri  zaman 

(Aydilek, 2013: 18) 

Yatay boyutta veriler nesnelerin özellik sa

 

a.)  

 

 

 

  

b.) 

t (Özbay,  2007: 44) 
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 1.4.2. Gürültülü Veri 

 

Gürültülü veriler, veri 

nda meydana gelmektedir. Bu tür verilerin veri 

 olarak da 

 göstermeyebilmekte fakat 

görülmektedir. (Aydilek, 2013: 18) 

Gürültülü verinin  

yöntemler   

              

(Tiryaki, 2006: 28) 

 

1. Regresyon yöntemi 

2. Kümeleme yöntemi 

3. Kutulama (Binnig) yöntemi 

4. Bilgisayar ya da insan kontrolü 

 

1.4.3.  

 

hil olmak üzere hiç  

konusudur:  

1.  
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2. enebilir. 

 

 

 

  

 

 

 

1.4.4. Eksik V  

 

 

edilememesi gibi durumunda  

 sonucunda da 

( Aydilek, 2013: 19)  

veri 

içerisindeki olumsuz etkisinin 

 

1. Liste boyunca silme 

2.  

3. Ortalama yöntemi 

4.  

5.  

6. Maksimum beklenti yöntemi 

7. Jackknife yöntemi 
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1.4.4.1. Liste Boyunca Silme Yöntemi 

 

dir. Çünkü 

bu yöntemi kullanabiliriz.  

 

 

Tablo 2: Liste Boyunca Silme Yöntemi  

   

Açelya Kuzey Amerika ve Asya Fundagiller 

 Tanzanya ------ 

 Meksika ve Orta 

Amerika 

 

Cam Güzeli  ------- 

 ------ Zeytingiller 

 Orta ve Güney Amerika Kaktüsgiller 

 

 

   

Açelya Kuzey Amerika ve Asya Fundagiller 

 Meksika ve Orta Amerika  

 Orta ve Güney Amerika Kaktüsgiller 

 

açabilmektedir. 
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1.4.4.2. temi 

 

 

Tablo 3: Silinmesi Yöntemi 

   

Açelya Kuzey Amerika ve Asya Fundagiller 

 Tanzanya ------ 

 Meksika ve Orta 

Amerika 

 

Cam Güzeli  ------- 

 ------ Zeytingiller 

Atlas  Orta ve Güney Amerika Kaktüsgiller 

 

 

kümesinde eksik olan veri  

   

Açelya Kuzey Amerika ve Asya Fundagiller 

 Tanzanya ------ 

 Meksika ve Orta 

Amerika 

 

Cam Güzeli  ------- 

 Orta ve Güney Amerika Kaktüsgiller 
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1.4.4.3. Ortalama Yöntemi 

 

 

Tablo 4: Ortalama Yöntemi 

 Departman  

Kemal Bozkurt  3000 

Sibel Eker Pazarlama 2500 

Nihat Kuru  ------ 

Nuray Tarhan Muhasebe 3000 

 

 

 

 

 Departman  

        Kemal Bozkurt  3000 

Sibel Eker Pazarlama 2500 

Nihat Kuru  2835 

Nuray Tarhan Muhasebe 3000 

 

2833 olarak bulunan ortalama veri setinde eksik gözlem içerisinde 2835 

olarak yuvarlanabilir. 
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1.4.4.4. Interpolasyon Yöntemi 

 

verilerin  

 

 

Tablo 5: Boy / Kilo ve Cinsiyet Tablosu 

Boy Kilo Cinsiyet 

180 78 Erkek 

177 75 Erkek 

170 65  

168 74 Erkek 

186 76  

187 --- Erkek 

167 57  

160 60  

113 23 Erkek 

169 66 Erkek 

155 44  

Kaynak:  ve  2017: 14) 

4: Boy/Kilo  
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Y*=  

Y*=76+(187-186)  

Y*=77 

 

 

1.4.4.5.  

 

  olarak görülebi  

sütu  

olumsuz etkileyebilmektedir. 

Tablo 6:  

Ad-Soyad Departman  

         Kemal Bozkurt  3000 

Sibel Eker Pazarlama 2500 

Nihat Kuru  2835 

Nuray Tarhan Muhasebe 3000 

Ece Durgut  ---- 

nmak 

istenirse, 

Ad-Soyad Departman  

Kemal Bozkurt  3000 

           Sibel Eker Pazarlama 2500 

           Nihat Kuru  2835 

         Nuray Tarhan Muhasebe 3000 

Ece Durgut  3000 
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Ece D endisinden bir önce olan 

Nuray  

 

1.4.4.6. Maksimum Beklenti Yöntemi 

 

den maksimum 

(Sezgin ve Çelik, 2013: 613) 

 

n = veri kümesi 

 

n-  

e = Kab  

   

 

 

 

 

 

 

 

n=15  

k=12  

n-k= 3 
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e = 0.1 olsun. 

n= ( 30,41,45,12,20,14,16,35,8,23,26, 50, ?,?,?) 

 

 

 

 

25.333   

 

 

 

26.40   

 

 

 

26.61 -  

 

 

 

26.65  26.61 = 0.04 < 0.1  

 

 

1.4.4.7.  

 

e kalan gözlemlerden örneklem istatistikleri 

(Teme 46) Bu yüzden 

m

nlar ile 
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n = Veri kümesi 

 

 

 

 

 

 n = ( 6 , 5 , 8 , 10 , 1 , ? , ? ) 

k = 5  j = 2      ise     

 

 

 

 

 olarak sabitlenecektir. 
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1.5. ULLANILAN 

 

 

1.5.1.  

 

ri 

-

r. 

 

1.5.2. K-  

 

K-

 

 için yeni bir eleman 

 

edilir klid 

 

 Veri özelliklerimiz 
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 alli 

29)          

Tablo 7:                          

 

1.5.3.  

 

Elimizde n 

1,S2 n

belirlenmektedir

i ( 22) i 

 

P(Si / X) =  

P(X) 

i Si) P(Si

P(Si  

P(Si) =  



23 
 

Burada Oi, Si 

: 22) 

 

Tablo 8: Bilgisayar Ve Özellikleri 

          

Teknolojisi 

Disk 

Kapasitesi 

RAM 

Kapasitesi 

Ekran 

 

1 A  1 TB 4 GB 2 GB 

2 B  256 GB 8 GB 3 GB 

3 A Amd A9 1 TB 4 GB 2 GB 

4 A  1 TB 16 GB 4 GB 

5 B  500 GB 4 GB 2 GB 

6 B  1 TB 8 GB 4 GB 

7 A  512 GB 16 GB 4 GB 

8 A  1 TB 16 GB 8 GB 

 

X verisinin hang Si)P(Si) 

 

. P(Si  

P(A) = 5/8 =0.625 

P(B) = 3/8 =0.375 

P(X/Si  

 = 0.40 

 

 

= 0.40 

 = 0.33 
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P(X|A) = 0.40*0.80*0.40*0.40 =0.051 

P(X|B) = 0. 33*0.33*0.33*0.33 =0.011 

P(A) P(X|A) = 0.625*0.051= 0.032 

P(B) P(X|B) = 0.375*0.011= 0.004 

Elde edilen sonuca göre X  

. 

 

1.5.4.  

 

Yapay 

 

-h-

Tekin, 

 

2011: 14)   

benzemektedir. Bu 

 

  

 Paralellik 

  

  

  

  

 Genelleme 

 Tahmin 
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(Köktürk, 2012: 24 ) 

verilmektedir. 

 

1.5.5.  

 

Sezer, 

2008: 

 

. (Köktürk, 2012: 44) 

 

1.6. SINIFLANDIRMA MODEL  

 

 yaparken yukar

-

-ölçütüdür. 
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Tablo 9: Hata Matrisi 

  

  

 

 

 a B 

 c D 

 

a= TP ( True Positive)    b= FN ( False Negative )   c= FP (False Positive)                    

d= TN (True Negative ) 

 

1.6.1. -  

 

  

 

 

  

 

1.6.2. Kesinlik 

Kesinlik =  

1.6.3.  

 

=  

 

1.7.6. F Ölçütü 

 

Bunun için her ikisinin harmonik -

( 54) 

F-ölçütü =  
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V  Günümüzde teknolojinin 

birçok 

bilgi iyaç duyulan 

d

 

 

Meti  

bilgiler elde etmeyi amaçlayan ve 

önemli bir alan ha

 

 bilgisayar dili 

l aramalar, 

istatistiksel veya algo

gibi dilbilimsel olmayan yöntemlerdir  2010: 46) 

 M

 

rastlan mak ma sosyal medyalar üzerinde daha rahat 

 pazarlama beceri analizleri bu alanlar üzerinde daha 

 .  2017: 22) 
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2.1.  

 

güvenilir bilgiler elde etmeyi amaçlar.  

Geleneksel sorgu ve raporlama tekniklerinin veri kümeleri 

 

 

yorumlanabilir duruma  2009: 8) 

i bilgiye 

 

 

Hem v

 

 

2.2. GULAMA ALANLARI 

 

yasal-avukat- - 

- 

 2012: 35)  

ve analizinde, bu metinlerin düzenli hale getirilip bunlardan özet bilgiler 
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2.2.1. önetimi (CRM)  

 

  

- 

 

 -58). 

zerindeki  incelenerek bu  

ularda  

gidebilmektedirler. 

 

2.2.2.  

 

ve özet haline getirilerek ilgili 

  (Çelikyay, 

2010: 49). 

 

 

2.2.3.  

 

niceleyici 
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(Melek, 2012: 29) 

 

2.2.4. Finans 

 

Metin analizi ile finans konulu tüm  

 haberlerin, 

örnektir. Uygulamada

 analizini ele al . 

 

2.2.5.  

 

 

. Hekimlerin 

hasta ile ilgili konularda 

 

gelmektedir. 

ki önemli 

 

  

 , 

-gen ve protein-

 2007: 8-9.)  
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 , 

fon  

teknikleri 

  

 

2.2.6. -  

 

-

ifadelerin tespit edilebilmesi, spam maillerin , b

 

 

2010: 50) 

 

2.3. GULAMA ADIMLARI 

 

 

 

2.3.1.  

 

 Özellikle 

 

 bulunan metin benzeri veriler (fatura, hesap belgesi, 

mektup, mail, epikriz gibi.) ile de ( : 10) 

 

2.3.2. Metin Ön  
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2.3.2.1.  

 

 i  

metinlerin analiz edilebilmesi hale 

getirilmesidir. Bunun için ilk önce metindeki XML ve  HTML  gibi  her  türlü  

edilemeyen karakter  

: 60) 

 

2.3.2.2.  

 

 

 

2.3.2.3. Gövdeleme 

 

Bütün temizleme 
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2.3.2.3.1. Gövdeleme 

 

Gövdeleme yöntemi, direkt olarak kelimenin kökü ile ilgilenir. Kelime 

köklerinin belirlenebilmesi için kelimelerin biçimsel ve anlamsal benzerliklerinin 

 

 

ka, 2012: 29) 

 

Tablo 10:  

kullanmak Kullan 

 Kullan 

 Kullan 

               

2.2.3.2. Joker Yöntemi 

 

Gövdeleme yönteminde ortak 

bir köke indirgenirken, joker yönteminde Kökün 

 

Jo
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2.3.3. Özellik Belirleme 

 

getirilebilmesi için metnin içinde geçen 

ilgisiz kelimelerin (sadece birkaç dokümanda gözlemlenen özelliklerin 

 

 2009: 

 

 

2.3.4.  

 

formata 

kümeleme, genetik algoritma vb.) analizi sürecidir. 

 

2.3.5.Analiz Ve Yorum 
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5:  

 

2.4.   

 

 

 

2.4.1.Vektör Uzay Modeli 

 

 bilgi filtreleme, indeksleme gibi 

 

 

6: Vektör Uzay Modeli 

 

Metin Koleksiyonu 

Özellik Belirleme

Analiz Ve Yorum
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 kosinüsünden daha büyükse, o zaman, Q vektörü ile D1 

      

 

Vektör uzay modeli MxN boyutlu  tüm 

 

enilmektedir. 

 

 2.4.2.  

 

 

 

SORGU:  

 

1-Gribe yakalanan ha

 

2-                    

 

3-  

4-  

5-Hakemin gözü önünde 

(Spor)  

6-Taraftarlara erken gelen gol ilaç gibi geldi ve taraftarlar golden sonra hiç 
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Tablo 11: Kelime Filtreleme 

 JOKER 

Enflasyon*  

Grip* Grib* 

Hakem*  

  

Taraftar*  

  

 

Sözlü  

 

  

D1=(0,2,0,1,0,0)    

D2=(0,0,0,1,0,0)   

D3=(1,0,0,0,0,0)  

D4=(0,0,0,0,0,2)  

D5=(0,0,2,0,0,0)  

D6=(0,0,0,1,2,0)  

DQ=(0,0,2,0,1,0)  Sorgu vektörü 

el olarak ifade etmek istersek sözlükteki kelime 

ilgili dokümanda geçiyorsa 1 geçmiyorsa  

D1=(0,1,0,1,0,0)    

D2=(0,0,0,1,0,0)   

D3=(1,0,0,0,0,0)  

D4=(0,0,0,0,0,1)  

D5=(0,0,1,0,0,0)  

D6=(0,0,0,1,1,0)  

DQ=(0,0,1,0,1,0) 
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2.5. I 

 

ortaya 

 

 

Algoritma  varyant hariç ) mevcut 

belirleyecektir. Bir çapraz çizelgeleme (corss-

 

2012: 40) 

 

A1, A2,......, Am      =>      B1, B2 n  

Bu ifadede yer alan, Am ve Bn  A1, A2,......, Am 

B1, B2 n  eylemleri 

 

 ne kadar s

 

ve B 
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 yüzdesidir.   

ise, A  de içermektedir. 

  

rinde 

  

 

Beklenen Güven (A=>B) = Destek (A) * Destek (B) / Destek (A) 

Lift (A=>B) = Güven (A=>B) / Beklenen Güven (A=>B) 

Li  

üzerinde negatif bir etki A o

ift 

 mektedir.

( : 7) 
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Tablo 12:  

 

Kaynak: Nisbet : 127. 

güvenir  ifade edilmektedir. Çok büyük veri setlerinin 

 Destek 

  Tablo yer 

  

.  

 

 

Güve   

tablodan da görülebile

 de geçme 

olarak ifade edilmektedir.   
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2.6  K VE 

 

 

2.6.1.  

 

 2005) 

 

 

 

 

 

 

 

er 

içeriyor ise iyi sonuç elde edilir

 2008: 38) 
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7:  

 

 

2.6.2. Kosinüs Be  

 

 

 

tlu 

etmektedir  2008: 38) 

 

  



43 
 

8:  

 

2.6.3.  

 

   

.  

 

 

ya

olan benzerlikleri de artar.  2008: 39) 
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2.6.4. lçüsü  

 

Manhattan 

 

 

 

 

 

 

2.6.5. lçüsü 

 

 

 

 

 

formülüne,  

  (Dinler, 2004: 15) 

 

 

p

k
jkik xxjid

1
),(

mp

k

m

jkik xxjid
1

1
),(
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2.7.  

 

bir yöntemdir. Elde edilen kümeler küme içi homojenlik ve 

heterojenlik gösterirler. Kümeleme 

 , bir geometrik çizim 

 

belirlenmesi gibi amaçlarla da ku

 

Kümeleme analizi 4  

Yani ilk olarak 

leri elde 

edilir. ) 

 

 

 / 

 

 

edilmesidir. 

 veriler 
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9: Kümeleme Analizi 

 

2.7.1. Kümeleme Yöntemleri 

 

gösterilmektedir.  
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Tablo 13: Kümeleme Teknikleri 

 

Kaynak: , 2008:  9 

2.7.1.1.  

 

verilir. , 2014: 17) 

 

2.7.1.2.  

 

ise 

ak için 

. Bu özellik h leme yöntemlerinin, 

büyük veri setlerine uygulanabilmektedir

yöntemleriyle ol
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içermekte ve her bi .   2014: 22-

23) 

 -ortalamalar 

kümeleme yöntemidir. 

 

2.7.1.2.1. K-Ortalamalar Yöntemi 

 

K-ortalamalar yöntemi bilinen en eski kümeleme yöntemlerinden biridir. 

. K ortalamalar yöntemi her 

 ortalamalar 

 

K-  

 

 

 

 

 

 

 

  

7.  

erdirilir.  2014: 23) 

 

 

belirlenmesinde 
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. 

  

 

 

 

  

 

 

 

 

jx ; j. kümenin örneklem ortalama vektörü     

    

2.8.  

 

, veri 

 - 

sel yöntemdir.

:210)  

k tane 

(k<=p)  

 

edilebilir bir d  
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1-  

2-  

3- -  

4-  

k tane (burada k<=p )  

boyut indirgeme . 

Temel bile -ortalamalar yöntemi ile ilgili 

-ortalama Kümeleme 

ygulama  

gösterilebilmektedir.  

 (Kama, Rosa ve Canadian) ait 

 (

 ), her bir elementten 

69 adet bulun  temel 

k-ortalama  yöntemi ile veri setleri . K-ortalama yönteminde 3 

  

K-

1. 

kümede 61, ikinci kümede 74 ve . Sonuç 

olarak, Rosa kümesi için 8 adet gözlem, Canadian kümesi için 5 adet gözlem ve 

Kam

. Temel b nler analizindeki temel amaç, 

onu en az olan birbirlerine dik, veri setinin büyük 

. Bu neden 

a çok az korelasyon 
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ile tekrar k-

la 

-

u sonuç bize k-

göstermektedir.  

 

2.9. ( ) 

 

 

maç metni 

itesindeki bir otel ile 

ilgili 

otel ile i  

hesaplamal

verileri kullanarak bu 

alan . 

De

 (Nizam 2014: 2) 

Duy

negatif / bu 

veriler metin mad yöntemleri olan iletideki simge ve noktalama 

n temizlenmesi, kelimeleri köklerine terim listelerinin 
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. Vektör uzay modellerinde binary, 

doküman 

akine 

.  

Naive Bayes (NB), Random Forest (RF), Sequential 

Minimal Optimization (SMO), Decision Tree (J48), 1-Nearest Neighbors 

lçütleri ( 

(Accuracy-Error Rate) F-Ölçütü (F-

Measure) ) ve K  

 

Tablo 14:  

 -

 

Kesinlik F-ölçütü  Kappa 

 

      NB 59.30 0.5 0.59 0.58 0.28 

      RF 45.15 0.78 0.66 0.56 0.21 

      SMO 78.58 0.85 0.70 0.65 0.85 

      J48 45.36 0.46 0.53 0.45 0.15 

Nearest 

Neighbors 

75.62 0.35 0.55 0.50 0.08 

 

 

 ve %81.36   
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2.10.YAZAR TANIMA 

 

cinsi

 

  

 metinlerin cinsiyete göre 

 ç . Karakter 

 

2006: 1) 

  çal . Ç

. 

www.vatanim.com.tr, www.sabah.com.tr) fark

manlardan 

meler, 

dilbilgisi özellikleri, N

VM, C 4.5 ve RF 

uç S

rle 
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Naive Bayes ve S -

. 

 

Tablo 15:  

 

Kaynak: Diri  

 

 

Tablo 16: Ö  

 

 

Kaynak: Diri  

 

2.10.1.Özellik Vektörleri 

 

 s

veri setinde yer alan dokümanlardan belirli özelliklerin elde edilmesiyle özellik 

 Her doküman, seçt  

 boyutlu bir vektör ile ifade edilir. 

Vecdi Emre Levent ile 

özellik 



55 
 

( virgül, 

 

. 
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ÜÇÜNCÜ BÖLÜM 

 

 

3.1.  

 

 Ross Ihaka ve Robert 

Gentleman R, güncel olarak 2 milyondan 

fazla kul   büyümeye 

devam eden dil 2019 itibariyle popüler programlama diller (Java, C, 

Pyhton, C++, Visual Basic .NET, JavaScript, C#, PHP, SQL, Objective-C, 

MATLAB)  12 . (TIOBE Programlama Topluluk 

 

 R 

olmayan modelleme, klasik istatistik testleri, zaman-

atistiki ve grafiksel yöntemler için etkin programlama 

yeteneklerini içerir.  

R, istatistik ile ekonometrik hesaplamalar, veri manipülasyonu, 

programlama ve grafiksel gösterimi bir arada sunan 

programlama dilidir.  
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10:  

 

 

 

 

3.2. R PROGRAMINDA YAZAR TANIMA UYGULAMASI 

 

R programlama  

, 

yönelik yeni  Bu a

olan kütüphaneler 2. Bölümde . 

Guttenberg web sitesinden Tolstoy, Jane Austen, Mark Twain ve 

Alexandre Dumas  kodu 

 

  

 

. 

 

3.2.1. Uygulama Süreci 
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11:   

 

 

 

 

 

 

 

 

 

 

 

 

 

 

3.2.2.  

Metin analizi için tidyverse, tidyr, tm paketleri  install.package ( ) ile 

yüklendikten sonra library ( ) ko  hale getirilir ve 

  Library (gutenberg) komutu 

enber

 

library(gutenbergr)  

theme_set(theme_minimal()) 

books <- gutenberg_download( c (2752), meta_fields = "author")  

    

tidy_books <- books %>% 

           unnest_tokens(word, text)         

 

seti indirilir. Veri setini 24 

 

 

Analiz 

Toplamda 24 adet eserin 

 Martin 
Guerre (2752) 

harfler küçük harfe 

dü. 

Ters-Doküman Matrisi 

KNN Kümeleme            

Öklid ve Jaccard 

Benzerlik Ölçüleri  
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3.2.3.  

Corpus tm paketinden Corpus ve 

VectorSource paketleri il . Daha sonra Tolower ile büyük 

RemoveNumbers . 

RemovePunctuation ile de 

Stopwords, metin içerisinde 

yer alan tüm durdurma ke

stripWhitespace 

 kütüphanesi içerisinde yer alan ( )  

fonksiyonu s

önemli konu 

 

Text_corpus <- Corpus(VectorSource(books))  

text_corpus_clean<- tm_map(text_corpus, tolower) 

text_corpus_clean<- tm_map(text_corpus_clean, removeNumbers)  

text_corpus_clean<- tm_map(text_corpus_clean, removePunctuation)  

text_corpus_clean<- tm_map(text_corpus_clean, removeWords, stopwords())  

text_corpus_clean<- tm_map(text_corpus_clean, stripWhitespace)  

 

 

3.2.4. S  

eserle  fonksiyonu 

ile  -doküman matrisi 

 

  ( )

göre düzenlenmesiyle  listesi  
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tdm<-TermDocumentMatrix(text_corpus_clean)   

books_m<- as.matrix(tdm) 

dim(books_m) 

 term_frequency<-rowSums(books_m) 

term_frequency<-sort(term_frequency, decreasing = TRUE) 

term_frequency[1:600]                   

    

Örnek olarak 

 

 

Cornelius  said  one  will time gryphus  well man boxtel Baerle  see shall 

613 366 274   267 115 177   176    175 173   171  139  139 

Now black witt   say prisoner yes first two 

121   120  120  118 114 113  111   107 

 

3.2.5.  

 

 algoritma , cümlelerin birbirleriyle 

ini hesaplayarak metn etin içerisinden 

 

Udpipe sayesinde metin 

içerisinde POS Tagging ( 

etiketlemektir. ) , lemmatization 

 dependency parsing (
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Bilgin ve : 385) 

Uygulamada textrank ve udpipe ngilizce 

 

library(textrank) 

library(udpipe) 

ud_model <- udpipe_download_model(language = "english") 

ud_model <- udpipe_load_model(ud_model$file_model) 

x <- udpipe_annotate(ud_model, x=words$word ) 

x <- as.data.frame(x) 

library(lattice) 

adj <- subset(x, upos %in% c("ADJ")) 

 

adj <- txt_freq(adj$token) 

adj$key <- factor(adj$key, levels = rev(adj$key)) 

barchart(key ~ freq, data = head(adj, 50), col = "purple", 

main = "Frequently used Adjectives", xlab = "Freq") 
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12:  

                                                                           Informative 

 

 

 

 

 

 

 

 

 

Expressive                                                                                                                            Operative                                    

 

        

bilgi veren eserler 

e 

er alan eserler roman türünde 

 flar 

 

fat yer 

 

 

 

 

                                 Offical speech   

 

Satire 

Reference work 
Report 
Lecture  
Operating 
instructions 
Tourist brochure 

Poem 

Biography 

 play 

Sermon  

Electoral speech  

Advertisement 
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Tablo 17: Alexandre Dumas - The Black Tulip  

 

 

adv <- subset(x, upos %in% c("ADV"))                      

#Tüm zarflar bulunur. 

adv <- txt_freq(adv$token) 

adv$key <- factor(adv$key, levels = rev(adv$key)) 

barchart(key ~ freq, data = head(adv, 50), col = "purple",  

         main = "Frequently used Adverbs", xlab = "Freq") 
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13: Alexandre Dumas - The Black Tulip 50 Zarf 

 

 

  

 

 

3.3.  

Analiz bölümünde Ters-

Kümeleme, Öklid ve Jaccard ben . 

3.3.1. Terim-Doküman Matrisi 

Doküman-terim matrisi

-

gelmektedir. Doküman-terim matrisinde ise durum tam tersidir. Bu matrislerin 

 

 



65 
 

[[1]] 

[[1]]$name 

[1] "dumas" 

 

[[1]]$tdm 

<<TermDocumentMatrix (terms: 497, documents: 6)>> 

Non-/sparse entries: 1369/1613 

Sparsity           : 54% 

Maximal term length: 14 

Weighting          : term frequency (tf) 

 

 

[[2]] 

[[2]]$name 

[1] "jane" 

 

[[2]]$tdm 

<<TermDocumentMatrix (terms: 590, documents: 6)>> 

Non-/sparse entries: 2319/1221 

Sparsity           : 34% 

Maximal term length: 16 

Weighting          : term frequency (tf) 

 

 

[[3]] 

[[3]]$name 

[1] "mark" 

 

[[3]]$tdm 

<<TermDocumentMatrix (terms: 660, documents: 6)>> 

Non-/sparse entries: 2005/1955 

Sparsity           : 49% 

Maximal term length: 11 

Weighting          : term frequency (tf) 

 

 

[[4]] 

[[4]]$name 

[1] "tolstoy" 

 

[[4]]$tdm 

<<TermDocumentMatrix (terms: 530, documents: 6)>> 

Non-/sparse entries: 1333/1847 

Sparsity           : 58% 

Maximal term length: 13 

Weighting          : term frequency (tf) 
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3.3.2.  

d

hareketle sonuç  etkili tahminler yapabilmektir 

 

 

Ç veri setinin 

 

 

novTDM <- lapply(tdm, bindnovelTDM) 

str(novTDM) 

tdm.stack <- do.call(rbind.fill , novTDM) 

tdm.stack[is.na(tdm.stack)] <- 0   

head(tdm.stack) 

train.idx <- sample(nrow(tdm.stack), ceiling(nrow(tdm.stack) * 0.7)) 

test.idx <- (1:nrow(tdm.stack))[-train.idx] 
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3.3.3. K-EN  

K-

algoritmalardan birisidir. Seçilen bir 

, Yücala

Özçift; 2016: 90) 

Tablo 18 Terim-

Ek.1.) 

Tablo 18: Terim-Doküman Matrisi 

 

 Hata 

Matrisi (Confusion M -  yer verilen Hata 

. 
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Tablo 19: Hata Matrisi 

 Tah  

S1(+) S2(+) 

 S1(+) DP YN 

S2(+) YP DN 

 

 

geni . 

 

 

tdm.nov <- tdm.stack[, "targetnovel"] 

tdm.stack.nl <- tdm.stack[, !colnames(tdm.stack) %in% "targetnovel"] 

knn.pred <- knn(tdm.stack.nl[train.idx, ], tdm.stack.nl[test.idx, ],     

tdm.nov[train.idx])conf.mat <- table("Predictions" = knn.pred , Actual = 

tdm.nov[test.idx])  

accuracy <- sum(diag(conf.mat)) / length(test.idx) * 100  

accuracy 

0,85 

 

3.3.4. Öklid Ve Jaccard Benzerlik Ölçüleri 

Bu deneysel 

 

Jaccard Benzerlik Ölçüsü tatistiksel olarak 
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14: Cluster Dendrogram 

 

Öklid uzakl

 

 ilk kümede 

 

5. Kümede ise Alexandre Dumas

 Öklid 

 

 

cluster  <- as.matrix(tdm.stack.nl) 

 distMatrix <- dist(m, method="euclidean") 

 groups <- hclust(distMatrix,method="ward.D") 

 plot(groups, cex=0.9, hang=-1) 

             rect.hclust(groups, k=5) 

 

 

 

 



70 
 

 

 

library(philentropy) 
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15: Jaccard Benzerlik Matrisi 
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3.3.5. Duygu Analizi  

 

Bu bölümde her bir yazara ait eserlerden yola 

kelimeler pozitif, negatif, . Duygu analizinde amaç 

 

(A Tramp Abroad, Adventures of 

Huckleberry Finn, Life on the Mississippi, Roughing it, The Adventures of Tom 

Sawyer, The Prince and The Pauper) 

analizi için gerekli olan pozitif ve negatif kelimeler içi

 

Bu sözlüklerin hepsi unigram yani tek sözcüklere 

Afinn 

-

Bing 

bulunur. Nrc zitif, negatif, öfke, beklenti, tiksinti, korku, sevinç, 

Julia Silge; David 

Robinson; 2019; Text Mining with R) 

 

ve   

 

  mark_twain_sentiment <- tidy_books %>% 

  inner_join(get_sentiments("bing")) %>% 

  count(gutenberg_id, index = linenumber %/% 80, sentiment)  

  spread(sentiment, n, fill = 0) %>% 

  mutate(sentiment = positive - negative) 
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16: Mark Twain Duygu Analizi Frekans Tablosu 

 

 

74 =  The Adventures of Tom Sawyer 

76 = Adventures of Huckleberry 

Finn   

ken iyi, güzel, 

olsa da zengin-
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17: Mark Twain  

 

almak

çok pozitif kelimelerden rre (2752) 

 6 eseri toplu olarak incelersek Alexandre Dumas 

 Martin Guerre polisiye 

yer 

  da Martin Guerre isimli eserin negatif 

  

Alexandre Dumas, mace
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18:  Frekans Tablosu 

 

19:   
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Katia (44266

pozitif kelimelerden My Religion (43794) 

. 

 

 

göstermektedir. Anna Karenina (1399) ise  dönemin 

toplumsal ve insan psikolojisi yönü ile ele Romanda 

ele 

. 

 

 

20: Tolstoy Es nalizi Frekans Tablosu 
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. die, prison, fall, bad, 

göstermektedir.  

 

 

21: Tolstoy n Positive Ve Negative Kelimeler  

 

 

bir mutlu 

son ile biten bir 

 Jane Austen duygu analizi frekans tablosu 

Emma (158) 

insan 

19. geleneklerini 
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22: Jane Austen Eserleri  Frekans Tablosu 

 

 poor, pain, disappoinment gibi olumsuz kelimeler 

görülmektedir. Burada  

göstermektedir. Eserlerinde ne kadar hüzün ve mutsuzluk var ise de sonunla hep 
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23: Jane Austen   

 

 

            

 (8, 9, 10, 11, 12)  

Emma, ,Mansfield Park, Northanger Abbey, Persuasion, Pride and Prejudice 

eserlerdir.  
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24:  

 

            

  

25:  
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SONUÇ 

-

 

 dili 

gibi tek b  Tüm noktalama 

 özellik vektörünün 

 -

  veri seti üzerinde 

. 

K-

 %85 ve Ward kümeleme 

%75   

Sonuç olarak  üzerinde bir 

 Metinler üzerinden duygu analizi 

b  

Tüm elde edilen bilgiler   a ait olan fakat tüm 

yazar bilgileri R pro Ward kümeleme analizi ile 

 

kodlarda sonuç, 

 

oldukça uygundur. , 

analiz
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EKLER 
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Ek 1: Yazar-Eser Listesi 

         

1 = Martin Guerre (Alexandre Dumas ) 

2 = Ten Years Later (Alexandre Dumas) 

3 = The Black Tulip (Alexandre Dumas ) 

4 = The Count Of Monte Cristo (Alexandre Dumas) 

 

6 = The Three Musketeers (Alexandre Dumas ) 

7 = Emma ( Jane Austen ) 

8= Mansfield Park ( Jane Austen) 

9 = Northanger Abbey ( Jane Austen ) 

10 = Persuasion ( Jane Austen ) 

11 = Pride And Prejudice ( Jane Austen ) 

12 = Sense And Sensibility ( Jane Austen ) 

13 = A Tramp Abroad ( Mark Twain ) 

14 = Adventures Of Huckleberry ( Mark Twain ) 

15 = Life On The Mississippi ( Mark Twain ) 

 

17 = The Adventures of Tom Sawyer ( Mark Twain ) 

18 = The Prince And The Pauper ( Mark Twain ) 

19 = Anna Karenina (Tolstoy) 

20 = Katia (Tolstoy ) 

21 = My Religion ( Tolstoy) 



ek s.2 
 

22 = Resurrection ( Tolstoy) 

 

24 = War And Peace ( Tolstoy ) 
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Ek 2:  

 

Alexandre Dumas 

 

The Man in the Iron Mask  (2759) 

 

Martin Guerre (2752) 

 

Ten Years Later (2681) 

 

The Count of Monte Cristo  (1184) 

 

The Three Musketeers (1257) 

 

The Black Tulip (965) 

 

 

Mark Twain 

Roughing It  (3177) 

Life on the Mississippi (245) 

The Adventures of Tom Sawyer (74) 

Adventures of Huckleberry Finn (76) 

           The Prince and The Pauper (1837) 

 

           A Tramp Abroad (119) 
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Leo Tolstoy 

 

Anna Karenina  (1399) 

 

My Religion  (43794) 

 

Resurrection  (1938) 

 

Katia (44266) 

 

The Kingdom of God is Within You  (43302) 

 

War and Peace  (2600) 

 

 

Jane Austen 

 

Emma (158) 

 

Mansfield Park (141) 

 

Northanger Abbey (121) 

 

Persuasion (105) 

 

Pride and Prejudice (1342) 

 

Sense and Sensibility (161) 
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Ek 3: R Programlama Dili 

 

 

 

 Numeric 

 Character 

 Logical 

 Function 

 

 

           Orbay, R, inet-  

 

Temel Komutlar 

 

https://cran.r-project.org  

getwd() = dizinini gösterir. 

setwd()   

ls()  = Tüm nesneleri listeler.   

ls.str() = Tü  

str(data) = <data  
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list.files() = Dizindeki tü  

dir() = Dizindeki tü  

nesnem = Basit olarak nesneyi görüntüler.  

rm(nesnem) =  

rm(list=ls())  

save(dosya, file="text.rda") = <dosya> nesnesini <text.rda>  

kaydeder. 

load("text.rda") kler.  

summary(text) in basit istatistikleri görüntüler. 

hist(x,freq=TRUE)  = <x> nesnesine ai

<freq=TRUE>  

sterir. 

q() = R' dan ç ar. 

 

 

 

kitap.v <-  

Burada kitap.v 

 

Scan  

Sep  

 

 

 

dosya <-read.csv(file, header = TRUE, sep = ",", dec = ".", ...)  

file = 

\r verileri\  

header =   
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sep =  veri noktalar   , .  

dec =  

ornek<- \\Users\\eda çam\\Documents\\data\\dumas\\Ten 

 

 

 

 

I   

Burada dikkat edilmesi  ilgili paket isminin hem parantez 

 

library (tm) = Yüklenen  

 

 

Library(dplyr) = Verilerin düzenlenmesi, filtr

belirlenen Select(), 

mutate(), filter(), arrange(), summarize() ve group_by() gibi fonksiyona sahiptir. 

Library(tidytext) 

Kütüphane içerisinde bulunan  fonksiyonu sayesinden metni 

 

Data(stop_words) = Durdurma kelimeler yüklenir.  

 

Library(ggplot2) =  

Sentiment tidytext  kütüphanesi içerisinde yer 

 

bu
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Filter  

inner_join nrc 

count  

 

books %>% 

  

inner_join(nrc_joy) %>% 

count(word, sort = TRUE) 

 

Top_n 

Örnek olarak;     

library(wordcloud) = 

 

 

Veri_seti %>% 

 anti_join(stop_words) %>% 

 count(word) %>% 

with(wordcloud(word, n, max.words = 100)) 

# Burada veri seti içerisindeki stop 

eden ilk 100 kelime kelime bulutu olarak 
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Kaynak: Text Mining with R : A Tidy Approach ; Julia Silge, David 

Robinson  

 

 

 

Library(udpipe) =  

  

metinlerin 

ve/veya seslerin 

, bilgisayar bilimi ve dil 

  

Library(textrank) =  

Library(RColorBrewed) = Grafikler için renk paletlerinin yüklenmesini 

 

TermDocumentMatrix( ) =  paketi içerisinde yer alan Terim  

 

Cluster( ) = veri kümeleme tekniklerini bulunduran 

fonksiyondur. -  
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cluster  <- as.matrix(tdm.stack.nl) 

distMatrix <- dist(m, method="euclidean") 

groups <- hclust(distMatrix,method="ward.D") 

plot(groups, cex=0.9, hang=-1) 

 rect.hclust(groups, k=5) 

 

 

Library(philentropy) = 

içermektedir.  

 

 

 

 

 

 

 


