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YUKSEK LiSANS TEZIi

ORMAN YANGINLARININ MAKINE OGRENMESI VE UZAKTAN
ALGILAMA YONTEMLERI KULLANILARAK TAHMIN EDILMESI VE
DUYARLILIK HARITASININ OLUSTURULMASI
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Batman Universitesi Lisansiistii Egitim Enstitiisii
Elektrik-Elektronik Miihendisligi Ana Bilim Dali
Danmisman: Do¢.Dr. Emrullah ACAR

2025, 79 Sayfa

Tirkiye’de orman yanginlari, 6zellikle Akdeniz ve Ege Bolgesi’nde yaz aylarinda
meydana gelmektedir. Tklim degisikligi, insani sebepler, bolgenin iklimsel dzellikleri orman
yanginlarina sebep olmakta, hem meydana geldigi yerdeki orman varligini yok etmekte hem de
ekonomik ve ¢esitli cevresel sorunlara sebep olmaktadir. Bu sebeple roman yanginlarinin 6nceden
tespit edilmesi ve yangin meydana gelme potansiyeli bulunan alanlarin analiz edilmesi biiyiik
onem arz etmektedir. Bu calismada Tiirkiye’de orman yanginlarin tespit ve tahmin edilmesi
amaciyla uzaktan algilama ve makine 6grenmesi yontemleri kullanilmigtir. Fire Information for
Resource Management (FIRMS) veri setinden zamansal orman yanginlarma iligskin veriler elde
edilmis, ECMWF Re-Analysis-5 (ERA-5), National Aeronautics and Space Administration
(NASA) Global Land Data Assimilation System (GLDAS), National Aeronautics and Space
Administration (NASA) Shuttle Radar Topography Mission (SRTM) veritabanlarindan ise
Antalya ilinin ¢esitli iklim 6zellikleri elde edilerek yeni bir veri seti olusturulmustur. Veri seti,
Ada Boost, Decision Tree (Karar Agaglar1), Gradient Boosting Machine (GBM), K-Nearest
Neighbours (KNN), Logistic Regression (Lojistik Regresyon), Support Vector Machine (Destek
Vektor Makinesi, SVM) ve Artificial Neural Network (Yapay Sinir Agi, YSA) algoritmalari ile
degerlendirilmis ve sonuglar Jenks Natural Breaks smiflandirma yontemi ile siniflandirilarak
bolgenin orman yangini duyarlilik haritalarinin olusturulmasi saglanmigtir. Deneysel sonuglara
gore en bagarili algoritma Ada Boost olarak tespit edilmistir (Sensitivity=0,93, Specificity=0,95,
Accuracy=0,94, Kappa=0,88, AUC=0,99). Bu modeller Tiirkiye’de Akdeniz ve Ege Bolge’sinde
orman yanginlarinmm aylik ve mevsimlik duyarhilik haritalarinin = olusturulmasinda
kullanilabilecek, bdylece orman yanginlart meydana gelmeden once gerekli onleyici tedbirler
aliabilecektir.

Anahtar Kelimeler: Orman Yangilari, Yapay Zeka, Makine Ogrenmesi, Cografi Bilgi
Sistemleri, Antalya,
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PREDICTION AND SUSCEPTIBILITY MAPPING OF FOREST FIRES USING
MACHINE LEARNING AND REMOTE SENSING METHODS
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2025, 79 Pages

In Tiirkiye, forest fires occur during the summer months. This is especially the case in the
Mediterranean and Aegean regions. Climate change, humanitarian reasons and climatic
characteristics of the region cause forest fires, which destroy the forest resources where they occur
and cause economic and various environmental problems. For this reason, it is of great importance
to detect forest fires in advance and to analyze the areas with the potential of fire occurrence. In
this study, remote sensing and machine learning techniques have been used to detect and predict
forest fires in Turkiye. Temporal forest fire data has been obtained from the FIRMS dataset, and
a new dataset has been created by obtaining various climatic characteristics of Antalya province
from the ERA-5, NASA GLDAS, and NASA SRTM databases. The new data set has been
evaluated using Ada Boost, Decision Tree, Gradient Boosting Machine (GBM), K-Nearest
Neighbors (KNN), Logistic Regression, Support Vector Machine (SVM) and Artificial Neural
Network (ANN) algorithms and the results have been classified using Jenks Natural Breaks
classification method to create forest fire susceptibility maps of the region. According to the
experimental results, the most successful algorithm has been determined to be Ada Boost
(sensitivity=0.93, specificity=0.95, accuracy=0.94, kappa=0.88, AUC=0.99). These models can
be used to create monthly and seasonal forest fire susceptibility maps for the Mediterranean and
Aegean regions of Tiirkiye, so that necessary preventive measures can be taken before forest fires
occur.

Keywords: Forest Fires, Artificial Intelligence, Machine Learning, Geographic
Information System, Antalya,



ON SOz

Bu tez, iilkemizin ormanlarini tehdit eden ve dogal mirasimiza biiyiik zararlar
veren orman yanginlarinin artan etkilerine dikkat ¢ekme amaci tagimaktadir. Tiirkiye,
yillar boyunca birgok yikict orman yanginina taniklik etmis, bu siiregte hem doga hem de
insanlik biiylik kayiplar yasamistir. Bu ¢alisma, orman yanginlarinin olusma risklerini
daha iyi anlamak ve gelecekteki olasi kayiplari en aza indirmek i¢in bir katki sunmay1
hedeflemektedir.

Orman yanginlarina karsi miicadele eden fedakar orman iscileri ve itfaiye
ekiplerinin cesaretleri, bu arastirmanin ilham kaynag: olmustur. Onlarin dogay1 korumak
ugruna gosterdikleri 6zveri, bu ¢calismanin arkasindaki en gii¢lii motivasyonlardan biridir.

Tezin hazirlanmasi siirecinde, akademik danisman hocam Dog¢.Dr.Sn. Emrullah
Acar’a, aileme ve bu zorlu yolculuk boyunca yanimda olan ve beni destekleyen

arkadaslarima tesekkiirlerimi sunarim.

Yusuf Firat SUMER
BATMAN-2025
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1. GIRIS

Ormanlar, diinya genelinde biyolojik ¢esitliligin korunmasinda temel bir rol oynar
ve bir¢ok canli tiiriine yasam alani sunar (Food and Agriculture Organization, 2020).
Ayrica, atmosferdeki karbonu tutarak kiiresel iklim degisikligine karst miicadelede
onemli bir savunma hatti olustururlar (Bonan, 2008). Ormanlarin sagladigi temiz hava ve
su, yalnizca ekosistemler i¢in degil, insan yagami i¢in de biiyiik dnem tasir (Costanza ve
digerleri, 1997).

Ormanlar, fotosentez yoluyla atmosferdeki karbondioksiti emer ve oksijen {iretir,
bdylece hava kalitesini iyilestirir ve iklimi dengeler (Luyssaert ve digerleri, 2008). Ayni
zamanda, yagislarin topraga niifuz etmesine yardimei olur ve yeralti su kaynaklarini
besleyerek su dongiisiiniin siirdiiriilebilirligine katki saglar (Ellison digerleri, 2017).

Toprak erozyonunu onleyerek verimli tarim alanlarinin korunmasina yardimei
olan ormanlar, toprak yapisini gii¢lendirir ve tarimsal iiretimi destekler (Pimentel ve
digerleri, 1995).

Ormanlarin bu gevresel islevleri, hem yerel hem de kiiresel dlgekte ekosistem
hizmetlerinin devamliligin1 saglar ve doganin dengesini korur (Millennium Ecosystem
Assessment, 2005).

Tiirkiye’nin ormanlari iklim degisikligi, erozyon, yasadisi kerestecilik, yanginlar,
yerlesim alanlarinin, tarim alanlarinin ve kirliligin artmasi sebebiyle tehdit altindadir
(Kaya ve digerleri, 2001; Varol ve digerleri 2021).

Ayrica, tarim ve kentlesme faaliyetleri, orman alanlarmmin azalmasina ve
biyocesitliligin kaybina neden olmaktadir (Sekercioglu ve digerleri, 2011)

Bu tehditler, Tiirkiye’nin dogal kaynaklarini koruma ve siirdiiriilebilir orman
yonetimini saglama gerekliligini daha da 6n plana ¢ikarmaktadir.

Ayrica ekonomik anlamda ormanlar, kirsal topluluklara ge¢im kaynagi
saglamakta ve orman iriinleri ticaretiyle diinya ¢apinda milyonlarca insana istihdam
sunmaktadir. (World Bank Forest Action Plan, 2016).



1.1. Tiirkiye’deki Genel Orman Cesitliligi

Tiirkiye orman ve bitki Ortiisii ¢esitliligi bakimindan ¢ok zengindir. Tiirkiye nin
orman ve bitki Ortiisti bakimindan zengin olmasinda Diinya’da 37’ye ayrilan flora
bolgesinden ii¢linlin Tiirkiye’de bulunmasi etkili olmustur (Yildiz ve digerleri, 2000).

Ormanlik alanlar Tirkiye’nin 78 milyonluk hektar alaninin %29,4°liikk kismina

karsilik gelmektedir. Tiirkiye’nin orman varligi haritas1 Sekil 1.1.’de gosterilmistir.

I I I I I I I I I
26.000 27.000 28.000 29.000 30.000 31.000 32.000 33.000 34.000 35.000 36.000 37.000 38.000 39.000 40.000 41.000 42.000 43.000 44.000 45.000

.000

| 1

I I I
34.000 35000 36.000 37.000 38.000 39.000 40.000 41.000 42.000 43
35.000 36.000 37.000 38.000 30.000 40.000 41.000 42.000 43.000
I I I I

o

i 180 360 ki
KURAK ORMANLIK

26.000 27.000 28.000 29.000 30.000 31.000 32.000 33.000 34.000 35.000 36.000 37.000 38.000 39.000 40.000 41.000 42.000 43.000 44.000 45.000
T I I I T I I I

|

! 34.000

Sekil 1.1. Tiirkiye orman varligi haritasi

Karadeniz Bolgesi’nde deniz kiyis1 seridinde yillik ortalama sicakliklar
10 ila 15 °C arasinda seyrederken bu rakam yiiksek bolgelerde 5 °C civarina kadar
diismektedir. Karadeniz Bolgesinde yagis miktar1 yillik olarak ortalama 1000 mm
civarlarinda Slgiilmektedir. Kayin, kestane, giirgen, saricam, karacam, koknar, akmese,
kizilgam bolgede yaygin bulunan agag tiirleridir (Kaya ve Raynal, 2001).

Marmara bolgesi, Karadeniz ve Akdeniz iklim 6zelliklerini birlikte tasimaktadir.
Bu bolgedeki ormanlarda kayin, kestane, gilirgen, sarigam, karagam, koknar, akmese,
kizilgam, mese, sakiz agaci, mersin agact bulunabilmektedir (Kaya ve Raynal, 2001).

I¢c Anadolu, karasal iklimin etkisi altinda olup, ardig, karagam ve mese ve saricam
gibi tiirlerle ortiiliidiir. Bolgenin iklimi daha kuru oldugu i¢in orman alanlar1 seyrektir
(Kaya ve Raynal, 2001).

Dogu Anadolu, soguk iklim kosullar1 ve yiiksek rakim nedeniyle siirli orman

alanlarina sahiptir. Bu bolgede sarigam ve mese tiirleri bulunur (Kaya ve Raynal, 2001).
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Ege bolgesi orman alanlarinda Akdeniz ikliminin etkisiyle mese, kocayemis,
menengi¢, mersin, kizilgam, karagcam, kestane, kayin ve saricam agaclarina sahiptir (Kaya
ve Raynal, 2001).

Akdeniz Bolgesi 100 ila 2500 mm arasinda yillik yagis miktarina ve ortalama 5
ila 20 °C arasinda bir sicakliga sahiptir. Akdeniz Bolgesi’nin orman ekosistemi, riizgar,
uzun kuraklik, buna ragmen siddetli firtinali yagislar ve yiiksek sicakliklar gibi belirgin
ve agir1 iklimsel kisitlamalara maruz kalmaktadir.

Akdeniz Bolgesi’nde bulunan ormanlar hem iklim degisikligi hem de arazi
kullaniminin artmasindan dolayr orman yanginlarina ve diger dogal felaketlere karsi

oldukga agik duruma gelmistir (Palahi ve digerleri, 2008).

1.2. Yangin Riskini Etkileyen Temel Kriterler

Diinyada bulunan ormanlar ve bitki ortiisli, orman yanginlarina sebep olabilecek
biyolojik yakitlardir (Belcher, 2013). Orman yanginlarmm siddetinin belirlenmesi,
yayllma hizi ve yangin hattinin yogunlugu gibi nicel degiskenler yardimiyla
Olciilebilmektedir. Bununla birlikte orman yanginlarinin meydana gelmesinde, iklimsel,
topografik, sosyal, ekonomik veya termodinamik gibi farkli degiskenler etkilidir (Planas
ve Pastor, 2013). Orman yangilarinin meydana gelmesinde kurakligin meydana gelme
frekans1 ve siddeti, iklimin yangina elverisli olmasi etkilidir. Bu faktorler bitki ortiistiniin
nem seviyesinde azalmaya sebep olmakta ve orman yanginlarinin meydana gelmesine
zemin hazirlamaktadir (Seneviratne ve digerleri, 2022; United Nations Environment
Program, 2022a; Jones ve digerleri, 2022; Abatzoglou ve digerleri, 2019; Cunningham
digerleri, 2024a). Buna ek olarak antropojenik faktorler ve arazi kullaniminda meydana
gelen degisiklikler yogun, hizla ilerleyen yangin riskine sebep olabilmektedir (Lapola ve

digerleri, 2023).
1.3. Kiiresel Orman Yanginlarinin Genel Durumu
Diinyada biyokiitle tabanli yanginlarin neredeyse yaris1 Afrika kitasinda, dortte

biri Giiney Amerika kitasinda ve geri kalan kism1 diinyanin diger bolgelerinde meydana

gelmektedir (Andreae, 1993)



2001'den 2023'e kadar diinya genelinde yanginlar nedeniyle toplam 138 milyon
hektar alan, diger tiim kayip faktdrleri nedeniyle ise 350 milyon hektar alan agag ortiisii
kayb1 yasanmistir. Bu donemde yanginlar nedeniyle en fazla aga¢ Ortlisii kaybinin
yasandig1 yil, 11,9 milyon hektar alan ile 2023 yili olmustur. Bu, o yilki tiim agag¢ Ortiisii
kaybinin %42'sine karsilik gelmektedir (Global Forest Watch, 2024).

Yanan ormanlik alan miktar1 2001 yilinda biitiin agac ortiilerine iliskin kaybin
yalnizca ortalama %20'sini olustururken, artik yaklasik %33'"linii olusturmaktadir. 2023
yilinda diinya genelinde yanan ormanlik alan miktari, bir dnceki rekorun %24 fazlasi
olarak kaydedilerek tiim zamanlarin rekorunu kirmistir. Yangimn bakimindan en kotii
ticlincti yil 2021, en kot dordiincii yil ise 2020 olarak kayitlara ge¢mistir (World
Resources Institute, 2024).

Bu istatistikler son yillarda orman yangmlarinin ormanlarimizi ciddi sekilde

etkiledigini ve etkilemeye devam edecegini gostermektedir.

1.4. Son Yillara Ait Orman Yangim Istatistikleri

Son yillarda, 2019-2020 Avustralya “Kara Yaz” orman yanginlari rekor diizeyde
ormanlik alanin yanmasina sebep olmustur (Abram ve digerleri, 2021). Ayrica Amerika
Birlesik Devletleri'nin batisinda (Higuera ve Abatzoglou, 2021), Sibirya'da (Zheng ve
digerleri, 2023), Avrupa'da (EU Science Hub, 2023) ve Giiney Amerika'da (Kelley ve
digerleri, 2021; Ferreira Barbosa ve digerleri, 2022; Silveira ve digerleri, 2020) arka
arkaya bir dizi orman yanginlari meydana gelmistir. 2023-2024 yillarinda Kanada,
Hawaii ve Sili’de esi benzeri goriilmemis yanginlar meydana gelmistir (Jones ve
digerleri, 2024). Avrupa Birligi ve Kanada’da ve Brezilya, Bolivya, Kolombiya ve
Venezuela gibi Amazon bolgeleri de dahil olmak {izere Giiney Amerika'nin
kuzeybatisinda da meydana gelen biiyiikk ¢apli yanginlar goriilmistiir (Mataveli ve
digerleri, 2024; Kolden ve digerleri, 2024; European Union Science Hub, 2023).

1.5. Ulkemizde Orman Yanginlar1 ve Istatistikleri

Tiirkiye, Akdeniz iklim kusaginda yer alan ve genis ormanlik alanlara sahip bir
iilke olarak, orman yanginlarina kars1 yiiksek risk tasiyan bolgeler arasinda yer

almaktadir. Tiirkiye'deki orman yanginlart hem insan kaynakli hem de dogal sebeplerle
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ortaya ¢gikmakta ve bu yanginlar, ormanlarin gevresel, ekonomik ve toplumsal degerlerine
ciddi zararlar vermektedir.

Tiirkiye, 22 milyon hektar alan orman varligina sahip olup, bu alan iilkenin
yaklagik %28,6’sin1 kaplamaktadir. Akdeniz ve Ege bolgeleri, orman yanginlarinin en sik
yasandig1 alanlar arasinda yer almaktadir. Orman yanginlarinin biiyiik bir kismi yaz
aylarinda, 6zellikle Temmuz ve Agustos aylarinda meydana gelmekte ve yanginlarin
bliyiik ¢ogunlugu insan kaynakli nedenlerle ortaya c¢ikmaktadir. Tirkiye’de her yil
yaklasik 2.000 ila 3.000 arasinda orman yangini meydana gelmektedir ve bu yanginlar
ortalama 7.000 ila 10.000 hektar ormanlik alani etkilemektedir.

2018-2023 yillar1 arasinda {iilkemizde meydana gelen orman yanginlari
sonucunda yanmis alanlar incelendiginde 2018-2020 yillar1 arasinda diizenli bir artig
meydana gelmistir. 2021 yilinda Antalya ili ve ¢cevresinde meydana gelen siddetli orman
yanginlar1 sebebiyle yanmis alan miktarmin bir 6nceki yila gore 7 kata yakin arttigi
goriilmektedir. 2022 ve 2023 yillar1 ele alindiginda yanan alan miktarinin yine artis
egiliminde oldugu sdylenebilmektedir. Sekil 1.2. tilkemizde 19882023 yillar1 arasindaki
yanmis alan miktarini gosteren grafigi igermektedir (OGM, 2023).

Yillara Gore Yanmis Alan Miktari (ha)
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Sekil 1.2. Tiirkiye’de yillara gére yanmis alan miktari

Ulkemizde orman yanginlarinin sebepleri konusunda kayitlar 1997 baslayarak
tutulmus ve giinlimiizde de yanginlara sebebiyet veren kayitlar tutulmaya devam
etmektedir. Veriler incelendiginde iilkemiz ormanlarina zarar veren yanginlarin ¢ikis
sebeplerinden en dikkat ¢ekeni ihmal-kaza oldugu goriilmektedir. Hem adet olarak hem
de yanan alan olarak en fazla zarara ortaya ¢ikaran sebep olarak degerlendirilmektedir.
Ardindan sebebi bilinmeyen yanginlar ve kasith ¢ikarilan yanginlar ormanlarimiza zarar
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vermektedir. Tiirkiye ormanlarinin yanmasinda en az etkiye sahip olan faktorler ise dogal
sebeplerdir. Sekil 1.3.’de ililkemizde meydana gelen orman yanginlarinin sebeplerine

iliskin istatistikler verilmistir (OGM, 2023).
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Adet Hektar Adet Hektar Adet Hektar Adet Hektar
(5343) (73494) (28193)(196138) (7026) (6717) (20116)(103796)
Kasit ihmal-Kaza Dogal Sebebi
Bilinmeyen

Sekil 1.3. Tiirkiye’de yangin ¢ikis nedenleri (OGM, 2023)

[lerleyen boliimlerde, Tiirkiye'de meydana gelmis orman yanginlarina iliskin daha

fazla ayrintili bilgiler sunulmustur.

1.6. Yanginlarla Miicadelede Alinan Onlemler ve Stratejiler

Yangin yonetimi baglamina orman yanginlarini 6nlenmesi, algilanmasi, kontrol
altina alinmasi ve bastirilmast dahil edilebilir. Bununla birlikte dogal yasami, insan
saghigini, geleneksel ve yerli kiiltiirleri, gecim kaynaklarini, arazilerdeki ve kirsal
alanlardaki miilkleri ve kaynaklar1 korumaya iliskin hedefleri de igermektedir.

1990-2025 doneminde 236 iilke ve bolgede 60'tan fazla ormanla ilgili degiskenin
durumunu ve egilimlerini inceleme kabiliyetine sahip olan Forest and Agriculture
Organization (FAO) tarafindan yangin ve yanginlarla miicadele bilimsel bir disiplin
olarak ele alindiginda bu disiplinin sosyal ve ekonomik bilimlerden, ¢evrebilim, fizik ve
kimyaya kadar bir¢ok klasik alani kapsadigi belirtilmektedir. (FAO, 2024).

Ormanlarin ve ekolojinin korunmasinda c¢ogu kuruluslar, ge¢mis yillarda
meydana gelen olaylara iliskin verilerin depolanmasi yoluyla bilgi yoOnetimini

gerceklestirmektedirler. Bazi kuruluslar ise bu yaklasimin dtesine gecerek biitlinciil bir
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bilgi yonetim siireci isletmekte ve geleneksel yontemlerle teknolojinin kullanimini
birlestirmektedirler (FAO, 2024).

Yanginlarin meydana geldigi bolgelerde yasayan yerel halkin yanginlar
konusunda egitilmesi, orman yanginlarinin 6nlenmesi ve ekolojik olarak giivenli bir
kontrollii yakmanin uygulanmasi agisindan ¢ok dnemlidir.

Yapilan bilimsel arastirmalardan elde edilen sonuglarin, kamu yarari olusmasi
amaciyla toplum pratigine aktarilmasi, g¢esitli farkindalik programlari ile halkin bu
programlara katilmasi sayesinde gergeklestirilebilir (FAO, 2024).

FAO tarafindan 2024 yilinda yayimlanan Integrated “Fire Management VVoluntary
Guidelines” baslikli kitap ile orman yanginlari ile miicadele konusu farkli bir yaklagimla
ele alimmistir. Kitapta orman yanginlari ile miicadele 12 farkl ilkeye dayandirilmistir.

Cizelge 1.1.’de FAO tarafindan benimsenen ilkeler gosterilmistir (FAO, 2024).



Cizelge 1.1. Orman yanginlar1 ile miicadelenin 12 ilkesi

Alan

Ilke

Yontem

Ekonomik

Canli  ve varliklarin

korunmasi

cansiz

Orman yanginlarinin can, mal ve kaynaklar
iizerindeki  yikicr  etkileri  tamamen
Onlenemese bile en aza indirmek

Ekonomik etkiler

Etkin bir biitiinlesik yangin y6netim
programi uygulayarak toplumun yangin
kullanimindan elde ettigi faydalar1 en iist
diizeye c¢ikarmak ve orman yangini
kayiplarini, hasar1 ve diger istenmeyen
etkileri en aza indirmek

Cevresel

Iklim degisikligi ve yangmlar
arasindaki etkilesim

Kontrolli yakma yonteminin
uygulanmasinda iklim degisikligi, bitki
ortisi ve yangin rejimleri arasindaki
etkilesimlerin anlasilmasi ve uygun sekilde
dikkate alinmasi

Ekosistemdeki yangin etkisi

Uygun eckosistem yapisi, islevi ve
strdiiriilebilirligini saglamak i¢in yangim
cevreye duyarli bir sekilde yonetmek

Kurumsal

Mevzuat

Tiim bitiinlesik yangin ydnetim programi
faaliyetlerini, bilgilendirilmis politika ve
prosediirlerle desteklenen yerlesik bir yasal
cergeve dahilinde yiiriitmek

Politika belirleme

Yangin yonetimi i¢in politika olusturmada
biitiinlesmis bir yaklasim benimsemek

Cok paydasli yaklagim

Kamu ve 0Ozel arazi sahipleri, itfaiye
hizmetleri, yerel topluluklar ve ¢ikar gruplart
tarafindan  uygun sekilde paylasilan
biitinlesik yangin yonetim programinin
liderligi ve yOnetimi i¢in katilimer
yaklagimlar kullanmak

Sosyal ve kiiltiirel

Siirdiiriilebilir gegim kaynaklarini tesvik

Insan saghig1 ve giivenligi

Stirdiiriilebilir ge¢cim kaynaklari etmek i¢cin yangmin uygun sekilde
kullanilmasi ve yonetilmesi
Yangmin olumsuz etkilerini minimize

ederek insan sagliginin ve giivenliginin
gelistirilmesi

Yangmin geleneksel kullanimi

Herkesin yararina olacak uygulamalara ve
deneyimlere erisim saglamak igin yerli
halklar ve diger yerel bilgi sahiplerinin
stirece dahil edilmesi

Yangin  ydnetim
kapasitesinin
artirilmasi

Isbirligi

Higbir {ilke, kurum veya topluluk her
durumu ydnetemeyeceginden ve yanginlar
rutin olarak birden fazla yetki alanim
etkilediginden, yanginin sinir Stesi etkilerini
azaltmak i¢in isbirligi  diizenlemeleri
gelistirilmesi




1.7. Orman Yanginlarimin Analizinde Uzaktan Algilamanin Kullanilmasi

Orman yanginlari, diinya genelinde orman ekosistemlerini tehdit eden 6nemli bir
cevresel sorundur. Bu yanginlar, hem dogal yasami hem de insan yasamini olumsuz
etkilemekte, biyolojik ¢esitliligin kaybina ve ekonomik kayiplara neden olmaktadir.
Yanginlarin erken tespiti ve etkili bir sekilde tahmin edilmesi, zararin azaltilmasi
agisindan biiylik 6nem tagimaktadir. Uzaktan algilama, diinya yiizeyine ait bilgilerin uydu
veya hava platformlar1 araciligiyla toplanmasini saglayan bir yontemdir. Bu yontem,
orman yanginlarinin hem tespiti hem de izlenmesi icin yaygin bir sekilde
kullanilmaktadir. Uydu tabanli sistemler, genis alanlarin diizenli bir sekilde izlenmesine
olanak tanir ve yangin bélgelerini hizlica tespit eder. Ozellikle Moderate Resolution
Imaging Spectroradiometer (MODIS) ve The Visible Infrared Imaging Radiometer Suite
(VIIRS) gibi sensorler, aktif yangin bolgelerini belirlemek ve yanginlarin zaman igindeki
gelisimini izlemek i¢in siklikla kullanilmaktadir (Giglio ve digerleri, 2016). Uzaktan
algilama teknolojileri, sicaklik degisimleri, duman yogunlugu ve topografya gibi
faktorleri analiz ederek yangin risk haritalar1 olusturulmasinda da rol oynamaktadir
(Chuvieco ve Kasischke, 2007).

NASA orman yangmlarinin tespiti icin Aqua ve Terra isimli uydular
kullanmaktadir Bu uydular {izerinde bulunan MODIS sensorii yardimiyla yanginlara
iliskin bir¢cok karakteristik Ozellik elde edilebilmektedir. Mevcut calismamizda da
kullanilmig olan MODIS, yanginlarin termal anomali verilerini saglayarak aktif
yanginlarin yerini tespit edebilmektedir. Ayrica, yangin sonrasi hasarin degerlendirilmesi
icin de kullanilmaktadir (NASA, 2024a). Kara, okyanus ve atmosfer boyunca goriiniir ve
kizil6tesi dalga boylarini kapsayan kiiresel uydularin elde ettigi goriintiileri gézlemleyen
ve toplayan VIIRS MODIS’ten daha yiiksek ¢oziiniirliik saglamakla birlikte 6zellikle
gece yanginlarmin tespitinde daha iyi sonuglar vermektedir (NOAA, 2023;NASA,
2024e). Avrupa Uzay Ajansiin (ESA) Copernicus programi kapsaminda hizmet sunulan
Sentinel-2 uydusu ile yiiksek ¢oziiniirliikli optik goriintiiler sunulmakta ve ozellikle
yangin sonrasi bitki Ortiisii kaybini ve hasar1 degerlendirmek i¢in kullanilmaktadir

(Copernicus, 2024).



1.8. Calismanin Amaci

Bu calismada tamamen farkli makine 68renmesi yontemleri yardimiyla orman
yanginlarinin tahmini ve analizi gergeklestirilmistir. Goriiniir 151k ve kizilotesi alanlarda
diinya iizerinden goriintii toplayabilen MODIS uydusu ile ¢alisilmistir. FIRMS veri set
icerisinde bulunan ve MODIS uydusunun 2012-2023 yillar1 arasinda Tiirkiye’nin Antalya
ili sinirlarin1 kapsayan goriintiilerden/verilerden yangin olaylar1 elde edilmistir. Bununla
birlikte sicaklik, riizgar ve yagis verileri bir¢ok farkli uydudan veri toplayan European
Centre for Medium-Range Weather Forecasts (ECMWF) Re-Analysis-5 (ERA-5) veri
setinden elde edilmistir. Nem verileri ise hem uzaktan algilama sistemlerini, hem de yer
verilerini kullanan GLDAS sistemi tizerinden elde edilmistir. Daha 6nce zamansal orman
yangint verilerinin elde edilmesinde kullanildigindan bahsedilen MODIS ile ayni
zamanda bitki Ortiisii verileri de elde edilmistir. Topografik veriler ise NASA’nin
topografik veri toplayan NASA SRTM veri setinden elde edilmistir.

Elde edilen yangin noktalarinin secilen 18 farkli topografik, bitki ortiisii ve
iklimsel 6zellikleri ¢ikartilarak bir veri seti olusturulmustur. Bu veriler, uzaktan algilama
yontemleriyle elde edilen diger veriler ile birlikte makine 6grenmesi algoritmalarinda

kullanilmak tizere hazir hale getirilmistir.
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2. KAYNAK ARASTIRMASI

Diinya’da ve Tiirkiye’de nispeten geleneksel yontem olarak adlandirilabilecek,
hem teknolojik hem de analitik yaklasimlar igeren yangin algilama yoOntemleri
kullanilmistir. Orman yanginlarinin miimkiin olan en kisa siirede tespit edilmesi ve
harekete gecilmesi icin ormanlarda tepelik alanlarin {izerine yerlestirilen gozetleme
kuleleri (Rego ve Catry, 2006; Matthews ve digerleri, 2012), kamyonlarla yapilan yangin
devriyeleri (Momeni, 2022), ucak, insansiz hava aract ve dronlarla yapilan hava
devriyeleri (Alkhatib, 2014), duman, gaz ve mikrodalga algilama (Kriill ve digerleri,
2012), goniillii raporlama/halk tarafindan yapilan raporlama yontemleri kullanilmistir.

Bununla birlikte son yillarda geleneksel yontemlerin yaninda daha modern
yontemler de kullanilmaya baslanmigtir. Uydu tabanli gézetleme sistemleri (Alkhatib,
2014), kablosuz sensor aglari (Bouabdellah ve digerleri, 2013), makine 6grenmesi

yontemleri (Kansal ve digerleri, 2015) kullanilmaktadir.

2.1. Uzaktan Algilama ve Makine Ogrenmesi Yéntemleri ile Orman Yanginmi

Analiz Calismalar

Asagida, daha 6nce orman yanginlarinin tespit edilmesi ve duyarlilik analizlerinin
yapilmasinda kullanilan uzaktan algilama ve makine 6grenmesi yontemlerini igeren
caligmalara ait bir literatiir 6zeti verilmistir.

Mohajane ve arkadaglar tarafindan yapilan bir ¢alismada Akdeniz Bolgesinde
meydana gelen orman yanginlarinin duyarlilik haritalar1 uzaktan algilama ve makine
O0grenmesi algoritmalar1 ile tespit edilmeye c¢alisilmistir. Calismada temel olarak
Multilayer Percepton (Cok Katmanli Algilayici), Lojistik Regresyon, Classification and
Regression Tree (Smiflandirma ve Regresyon Agaci), SVM ve Random Forest (Rastgele
Orman) algoritmalar1 Frequency Ratio  (Frekans Orani) yontemi ile birlikte
kullanilmigtir. Veri seti olarak ise zamansal orman yanginlari verileri ve yiikseklik, egim,
baki, yola uzaklik, yerlesim alanlarina uzaklik, arazi kullanimi, bitki ortiisii indeksi, yagis,
sicaklik ve rlizgar hiz1 verileri kullanilmistir (Mohajane ve digerleri, 2021).

Yang ve arkadaglar1 tarafindan yapilan bir calismada Endonezya i¢inde secilen bir
bolgenin orman yangini tahmin haritasi ¢ikartilmistir. Makine 6grenmesi olarak denetimli

ogrenme kullanilmigtir. Zamansal orman yanginlari verileri FIRMS (FIRMS, 2024)
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tizerinden alinmis ve uzaktan algilama goriintiileri Landsat 7 uydu lizerinden toplanmistir
(Yang ve digerleri, 2021).

Zhang ve arkadaglar1 tarafindan yapilan bir ¢alismada Cin'in Yunnan eyaletinde
orman yangini duyarliligi modellemesi i¢in Convolutional Neural Network (Evrisimsel
Sinir Ag1)’e dayal1 bir mekansal tahmin modeli 6nerilmistir. Bu Evrigimsel Sinir Agi, ti¢
evrisimsel katman, bir ReLU aktivasyon fonksiyonu, iki havuzlama (pooling) katmani1 ve
ti¢ Fully Connected Layer (Tam Baglantili Katman) icermektedir. 2002'den 2010'a kadar
olan uydu goriintiilerinin ve ge¢mise yonelik yangin raporlarinin yorumlanmasi (7675
yangin meydana gelmistir) dahil olmak iizere ¢ok sayida veri, ¢ikt1 olarak bir orman
yangini olay haritasini olusturmak i¢in kullanilmistir. Ayrica, ii¢ kategoriye ayrilmis
olarak, yanginlar etkileyen on dort faktor kullanilmistir. Bunlar; bitki ortiisiiyle ilgili
(yola olan mesafe, nehirlere olan mesafe, bitki ortiisii indeksi olan Normalized Difference
Vegetation Index (NDVI) ve orman kapsam orani), iklimle ilgili (ortalama sicaklik, 6zgiil
nem, ortalama yagis, ortalama riizgdr hizi, yagis orani ve en yiiksek sicaklik) ve
topografyayla ilgili (yon, egim ve yiikseklik) verilerdir. Cok Katmanli Algilayici ile elde
edilen sonuglar incelendiginde Sinir Ag1, Rastgele Orman, Kernel Lojistik Regresyon ve
SVM’den olusan dort kiyaslama modelini geride birakarak %95,81'lik daha yiiksek bir
dogruluk elde edilmistir (Zhang ve digerleri, 2019).

Prapas ve arkadaslar1 tarafindan yapilan bir ¢alismada Yunanistan igindeki
bolgelerde orman yangini tehlikesi tahmini igin ConvLSTM (Long Short Term Memory)
adl1 bir derin 6grenme yontemi kullanilmigtir. Bu modelin egitimi ve testinde Datacube
veri seti kullanilmigtir. Bu veri seti, 2009 ve 2020 yillar1 arasinda yanmis alanlar ve
yangin bilgilerini (iklim verileri, insan faaliyetleri ve bitki ortiisii bilgileri), giinliik hava
durumu, MODIS isimli sensérden toplanan uydu verileri yaprak alan indeksi olan Leaf
Area Index (LAI), fotosentetik olarak emilen aktif radyasyon orami olan Fraction of
Absorbed Photosynthetically Active Radiation (FPAR), NDVI, gelistirilmis bitki ortiisti
indeksi olan Enhanced Vegetation Index (EVI), giindiiz/gece kara yiizey sicakligi olan
Land Surface Temperature (LST), yol yogunlugu, arazi ortiisii bilgileri ve topografya
(yon, egim ve ylikseklik) verilerini icermektedir. ConvLSTM, Rastgele Orman ve
LSTM'den %83,2 daha iyi bir hassasiyete ulagmistir (Prapas ve digerleri, 2021).

Zhang ve arkadaglar1 tarafindan yapilan bir calismada Evrisimsel Sinir Agi'nin bes
seviyeye (¢ok yiiksek, yiiksek, orta, diisiik ve c¢ok diislik) ayrilmis orman yangini

duyarhlik haritalarin1 tahmin etme yetenegi incelenmistir. Isleme hiicresi tiiriine (1zgara
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ve piksel) dayanarak, piksel hiicrelerine dayali Evrigimsel Sinir Agi-1D ve 1zgara
hiicrelerine dayali Evrigimsel Sinir Agi-2D olmak {izere iki Evrigimsel Sinir Ag1
onerilmistir. Evrisimsel Sinir Agi-1D, iki adet 1D evrisimsel katman, ii¢ tam bagh
katman, ReLU aktivasyon fonksiyonu ve bir sigmoid fonksiyonundan olusmaktadir.
Evrisimsel Sinir Ag1-2D, her biri ReLU aktivasyonu ve maksimum havuzlama katmani
tarafindan takip edilen iki 2D evrisimsel katman ve ilk ikisini ReLU aktivasyon
fonksiyonu ve sonuncusunu bir sigmoid fonksiyonu takip eden ii¢ tam baglh katman
icermektedir. Evrigimsel Sinir Ag1 egitiminde cesitli veriler kullanilmigtir. 2003'ten
2016'ya kadar Global Fire Atlas (GFA) veri setinden toplanan giinliik dinamik yangin
davraniglari, bireysel yangin 6zellikleri ve tahmini yanma giinii bilgileri; GLDAS'tan
(NASA, 2024b) elde edilen metroloji verileri, ortalama sicaklik, 6zgiil nem, birikmis
yagis, toprak nemi, toprak sicakligi ve standartlastirilmis yagis indeksi; United States
Geological Survey (USGS) (USGS, 2019) web sitesinden indirilen bitki ortiisii verileri
kullanilmistir. Test sonuglari, Evrisimsel Sinir Ag1-2D'nin sirastyla Mart-Mayis, Haziran-
Agustos, Eyliil-Kasim ve Aralik-Subat olmak {lizere dort mevsim igin sirastyla %91,08,
%89,61, %93,18 ve %94,88 dogruluk elde ettigini, Evrisimsel Sinir Agi-1D ve ¢ok
katmanli algilayict modellerinin dogruluklarini geride biraktigini géstermistir (Zhang ve
digerleri, 2021).

Van Le ve arkadaslar1 tarafindan yapilan bir ¢alismada Vietnam'daki Gia Lai
eyaletinde orman yangin1 tehlikesini tahmin etmek i¢in li¢ ReLU aktivasyon fonksiyonu
ve bir sigmoid fonksiyonu igeren derin sinir agi olan Deep-Neural Computing (NC)
gelistirilmistir. Toplam olarak 2007'den 2016'ya kadar 2530 zamansal yangin olay1 tespit
edilmistir. Orman yangin1 meydana gelmeyen alanlardan 2530 veri noktasi, egim, arazi
kullanimi, su indeksi olan Normalised Difference Water Index (NDWI), yo6n, yiikseklik,
nem indeksi olan Normalised Difference Mositure Index (NDMI), egrilik, NDVI, riizgar
hizi, bagil nem, sicaklik ve yagis bilgisi giiriiltiiyli gidermek igin degerlendirilmis ve girdi
olarak kullanilmistir. Egitim adiminda, Deep-NC'nin agirliklarini optimize etmek i¢in
Stochastic Gradient Descent (SGD), Adaptive Moment Estimation (ADAM), Root Mean
Square Propagation (RMSProp) ve Adadelta olmak {izere dort optimize edici yontem
kullanilmistir. ADAM optimizasyonuna sahip Deep-NC ile %81,50 dogruluk oranina
ulasilmigtir (Van Le ve digerleri, 2021).

Omar ve arkadaglari tarafindan yapilan bir ¢alismada orman yanginlarii tahmin

etmede LSTM, tam baglantili katmanlar, dropout ve bir regresyon fonksiyonundan olusan
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bir derin 6grenme yontemi kullanilmistir. Toplam olarak, 536 6rnek nokta ile sicaklik,
bagil nem, yagmur, riizgar, Initial Spread Index (ISI), Duff Moisture Code (DMC), Fire
Weather Index (FWI), Fine Fuel Moisture Code (FFMC) ve Buildup Index (BUI) dahil
olmak tizere on iki 6zellik 6nerilen modeli egitmek i¢in kullanilmis ve 0,021'lik bir Root
Mean Square Error (RMSE) puani elde edilmistir. Bu model, makine 6grenmesi
yontemlerine gore (Karar Agaclari, Linear Regression (Dogrusal Regresyon), SVM, Sinir
Ag1) daha yiiksek bir basar1 saglamistir (Omar ve digerleri, 2021).

Zhang ve arkadaslar1 tarafindan yapilan bir ¢alismada yanmis alan uydu verileri
(Global Fire Emissions Database (GFED)) ve tarihsel zaman serisi tahmin edicilerine
dayal1 olarak orman yanginlarinin kiiresel yanmis alanlarini tahmin etmek i¢in bir hibrit
derin sinir ag1 (Evrisimsel Sinir Ag1-2D-LSTM) gelistirilmistir. Evrisimsel Sinir Ag1-2D-
LSTM, iki evrisimsel katman, ti¢ tam baglantili katman, ReLU islevleri, iki maksimum
havuzlama katmani ve iki LSTM katmani i¢cermektedir. GFED veri setinden toplanan
1997 ile 2016 arasindaki aylik yanmig alan verileri ve orman yanginlarini etkileyen
zamansal dinamik tahmin ediciler (aylik maksimum/minimum sicakliklar, ortalama
sicaklik, 6zgiil nem, toplam yagis, toprak nemi, toprak sicakligi, standartlastirilmis yagis
indeksi, LAI ve NDVI) kullanilarak 0,97'lik iyi bir determinasyon katsayis1 (R? elde
edilmistir (Zhang ve digerleri, 2022).

Shao ve arkadaglari tarafindan yapilan bir ¢aligmada Cin'deki orman yanginlarimin
olusumunu tahmin etmek i¢in dogrusal katmanlar, Batch Normalisation ve LeakyRelL U
aktivasyon fonksiyonlarini igeren bir derin 6grenme modeli dnerilmistir. Onerilen modeli
egitmek i¢in Cin'in belirli bolgelerindeki zamansal yangin verileri (2001'den 2019'a kadar
MODIS'te toplanan 96.594 orman yangini noktasi), iklim verileri (giinliik maksimum
sicaklik, ortalama sicaklik, giinliik ortalama yer ylizeyi sicakligi, ortalama hava basinci,
maksimum riizgar hizi, giineslenme saatleri, giinliik ortalama bagil nem ve ortalama
riizgar hiz1), bitki Ortiisti verileri (kesirli bitki ortiisii), topografik verileri (egim, yon ve
yiikseklik) ve insan aktiviteleri (niifus, gayri safi yurtici hasila, 6zel tatil, yerlesim alani
ve yol) kullanilmistir. Test sonuglar1 6nerilen derin 6grenme modelinin %87,4'liik bir
dogruluga ulastigini géstermistir (Shao ve digerleri, 2022).

Eddin ve arkadaslar tarafindan yapilan bir ¢alismada orman yangini tehlikesinin
tahmin edilmesi amaciyla 2D/3D Evrisimsel Sinir Agi yontemi Onerilmistir. 2D
Evrisimsel Sinir Ag1 yontemi, sayisal ylikseklik modeli, egim, yollara uzaklik, niifus

yogunlugu, suyollarina uzaklik vb. gibi statik girdiler iiretmek i¢in kullanilirken, 3D
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Evrisimsel Sinir Ag1 sicaklik, glindiiz/gece kara ylizey sicakligi, toprak nem indeksi, bagil
nem, riizgar hizi, 2m mesafe hava sicakligi, NDVI, yiizey basinci, 2m mesafe ¢ig noktasi
sicaklig1 ve toplam yagis gibi dinamik girdiler iiretmektedir. Statik 6zelliklere dayali
olarak dinamik ozellikleri modiile etmek igin iki Location-Aware Adaptive
Normalization Layer (LOAN) blogu 3D Evrisimsel Sinir Agi'na entegre edilmistir.
FireCube (Nikolaou ve digerleri, 2015) ve Next Day Wildfire Spread (Huot ve digerleri,
2022) veri kiimelerini kullanan 2D/3D Evrisimsel Sinir Ag1, Rastgele Orman, XGBoost,
LSTM ve convLSTM gibi temel yontemlerden daha yiiksek bir basarim (% 96,48
dogruluk) gostermistir (Eddin ve digerleri, 2023).

Jamshed ve arkadaslar1 tarafindan yapilan bir ¢alismada 2022'den 2025'e kadar
orman yanginlarinin olusumunu tahmin etmek i¢in LSTM yontemini kullanilmistir. 2012
ve 2021 yillarinda Pakistan'dan alinan zamansal orman yangini verileri ve yanmis alan
verileri egitim verisi olarak kullanilmis ve %95 dogruluk saglanmistir (Jamshed ve
digerleri, 2022).

Naderpour ve arkadaslar1 tarafindan yapilan bir ¢alismada Sidney'in Northern
Beaches bolgesinde orman yangini risk degerlendirmesi i¢cin mekansal bir yontem
tasarlanmigtir. Bu yontem iki adimdan olusmaktadir. Ilk adimda, on iki etkili orman
yangini faktorii (NDVI, egim, yagis, sicaklik, arazi kullanimi, yiikseklik, yol yogunlugu,
nehre olan uzaklik, yola olan uzaklik, riizgar hizi, nem ve yillik sicaklik) kullanilmigtirg
Her faktoriin agirligini belirlemek ig¢in iicten fazla gizli katman iceren bir duyarlilik
modeli derin bir sinir ag1 ile desteklenmis ve ardindan derin sinir ag1 tarafindan tiretilen
sonuglart optimize etmek i¢in bir Fuzzy-Based Segmentation Parameter (FbSP) yontemi
kullanilmistir. ikinci adimda, Analytic Hierarchy Process (AHP) yontemi, niifus
yogunlugu, yas, istthdam orani, konut, arazi kullanimi, yliksek yogunluk, yiiksek deger
vb. gibi sosyal ve fiziksel parametreleri kullanarak fiziksel ve sosyal giivenlik acigi
indeksini olusturmak i¢in glivenlik agi1g1 modeli olarak benimsenmistir (Yikseklik and
Depth - Foundation Spatial Data, 2023). Son olarak, yangin olaylarinin envanterini (gok
diisiik, diisiik, orta, yiiksek ve ¢ok yiiksek) veren bir risk fonksiyonu, orman yangini risk
haritasini hesaplamak i¢in kullanilmistir. Onerilen ydntem, %94,3'liik bir Kappa katsayisi
elde etmistir (Naderpour ve digerleri, 2021).

Nur ve arkadaslari tarafindan yapilan bir ¢alismada bir Evrisimsel Sinir Ag1 ve bir
metasezgisel yontem igeren hibrit modeller olan Evrisimsel Sinir Agi-Imperialist

Competitive Algorithm (ICA) ve Evrisimsel Sinir Agi-Grey Wolf Optimizer (GWO)
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Onerilmistir. Bu yontem ile bes sinifa (¢ok diisiik, diisiik, orta, yliksek ve ¢ok yiiksek)
ayrilmis orman yangm duyarhiligi degerlendirilmistir. ilk olarak, 2016-2020 yillari
arasinda Plumas National Forest bolgelerinde Sentinel-1 Sentetik A¢iklikli Radar (SAR)
gorintiilerinde yanmis orman alanlarin1 belirlemek ve bir envanter veri seti olusturmak
icin Damage Proxy Map (DPM) yontemi benimsenmistir. Daha sonra envanter verileri
ve topografya faktorleri (yon, ylikseklik, egim ve diizlem egriligi), meteorolojik faktorler
(yagis, maksimum sicaklik, glines 1sinim1 ve riizgar hizi), ¢evresel faktorler (akintiya
uzaklik, kuraklik indeksi, toprak nemi, NDVI ve Topographic Wetness Index (TWI)) ve
antropolojik faktorler (arazi kullanimi, mesafe kullanimi ve yerlesime uzaklik) dahil
olmak tizere 16 orman yangini kosullandirma faktorii bu modeli egitmek ve test etmek
icin kullanilmistir. Son olarak, Evrisimsel Sinir Ag1 hiperparametreleri ICA ve GWO
yontemleri kullanilarak optimize edilmis ve orman yangini olasiliklar: tiretilmistir. Elde
edilen sonug ile Evrisimsel Sinir Agi-ICA basariminin (0,95°lik bir AUC ve 0,351'lik bir
RMSE) Evrisimsel Sinir Agi-GWO sonucundan (0,974’likk bir AUC 0,334'lik bir
RMSE) daha 1yi oldugu ortaya konulmustur (Nur ve digerleri, 2022).

Bjines ve arkadaslar1 tarafindan yapilan bir calismada Biobio ve Nuble
bolgelerinden uydu verileri kullanilarak bes sinifa (¢ok diisiik, diisiik, orta, yliksek ve cok
yiiksek) ayrilan orman yangini duyarlilik smiflarin1 tahmin etmek i¢in Evrisimsel Sinir
Agi-1 ve ¢ok girisli Evrisimsel Sinir Ag1 olmak tizere iki Evrigimsel Sinir Ag1 mimarisine
dayal1 bir Ensemble Learning modeli tasarlanmistir. Evrisimsel Sinir Agi-1, ilk evrisimsel
katmanda Batch Normalizasyon ve Tam Baglantili Katman’larda dropout eklenerek
degistirilmis bir Zhang Evrisimsel Sinir Agi'dir (Zang ve digerleri, 2019). Cok girisli
Evrisimsel Sinir Ag1, (Sun ve digerleri, 2017) tarafindan ¢igek derecelendirmesi i¢in
onerilen basit bir Evrisimsel Sinir Agi'dir. 2013'ten 2019'a kadar on bes yangin etki
faktorli ve yangin ge¢misi verisinden olusan biiyiik bir veri, 6grenme verisi olarak
kullanilmistir (18.734 yangmn dahil). Yangm etkileyen faktorler dort kategoriye
ayrilmigtir. Bu kategoriler Terra Climate veri setinden (Abatzoglou ve digerleri, 2018)
toplanan iklim verileri (minimum/maksimum sicaklik, yagis, riizgar hizi, iklimsel su ag181
ve gercek buharlagma), antropojenik veriler (kentsel bolgelere ve yollara uzaklik), bitki
ortiisii verileri (NDVI, nehirlere uzaklik ve arazi ortiisii tiirii) ve topografik verilerdir
(yon, yiizey piiriizliiliigii, egim ve yiikseklik). Onerilen bu model, Evrisimsel Sinir Agi-
1, coklu girdili Evrisimsel Sinir Ag1 ve XGBoost ve SVM gibi geleneksel yontemleri
geride birakarak %88,77'lik bir F1 skoru gostermistir (Bjanes ve digerleri. 2021).
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Yukarida literatiir 6zeti olarak bir ¢ok ¢alisma sunulmustur. Bu ¢alismalarda ¢ok
kapsamli, farkli materyaller ve yontemler kullanilmistir. Caligmalarda orman
yanginlarinin tespit ve tahmin edilmesi amaciyla tarihsel orman yanginlar1 verileri ve
farkli ana kategorilerde yiikseklik, egim, baki, yola uzaklik, nehirlere uzaklik yerlesim
alanlarina uzaklik, arazi kullanimi, bitki ortlisii indeksi, yagis, sicaklik ve riizgar hizi,
nem, LAIL, FPAR, EVI, NDVI, NDWI, NDMI, hava basinci, TWI gibi 6zellikler ile ¢ok
katmanli algilayici, lojistik regresyon, siniflandirma ve regresyon agaglari, SVM, rastgele
orman, Convolutional Neural Network (CNN), YSA, kernel lojistik regresyon, LSTM,
Boosting Machine algoritmalar1 gibi makine 6grenmesi yontemleri kullanilmistir.

Orman yanginlarinin tespit ve analiz edilmesinde yapilan calismalarin geneli
incelendiginde uzaktan algilama yontemleri ile birlikte hem istatistiksel hem de makine
ogrenmesi yontemleri kullanilmaktadir. Fakat son yillarda yapilan ¢alismalarin uzaktan
algilama yontemlerinin makine 6grenmesi algoritmalari ile birlikte kullanildig1 ve yliksek
basarim degerlerine sahip ¢alismalar ortaya ¢iktigi tespit edilmistir.

Yukarida verilen ¢alismalarin 15181nda, ¢aligmamizda daha ¢ok iklim, bitki ortiisii
ve topografik veriler analiz edilmistir. insan faktdriiniin orman yangnlari {izerine etkisi
calismaya dahil edilmemistir. Seg¢ilen 18 6zellik Antalya ilinden alinan koordinatlara
uygunmis ve bahsi gecen bolgenin iklim, bitki Ortiisii ve topografik verilerinin orman
yangimlarinin meydana gelme olasilig1 tizerindeki etkileri degerlendirilmistir. Ayrica
calismamizda secgilen 18 farkli 6zellik ve Ada Boost, Karar Agac¢lari, GBM, KNN,
Lojistik Regresyon, SVM ve YSA algoritmalarinin Antalya bolgesinin iklim, bitki ortiisii

ve topografik yapisi i¢in kullanilmasi ¢alismamizi 6zgiin bir hale getirmektedir.

2.2. Orman Yanginlarinin Meydana Gelmesinde Etkili Olan Faktorler

Yangin davraniglart hava kosullar1 (Balling ve digerleri, 1992), insan faaliyetleri
(Velez, 1993), yakit ozellikleri (Schoenberg ve digerleri, 2003;Mouillot ve digerleri,
2002) yangin yonetimi faaliyetleri (Fried ve digerleri, 2004) ve i¢ kullanimlardaki
degisiklikler (Rego, 1992) ve iklim (Flannigan ve digerleri, 2000;Fried ve digerleri, 2004)
gibi bircok faktorden etkilenmektedir. Bu faktorler arasinda iklim degisikliginin orman
yanginlarina atfedilen temel bir faktor oldugu disiintilmektedir (Stephens,
2005;Westerling ve digerleri, 2006).
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Orman yanginlarina etki eden temel faktorlerin belirlenmesi, daha 6nce orman
yangini meydana gelmis alanlarla birlikte analiz edildiginde, duyarlilik haritalarinin
olusturulmasinda biiyiik oneme sahiptir.

Orman yanginlarinin olusumunu etkileyen en Onemli faktorler yanabilen
materyaller, iklim ve topografyadir. Yanabilen materyaller literatiirde yakit (fuel) olarak
adlandirilmakta olup yakitin iceriginde 6lii ortii, moloz, kesme atiklari, alt katmandaki
otlar ve ot bitkileri, ¢esitli ¢alilar ve agaglar yer almaktadir(Eron, 1988; OGM, 1995;
Bilgili ve digerleri, 2002; Gilingoroglu, 2018).

Iklimsel agiklamalar, nem kosullarindaki artan degiskenligin (biyokiitle
bliylimesini ve ardindan yanmayi tesvik eden islak/kuru salinimlar) ve/veya artan
kuraklik siklig1r egiliminin ve/veya 1sinan sicakliklarin orman yangini aktivitesinin
artmasina yol agtigini ileri siirmektedir (Balling ve digerleri, 1992; Heyerdahl ve
digerleri, 2002).

Uzun vadeli (on yillik veya daha uzun) iklimsel degisimler yakat tiirleri ve yiikleri
lizerinde biiyilk bir etkiye sahipken, yillik iklimsel degisimlerin yakit kurumasi
tizerindeki etkileri yoluyla yangin rejimlerini etkilemesi muhtemeldir (Rothermel, 1972;
Crimmins ve Comrie, 2004). Onceki ¢alismalar, yakit nem igerigini diizenleyen yagis
rejimlerindeki kisa vadeli (mevsimsel ila yillik) degisimlerin orman yangim
degiskenligiyle baglantili oldugunu gostermistir (Swetnam ve Betancourt, 1998;Littell ve
digerleri, 2009).

Kuraklik, orman yangini olusumunun temel bir faktoriidiir (Hall ve Brown, 2003;
Keetch ve Byram, 1968). Kuraklik orman yakitini1 kurutabilir ve yakit nem igerigini
azaltarak daha kolay tutusabilir hale getirebilir ve dolayisiyla yakit tutugsma olasiligini
artirabilir. Bir¢ok ¢alisma, 6lii ince yakitin nemi ile insan faaliyetleriyle orman yangini
olusumu arasinda giiclii iliskiler oldugunu gostermistir (Vega-Garcia ve digerleri,
1995;Wotton ve digerleri, 2003). Kuraklik, yanma kosullarin1 ciddi sekilde kotiilestirse
de, orman yanginlarinin yakti§i alanlar1 etkileyen birincil ¢evresel faktor riizgardir
(Rothermel, 1983;Maingi ve Henry, 2007). Sicak ve kuru kosullar riizgar olaylariyla
cakistiginda orman yanginlari hizla biiyiik boyutlara ulagabilir (Crimmins, 2006; Moritz
ve digerleri, 2010).

Bir bolgenin nem orani ve yakit yiikleri bulundugu cografyanin sahip oldugu
topografik ozellikler tarafindan belirlenir (Maingi ve Henry, 2007). Ornegin Orta

Ispanya'da, yanginlarin giiney yamaglarinda toplandig1 ve yeniden yanan alanlarin algak
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rakimli ve daha algak yamagli oldugu ve muhtemelen daha iiretken alanlar oldu tespit
edilmistir (Vazquez ve Moreno, 2001).

Antropojenik faktorler incelendiginde insan aktiviteleri, orman yanginlarinin
onemli bir tetikleyicisidir. Kundaklama, ates yakarak kazara yangina sebebiyet verme
gibi insan kaynakli sebeplerle bircok orman yangini meydana gelmektedir (Maingi ve
Henry, 2007).

Yakit durumu olarak bilinen bitki ortiisii tiirleri ile orman yanginlarinin meydana
gelme siireci arasinda dogrudan bir iligki olmasa aralarinda karmasik bir iliski mevcuttur
(Turner ve Romme, 1994). Bolgede bulunan bitki ortiisii tiirleri, ormanin yas1 ve bitki
oOrtlistiniin ormandaki dagilimi orman yanginlarinin meydana gelme olasiligina katkida
bulunmaktadir (Rollins ve digerleri, 2002). Ormandaki bitki ortiisiiniin mekansal diizeni,
normal hava kosullarinda yanginin yayilma diizenine katki saglamaktadir (Brown, 1983).
Ornegin, yiiksek oranda birbiri ile baglantili bitki &rtiisii diizeni yanginin yayilmasina
yardimct olur (Turner ve Romme, 1994), diizensiz sekilli bitki Ortiisii ise yanginin
yayilma oranini azaltir (Ryu ve digerleri, 2007).

Buna gdre meteorolojik, topografik, antropojenik ve bitki ortiisii faktorleri, orman
yanginlarinin meydana gelmesinde ve yayilmasinda kritik bir rol oynamaktadir. Bu
faktorlerin detayli analizi, orman yangini duyarlilik haritalarinin olusturulmasinda ve
yangin yonetim stratejilerinin gelistirilmesinde biiyiilk 6nem tasimaktadir. Her bir
faktoriin etkilesimi, yanginlarin davraniginm etkileyerek, etkili bir yangin yonetimi igin

gereken stratejilerin belirlenmesine yardimer olmaktadir.
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3. YONTEM

3.1. Onerilen Calisma Mimarisi

Caligmada orman yanginlarma iligkin zamansal veriler, orman yanginlarmin
meydana gelmesinde etkisinin oldugu degerlendirilen topografik, bitki oOrtiisii ve hava
durumu verileri ile birlestirilerek bir veri seti olusturulmustur. Olusturulan veri seti
makine 6grenme algoritmalarina sokularak egitilmis ve orman yangini duyarlilik haritasi
olusturulmustur. Sekil 3.1.”de veri setinin olusturulmasi, makine 6grenme algoritmalarina

sokularak egitilmesi ve son olarak duyarlilik haritasinin olusturulmas: siireci

gosterilmistir.

Topografik Veri Bitki Ortiisii Verisi Meteorolojik Veri

Verilerin Islenmesi

Egim
Baki
Yikseklik

Min K-G Riizgar Min Hava Sicaklig

Max K-G Riizgar

Min D-B Riizgar

Max Hava Sicaklig1

Min Yiizey Sicakligt

Max D-B Riizgar Max Yiizey Sicakligi

Yagis Ozgiil Nem

Orman

Orman Yangnlari Yangini Orman Yangunlari WELE
Veri Tabant Zamansal Duyarlilik Veri Ogrenmesi
Veriler =

Orman Yangin1 Duyarlilik Haritas1

Sekil 3.1. Siire¢ Akis Diyagram
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3.2. Cahisma Alam

Bu ¢alisma, Tiirkiye'de en ¢ok orman yangini olayr meydana gelen sehirlerinden
biri olan ve Akdeniz Bolgesi'nde yer alan Antalya ilinin orman yangini duyarlilik
haritasinin  olusturulmasi amaglamaktadir. Antalya ili toplam olarak 20177 km?
yiizélgiimiine sahip olup bu alanin 11772 km?’si ormanlik alanlardan olusmaktadir. Bu
da Antalya ilinin kapladig1 alanin yarisindan fazlasinin ormanlik alanlardan olustugunu
gostermektedir. Antalya ili Tiirkiye’nin glineybatisinda 29° 20°-32°35' dogu boylamlar1
ile 36° 07'-37° 29' kuzey enlemleri arasinda yer almaktadir. Antalya ili iklimi genel olarak
Akdeniz iklim tipinden olusmaktadir. Yaz aylar1 sicak ve kurak gecerken, kis aylarinda
ik ve yagmurlu bir iklim gozlenmektedir. Yazin ortalama sicaklik 28-36 °C derece
arasindadir. Ocak ayinda ise sicaklik 10 ila 20 °C civarlarinda seyretmektedir. Denize
yakin bolgelerde kar yagisi cok nadir goriiliir, don olayi ise nadir olmakla beraber, denize
yakin bolgelerde her kis mevsiminde gézlenmemektedir. Yagis olmadigi giinler hava agik
ve giineslidir. Ilde y1llik ortalama nispi nem %64 civarmdadir.

2023 yilinda Tiirkiye’de meydana gelen 2579 adet orman yangini olayindan 171
adedi Antalya ilinde meydana gelmis olup bu rakamlar Antalya’da meydana gelen orman
yanginlarinin Tiirkiye’de meydana gelen orman yanginlarinin %6,63’{inii olusturdugunu
gostermektedir. Ayrica ayni yil Tiirkiye genelinde 15520 hektar orman alani yanginlar
nedeniyle zarar goriitken bu saymm 768 hektar alan kismi Antalya ili sinirlarinda
olusmustur. Bu da toplam yanginlardan zarar goren alana oranin %4,95 oldugunu
gostermektedir. 1988 ile 2023 yillar1 arasinda Antalya ilinde meydana gelen orman
yanginlar1 sonucunda yanan alan miktar1 Sekil 3.2.°de gosterilmistir. Sekil 3.3.’de ise
Tiirkiye geneli ve Antalya ilinin 2023 yilina ait orman yangini sayilar1 gosterilmistir
(OGM, 2024).
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1988-2023 Yanan Orman Alani Miktari (hektar alan)
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Sekil 3.2. 1988-2023 Tiirkiye geneli yanan orman alani miktari

2023 Yili Orman Yangini Sayilari
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Sekil 3.3. 2023 y1l1 karsilagtirmali orman yangim sayilari

OGM verilerine gore Antalya ilinin toplam orman alani Tiirkiye’nin toplam
orman alaninin  %8,3’linli  olusturmaktadir. Antalya’daki orman genglestirme
faaliyetlerinin oran1 %8,1 oraninda olup Tiirkiye genelinden (%6,1) daha yiiksektir.
Orman bakim alan1 oran1 Antalya’da (%91,9) Tirkiye geneline (%85,1) kiyasla daha

yiiksektir, bu da Antalya’da mevcut ormanlarin korunmasina daha fazla 6nem verildigini
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gostermektedir. Ayrica Sekil 3.4.’de Antalya’da 2000-2023 yillar1 arasinda meydana

gelen yangin sayilarini gosterilmektedir.

Antalya Yangin Sayisi

2500
2000
1500
1000

500

Sekil 3.4. Antalya’da 2000-2023 arasindaki yangin Sayis1

OGM’ye bagli olarak Antalya Bolge Miidiirliigline bagli ormanli alanlarda
1176630 hektar koru orman alan1 bulunmakta olup Tiirkiye genelinin %5.2’sine, 3611
hektar baltalik orman alan1 bulunmakta olup Tiirkiye genelinin %0.3 line, 1180241 hektar
genel ormanlik alani bulunmakta olup Tiirkiye genelinin %5 ine karsilik gelmektedir.

Sekil 3.5.°de calisma alani1 olarak secilen bolge isaretlenerek gosterilmistir.
Calismada kullanilan zamansal yangin verileri ve bu koordinatlara ait dzellikler Antalya

ili sinirlar i¢erisinden seg¢ilmistir.
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Sekil 3.5. Calisma alani olarak segilen bolge

3.3. Veri Seti Asamalari

3.3.1. Uzaktan algilama

Bu calismada, orman yanginlarinin duyarlilik haritalarinin olusturulmasinda
uzaktan algilama verileri ve yontemleri temel alimmustir. Uzaktan algilama, genis
alanlardan toplanan verilerin analiz edilmesini saglayarak yangin gibi ¢evresel olaylarin
modellenmesinde 6nemli bir arag¢ olarak kullanilmaktadir. Calismada kullanilan veriler,
cesitli uydu kaynakli veri tabanlarindan alinmis ve Google Earth Engine (GEE)
platformunda analiz edilmistir. GEE, genis capli veri isleme kapasitesiyle uzaktan
algilama verilerinin hizli ve verimli bir sekilde analiz edilmesini saglamigtir. Zamansal
orman yanginlarma iliskin FIRMS MODIS verileri, NASA'nin FIRMS veri tabanindan
elde edilmistir. FIRMS, MODIS sensdrlerinden alinan termal bant verileriyle yanginlarin
cografi koordinatlarini ve zaman bilgilerini saglamaktadir. Bu veriler, 2013-2023 yillar
arasinda Antalya il sinirlart i¢inde gergeklesen yanginlarin tespiti i¢in kullanilmigtir.
ERA-5 verileri, atmosferik degiskenler konusunda yiiksek ¢oziiniirliiklii veriler sunarak
sicaklik, riizgar hizi ve yagis miktar1 gibi meteorolojik degiskenlerin analizinde
kullanilmistir. ERA-5, hem geg¢mis verilerin detayli bir sekilde modellenmesini hem de
bolgesel oOlgeklerde meteorolojik kosullarin - degerlendirilmesini  saglamistir. Bu

calismada sicaklik ve riizgar hizlarinin maksimum ve minimum degerleri ile giinliik
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toplam yagis miktari, yangin riski iizerinde etkili parametreler olarak degerlendirilmistir.
Nem verileri GLDAS veri setinden alinmigtir. GLDAS, kara yiizeyi nem durumlarini
modelleyerek bolgedeki toprak ve bitki Ortiisiiniin yangin riskine etkisini incelemek i¢in
temel bir veri kaynagi olusturmustur. Bitki ortiisii degiskenleri (NDVI, EVI, NDWI, LAI
ve FPAR), MODIS sensoriinden elde edilen veriler kullanilarak hesaplanmigstir. NDVI ve
EVI, bitki Ortiisiiniin sagligini ve yogunlugunu degerlendirirken, bitki ortiisiiniin su
icerigini belirlemistir. LAI ve FPAR degerleri ise bitkilerin fotosentetik aktivitesini ve
151k kullanma kapasitesini ortaya koymustur. Bu parametreler, yanginlarin 6zellikle bitki
oOrtiisii lizerindeki etkilerini analiz etmek igin kritik Oneme sahiptir. Topografik
degiskenler, NASA'nin SRTM veri setinden alinmistir. SRTM, yliksek ¢oziiniirliiklii
arazi modelleri saglayarak egim, baki ve yiikseklik gibi faktorlerin analiz edilmesine
olanak tanimistir. Bu veriler, yanginlarin topografya ile iligkisini degerlendirmek i¢in
kullanilmastir.

GEE, akademik, cografi veri kiimelerinin bilimsel analizi ve gorsellestirilmesine
yonelik bir platformdur. GEE, uydu goriintiilerini igermekte ve bunlari kirk yildan daha
eskiye dayanan tarihsel diinya goriintiilerini iceren genel bir veri arsivinde saklamaktadir.
GEE veri setlerinden faydalanabilmek amaciyla giinliik olarak alinan goriintiiler daha
sonra kiiresel 6l¢ekte veri madenciligi i¢in kullanilabilir hale getirilmektedir. GEE ayrica
biiyiik veri kiimelerinin analizini miimkiin kilan bir¢ok farkli araca sahiptir (Google,
2024c).

Veri setinin olusturulmas: kapsaminda yapilan kullanilan tim veriler, GEE

ortaminda islenmis ve analiz edilmistir.

3.3.1.1. FIRMS

NASA'nin FIRMS veri tabani, orman yangini aktivitesiyle ilgili neredeyse gercek
zamanli verilere erisim saglayabilmektedir. FIRMS websitesi {izerinden diinya {izerinde
meydana gelen tiim yanginlar, neredeyse gercek zamanli olarak izlenebilmektedir. Sistem
agirlikli olarak Amerika Birlesik Devletleri ve Kanada’da meydana gelen yanginlarin
tespiti i¢in caligsa da tiim diinyada meydana gelen yanginlar i¢in bilgi saglamaktadir.

Bunun yaninda FIRMS veri tabaninin ¢alismamiza en biiyiik katkis1 zamansal
orman yanginlarina iligkin verileri igermesi olmustur. FIRM veri tabaninda MODIS ve

VIIRS S-NPP enstriimanlarindan alinan verilere ulasilabilmektedir. Ulke bazinda olmak
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tizere MODIS sensoriinden 2000 ile 2003 yillar1 arasinda VIIRS S-NPP sensoriinden ise
2012 ile 2023 yillar1 arasindaki veriler elde edilebilmektedir. (FIRMS, 2024)

FIRMS veri tabanindan elde edilen zamansal orman yanginlarina iliskin veriler
tek bir koordinata ait birgok farkl bilgi igermektedir. Yanginin meydana geldigi enlem,
boylam ve tarih bilgisinin yanisira sensoriin tespit ettigi parlaklik degeri, “confidence”
olarak bilinen giiven degeri gibi diger 6nemli bilgileri igermektedir.

Calismamizda Antalya ilinde yanginin meydana geldigi noktalar1 tespit etmek ve
bu noktalardaki diger 18 farkli 6zellik degerlerini ¢ikarabilmek i¢in enlem, boylam ve
tarih bilgileri kullanilmistir. Ayrica sistem tespit ettigi her bir yangin olayina bir giiven
degeri atadig1 i¢in calismamizda sadece “confidence” degeri 70 ve lizeri olarak tespit

edilen yangin olaylar1 dikkate alinmstir.

3.3.1.2. ERA-5

ERAS, Ocak 1940'tan giiniimiize kadar olan donemi kapsayan besinci nesil
ECMWEF atmosferik kiiresel iklim yeniden analiz veri tabanidir. ERAS5, ECMWF'deKi
Copernicus Iklim Degisikligi Servisi (C3S) tarafindan iiretilmektedir. ERAS, ¢ok sayida
atmosferik, kara ve okyanus iklim degiskeninin saatlik tahminlerini saglayabilmektedir.
Veriler, Diinya'y1r 31 km'lik bir sebekede kapsamakta ve atmosferi ylizeyden 80 km
yiikseklige kadar 137 farkli seviye kullanarak ¢oziimlemektedir (ECMWF, 2024).

ERA-5 wveri tabam1 kullamilarak, c¢esitli atmosferik ve ylizey ozellikleri
hesaplanmistir. Bu hesaplamalar, kara, deniz ve goller gibi su yiizeylerinden 2 metre
yiikseklikte dl¢iilen hava sicakligr ile glinliik maksimum ve minimum yiizey sicakliklarin
icermektedir. Ayrica, 10 metre ylikseklik seviyesinde riizgarlarin dogu-bat1 ve kuzey-
giiney yoniindeki bilesenlerinin en yliksek ve en diisiik hizlari ile gilinliik toplam

maksimum yagis miktarlar1 elde edilmistir (Google, 2024a).
3.3.1.3. GLDAS
GLDAS’1n amaci, gelismis arazi ylizeyi modelleme ve veri asimilasyon teknikleri

kullanilarak uydu ve yer tabanli gézlem veri iiriinleri yardimiyla arazi ylizeyi durumlarini

ve yiizey akislarinin optimum alanlarini olusturmaktir (Rodell ve digerleri, 2004a).

26



GLDAS veri tabaninda bulunan 6zgiil nem degerleri Antalya ili i¢in belirtilen tarih ve
koordinatlarda elde edilmistir (Google, 2024b).

3.3.1.4. MODIS

NASA’nin Terra ve Aqua uydular1 orman yanginlarini tespit etmede en dnemli
uzaktan algilama araglaridir. Bahse konu uydular iizerlerinde bulunan MODIS araciyla
yangin tespitini gerceklestirmektedirler. Terramin Diinya etrafindaki yoriingesi, sabah
saatlerinde ekvatorun tizerinden kuzeyden giineye gecerken, Aqua'nin 6gleden sonra
ekvatorun iizerinden glineyden kuzeye ge¢mesi i¢in zamanlanmistir. Terra MODIS ve
Aqua MODIS, her 1 ila 2 giinde bir tiim Diinya ylizeyini goriintiileyerek 36 spektral bantta
veya dalga boyu gruplarinda veri toplamaktadir (NASA, 2024c).

16 giinliik zamansal ¢oztiniirliik ve birden fazla mekansal ¢oziiniirliikte tiretilen
MODIS bitki ortiisti indeksleri, yaprak alani, klorofil ve kanopi yapisinin bilesik bir
ozelligi olan bitki Ortlisii golgelik yesilliginin tutarlhh mekénsal ve zamansal
karsilastirmalarini saglamaktadir. iki bitki ortiisii indeksi (NDVI ve EVI), kirmizi, yakin
kizil6tesi ve mavi dalga bantlarindaki atmosferik olarak diizeltilmis yansimalardan
tiretilmektedir.

LAI genis yaprakli kanopilerde birim zemin alan1 basina tek tarafli yesil yaprak
alan1 ve igne yaprakli kanopilerde birim zemin alani bagina toplam igne yiizey alaninin
yarist olarak tanimlanmaktadir. FPAR, yesil bitki ortiisii tarafindan emilen fotosentetik
olarak aktif radyasyonun (400-700 nm) orani olarak tanimlanmaktadir. Her iki degisken
de ylizey fotosentezini, buharlagsmay1 ve net birincil liretimi hesaplamak icin kullanilir ve
bunlar da karasal enerjiyi, karbonu, su dongiisli siireclerini ve bitki Ortiisiiniin
biyojeokimyasini hesaplamak i¢in kullanilmaktadir (NASA, 2024d).

NDWI ise su kiitlelerinin analizi i¢in kullanilmaktadir. Bu indeks uzaktan
algilama goriintiilerinin yesil ve Narrow Infrared (NIR) bantlarini kullanirken NDVI ise

yesil ve yakin kizilGtesi bantlart kullanmaktadir.

3.3.1.5. NASA SRTM

SRTM veri kiimeleri, NASA ve National Geospatial Intelligence Agency

(NGA)'nin isbirlik¢i ¢abalarmin yani sira Alman ve Italyan uzay ajanslarmin katiliminin
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bir sonucu olarak ortaya ¢ikmistir. Bu uluslararasi uzay is birligi, radar interferometrisi
kullanarak Diinya'nin kiiresele yakin bir dijital yiikseklik modelini olusturmaktadir
(SRTM, 2015). SRTM, 60° kuzey ve 56° giiney enlemleri arasinda Diinya kara yiizeyinin
%80'inden fazlasina ait radar verilerini toplamistir. Bu veriler, her 1 yay saniyesinde
yiikseklik kayitlari olan kiiresel bir dijital yiikseklik modeli olusturmak i¢in kullanilmistir
(SRTM, 2024).

SRTM verilerinden ilgili koordinatlara ait yiikseklik, baki ve egim degerleri elde

edilmistir.
3.3.2. Orman yanginlarina etki eden faktorler
Bolim 2.2.°de yapilan literatiir arastirmalar1 sonucunda Cizelge 3.1. yer alan

faktorler orman yanginlarinin duyarlilbik haritalarinin  olusturulmasi  siirecinde

kullanilmak amaciyla segilmistir.
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Cizelge 3.1. Veri setini olusturmak i¢in Kullanilan faktorler

Degisken | Birim | Kaynak | Coziiniirliik/Skala | Veri Tipi
Gecmis Yangin Verileri
Yangin | #YOK | FIRMS [ #YOK | Vector

Meteorolojik Faktorler

En  Yiksek  Havaoe ERAS 11132 meters NetCDF
Sicakligi

En  Diigik  Hava | o ERA5 11132 meters NetCDF
Sicakligi

En Yiksek Dogu Baty| /o ERAS 11132 meters NetCDF
Yonlii Riizgar Hiz1

En Diisik Dogu Bati| /o ERAS 11132 meters NetCDF
Yonlii Riizgar Hizi

En Yiksek Kuzey

Giliney Yo6nlii Riizgar | m/s ERAS 11132 meters NetCDF
Hiz:

En Yiksek Kuzey

Giliney Yo6nlii Riizgar | m/s ERAS 11132 meters NetCDF
Hiz:

Nem mass fraction GLDAS 27830 meters NetCDF
En  Yiksek  Yags| ERAS 11132 meters NetCDF
Miktari

En Yiksek Karaop ERA5 11132 meters NetCDF
Yiizey Sicakligi

En — Dusik —Karaop ERAS 11132 meters NetCDF
Yiizey Sicakligi

Bitki Ortiisii

NDVI ratio MODIS 463 meters HDF
EVI ratio MODIS 463 meters HDF
FPAR % MODIS 500 meters HDF
LAI m? MODIS 501 meters HDF
NDWI ratio MODIS 463 meters HDF
Topografik Faktorler

Baki ° NASA SRTM 28 meters Raster
Egim © NASA SRTM 29 meters Raster
Yikseklik m NASA SRTM 30 meters Raster
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3.3.3. Veri toplama

Veri setinin olusturulmasi siirecinde Antalya ilinde 2013-2023 yillar1 arasinda
meydana gelen ve NASA FIRMS veri tabaninda bulunan ve yangin giivenilirlik orani
olan “confidential” degerinin %70 ve iizerinde bulunan yangin noktalart belirlenmistir.
Bu kapsamda yillik yangin sayilarinin en fazla oldugu haziran, temmuz, agustos ve eyliil
aylar1 segilmis ve toplam olarak 1468 adet yangin noktasi tespit edilmistir. Her bir yangin
noktasina ait koordinatlar ve yanginlarin meydana geldigi tarihler belirlenmistir. Veri
setinin olusturulmasinin ardindan veriler makine Ogrenmesi algoritmalar1 ile
egitileceginden asir1 0grenme sorununun meydana gelmemesi amaciyla tespit edilen
yangin noktalari sayisi kadar rastgele tarihlere karsilik gelen rastgele noktalar
belirlenmistir. Bu noktalara ait koordinatlar elde edilerek yangin meydana gelmemis
noktalarin da tespit edilmesi planlanmigtir. Bu kapsamda Antalya ili genelinden yerlesim
alanlarini, ormanlik alanlari, nehir, g6l gibi su alanlarmni, tarim alanlarini, orman
icermeyen verimsiz alanlar1 iceren 1468 adet rastgele nokta ve rastgele tarin GEE
platformu kullanilarak iiretilmis ve toplam olarak 2936 adet nokta belirlenmistir.
Belirlenen noktalarin koordinatlar1 elde edildikten sonra, koordinatlarin kendilerine
karsilik gelen tarihlerde GEE platformu araciligiyla yukarida bahsi gecen 18 farkl
ozellige ait deger elde edilmistir. Yangin meydana gelmis noktalar veri seti ¢iktis1 olarak

1 ve yangin meydana gelmemis noktalar veri seti ¢iktis1 0 olarak siniflandirilmistir.

3.3.4. Veri on isleme

3.3.4.1. Kayip degerlerin Moving Average Imputation yontemi ile elde edilmesi

Veri toplama esnasinda bazi uydu ve sistemlerin dahili hatalarindan meydana
gelen ve belirli bir noktada veri elde edememe durumu ile karsilagilmistir. Cok nadir
olarak karsilasilan bu durum sonucunda, 2936 noktanin her biri igin 18 farkli 6zellik elde
edildigi ve toplam olarak 52848 adet deger olusturuldugu géz oniine alindiginda yaklasik
100 kadar degerin elde edilemedigi tespit edilmistir. Elde edilemeyen bu degerlere
karsilik gelen noktalardaki yangin bilgisini kaybetmemek amaciyla Moving Average
Imputation yontemi kullanilmistir (Saeipourdizaj ve digerleri, 2021). Moving Average

Imputation yontemine ait denklem Denklem (3.1)’de verilmistir. Bu yontemle verilerin
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kendinden 6nceki dort ve kendinden sonraki 4 degerinin aritmetik ortalamalar1 alinarak
bos olan degerler doldurulmustur. Bu sayede ilgili noktalar veri setinden ¢ikartilarak

yaklasik 100 noktanin yangin bilgisinin kaybedilmesi sorununun 6niine geg¢ilmistir.

2 x;
Xkaylp = “ (3-1)

n

3.3.4.2. Veri normalizasyonu

2936 adet noktanin her biri igin elde edilen 18 adet veriye ait sayisal degerler
incelendiginde her biri arasinda aritmetik, geometrik veya oransal bir iliski
bulunmadigindan bu verilerin tamami makine 6grenmesi algoritmalarinin §grenme
siirecini kolaylastirmak amaciyla 0 ile 1 degerleri arasinda bir deger alacak sekilde
normalize edilmistir. Bunun sonucunda 52848 adet veri 0 ile 1 degerleri arasinda bir
degere sahip olmustur. Verilerin normalize hale getirilmesinde Denklem (3.2)’de islem

uygulanmustir.

— X Xkigik (3.2)

x .
normalize Xpivyik—Xhiciik
Veri normalizasyonu islemi ayrica makine 6grenmesi modellerinin 6grenim
slireci tamamlandiktan sonra modele verilecek gercek veriler iizerinde ve modellerin
gercek veriler ile yapmis oldugu orman yangini meydana gelme olasiligina iliskin
degerler iizerinde de uygulanmistir. Bahse konu gercek veriler ile modelin ortaya

koydugu olasilik degerlerine iliskin daha ayrintili bilgi Béliim 4.3.1°de verilmistir.
3.3.5. Ozellik secimi ve 6zelliklerin karsihkh iliskisi

Iki degisken arasindaki dogrusal iliskinin giiciinii ve yoniinii dl¢en istatistiksel bir
yontem olan Korelasyon yontemi, oOzellikler arasindaki iliskiyi anlamak ve
degerlendirmek i¢in kullanilmistir.

Korelasyon analizi, genellikle Pearson korelasyon katsayisi (r) kullanilarak
yapilmakta olup bu katsayi -1 ile +1 arasinda bir deger almaktadir. Korelasyon katsayisi
Denklem (3.3)’ye gore hesaplanmaktadir.
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r= Cov(X,Y) (3.3)

O0x.0y

Korelasyon analizi, 0&zelliklerin = smiflandirma sonucuna olan etkisini
degerlendirmek amaciyla yapilmustir. Ozelliklerin karsilikli iliskisi ve ozellik segim

stireci Boliim 4.1°de ayrintili olarak agiklanmugtir.

3.3.6. Veri setinin olusturulmasi

Veri setinde kullanilan FIRMS veri tabaninda yanginlarin 6l¢iimiinde kullanilan
ve bir giiven indeksi olan “confidence” degerinden faydalanilmistir. Algilama sensoriiniin
tespit ettigi yanginin ne derece dogru oldugunun bir 6l¢iisii olan bu deger “Yangin Var”
ya da “Yangm Yok” cikti degerleri yerine konulmustur. Veri setinin olusturulmasi
stirecinde “confidence” degerleri %70’den fazla olan olaylar yangin var olarak
degerlendirilmistir. Burada “Yangmn Var” olarak siniflandirma yapilan “1” degerleri
yerine olaya karsilik gelen “confidence” degeri girilmistir. Yangin ¢ikmamis noktalardan
elde edilen degerlerin “confidence” karsiligina ise “0” girilmistir. Burada dikkat edilecek
husus ise “confidence” degerleri %70’den az fakat yangin tespit edilmis noktalar veri
setinde kullanilmadigindan herhangi bir veri girisi yapilmamistir.

Secilen 18 farkli 6zellik farkli uydular kullanilarak toplanmistir. Zamansal yangin
verileri NASA'mm Terra ve Aqua adli iki uydusunda bulunan MODIS sensorleri
tarafindan tespit edilerek FIRMS veri tabanina aktarilan verilerden stiziilerek elde
edilmistir. Sicaklik, riizgar ve yagis verileri ECMWEF tarafindan gelistirilen bir yeniden
analiz veri seti olan ERA-5 veri tabanindan elde edilmistir.

Nem verileri ise kara yiizeyi ile ilgili meteorolojik ve hidrolojik verileri birlestiren
bir veri asimilasyon sistemi olan GLDAS veri tabanindan toplanmustir.

NDVI, NDWI, EVI, PAR, LAI gibi 6zellikler MODIS uydusu araciligiyla elde
edilmistir.

Baki, egim ve yiikseklik gibi topolojik faktorler ise NASA tarafindan
gercgeklestirilen bir radar topografya gorevi olan SRTM veri tabanindan elde edilmistir.

Veriler bahsi gegen veri tabanlarindan ve sistemlerden elde edilirken miimkiin
oldugu kadar giinliik olarak yinelenen veriler kullanilmistir. Ozellikle belirli tarihlerden
sonra giinliik olarak yinelenemeyen verilerde, verilerin elde edilme frekansina gore 4, 8
ve 16 giinliik veriler kullanilmistir. Bu verilerin istenen tarihe en yakin tarihlerdeki
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ortalamalar1 alinarak degerler elde edilmistir. 2013-2022 yillar1 arasinda tiim veriler
giinliik olarak elde edilmis, 2022-2023 yillar1 arasinda ise FPAR ve LAI degerleri 4
giinlik EVI, NDVI ve NDWI degerleri ise 16 giinliik frekanslar ile toplanmistir. Sekil
3.6. ve Sekil 3.19. arasinda Antalya ilinin secilen tiim oOzelliklere ait haritalar

gosterilmistir.

30.000 31.000 32.000

37.000
37.000

]
36.000

=

& [ ANTALYA IL SINIRLART
* YANGIN VAR Q 25 50 km
*  YANGIN YOK | |

30.000 31.000

Sekil 3.6. 2012-2021 arasinda yangin meydana gelmis alanlar ve rastgele segilmis yangin
meydana gelmemis alanlar
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Sekil 3.7. Antalya ilinin ortalama hava sicakligi haritasi
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Sekil 3.8. Antalya ilinin ortalama riizgar hiz1 haritasi
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Sekil 3.10. Antalya ilinin kara yiizey sicaklig1 ortalama haritasi
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Sekil 3.11. Antalya ilinin spesifik nem ortalama haritasi
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Sekil 3.12. Antalya ilinin NDVI ortalama haritas1
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Sekil 3.14. Antalya ilinin LAI ortalama haritas1
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Sekil 3.16. Antalya ilinin yiikseklik haritas1
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Sekil 3.19. Antalya ilinin NDWI haritasi

3.3.7. Makine 6grenmesi

Makine 0grenmesi, bilgisayarlarin deneyimlerden 6grenerek ve gegmis verilere
dayanarak karar alarak insan miidahalesine gerek kalmadan kendini gelistirmesini
saglayan bir yapay zeka alt alanidir (Alpaydin, 2020). Bu teknoloji, 6zellikle biiyiik veri
ve gelismis hesaplama giiciiyle birlikte hizla biiylimiis ve hayatin bir¢ok alaninda yaygin
hale gelmistir (Goodfellow ve digerleri, 2016). Makine 6grenmesi, istatistik, yapay zeka,
felsefe, bilgi teorisi, biyoloji, biligsel bilim, hesaplamali karmasiklik ve kontrol teorisi
dahil olmak {izere bir¢ok alandaki kavram ve sonuglardan yararlanir (Mitchell, 1997).
Makine 6grenmesi genellikle denetimli, denetimsiz ve pekistirmeli 6grenme olarak ii¢
ana kategoride incelenir. Denetimli 6grenme, algoritmanin etiketli bir veri seti ile
egitildigi ve yeni, benzer verilere dayanarak tahminlerde bulunmay1 6grendigi siirectir.
Bu yontem, siniflandirma ve regresyon gibi alanlarda kullanilir. Denetimsiz 6grenme ise,
algoritmalarin etiketsiz verilerdeki kaliplar1 tanimasimni saglamak icin kullanilir.
Kiimeleme ve boyut azaltma gibi yontemler, biiyiik ve karmasik veri kiimelerinin
analizinde tercih edilir. Son olarak, pekistirmeli 6grenme, bir ajanin gevresiyle etkilesim
kurarak 6diil veya ceza mekanizmalarina dayali olarak 6grenmesini icerir ve robotik,

oyun gelistirme ve 6zerk sistemlerde siklikla kullanilir(Goodfellow ve digerleri, 2016).
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3.3.7.1. AdaBoost

Boosting, bir¢ok nispeten zayif ve yanlis kurali birlestirerek olduk¢a dogru bir
tahmin kurali olusturma fikrine dayanan bir makine 6grenmesi yaklagimidir (Freund ve
Schapire, 1997). Freund ve Schapire’nin Ada Boost algoritmasi (Freund ve Schapire,
1997) ilk pratik boosting algoritmasidir ve ¢ok sayida alanda uygulamalari olan en yaygin
kullanilan ve incelenen algoritmalardan biridir (Schapire, 2013).

Calismamizda, olusturulan veri seti bir Ada Boost algoritmasina tanitilmistir. Ada
Boost algoritmasinin iki sinifli verilerde karar agaclarini kullanan AdaBoostM1
versiyonu kullanilmistir. 5 katli ¢apraz dogrulama yontemi kullanilarak veri seti bes esit
alt gruba ayrilmistir. Her adimda, bu alt gruplardan biri test verisi olarak seg¢ilirken, diger
dort grup modelin egitimi i¢in degerlendirilmistir. Bu siireg, her bir alt grubun sirayla test
verisi olarak kullanilmasiyla toplam olarak bes kez gergeklestirilmistir, boylece modelin
her par¢a tiizerindeki basarimi ayr1 ayri Ol¢lilmiistir. Modelin 6grenme oranmi 0.1
secilmistir.

Modele her veri noktasi i¢in esit agirliklar atanmigtir. Agirlik denklemi Denklem

(3.4)’de verilmistir.

(3.4)

[k siniflandiric egitilmeye baslandiktan sonra ve her veri noktasinin agirliklarma
gdre dogrulugu Slgiilmiistiir. 11k siniflandiriciya gore yapilan yanhs siniflandirmalarin
agirlikli hata oran1 hesaplanmistir. Hata oran1 denklemi Denklem (3.5)’de gosterilmistir.

Hata orani, her bir siniflandiricinin gosterdigi basarimi yansitmaktadir.

_ Zyanlw siniflandirilan i Wi (3 5)

€
Ziw;

Ardindan her siniflandiricinin agirhigi, hata oranina gore ayarlanmistir. Model,
hata oran1 diisiik olan siniflandiriciya daha fazla agirlik atamaktadir. Siniflandirict agirligi

denklemi Denklem (3.6)’de gosterilmistir.
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a =In(=5) (3.6)

Hatali siniflandirilmis orneklerin agirliklart arttirilmis, dogru siniflandirilmis
orneklerin agirliklar ise azaltilmistir. Bu, bir sonraki adimda bu 6rneklere daha fazla
dikkat edilecegi anlamina gelmektedir. Agirlik giincelleme denklemi Denklem (3.7)’da

verilmistir.
w; « w; x e®XVih(xi) (3.8)

Son olarak tiim zayif siniflandiricilar agirliklarina gore birlestirilerek daha iyi bir

genel siniflandirici olusturulmustur.
3.3.7.2. Decision Tree (Karar Agaci)

Bir karar agaci, kokten baslayan herhangi bir yolun, yaprak diigiimiinde bir ya da
sifir olarak ikili bir sonug elde edilene kadar bir veri ayirma dizisiyle tanimlandig1 agag
tabanli bir yontemdir (Yang, 2019;Liang ve digerleri, 2021;Mohsin ve digerleri,
2021;Eesa ve digerleri, 2015). Diigiimler ve baglantilar i¢eren bilgi iligkilerinin hiyerarsik
orneklemesidir. Siniflandirma igin iliskiler kullanildiginda, diigtimler amaglari temsil
eder(Shamim ve digerleri, 2010;Suresh ve digerleri, 2020;Priyanka ve Kumar, 2020;Eesa
ve digerleri, 2017).

Olusturulan veri seti bir karar agaci algoritmasima tanitilmistir. 5 katli capraz
dogrulama yontemi kullanilarak veri seti bes esit alt gruba ayrilmistir. Her adimda, bu alt
gruplardan biri test verisi olarak segilirken, diger dort grup modelin egitimi icin
degerlendirilmistir. Bu siirec, her bir alt grubun sirayla test verisi olarak kullanilmasiyla
toplam olarak bes kez gerceklestirilmistir, boylece modelin her parga iizerindeki basarimi
ayr1 ayr Olciilmiistiir.

Karar agaci algoritmasinin temelini olusturan temel kavramlar, entropi ve bilgi
kazanci ile ilgilidir. Entropi verinin karigikligin1 6lgen bir kavramdir. Entropi denklemi

Denklem (3.8)’de verilmistir.

H(S) = — X, pilog,(p:) (38)
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Bir 6zellik kullanarak veri kiimesini boliindiigiinde elde edilen bilgi kazanci,
entropinin azalmasi olarak tanimlanmaktadir. Bilgi kazanci denklemi Denklem (3.9)’de

verilmistir.

1G(S,A) = H(S) = Zuea e H(S,) (3.9)

Bu formiiller kullanilarak, en yiliksek bilgi kazancina sahip olan 6zellik secilmis
ve veri kiimesi bu 0zellik tlizerinden boliinmiistiir. Siireg, tiim veriler belirli bir sinifa

ulasana kadar devam etmistir.
3.3.7.3. Gradient Boosting Machine (GBM)

Temel yaklasim, weak learners (zayif 6greniciler) olarak adlandirilan birkag basit
modeli yinelemeli olarak birlestirerek gelismis tahmin dogruluguna sahip bir strong
learner (giiglii 6grenici) elde etmektir (Touzani ve digerleri, 2018). GBM yontemi, kayip
fonksiyonunu en aza indiren bir katki modeli bulmay1 amaclayan sayisal bir optimizasyon
algoritmasi olarak goriilebilir. Bu nedenle, GBM algoritmasi her adimda yinelemeli
olarak kayip fonksiyonunu en iyi sekilde azaltan yeni bir karar agaci (zayif 6grenen)
eklemektedir (Friedman, 2001).

Olusturulan veri seti bir GBM algoritmasina tanitilmistir. Ensemble methodlari
arasindan Logit Boost methodu kullamilmistir. 5 katli ¢apraz dogrulama yontemi
kullanilarak veri seti bes esit alt gruba ayrilmistir. Her adimda, bu alt gruplardan biri test
verisi olarak segilirken, diger dort grup modelin egitimi i¢in degerlendirilmistir. Bu siireg,
her bir alt grubun sirayla test verisi olarak kullanilmasiyla toplam olarak bes kez
gerceklestirilmistir, boylece modelin her parga lizerindeki bagsarimi ayr1 ayr1 6l¢iilmiistiir.
Modelin 6grenme saykili 100 olarak secilmistir.

GBM algoritmasi, her bir tahmin adiminda hatalar1t minimize eden bir dizi iglem

kullanmaktadir.
L(y, F(x)) = X7y 1(yi, F (%)) (3.10)
Fin () = Fp 3 () + Uy (x) (3.11)

43



Denklem (3.10) ve (3.11)’da verilen denklemlerle modelin her adimda hata

diizeltme islemleri uygulanmistir.

3.3.7.4. K-Nearest Neighbors (KNN)

KNN, hem simiflandirma hem de regresyon problemlerinde kullanilan, oldukg¢a
basit ancak etkili bir 6rnek tabanli algoritmadir. KNN, verileri siniflandirmak veya deger
tahmini yapmak i¢in veri noktasinin en yakin komsularina (k komsusu) bakarak karar
verir. Ornegin, siniflandirma problemlerinde bir veri noktasinin hangi siifa ait oldugunu
tahmin etmek i¢in bu noktaya en yakin K komsunun sinifina bakar ve ¢gogunlugun sinifini
seger.

Olusturulan veri seti bir KNN algoritmasina tanitilmistir. Modelde komsuluk
sayist 5 olarak secilmistir. 5 katli capraz dogrulama yontemi kullanilarak veri seti bes esit
alt gruba ayrilmistir. Her adimda, bu alt gruplardan biri test verisi olarak segilirken, diger
dort grup modelin egitimi i¢in degerlendirilmistir. Bu siireg, her bir alt grubun sirayla test
verisi olarak kullanilmasiyla toplam olarak bes kez gerceklestirilmistir, boylece modelin
her parca tlizerindeki bagsarimi ayr1 ayri dlgiilmistiir. KNN algoritmasinda kullanilan en
yaygin mesafe hesaplama yontemi Oklidyen mesafedir. Bu ydntem iki veri noktasi
arasindaki mesafeyi hesaplayarak hangi noktalarin daha yakin oldugunu belirlemeye
yardimc1 olmaktadir. Oklidyen mesafe hesaplama denklemi Denklem (3.12)’de

verilmistir.

d(x,y) =X, (x; — ¥:)? (3.12)
3.3.7.5. Logistic Regression (Lojistik Regresyon)

Lojistik regresyon, ozellikle ikili smiflandirma problemlerinde yaygin olarak
kullanilan, istatistiksel temellere dayal1 bir algoritmadir. Bu algoritma, verilen girdilere
dayali olarak bir olaym gerceklesme olasiligini tahmin etmektedir.

Olusturulan veri seti bir Lojistik Regresyon algoritmasina tanitilmistir. Modelde
komsuluk sayis1 5 olarak secilmistir. 5 katli ¢apraz dogrulama yontemi kullanilarak veri
seti bes esit alt gruba ayrilmistir. Her adimda, bu alt gruplardan biri test verisi olarak

secilirken, diger dort grup modelin egitimi i¢in degerlendirilmistir. Bu siireg, her bir alt
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grubun sirayla test verisi olarak kullanilmasiyla toplam olarak bes kez
gerceklestirilmistir, boylece modelin her parca lizerindeki basarimi ayr1 ayr1 6lgiilmiistiir.
Lojistik Regresyon’da, girdiler ve ¢iktilar arasinda dogrusal bir iliski kurulmasi yerine,
veriler “sigmoid fonksiyon” adi verilen bir egriye oturtularak sonug¢ alinmaktadir.

Sigmoid fonksiyonu Denklem (3.13)’de verilmistir.

1
1+e—(Bot+tB1X1+P2X2++PnXn

P(Y =1|X) = (3.13)

Sigmoid fonksiyonu, verilen girdi 6zelliklerine gore ¢ikan degeri O ve 1 arasinda
sinirlayarak bir olayin gergeklesme olasiligini tahmin etmektedir. Lojistik Regresyonun
amaci, modeldeki katsayilar1 belirlemek ve en uygun hale getirmektir. Bu sayede, veri

setindeki faktorler ve yangin olasilig1 arasindaki iliskiyi anlamak miimkiin olmaktadir.

3.3.7.6. Support Vector Machine (Destek Vektor Makinesi)

Destek Vektor Makinesi, iki simifli smiflandirma problemlerini ¢ézmek igin
kullanilan bir makine 6grenimi yontemidir. Kavramsal olarak giris vektorleri dogrusal
olmayan bir sekilde ¢ok yiiksek boyutlu bir 6zellik alanina eslenmektedir. Bu 6zellik
alaninda dogrusal bir karar ylizeyi olusturulmaktadir. Karar ylizeyinin 6zel 6zellikleri,
ogrenme makinesinin yiiksek genelleme yetenegini garanti etmektedir (Cortes ve Vapnik,
1995).

Olusturulan veri seti bir SVM algoritmasina tanitilmistir. Modelde komsuluk
sayis1 5 olarak secilmistir. 5 katl ¢apraz dogrulama yontemi kullanilarak veri seti bes esit
alt gruba ayrilmistir. Her adimda, bu alt gruplardan biri test verisi olarak secilirken, diger
dort grup modelin egitimi i¢in degerlendirilmistir. Bu siireg, her bir alt grubun sirayla test
verisi olarak kullanilmasiyla toplam olarak bes kez gergeklestirilmistir, boylece modelin
her parca iizerindeki bagarimi ayr1 ayri 6l¢iilmiistiir. Siniflandirma iglemini yapmak i¢in
Kernel Fonksiyonu kullanilmistir.

SVM algoritmasinin ¢alisma prensibi, iki sinif arasindaki en genis araligi bulma
prensibine dayanmaktadir. Ayrim ¢izgisi olarak adlandirilan hiperdiizlem, her iki siniftaki
verilerden belirli bir mesafede bulunur. Bu mesafe, destek vektorleri ad1 verilen, sinirlara
en yakin veriler tarafindan belirlenir. Buna gore en iyi ayirict hiper diizlem elde etme

formiilii Denklem (3.14)’de verilmistir.
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Kisit:y;(w.x; + b) = 1, i=1,..,n

min1|| |
w,bz

|2

(3.14)

3.3.7.7. Artificial Neural Network (Yapay Sinir Ag1)

Yapay Sinir Aglari, biyolojik sinir sistemlerini temel alan matematiksel
modellerin genellestirilmesiyle gelistirilmistir. Sinir aglarinin temel isleme elemanlarina
yapay noronlar veya basit¢ce noronlar veya diiglimler adi verilmektedir (McCulloch ve
Pitts, 1943). Noronun basitlestirilmis matematiksel modelinde, sinapslarin etkileri, iligkili
giris sinyallerinin etkisini diizenleyen baglanti agirliklariyla temsil edilir ve ndronlar
tarafindan sergilenen dogrusal olmayan o6zellik bir transfer fonksiyonuyla temsil
edilmektedir. Daha sonra noron diirtiisii, transfer fonksiyonu tarafindan doniistiiriilen
giris sinyallerinin agirlikli toplami olarak hesaplanmaktadir. Yapay bir néronun 6grenme
kapasitesi, segilen 6grenme algoritmasina bagl olarak agirliklarin giincellenmesiyle
saglanmaktadir (Abraham, 2005).

Olusturulan veri seti bir YSA algoritmasina tanitilmistir. Modelde komsuluk
sayis1 5 olarak se¢ilmistir. 5 kath ¢apraz dogrulama yontemi kullanilarak veri seti bes esit
alt gruba ayrilmistir. Her adimda, bu alt gruplardan biri test verisi olarak secilirken, diger
dort grup modelin egitimi i¢in degerlendirilmistir. Bu siireg, her bir alt grubun sirayla test
verisi olarak kullanilmasiyla toplam olarak bes kez gerceklestirilmistir, boylece modelin
her parca lizerindeki basarimi ayri ayr1 Olclilmiistir. Modelde 10 adet gizli ag
kullanilmistir.

Her bir néronun c¢ikisi, kendisine bagli girislerin agirliklandirilmis toplamina
dayanmaktadir. Bir noéronun ¢ikis degerini hesaplayan islem Denklem (3.15)’de

verilmistir.

y = f(Xiz1 wix; + b) (3.15)
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3.4. Modellerin Egitilmesi, Test Edilmesi Ve Dogrulanmasi

Orman yanginlar1 duyarlilik haritasinin elde edilmesi amaciyla hazirlanan veri seti
toplam olarak 19 siitundan olusmaktadir. Ilk 18 siitun orman yangmnlarma etki eden
faktorleri 19’uncu siitun ise yangin olup olmama durumu bilgisini igermektedir.

2936 satirdan olusan veri kullanilan tiim modellerde 5 parcaya bdliinmiistiir. Bu
boliimlerden bir tanesi test i¢in kullanilirken kalan 4 boliim egitim i¢in kullanilmistir. Bu
siire¢ 5 kez tekrarlanarak modelin farkli veri pargalari iizerinde nasil bagarim gosterdigi
degerlendirilmistir. Yani her bir farkli dongiide farkli 587 adet veri test i¢in farkli 2349
adet veri egitim i¢in kullanilmistir. Her bir dongii i¢in egitilmis ve tahmin edilen olasilik
degerleri elde edilerek nihai olarak test seti ile karsilastirma yapilmistir.

Son olarak Antalya ili genelinden rastgele olarak tespit edilen 30000 adet noktaya
ait 18 adet 6zellikle ilgili veriler elde edilmis, elde edilen veriler daha 6nce egitilmis olan
modele girilmistir. Model tarafindan yeni tahminler yapilmis ve secilen ilgili tarihten
itibaren orman yanginmi duyarlilik degerleri raster formata g¢evrilerek duyarlilik haritasi

olusturulmustur.

3.5. Modellerin Basarim Metrikleri

Orman yangini duyarlilik haritalarinin olusturulmasi problemi ikili (binary)
smiflandirmaya dayandigi i¢in True Positive (TP), True Negative (TN), False Positive
(FP) ve False Negative (FN) degerleri hesaplanmis ve karisiklik matrisleri ile
gosterilmistir.

Ayrica modellerin basarimi Accuracy (Dogruluk), Precision (Hassasiyet, Positive
Predictive Value (PPV)), Negative Prediction Value (NPV), Sensitivity (Duyarlilik,
Recall), Spesificity (Kesinlik), F1 skoru, kappa index degerleri ve Receiver Operating
Characteristic (Alict Calisma Karakteristigi, ROC) egrisi altinda kalan alan olan Area
Under Curve (AUC) ile de degerlendirilmistir. Dogruluk denklemi Denklem (3.16)’de,
hassasiyet denklemi Denklem (3.17)’da, NPV denklemi Denklem (3.18)’de, duyarlilik
denklemi Denklem (3.19)’de, kesinlik denklemi Denklem (3.20)’da, F1 skor denklemi
Denklem (3.21)’de, kappa index denklemi Denklem (3.22)’de verilmistir.
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TP+TN

Dogruluk = ———
TP+TN+FP+FN
. TP
Hassasiyet =
TP+FP
TN
NPV =
TN+FN
TP
Duyarlilik =
TP+FN
. TN
Kesinlik =
TN+FP
Hassasiyet.Duyarlilik
F1 Skor = 2. Ve
Hassasiyet+Duyarlilik
Po—Pe
Kappa = ——
pp 1—p,
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4. BULGULAR VE TARTISMA

4.1. Orman Yanginlarina Sebep Olan Faktorlerin Ongérebilirlik Onemi

Sekil 4.1.’de 18 adet 6zelligin birbirleri arasindaki iliskisi gosterilmistir. Pearson
korelasyon katsayisi, degiskenlerin birbirleri ile olan iliskilerini belirlemede en yaygin
olgiilerinden biridir (Kijsipongse ve digerleri, 2011). Korelasyon matrisinde degiskenler
arasindaki iligki -1 ile 1 arasinda degismektedir. 1 degerine yakin degerler pozitif giiglii
bir iligki (bir degiskenin degeri artarken iligkili diger degiskenin degeri de artar)
oldugunu, -1 degerine yakin degerleri negatif giiglii bir iliski (bir degiskenin degeri
artarken iligkili diger degiskenin degeri azalir) oldugunu ve 0 degerine yakin degerler ise
zayif iligki oldugunu veya anlamli bir iliski olmadigini géstermektedir. Sar1 tonlar pozitif
giiclii iligkileri ve mor tonlar negatif giiglii iliskileri ifade etmektedir. Pearson korelasyon

katsayis1 Denklem (4.1)’de gosterilmistir.

i (=) (vi=¥) (4.1)

Txy =
[T 5, 92

Tiim degiskenler arasinda en giiglii pozitif iligki 0.96 degeri ile en diigiikk hava
sicaklig1 (temperature_min) ile en diislik kara yiizey sicakligi (LST min) arasinda oldugu
tespit edilmistir. Bu da en diisiik hava sicakligi ile en diisiik yiizey sicakliginin neredeyse
dogrulsal pozitif bir iliski oldugunu gostermektedir. En yliksek hava sicakligi ile en
yiiksek kara ylizey sicaklig1 arasinda ise 0.93 degeri ile pozitif bir iliski tespit edilmistir.
Bununla birlikte yine 0.93 degeri ile LAI ve FPAR degislenleri arasinda pozitif bir iliski
tespit edilmistir.

Degiskenler arasindaki negatif giiclii iliskiler incelendiginde -0.67 degeri ile en
giiclii negatif iliskinin yiikseklik (elevation) ile en diisiik kara yiizey sicakligi (LST_min)
arasinda oldugu tespit edilmistir. Bu da yiiksek noktalara cikildik¢a kara ylizey
sicakliginin diistiigli anlamima gelmektedir. Bu bulguyu destekleyecek sekilde ayrica
-0.67 degeri ile yiikselik ile en diisiik hava sicaklig1 arasinda negatif bir iligki oldugu tespit
edilmistir.

Degiskenler arasindaki en zay1f iligkiler incelendiginde ise baki ve NDVI, nem ve
NDVI, riizgarlarin dogru bat1 yonlii en diisiik hizlar1 (u_wind_min) ile NDVI, riizgarlarin

dogru bat1 yonlii en diisiik hizlar1 (u_wind min) ile NDWI, egim ile en yiiksek yagis
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miktar1 (precipitation_max), egim ile en yliksek hava sicakligi arasinda herhangi bir iligki
tespit edilememistir. Bunlar disindaki diger degiskenler arasindaki giiclii ve zayif iligkiler
Sekil 4.1.°de gosterilmistir.

Ozellikler Arasindaki Korelasyon Matrisi

LSTmax
LSTmin
NDVI
NDWI
aspect
elevation
EVI
FPAR

humidity

LAl
precipilationmax 0
slope
temperalure ax
02
temn peraluremin
u,,ind ax
‘ . 0.4
u,,ind_in
v, ind ax . Y K U . Y 0.49 0.30
" . -06
v, nd, in ! 062 038 0729

Sekil 4.1. Korelasyon matrisi

Ozellik secimi siireci veri setinin makine &grenmesi algoritmalar1 ile
egitilmesinden Onceki islemlerden biridir. Literatiirde ti¢ farkli 6zellik se¢im yontemi
kullanilmaktadir. Bunlar sarmalayic1 (wrapper), filter (filtreli) ve embedded (gomiilii)
algoritmalardir (Ladha ve Deepa, 2011). Filtreli model herhangi bir 6grenme
alogitmasina ihtiyag duymadan Ozellik sec¢imini yapabilmektedir (Doshi, 2014).
Calismamizda 6zelliklerin sonuca olan etkisini degerlendirmek amaciyla fitreli modeler
arasinda yer alan Korelasyona Dayali Ozellik Secimi (Correlation-Based Feature

Selection - CFS) yontemi kullanilmistir. CFS denklemi Denklem (4.2)’de gosterilmistir.

Mg = ——Tf (4.2)

k+k(k—1).7‘ff

Orman yanginlarinin meydana gelmesinde etkili oldugu diisiiniilen faktorlerin
orman yangini sonucuna olan etkileri analiz edilerek sonuglar Sekil 4.2.’de gosterilmistir.
Literatiir taramalarindan elde edilen sonuglarla uyumlu olarak hava sicakligi, kara ylizey
sicakligt ve riizgarlarin kuzey giiney yonlii bileseni yanginlarin meydana gelme

durumunda en yiiksek olasiliga sahip degerler olarak tespit edilmistir.
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Veri setinin icerdigi oOzellikler dahilinde orman yanginlarinin meydana
gelmesinde en az etkiye sahip olan degiskenlerin sirastyla ise NDWI, FPAR, NDVI, baki,
egim, EVI ve LAI oldugu tespit edilmistir. Elde edilen sonuglar degerlendirildiginde
orman yanginlarinda sicaklik ve riizgar hizlarmin 6nemli bir etkiye sahip oldugu fakat
bitki Ortlisii yapisinin ve topografik oOzelliklerin daha az etkiye sahip oldugu
degerlendirilmistir.

Ozelliklerin Ciktiya Korelasyonu & AETeQ
o= T T T T T T T T T T T T T

0.7 —

06

Korelasyon Degeri

0.3

02

01

Ozellikler

Sekil 4.2. Ozellik 6nem grafigi

Ozellik segim sonuglara gore en az etkiye sahip 5 ozellikler (NDWI, FPAR,
NDVI, baki, egim) sirastyla veri setinden ¢ikartilarak sonuclar tek tek degerlendirilmistir.
Fakat tiim o6zelliklerin veri setine dahil oldugu durum ile en az etkiye sahip 6zelliklerin
veri setinden ¢ikarildigi durum arasinda basarim metriklerini etkileyen kayda deger bir
fark gozlenmemistir. Ayrica bu c¢alismada Antalya bolgesinin kendine has bitki
oOrtlisliniin, topografik yapisinin ve iklim 6zelliklerinin orman yanginlarina olan etkisi
goriilmek istendiginden c¢aligmanin basindan itibaren veri setine dahil edilen tiim

Ozellikler ¢ikartilmadan kullanilmistir.

4.2. Modelin Basarimi ve Degerlendirilmesi

Orman Yanginlarinin duyarlilik haritasinin olusturulmasinda kullanilan 18 farkl

Ozellikten olusan veri seti Ada Boost, Karar Agaglari, GBM, KNN, Lojistik Regresyon,
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SVM ve YSA algoritmalari ile tek tek egitilmistir. Tiim algoritmalarin test ve dogrulama
stireclerinde 5 katli ¢capraz dogrulama yapilarak modelin yanlis 6grenmediginden emin
olunmustur.

Elde edilen sonuclar degerlendirildiginde GBM modeli %96 ile en yiiksek
dogruluk degeri kaydedilmistir. %95 duyarlilik ve %96 kesinlik degerleri ile hem pozitif
hem de negatif yangin vakalarin1 dogru bir sekilde tespit etmede miikemmel bagarim
sergiledigi gortilmistiir. %96 hassasiyet ve %95 NPV oranlari ile hem pozitif hem de
negatif tahminlerde yliksek dogruluk elde edilmistir. GBM modelinde ayrica 0,91 oranla
en yiikksek Kappa degeri elde edilmis olup bu sonucun sans eseri bagarili olmadigini
bunun yerine 6zellik se¢cimlerinin dogru ve 6grenmenin saglikli oldugunu gostermektedir.
Ayrica egrinin altinda kalan alan 0,99 olarak kaydedilmis olup bu da modelin siniflari
ayirt etme yeteneginin milkemmelligini gostermektedir.

Ada Boost ve YSA incelendiginde her ikisinin de %94 gibi yiiksek bir dogruluga
sahip oldugu goriilmiistiir. AUC incelendiginde sirasiyla 0,99 ve 0,98 degerleri elde
edilmistir. Bu da siniflar1 ayirt etme yeteneklerinin ¢ok iyi oldugunu gdstermektedir.
Kappa degerleri ise 0,88 ve 0,89 olarak dlclilmiistiir.

KNN, Karar Agaclari, Lojistik Regresyon ve SVM modelleri, GBM, Ada Boost
ve YSA modelleri ile karsilastirildiginda nispeten daha diisiik basarim gdstermis olup
buna ragmen genel tabloda secilen tiim modellerin iyi bir basarim sergiledigi
sOylenebilmektedir.

Cizelge 4.1.’de tim modellerin genel basarim metrikleri verilmis olup ayrica
Cizelge 4.2.”den Cizelge 4.8.”¢ kadar ve Sekil 4.3.”den Sekil 4.9’a kadar her bir modelin
her bir dogrulama adimina ait bagsarim metrikleri ve AUC grafikleri verilerek modellerin

miikemmel uyumuna dikkat ¢ekilmistir.
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Cizelge 4.1. Modellerin genel basarim tablosu

Metrikler

Model

TP TN FP FN | Prec. | NPV | Sensv. | Spec. | Accur. | Kappa | AUC
Ada
Boost 1367 | 1399 | 69 101 | 0,95 0,93 0,93 0,95 0,94 0,88 0,99
Karar
- 1368 | 1347 | 121 | 100 | 0,92 0,93 0,93 0,92 0,93 0,85 0,95
Agagclari
GBM 1398 | 1410 | 58 70 0,96 0,95 0,95 0,96 0,96 0,91 0,99
KNN 1373 1387 | 81 95 0,95 0,94 0,93 0,95 0,94 0,88 0,98
Lojistk 19950 | 1370 | 98 | 118 | 093 | 002 | 092 093 | 0,93 085 |098
Regresyon
SVM 1349 1380 | 88 119 | 0,94 0,92 0,92 0,94 0,93 0,86 0,97
YSA 1362 | 1405 | 63 101 | 0,96 0,93 0,93 0,96 0,94 0,89 0,98
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Cizelge 4.2. Ada Boost modeli basarim degerleri

Validasyon Ada Boost
Adimlari Metrikler

TP TN |FP |FN |Prec. | NPV |Sensv. |Spec. |Accur. | Kappa |AUC
Fold-1 273 |273 |20 |21 |0,93 |0,93 |0,93 0,93 10,93 0,86 [0,99
Fold-2 273 |281 |13 |21 |0,95 |0,93 |0,93 0,96 (0,94 0,88 (0,99
Fold-3 276 |283 |11 |17 |0,96 |0,94 |0,94 0,96 |0,95 0,90 (0,99
Fold-4 273 |284 |10 |20 |0,96 |0,93 |0,93 0,97 10,95 0,90 (0,99
Fold-5 272|278 |15 |22 |0,95 |0,93 |0,93 0,95 [0,94 0,87 0,98
Model 1367 |1399 |69 |101 |0,95 [0,93 |0,93 0,95 [0,94 0,88 0,99

True Positive Oran
=] = = =]
o © IS o
| | | |

o
|

AdaBoost K-Fold Cross Validation ROC Egrisi

ROC Egrisi Fold 1
ROC Egrisi Fold 2
ROC Egrisi Fold 3
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ROC Egrisi Fold 5
Mean ROC Curve

o
o
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Sekil 4.3. Ada Boost modeli AUC grafigi
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Cizelge 4.3. Karar Agaglari modeli basarim degerleri

Validasyon Karar Agaclan
Adimlari Metrikler

TP TN |FP |FN |Prec. |NPV | Sensv. |Spec. | Accur. | Kappa | AUC
Fold-1 277 |265 |28 |17 |0,91 (0,94 |0,94 0,90 0,92 0,85 0,93
Fold-2 278 |262 |32 |16 [0,90 [0,94 |0,95 0,89 0,92 0,84 0,96
Fold-3 276 |276 |18 |17 [0,94 [0,94 |0,94 0,94 |0,94 0,88 0,96
Fold-4 272 |266 |28 |21 |0,91 |0,93 |0,93 0,90 0,92 0,83 [0,95
Fold-5 265 |278 |15 |29 |0,95 [0,91 |0,90 0,95 0,93 0,85 [0,95
Model 1368 |1347 | 121 /100 [0,92 |0,93 |0,93 0,92 10,93 0,85 0,95

. Decision Tree K-Fold Cross Validation ROC Egirisi
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Cizelge 4.4. GBM modeli basarim degerleri

Validasyon GBM
Adimlari Metrikler

TP TN |FP |FN |Prec. | NPV |Sensv. |Spec. | Accur. |Kappa | AUC
Fold-1 270 |288 |5 |24 [0,98 [0,92 |0,92 0,98 |0,95 0,90 0,98
Fold-2 278 |282 |12 |16 (0,96 [0,95 |0,95 0,96 |0,95 0,90 0,99
Fold-3 289 |279 |15 |4 0,95 |0,99 |0,99 0,95 |0,97 0,94 0,99
Fold-4 276 |277 |17 |17 |0,94 |0,94 |0,94 0,94 10,94 0,88 0,98
Fold-5 285 |284 |9 |9 097 |097 |0,97 0,97 1]0,97 0,94 0,99
Model 1398 |1410 |58 |70 |0,96 |0,95 |0,95 0,96 |0,96 0,91 0,99
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Cizelge 4.5. KNN modeli basarim degerleri

Validasyon KNN
Adimlari Metrikler
TP TN |FP |FN |Prec. | NPV |Sensv. |Spec. | Accur. | Kappa |AUC

Fold-1 269 273 |20 |25 |{0,93 [0,92 |0,91 0,93 (0,92 0,85 0,97
Fold-2 274 |272 |22 |20 [0,93 0,93 |0,93 0,93 (0,93 0,86 0,97
Fold-3 275 |283 |11 |18 (0,96 (0,94 |0,94 [0,96 |0,95 0,90 0,98
Fold-4 279 |278 |16 |14 [0,95 [0,95 |0,95 0,95 (0,95 0,90 10,99
Fold-5 276 |281 |12 |18 |[0,96 [0,94 |0,94 |0,96 |0,95 0,90 0,98
Model 1373 | 1387 |81 |95 0,95 |[0,94 |0,93 0,95 (0,94 0,88 0,98

. KNN K-Fold Cross Validation ROC Eﬁris_i
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Cizelge 4.6. Lojistik Regresyon modeli bagarim degerleri

Va"dasyon LO]IStIk Regresyon
Adimlari Metrikler

TP |TN |FP |FN |Prec. | NPV |Sensv. | Spec. | Accur. | Kappa | AUC
Fold-1 269 |275 |18 |25 [0,94 |0,92 |0,91 0,94 (0,93 0,85 0,97
Fold-2 272 |279 |15 |22 |0,95 |0,93 |0,93 0,95 (0,94 0,87 0,98
Fold-3 273 | 267 |27 |20 |0,91 |0,93 |0,93 091 (0,92 0,84 0,98
Fold-4 272 |275 |19 |21 |0,93 |0,93 |0,93 0,94 (0,93 0,86 0,98
Fold-5 264 |274 |19 |30 [0,93 |0,90 [0,90 0,94 (0,92 0,83 0,97
Model 1350 {1370 |98 |118 |0,93 [0,92 |0,92 0,93 |0,93 0,85 0,98
0.8 [

o7 [+

0.6 [~

True Positive Oranlar
o
o
I

o 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9
False Positive Oranlar

Sekil 4.7. Lojistik Regresyon modeli AUC grafigi
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Cizelge 4.7. SVM modeli basarim degerleri

Validasyon SVM

Adimlari Metrikler
TP |TN |FP |FN |Prec. | NPV |Sensv. |Spec. | Accur. | Kappa | AUC
Fold-1 265 |273 |20 |29 [0,93 |0,90 [0,90 |093 |0,92 0,83 |0,96
Fold-2 270 |274 |20 |24 |0,93 |0,92 |0,92 0,93 [0,93 0,85 0,97
Fold-3 272 |275 |19 |21 |0,93 |0,93 |0,93 094 |093 |0,86 |0,98
Fold-4 275 |281 |13 |18 |0,95 |0,94 |094 |09 |09 0,89 (0,98
Fold-5 267 |277 |16 |27 |094 |091 |091 |09 [093 085 0,97
Model 1349 1380 |88 [119 (0,94 |0,92 |092 |0,94 |[093 |0,86 |0,97
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Cizelge 4.8. YSA modeli bagarim degerleri

Validasyon YSA
Adimlari Metrikler

TP |TN |FP |FN |Prec. | NPV |Sensv. | Spec. | Accur. | Kappa | AUC
Fold-1 264 |285 |8 |28 |0,97 |0,91 0,90 |0,97 |0,94 0,88 (0,98
Fold-2 273 278 |16 |20 |0,94 |0,93 |0,93 0,95 (0,94 0,88 |0,97
Fold-3 275 282 |12 |18 [0,96 |0,94 |0,94 [0,96 |0,95 0,90 (0,97
Fold-4 270 |286 |8 |22 |0,97 |0,93 |0,92 0,97 (0,95 0,90 (0,98
Fold-5 280 |274 |19 |13 |0,94 0,95 |0,96 [0,94 |0,95 0,89 10,99
Model 1362 | 1405 |63 | 101 |0,96 [0,93 [0,93 0,96 |0,94 0,89 (0,98
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4.3. Orman Yangini Duyarhlik Analizi

Orman yanginlar1 duyarlilik haritalarinin olusturulmasindan 6nce tatmin edici
istatistiksel sonuclarin elde edilmesinin ardindan egitilen modelin Antalya ilinin yangin
duyarliligini tahmin etmesi amaciyla 1000 metre araliklarla Antalya sinirlar1 igerisinden
30000 adet 6rnek koordinat alinmistir. Antalya sinirlari igerisinden elde edilen 30000 adet
koordinat noktalarina 2013-2023 yillar1 Haziran, Temmuz, Agustos ve Eyliil aylarinin
tiim giinleri rastgele olarak atanmis ve bu noktalara ve bu tarihlere iliskin 18 adet 6zellik
elde edilmistir. Elde edilen degerler Boliim 3.4.4.2°de yapilan normalizasyon iglemine
tabi tutularak verilerin standartlastirilmasi saglanmistir. Orman yangini duyarlilik
haritasinin  olusturulmasi igin makine Ogrenmesi yontemlerinden GBM modeli

secilmistir. Egitilen modele belirlenen 30000 adet koordinata ait 18 6zellik verilmistir.
4.3.1. Yangin olasiiklarinin elde edilmesi

Model “yangin var” ya da “yangin yok™ siniflandirmasini, belirli olasilik degerleri
sifirn altinda ise “yangin yok”, deger sifirin {stiinde ise ‘“yangin var” olarak
isaretlemektedir. Calismamizda bu olasilik degerleri GBM modelinde -15 ila 25 arasinda
belirlenmistir. -15 ile 0 arasindaki olasilik degerleri yangin ihtimalinin olmadig1 durum
oldugundan kalan 0 ile 25 arasindaki tiim degerler 0 ile 100 arasina normalize edilmistir.

Yapilan normalizasyon islemine iliskin denklem Denklem (4.3)’de verilmistir.

X—Xkiiciik
Xnormalize = —- * 100 (43)
Xbiiyiik ~Xkiicik

4.3.2. Haritanin olusturulmasi
Modellerden ¢ikt1 olarak elde edilen olasilik sonuglart her bir ¢ikti degerine

karsilik gelen koordinat ile eslestirilerek QGIS 3.38.3 yazilimi araciligiyla

haritalandirilmastir.
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4.3.2.1. Jenks Natural Breaks siniflandirma yontemi

Natural Breaks yontemi (ayn1 zamanda Jenks' optimizasyonu olarak da bilinir)
verilerde bulunan dogal gruplamalara dayanmaktadir. Benzer degerleri en iyi sekilde
gruplayan ve smiflar arasindaki varyansi en st diizeye ¢ikaran sinif kirilmalar
belirlenmektedir. Ozellikler, smirlar1 veri degerlerinde nispeten biiyiik varyansin oldugu
yerlere ayarlanan siniflara ayrilmaktadir. Dogal kirilma simiflandirmasi kiimelenmis
degerleri ayn1 siifa yerlestirdigi i¢in, bu yontem esit olarak dagitilmamis veri degerlerini
eslemek i¢in uygun bir yontem olarak degerlendirilmektedir (ArcGIS, 2024). Jenks
Natural Breaks siniflandirma yontemine gore verilerin toplam varyansini hesaplayan
denklem Denklem (4.4)’de, smiflar arasi ve sinif igi varyansi hesaplayan denklem ise

Denklem (4.5)’de verilmistir.

Ve = 2?:1(xin__ 1)?
Vw = Z?:l Ziil(xi - :uj)z

(4.4)
(4.5)

Daha once ilgili koordinatlarla eslestirilen olasilik degerleri Natural Breaks

islemine tabi tutulmus ve bu yontemle bes farkli simif asagidaki degerlere gore

olusturulmustur.
Cizelge 4.9. Jenks Natural Breaks siniflandirma
Jenks Natural Breaks Siniflandirma
Biiyiik Aralik (%) Kiigiik Aralik (%) Siniflandirma | Atanan Renk
100 56 Cok Yiiksek
56 34.8 Yiiksek
34.8 19.6 Orta
19.6 6.8 Diisiik
6.8 0 Cok Diisiik

Olasilik dagilimlarinin ise orman yangini meydana gelme ihtimaline gore % 56-
100 aras1 kirmiz1 (¢ok yiiksek), %34.8-56 arasi turuncu (yliksek), % 19.6-34.8 arasi sar1
(orta), % 6.8-19.6 aras1 yesil (diisik) ve % 0-6.8 arasi gri (cok diisiik) renk ile

isaretlenerek Jenks Natural Breaks Siniflandirma yontemi ile 5 farkli sinifa ayrilmigtir.
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4.3.2.2. Antalya ili orman yangini duyarhhk haritalan

Ayrica 2024 yili Haziran, Temmuz, Agustos ve Eyiil aylarinda meydana gelmis
gercek yangmn olaylari, GBM modelinin ¢iktisi  olan tahmin verileri ile
karsilagtirilabilmesi amaciyla mavi renk ile gosterilmistir. Sekil 4.10.’dan Sekil 4.15.7¢
kadar GBM algoritmast ile olusturulan orman yangini duyarlilik haritalart

gosterilmektedir.
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Sekil 4.10. “Cok Yiiksek” ihtimalle yangin ¢ikmasi beklenen ve yangin ¢ikan noktalar
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Sekil 4.11. “Yiiksek” ihtimalle yangin ¢ikmasi beklenen ve yangin ¢ikan noktalar
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Sekil 4.13. “Diisiik” ihtimalle yangin ¢ikmasi beklenen ve yangin ¢ikan noktalar
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5. SONUCLAR VE ONERILER

5.1. Sonuclar

Orman yanginlarina iliskin ge¢mis yillara ait verilerin makine 6grenmesi
algoritmalar1 ile kullanilmasi, bir bolgenin uzaktan algilama yontemleri kullanilarak
yangin duyarliligimmin elde edilmesinde umut verici sonuglar ortaya koymustur. Bu
calismada Antalya bolgesine ait gegmis yangin verileri ve secilen 18 adet 6zellik ilgili
yangin noktasina karsilik gelecek sekilde elde edilerek Ada Boost, Karar Agaclari, GBM,
KNN, Lojistik Regresyon, SVM ve YSA algoritmalart ile egitilmistir. Her bir model ile
defalarca kez egitim, test ve validasyon islemi tekrarlanmis ve sonuglar elde edilmistir.
Son olarak Antalya ili genelinden rastgele olarak tespit edilen 30000 adet nokta egitilen
modele maruz birakilarak orman yangini duyarlilik olasiliklar: elde edilmigstir. Olasilik
degerleri gorsellestirilerek harita olusturulmustur. Olusturulan harita ilgili tarihlerde
meydana gelen gercek orman yangini olaylari ile de ayrica karsilastirilmis ve sonuglarin
biiyiilk oranda tutarli oldugu teyit edilmistir. Model bazinda basarimlar
degerlendirildiginde GBM, Ada Boost ve YSA modellerinin en basarili modeller oldugu
ortaya cikmistir. Kullanilan 06zellikler bazinda inceleme yapildiginda ise yiizey
sicakliklari, hava sicakliklari ve riizgarlarin orman yanginlarinin meydana gelmesinde en

etkili faktorler oldugu tespit edilmistir.

5.2. Oneriler

Bu c¢aligma ile Tiirkiye’nin Antalya ilinin yangin duyarlilik haritasinin
olusturulabilecegi ortaya konmustur. Calismada, modellerin sonuglarin1 gostermek
amaciyla 6rnek bir tarih se¢ilmis olmasina ragmen, gerek iilkemizde gerekse Antalya ili
ile benzer iklimsel ve topografik 0Ozelliklere sahip Akdeniz iilkelerinde orman
yanginlarinin meydana geldigi tarihlerden hemen 6nce (aylik, iki aylik veya mevsimlik
olabilir) ilgili bolgenin verileri ile bir veri seti olusturularak bélgenin yangin duyarlilig:

tespit edilebilecektir.
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Duyarlilik haritasinin olusturulmasinin ardindan {ilkemiz 6zelinde OGM veya
Tarim ve Orman Bakanligi nezdinde iilkemiz Akdeniz ve Ege Bdlgelerinde yangin
meydana gelme ihtimalinin bulundugu alanlara 6zel tedbirler alinabilecek, kaynak ve
personel planlamasi bu dogrultuda gerceklestirilebilecektir. Aynmi sekilde iklim ve
topografik 6zelliklerin benzerlik gdsterdigi lilkelerde de ilgili otoriteler tarafindan gerekli
proaktif tedbirler alinabilecektir. Bu sayede diinyanin oksijen kaynagi olan, ekolojik
dengenin anahtar1 olan, bir¢ok sanayi alaninda faydalanilan ve ekonomik bir varlik olarak
degerlendirilen ormanlarimizin, bélgede yasayan insanlarimizin ve ayni ekoloji i¢inde
yasayan, biyogesitliligi olusturan diger canlilarin korunmasi ve siirdiirilebilirligi

saglanabilecektir.
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