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Yiiksek Lisans Tezi olarak sundugum “Parcacik Siirii Optimizasyonu Ve Veri
Madenciligi Yéntemleriyle Kiimeleme Analizi: izmirde Kurulu Bir Firmanin
Miisterilerinin Kiimelenmesi Uygulamasi” adli ¢alismanin, tarafimdan, akademik
kurallara ve etik degerlere uygun olarak yazildigim1 ve yararlandigim eserlerin
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OZET

Yiiksek Lisans Tezi
Parcacik Siirii Optimizasyonu Ve Veri Madenciligi Yontemleriyle Kiimeleme
Analizi: izmir'de Kurulu Bir Firmanin Miisterilerinin Kiimelenmesi

Uygulamasi

Aysegiill CENGER

Dokuz Eyliil Universitesi
Sosyal Bilimler Enstitiisii
Ekonometri Anabilim Dah

Ekonometri Programi

Giiniimiizde firmalarin kurumsallasmasi icin birtakim yontemlerle
miisterilerini iyi tamimasi, miisteri oOzelliklerine gore hareket etmesi ve
calisanlarina bu dogrultuda gorevler vererek, alanlarinda uzmanlasmalarim
saglamas1 gerekmektedir. Ancak bunu saglamak miisteri sayis1 ¢ok olan
sirketlerde geleneksel yontemlerle kolay olmamaktadir. Yapilan tezde,
miisteriler hem Veri Madenciligi Yontemlerinden K-ortalamalar ve Iki Asamah
Algoritma Yontemleri ile hem de modern sezgisel teknik olan Parcacik Siirii
Optimizasyonu Yontemi ile kiimelenmistir. Bu yontemlerle ilgili kavramlar
aciklanmis ve kapsamh bir literatiir arastirmasi yapilmistir. K-ortalamalar ve
iki Asamali Algoritma Yontemleri icin SPSS Clementine 10. 1 programu tercih
edilmistir. Parcacik Siirii Optimizasyonu algoritmas1 ise Kkiimelenmeye
uyarlanarak MATLAB programinda bu amacla kullamlmstir. Algoritmada
amac fonksiyonu olarak Dunn indeksi kullanilmis ve kiime sonuclari elde

edilmistir.

Anahtar Kelimeler: Veri Madenciligi, Kiimeleme Yontemleri, Parcacik Siirii

Optimizayonu ile Kiimeleme, Miisteri Kiimeleme



ABSTRACT
Master’s Thesis
Clustering Analysis with Particle Swarm Optimization and Data Mining
Methods: Application of a Cluster of Customers of a Company Established in
Izmir

Aysegiill CENGER

Dokuz Eyliil University
Graduate School of Social Sciences
Department of Econometrics

Econometrics Program

Nowadays, for the institutionalization of companies, it is necessary to provide
specialization in their fields by giving them a good understanding of the
customers in a number of methods, acting according to customer characteristics
and giving their employees the tasks in this direction. However, this is not easy
with traditional methods in companies with a large number of customers. In this
thesis, the customers were clustered with both K-means and Two-step
Algorithm Methods from Data Mining Methods as well as the modern heuristic
technique, Particle Swarm Optimization Method. The concepts related to these
methods have been explained and a comprehensive literature search has been
done. SPSS Clementine 10. 1 has been preferred for K-means and Two-Stage
Algorithm Methods. The Particle Swarm Optimization Algorithm has been used
for this purpose in the MATLAB program, adapted to the cluster. Dunn Index
iIs used as the objective function in the algorithm and cluster results are

obtained.

Keywords: Data Mining, Clustering Methods, Clustering with Particle Swarm

Optimization, Customer Clustering.
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GIRIS

Gunumuzde olduk¢a gelisen teknoloji sayesinde, geleneksel yollarla
cozillemeyen bir¢cok problem ¢ozilebilir hale gelmektedir. Veri miktarinda artigin
oldugu durumlarda ise veriler islenmedigi strece deSersiz goriinen veri yiSinlar
ortaya ¢ikmaktadir. Bu durumda veri madenciligi devreye girmektedir. Veri
madenciligi sayesinde veri tabani sistemleri igerisinde gizli kalmig bilgilerin
cekilmesi saglanmaktadir. Bu da her alanda avantaj haline gelmektedir.

Veri madenciligi tekniklerinden biri olan kiimeleme teknigi ise bir¢ok alanda
kullanilmast oldukg¢a faydali bir tekniktir. Bu teknik, elde olan bir grup degiskeni
onceden belirlenmis ozelliklere gore kiimelere ayirma islemidir. Birbirine benzer
yapidaki degiskenler bir araya gelerek kiimeleme islemi yapilir ve bu igslem veri
setini daha i1yi tanimlamaya yarar. Boylece yapilacak analizlere ortam hazirlanmig
olur.

Bu ¢alismada bir firmanin miusgterilerini kiimelemek i¢in veri madenciligi
yontemlerinden olan Iki Asamali Kiimeleme ve K-ortalamalar Kiimeleme
yontemlerinden farkli olarak sezgisel optimizasyon algoritmasi olan Pargacik Siiri
Optimizasyonu kiimeleme algoritmast da kullanilmigtir. Burada amag, kiimelere
ayrilan mugterilerin ozelliklerini tespit ederek, satig politikalarint dizenlemek ve
firmanin kurumsallagmasini saglamaktir.

Birinci bolumde ¢aligmanin amact ve kapsami belirtilmis ve yapilan literatiir
arastirmast sunulmustur.

Ikinci bolimde kiimeleme algoritmast olarak kullanilan Pargacik Siirii
Optimizasyonunun genel tanimi yapilmis, algoritmanin 6zelliklerinden bahsedilmis
ve ayrica probleme uyarlanan kiimeleme algoritmasi hakkinda bilgiler verilmistir.

Ugiincti boliimde veri madenciligi tanimi, siireci, uygulama alanlari ve
teknikleri hakkinda genel bilgiler verilmistir.

Dordinci bolimde ise veri madenciligi igerisinde yer alan kiimeleme
tekniklerinden uygulamada kullanilacak olan ki Asamali Kiimeleme Teknigi ve k-
ortalamalar teknigi ele alinarak ayrintili bilgiler verilmistir.

Besinci bolim uygulamanin yapildigt bélumdar. Bu bolimde 394 miisteri
i¢in belirlenen 11 degisken tanimlanmig ve degiskenlerin kombinasyonlart alinarak

olusturulan 7 adet modelin o6zellikleri anlatilmistir. Kimeleme sonuglari SPSS



Clementine 10. 1 ve MATLAB 2016a programlari kullanilarak bulunmug ve ¢iktilar
yorumlanarak firma misterilerinin ka¢ kiimeye ayrildigi, bu kimeler i¢in hangi
degiskenlerin daha 6nemli oldugu gibi anlamli sonuglar elde edilmis ve bu sayede
firmanin farkli kiimelerdeki musterilerine 6zgii satig politikalarinin diizenlenmesi

i¢in o6neriler sunulmustur.



BIRINCI BOLUM
KAPSAM VE LITERATUR
1.1.AMAC

Yapilan ¢alismada amag, Izmir’de faaliyet gosteren bir otomasyon firmasinin
amaglart dahilinde misteri iligkilerini daha 1yi yonetebilmek ve pazar stratejilerini
belirlerken migteri istek ve ihtiyaglarina yonelik davranabilmek igin musterilerin
benzerliklerini dikkate alarak en uygun kiimeleme sayisini bulmak ve kiimeleri elde
etmektir. Boylelikle, firma i¢in gerekli politikalar olusturulabilecek ve eldeki
musterilerin  kayb1  Onlenerek kaybedilen musterilerin ise geri kazanimi
saglanabilecektir. Bu sayede firmanmin kurumsallagma yolunda ilerleme

kaydedebilmesi i¢in imkan saglanmig olacaktir.

Musteri sayisinin ¢ok oldugu problemlerde bu ¢6ziim zor bir problem haline
gelmektedir. Boylesi problemlerin is hayatinda ¢ok sik karsilasilan problemlerden
olmast ve ¢oziim yontemi olarak yoneylem arastirmasi yontemlerinin kullaniliyor

olmasi arastirmayi énemli kilmaktadir.

1.2. KAPSAM

Calismada orneklem, Izmir’de faaliyet gosteren bir otomasyon firmas
musterilerinden olugmaktadir. Veri setinin bir kismi gergeklesen ticari iglemler
sonucu firmadan alinmig, bir kismi ise uzman goriisi ile elde edilmistir. Toplamda
394 miusteri vardir ve 11farkli degisken kullanilmistir. Bu degiskenler 7 farklt model
kurularak kiimeleme islemi hem Veri Madenciligi Yontemleri ile hem de Pargacik

Surti Optimizasyonu Yontemi ile gerceklestirilmistir.
1.3. LITERATUR ARASTIRMASI

Ozmen, Delice ve Aydogan (2018) galismalarinda, Turkiye'nin en biiyiik 100
telekomiinikasyon firmasindan birine miigteri segmentasyonu uygulamistir. Firmanin
veri ambarindan fatura bilgileri, ¢agrn detaylari gibi bir¢ok bilgi elde edilmigtir.
Biyiik veri boyutundan dolayr manuel analizin yapilmasi mimkiin olmadig: igin,
veri madenciligi tekniginden yararlanilmistir. Par¢acik Siiri Optimizasyonu tabanli
kiimeleme teknigi ve Davies-Bouldin uygunluk fonksiyonu ile musteri boliimleri

meydana gelmistir. Par¢acik Surti Optimizasyonu tabanli kiimeleme teknigi ve



Davies-Bouldin uygunluk fonksiyonunun miigteri boliimlemesinde etkili bir sekilde
kullanilabildigi gosterilmistir.

Alswaitti ve arkadaslari (2018) caligmalarinda, pargacik strtilere dayanan veri
kiimelemesi i¢in yeni bir yaklagim sunmugtur. Bu yaklagimda, ¢aligtirma ve arama
surecleri arasindaki denge, ¢ok boyutlu ¢ekimsel 6grenme katsayilarinin tahmini ve
erken yakinsamayi gosteren yeni bant genigligi tahmin yontemiyle iligkili ¢ekirdek
yogunlugu tahmin tekniginin bir kombinasyonu kullanilarak degerlendirilmisgtir.
Onerilen algoritma, Dunn indeksi tarafindan kiimeleme kompaktligini temsil eden 11
benchmark verisi kullamlarak diger algoritmalar ile karsilastinlmistir. Onerilen
algoritmanin énemi, uzman sistemler ve makine 6grenimi alaninda énemli bir teknik
olarak kiimelemeyi ilerletmek i¢in PSO tabanli kiimeleme algoritmalarinin
sinirlamalarint ele almasidir. Bu baglamda, onerilen algoritma, yuksek boyutlu veri
kiimelerine uygulandiginda en son teknoloji Uriinii algoritmalara kiyasla daha iyi
sonuglar elde etmektedir. Bu bulgu, 6zellik uzaymnin tim boyutlarinda pargacik
hareketlerini dikkate alan ¢ok boyutlu 6grenme katsayilarinin tahmin edilmesinin
onemini gostermektedir.

Dogan ve arkadaglarinin  (2017) yaptiklart ¢aligmada, mikroskobik
goruntilerin kiimelenmesi i¢in yeni bir yaklagim olarak entropi tabanli Pargacik Siirt
Optimizasyonu uygulamig ve entropi Ol¢iilerinin siirece etkisi karsilagtirilmigtir. Gri
forma donistiralmis gorintilerin uygun tek bir esik unsurunun tespiti iglemi
uygulanmistir. Bu islem i¢in Tsallis entropi, tek seviyeli Kapur entropi, ve Otsu
siniflar arast varyans entropi 6l¢iisii tabanlt pargacik siirii optimizasyonu kullanilmig
ve bulunan en iyi esik degeri ile gorunti ikili gorintiye donustirilmistir. Elde
edilen kiimeleme sonuglari, uzman kisilerin belirledikleri kiimeleme sonuglar ile
kargilagtirdlmigtir.  Yapilan caligmada farkli entropi olgilerinin  Pargacik  Sura
Optimizasyonu ile  mikroskobik  gorintilerin  kiimelenmesindeki  etkisi
gozlemlenmistir. Sayisal sonuglar Pargacik Surii Optimizasyonu ile mikroskobik
gorlntileri kimelemenin daha bagarili oldugunu gostermistir.

Aksarayli ve Pala (2017) ¢alismalarinda Iki Asamali Kiimeleme
Algoritmasint kullanarak Uzaktan Egitim alaninda 6grencilerin tercih nedenleri,
basart durumlann  ve demografik degiskenleri ile kiimeleme analizi

gergeklestirmiglerdir.



Izakian ve arkadaglart (2016) g¢alismalarinda, pargacik siirii optimizasyonu
(PSO) yaklasim: kullanilarak yoriinge verilerinin kiimelenmesi igin otomatik bir
yontem Onermis ve yoringe verileri i¢in en yaygin kullanilan mesafe 6l¢limlerinden
biri olan Dinamik Zaman Egrisi (DTW) mesafesini goz oniine almislardir. Onerilen
teknik igerisinde, kiimelenme iglemi sirasinda optimal kiime merkezlerinin yant sira
optimum sayida kime merkezi bulabilmektedir. Arama alaninin boyutsalligini
azaltmak ve tavsiye edilen yontemin performansim (belirli bir performans indeksi
acisindan) gelistirmek i¢in, kiime merkezlerinin Ayrik Kosiniis Dontigimit (DCT)
gosterimini goz oniinde bulundurmaktadir. Onerilen yontem, gesitli kiime gegerlilik
indekslerini optimizasyon i¢in amag¢ fonksiyonu olarak kabul edebilir. Hem yapay
hem de gergek diinyadaki veri kiimeleri tizerindeki deneysel sonuglar, onerilen
teknigin bulanik C-means, bulanik K-means ve literatirde onerilen iki evrimsel
kiimelenme teknigine tstinligint gostermektedir.

Armano ve Framani (2016), Pargacik sirii optimizasyonu kullanarak ¢ok
amagli kiimeleme analizi hakkinda yaptiklant ¢alismalarinda, kismi kiimelenmeyi,
cok amagli bir optimizasyon problemi olarak tanimlamiglardir. Amag, iyi ayrilmis,
birbirine bagli ve kompakt kiimeler elde etmektir ve bu amacla, veri baglantist ve
uyum kavramlarina dayanan iki amag¢ fonksiyonu tanimlanmigtir. Bu baglamda
kapsamli bir deneysel ¢alisma yuritilmus ve elde edilen sonuglar diger dort modern
kiimeleme teknigiyle karsilastirlmistir. Onerilen algoritmanin en uygun sayida
kiimeye ulagsabilecegi ve diger yontemlere gore daha iyi performans gosterdigi
sonucuna ulagilmistir.

Alam ve arkadaglar (2015) makalelerinde kiimeleme tekniklerinin yeterliligi
ve elde edilen kumelerin dogrulugu gibi konularda sorunlarin yasandigini
vurgulamiglardir ve bu sorunlarin istesinden gelmek i¢in optimizasyon tabanli
tekniklere yonelmislerdir. Pargacik strii optimizasyonuna dayali hiyerarsik teknikler
icin evrimsel parcacik surii optimizasyonu (EPSO) ve hiyerarsik parcacik siird
optimizasyonunu (HPSO) se¢miglerdir. UCI makine 6grenme veri havuzundan ve
yerel olarak bir web sunucusundan toplanilan gergek verilerden, farkli veri kiimeleri
tizerinde onerilen kiimeleme tekniklerini degerlendirmislerdir. Onerilen tekniklerin
performansint  6lgmek i¢in kimeler arast mesafeleri ve uygulama siresini

kullanmiglardir. Degerlendirme i¢in K-ortalamalar, PSO kimeleme, Hiyerarsik



Aglomeratif Kimeleme (HAC) ve Giriltili Uygulamalarin Yogunluga Dayali
Mekansal Kumelenmesi (DBSCAN) gibi karsilagtirmali olarak kullanilan farkl
kiimeleme teknikleri secilmistir. Sonuglar, onerilen tekniklerin belirtilen Olgutlere
gore daha 1yi performans gosterdigini dogrulamaktadir.

Aher ve Metre (2014), calismalarinda Parcacik Strti Optimizasyonu ve
kiimelenme zorluklarin1 ¢ézmek igin varyanslarinin uygulanabilirligi tizerine genel
bir bakig ortaya koymuslardir. Ayrica ¢ok boyutlu verileri kiimelemek i¢in Subtraktif
Kiimeleme tabanli Sinir Kisitli Adaptif Pargacik Suri Optimizasyonu (SCBRAPSO)
algoritmasi olarak adlandirilan geligmis bir Pargacik Siiri Optimizasyonu algoritmasi
onermisglerdir. Bu algoritmalarin karsilastirilmasi sonucunda boyutsallik ile, zaman
karmagikliginin -~ veri  kiimesinin  buyuklugi ile dogru orantili  oldugunu
gozlemlemiglerdir. Gelecekteki calismada, daha iyi bir performans elde ederken,
algoritmanin karmagikligint en aza indirmeyi amaglamiglardir.

Wan (2013), ¢alismasinda Tayvan'daki genis bir alanda yer alan Shei Pa Milli
Parki’nin heyelan sorunlar tizerinde durulmustur. Baskin 6zellikler ve esikleri ortaya
¢ikarmak i¢in analizde, etkilenen degiskenlerin heyelan olusumuna iliskin entropinin
hesaplanmasi ve heyelan duyarlilik haritalarinin  olusturulmasindaki zorluklarin
giderilmesi seklinde iki asama vardir. Burada K-ortalamalar Kiimeleme Analizi ile
Parcacik Surti Optimizasyonu (KPSO) kullanilmigtir. Duyarlilik haritasinin genel
dogrulugu, KPSO i¢in % 86 olarak elde edilmistir.

Cevik ve Koger (2013) caligmalarinda, esnek hesaplama tabanli yapida meme
kanserinin teshisine yonelik bir yazilim olusturmustur. Yazilimda, Pargacik Strt
Optimizasyonu ile Yapay Sinir Aglan teknikleri birlikte uygulanmigtir. Veri
tabanindan meme kanseri veri kiimesi temin edilmistir. Elde edilen sonuglara gore
Parcacik Surt Optimizasyonu ile 6grenme olusturan Yapay Sinir Aglar tekniginin
hiz1 ve performansinda artig gozlenmisgtir.

Hatamlou (2013), calismasinda kara delik olgusundan esinlenerek yeni bir
sezgisel algoritma oOnermistir. Diger nufus tabanli algoritmalar gibi kara delik
algoritmasi da ¢oziime, aday ¢oziimlerin baglangi¢ poptilasyonu ve hesaplanan amag
fonksiyonu ile baglamaktadir. Algoritmanin her yinelemesinde, en 1yi aday kara delik
olarak secilir ve daha sonra yildiz adi verilen diger adaylart kendisine ¢ekmeye

baglar. Bir yildiz kara delige ¢ok yaklastiginda, kara delik tarafindan yutulur ve



sonsuza dek yok olur. Boylece, yeni bir yildiz rastgele olusturulur ve arama alanina
yerlestirilerek yeni bir arama baglatilir. Algoritma performansinin degerlendirilmesi
icin, kiimeleme problemi ¢ozulmustir. Gelistirilen algoritmanin diger sezgisel
algoritmalardan daha ustiin oldugu sonucuna ulagilmigtir.

Ortake¢l ve Gologlu (2012) caligmalarinda, kiimeleme problemini ¢ézmek igin
problemi bir optimizasyon problemi olarak ele alarak Pargacik Strti Optimizasyonu
ile ¢ozmuslerdir. Uygulanan yontemin, hem dogru kiimeleme yapabilmesi hem de
kiime sayisinin bulunmasi agisindan yapay veri seti Gizerinde zambak veri setinden
daha 1yi sonuglar verdigi gorilmistiir. Yapilan ¢aligmanin sonucunda yapay veri seti
kullanildiginda %95, zambak verileri kullanildiginda ise %70 oraninda kiimeleme
basarist elde edilmisgtir.

Alagoz ve Kutlu (2012)’nun ¢alismasinda, pargacik siirii optimizasyonunun
emtia piyasast urinleri ile portfoy optimizasyonu gerceklestirilmigtir. Elde edilen
sonuglara gore Parcacik Surii Optimizasyonu ile ortalama varyans modeli sonucunda
ortaya ¢ikan sonuglar benzerlik gostermistir. Pargacik hareketlerinin etkin sinira
optimum diizeyde ulagmast ve hisse senedi agirliklarinin yakin oranlarda bulunmasi
saglanmigtir.

Khan ve arkadaslart (2010), “Veri Madenciliginde Optimizasyon i¢in Veri
Kimeleme Teknigi ile Pargacik Siirii Optimizasyonu Analizi” adli ¢aligmalarinda,
kiime analizi i¢in Pargacik Suri Optimizasyonu'nun kullanimini incelemeyi
amaglamiglardir. Bulanik C-ortalama kiimelenmesinin etkinligi, gelismis performans
gostererek suriide daha fazla gesitlilik saglamigtir ve pargaciklar degisen gevreyi
izlemek i¢in gtglt hale gelmislerdir.

Ozsaglam ve Cunkus (2008) ¢alismalarinda, Pargacik Siirii Optimizasyonu ile
Genetik Algoritma ve Diferansiyel Evrim Algoritmasinin performanslari, test
fonksiyonlart olusturularak kiyas gergeklestirilmistir. Elde edilen sonuglardan,
Parcactk Suri Optimizasyonunun her iki algoritmaya gore yakinsama hizi ve

performans agisindan daha iyi ¢oztimler Grettigi tespit edilmisgtir.



IKINCi BOLUM
PARCACIK SURU OPTIMIZASYONU

2.1. PARCACIK SURU OPTIMIZASYONU TANIMI

2.1.1. Standart PSO

J. Kennedy ve R. C. Eberhart tarafindan 1995 yilinda gelistirilmis olan
pargacik siri optimizasyonu, evrimsel bir algoritma olarak ortaya ¢ikmistir
(Kennedy ve Eberhart, 1995: 1943).
Sekil 1: Pargacik Siirii Optimizasyonu Akis Semast

Baglangig stiriising, zlan ve
pozisyonlar olustur

4

> Surtideks biitiin parcaciklann
uygunluk degerimi hesapla

Y

Her jenerasyonda tim pargaciklar
onceki jenerasyonun en 1yisi ile
karsilasur. Daha 1yi1 1se yer dede@istir

3

En iyi verel degerlen kendi arasinda
karsilastir ve en 1y1 olani kiiresel en iyi
olarak ata

Hiz ve pozisyon degerlerini yenile

Sonucy goster

Kaynak: Ozsaglam ve Cunkas, 2008: 300.

Kus striileri ve baliklar gibi sosyal hayvanlarin ortaya koydugu davraniglar

temel alan bu yontem surekli optimizasyon problemleri igin gelistirilmistir. Bu



hayvanlarin davranis sekilleri ele alindiginda yiyecek bulma esnasinda devamli
etkilesimde kalarak stirtiden birinin yiyecek bulmasi halinde siirtiniin diger tiyelerinin
de yonlerini yiyecegin bulundugu tarafa ¢evirdikleri ve hizlarin1 da bu duruma gore
ayarladiklan goralmustir. S6z konusu bu etkilesim ise PSO ile modellenmigtir. Sekil
1’de PSO’nun akis diyagrami gorillmektedir. Bu yontemdeki tim ¢oziimlere strt
(swarm) adi verilmigtir. PSO, her ne kadar evrimsel bir algoritma olarak kargimiza
ciksa da caprazlama ve mutasyon gibi etmenler bulunmadigindan optimum ¢6ziime
daha hizli yakinsamaktadir. Siirtide bulunan kuslarin her birine pargacik (particle) adi
verilmektedir. Bu baglamda her bir pargacik ¢oziimiin bir pargasini olusturmaktadir.
Omek verilecek olursa, D (dimension) degiskenli bir problemin uygunluk
fonksiyonunun hesaplanmasi i¢in n adet pargacik ile baslangi¢c ¢6ziim denklemi su

sekilde gosterilmektedir :

X11 XIZ XlD
le Xzz XZD
an XnZ XnD

1. pargacik i¢in uygunluk fonksiyonu asagidaki gibidir:

Ffitness:f(Xil, Xiz, Xiz, -, Xip)

Yukarida verilen matriste pargacik olarak yer alan her satir bir ¢oziim
anlamina gelmektedir. n pargacik i¢in n adet ¢6ziim bulunmaktadir. Parcaciklarin
hareket etmesinde iki 6nemli parametre bulunmaktadir. Her iterasyonda her birey
i¢in en 1yisi pbest ve tim bireyler i¢in en iyi gbest elde edilmektedir. n adet pargacik
ile ¢alisan bir PSO’da her iterasyonda n adet pbest bulunuyorken yalnizca bir adet
gbest bulunmaktadir. Algoritmanin ilk adiminda her pargacik i¢in baglangi¢ degeri,
pbest degeridir. Sonraki iterasyonlarda diger pargaciklarin durumuna gére konumu
giincellenerek mevcut konum onceki pbest ile kiyaslanir. pbest’ten daha iyi bir
¢oziim olmast durumunda yeni ¢6ziim pbest olarak atanir (Erdogmus ve Yalgin,

2015: 16).



PSO algoritmasi i¢in takip edilmesi gereken akis diyagrami sekil 2’de
aciklanmigtir.

Sekil 2: PSO Algoritmasinin Kod Yapisi

For her parcacik icin
{baslangic kosullamalan}
End
Do {
For her parcacik icin
{uygunluk degerini hesapla eger
uygunluk degeri, pbest ten daha iyi
ise; simdiki degeri yeni pbest olarak
ayarla}
End
Tiim pargaciklanin buldugu pbest degerlerinin
en iyisini, tUm  parcaciklann  gbest'i
olarak ayarla
For her parcacik igin
{(8) denklemine gdre parcacik hizini hesapla
(9) denklemine gbre parcacik pozisyonunu
giincelle}
End
}
While {iterasyon sayisi £ maksimum iterasyon sayisi

veya egitim olclitii < hedef egitim dlciitt }

Kaynak: Cevik ve Koser, 2013: 42.

Pargacik surli optimizasyonunda tirev bilgisine gerek duyulmamasi, bu
yontemi klasik optimizasyon tekniklerinden farkli kilmaktadir. Diger evrimsel
algoritmalara bakildiginda pargacik siirii optimizasyonu algoritmasinin ger¢eklesmesi
ve ayarlanmasi gereken parametre sayisinin az olmast nedeniyle uygulamas kolaydir
(Cavuslu vd, 2010: 83). PSO yontemi, siparis miktarinin belirlenmesi, ¢izelgeleme
problemleri, gli¢ ve voltaj kontrolii, motor parametrelerinin belirlenmesi, tedarik
secimi gibi bir ¢ok optimizasyon problemlerinde basari ile kullanilmaktadir

(Ozsaglam ve Cunkas, 2008: 300).
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2.1.1.1. Baslangic Degerleri

PSO  performansindaki  ilave  degiskenlik, rastgele  baslangi¢
konfiglirasyonlarinin kullanilmasindan kaynaklanmaktadir. Surideki bir pargacik
i¢cin baglangi¢ pozisyonu, problem uzayinin her bir boyutu boyunca tek tip rastgele
bir say1 ¢izilerek segilir. Arama alaninin genis kapsamint saglamak i¢in, pargaciklar,
alan boyunca mumkiin oldugunca esit bir sekilde dagitilacak sekilde baglatilmalidir.
Standart hedefleme yontemi, 6zellikle yiksek boyutlu alanlarda bu hedefe ulagmakta
basarisiz olur (Richards ve Ventura, 2004: 1).

2.1.1.2. Konum Degeri

Her parcacik, rastgele baglatilan kendi konumuna ve hizina sahiptir.
Baslatmadan sonra, pargaciklar en 1iyi konumlarint kendi ve komguluk
deneyimlerinden o6grenmektedirler. Her pargacik pbest ve gbest denilen iki
pozisyonu muhafaza etmek durumundadir. pbest, pargaciklarin en iyi
pozisyonunu, gbest ise tim pargaciklar arasinda en iyi kiiresel konumu temsil

etmektedir. Her parcacigin konumu ve hizi asagidaki denklemlere gore glincellenir:

v (t+ 1) =v1(O)F¢ * 1i(Ppest - Mi(D)F €2 * 12(Gpest - Xi(1)

x; (tH1)= x; (O)+ v (t+1)

Burada x; konum, v; hiz, pbest en iyi kisisel konumu ve gbest kiiresel en iyi
pozisyonu temsil etmektedir. Benzer sekilde, 77 ve 1, iki rastgele say1 ve araliklan

[0, 1] dir. C; ve C,, sirasiyla, ivme katsayilari olarak adlandirilan bilis ve sosyal

bileseni temsil eden 6grenme faktorleridir (Imran vd., 2014: 2)

2.1.1.3. Hiz Degeri

Her pargacigin hizi agagida verilen denklemle giincellenir (Blondin, 2009:

12):
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v; (t+ 1) =w v ()t [£;(8) — x; (D) ]+car[g (@) — x;(0)]

Formulde 1 pargacik indeksini, w atalet katsayisini, ¢, ¢, ivme katsayisint 0 < ¢, ¢,
< 2, ny, 1, rastgele degerleri (0<ry, r, < 1 her hiz glncellemesini yeniden
olusturmaktadir. Denklem igerisindeki v;(t), t aninda pargacik hizi, x; (t), t aninda
parcacigin konumu, X;(t) t aninda pargacigin kisisel en iyi degeri, g(t) t aninda

striintin en 1yl ¢6zimu anlamina gelmektedir.

2.1.1.4. Atalet Agirhig

PSO algoritmasi, siriiniin  taradigr alanin  genisligi hakkinda bilgi
vermektedir. Bu baglamda eski hiz degeri, siiriiniin genis bir alani taramasini saglar,
esitligin ikinci kismi ise sirinin daha dar alani taramasini saglar. Elde edilen
verilere ek olarak algoritma mimkiin oldugu kadar genis bir alani taramali ve
optimuma ulagmalidir. Ulagilan sonuglar baglaminda siiriiniin davranigt sozli olarak
ifade edilebilmektedir. Baglangicta genis bir alan taranmali, siirii optimuma ulagtik¢a
alan kugultilerek optimum deger elde edilmelidir. Bunun gergeklesmesi i¢in eski hiz

degerinin esitlik iginde kontrol edilmesi gerekmektedir ( Altin6z ve Yilmaz, 3).

2.1.1.5. Hizlandirma Katsayilar

Hiz giincelleme denkleminde hizlanma katsayilart olarak adlandirilan iki
onemli parametre olan C; ve C, bulunmaktadir. ¢q, biligsel ivme katsayis1 olarak

adlandirilirken, €, sosyal ivme katsayisini temsil etmektedir. ¢;'in daha yiksek

degerleri, pargaciklarin arama alanindaki sapmasinin daha biyiik olmasini saglarken,
c2'nin daha yiksek degerleri, mevcut kiiresel en iyi duruma (gbest) olan
yakinlagmayr gostermektedir. PSO'da arama alaninin aragtirilmast ve kullanilmasi

arasinda daha 1yi bir uzlagsma saglamak i¢in zaman degiskeni hizlanma katsayilar

ortaya atilmigtir. C1'in C1;'den Cq f'ye baglangi¢ degerinden digmesine izin verilirken,
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Cy Cy;'den Cy'ye asagidaki gibi olan denklemler kullanilarak artinlmustir. Cq¢ ve

Co¢ degerleri agagidaki gibi degerlendirilmistir (Tripathi vd., 2007: 5039).

t
C1¢ = (Cqf - Cli)_max . T Cis

Cat = (Cof - Coi)——

C1 ve C, degerlert, iterasyonlar ile giincellenir. Denklemdeki 17 ve T, rasgele

sayilart her bir boyut ve her pargacik i¢in bagimsiz olarak uretilir (Tripathi vd.,

2007:5037).
2.1.1.6. Kisisel En Tyi Deger

PSO'da parcacigin bireysel deneyimi, pbest niteliginde yakalanir, bu da
simdiye kadar elde edilen en iy1 performansa karsilik gelmektedir. Mevcut ¢oziimiin
en iyl ¢ozimle kargilagtirnlmasi sonucu ikincisi, yalnizca bu ¢oziime katki sagliyorsa

degistirilir. Pbest islevi kisisel en iyi degeri vermektedir. (Tripathi vd., 2007:5037).
2.1.1.7. Global En Iyi Deger

Gbest terimi o ana kadar elde edilmis en iy1 uygunluk degerine sahip ¢oziimii
temsil etmektedir. Cogunlukla, ¢ok amagli optimizasyon problemlerinde yer alan
coklu hedeflerin ¢elismesi, tek bir optimum ¢6ziimiin se¢ilmesini zorlagtirmaktadir.
Bu sorunu ¢6zmek i¢in, domine edilmeyen ¢oziimlerin bir arsivi korunmakta ve bir

¢ozim gbest olarak alinmaktadir (Tripathi vd., 2007:5037).
2.1.1.8. Sonlandirma Kriteri
Sonlandirma kriteri, 6nceden tespit edilmis jenerasyon sayist ya da herhangi

bir uygun ¢6ziim sunabilmektedir. Sonlandirma kriteri test edilerek kriter sagladigi

durumda algoritma sonlandirilir. Ancak kriter saglamadigi durumlarda bir sonraki
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asamaya gecilir ve yeni ¢oziim arayisi devam eder (Ozsaglam ve Cunkas, 2008:

301).

2.1.2. PSO Algoritmasi

Mevcut probleminin ¢ozimi i¢in uygunluk fonksiyonu ve degisken sayist
tespit edildikten sonra pargacik siiri optimizasyonu algoritmasinda su adimlar takip
edilerek uygulanabilmektedir (Akbulut, 2009: 10):

1.Adim: Baglangi¢ populasyonu olusturma asamasinda, probleme ait
kisitlarin oldugu durumlarda, populasyondaki parcaciklar ¢oziim uzayr igerisinde
bulunmalidir. Bu ¢ergevede rastgele olacak sekilde degerler kullanilarak “n” boyutlu
bir optimizasyon probleminde “n” tane boyut i¢in en ylksek ve en dusik degerlerin
arasindaki bir baslangi¢ populasyonu olusturulur. Olusturulan parcaciklarin
(X1, X5, ..., X;,) koordinatlar t=0 anindaki konumlarini temsil etmektedir.

2. Adim: Bu agsamada tim pargaciklar ig¢in uygunluk fonksiyonu hesaplanir.
Baslangi¢ konumu, mevcut pargacigin i¢ginde bulundugu tek konum olmasi nedeniyle
pargacigin en iyi konumunu olusturmaktadir. Bu baglamda ilk kiiresel en iyi,
konumlar arasindaki en iyt uygunluk degerine sahip konum olarak
degerlendirilmektedir.

3. Adim: “n” boyutlu bir hiz vektori, tim parcgaciklar i¢in rastgele olarak
olusturulur.

4. Adim: Her pargacigin konumu, kendi hiz degerine gore giincellenir.

5. Adim: Parcaciklarin yeni konumlarina gore uygunluk fonksiyonu
hesaplanir. Bu sirada pargacigin yeni hesaplanan uygunluk degerinin, 6nceki kisisel
en iyi uygunluk degerinden daha iyi oldugu durumda, o anki konum kisisel en iyi
konum olarak atanir. Ayni gekilde tim siirii i¢in hesaplanmig olan uygunluk degerleri
arasindan bir degerin, 6nceki en iyi kiresel degerden daha iyi oldugu durumda, o
anki en iyi uygunluk degerini gosteren konum, kiresel en 1yi konum olarak atanir.

6. Adim: PSO hiz vektori denklemi araciligr ile tim pargaciklar igin yeni hiz
vektorleri hesaplar. Boylece pargaciklarin konumlari giincellenmis olmaktadir. Hiz
vektorindeki rastgele ogeler, algoritmayi rastsal hale getirmektedir. Belirlenen yeni

konumlar kullanilarak 5. Adim tekrarlanir.
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7. Adim: Durdurma kosullart saglanana kadar 5. ve 6. adimlar tekrar edilir.
Genellikle belli bir iterasyon sayisina ulasildiginda durdurma gergeklestirilir.
Sekil 3: Parcacik Sturi Optimizasyonu Algoritmasinin Akig Semast

Algoritmanin akis diyagrami agagidaki gibidir.

Uygunluk
Fonksiyonunu
Belirle

Algortimay1
Baslat

\ 4

Baslangg Rastgele

Populasyonunu Hizlar Baslat

Yarat

Fonksiyonu Hesapla <

A4

En Iyi Uygunluk Degerini Saglayan
Pargacik ve Global En Iyi

\4

Parcacik Konumlarini

Giincelle
. . Gerekli
Her Bir Parcacik Igin fterasyon Aranan
Uygunluk > Seviyesine Céziim
Fonksiyonu Hesapla Ulagildi

M1?
Kaynak: Akbulut, 2009: 9.
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2.2. PARCACIK SURU OPTIMIZASYONU ILE KUMELEME

PSO’daki tim pargaciklar kiimeleme probleminin ¢6ziimii igin potansiyel bir
oneridir. Kumeleme problemlerinde de, striide bulunan tim pargaciklar kiime
merkezlerini temsil etmektedir ve optimum kiime merkezini bulmaya c¢aligmaktadir.
Merkezlere olan uzakliklar g6z 6niinde bulundurularak veri setinde bulunan tiim
elemanlar en yakin kiimeye atanmakta ve boylece en uygun kiimeleme bulunmaya
caligtlmaktadir. Siirintin baglangi¢ poptilasyonu X ; X= {Xl, s Xy ey Xpop} .

Pop = siiriideki par¢acik sayist

Kumeleme islemleri sirasinda da her bir pargacik, olusturulan kiimelerin merkezini
gosteren birer vektordir.

Her bir parcacik, X;= {51), ...,0_2), ,O—],) . O—k)}

k = olusturulan kiime sayisi

0,=J. kiimenin agirlik merkezi

Veri setinde kiimelenecek olan her elemanin boyutu ile agirlik merkezinin boyutu
aynidir. Her bir boyutta gercek degerler bulunmaktadir. Kiime sayisinin 6nceden
tespit edilmedigi durumlarda dogru kiimelemeyi bulma ve veri setinin ka¢ kiimeye
ayrilacagi bagka bir optimizasyon konusunu olusturmaktadir (Ortak¢r ve Gologlu,
2012: 4).

Kiimeleme i¢in iki nesne arasindaki benzer uzakliklar tanimlanmalidir. Bu amagla
asagida gosterildigi sekilde Minkowski uzaklifindan tiireyen Oklid mesafesi
kullanilmaktadir. (Zhang vd., 2010: 4762) :

D(oy, 0) = (T4 (05 — Olj)r)l/r = D(o,0)) = \/Zjn;1(oij — oy))? (1)

D(o;, 01) :i. ve j. Nesneler arasindaki benzemezlik ol¢iisii

0j: 1. nesnenin j. dzelliginin degeri (i=1,...,nandj=1,...,m)

m boyutlu uzaydaki n adet nesnelere ait veri seti K kiimeye boltuntr. Boylece,
kiimeleme probleminin matematiksel formulasyonu asagidaki gibidir (Shelokar v.d,

2004,190) :
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Min 3§, TP, wy, D(o;,zy) ()

le(<=lwik =1 i= 11 Il (3)

nowy > 1 k=1,..,K (4)

Zx, k kiimesinin merkezini, wy, eger wy, = 11ise k. kilmeye ait 1. nesneyi

gosterir.

W, hesaplanmasi asagidaki gibidir:

Wt = { 1 eger k = argming=,___xD(0;,7z5""), i=1,..,n,k )
ik 0 diger durumlarda
=1,..,K

Her bir nesneyi 6.denklem kullanilarak t-1 iterasyonda giincellenen tim kiime
merkezlerinden en yakin kiime merkezine atayacagiz. Bu 3.denklemde verilen kisiti

saglar. Boylece t. Iterasyondaki her bir kiimenin merkezi asagidaki gibi hesaplanir:

n t
Z}'; _ Zi=1 Wi0jj
i t
] e Wik

, k=1,..,K,j=1,..,m (6)

Asagidaki denklem t iterasyonda p pargaciginin uygunluk degerini vermektedir:

K
fy=op =22, X, Wi D(o,2;) (7)

Kiime sayisinin bilinmedigi durumda kullanilan uygunluk fonksiyonu ise asagidaki

gibidir:

[ SN pt _pt
fo =0 "%{lle(Zk 2z ) (8)
VKTt = vKE+w,(GKy — Kf) + w,(GK, — K)) ©)
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UZ,f}Hl = uZ,’{’; + wl(GZgj — Z,’{’;) + wz(GZé’j - Zi’;) (10)

w1 Ve Wy, 0 1la 2 arasinda tniform rastgele sayilar, b ise siiriideki en 1yi

parcaciktir.
vK) ve UZ,f; , pargaciklarin boyutunu gosterir.

0, en iyl ¢Oziim kimesini veren indeks sayisidir ve asagidaki gibi

hesaplanmaktadir:

9 = argmini_y 6k, D(GZ{, Z") yada @ = argmin_, 6, D(GZ],Z;")  (11)

t+1 iterasyondaki p pargaciginin hareketi agsagidaki gibidir:
K = max(round(vK;™ + K}), 1) (12)

Z,ff“ = vz,’jf“ + Zp; (13)
K, boyutunda p pargaciginin hareketinden sonra mevcut ¢oziimiin rastgele segilen
kiime merkezinden yalnizca birine hareket eder.

En kigilk kimeyi tanimlamak igin, her kiimenin S} " boyutu asagdaki gibi
hesaplanir:

SPE=3YR WP k=1,...K (14)
Esitlik 14’ e gore K;*' > K oldugu durumda,

en buyiik kiime iki yeni kiimeye bolunir ve bu bélme islemi K*' = K saglanana
kadar tekrar edilir. Tk olarak en biiyiik kiimeye bolmek igin her bir 6zellik igin

minimum ve maksimum deger bulunarak aralik tamimlanir, daha sonra yeni kiime

merkezi bu araligin iginde rastgele bir sekilde belirlenir.
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Pargacik Siirii Optimizasyonu ile Kiimeleme algoritmast agagidaki gibidir:

BEGIN
t=20

forp=1to P

baslangi¢ pargacik p yi rastgele olustur

her nesneyi en yakin p parcacik kiimesine ata // Denklem 5’e bak

p parcaciginin kiimelenme merkezlerini giincelle // Denklem 6’ya bak
8. denklemi kullanarak fp yi hesapla

p parcacigl en iyi olan baslangi¢ konumunu hafizaya al

end for

while ¢ < maksimum iterasyon sayisi

Deb'in kuralina gore siiriiniin en iyi pargacigini bul

t=t+1

forp=1toP

K boyutunda p pargacigini tagt // Denklem 12’ye bak

while K; < K;‘i

citkarma proseduriinde rastgele ¢ikar

end while

while K} = K;‘i

ekleme prosediriinde rastgele ekle

end while

k=1 ve K arasinda rastgele tam say1

for j=1tom

zkj boyutunda p parcacigini tasi zkj // Denklem 13’e bak

end for

her nesneyi en yakin p parcacik kiimesine ata // Denklem 5’e bak

p parcaciginin kiimelenme merkezlerini giincelle // Denklem 6’ya bak
8. denklemi kullanarak fp yi hesapla

Deb’in kuralina gore eger mevcut pozisyon hafizaya alinan pozisyondan daha iyiyse,
daha sonra p parcgacigl en iyi mevcut pozisyonu hafizaya alir

end for

end while

Kaynak: Cura, 2012: 4.
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UCUNCU BOLUM
VERI MADENCILIGI
3.1. VERIi MADENCILIGININ TANIMI

Gunimiizde bilgt kavraminin doéniisim yasamast ve bilgt yogunlugunun
artmasi, beraberinde yeni sistemleri getirmistir. Isletmelerin, kurum ve kuruluslarin
sistemlerini olusturmada, politikalarin1 yapilandirmada giivenirlik ve saglikli bilgi
akisina ihtiyag duyulmaktadir. Bilgi ve verilerin hayatin her alaninda kendine yer
bulmasiyla igletmeler ve sirketlere bilgi yogunlugu kilfet olusturmaktadir. Bilginin
toplanmasi, depolanmasit ve saklanmasinin baglt basina mesakkatli bir durum olmasi
igletmeleri veri tabanlarinda veya dosyalama yapilarinda ¢6ziim bulmaya itmistir.
Biriken ve gerekli olan verilerin temini, depolanmasi, saklanmasi, ihtiyag
duyuldugunda tekrar temin edilebilmesi veri madenciligi kavramini ortaya
cikarmigtir (Ahi, 2015: 22).

Veri madenciligi, verilerin biulyuklagiine gore analiz ederek verilerin anlaml
bir yaptya doniigimiini saglayan bilgi telhis sirecidir. Veri madenciligi karmagik
bilgilerin arasindan gerekli olan bilginin ¢ikarilmasi, yani degerli madenin kazip
cikarilmast manasindan tiretilmektedir. Veri madenciligi, veri tabanlarinda gesitli
veriler arasinda, gerekli goriilen, yararli bulunan, islevsel verilerin tespit edilmesi ve
kullanilmast siirecini olusturmaktadir.  Veri madenciligi ile birlikte var olan
sorunlara ¢6ziim yollan meydana getirilmektedir. Karar mekanizmalarinin
olugmasinda kullanilan bir arag olarak da yorumlanabilmektedir (Sumathi, 2006: 9).

Veri madenciligi ile ilgili tanimlar ise su sekildedir (Tuzintirk, 2010: 67).

e Veri madenciligi genis verilerden temel bilginin ortaya ¢ikarilma islemidir.
Diger bir tabirle, karmagik bir veri yapisinin iginden degerli unsurlarin ve

beklenmedik 6gelerin ortaya ¢ikarilmasi bilimidir.

e Veri madenciligi, degerli verilerin ortaya ¢ikarilmasi amaciyla bir¢ok analiz

yonteminin kullanildigy stiregtir.

e Kuonen (2004)’e gore veri madenciligi, is akist i¢in verilen kararlarin dogru,

yararli, diger 6n gorilerden farkli, algilanabilir 6riintileridir.
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e Gartner Group’a gore veri madenciligi; Matematiksel ve istatistiksel
yontemlerle ortintii verilerinin ayiklanarak, ihtiyaglarin bulunmasi ve degerli

olan bilginin ortaya ¢ikarilmasi iglemidir (Larose, 2005: 2)

e Veri madenciligi, bir¢ok veri arasinda sakli olan, kiymetli, ihtiya¢ duyulan ve

kullaniglt bilgilerin ortaya ¢ikarilmasidir (Koyuncugil, 2007: 1).

e Bilgisayar teknolojisinin kullanilmasi ile verilerin hizli sekilde kaydedilmesi
ve depolanmasi, buna bagli bir¢ok yardimer arag ile buyiik hacimli verilerin
bilgi dahilinde olmayan, sakli, ortiik, klasik metotlarla giin yliziine ¢ikarilmasi

islemleridir (Sentiirk, 2006: 4).

Veri madenciligi yeni kesfedilen bir istatistiki yapt degildir; veri iglemlerinin
artmasit ve verilerin donustariilmesi eksikliklerinin tamamlanmasi durumlarini
dizenlemek amaciyla ortaya ¢ikan bir kavramdir. Verilerin olusturulmast,
tanimlanmasti, 6rtintl tanima gibi veritabani ile ilgili disiplinleri igermektedir. Klasik
istatistiksel uygulamalar disinda veri madenciligi daha kapsamli bir yapiya sahiptir.
Istatistikei, veri kiimesi igerisinde bin veri incelerken, veri madencisi milyonlarca
veri dahilinde hareket etmektedir. Istatistiki verilerin diizenlenmesi ve hesaplanmasi
icin belirli yontemler ve iyi rehberlikler gerekmektedir. Bu sebeple veri madenciligi
tek bir yapidan olusmamakla birlikte bir¢ok bilesenden meydana gelerek verilerin
dizenlenmesini saglamaktadir (Tuzintirk, 2010: 73).

Veri madenciligi yapist birden fazla bilesenden olugmaktadir. Bu bilesenler
su sekilde yer almaktadir (Han ve Kamber, 2012: 10):

e Veritabani, Veri Ambar1 veya Diger Bilgi Depolarr: Veriler, veritabani,
veri ambart ve diger bilgi depolarinda toplanmaktadir. Veri tizerinde birgok
islem gergeklestirilebilmektedir. Bu islemlerden bazilari: veri ekleme, veri

temizleme ve veri butiinleme geklindedir.

o Veritabam1 veya Veri Ambar:1 Sunucusu: Veritabani veya veri ambari
sunucusu, kullanicinin  yapacag islere yonelik gerekli olan verinin
veritabanindan ¢ikartilma iglemidir.

e Bilgi Temeli: Arastirma i¢in gerekli olan bilgilerin veya ilgili 6runtiilerin ele
alindigr kismin temelini olugturmaktadir. Niteleyiciler ve onlarin degerini

organize edebilmek i¢in kullanilmaktadir.
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o Veri Madenciligi Motoru: Veri madenciligi motoru, veri madenciliginin
onemli analiz kisimlarimi, siniflandirma ve kiimeleme analizi i¢in esas olan
ogelerden biridir.

o Oriintii Degerlendirme: Orintii degerlendirme, gerekli olan veya farklilik
arz eden oOrtintiilerin agiga ¢ikartilmasi iglemidir. Uygulanan veri madenciligi
yontemine dayali olarak, veri madenciligi modali dahilinde de
bulunabilmektedir.

e Grafiksel Kullanici Arayiizii: Grafiksel Kullanici Arayizi asamasi, veri
madenciligi ile veri madenciligini kullanan arasinda iligkiyi olusturan
kisimdir. Kullanict veri tabani ile iligkili baglantilar gergeklestirebilmektedir.
Bu baglanti, kullanicinin veri madenciliginin olusturulmasinda katki
saglamak amaciyla bilgi girisi yapmasi seklindedir. Bu bilegen ile kullanici,
veri ambari ve farkli yapidaki ortntileri goriintiillemelerini ve taramalarini da

saglamaktadir.

Sekil 4: Veri Madenciliginin Tasarimi

Kullanici Arayiizi

v t

Opriintii degerlendirme

L T Bilgi Tabam
Ven Madenciligi Araci

v 1

Ven Taban: veya Ven Amban
Sunucusu

Pl W

Ven Temizleme, Isleme ve Segme

/ \

Veri Ven WWW Diger Depo
Tabam Amban

Kaynak: Ozdemir, Aslay ve Cam, 2010: 253.
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Veri madenciliginin igletmeler tarafindan Griniin hizmet alaninda kullanilma

amaglar asagida yer almaktadir (Ozmen, 2001: 3):

Bir igletme, Pazar stratejilerini belirlerken miusgteri istek ve ihtiyaglarina
yonelik davranmaktadir. Rakip sirketleri tercih eden musteriler ve
musterilerin neden rakip sirketi tercih ettikleri veri madenciligi ile tespit
edilmektedir. Bu sayede miisterilerin kayip edilmemesi ve kayip edilen
misterilerin ise geri getirilmesi saglanabilmektedir.

Musterinin Urini hangi sebeple tercih ettigi, hangi urtinlere daha fazla
yoneldigi ve memnuniyet durumlarn tespit edilebilmekte ve bu tespitlere
yonelik hareket edilebilmektedir.

Karli  musgteriler tespit edilerek, misterilere 6zel kampanyalar
gergeklestirilmektedir. Bu sayede masrafli olan musterilerin masraflari
azaltilabilmektedir.

Uriin tamtim1 igin hedef kitlenin tespiti ve hedef kitleye ulasilmasim

saglamaktadir,

3.2. VERI MADENCILIGIi SURECI

3.2.1. Verilerin Hazirlanmasi (Veri Onisleme)

Veri oOnigleme, veri madenciliginin hazirlanmasi olarak tanimlanmaktadir.

Verinin hazirlanmasi, analiz edilmesi bir siiregtir. Bu siiregte iyl bir analiz ve

ayiklama iglemlerinin yapilmast gerekmektedir. Veri tabanlarinin hazirlanmast ve

dizenlenmesinde dikkat edilmesi gereken hususlar ise su sekilde siralanmaktadir

(Ozmen, 2003: 37-39):

Amaca uygun olmayan tim veriler ¢ikartilmalidir,

Eksik veya hatali bir sekilde yapilan islemler verilerden ayristirilmalidir,
Eksik sekilde girilmig verilerin sistematik hatalart olusturup olusturmadigt
tespit edilmelidir,

Siirekli olarak tekrar eden ve ayni anlami tasiyan veriler kontrol edilip
silinmelidir,

Eklenecek yeni bir verinin zaman harcamaya deger olup olmadigi tespit

edilerek islemlerin buna gore yapilmasi gerekmektedir.
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3.2.1.1. Veri Temizleme

Verilerin analiz edilebilmesi ve veri madenciligin gerceklesmesi amaciyla
kullanilan yontemdir. Veri temizleme, eksik ve tamamiyla farkli verilerin
uyumsuzlugunu gidermektedir. Verilerin karmagik bir yapida olmasi giivensiz
sonuglart beraberinde getirmektedir. Bu da kullanigsiz verilerin olugmasina neden
olmaktadir. Temizleme ile degerler ayristirlmaktadir. Veri kodlarinda hatalar da
bulunabilmektedir. Veri transferinde, veri kodlarinda bulunan yanliglara giralti adi
verilmektedir. Guriltuyt kaldirmak i¢in ise kutulama(binning), kiimeleme, regresyon
teknikleri kullanilmaktadir. Eksik degerler ise su sekilde temizlenebilmektedir
(Oguzlar, 2003: 71):

1. Eksik degere sahip kayitlar atilabilir.

2. Eksik degerlerin yerine, degiskenin ortalamasi kullanilabilir.

3. Ayn gruptaki tiim veriler i¢gin degiskenin ortalamasi kullanilabilir.

4. Eldeki verilere dayanarak en uygun deger, eksik degerlerden bulunup

kullanilabilir.
3.2.1.2. Veri Birlestirme

Veri madenciliginde, verilerin diizenli bir yapiya dontgmesi igin veri kiipt,
diiz dosyalar seklinde birlestirme iglemleri ger¢eklestirilmelidir. Bu noktada verilerin
birlestirilmesi en oOnemli husustur. Verilerin birlestirilmesinde eksik verilerin
meydana gelmemesi Onemlidir. Diger bir 6nem arz eden konu ise indirgemedir.
Degiskenler arasinda meydana gelen tutarsizlik veri setinde fazlaliklar
dogurmaktadir. Fazlaliklarin tespit edilmesi gerekmektedir. Veri birlesiminde diger
bir husus da ol¢ek ve kodlarin uyugsmamasidir. Verilerin farklilik gostermesi tehdit

olusturabilmektedir (Akin, 2008: 62).
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3.2.1.3. Veri Doniistiirme

Modelin daha saglam bir yapiya kavugmasi i¢in verilerin iginde yer alan bazi
degiskenlerin siirekli yapidan sayisal bir araliga, kategorik bir yapidan sayisal bir
araliga dontistirme iglemidir (Akman, 2010: 8).

Veri dontstirmede en ¢ok kullanilan yontem ise normallestirme yontemidir.
Normallegtirme yontemi, verilerin  0,0-1,0 gibi araliklara  olgeklenmesini
saglamaktadir. Bu isleme normalizasyon adi da verilmektedir. Normalizasyon
isleminin gergeklestirilmesinde kullanilan teknikler asagida yer almaktadir (Bayer,
2011: 23-24):

e Min-Maks Yontemi: Ham verilerin dogrusal sekilde normalize edilmesi
yontemidir. ‘Min’ bir verinin sahip olabilecegi en kiigiik degeri, ‘maks’ ise

verinin sahip olabilecegi en buyik degeri tanimlamaktadir. Bu degerler 0-1

araliginda donustirilmektedir. Yontemin formiili ise su sekildedir:
S — min

S'=—— (yeni — yeNi,in) + yeni,;
maks — min y maks y min y min

S': Verinin normalize edilmis degeri
S : Verinin orijinal degeri

e 7 Skor Yontemi: Z skor yonteminde ortalama ve standart sapma degerleri

kullanilmaktadir. Z skor yonteminin formiilt su sekildedir:
S —ort

o

o: Standart sapma

Ort: 1lgili alanin ortalamasi

e Ondalk Olcme Yontemi: Gerekli olan verinin ondalik kisminda
gergeklestirilen degisiklik ile veri normalize edilmektedir. Formuli asagida

yer almaktadir:

S
~10e

Sl

a: maks(|S'[)< 1 olacak sekilde en kiigiik tamsay1
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3.2.1.4. Veri Indirgeme

Biytik veri setlerinde veri madenciligi islemleri gerceklestirilirken, yapilan
tim iglemler maliyet olusturabilmektedir. Ya da dogru sonuca ulagmak i¢in verilerin
azaltilmasi gerekebilmektedir. Bu gibi durumlarda sonuca etkisinin az oldugu ogeler
her ne kadar uygulamaya alinmig olsa bile 6ge sayisi yapilacak igleme gore biri veya

birden fazlasi ¢ikartilarak azaltma iglemi yapilabilmektedir (Stepaniuk, 2008: 43).

3.3. VERI MADENCILiIGIi UYGULAMA ALANLARI

Veri madenciliginin uygulama alanlart ise genis bir alana yayilmaktadir.
Yogun olarak bankacilik, saglik, egitim, guvenlik, pazarlama ve sigortacilik
sektorlerinde kullanilmaktadir. Veri madenciliginin sektorleri ve kullanim amaglari
ise asagida yer almaktadir (Akman, 2010: 10):

e Saghk ve Farmakoloji: Ilag olusturma, yapilandirma, hastaligin
bulunmasinda, hastaligin 1iyilestirilme asamalarinin  olusturulmasinda
kullanilmaktadir.

e Biyoloji: DNA sira analizi ile genlerde bulunan rahatsizliklarin tespitinde
kullanilmaktadir.

o Pazarlama Yoénetimi: Misterilerin ozelliklerinin analiz edilmesi, gerekli
ozelliklerin tespit edilmesi, hangi Griinii en fazla satin alabileceklerinin analiz
edilmesi, pazarlamaya yonelik kampanyalarin planlanmasinda, var olan
musterilerin tutulmasi ve yeni misterilerin elde edilmesi agsamasinda, pazar
sepeti ve ¢apraz satis analizlerinde, miusteriler ile isletme arasindaki iligkinin
kurulmasinda kullanilmaktadir.

e Bilisim ve Miihendislik: Internet {izerinden gergeklestirilen islemler, internet
tzerinden yapilan usulsiizlikler ve dolandiriciliklarin tespiti, bilgisayar
aglarina yetkisiz giriglerin tespit edilmesi, kimlik tespitinde parmak izi okuma
ve yuz tarama tekniklerinin uygulanmasinda, yapay zeka yapilandirmalarinda
kullanilmaktadir.

e Bankacihik: Finansal veriler arasindaki farklilarinin tespiti ve gizli

korelasyonlarin  bulunmasinda, kredi karti (zerinden gercgeklestirilen
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dolandiricilik iglemlerinin tespit edilmesinde, kredi bagvuru ve taleplerinin
olusturulmast ve degerlendirilmesinde, usulsiz islemlerin, hatalarin
tespitinde, risk analizlerinin olusturulmast ve risk degerlendirmelerin
yapilmasinda kullanilmaktadir.

o Meteoroloji ve Atmosfer Bilimleri: Bolgelere yonelik hava durumu, iklim
degisikleri, giinliik veriler, hava durumu tahminleri gerceklestirmek amaciyla
kullanilmaktadir.

e Sigortacilik: Police talebinde bulanabilecek miisterilerin analizi, sigortacilik
alaninda yapilan dolandiricilik islemlerinin tespitinde ve riske sahip
musterilerin analizinde kullanilmaktadir.

e Perakendecilik: Satis durumlart veri analizleri, alis veriglerin analizleri, Giriin
tedarigi ve urinlerin magazalardaki konumlarina yonelik durumunu en iyi
hale getirmek amaciyla kullanilmaktadir.

e Borsa: Hisse senedi fiyat tahmini, piyasalarin tespiti i¢in, alim ve satimlarin
en 1yi hale donistirilmesinde kullanilmaktadir.

e Endiistri: Uriiniin kalitesinin analizinde, iiriinlerin iiretim ve dagitimlarini en
uygun seviyeye ulastirmak amaciyla veri madenciligi  analizi
kullanilmaktadir.

o Telekomiinikasyon: Hizmetin kalite dizeyinin yikseltilmesi, iyilestirilmesi,
hatlardaki yogunlugu ve telefon ile gerceklestirilen dolandiriciliklarin
tespitinde veri madenciligi kullanilmaktadir.

Veri madenciligi kullanim alanlar1 oransal olarak Tablo 1’de yer almaktadir.
Goruldigi tzere en ¢ok orana % 38.3 ile CRM/ Musteri Analizleri sahiptir. CRM/
Musteri Analizlerini sirasiyla bankacilik, dolandiricilik tespiti, finans, dogrudan

pazarlama vb. alanlar takip etmektedir.
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Tablo 1: Veri Madenciligi Uygulama Alanlari

2008 yilinda veri madenciligini uyguladiginiz endiistri/alanlar nelerdir?

CRM/ Miisteri Analizleri (41) % 38.3
Bankacilik (34) % 31.8
Dolandiricilik Tespiti (21) % 19.6
Finans (18) % 16.8
Dogrudan Pazarlama (15) % 14.0
Diger (14) % 13.1
Yatiririm/Borsa kararlart (14) % 13.1
Kredi kart1 Skorlama (14) % 13.1
Telekomiinikasyon13) % 12.1
Perekandecilik(13) % 12.1
Reklam (13) % 12.1
Biyoteknoloji/Genetik (12) % 11.2
Bilim (11) % 10.3
Sigortacilik (11) % 10.3
Saglik (10) % 9.3
Imalat (9) % 8.4
E-ticaret (8) % 7.5
Web Kullanim Madenciligi(8) % 7.5
Sosyal Politikalar/Anket Analizi(8) % 7.5
Tip/Farmakoloji (8) % 7.5
Guvenlik/Anti-teror (6) % 5.6
Web igerik madenciligi (6) % 5.6
Kamu/Askeri uygulamalar (4) % 3.7
Seyahat (3) % 2.8
Junk e-posta / Anti-spam tespiti (3) % 2.8
Eglence /Miizik (3) % 2.8
Sosyal Aglar(2) % 1.9

Kaynak: Akman, 2010: 11.
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3.4. VERI MADENCILIGI TEKNIKLERI

Veri madenciliginde problem durumuna gore birgok istatistiki ¢oziim teknigi
bulunmaktadir. Bu teknikler birgok alanda yogun bir sekilde kullanilmakta,
problemin tespiti yapilmaktadir.

Sekil 5: Veri Madenciligi Yontemleri

Veri
Madenciligi
| 1
Tanimlayic Tahmin Edici
Yontemler Yontemler
. I - - l -
| | | |
Kiimeleme Buhk?e!rk Sinifland rma Regresyon
Kurali

Kaynak: Akcay, 2014: 61.

3.4.1. Kiimeleme Teknikleri

Kiumeleme teknikleri, veri madenciliginde siklikla kullanilan 6nemli bir
ogedir. Veri tabanlarinda meydana gelen karmagik yapinin anlamli algilara ulagmasi
kolay olmamaktadir. Var olan verileri ayiklamak, ayrigtirmak, ¢oziimlemek
gerekmektedir. Daginik yapinin bir butiinlige kavusmast igin yontem ve teknikler
kullanilmalidir. Kiimeleme yontemi ile birbirine benzer veriler bir araya getirilerek
homojen kiumelere donusturilmektedir (Getoor, 2008: 85; akt. Akgay, 2014).
Kimeleme yonteminde amag, veriler arasindaki benzerlik ve mesafelerin tespit

edilmesi ve gruplanmasi boylelikle kolayca islenebilmesidir (Akpinar, 2000: 6).
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Sekil 6: Bir Kiimeleme Yontemi Ornegi

Gelir
-
2.Kime
™ Rt
\.._,_'
© e
| ®a * |
_ . )/ 3-Kume
1. Kime Sa  an Ao St
e @ © ./ ~
2 Y \
o 8 2 o \
C 5] b | = s C')
N LD ¢
© @ @ .
&
< @ .

» Yas
1.Kiime: Az gelirli geng¢ niifus
2.Kiuime: Yiksek gelirli orta-yash musteriler
3.Kime: Nispeten disdk gelirli yasga biyik kisiler

Kaynak: Akcay, 2014: 68.

Kiimeleme analizi X veri matrisinde
xl 1 coe xlp
X '= : : Gozlemler

xnl coe xnp np

seklinde bulunan birim veya degiskenleri, aym alt gruplara bélmeye yardimci olan

yontemler grubudur. Kiimeleme analizinin kullaniminda iki amag¢ bulunmaktadir. Bu

iki amag; verileri indirgemek ve Ozet bilgiler temin edebilmek seklinde oldugu i¢in

kiimelemeler uzaklik veyahut benzerlikler ile gerceklestirilmektedir. Nicel verilerin

uzakligini hesaplayan yontemlerin besi asagida gosterildigi gibidir: (Tuzunturk,

2010: 77):
1. Oklit Uzaklig

p
P 2
(i, j) = Z(Xik _Xjk)
=1
2. Karasel Oklit Uzaklig

p
adi,j) = Z(Xik _Xjk)z
k=1
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3. Mahalanobis Uzaklig
d(x, %) =D% = (%; — %)'S™' (% — %)
4. Hotelling Uzaklig

T2 — nqy, Ny

- (% —%)'S™ (% — %)

5. Manbhattan Uzaklig

p
duy(i,j) = Z |xik: xjkl
k=1

Uygulamanin tamami nicel degiskenden olugsmamaktadir. Bir kismi nitel
degiskenlerden meydana gelmektedir. Nitel verilerin uzakliklarinin hesaplanmast

i¢in ise su islem uygulanmaktadir:
p
1 1 NicelVeri ise
d(x, %) = ;ZW —xu| W= {1/1(,. deg. dag Nitel Veri ise}
k=1

Uzaklik matrisinin kullanilmasi iki kiimeleme yontemi ile gerceklesmektedir.
Kiime sayisina gore yontem kullamlmaktadir. Ik yontem su formiiller ile
hesaplanmaktadir:

1. Tek Bagint1 (En yakin komsuluk)
dk(i,j) = Min (dy;, dy;)

2. Tam Bagint1 (En uzak komsuluk)
dk(i,j) = Max (dy;, dy;j)
Ikinci yontem ise hiyerarsik bir yontem degildir. Kiime sayisina énceden
karar verilmistir.

1. k-ortalama teknigi

2

1
w, = EZ min|x; — |
i=
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2. En ¢ok olabilirlik
k=mn/ 2)1/ 2

3.4.1.1. Boliimleyici Teknikler

Veri madenciliginde genis ve daginik veri setlerinin kullanilir bir yapiya
doniigmesini saglamaktadir. Veri madenciligi bilginin kesfedilmesi ve ihtiyag
dogrultusunda  kullanilmasini  amaglamaktadir. Bu ama¢  dogrultusunda
yapilandirilmis bolimleyici kiimeleme algoritmalart ise verileri n tane girig
parametresi seklinde kabul eden, veriyi k tane kiimeye bolerek hareket eden
algoritmalardir. Bu teknikte kiimeyi merkez noktalari temsil eder. Bolumleyici
algoritmalar verilerin kullanimini sagladig ve iyi sonuglara ulagimi gergeklestirdigi
icin sikgca kullanilan algoritmalardandir. Yaygin sekilde kullanilan boélimleyici
algoritmalar su sekilde siralanmaktadir; k-ortalama, k-medoid, clara ve clarans, c-

means algoritmalaridir (Alzand ve Karacan, 2014: 57).
3.4.1.2. Hiyerarsik Teknikler

Kimelerin agsamali ve sirali olmasini saglayan yontemdir. Bu yontem
gruplayict ve boluci olarak ikiye ayrilmaktadir. Gruplayict yontemde baglangi¢
asamasinda her gozlem bir kiime olarak kabul edilmektedir. Yakin iki kiime
birlestirilerek tek kiimeye indirilmektedir. Boylelikle kiime sayist her agsamada bir
azaltillir. Dendogram ya da aga¢ grafigi olarak adlandirilan tekniklerle bu stireg
gosterilebilir. Boliici yontemde ise gruplayict yontemin aksine tim gozlemlerden
olusan biiyiikk kiimeler meydana getirilmektedir. Her gozlem tek bir kiime haline

gelene kadar ayiklanmaktadir (Everitt vd., 2011: 96).
3.4.1.3. Yogunluk Tabanh Teknikler
Yogunluk tabanli tekniklerde uzakliga dayali kiime se¢imi yerine yogunluga

bagli kiime secimi gerceklestirilmektedir. Yogunluga dayali teknikte yogunluklu

alanlar kiime tabanlarinda bulunurken, seyrek alanlar guriltili veriler ve kiime
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sinirlarinda yer almaktadir. Farkli buyuklikteki kimelerde kullanilabilecek bir

yontemdir (Bircan ve Cam, 2016: 89).

3.4.1.4. Izgara Tabanh Teknikler

Bu yontemde veriler, 1zgaralara benzer bolimlerden olugsmaktadir. Kiimeleme
uygulamast her 1zgarada ayri sekilde gerceklesmektedir. Izgara tabanli teknikte
verileri, bolge odakli sorgulamakta daha kesin fakat gayri resmi olarak
tanimlamaktadir. Yogunluk, toplam alan vb. belirli kosullart saglayan bolgelerin
secimini talep etmektedirler. Bu yontemin avantaji bagimsiz islemlerin hizla
gergeklestirilmesi ve bagimsiz kiimelerin olusmasidir (Wang H. ve Yu Z., 1997:

186).

3.4.1.5. Model Tabanh Teknikler

Model tabanli yontemlerde, her kiime i¢in ayr1 model olusturulmaktadir. Veri
i¢cin en uygun olan model bulunmaktadir. Veriler uzaydaki dagilim durumlarinda da
modelleme gerceklestirebilmektedir. Bir takim yontemlerle kiime sayisi otomatik
olarak bulunabilmektedir. Bu islem esasinda gurilti ve u¢ noktalar dikkate alinarak

gergeklestirilmektedir (Albayrak, 2009: 14).

3.4.2. Simiflandirma Teknikleri

Veri madenciliginde kullanilan en temel uygulama olan siniflandirma teknigi,
kategorik olarak olusturulmus verilerin sonuglarini tahmin etmek amaciyla
kullanilmaktadir. Siniflandirma yonteminde, tantmlanan deger yeni bir simf iginde
yer almaktadir. Bu degerler “egitim verisi” olarak adlandirilmaktadir. Bu iglemin
gergeklestirilmesi i¢in 6genin ozelliklerinin iyi bilinmesi gerekmektedir (Ergiden ve
Ersahin, 2018: 37). Siniflandirma modeli ii¢ asamada uygulanmaktadir (Bayer, 2011:
26):

e Birinci asamada; her 6genin sinifi tespit edilmektedir. Veri olusumunda

kullanilan kiimeye 6grenme kiimesi denilmektedir. Eger 6gelerin ozellikleri
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bilinmiyorsa bu 6gelere denetimsiz 6grenme denilmektedir. Sinif etiketlerinin
bilinmesi ise denetimli 6grenmeyi olusturmaktadir.

o Ikinci asamada; veriler uygulamaya alimir ve test araci rastgele
bulunmaktadir. Ogrenme kiimesi ve simf etiketi karsilastinlmaktadir.
Modelin dogrulugu siniflandirilmig test kiimesi ile toplam test kiimesinin
verilerinin oranlart ile olusturulmaktadir.

e Ugiincii asamada; kullanimindan sonra bilinmeyen “veri sinif etiketi” tahmini

gergeklestirilmektedir.

3.4.2.1. Diskriminant Analizi

Eski bir teknik olan Diskriminant analizi ilk isleyisini 1936 yilinda
gerceklestirmistir. Diskriminant analizi tip, biyoloji ve sosyal bilimler alaninda
siklikla kullanilan bir tekniktir. Verileri 6nceden belirlenen siniflara atarak 6grenme
kiimesi olusturulmaktadir. Ogrenme kiimesine bagli olarak dogrusal fonksiyonel
kiimeler olusturulmaktadir. Yeni gozlemlerde ise tiim fonksiyonlar hesaplanarak yeni

gozlem en yiiksek sinifa dahil edilmektedir (Edelstein, 1999; akt. Aytasg, 2013: 29).

3.4.2.2. Naive Bayes

Naive Bayes analizi, olasilik hesaplama temelinde hareket etmektedir. Daha
onceden belirlenen alanlara yerlestirilmis verilerin kullanilmasi sonucunda yeni
verinin hangi alana dahil edilmesi gerektigini hesaplayan yontemdir. Bu yontem ile
belirsizlik tagiyan durumun modeli olusturularak belirli sonuglara ulasim
saglanmaktadir (Ergiiden ve Ersahin, 2008: 52). Naives Bayes teknigi ile metin
belgelerinin siniflandirmasinda, saglik alaninda yogun olarak kullanilmaktadir

(Bayer, 2011: 36).

3.4.2.3. Karar Agaclan

Karar agact modeli, siniflari bilinen 6rnek verilerden tiimevarim seklinde

ogrenilen karar yapisidir. Bu karar yapisi aga¢ seklinde olugmaktadir. Karar agact
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yontemi ile karar verme yonergeleri esliginde buytik kayitlar kiigiik kayit gruplarina

bolunmektedir (Sun ve Li, 2008: 2).

Karar agaci analizinin yogun olarak kullanildigi alanlar asagida yer almaktadir

(Albayrak ve Yilmaz, 2009: 40):

Belli bir grubun iiyelerinin arasina dahil olacak kisilerin belirlenmesinde,
Olaylarin yuksek, orta, dugsuk risk gruplart seklinde kategorize edilmesinde,
Parametrik modellerin olusturulmasinda kullanilacak degiskenlerin en
onemlisinin tespit edilmesinde,

Olusgabilecek olaylarin 6nceden tahmin edilmesinde,

Belirli alt gruplarin kendilerine has 6zelliklerin ifade edilmesinde,
Kategorilerin biitiin hale getirilmesi ve strekli olan degiskenlerin kesikli

degisken yapiya donustirilmesinde kullanilmaktadir.

3.4.2.4. Yapay Sinir Aglan

Yapay sinir aglari, bilgi isleme sistemlerinin biyolojik sinir aglart seklinde

dizilimine verilen isimdir. Yapay sinir aglari, eski bir bilgi isleme sistemi olup 1942

yilinda McCulloch ve Pitt tarafindan temelleri atilmigtir. McCulloch ve Pitt hiicre

aglarini gelistirerek yapay sinir aglarinin baglangicini olusturmuglardir (Keskenler ve

Keskender, 2014: 11). Yapay sinir aglari, sinir hiicrelerinin birlegimi ve katmanlar

dahilinde dizilimi seklinde olusturulmustur. Yapay sinir aglari, bilgileri hesaplama ve

isleme oOzelligini paralel dagilmig aglarindan ve ogrenebilme, genelleme gibi

yeteneklerinden almaktadir. Bu o6zellikleri ile yapay sinir aglar karmagik yapidaki

problemleri kolayca ¢ozebilmektedir (Sekeroglu, 2010: 51).
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Sekil 7: Yapay Sinir Aglari

Giris Ndron | Cikis
b ~w, e
W w7 | Aktivasyon
h —={ § |fonksiyonu () = O
Wa o\ ¢ g(S,) 'J
esik degeri, t

Kaynak: Sekeroglu, 2010: 52.

Yapay sinir aglart su oOzellikleri sebebiyle etkin kullanim saglamaktadir

(Sekeroglu, 2010: 54: Yavuz, 2012: 7):

Yapay sinir aglar dogrusal bir yapiya sahip degildir. Bu sebeple buitiin aglara
yayilim gerceklestirmektedir. Karmagik yapidaki problemlerin ¢ézimu ise bu
ozelligi sebebiyle daha da kolay bir hal almaktadir.

Hiicreler arasinda dogru baglantilar kuruldugunda baglantilara uygun sekilde
istenilen davranig1 gosterebilmektedir.

Yapay sinir aglari dahil oldugu problemi 6¢grendikten sonra verilen egitim
esnasinda karsilagsmadigr orneklerine de istenilen tepkiyi gosterebilmektedir.
llgilendigi problemde meydana gelen degisikliklere gore kendisini
ayarlamaktadir.

Yapay  sinir  aglart  problemin  degisimine  gore  agirliklarini
degistirebilmektedir. Bu nedenle problemdeki degisiklikleri algilayabilir,
degisimlere gore tekrar egitilebilmektedir.

Yapay sinir aglart birbiri ile baglantili paralel aglara sahiptir. Her bagda
bilginin bulunmasi ve biitiin aglara dagitilmis olmasi bazi hatalart meydana
getirmektedir. Bu hatalar bazi hiicreleri etkisiz birakabilmektedir. Bu hata
dogruyu risk boyutunda etkilememektedir. Hatay1 tolere etme yetenegine

sahiptir.
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3.4.2.5. Kaba Kiimeler

Kaba kiumeler, klasik kiime yapisinin diginda, kiimelerin tanimlanabilmesi
icin elemanlarin bilgilerine ulagilmast gerektigini savunan yaklagimdir. Nesnelerin
ayni sekilde tabirlendirilmesi nesnelerin ayni veya benzer oldugunu gostermektedir.
Nesnelerin ayirt edilememesi kisminda nesneler kiimelendirilmektedir. Bu kiime
sekli bilginin temelini olusturdugu i¢in elemanter kiime adi verilmektedir. Elemanter
kiimelerin her birinin isimlendirilmemesi kaba kiimeleri meydana getirmektedir. Her
bir adlandirilmayan kaba kiime, kendinin veyahut tiimleyenin elemanlart olarak
siniflandirilmaktadir (Binay, 2002: 23).

Kaba kiimeler yaklasiminda muglak kavram kesin kavram ile karakterize
edilerek alt ve ust yaklagimlar meydana getirilmektedir. Alt yaklagim, kavram
dahilindeki tiim unsurlarin i¢inde barindirmaktadir. Ust yaklasim, kavrama yakin
olan, kavrama ait oldugu disiintilen tiim o6geleri dahil etmektedir. Bu iki yaklagim
arasindaki farklar sinir alanlarini meydana getirmektedir (Pawlak ve Skowron, 1994:

72; akt. Aydogan ve Gencer, 2007).

3.4.2.6. Genetik Algoritmalar

Genetik Algoritmalar, evrimsel hesaplama metotlar1 igerisinde yer almaktadir.
Genetik algoritmalarin temelinde biyoloji bulunmaktadir. Genetik algoritmalar evrim
yasalarindan esinlenerek olusturulmustur. Veri madenciliginde kiimeleme ve
ongorme problemlerinde kullanilmaktadir. Verilere en uygun olan modelin tespitinde
kullanilmaktadir. Genetik algoritmalar modellerin tanimlamasina ve uygunluguna
bagli olarak farklilik gostermektedir. Genetik algoritmalar hem degisik yapidaki
verileri igleyebilmekte ve yapay sinir aglar ile ¢alisma gergeklestirebilmektedir. Kisa
stirede uygun sonuglar alabilmek amaciyla genetik algoritmalara bagvurulmaktadir
(Dunham, 2003).

Genetik algoritmalarin iglem adimlan ise su sekilde siralanmaktadir

(Caligkan, Yuksel ve Dayik, 2016: 22):
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e Arama agindaki bilesenler dizi seklinde kodlanmaktadir. Bu kodlama
durumunda uygunluk fonksiyonu olusturulur. Sorunlarin iyilestirilmesinde
yeni ¢oziimler ortaya koymaktadir.

o Istenilen bireyler olasilik unsurlarina gore rastlantisal ¢ogalma islemine
sokulmaktadir.

e Istenilen bireyler ¢aprazlama, mutasyon islemine sokulmaktadir.

e Hata orani distrilene kadar bu adimlar tekrar uygulanmaktadir.

e Adim sayisi, istenilen kusak adedine kadar devam eder. Kusak sayisina
ulasildiginda ise islem sonlandirilmaktadir.

Sekil 8: Genetik algoritmanin iglem basamaklari

GAAKIS SEMASI
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ILK TASARIM POPULASYONU n—
| ]
I ) it e .
— ) . ) URUNLERIN DEGERLENDIRILMESI
I L . b ~ .
_
OlC
=
SECIM VE URETIM
s}
o |
C—
YENI NESIL .
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Kaynak: Badem, 2007: 12.

3.4.2.7. Regresyon Analizi

Siklikla kullanilan veri madenciliginde yapilan modelleme uygulamasidir.
Bagimli bagimsiz degiskenler arasindaki iligkilerin ag¢iklanmasidir (Hosmer ve
Lemeshow, 2000: 33). iliskinin matematiksel degerler seklinde olusturulmasi ve
aciga cikan denkleme regresyon denklemi de denilmektedir. Regresyon denklemi ve

matematiksel olarak aciklanmasi ise su sekilde yapilmaktadir: Bagimsiz
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degisken(ler)in katsayilari olan parametreler (81, ... , n), bagimsiz degisken(ler)in
bagimli degisken tizerindeki etkisinin bir élgisint gostermek ve bagimli degiskenin
beklenen ile tahmin edilen degeri arasindaki fark hata terimi (e) olmak tzere, y =
F(x, 8) + e esitligini saglayan en iyi F fonksiyonu i¢in 6 degerlerinin aragtirilmasi

strecidir (S1k, 2014: 49).

3.4.3. Birliktelik Kurallar1 Teknikleri

Birliktelik kurallari, veri madenciliginde en sik kullanilan tekniktir.
Birliktelik kurallart; bilinen grup ile ayn1 6zelligi tasiyan fakat farkli grupta yer alan
verilerin tespitinde ve aralarindaki bagin kurulumunda kullanmilmaktadir. Birliktelik
kurali ile wverilerin ozellikleri ortaya koyulurken, ayni zamanda temel veriler
arasindaki istatistiksel korelasyonun ifadesidir. Birliktelik kurallar1 1990’11 yillarda
marketlerde Uriin ve misteri tanima sistemleri, satis hareketleri, verilerin
bilgisayarlara aktarilmasini  gerektiren islemlerde, musteri-irin  iliskisinin
olusturulmasinda kullanilmaktadir. Birliktelik kurali sayesinde triinler arasinda
birliktelik saglanan musteride diger uirini de alma istegi dogmaktadir (Sen, 2008:
24). Bir veri setindeki bazi oézelliklerin bir kiimesi x = {x4, ..., x;,} olmak iizere bu
ozellikler kullanilarak bir y kuralinin ¢ giiven ve s dogruluk seviyesinde ongoriilmesi

kisaca x = {x, ..., x,} = y[c, s] seklinde gosterilmektedir (Sik, 2014: 57).
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DORDUNCU BOLUM
KUMELEME ANALIZINDE K-ORTALAMALAR ve IKI ASAMALI
ALGORITMA YONTEMLERI

4.1. K-ORTALAMALAR TANIMI

k-ortalamalar algoritmasi, girig uzayinin “k” adet merkez ile ifade edilmesini
saglayan bir yontem olarak tammlanmaktadir (Isler ve Narin, 2012: 26). k-
ortalamalar kiimeleme analizi, MacQueen tarafindan 1967 yilinda gelistirilen ve bir
veri kiimesini k adet gruba ayirmak i¢in yaygin bi¢imde kullanilan bir yontemdir
(Wagstaff, Cardie, Rogers ve Schroedl, 2001: 577).

k-ortalamalar yontemi, kimeleme problemlerinde en basit denetimsiz
ogrenme teknigi olarak nitelendirilmektedir. Algoritmada “n” adet nesneden
meydana gelen veri kiimesini (X), giris degiskeni olarak verilen k (k < n) adet
kiimeye bolmek esas mantiktir. Burada amag, yapilan bélimleme sonucunda olugan
kimelerin; kiime ig¢indeki benzerliklerinin maksimum, kimeler arasindaki
benzerliklerinin  minimum olmasimt  saglamaktir. K-ortalamalar yonteminin
performanst “k” kiime sayisina, baslangi¢ kiime merkez degerlerine ve benzerlik
ol¢tim kriterine baglidir (Caligkan ve Sogukpinar, 2008: 121).

Algoritma, k ortalamalarinin bulunmasi temeline dayanarak bir ortalama
degerler seti ile baglamakta ve noktalarin merkeze uzakliklart dogrultusunda
siniflandirma yapilmaktadir. Ardindan kiimeye atanan gozlemler kullanilarak kiime
ortalamalart yeniden hesaplanmaktadir. Daha sonra tim gozlemler, yeni ortalamalar
kiimesine gore yeniden siniflandirilmaktadir. Kime ortalamalari, ardisik iglem
asamalar arasinda ¢ok fazla degisiklik yapmayincaya kadar bu adim tekrarlanmaya
devam edilmektedir. Son olarak kiimelerin ortalamalart bir kez daha hesaplanarak

gozlemler kalict kiimelere atanmaktadir (Norusis, 2011: 374).

4.2. KORTALAMALAR YONTEMINDE VERiI GOSTERIMI

k ortalamalar algoritmasinda, baslangicta segilen k sayisina iligkin 6rnek veri

dagilimlart Sekil 9’da gosterilmigtir. Bir veri setinde k sayisimin 2 segilmesi
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durumunda kiimeleme sonucunda elde edilecek kiimeler, bu kiimelerin merkezleri
tcgenlerle temsil edilerek gosterilmigtir. k sayisinin 3 segilmesi durumunda ise
ortaya ¢ikan durum da k sayisinin kiimeleme islemini nasil degistirdigini
gostermektedir (Ozkan, 2013: 6).

Sekil 9: k Sayist Degisimine Gore Verilerin GOsterimi

8 o8 . ." v _e
. L ] -
e N ‘ ., @ ‘ S
= . a ¥ . i .
A
(a) Veri kiimesi (b) k=2 igin kiime merkezleri (c) k=3 igin kiime merkezleri

k ortalamalar yonteminin sadeligi ve hizina ragmen bazi dezavantajlar
bulunmaktadir. Bunlardan en belirgin olani, ¢éziimiin baslangic merkezlerinin
secimine bagli olmasidir. Baslangic merkezlerinin uygun segilmemesi, yerel
minimum degerinin zayif olmasina yol agabilir. Bu nedenle, baglangi¢ problemini
atlatmak i¢in genellikle birden fazla rastgele yeniden baglatma gergeklestirilir.
Genellikle yeniden baglatma ile geri donen ¢oziimler, 6zellikle genis bir arastirma
alanina (6rnegin bir¢ok kiimelenme ve boyut) sahip problemler i¢in, iyi olandan ¢ok
kot olanlara dogru ulasilan amag¢ degeri agisindan oOnemli Ol¢ude farklilik
gostermektedir. Bu nedenle, iyi bir yerel minimum bulma olasiligini arttirmak igin

algoritmanin bir¢ok defa ¢aligmasi gereklidir (Tzortzis ve Likas, 2014: 2506).

4.3. K-ORTALAMALAR YONTEMINDE MATEMATIKSEL GOSTERIM

k-ortalamalar yontemi; C sayr kimelerini, veri seti X ve N say1r ozellik
vektoriine ait D say1 degiskenlerinden ayirarak siniflandirmaktadir. Bu yontemde C
say1 kimesi merkezlerinin belirlenmesi ile islem baglatilmakta ve veri kiimesinin her
bir uyesi benzerlik olgiiti ile en yakin kiimeye atanmaktadir. Atama sonrasi

kiimelerin merkezleri yeniden hesaplanmakta ve bazi kiime iiyeleri bagka bir kiimeye
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atanabilmektedir. Bu islem, degisim sonlanana kadar tekrarlanmaktadir. Burada, N
vektor sayisi, d degisken sayist olmak iizere, bir probleme ait X veri seti asagidaki
gibi tanimlanabilir.

X={X; |k =12, ..N}

Bu veri kiimesinde, k. 6zellik vektori su sekilde yazilabilir:

k-ortalamalar yonteminde veri seti alt kiimelere ayrildiginda, asagidaki
denklikte verilen amag¢ fonksiyonunun minimizasyonu hedeflenmektedir. Bu
denklemin minimuma indirgenmesi, her bir o6zellik vektori ile en yakin kime
merkezi arasindaki uzakligin minimuma indirilmesini gerektirmektedir. Boylelikle
ayni kiimede toplanan benzer yapilandirilmis verilerin saglanmasi gergeklestirilir

(Firat, Dikbasg, Ko¢ ve Guingor, 2010: 1610).

J(8:X) = zc: ﬁ: dgi (Xis S1)

i=1 k=1

k ortalamalar algoritmasinda her nesnenin merkeze uzakliklarinin
hesaplanmasi amaciyla dort farkli formiil kullanmilmaktadir. Bu formiiller Oklid
uzakli@i-Oklid uzakligimin karesi, City-block (Manhattan) uzaklik formiili ve
Chebychev uzaklig formilidir (Demiralay ve Camurcu, 2005: 5; Rao ve Srivinas,
2006: 39). Yukandaki denklemde uzaklik olgimi i¢in Oklid uzaklig
kullanildiginda;

uzaklik (x,y) = {Zi(xi — yi)Z}m

. 2
dizk = ||x,({l) - Si”

) .
5 =+ >, XIEL) formula olusur.

Sonraki asamada Oklid uzaklik matrisinin matematiksel gosterimi yer

almaktadir.
d(1,1) - d(1,0)
d(N,1) - d(N,0C)

Belirtilen matriste C kiime sayisini, S kilme merkezlerini iceren matrisi (S =

{SLSZ SC}), si 1. kimenin merkezini, x,E) i. kimenin k. ozellik vektoriini, d3, i.

42



kiimenin k. ozellik vektorti ile i. kiimenin merkezi arasindaki uzakligi ifade

etmektedir (Firat, Dikbas, Kog¢ ve Glingor, 2010: 1611).

4.4. K ORTALAMALAR YONTEMININ ASAMALARI

K-ortalamalar algoritmasinda bulunan islem asamalann su sekilde
siralanmaktadir (Altinigik ve Yildirim, 2013: 12; Bora, Gupta ve Kahn, 2015: 197):

e Oncelikle iki farkli yontemle baslangic kiime merkezleri tespit edilmektedir.
Bu yontemlerden birincisinde, nesnelerin igerisinden kiime sayisini ifade eden “k”
tane rastgele nokta secilmektedir. Ikinci yontemde merkez noktalar, tiim nesnelerin
ortalamasinin alinmast ile belirlenmektedir.

e Ikinci asamada secilen kiime merkezi ile tiim nesneler arasindaki uzakliklar
hesaplanmaktadir. Ulagilan uzaklik degerleri dogrultusunda tiim nesneler, “k” tane
kiime arasindan kendisine en yakin olan kiimeye yerlestirilmektedir.

e Uciincii asamada, olusturulan kiimelerin yeni merkezleri o kiime igindeki
tim nesnelerin ortalamalar1 ile degistirilmektedir.

¢ Son agamada kiimelerin merkez noktalart sabit olana kadar ikinci ve tigincu
agsamalar tekrar edilmektedir.

Sekil 10: k Ortalamalari Kiimeleme Agamalart
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Merkezlere ilk degerlerin rastgele atanmasinin ardindan merkez degerlerinin
giincellenmesi i¢in kullanilan yontemler Batch metodu ve online metodudur. Batch
metodunda giris kiimesine iligkin her nesnenin hangi merkeze yakin oldugu
hesaplanmaktadir. Ayni merkeze yakin nesnelerin ortalamalari alindiginda, merkeze
ait deger giincellenmekte ve durma kosulu saglanana kadar islem siirdiirilmektedir.
Ikinci yontem olan online metodu ise, giris kiimesi igerisinden bir nesne segerek bu
nesnenin merkezlere uzakligin1 hesaplamaktadir. Nesnenin en yakinindaki merkez
tespit edilerek merkez degeri giincellenmekte ve tiim nesneler i¢in bu islem
gerceklestirilmektedir. Merkez degerinin giincellenmesi, nesne ile merkez arasindaki
uzakligin her adimda azalan bir 6grenme katsayisiyla ¢arpilmasiyla yapilir. Béylece
ilk giincellemede merkezin yer degisimi buyik, giincellemelerin sayisi arttik¢a yer
degisimi kiigiikk olmaktadir. Diger bir ifade ile merkezler yakinsamaktadir. Ilk
metoda benzer sekilde durma kosulu saglanana kadar her nesne igin iglem

tekrarlanmaktadir (Isler ve Narin, 2012: 26).
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4.5. K-ORTALAMALAR ALGORITMASI
K ortalama algoritmasina yonelik akis semas1 Sekil 11°de gosterilmigtir.

Sekil 11: k ortalama yontemine iligkin algoritma akis semast

Bﬁlsla
v

K tane kiime merkezi belirle

1=1
v
I ™ i, eleman1 seg
i=i+1 i, eleman: en yakin oldugu kiime

merkezine ata

HAYIR l

A—>

Tim elemanlar se¢ildi mi?

v EVET

Kiimelerin yeni merkez noktalarini o kiimedeki tim
elemanlarin ortalama degeri ile degistir

|

Merkez noktalart sabit kaldi m1? Belirlenen ¢evrim
sayisina ulagildi m1?

HAYIR

! EvET

Bitir

Algoritma “k” adet kiime merkezinin belirlenmesiyle baslamakta ve veri
setinden “i” elemaninin segilmesiyle devam etmektedir. Elemanin en yakin oldugu
merkeze atanmasinin ardindan bu islem tim elemanlar i¢in gerceklestirilmektedir.

Eger tim elemanlar segilmediyse algoritma “i” elemaninin seg¢ilmesi agamasina geri

donmektedir. Tim elemanlar secildikten sonra kiimelerin yeni merkez noktalari,
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kiimedeki tim eleman ortalamasi ile degistirilir. Bu iglemden sonra merkez
noktalarin sabit kalmamasi durumunda algoritma ilk asamaya geri donmektedir. Eger

merkez noktalar sabit kalirsa algoritma tamamlanmaktadir (Ozkan, 2013: 5).

4.6. IKi ASAMALI KUMELEME ANALIZI TANIMI

Iki Asamali Kiimeleme Analizi, kiime sayisinin bilinmedigi durumda hem
surekli hem de kategorik verileri igeren veri setlerine uygulanabilmektedir. K-
ortalamalar teknigi gibi geleneksel kiimeleme analizlerinde biuiyik veri setlerinin
olusturdugu problemler iki asamali teknik ile giderilebilmektedir. Geleneksel
yontemlerin uygun sonuglar vermesi yalmizca buyik verilerin kiigik gruplara
boliinmesi ile gerceklestirilirken, ki Asamali yontemde veri setlerinin biiyitk olmast,
tim gozlemlerin es zamanl analiz edilmesine engel olusturmamaktadir (Giray, 2016:
16).

Iki Asamali Kiimeleme Analizi, Punj ve Steward (1983) tarafindan
geligtirilmis ve hiyerarsik 6zellikte olmayan bir kiimeleme analizidir. Bu analiz,
Ward’in  Minimum Varyans Yontemi ile “K-ortalamalar”  yontemlerinin
kombinasyonundan meydana gelen hibrid bir kiimeleme analizidir (Ozdemir ve

Orcanlt, 2012: 12).

4.7. IKI ASAMALI YONTEMDE MATEMATIKSEL GOSTERIM

Iki Asamali Kiimeleme analizinde gereksinim duyulan uzaklik 6lgiileri
kapsaminda, bir ya da daha fazla kategorik degiskenin mevcut olmasi durumunda
log-olabilirlik  6lgisti  kullanilmaktadir. Bu o6l¢ii  kullanilirken  degiskenlerin
birbirlerinden bagimsiz olduklart kabul edilmektedir. Tum degiskenlerin strekli
oldugu durumlarda kullanilan Oklid uzaklig: 6lciisii ise, gdzlemlerin en kiigiik Oklid
uzakligina sahip kiimede gruplanmasi saglanmaktadir (Ceylan, Giirsev ve Bulkan,
2017: 478).

Log-olabilirlik uzakligim1 hesaplamak i¢in, strekli degiskenlerin normal
dagilimlara sahip oldugu ve kategorik degiskenlerin multinomial dagilimlari oldugu

ve degiskenlerin birbirinden bagimsiz oldugu varsayilmaktadir. i ve j kiumeleri
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arasindaki uzaklik asagidaki formillerle belirlenmektedir (Bacher, Wenzig ve
Volger, 2004: 4; Schiopu, 2010: 68).
dll,j) =& +§ — &ij>

K4 1 KB
Es = _Ns Z Elog(ﬁlf + 6szk) + Z Esk
k=1 k=1

Lk

=~ Nskl Nskl

Esk -

— ) g

&t N N

Yukaridaki formiillerde d (i, j) 1 ve j kiimeleri arasindaki uzakligi, <i, j> 1 ve j
kiimelerinin kombinasyonu ile olusan kiimeyi temsil eden indeksi, K4 siirekli
degiskenlerin toplam sayisim, KZ kategorik degiskenlerin toplam sayisini, Lj k.
kategorik degisken i¢in kategorilerin sayisini, Ny s kiimesindeki veri kayitlarinin
toplam sayisini, Ng; k kategorik degiskeninin | kategorisini aldig1 s kiimesindeki
kayitlarin sayisini, Nj; 1 kategorisini alan k kategorik degiskenindeki kayitlarin
sayisini, 67 tiim veri seti i¢in k siirekli degiskeninin tahmini varyansimi, 63, ise j
kiimesindeki k siirekli degiskeninin tahmini varyansini ifade etmektedir (Schiopu,
2010: 69).

Kiumelerin sayisint  otomatik olarak belirlemek amaciyla iki asama
kullamlmaktadir. Birinci asamada BIC (Schwarz’in Bayesci Bilgi Olgiitii) veya AIC
(Akaike’nin Bilgi Olgiitii) gostergesi, belirtilen araliktaki her bir kiime sayisi igin
hesaplanmaktadir. Ardindan bu gosterge, kiimelerin sayisi i¢in bir baglangi¢ tahmini

bulmak i¢in kullanilmaktadir (Schiopu, 2010: 69).

J
AlC (J) = —ZZ ej+2mj
j=1

J
BIC (J) = —ZZsj + mj log(N)

j=1

KB
m; =]{21<A +2 X — 1}
k=1

Denklemlerde j kumelerin sayisini, k siirekli degisken ktumelerin toplam
sayisini, N ise toplam gozlem sayisini temsil etmektedir. Son denklemde ise

K4 toplam siirekli degisken sayisimi, KZtoplam kategorik degisken sayisini, LXise k

47



kategorik degiskenindeki kategori sayisini belirtmektedir (Ceylan, Giirsev ve Bulkan,
2017: 479).

Gozlemlerin kiime igerisine atanmasi, aykirt degerlerin donisimii yoksa,
gozlemleri en yakin kiimeye atayarak yapilmaktadir. Aykiri bir deger varsa log-
olabilirlik uzakligi kullanilmaktadir. Burada kiimeden uzaklik, C =log(V), V =
(ITk Ry) * (Il Lyy) olarak formiile edilen kritik degerden kiigiikse en yakin kiimeye

atama yapilirken, diger durumlarda gozlem aykiri olarak siniflandirilmaktadir. Eger

. KA -2
Oklid uzakligs C = 2., /% olarak formiile edilen kritik degerden kiiciikse, diger

durumlarda gozlem aykiri olarak siniflandirilmaktadir (Trpkova ve Tevdovski, 2009:

306).
4.8. IKI ASAMALI YONTEMIN ASAMALARI

Iki Asamali Kiimeleme Analizinde uygulanan asamalar én kiimeleme, aykir
degerlerin belirlenmesi ve kiimelerin olusturulmasi olarak siralanmaktadir (Arikan,
2017: 52). Baz1 kaynaklarda ise 1ki Asamali Yontem 6n kiimeleme ve kiimeleme
olmak tzere iki grupta incelenmektedir (Li ve Sun, 2018: 3).

On kiimeleme asamasinda tiim verilerdeki durumlar taranmakta ve bazi esik
uzaklik kriterleri temelinde 6n kiimeler olusturulup olusturulamayacagini belirlemek
amaciyla nesneler arasindaki log-olabilirlik uzakligi él¢tilmektedir (Li ve Sun, 2018:
3).

On kiimeleme asamasinin amaci, uzaklik matrisinin boyutunu azaltmaktir. Bu
ama¢ dogrultusunda, diigiimlerden (node) ve yapraklardan olusan “Kiime Ozellik
Agact” kullanilmaktadir. Her gozlem, tasidigi deger dogrultusunda kok diigiimden
baglamakta ve alt digimlerden kendine en yakin degeri igeren yapraklara
atanmaktadir. Gozlemin atandigi yaprak, kiime merkezinden farkli yapiya sahipse
yeni yapraklar olusturularak aga¢ tamamlanmaktadir. Diger bir ifadeyle her gozlem,
uzaklik ol¢isi temelinde onceden olusturulan 6n kiimelere atanmakta veya gozlem
yeni bir kiime meydana getirmektedir. Siirekli degiskenlerde uzaklik matrisleri, iki
kiime merkezi arasindaki uzakligi veren Kareli Oklid Uzakligi kullanmaktadir

(Arikan, 2017: 52).
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Kiime Ozellik Agact olusturma siirecinde algoritma, atipik degerlerin (aykir
degerlerin) c¢ozilmesini mumkiin kilan, istege bagli bir adimi uygulamaya
koymaktadir. Aykint degerler, herhangi bir kimeye uygun olarak sigmayan
gozlemler olarak kabul edilmektedir. SPSS’te bir yapraktaki gozlemler, gozlem
sayisinin Kiime Ozellik Agacindaki en biiyiik yaprak girisinin belirli bir yiizdesinden
daha az oldugunda aykiri sayilmakta; bu yluzde 25 olarak varsayilmaktadir. Kiime
Ozellik Agacim yeniden olusturmadan once, prosediir dogrultusunda potansiyel
aykin degerler aranmakta ve sistem bunlari bir kenara koymaktadir. Kiime Ozellik
Agact yeniden olusturulduktan sonra prosedir, aga¢ boyutlarini arttirmadan bu
degerlerin agagta olup olmadigini kontrol etmektedir. Son olarak, herhangi bir yere
uymayan degerler aykiri sayilmaktadir. Kiime Ozellik Agaci, miimkiin olan
maksimum boyutu asarsa, esik uzakligim artirarak mevcut Kiime Ozellik Agacina
gore yeniden olusturulmaktadir. Yeni olusturulan Kiime Ozellik Agac1 daha kiigiiktiir
ve yeni gozlem girislerini mimkiin kilmaktadir (Schiopu, 2010: 67-68).

Kimeleme asamasinda, 6n kimeleme asamasinda meydana gelen alt
kiimeler, kimeleme algoritmast  kullanilarak  optimal sayida kimeye
bolimlenmektedir. Alt kiimeler, tek bir kiime olarak kabul edilmekte ve tim veriler
tek bir kiime i¢ine yerlestirilene kadar minimum uzaklig kargilayarak bir kiime
igerisinde birlestirilmektedir. Istenen sayida kiime onceden belirlenmemisse,
algoritma Schwarz’in Bayes¢i Kriteri (BIC) veya Akaike Bilgi Olgiitii (AIC)
kullanarak en uygun kiime sayisini otomatik olarak belirleyebilir (Li ve Sun, 2018:

3).

J
AlC (J) = —ZZ ej+2mj
j=1

J
BIC (J) = —ZZsj + mj log(N)
j=1

Denklemlerde j kiimelerin sayisini, k stirekli degiskenlerin kiimelerinin toplam

sayisini, N ise toplam gozlem sayisini temsil etmektedir (mj = 2K]).
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4.9. IKi ASAMALI YONTEM ALGORITMASI

Iki Asamali Kiimeleme Analizinde kiime algoritmas: temel olarak modifiye k
ortalamalar agamasi ve aykirt deger bulma asamasi olarak ikiye ayrilmaktadir.
Algoritmanin ilk asamasinin birinci basamagi, k' baslangi¢ degerlerinin rastgele
kiime merkezi olarak secilmesi ile baslamaktadir. Ikinci basamakta her i igin
minimum C ve (x; C) hesaplanmaktadir. Eger min(x;,C) < min(C) kosulu
saglanirsa altinct basamaga atlanmaktadir. Dort, beg ve altinci basamaklarda sirasiyla
x;’nin yeni bir kiime merkezi olarak atanmasi, k'>k,,,, ise en yakin iki kiimenin
birlestirilmesi ve x;’nin en yakin kiimeye atanmast gergeklestirilmektedir. Yedinci
basamakta ise kiime degerleri stabilize olana kadar ikinci asamaya geri
donilmektedir. Algoritmanin ikinci asamasinin ilk basamagi, bir F evreninde C
merkezlerini veri setini igeren Kiime Ozellik Agacinin olusturulmast ile
baslamaktadir. Ikinci basamakta F’de yer alan agagtan en uzun kenar kaldirarak yeni
alinan iki alt agagla degistirilmektedir. Uciincii basamakta ise kiigitk alt agagtaki
kiimeler, aykiri olarak kabul edilmektedir (Jiang, Tseng ve Su, 2001: 695-696).

Agiklanan basamaklar igeren algoritma Sekil 12°de yer almaktadir.
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Sekil 12: ki asamal1 Yonteme Iliskin Algoritma Akis Semast

HAYIR

Bagla

v

k' tane kiime merkezi belirle

v

Her i igin min(C) ve min(x;, C) hesapla

!

min(x;, C) <min(C) kosulu saglaniyor mu?

l HAYIR

x;’yl yeni bir kiime merkezi olarak ata

¢

k'>k,,qx 1s€ en yakin iki kiimeyi birlestir

A

x;’yl en yakin kiimeye ata

EVET

!

Kiime degerleri sabitlendi mi?

EVET l

Bitir
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BESINCI BOLUM
UYGULAMA

5.1. UYGULAMA GIRiS

Yapilan calismanin amaci, faaliyet bolgesi Izmir olan bir otomasyon
firmasinin, kurumsallagma yolunda ilerlemesini saglamak ve dolayisiyla musteri
ihtiyaglarina yonelik pazar stratejileri belirlemek i¢in misteri benzerliklerini temel
alarak en uygun kiime sayisint bulmak ve kiumeleri belirlemektir. Boylece her
kiimenin istatistiki 0Ozelliklerine bakilarak misterilere 06zgu satis politikalar
geligtirilebilmekte ve firmanin karinda artis, ayn1 zamanda misteri davraniglarini
analiz etmek icin kullanilan zaman maliyetinde azalis saglanabilmektedir. Ayni
zamanda rakip firmay: tercih eden musterilerin hangi yonden tercih ettigi bilgisine
ulagilarak kaybedilen miusterinin geri kazanimi s6z konusu olabilmektedir. Bu amag
dogrultusunda, verilerin bir kismi gergeklesen ticari iglemler sonucu firmadan
alinmis, bir kismi1 ise uzman goriisi ile elde edilmigtir. Toplamda 394 musteri vardir
ve llfarkli degisken kullanilmigtir. Bu degiskenler kullanilarak farkli

kombinasyonlar ile 7 farkli model olusturulmustur.

Calismada SPSS Clementine 10. 1 ve MATLAB 2016a programlar
kullanilmistir. Clementine’ de veri madenciligi yontemlerinden Iki Asamal ve K-
ortalamalar yontem tercih edilmistir. Iki asamali kiimeleme metodunun tercih edilme
sebebi, kiime sayisinin bilinmedigi durumda uygulanabilir olmasidir. K-ortalamalar
metodunda ise kiime sayist 6nceden aragtirmact tarafindan belirlenmelidir. PSO ile
MATLAB programinda her model i¢in ¢ikan sonuglardaki kime sayilarn, K-

ortalamalar metodunun kiime say1si olarak kullanilmaktadir.
5.2. VERI SETINDE KULLANILAN DEGIiSKENLER

Musteri ozelliklerini yansitan degiskenler belirlenip, firmanin satig uzmani

tarafindan 394 musteri i¢in istenilen bilgiler hiicrelere doldurulmustur.
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Kullanilan degiskenler asagidaki gibidir:

Tablo 2: Veri Setindeki Degiskenlere Ait Ozellikler

DEGISKENLER

ACIKLAMA

toplam_potansiyel 2016

Musterinin 2016 yil1 i¢indeki alim kapasitesini gosterir.

satis_hedefi_2016

Firmanin 2016 yil1 i¢in hedefledikleri satis1 gosterir.

rakip_firma_gucu

“Zayif, Orta, Gugli” geklinde kategorik olarak
belirlenmis degiskendir. Rakip firmanin rekabet sinifini

belirtir.

rekabet _marka

“Zayif, Orta, Gugli” seklinde kategorik olarak, rekabetin

marka odakli degerlendirilmesi ile belirlenmigtir.

rekabet fiyatlama

“Zayif, Orta, Guglu” seklinde kategorik olarak, rekabetin

fiyatlama odakli degerlendirilmesi ile belirlenmistir.

rekabet Kkalite

“Zayif, Orta, Guglu” seklinde kategorik olarak, rekabetin

kalite odakl1 degerlendirilmesi ile belirlenmistir.

rekabet hizmet

“Zayif, Orta, Guglu” seklinde kategorik olarak, rekabetin

hizmet odakli degerlendirilmesi ile belirlenmistir.

inovatifmi

Masterinin ~ yenilik¢gi  olup  olmadigim1  gosteren

degiskendir.

yenilikci_sinifi

“Az, Orta, Yuksek” seklinde kategorik olarak belirlenmig
degiskendir.

firma_kurumsallik_puani

“0 ile 100” arasinda uzman goriigii tarafindan miisteriye

verilen kurumsallik puanini igeren degiskendir.

odeme_gucu_puani

“0 ile 100” arasinda uzman goriis tarafindan miisteriye

verilen 6deme giici puanini igeren degiskendir.

5.3. VERI SETININ HAZIRLANMASI VE UYGULAMA ASAMALARI

PSO’ da degiskenlerin strekli olmast gerekmektedir. Bu nedenle kullanilan

algoritma, ¢oziime girmeden once normallestirme islemi yaparak, verilerin (0,1)

araliginda olmasim saglamaktadir. Iki asamali kiimeleme yonteminde ise firma

verileri Excel’de Min-Maks normalizasyonu yontemi ile normallestirilmistir.

Dolayisiyla SPSS Clementine 10. 1 programinda “Type” duguminde veri tiirleri
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belirlenirken “Range” olarak secilmis, miisterinin inovatif olup olmadigint gosteren
degisken ise binary oldugu i¢in “Flag” degisken olarak belirlenmigtir. Bu

degiskenlerin Clementine programina aktarimi Sekil 13°de gosterilmistir.

Sekil 13: “Sources”dan “Excel” Dugiimu Se¢imi

€ Favorites | @ Sources | @ Record Ops | @ Field Ops | A Graphs | @ Modeling | B Output |

® O @@

[ratabase ™“ar. File Fixed File SPSS File [Dimensions 545 File Excel User lnput

“Excel” dugumu segilir. “Import File” secilerek kullanacak oldugumuz veri seti

programa yuklenir.

Sekil 14: Clementine’ de “Excel” Dugimii ile Veri Setine Saglanan Erigim

-

- Excel |
- 2] rRefresh |_ |@IE
— ColUsersitwseguhDesktiopimodeld xs

Import file: | Chlldsers\WysegulhDesktopvmodel] xls ||

[ Use Mamed Range

Wiorksheet: (2) Indesx

) Mame I ii ]
Data range: (=) First non-hlank rove Blank rnws:[StDp reading -
() Explicit range l | |

First row contains field names

Data | Filter | Types | Annotations

[ ok ]| ocancel

Apply ]| Reset

Sekil 15: Veri Kontroli i¢in “Table” Dugimi

€ Favorites | @ Sources | @ Record Ops | @ FieldOps | A Graphs | @ Modeling | B Output _
— = — Y z
Al = X B[ e @R (E (== [#

Table Matriz  Analysis Data Aodit Statistics  Means  Quality  Report Set Globals Publisher Database FlatFile SPSS Export SAS Export  Excel SPSS Poocedure

“Table” dugimu segilir.
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Sekil 16: Table” Dugiimii ile Verilerin Goriiniimii

Table (11 fields, 394 records) o | =2 ==
(ZFile 7 Edit  {)Generate \;%|.—;_3|%|ﬁ| E|®\
tnplam_putansivel_zmﬂ satis_hedefi_2016 | rakip_firma_gucL rekabet_marka| rekahet_ﬂvatlama|_
1 0.319 0.500 0.500 1.000 0.000 |«
2 0.389 0.350 1.000 1.000 0.000 |
3 0.3149 0.500 1.000 1.000 0.000 |
4 0.359 0.500 1.000 1.000 0.000 ||
5 0.319 0.400 0.000 1.000 0.000
B 0.599 0.400 1.000 1.000 0.000
7 0193 0.250 0.500 0.500 0.000
g 0.09a 0.150 0.500 0.500 0.000
g 0.319 0.500 1.000 1.000 0.000
10 0.274 0.600 0.500 1.000 0.000
11 0.3149 0.500 0.500 1.000 0.000
12 1.000 1.000 0.500 0.000 1.000
13 0118 0.200 0.500 1.000 0.000
14 0.078 0.100 0.500 1.000 0.000
15 0193 0.100 1.000 1.000 0.000
16 0193 0.200 1.000 0.500 0.000
17 0118 0.200 0.000 1.000 0.000
18 03149 0.500 0.000 1.000 0.000
18 0118 0.100 0.500 1.000 0.000
20 0118 0.200 1.000 1.000 0.000
21 0.158 0.400 0.500 1.000 0.000
22 0118 0.100 1.000 1.000 0.000
23 0118 0.150 1.000 1.000 0.000
24 0.279 0.400 1.000 1.000 0.000
25 0118 0.150 1.000 1.000 0.000
26 0.078 0.100 1.000 1.000 0.000
27 0.078 0.100 0.500 0.500 0.000
28 0.038 0.050 0.000 0.500 0.000
28 0.399 0.400 1.000 1.000 0.000 |
a0 | 0,188 0,300 : 0,500 1,000 0 n?n IL
4 it 3

Tahle Annotations

“Table” diugimi, Excel digimiine baglanip calistirilarak veri kontrolii yapilir.
Istenilen veriler goriintilenebiliyorsa, erisim saglanmis olur. Sekil 16’daki verilere

erisimin saglandig gorilmektedir.

Sekil 17: “Field Ops”dan “Type” Digimu Se¢imi
€ Favorites | @ Sources | @ Record Ops | @ Field Ops | A Graphs | @ Modeling | B Qutput !

HIH@DODEO ® ® & & @

Type Filter Drerive Filler  Reclassify Binning Partition %SetToFlag Restructure Transpose Time Intemvals  History  Field Reorder

“Type” dugumi secilerek degiskenlerin turleri belirlenir ve degerler programa

okutulur.
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Sekil 18: “Type” Dugimi ile Degiskenlerin Tirlerinin Belirlenmesi

P

~ Type e
@)
|"\v| @1‘“ P Read Ualueau Clear Walues I Clear All Walues |
Field | Type Yalues | Missing | Checlk | Direction
# toplam_pota... ¢ Range [0.0,1.0] Mone 5 In
# satis_hedefi.. & Range [0.0,1.0] Mone sy In
@ rakip_firma_... ¢ Range [0.0,1.0] Mohe 5 In
> rekabet_mar... ¢ Range [0.0,1.0] Mohe 5 In
> rekabet_fiyatl... & Range [0.0,1.0] Mone ~y In
# rekabet_kalite & Range [0.0,1.0] Mone ~y In
# rekabet_hiz.. & Range [0.0,1.0] Mone ~y In
{i}} inovatifimi om Flag 1.000.0 MHone Sy N
2 yenilikei_sinifi & Range [0.0,1.0] Mone ~y In
2 firma_kurum... & Range [0.0,1.0] Mone I
G ndeme_gucu... ¢ Range [0.0,1.0] Mone ~, In
(%) view current fields () View unused field settings
'I'_g.f_pes _ Format _ Annotations
| Crl, H Cancel | Anply || Reset

=

Sekil 19: “Modeling’den Kullanilacak Yéntemin Segimi (K-ortalamalar, Iki Asamalr)

€ Favorites | @ Sources | @ Record Ops

| @ Field Ops

& modeling

| | Output

DHDOOD® ¢ ©EODB @

Heural Met  C50  C&R Tree QUEST

CHAID Kohonen K-heans TwoStep Anomaly  Aprior

Carma Sequence

Bu uygulamada Iki

kullantlmigtir.

asamali ve K-ortalamalar kiimeleme yontemleri

Program, yontem segildikten sonra ¢alistirilarak kiime sayisi ve degiskenlerin

onem seviyesini, ortalamasini ve standart sapmasini vermektedir. Tekrar “Table”

digimiyle baglandiginda ise hangi miisterinin hangi kiimeye ait oldugu bilgisine

ulasilmaktadir.
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Model diyagrami asagidaki gibidir:

Sekil 20: SPSS Clementine 10.1° de model diyagrami gorintiisii

-@»
-H->
-A>
Tiyie TwnStep
EXCEL
modell xls
— |[EE
TwnStep Tahle
5.4. MODELLER

Yapilan c¢alismada 7 farkli model kullanilmigtir. Kullanilan modeller

asagidaki gibidir:
Model 1: Tum degiskenlerin ele alindigi modeldir. Kiimeleme musteri

ozelliklerinin timu ele alinarak yapilmistir.

Model 2: Rekabete dayali olarak belirlenen modeldir. Bu nedenle modele
sadece “rakip firma gucu, rekabet marka, rekabet fiyatlama, rekabet kalite,

rekabet hizmet” degiskenleri alinmistir.

Model 3: Firma yapisina gore belirlenen modeldir. Bu nedenle modele sadece
“inovatifmi,  yenilikci sinifi, firma kurumsallik puani, odeme gucu puani”

degiskenleri alinmigtir.

Model 4: Is potansiyeline gore belirlenen modeldir. Bu nedenle modele

sadece “toplam_potansiyel 2016, satis hedefi 2016” degiskenleri alinmistir.
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Model 5: Ikinci ve figiincii model degiskenlerinin birlestirilmesi ile

olusturulan modeldir. Kimeleme, hem rekabet hem de firma yapist géz Oniine

alinarak gerceklestirilmistir.

Model 6: lkinci ve dordiinci model degiskenlerinin birlestirilmesi ile

olusturulan modeldir.

alinarak gergeklestirilmistir.

Kimeleme, hem rekabet hem de is potansiyeli g6z 6niine

Model 7: Ugiincii ve dordiinci model degiskenlerinin birlestirilmesi ile

belirlenmistir. Kiimeleme, hem firma yapist hem de is potansiyeli géz 6ntine alinarak

gergeklestirilmigtir.

Tablo 3: Model Tablosu

DEGiSKEN Tiirii Ml | M2 | M3 | M4 | M5 | M6 | M7
toplam_potansiyel 2016 | Nimerik v v v v
satis_hedefi 2016 Numerik 4 v v v
rakip firma gucu Ordinal v v 4 v
rekabet marka Ordinal v v v v
rekabet fiyatlama Ordinal v v v v
rekabet kalite Ordinal v v v v
rekabet hizmet Ordinal v v v v
inovatifmi Nominal v v v v
yenilikci sinifi Ordinal v v v 4
firma kurumsallik puani | Nimerik v v v v
odeme gucu puani Numerik v v v v

Secilen modeller ayr ayn kullanilarak uygulamaya tabi tutulmug ve kiime

sayilart belirlenmigtir.

5.4.1.Modellerin PSO Kiimeleme Algoritmasi ile Coziimii

Ele alinan problemde Aladag vd. (2012) tarafindan onerilen, Pala ve
Aksarayl1 (2017) tarafindan da kullanilan modifiye edilmis PSO kullanilmistir. Bu
algoritma sosyal ve biligsel parametrelerin zamana bagli degisimine dayanmaktadir.

Kiimelemede her bir model i¢in PSO kiimeleme algoritmast Cura (2012)’de
oldugu gibi birbirinden bagimsiz 5’er kere calistirilmis ve maksimum iterasyon

say1st 200 olarak belirlenmistir. Parcacik sayist ise Ortak¢t ve Gologlu (2012) nun
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caligmasindaki gibi 20 olarak belirlenmis, kiime sayisi minimum 2, maksimum 10
olacak sekilde ayarlanmistir.
Amag fonksiyonu olarak Dunn Indeksi kullamilmistir. Fonksiyon asagidaki

gibidir(Omran v.d,2006: 338):

: : dist(Cy, Cix)
D = min min -
k=1,..K (kk=k+1,..k \ max diam(C,)
a=1,..k
dist(Cy, Cyr) , Cy ve Cyy kimeleri arasinda benzemezlik fonksiyonudur.

dist(Cy,Cyr) = min  d(u,w)

UECK,WECKK
d(u,w) , u ve w arasindaki Oklid uzakligim, diam(C) ise kiimelerin caplarini
vermektedir.

diam(C) = max diam(u, w)

diam(C), herhangi kiimedeki birbirine en uzak iki elemanin en biiyiik Oklid
Uzakligini verir.

Kullanilan algoritmada kiime merkezleri arasindaki uzaklik ele alinmigtir.

Model 1:

Model 1’ in PSO kumeleme algoritmast ile MATLAB programinda
¢ozdirilmesi sonucunda musteriler 3 kimeye aynlmistir. Birinci kiimeye
musterilerin %20’si (79), ikinci kiimeye %57’si (224), ig¢lnct kiimeye ise %23°0
(91) atanmistir. Birinci kimeye atanan misteriler 6deme giicii genellikle %80’ in
tizerinde olan ve toplam potansiyeli yiksek olan musterilerden olugmaktadir. Bu
nedenle bu kiimedeki musterilere yapilan satiglarda 6demenin zamaninda yapilacag
diisiincesiyle hareket edilerek, imtiyaz saglanabilir. Ikinci kimede ise kalite
acisindan rakip firmanin zayif oldugu misteriler kiimelenmigtir. Bu kiimedeki
misterilerin ise aldiklari muadil Grtinden vazgegip, firmadan alim yapabilmeleri igin
uriniin  kalitesi ile ilgili daha ¢ok bilgilendirme yapilarak, satis potansiyeli
arttinilabilir. Uglincii kiimeye atanan miisterilere baktigimizda ise miisterilerin

yenilik¢i bir yapiya sahip olduklarn gorilmektedir. Bu musteriler trtinler hakkinda
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bilgilendirilirken teknolojik gelismelerden, urinin gelistirilen o6zelliklerinden
bahsetmek miisteriyi alig davranigina itebilir.

Model 2:

Rekabet odakli olusturulan Model 2’ nin PSO kimeleme algoritmasi ile
MATLAB programinda ¢oézdirilmesi sonucunda misteriler 5 kiimeye ayrilmigtir.
Birinci kiimeye musterilerin %10’u (41), ikinci kiimeye %31°1 (121), Gglinct kiimeye
%12’si (48), dordunci kimeye %16’s1 (62), besinci kiimeye ise %31°1 (122)
atanmistir. Birinci kiimede marka ve kalite agisindan zayif, hizmet agisindan gigli
rakip firmalarin oldugu musteriler bulunmaktadir. Bu musterilere, satilan triiniin
marka ve kalite agisindan daha iyt oldugunu gostermekle kalmayip, hizmet
konusunda da rakip firmanin tzerine c¢ikmak sirketin satiglarini pozitif yonde
etkileyecektir. Ikinci kiimede hizmet agisindan rakip firmanin zayif oldugu
misteriler bulunmaktadir. Bu kiimedeki miisterilere uygulanan satis politikasinda,
satiy oncesi ve sonrast hizmetlerin optimum seviyede tutulmasi gerekmektedir.
Ugiincii kiimede marka ve kalite agisindan zayif, fiyatlama ve hizmet agisindan giiglii
bir rakip firmamin bulundugu musteriler kiimelenmistir. Bu misterilerin toplam
potansiyelleri ve dolayisiyla firmanin misterilere satis hedefleri digiktiir. Muadil
urini tercih etme sebepleri maliyetin digik olmast ve ayni zamanda hizmet
konusunda iyi olmalaridir. Dordiincii kiimede sadece fiyatlama agisindan giiglii olan
rakip firmanin bulundugu musteriler yer almaktadir. Bu misteriler diger degiskenler
dikkate alinmadan sadece fiyat odakli hareket etmektedirler. Besinci kiimede ise alim
potansiyeli, 6deme giicii ve firma kurumsallik puan1 yiksek olan, her agidan gii¢la
bir rakip firmanin bulundugu, firma i¢in 6nem arz eden musteriler kiimelenmistir. Bu
miusterilere uygulanacak satig politikasi iizerinde ayrica ¢alisiimalidir.

Model 3:

Firma yapist odakli olusturulan Model 3° iin PSO kimeleme algoritmasi ile
MATLAB programinda ¢oézdirilmesi sonucunda misteriler 3 kiimeye ayrilmusgtir.
Birinci kiimeye misterilerin %27’si (107), ikinci kimeye %65’1 (256), uglinct
kiimeye %8’1 (31) atanmistir. Birinci kiimede inovatif olmayan musteriler
kiimelenmistir.  Genellikle bu misterilerin - alim  aligkanliklann  degiskenlik
gostermemektedir ve gegmis yillara bakilarak ihtiyaglari bulunup, o yonde bir satig

politikasi diizenlenmelidir. Ikinci kiimede inovatif olup, firma kurumsallik ve
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odeme giicii puanlan yiiksek olan firmalar kiimelenmistir. Uglincii kiimede ise firma
kurumsallik ve 6deme giici puanlari genellikle 50’nin altinda olan miisteriler
kiimelenmistir. Bu da firmanin bu misterilere olan satig hedeflerinin disiik olmasinin
anlamli oldugunu gostermektedir.

Model 4:

Is potansiyeli odakli Model 4° iin PSO kiimeleme algoritmas: ile MATLAB
programinda ¢ozdirilmesi sonucunda misteriler 2 kiimeye ayrilmistir. Birinci
kiimeye musterilerin %97’s1 (383), ikinci kiimeye ise %31 (11) atanmigtir. Burada
iki kiime arasinda belirgin farkliliklar bulunmamaktadir. Modelde degisken sayisinin
2 olmast ¢ozimde optimum kiimeleme sayisinin bulunmamasina sebep olmug
olabilir.

Model 5:

Rekabet ve firma yapist odakli Model 5° in PSO kiimeleme algoritmasi ile
MATLAB programinda ¢oézdirilmesi sonucunda misteriler 2 kiimeye ayrilmigtir.
Birinci kiimeye misterilerin %351 (138), ikinci kiimeye ise %651 (256) atanmistir.
Birinci kiimedeki miisterilerin marka ve kalite agisindan “giicli”, fiyatlama ve
hizmet agisindan “orta” olan rakip firmalar tercih ettigi gorilmektedir. Fakat ayni
zamanda bu misteriler, toplam potansiyel ve satig hedeflerinin yiksek oldugu
mugterilerdir. Buradan bu misterilerin bazi Grinleri firmanin sattigt markadan,
bazilarimi ise rakip firmadan temin ettigi ¢ikarimi yapilmaktadir. Rakip firmadan
temin edilen Urinin marka ve kalite ustinligi tespit edilerek, bu konuda
iyilestirmeye gidilmelidir. Ikinci kiimedeki miisterilerin ise rakip firmay: tercih etme
sebepleri yalmzca fiyatlamadir. Uriiniin kalitesinden ve marka degerinden ziyade
fiyat konusuna odaklanmiglardir. Ancak beklentilerinin altinda bir fiyat politikast
uygulanamayacagi i¢in bu misteriler i¢in satig hedefleri de yiiksek tutulmamaktadir.

Model 6:

Rekabet ve 15 potansiyeli odaklit Model 6’nin PSO kiimeleme algoritmasi ile
MATLAB programinda ¢oézdirilmesi sonucunda misteriler 2 kiimeye ayrilmigtir.
Birinci kiimeye miisterilerin %69°u (272), ikinci kiimeye ise %31°1 (122) atanmugtir.
Birinci kiimedeki misteriler, ikinci kiimeye gore toplam potansiyeli daha yiiksek
olan misterilerdir. Bu durumda firma birinci kiimedeki musterilere 6ncelik vererek

bir satig politikast gerceklestirmelidir. Boylece alim potansiyeli yiksek musteriler
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rakip firma Grina yerine firma Grtintnd tercih etmis olur ve boylece firma, satig
hedeflerini gergeklestirmig olur.

Model 7:

Firma yapisi ve ig potansiyeli odakli Model 7°’nin PSO kiimeleme algoritmasi
ile MATLAB programinda ¢oézdiiriilmesi sonucunda musteriler 3 kiimeye ayrilmistir.
Birinci kiimeye misterilerin %31°1 (122), ikinci kiimeye %59’u (234), Uglncu
kimeye ise %10’u (38) atanmistir. Birinci kiime yenilik¢i sinifi “az” olarak
tanimlanan, ikinci kiime “inovatif” misterilerin oldugu, ti¢lincii kiime ise “inovatif
olmayan” miisterilerin bulundugu kiimedir. Bu modelde tek bir degiskenin baskin

oldugu goralmektedir. Musterilere satis politikalart  dizenlenirken yenilikei

yaklagimlar sunulup sunulmayacagina bu model sayesinde karar verilebilmektedir.

5.4.2.Modellerin K-ortalamalar Kiimeleme Yo6ntemi ile Coziimii

Burada kiime sayist olarak, PSO ile kimelenme gerceklestirildiginde
meydana gelen kiime sayilar1 kullanilmigtir.

Model 1:

Model 1°de kiime sayisi, 3 olarak 6nceden belirlenmigtir. Birinci kiimeye
misterilerin %32’st (126), ikinci kiimeye %28’1 (110), tglinctu kimeye ise %401
(158) atanmigtir. Kiime sayist ayni verilmesine ragmen kiime yogunluklart PSO
algoritmasi ile belirgin farklilik gostermektedir. Burada tim degiskenler alinmasina
ragmen kiuimeler rekabet degiskenlerine gore meydana gelmistir.

Model 2:

Model 2°de kiime sayisi, 5 olarak o6nceden belirlenmistir. Birinci kiimeye
misterilerin %32’si (128), ikinci kiimeye %20’si (77), tglinct kiimeye %14°0 (57),
dordiincti kiimeye %16’s1 (62), besinci kiimeye ise %18’1 (70) atanmistir. PSO
algoritmasi ile olugturulan kiimelerle ayn1 6zelliklere sahiptir.

Model 3:

Model 3°de kiime sayisi, 3 olarak 6nceden belirlenmistir. Birinci kiimeye
misterilerin %5371 (208), ikinci kimeye %31°1 (122), ti¢iinci kiimeye %16’°s1 (64)
atanmigtir. Birinci kiime inovatif olup, 6deme giici puanlart yilksek olan

miusterilerden, ikinci kiime inovatif olmayan musterilerden, Gi¢iincii kiime ise inovatif
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olup, 6deme gicii puant ve firma kurumsallik puani dusik olan miusterilerden
olugmaktadir. Yani PSO ile ayni1 degiskenlere bakilarak ayni sekilde kiimelenmistir,
yalnizca kiime yogunluklarinda degisiklikler bulunmaktadir.

Model 4:

Model 4’de kiime sayisi, 2 olarak 6nceden belirlenmistir. Birinci kiimeye
miusterilerin %100°e yakin (393), ikinci kiimeye ise yalnizca 1 migteri atanmigtir.
Diger iki kiimeleme yonteminde de buna yakin sonuglar ¢ikmigtir. Bu modelde
dogru sekilde bir kiimeleme yapilamamaktadir. Bunun sebebi, daha énce PSO ile
¢ozillen modelde de agiklandig gibi modele sadece iki degiskenin alinmasi olabilir.

Model 5:

Model 5°de kiime sayisi, 2 olarak ¢nceden belirlenmistir. Birinci kiimeye
miusterilerin %35°1 (139), ikinci kiimeye ise %65°1 (255) atanmistir. Bu modelde
PSO kiimeleme algoritmast ile bulunan kime elemanlarinin neredeyse tamami
aynidir.

Model 6:

Model 6’da kiime sayisi, 2 olarak 6nceden belirlenmistir. Birinci kiimeye
misterilerin %72’si (284), ikinci kiimeye ise %28°1 (110) atanmigtir. PSO kiimeleme
algoritmasi ile bulunan sonuglarla benzerlik gostermektedir.

Model 7:

Firma yapisi ve is potansiyeli odakli Model 7°de kiime sayisi, 3 olarak
onceden belirlenmigtir. Birinci kiimeye musterilerin %31°1 (122), ikinci kiimeye
%359’u (234), igunctu kumeye ise %10’u (38) atanmistir. Kiime sayisit ve kiimelere
atanan mugteri sayilart PSO kiimeleme algoritmast ile aynt bulunmugtur. Bu model

i¢in mugterilere yaklagimi belirleyecek degisken “inovatiflik” degiskenidir.

63



5.4.3.Modellerin Iki Asamal Kiimeleme Yéntemi ile Coziimii

Model 1:

e TwoStep

|ZlFile &) Generate @|

o f

28 cluster-1: 264 records
E--5E cluster-2; 130 records

Model | viewer |

| Summary | Annotations |
| OK_“ Cancel |

| Apply || Reset |

Sekil de gorildigi tzere tim degiskenlerin ele alindigit modelde kiime sayisi 2

olarak belirlenmistir. Birinci kiimeye musterilerin %67’si (264) atanirken, ikinci

kiimeye %33t ( 130) atanmustir.
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TwoStep
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%90 6nemlilik seviyesinin altindaki degiskenler 6nemsiz, %90 - %95 arasinda kalan

degiskenler marjinal, %95 uzerinde olan degiskenler ise onemli olarak kabul

edilmekte ve bu sekilde yorumlanmaktadir.

Degiskenlerin tizerine tikladigimizda her bir kiime i¢in 6nem seviyeleri, ortalamalari

ve standart sapmalar1 gorilmektedir. Cikt1 goriintiisi agagidaki gibidir:

Two Step
taplam_potansivel 2016
100 o
custer-1 clu ster-2
M
duster-1 cluster-2
- = &
nipatance 0.0 1.00
Ivk an oo nng
Standarel Desiation ooz iz

Her iki kiime igerisindeki degiskenlerin tanimlayici istatistikleri asagidaki gibi elde

edilmistir.
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Tablo 4: Model 1 i¢in Segilen Degiskenlerin Onem Seviyeleri, Ortalamalar ve

Standart Sapmalart Tablosu

DEGISKENLER KUME 1 KUME 2

0SS Ort SS 0SS Ort SS
toplam_potansiyel 2016 0.00 0.01 0.02 1.00 0.08 0.13
satis_hedefi_2016 0.00 0.01 0.02 1.00 0.10 0.17
rakip firma gucu 0.39 0.60 0.38 0.65 0.62 0.38
rekabet_marka 0.00 0.14 0.23 1.00 0.86 0.23
rekabet fiyatlama 1.00 0.41 0.49 0.00 0.01 0.09
rekabet_kalite 0.00 0.03 0.11 1.00 0.96 0.16
rekabet_hizmet 0.00 0.34 0.47 1.00 0.60 0.23
inovatifmi 0.63 - - 0.80 - -
yenilikei_sinifi 0.88 0.54 0.41 0.05 0.45 0.42
firma_kurumsallik_puani 0.07 0.71 0.21 0.99 0.77 0.17
odeme gucu_puani 0.10 0.66 0.27 0.97 0.72 0.26

Elde edilen sonuglara gore Kiime 1 igerisindeki degiskenlerin ortalamalari,
merkezleri gostermekte olup, standart sapmalari ise yayilimi belirtmektedir. En fazla
yayilima sahip olan degiskenin énem seviyesi oldukga yiiksektir. Bu degisken, firma
tarafindan satig politikasinda dikkate alinmasi gereken bir faktordir. Kime 1
icerisinde yer alan miusteriler, rakip firmay: fiyat politikasi nedeniyle tercih
etmektedir. Bu durumda firma bundan sonraki fiyat politikalarinda iyilestirmeye
gitmelidir. Fakat Kime 2 de ise yenilik¢i sinifi, inovatiflik, rekabet fiyatlama, rakip
firma gict disindaki tim degiskenler yitksek oneme sahiptir. Kiime 2 firmanin
kurumsalligi, o6deme aligkanliklari, alim potansiyeli gibi degiskenlere gore
kiimelenmistir ve bu kiimeye ait misteriler ise rakip firmayi kalite ve hizmet
degiskenlerini dikkate alarak tercih etmektedir. Bu misterilere uygulanacak satig
politikasinda uriiniin kalitesini ispatlamaya odakli olunmasi, satis dncesi ve sonrast

hizmetlerin eksiksiz sunulmast gerekmektedir.

67




Model 2:

- Two-Step | 53_!

E? cluster-1: 124 recaords
cluster-2: 87 recards
cluster-3: 121 records
cluster-4: 62 recards

Model | Viewer | Summary | Annotations |

[ (024 ” Cancel l [ Apply || Reset l

Sekil de gorildugh uzere rekabete dayali modelde kime sayist 4 olarak
belirlenmistir. Birinci kiimeye miusterilerin %31°1 (124), ikinci kiimeye %22’si (87),
tcunci kimeye %31°1 (121), dordunct kiimeye ise %16°st (62) atanmistir. Her bir
kiime igerisindeki degiskenlerin tanimlayici istatistikleri asagidaki gibi elde

edilmistir.

Tw o Stepa
Tw o Shepa

cluster-1 cluster-3 A sher-2 cluster-<4 Importance

nimp ortant
raldp_fnna_guca
0G5

kmp ortant
rekabet fywmtdama

-

n

o

==0 805
==0 a0
=0.90
by o i

knip ortant
rekabet_hianet
100

s
|
i
I

nportant

reba bet_kal e
1 00

nportant

- b

re leab et arkea

-— -
,

68



Tablo 5: Model 2 i¢in Segilen Degiskenlerin Onem Seviyeleri, Ortalamalar ve
Standart Sapmalart Tablosu

DEGISKENLER KUME 1 KUME 2

0.5 Ort SS 0.5 Ort SS
rakip firma gucu 0.78 0.64 0.38 0.33 0.59 0.39
rekabet_marka 1.00 | 0.88 0.21 0.00 0.01 0.11
rekabet fiyatlama 1.00 0.00 0.00 1.00 0.55 0.50
rekabet_Kkalite 1.00 | 0.99 0.06 1.00 0.00 0.00
rekabet_hizmet 1.00 | 0.61 0.21 1.00 1.00 0.00
DEGISKENLER KUME 3 KUME 4

0.5 Ort SS 0.S Ort SS
rakip_firma gucu 0.13 0.57 0.38 0.87 0.66 0.36
rekabet_marka 0.00 | 0.32 0.24 1.00 0.00 0.00
rekabet_fiyatlama 1.00 0.00 0.00 1.00 1.00 0.00
rekabet_Kkalite 0.00 | 0.07 0.18 1.00 0.00 0.00
rekabet hizmet 0.00 | 0.03 0.12 1.00 0.00 0.00

Diger iki yontemde 5 olarak bulunan kiime sayisi, bu yontemde 4 olarak
bulunmustur. Yukaridaki sonuglara bakildiginda bu modelde, PSO’ da iki ayr kiime
olan birinci ve Ug¢iincii kiime, tek bir kime olarak(ikinci kiime) ele alinmistir. PSO’
da birinci kiimede yer almayip uglinci kiimeyle birlestirilince dikkate alinan

degisken fiyatlama degiskeni olarak goriilmektedir.
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Model 3:

o
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Sekil de gortuldugu tizere firma yapisina dayali modelde kiime sayist 2 olarak
belirlenmistir. Birinci kiimeye misterilerin %67°si (264) misteri atanirken, ikinci
kiimeye %330 (130) musteri atanmigtir. Tim degiskenlerin ele alindigi birinci

modelle ayni sayida atama yapilmistir. Ancak hiicrelerin atandigi kiimelerde farklilik
bulunmaktadir.
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Tablo 6: Model 3 igin Secilen Degiskenlerin Onem Seviyeleri, Ortalamalan ve Standart

Sapmalar1 Tablosu

DEGISKENLER KUME 1 KUME 2

0SS Ort SS 0SS Ort SS
inovatifmi 1.00 - - 1.00 - -
yenilikci_sinifi 1.00 0.59 0.36 0.00 0.35 0.46
firma_kurumsallik_puani 1.00 0.76 0.16 0.00 0.67 0.25
odeme_gucu_puani 0.99 0.71 0.23 0.01 0.61 0.32

Kime 1 igin tiim degiskenler, Kiime 2 i¢in ise yalnizca inovatiflik degiskeni

onem arz etmektedir. PSO’ da 3 olarak belirlenen kiime sayisinin burada 2 olmasinin

sebebi firma kurumsallik puani degiskeni de eklenerek PSO’ daki birinci ve Ggiinci

kiimelerin birlestirilerek bir kimeye indirgenmesidir.
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Sekil de gorulduglu tzere is potansiyeline dayali modelde kiime sayist 2 olarak

belirlenmistir. Birinci kiimeye miigterilerin

kiimeye %92’si (363) atanmugtir.

%8 1 (31) misteri atanirken, ikinci
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Tablo 7: Model 4 i¢in Segilen Degiskenlerin Onem Seviyeleri, Ortalamalar ve

Standart Sapmalart Tablosu

DEGISKENLER KUME 1 KUME 2

0.8 Ort SS 0.8 Ort SS
toplam_potansiyel 2016 0.00 0.01 0.02 1.00 0.08 0.13
satis_hedefi 2016 0.00 | 0.01 0.02 1.00 | 0.10 0.17

Yalnizca bu iki degiskenin alindigi modelde kiimeleme islemi uygun sonug

vermemektedir. Kiime 1 de degiskenlerin her ikisi de énemsiz, Kiime 2 de ise 6nemli

olarak goriilmektedir. Bu durum optimum kiimeleme islemini gergeklestirmemize

engel teskil etmektedir. Farkli degiskenler eklenerek yeni bir model kurulmalidir.

Aksi taktirde bu model firma i¢in yararli olmayacaktir.
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Model 5:

~  TwoStep
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Sekil de goruldigi tizere rekabet ve firma yapisina dayali modelde kiime sayisi 3

olarak belirlenmistir. Birinci kiimeye musterilerin %23°t (91), ikinci kiimeye %32’si

(124), igunct kimeye ise %45’1 (179) atanmugtir.
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Tablo 8: Model 5 i¢in Segilen Degiskenlerin Onem Seviyeleri, Ortalamalar: ve

Standart Sapmalart Tablosu

DEGISKENLER KUME 1 KUME 2 KUME 3

OS| Ot | SS |OS|Ort]| SS|OS| Ort SS
rakip_firma_gucu 0.60 | 0.62 | 0.38 | 0.71 | 0.63 | 0.38 | 0.26 | 0.59 | 0.38
rekabet_marka 0.00 { 0.15 | 0.23 | 1.00 | 0.88 | 0.21 | 0.00 | 0.14 | 0.23
rekabet_fiyatlama 1.00 | 0.46 | 0.50 | 1.00 | 0.00 | 0.00 | 1.00 | 0.38 | 0.49
rekabet_kalite 0.00 | 0.05 | 0.15 | 1.00 | 0.99 | 0.06 | 0.00 | 0.03 | 0.11
rekabet_hizmet 0.00 | 0.30 | 0.45 | 1.00 | 0.61 | 0.21 | 0.03 | 036 | 0.47
inovatifmi 1.00 - - 0.52 - - 1.00 - -
yenilikci_sinifi 0.00 | 0.38 | 0.46 | 0.09 | 0.46 | 0.41 | 1.00 | 0.61 | 0.35
firma_kurumsallik puani | 0.00 | 0.62 | 0.27 | 1.00 | 0.77 | 0.17 | 1.00 | 0.76 | 0.14
odeme_gucu_puani 0.00 | 0.56 | 032 | 095 | 0.72 | 0.27 | 098 | 0.71 | 0.22

Burada kiime sayist PSO’ da bulunan kiime sayisina gore artmigtir. PSO’ da bulunan
ikinci kiime, 1ki Asamali Algoritma yontemi ile iki kiimeye ayrilmistir. Yenilikgi
sinifi, firma kurumsallik puani, 6deme giicii puant gibi degiskenler ayrica dikkate
alinarak degerlendirilecek, boylece miisterilere olan yaklagim optimum hale

gelecektir.
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Sekil de goruldigi tizere rekabet ve i potansiyeline dayali modelde kiime sayist 2
olarak belirlenmistir. Birinci kiimeye miisterilerin %68’1 (267), ikinci kiimeye ise

%32’s1 (127) atanmugtir.

Tw o Step
Tw o Step

cluster-1 cluster-2

=
I
|
]

Importance

& =005
==080
<080
Unknown

Ui porta it

042

rakip_fimna _gucu

bnportant
rekabet_dyatlama
100

b portant
reka bet_hizimet
100

b partant
re kah et_kalite
100

b parta it
rekalbet_marka
100

b portant
satis_hedei_20106
100

bnpartant
to plam _potansiye 2016
1oo

76



Tablo 9: Model 6 icin Segilen Degiskenlerin Onem Seviyeleri, Ortalamalari ve Standart

Sapmalar1 Tablosu

DEGISKENLER KUME 1 KUME 2

0SS Ort SS 0SS Ort SS
toplam_potansiyel 2016 0.00 0.01 0.02 1.00 0.09 0.14
satis_hedefi_2016 0.00 0.01 0.02 1.00 0.10 0.17
rakip_firma_gucu 0.38 0.60 0.38 0.68 0.63 0.38
rekabet_marka 0.00 0.14 0.23 1.00 0.87 0.23
rekabet fiyatlama 1.00 0.41 0.49 0.00 0.01 0.09
rekabet_Kkalite 0.00 0.03 0.12 1.00 0.97 0.15
rekabet_hizmet 0.00 0.34 0.47 1.00 0.60 0.23

Kime 1 i¢in fiyatlama degiskeni, Kiime 2 i¢in ise fiyatlama ve rakip firma gucu

disindaki degiskenler olduk¢a onemlidir. Burada sonuglar Model 1 ile neredeyse

aynidir. Model 1’in fark: firma yapisi degiskenlerinin de eklenmis olmasidir. Ancak

bu degiskenler ¢ikartildiginda buytk farkliliklar goriilmedigi i¢in musterileri rekabet

odakli kiimelemenin daha iyi sonuglar verecegi gozlemlenmektedir. PSO ile

karsilagtirildiginda da neredeyse ayni sonuglar ¢ikmaktadir.

Model 7:
TwoStep
[SlFile £ Generate | IE[
[ [ ]| & conapsean || o Expandan
=-2E cluster-1: 117 records
-2 cluster-2: 267 records
F--2E cluster-3: 20 records
_r-.ﬂcuz_ﬂe_l ‘_‘Jigwe_r :_Summaw [ ﬂ-_mnu:utati-:urjs -
| (W] J| Zancel Apply || Reset

77




Sekil de goruldugu uzere firma yapist ve is potansiyeline dayali modelde

kiime sayist 3 olarak belirlenmistir. Birinci kiimeye miisterilerin %30’u (117), ikinci

kiimeye %65°1 (257), tigiinct kiimeye ise %5°1 (20) atanmugtir.
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Tablo 10: Model 7 icin Secilen Degiskenlerin Onem Seviyeleri, Ortalamalari ve Standart

Sapmalari Tablosu

DEGISKENLER KUME 1 KUME 2 KUME 3

OS| Ot | SS |OS|Ort| SS|OS]| Ort | SS
toplam_potansiyel 2016 0.00 { 0.02 | 0.04 | 0.00 | 0.02 | 0.03 | 1.00 | 0.33 | 0.19
satis_hedefi_2016 0.00 | 0.02 | 0.04 | 0.00 | 0.02 | 0.04 | 1.00 | 0.44 | 0.17
inovatifmi 1.00 - - 1.00 - - 0.44 - -
yenilikci_sinifi 0.00 | 0.34 | 045 | 1.00 | 0.59 | 0.36 | 0.75 | 0.58 | 0.41
firma_kurumsallik_puani | 0.06 | 0.70 | 0.23 | 0.80 | 0.74 | 0.19 | 0.99 | 0.80 | 0.11
odeme gucu_puani 0.03 |1 0.63 | 029 |0.71 | 0.69 | 0.25 | 1.00 | 0.87 | 0.21
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Kiume 1 i¢in inovatiflik degiskeni, Kiime 2 i¢in hem inovatiflik hem de hangi

sinifa girdigiyle alakali yenilik¢i sinifi degiskeni énemlidir. Kiime 3 igin ise bu iki

degisken disindakiler onem arz etmektedir. PSO c¢ozimuyle neredeyse ayni

coziimleri vermektedir. Satig politikasi yenilik tabanli olugturulmalidir.

Asagidaki tabloda 3 yonteme gore elde edilen 21 adet analiz sonucunda

ortaya ¢ikan kiime sayilart ve kiimelere atanan musteri sayilari yer almaktadir.

Tablo 11: Modellere Iliskin Analiz Sonuglart

PSO k-ortalamalar Iki Asamal
Model 1 Kiime Sayist 3 3 2
Miisteri Sayilar 79-224-91 126-110-158 264-130
Model 2 Kume Sayisi 5 5 4
Misteri Sayilann | 41-121-48-62-122 | 128-77-57-62-70 | 124-87-121-62
Model 3 Kume Sayisi 3 3 2
Miisteri Sayilarn 107-256-31 208-12-64 264-130
Model 4 Kume Sayisi 2 2 2
Miisteri Sayilan 383-11 393-1 31-363
Model 5 Kiime Sayist 2 2 3
Miisteri Sayilan 138-256 139-255 91-124-179
Model 6 Kume Sayisi 2 2 2
Miisteri Sayilan 272-122 284-110 267-127
Model 7 Kume Sayisi 3 3 3
Miisteri Sayilan 122-234-38 122-234-38 117-257-20
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SONUC

Yapilan caligmada, pargacik siirii optimizasyonu ile kiimeleme algoritmasi,
veri madenciligi yontemlerinden k-ortalamalar ve iki agamali kiimeleme yontemleri
kullanilarak bir firmanin en uygun kiime sayisin1 belirlemek ve belirlenen kiimeler
dogrultusunda anlamli sonuglar ¢ikarmak amaglanmistir. Firmada kurumsalligin
saglanmasi i¢in optimum satig politikalari olusturmak amaciyla bu kiimeleme
sonuglarindan yararlanilabildigi goralmustiir.

Firma ile ¢alisan miisteriler hakkinda 11 degisken belirlenmisg, bu degiskenler
394 musteri i¢in firmanin satig mithendisi tarafindan olusturulmustur. Elde edilen
veriler Excel programinda Min-Maks normalizasyonu yontemi ile normalize edilerek
kullanilabilir hale getirilmis, daha sonra SPSS Clementine 10. 1 ve MATLAB 2016a
programlarinda 7 farkli model i¢in ¢alistirilmig ve kiime sayilari, kiimelere ayrilan
musteri sayilart ve hangi miisterinin hangi kiimeye ait oldugu gibi bilgiler elde
edilmistir. Boylece elde ettigi bilgiler dogrultusunda firma, hangi miisteri kiimesine
nasil bir yaklagim uygulayacagina kolayca karar verebilmektedir

Ayn1 zamanda kimelemede kullanilan yontemlerin hangi agidan daha iyi
sonu¢ verdigi bilgisine de ulasilabilmektedir. PSO kiimeleme algoritmasi, genel
olarak diger iki yonteme gore kiimeleri daha dogru ayirmaktadir. Baz1 modellerde Iki
Asamali Kimeleme Yontemi, PSO’da bulunan ayr1 6zelliklere sahip iki kiimeyi
birlegtirerek, bir kiime olusturmaktadir. Bu durum misteri 6zelliklerini tam olarak
ayristiramamast nedeniyle daha iyi sonug¢ ¢itkmasim engellemektedir. Tki asamali ve
k-ortalamalar algoritmalarinin avantaji ise her degiskenin Onem seviyesini
vermesidir. Ciktilari yorumlamak daha az zaman aldigt i¢in daha kolay hale
gelmektedir.

Yapilan analizlere genel olarak bakildiginda firmalart rekabet odakli
kiimelemek, rekabetin hangi degiskenden kaynaklandiginin bilinmesi ve satig
politikalarinin buna gore dizenlenmesi durumunda miisteri memnuniyetinin ve
satiglarin artacagt sonucu ¢ikmaktadir. Kimeleme islemi firma satig mithendisi
tarafindan oldukga yararli bulunmus ve hayata gecirme karar alinmigtir.

Bu konuda farkli degiskenler segilerek, farkli modeller gelistirilebilir.

Kiumeleme sonucunda ¢ikan degerlendirmelere uyularak uygulanan satig politikalar
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sonrasinda kiimelemenin firma ag¢isindan faydali olup olmadigin1 gosteren,

kargilagtirmanin yapildigi yeni bir ¢aligma ortaya atilabilir.
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