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OZET

Tarih boyunca farkli zamanlarda, gesitli sebeplerle salgin hastaliklar meydana
gelmistir. Salgin hastaliklar can kaybi, sosyal ve ekonomik yapi bozulmasi gibi tiirli
sonuglar dogurabilmektedirler. Bu nedenle, iilkeler salginin etkisini azaltmak ig¢in bir
takim Onlemler alirlar. Salginla miicadelede alinan 6nlemlerin, potansiyel maliyetlerini ve
faydalarmi o6lgmek i¢in salgin modelleme yoOntemleri ve optimizasyon algoritmalari
kullanilmaktadir. Bu tez calismasinda da giiniimiizde diinyay: etkisi altina almig olan
COVID-19 salgmimin modellenmesi ve parametrelerinin tahmin edilmesine yonelik
caligsmalar yapildi. Calismalarda Misir ve Giiney Kore’deki COVID-19 salginina ait veriler
kullanildi. Deneysel uygulamalarda, ilk 6nce salgin modelleme yontemi olarak yaygin bir
kullanima sahip olan SEIR modeli iizerinden, L-BFGS-B, Powell, CG, COBYLA ve
SLSQP yontemleri ile optimizasyonlar gerceklestirildi. Ardindan, hesaplanan RO degeri,
O0lim orani ve salgin parametreleri arasindaki gecis oranlart gibi degerler kullanilarak
tahminler yapildi. Ayni veri setleri kullanilarak makine 6grenmesi yontemlerinden LSTM
ve DVM yontemleriyle de tahminler yapildi. SEIR, LSTM ve DVM yontemlerinden elde
edilen sonuclarin hem MAPE metrigi kullanilarak tahmin basarilar1 karsilastirildi hem de
grafiklerle desteklenerek sonuglar1 degerlendirildi. Yapilan 24 farkli tahmin
sonucunun %79’unun MAPE degeri 10’nun altinda ¢ikmustir.

Anahtar Kelimeler: COVID-19, makine 6grenmesi, SEIR, LSTM, DVM

VI



ABSTRACT
Prediction of epidemic parameters using machine learning methods

Epidemics have occurred at different times throughout history for various reasons.
Epidemics can cause various consequences such as loss of life, deterioration of the social
and economic structure. Therefore, countries take some measures to reduce the impact of
the epidemic. Epidemic modelling methods and optimization algorithms are used to
evaluate the potential costs and benefits of the measures taken in the fight against the
epidemic. In this thesis, studies were carried out to model the COVID-19 epidemic, which
has affected the world today, and to predict its parameters. Data from the COVID-19
outbreak in Egypt and South Korea were used in the experiments. First, optimizations
were carried out using the L-BFGS-B, Powell, CG, COBYLA, and SLSQP methods on the
SEIR model, which is widely used as an epidemic modelling method. Then, predictions
were made using calculated values such as the RO value, mortality rate, and transition rates
between epidemic parameters. Using the same datasets, predictions were also made using
the machine learning methods LSTM and DVM. The prediction successes of the results
obtained from SEIR, LSTM, and DVM methods were compared using the MAPE metric,
and the results were evaluated with graphics. The MAPE value of 79% of the 24 different
prediction results was below 10.

Keywords: COVID-19, machine learning, SEIR, LSTM, SVM



1. GIRIS

Saglik, insan yasaminin siirdiiriilmesinde, yasam kalitesinin yiikseltilmesinde ve
korunmasinda 6zel bir Oneme sahiptir. Sagligin korunmasi ve gelistirilmesi kisinin
oncelikle kendi sagligin1 korumasi ve saglik bilincini gelistirmesi ile miimkiindiir. Ancak
bazi durumlarda, salgin hastaliklar da sagligimizi tehdit edebilmektedir. Madhav ve ark.
(2017) salgin hastaliklar1 “Salginlar, genis bir cografi alanda hastalik ve 6liim oranini
bliylik oranda arttiran, 6nemli ekonomik, sosyal ve politik aksamalara neden olan biiyiik
Olcekli bulasici hastaliklardir” seklinde tanimlamaktadirlar.

Aslan (2020) salgin hastaliklar {izerine yaptigi calismada salgini, kisa bir siire
icinde belirli bir popiilasyondaki ¢ok sayida insana hizla yayilmasi olarak tanimlamis ve
salgin hastaliklar1 yayilma tiirlerine gore su sekilde isimlendirmistir. ilk olarak, ortaya
ciktig1 popiilasyonda normalden fazla gozlemlenmesi halinde epidemi olarak tanimlanir.
Eger salgin genis bir cografi bolgeye yayilmigsa endemik olarak tanimlanir. Son olarak,
hastalik genis cografyalara hatta tiim diinyaya yayilan, insanlar veya hayvanlarda hastalik
ve Oliimlere yol agtyorsa pandemi olarak tanimlanmaktadir.

1984 yilinda Birlesmis Milletlere bagl olarak kurulmus, Cenevre merkezli Diinya
Saglik Orgiitii (DSO), toplum saghigiyla ilgili uluslararasi ¢alismalar yapmaktadir. DSO
salgin hastaliklari, yeni bir hastalifin diinya ¢apinda yayilmasi olarak tanimlamaktadir.
Aym zamanda DSO kaynaklari yaklagitk 20 cesit pandemik ve epidemik hastalik
tanimlamistir. Bunlardan bazilar1 gegmisten gilinlimiize Diinya’y etkisi altina alan HINI,
SARS ve COVID gibi gribal salginlaridir (URL-1, 2020).

En yaygin salgin hastalik tiplerinden biri olan grip, insanlik tarihi boyunca birgok
salginin temelinde yatan bulasici ve akut solunum yolu hastaliklarina neden olan viral
enfeksiyonlardir. Grip viriislerinin, hem tekrarlayan hem de hizla yayilan ¢ogu yas
grubunu etkileyebilen daha ciddi pandemilere neden olma yetenekleri de bulunmaktadir.
Salginlarin ve pandemilerin boyutu ve bunlarin goreceli etkileri, viriisiin antijenik
(hastalikli hiicre) varyasyonunun kapsami arasindaki etkilesimi yansitir. Grip viriisleri,
genellikle yasli ve akciger hastaligi olanlarda 6liime neden olabilmektedir (Cox ve
Subbarao, 1999).

Grip viriisleri arasinda salgin nedeniyle yasanan 6liim orani en yiiksek olanlardan
biriside koronaviriisleridir. Koronaviriisleri, biyolojik agidan farkli birgok hayvan sinifina

etki edebilecek derecede cesitlilige sahiptir. Bu derece etkili olan korona tipi viriislerinin



insanlara etki etmesi sonucunda, enfekte olan insanlarda hafif ya da siddetli solunum yolu
enfeksiyon belirtileri gézlemlenebilmektedir. Yakin tarihte 6rnek olarak 2002 ve 2012
yillarinda insanlarda siddetli akut solunum sendromu koronaviriisii (SARS-CoV) ve Orta
Dogu solunum sendromu koronaviriisii (MERS-CoV) ortaya ¢ikarak oliimciil solunum
yolu hastaliklarina neden olmustur (Hu, 2020). Aralik 2019'da, Cin’in Hubei eyaletinin
bagkenti Wuhan'da zoonotik kokenli yeni bir koronaviriisii (SARS-CoV-2), atipik bir
pndmoni salgini meydana gelmistir (Q. Li ve ark., 2020). 30 Ocak 2020'de DSO
“Uluslararas1 Oneme Sahip Halk Saghgi Acil Durumu” ilan etmistir (URL-2, 2020). 12
Subat 2020'de ise yeni koronaviriisiiniin neden oldugu hastaliga "Koronaviriis Hastaligi
2019" (COVID-19) adin1 vermistir (URL-3, 2020). Diinyada hizla yayilmaya baslayan bu
salgin hastalik Tirkiye’de ilk kez 10 Mart 2020 tarihinde tespit edildigi duyurulmustur. 11
Mart 2020 tarihinde ise salgin DSO tarafindan pandemi olarak ilan edilmistir (URL-4,
2020).

Yeni bir grip pandemisinin olumsuz etkilerini hafifletmek igin stratejilerin
gelistirilmesi artik kiiresel bir halk sagligi onceligidir. Influenza 6nleme ve smirlama
stratejileri; antiviral, as1 ve farmasétik olmayan (vaka izolasyonu, ev karantina, okul veya
isyeri  kapatma, seyahat kisitlamalar1) tedbirlerin genis kategorileri altinda
degerlendirilebilir (Ferguson ve ark., 2006).

Salginlarin miidahale stratejilerini, alinan tedbirleri, potansiyel maliyetlerini ve
faydalarin1 6lgmek icin bazi matematiksel modeller ve optimizasyon algoritmalar
kullanilmaktadir. Salgin hastaliklarda modelleme yapilirken birkag faktor tizerinde durulur.
Bu faktorlerden bir tanesi “egriyi tahmin etme” durumu yani salginda o6len ya da
hastalanan kisilere ait sayisal veriler kullanilarak ileriye yonelik tahminlerin yapilmasidir.
Bir bagka faktor de karantina, kisitlama gibi salginin yayilmasini 6nleme ve kontrol altina
alma amagli 6nlemlerdir. Bu da enfekte olan hastalara ait egrileri istenilen seviyede
tutmaya yoneliktir. Yani "egriyi diizlestirme” durumu vardir. Bununla birlikte, ¢cok az
model anahtar soruyu yanitlamaya calisir. Kontrol onlemleri nasil optimal bir sekilde
uygulanir ve gevsetilir? Burada "egriyi optimize etme” durumundan bahsedilir. Cilinkii
gercekten de karantina gibi giiclii kontrol 6nlemlerinin ¢ok biiylik olumsuz toplumsal ve
ekonomik etkileri olabilmektedir.

Salgin hastaliklar1 tahmin etmek i¢in kullanilan matematiksel modellerden bazilar
bolmeli modellerdir. B6lmeli modellerin basinda, temel parametreler dedigimiz “saglikli”,

“hasta”, “iyilesmis/0lmiis” kisilerin hesaplamasini yapan SIR modeli gelmektedir. SIR



modeline ek olarak salgina yonelik farkli tahmin ve hesaplamalar i¢in model
gelistirilebilmektedir. Gelistirilen modellerden biri de SEIR modelidir. SEIR modeli
salginin yayilmasina iligkin bilgileri tanimlamak i¢in daha uygun ve kapsamlidir (Zhao ve
ark., 2018).

SEIR modeli, SIR modeline ek olarak hastaliga maruz kalan bireyleri modele dahil
etmektedir. Hastaliga maruz kalan bireylerin olusturdugu sinif, hastaligin gizli oldugunun
bilindigi ancak yayilip yayilmadiginin tam olarak bilinmedigi durumlardaki kisilerde
olusan bir sinifi tamimlar. Bu nedenle, COVID-19 gibi kulugka siiresi olan salginlarin
modellemesinde SEIR modelinin kullanilmast durumunda daha kapsamli sonuglar elde
edilebilecektir.

Bu ¢aligmada, Giiney Kore ve Misir’daki COVID-19 salgiminin dogrulanmis vaka
verileri kullanildi. Bu veriler hem diizenli hem de erisimi kolay olmasindan dolayi tercih
edildi. Elde edilen salgin verileri kullanilarak SEIR modeli olusturuldu ve optimizasyon
yontemleri ile modele ait parametreler hesaplandi. Bununla beraber, literatiirde siklikla
bahsedilen makine 6grenmesi yontemlerinden Uzun Kisa Siireli Bellek (LSTM) ve Destek
Vektor Makinesi (DVM) ile veriler {izerinden tahminler gerceklestirildi. Son olarak
optimizasyon yontemlerinin ve makine Ogrenmesi tahmin yoOntemlerinin sonuglar

kiyaslanarak degerlendirildi ve 6nerilerde bulunuldu.

1.1. Literatiir Taramasi

Roques ve ark., (2020) tarafindan yapilan ¢alismada, gozlemlenemeyen vakalari
tanimlayan SIR modeli, veri toplama siirecini tanimlayan olasiliksal model ve istatistiksel
cikarimla birlestirilerek Fransa’daki COVID-19 salgininda 6len ve hastaliga yakalanmis
gercek insan sayisini tahmin etmeye calisilmistir. Calismalarinda tahmin edilen vaka
sayisinin, gézlemlenen vaka sayisindan daha fazla oldugunu raporlanmistir.

Li ve ark., (2014) SIRS modelini kullanarak yapmis olduklari ¢aligmada toplumda
hastaliga yakalanmayan kesimin durumunu koruyabilmesinin, niifus icerisindeki vaka
artisinin dengeye yaklasmasina bagli oldugunu belirtmislerdir.

Jansen ve Twizell (2002) yapmis olduklar1 ¢aligmada, enfeksiyon oraninin sabit
tutuldugu SEIR modelini, tek noktali yineleme fonksiyonlarinin bir sistemi seklinde,

birinci dereceden sonlu farklar yontemi kullanarak ¢6ziildiigiinii ve denklemlerinin kritik



noktalartyla 6zdes olan iki sabit nokta ile ayni kararlilik 6zelliklerine sahip olduklarim
gostermislerdir.

Peng ve ark., (2020) yapmis olduklari ¢alismada SEIR modelinin hem Cin'de hem
de diger iilkelerde COVID-19 salgmimi karakterize etmek ve salgin siireclerini simiile
etmek i¢in gelistirilen yaygin bir model oldugunu ifade etmistir.

Teles, SEIR modelini SARS-COV-2 pandemisinin Portekiz'deki aktif ve hastanede
yatan vakalarin zaman yoriingelerini analiz etmek i¢in kullandi. Ulkeye yayilan viriisiin
zaman evriminin yeterince modellendigini ve modelin degistirilebilir parametrelere sahip
oldugunu belirtmistir. Uygulanan yontem ile aktif vakalarin ne kadarinin kontrol altina
alindigini, hastaneye yatirilan hasta sayisini, yogun bakima alinan hasta sayisini ve ihtiyag
duyulan vantilator sayisini analiz edilmistir (Teles, 2020).

Godio ve ark., (2020) Particle Swarm Optimization (PSO) ydntemiyle Italya’nin
salgindan en ¢ok etkilenen bolgelerinden (Lombardia, Veneto ve Piemonte) elde edilen
verilere SEIR modelinde girdi olarak kullanmislardir. Modele ait tahmin giivenilirligini
artirmak i¢in stokastik bir yaklagimla ¢ok sayida parametre uyarlanmasini 6nermislerdir.

Schneckenreither ve ark., (2008) SIR modeli ile analizi yapilabilen salginlarin;
Lattice Gas Cellular Automata (LGCA), Stochastic Cellular Automata (SCA) ve Partial
Differential Equations (PDE) gibi  farkli  yontemlerle hibrit modellerinin
olusturulabilecegini ortaya koymuslardir.

O’Regan ve ark., (2010) ¢esitli SIR ve SIRS modellerini kullanarak salgin
hastaliklar biliminde kullanilacak yeni bir Lyapunov fonksiyonu olusturmuslardir. Bu
fonksiyonlar ile kullanilacak sistemlerin yerel bazdaki denge durumunun kiiresel bazdaki
istikrar1 destekleyecegini belirtmiglerdir.

Vargas-De-Leon yapmis oldugu calismada kalic1 bagisiklik ve gecici bagisiklik
saglayan hastaliklarin SIR ve SIRS gibi epidemiyolojik sistemler ile modellenebilecegini
ifade etmigstir (Vargas-De-Leon, 2011).

Attaluri ve ark., (2009) HIN1 virlisiinii karakterize etmek ve evrimsel kokenlerini
tanimlamak icin biyoinformatik analiz yapmiglardir. Filogenetik analiz, karar agaci analizi
ve destek vektér makinesi (DVM) analizi i¢in ii¢ sekans grubu (insan, domuz ve insan /
domuz) kullanilarak pandemik viral yiikiin domuz kaynakli oldugu bulgusunun giiclii bir
sekilde destekledigini bulmuslardir.

N Roy ve ark., (2020) Katki modelini (Additive Regression Model) kullanarak bazi

iilkelerin onaylanmig vaka sayilariyla birlikte iyilesen ve 0len hastalarin karsilagtirilmasini



yapmiglardir. Karsilagtirma sonucunda tahminlerde bulunarak tiim diinyadaki SARS-
COVID-19 salgiminin ekonomik degerlendirmesini agiklamislardir.

Vaishya ve ark., (2020) yapmis olduklar1 ¢alismada yapay zekd uygulamalarinin
doktorlara COVID-19 semptomlarini tanimlamalar1 i¢in yardimci oldugunu, hastalarin
onceki verilerini analiz ederek 6liim riskini azaltabilecegini ve hastalik kontroliiniin yiiksek
dogrulukla tahmin edilebilecegini ifade etmislerdir.

COVID-19 pandemisinin hastalarda goriilen 6liim riski, kritik hastaliga gegcmeden
once potansiyel olarak tahmin edilebilmektedir. Yuan ve ark., (2020) XGBoost makine
O0grenme algoritmasina dayali bir tahmin modeli olusturarak hem O6liim riskinin tahmin
edebilmesine hem de kritik vakalarin taninmasina klinik bir yol sunabilecegini ifade
etmislerdir. Erken teshis ve miidahale ile doktorlara yardimci olunabilecegini, bdylece
6liim oraninin potansiyel olarak azaltilabilecegini belirtmislerdir.

Ardabili ve ark., (2020) yapmis olduklari ¢alismada COVID-19 salgin1 tahmin
etmek i¢cin makine 6grenmesi ve yumusak hesaplama modellerinin karsilastirmali bir
analizini yapmuslardir. Makine 6grenmesi modellerinden MLP ve ANFIS ydntemlerinin
sonuclarinin, uzun vadeli tahmin i¢in yiiksek bir genelleme yetenegine sahip oldugunu
belirtmislerdir.

Hu ve ark., (2020) yapmis olduklari ¢alismada gelecekteki COVID-19 vaka sayisini
tahmin etmek i¢in Modified Auto Encoders yontemi kullanmis ve yapay zeka temelli
yontemlerinin dogrulugunun yiiksek oldugunu ifade etmislerdir.

Z. Yang ve ark. (2020) LSTM modelini bulagma olasiligi, kulugka hizi, iyilesme
veya Oliim olasiligr gibi COVID-19 epidemiyolojik parametrelerini igeren bir veri setiyle
egittiler. Dogrulanmis vakalarin gercek sayist ile LSTM tarafindan tahmin edilen vaka
sayilarina ait egriler arasinda dikkate deger bir uyum oldugunu kesfettiler.

Wang ve ark., (2020) yapmis olduklar1 ¢alismada LSTM modeli kullanarak elde
ettikleri tahmin sonuglarinin, rapor edilen giinliik pozitif vakalarla oldukg¢a tutarh
oldugunu, boylece onerilen LSTM yontemi ile salgin egilimini dogru bir sekilde analiz
edebilecegini ifade etmislerdir.

Said ve ark., (2020) ¢ok degiskenli zaman serilerine uygulanan Cift Yonli Uzun
Kisa Siireli Bellek (Bi-LSTM) modelini kullanarak kiimiilatif COVID-19 vakalarinin
sayisint tahmin etmek icin uygulamiglardir. Katar'daki hastalik salginini inceleyerek

Onerilen teknigin son ¢ikan tahmin yaklasimlarindan daha iyi performans gosterdigini ve



tedbirlere ek olarak birden fazla iilkenin verilerinin kullanilmasi, gilinliik kiimiilatif
COVID-19 vakalarinin tahmininin dogrulugunu arttirdigini belirtmislerdir.

Singh ve ark., (2020) DVM modelini kullanarak olen, iyilesen ve dogrulanan
vakalar1 gercek zamanli tahmin etmeyi amacglamislardir. Yapmis olduklar1 g¢alismada
COVID-19 o6liim oranmin, dogrulanmis vaka sayisiyla pozitif yonde iliskili oldugunu
gostermislerdir.

Rahimi ve ark., (2020) yapmis olduklar1 ¢calismada tiim diinyada etkisini gosteren
korona viriis salgiminin epidemiyolojik parametrelerini analiz etmek i¢in SIR, SEIRQ ve
makine 6grenmesi yontemlerini birlikte kullanmislardir. Salginda parametre tahminleri igin
cesitli algoritmalar bulunmasma ragmen, tim durumlar i¢in optimal olacak tek bir
algoritma olmadigini belirtmislerdir.

Gupta ve ark., (2020) COVID-19 hastaliginin Hindistan’daki yayilim degisimini
analiz etmek ve tahminde bulunmak icin SEIR ve regresyon tekniklerini kullanilarak RO
(bulastirma orani) tahminini yaptilar. SEIR modelinin regresyon tekniklerinden daha iyi
sonuclar verdigini belirtmislerdir.

Feng ve ark., (2020) Wuhan’daki salgin egilimini analiz etmek i¢in SEIR modelini
ve Wuhan disindaki bolgelerdeki salgin egilimini analiz etmek icin Makine 6grenmesi
modellerinden Deep Neural Network (DNN) ve Recurrent Neural Network (RNN)
modellerini kullanmiglardir. Yapmis olduklar1 caligmada, kullanilan SEIR ve Makine
Ogrenmesi modelleri, COVID-19 salgminin zirve noktalarini ve boyutlarini tahmin etmede
etkili oldugunu belirtmislerdir. Ayrica alinan tedbirlerin kaldirilmast sonucu Wuhan
disindaki bolgelerde salginin iki katina ¢ikacagini ifade etmislerdir.

Y. Yang ve ark., (2020) COVID-19’un salgin dinamiklerini incelemek ve Cin'deki
enfekte niifusu tahmin etmek icin ilk olarak LSTM modeli kullanmiglardir. Elde ettikleri
sonuglarin kisa vadeli tahmin i¢in dogru oldugunu ancak uzun vadeli evrim i¢in dogru
olmadigini1 belirtmislerdir. Bu sebeple epidemik yayilma siirecini acgiklamak i¢in yaygin
olarak kabul edilen SEIR modelini kullanmislardir. Salgimmin yayilma siirecindeki
dinamiklerini ve popiilasyonlarin egilimini dogru bir sekilde tahmin edebilmek i¢in SEIR

modelini 6nermislerdir.



1.2. Tezin Katkisi ve Organizasyonu

Bu ¢alismanin katkilar1 sOyle siralanabilir:

e Salgin hastaliklarin modellenmesinde kullanilabilecek modellere deginilmistir.

e Bu modellerde kullanilan parametreler ve degiskenler agiklanmistir.

e Bu parametrelerin optimizasyonu i¢in kullanilabilecek egri uyarlama yontemleri ve
bu uyarlama yontemlerinin nasil kullanilabilecegi agiklanmistir.

e Salgin hastalik parametrelerinin makine 0grenmesi yontemleri ile nasil tahmin
edilebilecegi agiklanmugtir.

e Makine 6grenmesi yontemleri ile salgin modelleme yontemlerinin tahmin basarilar
karsilastirilmistir.
Bu ¢alismadaki yontemler kullanilarak:

e Salgmin seyri hakkinda yetkili kuruluglarin bilgi edinebilmesi,

e Saghk kuruluslarinin ve hiikiimetlerin salgmin ilerleyisini durdurmak veya
azaltmak icin karantina tedbirlerinin ne zaman alabileceklerini,

e COVID-19 gibi salgin hastaliklarin ya da etkilesim halindeki olaylarin etkisinin
arastirilmasi ve tahmin edilebilmesi i¢in SIR, SEIR gibi modellerin yaninda makine
O0grenmesi  yontemlerinin de nasil kullanabilecegi konularinda kolaylik

saglayacaktir.

Bu tez dokiimani sdyle diizenlenmistir: Birinci boliimde giris yapilip literatiir ve
tezin katkisindan bahsedilmistir. Ikinci béliimde ise onerilen sistemi gergeklestirmek icin
gerekli olan materyal ve metotlar aciklanmustir. Ugiincii boliimde, &nerilen sistemi
gerceklemek ve test etmek i¢in yapilan 6rnek uygulamaya ve ¢iktilarina yer verilmistir.
Son boliimde sirasiyla sonuglar, oneriler, kisitlamalar ve potansiyel gelecek caligmalar

hakkinda bilgiler sunulmustur.



2. MATERYAL VE METOT

Bu calismada, metot temel olarak dort asamada ele alimmistir. ilk olarak
kullanilacak ham verinin tedarik edilmesi ve girdi olarak kullanilabilecek hale getirilmesi
icin yapilan islemler agiklanmustir. Ikinci asamada SEIR modelinde kullanilan
parametrelere ait optimizasyon islemleri yapilmustir. Ugiincii asamada salgin
parametrelerinin makine 0grenmesi yardimiyla tahmini gerceklestirilmistir. Son asamada
ise iki farklt modelden elde edilen ¢iktilara ait veriler karsilastirilmaktadir. Bu ¢alismaya
ait akig semasi Sekil 2.1.’de gosterilmektedir. Asagida her bir asamada kullanimina ihtiyag
duyulan materyal ve metotlar detayli olarak aciklanmuistir.

Matematiksel modellerin bilgisayar ortamlarinda hesaplanmasi asamasinda en
onemli adimlardan biri uygun programlama dilinin belirlenmesidir. Programlama dilinin
giincel, yaygin, ulasilabilir kaynaklarinin olmasi ve amaca yonelik gelistirilmis olmasi
tercih edilir. Yazilim gelistirme siire¢lerinde kullanilan ve kaynak kod yonetim sistemi olan
Github platformu, en ¢ok aranan ve kullanilan dillerin olusturdugu popiiler programlama
dillerine ait liste yaymlamistir. Buna gore popiilerligi en yiiksek 5 dil sirasi ile Python,
Java, Javascript, C#, C/C++ oldugunu belirmistir (Carbonnelle, 2020). Program gelistirme
icin sadece programlama dili degil ayn1 zamanda iizerinde ¢alisilan platformda 6nemlidir.
Stackoverflow (www.stackoverflow.com)  internet sitesi tarafindan yapilan anket
sonuclarina gore, Linux isletim sistemi %353 ile program gelistiricilerin en ¢ok kullanmis
oldugu platformu segilmistir (URL-5, 2019). Bu nedenlerden 6tiirii yapilan ¢alismada,
isletim sistemi olarak Linux (Ubuntu 18.04), programlama dili olarak Python programlama

dili ve 1ilgili kiitiiphaneleri kullanilmstir.
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Sekil 2.1. Akis semasi

2.1. Verilerin Toplanmasi ve Diizenlenmesi

Yapilan ¢aligmada kullanilan veri seti, John Hopkins {iniversitesi tarafindan GitHub
platformu iizerinden giinliik olarak giincellenen Misir ve G. Kore’deki COVID-19
salginina ait verilerinden elde edildi (URL-6, 2021). Misir’daki 317 giinlik ve G.
Kore’deki 341 giinliik salgin verisi igerisinde; “Dogrulanmis Vaka Sayis1”, “Olen Hasta
Sayis1”, “lyilesen Hasta Sayis1”, “Tarih” ve “Ulke Niifusu” bilgileri ayiklanarak veri seti

olusturuldu.

2.2. Kullanilan Python Kiitiiphane Modiilleri

Kiitiiphane modiilleri, program yazma asamasinda ihtiya¢ duyulabilen bazi islevleri
yerine getirmeyi saglayan, igerisinde yapilis amacina uygun olan smiflari, fonksiyonlari,
nitelikleri vb. barindiran ve ihtiya¢c duyulmayan kisimlarin c¢ikartilmast sonucu hizls,
okunabilirligi yiiksek bir yapida olan ve bu sayede kaynaklari etkin kullanan hazir

araclardir.



Python, a¢ik kaynak kodlu ve yaygin olarak kullanilan bir programlama dili olmasi
nedeniyle ¢ok sayida hazir kiitiiphaneye sahiptir. Bu sayede yazilan programlarda tekrar
eden komut sayilar1 azalmakta ve kiitliphaneler tekrar tekrar kullanilabilmektedir.

Bu c¢alismada kullanilan baslica kiitliphane modiilleri:

Numpy kiitliphanesi, bilimsel hesaplamalari hizli sekilde yapan, matrisler ile
calisma imkan1 saglayan, ayrik Fourier doniisiimii, trigonometrik, iistel fonksiyon,
logaritmik gibi ileri matematiksel islemler yapmak i¢in kullanilan Python programlama
dilinde yazilmis bir matematik kiitliphanesidir.

Pandas kiitiiphanesi, verileri islemek ve analiz etmek i¢in Python programlama
dilinde yazilmis olan bir kiitiiphanedir. Bu kiitiiphane temel olarak zaman serileri ve sayisal
tablolar1 islemek icin bir veri yapist olusturur ve islemler bu veri yapisi iizerinde
gerceklestirmektedir.

Matplotlib ve Plotly kiitiiphaneleri, Python programlama dilinde olusturulmus bir
veri gorsellestirme kiitiiphanesidir.

Scipy kiitiiphanesi, Python'un Numpy kiitiiphanesine dayanan matematiksel
algoritmalar ve kullanigh islevler koleksiyonudur. Kullaniciya verileri islemek ve
gorsellestirmek i¢in iist diizey komutlar ve siniflar saglayarak etkilesimli Python projeleri
gerceklestirmek i¢in 6nemli katki sunar. Scipy ile etkilesimli yapilan Python calismalari
MATLAB, IDL, Octave, R-Lab ve Scilab gibi sistemlerle rekabet eden bir veri isleme ve
sistem prototipleme ortami haline gelir. Scipy kiitliphanesine ait ¢ok sayida optimizasyon
yontemi vardir. Bu tez ¢alismasinda L-BFGS-B, Powell, CG, COBYLA ve SLSQP
yontemleri kullanilmagtir.

Scikits.learn veya sklearn olarak da bilinen Scikit-learn kiitiiphanesi Python
programlama dili iizerinde kullanilan iicretsiz bir kiitliphanedir. Destek vektor makineleri,
rastgele orman, gradyan artirma, K-Means ve DBSCAN dahil olmak iizere cesitli
siniflandirma, regresyon ve kiimeleme algoritmalarina sahiptir. Python’un Numpy ve Scipy
kiitiiphaneleri ile birlikte caligmak {izere tasarlanmistir.

Math kiitiiphanesi modiilii, Python ile yapilan karmasik matematiksel hesaplamalar
icin kullanabilecegimiz Python'daki baz1 yaygin matematik islevlerine ve sabitlerine erigim
saglayarak hesaplama yapar. Kiitiiphane yerlesik bir Python modiiliidiir, bu nedenle onu
kullanmak i¢in herhangi bir kurulum gerekmez.

Keras kiitiiphanesi, Python'da programlanmis bir sinir ag1 kiitiiphanesidir. Keras

TensorFlow, Microsoft Cognitive Toolkit, R, Theano veya PlaidML ile birlikte
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calisabilmektedir. Icerisinde birgok modiil barindirmaktadir. Bu tez calismasinda
“Aktivasyon (Activations) Modiilii”, “Katmanlar (Layers) Modiili”, “Modeller (Models)
Modiili”, “Optimize Ediciler (Optimizers) Moduli” ve “Hata Hesaplama (Losses)
Modiili” kullanilda.

2.3. Salgin Modelleme Yontemleri

Salgin hastaliklart modellemek i¢in en sik kullanilan yontemlerin basinda bolmeli
modeller gelmektedir. B6lmeli modeller, bulasici hastaliklarin matematiksel modellemesini
basitlestirir. Bu modellemelerde popiilasyon, model igerisindeki béliimlere atanir. Ornegin
SIR modeli S, I ve R, (Duyarli, Bulasici ve lyilestirilmis) olarak gruplandirilir. Insanlar
saglik durumlarina gore boliimlere atanir ve insanlarin gruplar/bolmeler arasinda gegisleri
olabilmektedir. Etiketlerin siras1 genellikle bolmeler arasindaki akis modellerini gosterir.

Modeller c¢ogunlukla (deterministik olan) siradan diferansiyel denklemlerle
calistirilir, ancak daha gergekei bir analiz ¢ok daha karmasik olan stokastik (rastgele) bir
gerceve ile de kullanilabilir.

Modeller bir hastaligin ne kadar yayildigini, enfekte olan toplam sayiyi, salginin
stiresi ve Ureme katsayis1 gibi ¢esitli parametreleri tahmin etmeye calisirlar. Bu tiir
modeller, farkli halk sagligi miidahalelerinin salgmin sonucunu nasil etkileyebilecegini
gosterebilir. Ornegin, belirli bir popiilasyonda smirli sayida ast yapmak igin en etkili

teknigin hangisi olduguna yonelik tahmin yapilabilir.

2.3.1. SI/SIS Modeli

Bu salgin modelinde bireyler duyarli ve bulasici olarak siniflandirilir. Sekil 2.2°de
gosterildigi gibi hastalia maruz kalan bireylerden enfekte olan yani hastalanan bireylere
dogru bir akis s6z konusudur. Bu modelde sayet bagisiklik olmamis olsaydi bireyler S-I-S
dongiisiinde devam edeceklerdi. Bu durumda Denklem (2.1) duyarli kisilerin, Denklem
(2.2) hastalanan kisilerin sayisin1 hesaplamaktadir. Popiilasyondaki toplam degisim

Denklem (2.3)’te gosterildigi gibi hesaplanir (Vargas-De-Leon, 2011).
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Sekil 2.2. SI modeli

ds@r) 2.1)
—r = BSOI®)

dit) 2.2)
~a - BS®

Denklem (2.1) ve (2.2)’de gegen (S) parametresi duyarli vakalarin hedef zaman
gecmislerini, (I) parametresi bulasict vakalarin hedef zaman ge¢mislerini, (B) enfeksiyon

oranini ifade eder (Sacedian ve ark., 2017).

2.3.2. SIR/SIRS Modeli

SIR modelinde bireyler {i¢ sinifa ayrilmistir. Bunlar duyarli, bulasict ve iyilesmis
olan simiflardir. Bu siniflar modelleme yapilirken sirasiyla S, I ve R ile ifade edilir. Bu
modelde akis S simnifindan I sinifina oradan da R simifina dogru ilerler. Hastaligin tekrar
bulagsma durumuna goére modelleme yapilmak istenirse SIRS modeli kullanilabilir. SIRS
modelinde ise SIR modelindeki akisa ek olarak akis R sinifindan S sinifina geri doner. SIR
modeli asagida belirtilen Denklem (2.4), (2.5) ve (2.6)’da  belirtildigi gibi
hesaplanmaktadir  (Saeedian ve ark., 2017). Standart SIR modeli akigi Sekil 2.3’te

gosterilmistir.

Sekil 2.3. SIR modeli
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ds(t) (2.4)
3~ BS()I(t)

dl .
= BSOIO ~ Y1) @9)

dR .
a- YI(t) (26)

Denklem (2.4), (2.5) ve (2,6)’da gegen (S) parametresi duyarli vakalarin hedef
zaman ge¢mislerini, (I) parametresi bulasici vakalarin hedef zaman geg¢mislerini, (R)
iyilesen/6len vakalarin hedef zaman ge¢mislerini, (B) enfeksiyon oranini ve (y) bagisiklik

kazanmayanlarin oranini ifade eder.
2.3.3. SEIR Modeli

SEIR modeli bir salginin zaman ge¢misini simiile eder. Model bir salginin gegmis
verilerini kullanarak dort farkli kosul arasinda etkilesimli olarak modelleme yapar. Bu
kosullar: Duyarli (S), Maruz Kalan (E), Hastalanmis (I) ve lyilesmis/Olmiis ya da
bagisiklik kazanmis (R) seklinde boliimlere ayrilir (Godio ve ark., 2020).

Bolmeli modelin ilk kismi olan duyarhi kisiler salgimin birinci giiniinde toplam
niifusun tamamina esittir ve heniiz hastalikla tanismamuslardir. ikinci béliim de duyarli
iken hastaliga maruz kalan kisilerden olusmaktadir. Burada hastalik kulucka dénemindedir.
Ucgiincii kistmda kesin olarak hastalanmis kisiler vardir. Bunlar hastaliga maruz kaldiktan
sonra kulugka donemi sona ermis semptomu olan kisilerden olusmaktadir. Son olarak hasta
olan kisilerin 6liim ya da iyilesme sonucu dongiiden ¢ikan kisiler vardir. Salgin doneminde

niifusun dinamik transferi Sekil 2.4 teki diyagramda gosterilmistir.

I —>| R

Sekil 2.4. SEIR modeli

SEIR modelindeki hesaplamalar Denklem (2.7), (2.8), (2.9) ve (2.10)’daki

formiiller kullanilarak yapilmaktadir.

13



ds@) _ SOI® 2.7)
dt N

diit) _ BS(tI)VI(t) —VE® (2.8)

d;—(tt) = vE(t) — 8I(¢t) (29)

d};gt) = SO (2.10)

Denklem (2.7)’de Duyarli kisi sayisina, Denklem (2.8)’de Maruz kalan kisi
sayisina, Denklem (2.9)’da hastalananlarin sayisina ve Denklem (2.10)’da olen/iyilesen
hasta sayisina ait gecislerin t zamanindaki formiilii verilmistir.

Bu denklemlerde gegen terimler su sekilde ifade edilmektedir: (S) parametresi
duyarli vakalarin hedef zaman gegmislerini, (E) parametresi maruz kalan vakalarin hedef
zaman gecmigleri, (I) parametresi bulasici vakalarin hedef zaman gec¢mislerini, (R)
parametresi Olen/iyilesen vakalarin hedef zaman ge¢mislerini, (B) enfeksiyon oranini, (y)

ortalama gecikme siiresinin tersini ve (8) 6liim oranina baglh kullanilan katsayilar1 ifade

eder (Godio ve ark., 2020).

2.4. Egri Uydurma Yoéntemleri

Egri uyarlama dogrusal veya dogrusal olmayan bir f(x) model fonksiyonu
olusturmaya ¢alisan veri analiz yOntemidir. Optimizasyon ise matematiksel bir
fonksiyonun optimumunu, yani en diisiik ve en yiiksek degerlerini belirleyen islemler
olarak adlandirilir. Optimizasyon, egri uydurma yontemlerinden makine &grenmesi

yontemlerine kadar bir¢ok alanda ve model iizerinde kullanilabilir (Zielesny, 2011).
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2.4.1. L-BFGS-B Yontemi

L-BFGS-B metodunu anlamak i¢in 6ncelikle BFGS ve L-BFGS metotlarini bilmek
gerekir. Tiirev tabanli arama yontemi olan BFGS metodu diger optimizasyon metotlarindan
farkli olarak baglangic adiminda belirlenen metrik matrisin Hessian matrisini her adimda
kendisine yakinsamasi ve ¢6ziim adiminda esitlemesidir (Cengiz, 2013).

Denklem (2.11)’de BFGS Metodunun arama yontemi belirtilmistir. Burada By,
f’nin ters Hessian matrisinin A'minci yaklasimidir. Bu k'inci adim yaklagimi Denklem

(2.12)’deki BFGS formiilii ile hesaplanir.

d =—B;'fV(xy) (2.11)
T T T
_ _ SkYk _ Y&Sk SkSk.

Bieva = (I V{sk) B (I V,?sk) t s (2.12)

Denklem (2.13)te y,=fV(xp41) — () Ve s, = (xg41) — (x) degerlerine esittir
(Nocedal ve Wright, 2006).

L-BFGS yontemi smnirlandirilmis BFGS yontemi olarak bilinir. Bu algoritma,
kapal1 bir Hessian yaklagimini tersine giincellemek icin yalmizea sinirli miktarda bilgisayar
bellegi kullanarak BFGS'yi yaklastirir. Yogun bir n X n matrisi depolamak yerine, L-
BFGS, m'nin 6nceden segilen kiiciik bir say1 oldugu son m yinelemelerin kaydini tutar.

L-BFGS-B, L-BFGS'nin bir uzantisidir. B, Bound-aries'in dahil edilmesini ifade
eder. L-BFGS-B, L-BFGS'nin {stiine iki ekstra adim gerektirir. Birincisi sorunun
boyutlulugunu azaltan gradyan projeksiyonu adi verilen bir adimdir. Soruna bagh olarak,
gradyan projeksiyonu, problemin ilk boyutlulugunu ve yineleme sayisin1 ve calisma
stiresini optimum diizeyde azaltarak ve sinirlarinda olan degiskenleri ortadan kaldirarak
potansiyel olarak bir¢ok yinelemeden tasarruf edilebilir (Henao ve ark., 2014).

L-BFGS-B yontemi bir objektif fonksiyonu en aza indiren yinelemeli bir

algoritmadir. Denklem (2.13)’te verilen L-BFGS-B algoritmasinda x bazi1 kisitlamalara

baglidir. Denklem de k'inci yinelemede, amac¢ fonksiyonu, X, noktasindaki ikinci

dereceden bir modelle yaklasik olarak belirlenir:
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my(x) = f (0 + g O = x) + 5% = 1" Bie(x — x,0) (2.13)

Burada, gy, Xxj noktasindaki gradyan ve Bj , Xxj noktasindaki Hessian matrisine
yaklasan sinirli hafizali BFGS matrisidir (Fei ve ark., 2014).

L-BFGS-B algoritmasi, degiskenler lizerinde sinirli kisitlamalar (diger bir deyisle
bagli kisitlamalari) kullanir. Her bir degisken i¢in sirasiyla alt ve iist sinirlar belirlenir.
Yontem, her adimda sabit ve serbest degiskenleri tanimlayarak (basit bir gradyan yontemi
kullanarak) ve ardindan daha yiiksek dogruluk elde etmek i¢in yalnizca serbest degiskenler
tizerinde L-BFGS yontemini tekrarlayarak calisir.

L-BFGS-B ve Nelder-Mead gibi bazi optimizasyon algoritmalar1 SIR ve SEIR
modellerinin parametrelerini optimize etmek ve tahmin yeteneklerini gelistirmek igin

onerilmektedir (Rahimi ve ark., 2020).
2.4.2. Powell Yontemi

Powell yontemi, bir fonksiyonun yerel minimumunu bulmak i¢in Michael J. D.
Powell tarafindan onerilen bir algoritmadir. Fonksiyonun tiirevlenebilir olmas1 gerekmez
ve tirev alinmaz. Eslenik gradyan 1ile herhangi bir matrisin depolanmasini
gerektirmediginden, ¢ok sayida degiskenin fonksiyonlarini en aza indirmek i¢in 6zellikle
yararhdir. (Powell, 1977)

Bu yontem, BFGS yonteminden farkli olarak son iterasyonda denklem (2.14)’e

gore giincellenmektedir.

Byr1 = U — pr¥isi)Br( — prskYi) + prYiVe (2.14)

1
Py = — (2.15)

Yk Sk

Denklem (2.14)’te verilen pj degeri Denklem (2.15) ile hesaplanmaktadir (Ding, ve ark.,
2020).

2.4.3. CG Yontemi

Magnus Hestenes ve Eduard Stiefel tarafindan gelistirilmis Eslenik Gradyan

yontemi, matematikte belirli dogrusal denklem sistemlerinin, yani matrisi pozitif-tanimli
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olanlarin sayisal ¢0ziimii i¢in kullanilan bir algoritmadir. Ayrica optimizasyon
problemlerini ¢6zmek i¢in de kullanilabilir.
Denklem (2.16)’da p(n) arama islemi sirasinda maliyet fonksiyonunu, g(n) artik

hata ve B(n) ise yeni aramalardaki ortoganligi korumaktadir (Gogiisdere ve ark., 2002).

p(n+1) =g+ (m)p(n) (2.16)

2.4.4. COBYLA Yontemi

COBYLA, dogrusal olmayan esitsizlik kisitlamalarin1 yonetebilen gradyan
icermeyen bir optimizasyon algoritmasidir. Bu nedenle, Powell basitliklerin koselerinde
enterpolasyon yaparak amac¢ ve kisitlama fonksiyonlarina dogrusal polinom yaklasimlar
olugturan COBYLA algortimasint 1994 yilinda gelistirmistir. Denklem (2.17)’de verilen
kisitlanmamig COBYLA algoritmasinda x amag¢ fonksiyonunu, x, ama¢ fonksiyonunun en

kiiglik degerini ve L dogrusal polinom degerini ifade etmektedir (Powell, 2007).

x = x, — (A/||VL]|)VL (2.17)

2.4.5. SLSQP Yontemi

SLSQP yontemi genellikle amag¢ fonksiyonunun ve kisitlarin siirekli tiirevlenebilir
oldugu durumlarda kullanilir. SLSQP algoritmasinin  kullanildigt matematiksel
problemlerde, her adim iki alt problemi ¢6zer. Denklem (2.18), (2.19) ve (2.20)’de

programlamadaki dogrusal olmayan kisitlarin isleyis denklemi gosterilmistir.

gx)=0,j=1,....k, (2.18)
gx)=20,j=k+1,....,m, (2.19)
xl <x < xu, (2.20)

Burada m esitlik ve esitsizlik sinirlamalarinin sayisini ve k esitlik sinirlamalarinin sayisini

ifade etmektedir (Gupta ve Gupta, 2018).
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2.5. Destek Vektor Makinesi

Destek Vektor Makinesi (DVM) baslangigta Vapnik ve arkadaslari tarafindan
tanitilan ve daha sonralar1 baska bir arastirmaci tarafindan genisletilen nispeten yeni bir
O0grenme algoritmasidir (Furey ve ark., 2000). Simiflandirma, veri kiimesinin girdi
alanindaki dogrusal veya dogrusal olmayan bir ayirma yiizeyi ile gergeklestirilir.
Algoritma, milyonlarca nokta ile problemleri dogru bir sekilde ¢6zebilir ve problemin tipik
olarak kiiciik (100) boyutlu giris alani i¢in yaygin olarak bulunan bir dogrusal denklem
coziiciiden daha karmasik bir sey gerektirmez (Mangasarian ve Musicant, 2000). Vapnik’in
hassas olmayan yaklagimini kullanarak, tahmin edilen fonksiyon etrafinda simetrik olarak
minimum yarigapl esnek bir kanal olusturulur, bu sekilde hata hesaplamasi sonucunda esik
disinda kalan degerler ihmal edilir. Ayrica regresyon, genelleme ve yiiksek tahmin
yetenegine sahiptir (Awad ve Khanna, 2015). DVM veri setinin dogrusal olarak ayrilip

ayrilamama durumuna gore temel olarak ikiye ayrilmaktadir.
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2.5.1. Dogrusal DVM

DVM ile smiflandirmada genel olarak {-1, +1} seklinde smif etiketleri ile
gosterilen iki smifa ait orneklerin, egitim verisi ile elde edilen bir karar fonksiyonu
yardimiyla birbirinden ayrilmasi hedeflenir. Hiper-diizlem karar fonksiyonunu kullanarak
egitim verisini en iyi sekilde ayirir (Kavzoglu ve Colkesen, 2010). Dogrusal olarak
ayrilabilen iki simifli bir siniflandirma probleminde DVM’nin egitimi i¢in k sayida
ornekten olusan egitim verisinin { X ,yi }, i =1, ..... ,k oldugu kabul edilirse, optimum hiper

diizleme ait esitsizlikler Denklem (2.21) ve (2.22)’deki gibi olur.
.1 2
Amag: min > [Iwl| (2.21)

Kisitlamalar: y;(wx; + b) —1 = 0vey; € {—1, 1} (2.22)

Burada x veri kiimesindeki noktalari, y € {-1, 1} ise simf etiketlerini, w agirlik

vektoriini ve b egilim degerini gostermektedir (Osuna ve ark., 1997).

Destek
Vektorleri e ©
(]
® o
L ]
®e
o0 o ®
®e0
\ ®
o Optimum

Hiper Diizlem
Sekil 2.5. ki simifl1 bir problem igin hiper-diizlemler ve destek vektorleri

Sekil 2.5’te gosterildigi tizere iki sinifli verileri birbirinden ayirabilen bir¢ok hiper-
diizlem cizilebilir. Ancak DVM’nin amaci kendisine en yakin noktalar arasindaki uzakligi
maksimuma ¢ikaran hiper-diizlemi bulabilmektir. Sekil 2.5’te goriildiigli lizere siniri
maksimuma c¢ikararak en uygun ayrimi yapan hiper-diizleme optimum hiper-diizlem ve

siir genisligini sinirlandiran noktalar ise destek vektorleri olarak adlandirilir. Optimum
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hiper-diizlemin belirlenebilmesi i¢in bu diizleme paralel ve sinirlarini olusturacak iki hiper-

diizlemin belirlenmesi gerekir (Sekil 2.6) (Kavzoglu ve Colkesen, 2010).

Destek
Vektorleri PY
[
@
®
® o
o® Se
@ ® °
[
® 9 °
® Optimum

Y wX +b=0

Hiper Diizlem
Sekil 2.6. Dogrusal olarak ayrilabilen veri setleri i¢in hiper-diizlemin belirlenmesi

2.5.2. Dogrusal Olmayan DVM

Problem ¢6ziimiinde veriler her zaman dogrusal olarak ayrilmayabiliyor (Sekil 2.7).
Bu tiir durumlarda egitim verilerinin bir kisminin optimum hiper-diizlemin diger tarafinda
kalmasindan kaynaklanan problem pozitif bir yapay degiskenin (¢ i ) tanimlanmasi ile
¢ozilir (Sekil 2.7) (Kavzoglu ve Colkesen, 2010). Denklem (2.23)’te amag fonksiyonu,
Denklem (2.24) ve (2.25)’te fonksiyona ait kisitlar belirtilmistir (Osuna ve ark., 1997).

2wl]® + C(BEy € ) (2.23)
yi(wx;+ b)—1 >21-¢&; i=1..t (2.24)
§; =20 i=1..t (2.25)
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Sekil 2.7. Dogrusal ayrilamayan veri seti

2.6. LSTM

LTSM ilk olarak 1997 yilinda Hochreiter ve Schmidhuber tarafindan islendi ve 3
yil sonra Flex Gers ekibi tarafindan gelistirildi (Gers ve ark., 2002). LSTM katmanu, bellek
bloklar1 olarak bilinen bir dizi tekrarlayan bagli bloktan olusur. Bu bloklar, dijital bir
bilgisayarda bellek yongalariin farkli bir versiyonu olarak diisiiniilebilir. Her biri, hiicreler
icin yazma, okuma ve sifirlama islemlerinin siirekli analoglarin1 saglayan bir veya daha
fazla tekrarlayan baglh bellek hiicresi ve {i¢ carpimsal birim (giris, ¢ikis ve unut kapilar)
icerir (Graves ve Schmidhuber, 2005).

Bazi biiylik teknoloji sirketleri de bu algoritmayr konusma tanima ve geviri
uygulamalar1 i¢in kullaniyor. LSTM, tekrarlayan sinir agi sinifindandir, bu nedenle
hiicrelerinin genelde lojistik fonksiyonlar1 olan bir aktivasyon fonksiyonu vardir.
Genellikle, LSTM Mimarisi bir bellek hiicresi, bir giris kapisi, bir ¢ikis kapisi ve bir
unutma kapisindan olusur. Bellek hiicreleri girislerini bir siire saklar. Giris kapilar1 hiicreye
yeni degerlerin akigini kontrol eder, unutma kapilar1 bellekte hangi degerlerin saklanmasi
gerektigine karar verir ve ¢ikis kapilar1 LSTM {initesinin ¢ikis aktivasyonunu hesaplamak
icin bellekte hangi degerlerin kullanilmas1 gerektigini kontrol eder. Bu yontem ¢ok popiiler
bir yapay zeka teknigidir ve uygulamalar1 robot kontrolii, zaman serisi tahminleri, insan
aksiyonu tanima, semantik ayristirma vb. bir¢ok farkli alanda goriilebilir.

Tim tekrarlayan sinir aglart (RNN), bir sinir agmin yinelenen modiil zincirinin
formuna sahiptir. Standart RNN'lerde, bu yinelenen modiil, tek bir tanh katman1 gibi ¢ok
basit bir yapiya sahip olacaktir (Sekil 2.8).
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Sekil 2.8. Standart bir RNN’deki yinelenen modiil

LSTM'ler de bu zincir benzeri yapiya sahiptir, fakat tekrar eden modiil farkli bir
yaptya sahiptir. Tek bir sinir ag1 katmanina sahip olmak yerine, ¢ok 6zel bir sekilde

etkilesime giren dort tane sinir agi katmani var (Sekil 2.9).

Sekil 2.9. Bir LSTM'deki yinelenen modiil
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0 O — > —

Stnir Ag1 Puanlama Vektér Transfer ~ Baglama — Kopvalama
Katmani Islemi

Sekil 2.10. Sekil 2.9’da kullanilan sekillerin tanimi

Sekil 2.9’da her satir bir diigiimiin ¢iktisindan digerlerinin girislerine kadar bir
vektorii tasir. Turuncu daireler, vektdr eklenmesi gibi noktalara yonelik islemleri temsil
ederken, mavi kutular sinir agr katmanlarimi Ogrenir. Birlestiren satirlar birlesmeyi
belirtirken, bir satir damgasi igeriginin kopyalandigini ve kopyalarin farkli konumlara
gittigini belirtir (URL-7, 2015).

LTSM’de bellek hiicrelerinin gizli durumu Denklem (2.26), (2.27), (2.28), (2.29) ve
(2.32)’de ki formiillerle hesaplanir:

iy = o(Wixy + Wpihe—y + Wic 0 cpq + b;) (2.26)
fe = o(Wrxxe + Wyphe_y + Wee 0 ¢oq + by) (2.27)
¢t = froce_q +iro tanh(Wepxy + Wephe— 1 + Wyeceeq + by) (2.28)
0r = o(Wouxy + Whohe—q + WycCeoq + by) (2.29)
h: = o; o tanh (c;) (2.30)

Burada i, giris kapisini, f; unut kapisini, o, ¢ikis kapisini, W ilgili kapidaki agirhigt,
o standart sigmoid degerini, 6nceki LSTM blogunun ¢ikis1 (zaman damgasi-1'de
oldugunda), x; gecerli zaman damgasi girisini, ¢, hiicre bellegindeki zaman damgasini, h;

son durum kontroliinii ve b sapma degerini ifade etmektedir (Shi ve ark., 2015).

2.7. Performans Olgiitii

Bu tez ¢alismasinda COVID-19 pandemisinin tahmin modellemesinde kullanilan
yontemlerden elde edilen veriler ile ger¢ek veriler arasindaki uyumu hesaplamak icin
“Ortalama Mutlak Yiizde Hata” (Mean Absolute Percentag Error-MAPE) performans
olciitii kullanilmigtir. MAPE formiilii Denklem (2.31)’de belirtilmistir.
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n ~
MAPE = 12|Yt— d %100 (2.31)
n Y:
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3. BULGULAR

Bu calismada salgin parametreleri SEIR modeli {izerinde 5 farkli optimizasyon
algoritmas1 kullanilarak verilerin optimizasyonu ve tahmini yapildi. Ayrica SEIR modeli
lizerinde salgma ait ortalama sabitler (DSO kaynaklar1) verilerek 6liim orani ve RO
degerleri hesaplandi. Elde edilen oranlar ve sabitler kullanilarak her bir giin igin
parametrelerin degerleri ve gecis oranlar1 hesaplandi. SEIR, LSTM ve DVM yontemleri ile
gerceklestirilen hesaplamalar neticesinde elde edilen sonuglar asagida gosterilmektedir.
Ayrica tahmin sonuglart ve MAPE degerleri ayr1 ayrt grafiklerle desteklenerek

aciklamasiyla verildi.

3.1.SEIR Modeli ile Tahmin Sonuglari

SEIR modelinde salgin verilerinin optimizasyonunu yapabilmek i¢in bazi sabitlerin
degerlerini Onceden belirlemek gerekir. Bu calismadaki SEIR Modeli baslangic
parametreleri DSO tarafindan yayinlanan galismalardan alindi. Parametreler arasindaki
gecis oranlar1 hesaplamak icin RO, ortalama kulugka siiresi ve enfeksiyon siiresi asagida
belirtildigi sekilde alindi1 (Roda ve ark., 2020).

Bulastirma Orani (RO) = 3,9 (kis1)

Kulugka Siiresi = 2,9 (giin)

Enfeksiyon Siiresi = 5,2 (giin)

Optimizasyonu yapilacak olan veri setinin %70°1 egitim i¢in %30°u test i¢in ayrildi.
Veri seti igerisinde yer alan “Dogrulanmis Vaka Sayis1”, “Olen Hasta Sayis1”, “Iyilesen
Hasta Sayis1” ve “Ulke Niifusu” bilgileri modele tamtildi. Salgin parametreleri arasindaki
gecis oranlarini bulmak i¢in RO ve 6liim oranlar1 kullanildi. Gegis oranlar1 kullanilarak
salgin parametrelerinin giinliikk degerleri hesaplandi. SEIR modeli iizerinde “Vaka” ve
“Oliim” sayilarmin optimizasyonu igin 5 farkli optimizasyon algoritmasina ait MAPE

oranlar1 Tablo 3.1°de gdsterildi.
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Tablo 3.1. Optimizasyon algoritmalar1 kullanilarak elde edilen sonuglarin MAPE degerleri

Ulke MISIR GUNEY KORE

Yontem Vaka  Olim Vaka Olim
L-BFGS-B 1.294 0.438 16.991 17.176

Powell 1.294 0.438 16.991 17.177
SLSQP 1.285 0.444 17.009 17.172
CG 1.294 0.438 16.991 17.177

COBYLA 4.822 3.868 18.187 17.698

Tablo 3.1°de goriildigi lizere tiim yontemler kabul edilebilir sonuglar tiretmistir.
SEIR modeli lizerinde parametreler arasindaki gecis oranlarinin hesaplanmasinda L-BFGS-
B yéntemine ait veriler asagida sunulmustur. ilgili alanda daha 6nceden SEIQR modeli
tizerinde kullanilan optimizasyon algoritmalar ile elde edilen sonuglar yapmis oldugumuz
calismadaki sonuclar1 destekler niteliktedir (Rahimi ve ark., 2020). Hesaplanan RO ve gegis
oranlar: Tablo 3.2°de gosterildi.

Tablo 3.2. Parametrelerin gegis oranlar1 ve RO degeri

Ulke/Parametre S>E E>l I>R RO

Misir 0,679 0,340 0,050 1,970
Giiney Kore 0,651 0,344 0,016 1,890

Veri setindeki S, E, | ve R parametrelerine ait degerlerinin tahmin sonuglari, Sekil
(3.1), (3.2), (3.3) ve (3.4)’teki grafiklerde gosterildi.

le7 Duyarl Kisi Sayisi Grafigi (S)- MISIR 1e7 Duyarl Kisi Sayisi Grafigi (S)- GUNEY KORE
10.2 Test (Tahmin) Test (Tahmin)
—— Egitim (Tahmin) 5.1 —— Egitim (Tahmin)

10.0 —— Gergek Veriler —— Gergek Veriler
9.8

9.6

Kisi

9.4

L2

9.0 "

0 50 100 150 200 250 300 o 50 100 150 _ 200 250 300 350
GUN GUN

Sekil 3.1. Misir (a) ve Giiney Kore’ye (b) ait “Duyarli Kisi Sayisinin” SEIR modeli ile
tahmin sonuglar1
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Sekil 3.1 (a) grafiginde Misir’daki duyarli kisi sayisinin SEIR modeli ile tahmin
etmede yaklasik ilk 100 giin tahmini ve gercek veriler ¢ok yakin olmus olsa da 150 giinden
sonra ger¢ek ve tahmini veriler arasindaki farkin agildigi goriilmektedir. Sekil 3.1 (b)
grafiginde ise ilk 150 giin gergek ve tahmini veriler birbirine ¢ok yakin olmus olsa da

sonraki giinlerde tahmini veriler ile gergek veriler arasindaki farkin agildigi goriilmektedir.

Maruz Kalan Kisi Sayisi Grafigi (E)- MISIR

Maruz Kalan Kisi Sayisi Grafigi (E)- GUNEY KORE

Test (Tahmin) 175000 Test (Tahmin)
400000 — Egitim (Tahmin) — Egitim (Tahmin)
— Gergek Veriler 150000 — Gergek Veriler
300000 125000
100000
[Tig o
52 200000 ;
75000
50000
100000
25000
0 0
0 50 100 150 200 250 300 0 50 100 150 200 250 300 350
GUN GUN

(a)

(b)

Sekil 3.2. Misir (a) ve Giiney Kore’ye (b) ait “Maruz Kalan Kisi Sayisinin” SEIR modeli

120000

ile tahmin sonuglari

Hastalanan Kisi Sayisi Grafigi (I)- MISIR

Test (Tahmin)
— EQgitim (Tahmin)

— Gergek Veriler 50000

Hastalanan Kisi Sayisi Grafigi (1)- GUNEY KORE

Test (Tahmin)
—— Egitim (Tahmin)
— Gergek Veriler

100000
40000
80000
o T 30000
2 60000 =
20000
40000
20000 10000
0 0
0 50 100 150 200 250 300 0 50 100 150 200 250 300 350
GUN GUN
(@) (b)

Sekil 3.3. Misir (a) ve Giiney Kore’ye (b) ait “Hastalanan Kisi Sayisinin” SEIR modeli ile

tahmin sonuglari
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Olen Kisi Sayisi Grafigi (R)- MISIR Olen Kisi Sayisi Grafigi (R)- GUNEY KORE

Test (Tahmin) 800 Test (Tahmin) [
7000 T Egitim (Tahmin) / —— Egitim (Tahmin) /
—— Gergek Veriler - 700 — Gergek Veriler |
6000 - /
600
5000
500
w 4000 s
< . 400
3000
300
2000 200
1000 100
1] 0
0 50 100 150 200 250 300 0 50 100 150 200 250 300 350
GUN GUN
(a) (b)

Sekil 3.4. Misir (a) ve Giiney Kore’ye (b) ait “Olen Kisi Sayisinin” SEIR modeli ile
tahmin sonuglari

Sekil 3.2, 3.3, 3.4 (a) ve (b) grafiklerinde Misir’daki ve Giiney Kore’deki salginda
maruz kalanlar, hastalananlar ve 6len kisilere ait tahmini ve gecek verilere ait grafiklerin
birbirlerine benzerlik gosterdigi goriilmektedir. Sekil 3.2, 3.3, 3.4 (a) grafiklerinde kisi
sayilarini ilk 5 ayin sonun da pik yaptig1 ancak tahmini verilerin daha dogrusal bir sekilde
ilerledigi ve son iki aylik siiregte gercek veriler ile tahmini verilere ait egrilerin birbirine
cok yaklastigi goriilmektedir. Sekil 3.2, 3.3, 3.4 (b) grafiklerinde ise Giiney Kore’deki
gercek veriler ile tahmini verilere ait egrilerin ilk 100 giin birbirlerine ¢ok yakin olmus olsa
da sonraki siirecte tahmini verilerin parabolik arttif1 ancak gercek verilerin artisinda ise
dalgalanmalarin oldugu goriilmektedir. Son 1 aylik siirecte gergek verilerin pik yaptigi

ancak tahmini verilerin azalis egilimine gectigi goriilmektedir.

3.2. Makine Ogrenmesi Yontemleri ile Tahmin Sonuclari

SEIR modeli iizerinde optimize edilerek hesaplanan salgin parametreleri veri setine
eklendi. Veri seti her parametre birbirinden bagimsiz olacak sekilde hazirlandi.
Parametrelerin tahmin edilmesi asamasinda makine 6grenmesi metotlarindan LSTM ve
DVM yoéntemleri kullanildi. Veri setinin %70’i egitim i¢in %30’u test i¢in ayrild.
Kullanilan makine 6grenmesi yontemlerinde salgin parametreleri birbirinden bagimsiz
olarak egitildi. Egitim sonucu tahmini verilerle ile gergek veriler arasindaki performans

oOlciitii olarak MAPE degerleri hesaplanda.
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3.2.1. DVM Yontemi ile Tahmin Sonuclari

Salgin parametrelerinin  DVM  yontemi kullanilarak tahmin edilmesinde C
kullanilan Kernel fonksiyonu, veri setinin kii¢iik olmasindan dolayr RBF tercih edildi.
Kullanilan veri setine ait tahmin sonuglar1 Sekil (3.5), (3.6), (3.7) ve (3.8)’de gosterildi.

187 Duyarl Kisi Sayisi Grafigi (S)- MISIR 1e7 Duyarli Kisi Sayisi Grafigi (S)- GUNEY KORE
10z 310 mmgga S Rimy

5.10

10.0 \ﬁ
5.05 ="
0s R .
5.00 \
9.6 E i i ~ ileri
A ® Tahmin verileri T 4.95 ® Tahmin Verileri

[Tig
2 & Gergek Veriler =z ® Gergek Veriler
‘ -
9.4 \ 4.90 '\
9.2 2 4.85 \‘
9.0 “. 4.80 -
.
- .
4.75
0 50 100 150 200 250 300 0 50 100 150 200 250 300 350
GUN GUN

(a) (b)

Sekil 3.5. Misir (a) ve Giiney Kore’ye (b) ait “Duyarli Kisi Sayisinin” DVM yontemi ile
tahmin sonuglari
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Sekil 3.6. Misir (a) ve Gliney Kore’ye (b) ait “Maruz Kalan Kisi Sayisinin” DVM yontemi
ile tahmin sonuglari
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Sekil 3.7. Misir (a) ve Giiney Kore’ye (b) ait “Hastalanan Kisi Sayisinin” DVM yontemi
ile tahmin sonuglari
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Sekil 3.8. Misir (a) ve Giiney Kore’ye (b) ait “Olen Kisi Sayisimn” DVM ydntemi ile
tahmin sonuglari

Sekil 3.5, 3.6, 3.7 ve 3.8 (a) ve (b) grafiklerinde Misir’daki ve Giiney Kore’deki
Duyarli, Maruz Kalan, Hasta ve Olen Kisi sayisinin DVM modeli ile tahmin etmede
salginin ilk gilinlerinden itibaren gergek veriler ile tahmini verilere ait egrilerin birbirlerine

yakin oldugu goriilmektedir.

3.2.2. LSTM Yontemi Tahmin Sonuclari

LSTM yontemi ile elde edilen deneysel sonuglar igin TensorFlow Kiitiiphanesi

kullanilmistir.  Olusturulan modelin ¢ikis katmani “Dense”, optimizer “adam” ve
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aktivasyon fonksiyonu “relu” kullanildi. Modelin hiperparametreleri sezgisel olarak
ayarlandi. Olusturulan LSTM modeli Sekil 3.9°da gosterildi.

Model: "seqguential 1E"

Layer (type) Cutput Shape Param #
1stm 21 (LSTM) (Mone, 100) 40800
dropout E (Dropout) (Wone, 100} 0
dense_ 18 (Dense) (Mone, 1) 101

Total params: 40,9801
Trainable params: 40,901
Non-trainakle params=: 0

Sekil 3.9. Olusturulan LSTM modeli

LSTM yontemi ile yapilan Misir ve Giiney Kore’ye ait tahmin sonuglart Sekil
(3.10), (3.11), (3.12) ve (3.13)’te gosterildi.
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Sekil 3.10. Misir (a) ve Gliney Kore’ye (b) ait “Duyarli Kisi Sayisinin” LSTM yontemi ile
tahmin sonuglari
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Sekil 3.11. Misir (a) ve Giiney Kore’ye (b) ait “Maruz Kalan Kisi Sayisinin” LSTM

yontemi ile tahmin sonuglari
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Sekil 3.12. Misir (a) ve Gliney Kore’ye (b) ait “Hastalanan Kisi Sayisinin” LSTM yontemi

ile tahmin sonuglari
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Sekil 3.13. Misir (a) ve Giiney Kore’ye (b) ait “Olen Kisi Sayisinin” LSTM yontemi ile

tahmin sonuclar1
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Sekil 3.10, 3.11, 3.12 ve 3.13 (a) ve (b) grafiklerinde Misir’daki ve Gliney

Kore’deki Duyarli, Maruz Kalan, Hasta ve Olen Kisi sayisinin LSTM modeli ile tahmin

etmede salgmin ilk giinlerinden itibaren gercek veriler ile tahmini verilere ait egrilerin

birbirlerine yakin oldugu goriilmektedir.

Tez ¢alismasinda SEIR, LSTM ve DVM yontemleri ile Misir ve Giiney Kore’ye ait

salgin parametrelerinin tahmini sonucu olusan MAPE oranlar1 Tablo 3.3 ve Tablo 3.4’te

gosterildi.

Tablo 3.3. Misir'a ait sonuglar

Yontem/Parametreler S E | R
SEIR 2,570 6,100 5,270 6,550
DVM 0.002 12,500 5,880 0,430
LSTM 0.280 0,930 1,180 0,510
Tablo 3.4. Giiney Kore'ye ait sonuglar
Yontem/Parametreler S E | R
SEIR 2,010 39,030 37,540 15,950
DVM 0,015 31,500 6,640 0.250
LSTM 0,110 0,860 0,450 1,540

Misir’daki duyarli ve 6len kisilerin sayisini tahmin etmede en diisiik MAPE degeri

DVM yontemi ile elde edilirken, maruz kalan ve hastalanan kisilerin sayisin1 tahmin

etmede en diisiik MAPE degerini LSTM yontemi vermistir.

Giliney Kore’deki maruz kalan ve hastalanan kisilerin sayisini tahmin etmede en

diisiik MAPE degeri LSTM yontemi ile elde edilirken, duyarli ve 6len kisilerin sayisim

tahmin etmede en diisiik MAPE degeri DVM yontemi ile elde edilmistir.
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4. SONUC VE ONERILER

Giliniimlizde bircok alanda kullanilan tahmin teorileri farkli ydntemlerle
hesaplanabilmektedir. Salgin hastaliklarin modellenmesinde tercih edilen modelin verilere
iyl uyum gostermesi yani modelin 6ngorii basarisinin yiiksek olmasi 6nemlidir. Salgin ya
da benzer sekilde etkilesimli olaylarin boyutlarini tahmin etmek i¢in SIR ve SEIR gibi
salgin modelleme teknikleri siklikla tercih edilmektedir. Bu modeller ile her ne kadar
salgin boyutunu, yapilmis olan miidahalenin etkisini ve 6len hasta sayisinin tahmin etme
gibi konularda yaklasik sonuglari elde etmek miimkiin olsa da makine Ogrenmesi
yontemleriyle de basarili sonuglar elde edilmektedir. Ilgili alanda énceden yapilmis olan
makine Ogrenmesi metotlarinin  basarisi, yapmis oldugumuz ¢alismadaki sonuglari
destekler niteliktedir (Wang ve ark., (2020), Singh ve ark., (2020)). Makine 6grenmesi
yontemlerinde kullanilan algoritmalarin kendi kendisini egitmesi elde edilecek sonuglara
olan giliveninin artmasinda dnemli rol oynamaktadir.

Literatiirdeki ¢alismalar zaman serilerini tek bir yontemle tahmin etmek yerine, veri
setindeki farkli fonksiyonel iligkileri modelleyebilen birden fazla yontemi birlestirerek
tahminler yapmanin daha etkin sonuglar verdigini gostermektedir. Mevcut ¢alismalara ek
bir bakis acis1 getirerek yapmis oldugumuz deneysel calismalar salgin hastaliklara ait
parametrelerin tahmin edilmesinde MAPE oranlar1 oldukg¢a basarili sonuglar vermistir.

Kiiltiirel, sosyal ve ekonomik degiskenlerden dolay: verinin oriintli yapist iilkeden
tilkeye degismektedir. Bu sebeple yapilacak olan ¢aligmalarda iilkelere ve tahmin edilecek
degere uygun modeller tercih edilmelidir.

4.1. Oneriler

Insan hayatmin sdz konusu oldugu salgin hastaliklarm onlenmesinde ve tedavi
siirecinde matematiksel modellemeler olduk¢a Onem arz etmektedir. Yetkili kuruluslar
mevcut veriler ile yapilan tahmin sonuglarma yonelik strateji gelistirirler. Bu nedenle
yetkili saglik kuruluslarinin gercege yakin tahmin sonuglart elde edebilmesi igin
kamuoyuna agiklanan salgin verilerinin dogru bir sekilde paylasilmasi onerilmektedir.

Bu tez calismasinda Ornek olarak segilen iki iilkenin salgin parametreleri

yontemlere gore farkli sonuglar vermistir. Bu sebeple salgin hastaliklarin seyrine yonelik

34



yapilan tahminlerde yetkili kurumlarca degerlendirilmeden once birka¢ farkli yontemle

karsilastirilmast 6nerilmektedir.

4.2. Kisitlamalar ve Zorluklar

Sosyolojik ve ekonomik faktorlere sebep olan hastaliklara ait veriler ne kadar
saglikli olursa tahmin basaris1 da o denli yliksek olur. Bazi iilkeler de toplumsal
baskilardan ve ekonomik sikintilardan dolay1r salgina ait eksik veriler kamuoyuna
aciklaniyor. Bu da tahmin modellerinde ger¢ek sonuca ulagmada olumsuzluk teskil

etmektedir.

4.3. Potansiyel Gelecek Calismalar

Daha basarili tahmin sonuglar1 elde etmek igin, yeni matematiksel modeller
gelistirilebilir. Mevcut ve gelistirilecek olan modeller i¢in diger optimizasyon yontemleri

de kullanilabilir. Zaman serisi tahmin yontemleri ve diger makine 6grenmesi yontemleri de

tercih edilebilir. Ayrica tiim bu 6nerilerden hibrit yapilar da tiretilebilir.
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