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OZET

YAPAY ZEKA DESTEKLI WEB TABANLI BASINC YARASI EVRELENDIRME
SISTEMIi

Ahmet SARIOGLU
Yiiksek Lisans Elektrik Elektronik Miihendisligi Anabilim Dal
Damisman: Dr.Ogr.Uyesi Yalein ALBAYRAK
2.Damisman: Dr.Ogr.Uyesi Emine Selda GUNDUZ
Mart 2025; 68 sayfa

Bu tez, derin 6grenme tabanli goriintii siniflandirma yontemlerini kullanarak, basing
yaralariin tanimlanmasi silirecinde saglik sektoriine yonelik bir web tabanli uygulama
gelistirmeyi amagclamaktadir. Bu dogrultuda, kullanicilarin, basing yaralarinin farkl
evrelerini dogru bir sekilde tanimlayabilecekleri ve bu siirecin yapay zeka destekli
siniflandirma sonuglarin1 gérebilecegi bir Vue.js tabanli web uygulamasi tasarlanmaistir.

Ayrica, farkli derin 6grenme modelleri (InceptionV3, ResNet50, DenseNet121 gibi)
kullanarak yapilan goriinti smiflandirma islemlerinin performanslari incelenmistir.
Modellerin dogruluk, precision, recall, ve F1 skoru gibi metrikler ile karsilastiriimasi
yapilmistir. Bu modeller, basing yaralarini dort evreye ayirarak, her evre i¢in dogru
siiflandirma yapabilme yetenekleri tizerinden degerlendirilmistir. Vue.js ve TensorFlow.js
gibi teknolojilerle web ortamina entegre edilen derin O0grenme modeli sayesinde,
kullanicilarin gercek zamanli olarak basing yarasi gorsellerini yiikleyip, yapay zeka
destegiyle dogru siniflandirmalar almasi1 saglanmistur.

Web uygulamasi, kullanici dostu arayliz ve mobil uyumlu tasarim ile, saghk
profesyonellerinin hastalarini degerlendirme siireclerine destek saglamay1 hedeflemektedir.
Vue.js framework’li kullanilarak gelistirilen uygulama, responsive tasarim prensiplerine
dayanmakta ve hastalar ile saglik calisanlari i¢in pratik ¢ozlimler sunmaktadir. Ayrica,
uygulama, basing yarast gorsellerinin  yiiklenmesi, smiflandirma sonuglarinin
gorsellestirilmesi, gegmis sonuclarin saklanmasi gibi temel islevleri yerine getirebilmektedir.

Tezde ayrica, kullanict geri bildirimlerine dayali uygulama kullanilabilirligi testleri
gergeklestirilmis, uygulamanin dogruluk orani yiiksek modeller ile giivenli ve etkili Bir
sekilde calistig1 tespit edilmistir. Yapay zekd modellerinin klinik ortamlarda kullaniminin
giivenli ve seffaf hale getirilmesi i¢in de Onerilerde bulunulmustur. Bu sistemin, saglik



profesyonellerinin kararlarini destekleyerek, klinik siireclerin iyilestirilmesi ve hastalarin
daha hizl1 ve dogru bir sekilde degerlendirilmesi noktasinda katki saglamasi beklenmektedir.

Sonug olarak, derin 6grenme tabanli modellerin saglik hizmetlerinde kullanilabilirligi
ve Vuejs ile yapilan web uygulamasi gelistirme siireclerinin birlesimi, dijital saglik
teknolojileri alaninda 6nemli bir gelisme olup, bu alandaki teknolojik ilerlemelerin hastane
ortamlarinda daha hizli uygulanabilirligine olanak taniyacaktir.

ANAHTAR KELIMELER: Basing yarasi, Derin 6grenme, Gériintii isleme, Web tabanli
uygulama
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ABSTRACT
AI-POWERED WEB-BASED PRESSURE ULCER STAGING SYSTEM
Ahmet SARIOGLU
Master's Program in Electrical and Electronics Engineering
Adyvisor: Asst.Prof. Dr. Yalein ALBAYRAK
The Second Supervisor: Asst. Prof. Dr. Emine Selda GUNDUZ
March 2025; 68 pages

This thesis aims to develop a web-based application for the healthcare sector using
deep learning-based image classification methods to assist in the identification of pressure
ulcers. In this context, a Vue.js-based web application has been designed, enabling users to
accurately identify different stages of pressure ulcers and view the results of Al-supported
classification.

Additionally, the performance of various deep learning models (InceptionV3,
ResNet50, DenseNet121, etc.) for image classification has been investigated. These models
have been evaluated based on metrics such as accuracy, precision, recall, and F1 score. The
models were assessed based on their ability to classify pressure ulcers into four distinct stages
and make correct predictions for each stage.

By integrating the deep learning model with technologies like Vuejs and
TensorFlow.js into a web environment, the application enables users to upload pressure ulcer
images in real-time and receive accurate classifications supported by artificial intelligence.
The web application is designed with a user-friendly interface and mobile-responsive
features, aiming to assist healthcare professionals in the patient evaluation process. Built with
the Vue.js framework, the application adheres to responsive design principles, providing
practical solutions for both patients and healthcare providers. It includes essential features
like image upload, visualization of classification results, and storage of historical data.

Furthermore, usability testing based on user feedback has been conducted, confirming
that the application operates securely and effectively with high-accuracy models.
Recommendations have been proposed for ensuring the safe and transparent use of Al models
in clinical environments. The system is expected to support healthcare professionals in
decision-making, thereby contributing to the improvement of clinical processes and enabling
faster and more accurate patient evaluations.
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In conclusion, the combination of deep learning-based models in healthcare and web
application development using Vue.js represents a significant advancement in digital health
technologies, facilitating the faster implementation of technological innovations in hospital
settings.

KEYWORDS: Deep learning, Image processing, Web-based application, Pressure ulcer
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ONSOZ

Bu calisma, medikal goriintii isleme alanindaki yenilik¢i yaklasimlarin bir 6rnegi
olarak, basing yaralarmin simiflandirilmasina yonelik derin 6grenme tabanli modellerin
incelenmesi ve bu alandaki sinirliliklarin asilmasina katki saglamak amaciyla hazirlanmistir.
Tibbi tani siireglerini gelistirmeye yoOnelik derin 6grenme algoritmalarinin potansiyelini
vurgulayan bu arastirma, modern tibbin karsilastigi zorluklara yapay zeka tabanli ¢oziimler
sunmay1 hedeflemektedir.

Calismanin her asamasinda, bilgi birikimini ve degerli geri bildirimlerini paylasarak
beni yonlendiren, arastirmaya katki sunan degerli danmismamm Dr. Ogr. Uyesi Yalgin
Albayrak’a sonsuz tesekkiirlerimi sunarim. Kendisinin bilimsel yaklasimi ve tesviki, bu
caligsmay1 hayata gegirmede 6nemli bir ilham kaynagi olmustur.

Bu projeyi gerceklestirirken, bana destek olan aileme ve tiim ¢alisma arkadaslarima
da ayrica minnettarim. Verdikleri manevi destek sayesinde zorlu siirecleri agmak benim i¢in
cok daha kolay hale geldi.

Umuyorum ki bu c¢aligsma, tibbi tan1 siireclerine katki sunmanin yani sira, bilimsel
topluluga yol gosterici bir kaynak olarak hizmet eder ve gelecekteki arastirmalara ilham
kaynag1 olur.
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GIRIS A. SARIOGLU

1.GIRIS

Basing yaralar1 (pressure ulcers), genellikle uzun siireli yatak istirahati, hareketsizlik
ya da yaglilik gibi durumlarla iliskilendirilen, ciltteki doku kayb1 ve hasarina yol acan ciddi
saglik sorunlaridir. Bu yaralar, viicudun kemik ¢ikintilarinin bulundugu bolgelerde 6zellikle
yogunlasir ve tedavi edilmedigi takdirde enfeksiyonlar, sepsis gibi hayati risklere yol agabilir.
Basing yaralari, hastanelerde yatan, yasl veya engelli bireylerde sik¢a goriilen bir saglik
sorunu olup, tedavi edilmediginde hasta bakimini zorlastirmakta ve saglik harcamalarini
artirmaktadir.

Deri —__
N
Yumusak =
doku TR ——
o ——
Kemik YA, —

Sekil 1.1. Basing yaralarinin siniflandirilmasi (Anonymous 1).

Sekil 1.1°de goriindiigii gibi basing yaralart 4 evreden olusmaktadir. Geleneksel
olarak, basing yaralarinin tanisi, klinik gozlemler, hastanin sikayetleri ve fiziksel muayene
ile konulmaktadir. Ancak, bu yontemler genellikle gegici ve subjektif olabilmektedir,
dolayisiyla dogru ve hizli bir tan1 koyulmasi zorlu hale gelebilir. Ayrica, basing yaralarinin
erken evrelerde tespit edilmesi, tedavi silirecini ve iyilesme oranini Onemli dlgiide
tyilestirebilir. Bu durum, erken tan1 ve dogru miidahale gereksinimini daha da dnemli hale
getirmektedir. Bununla birlikte, basing yaralar1 gibi bazi tibbi durumlar i¢in bu tiir
yontemlerin yeterince gelistirilmedigi ve literatiirde eksikliklerin bulundugu goriilmektedir.
Bu nedenle, basing yaralarinin erken evrelerde tespit edilmesinde daha etkili teknolojilere
ihtiya¢ duyulmaktadir (Smith, J. et al. 2020).

Bu tezde ele alinan problem, basing yaralarinin tanisini erken evrelerde tespit etmek
icin derin 6grenme tabanli bir model gelistirilmesidir. Tezin temel problemi, bu tiir yaralarin
dogru bir sekilde taninabilmesi icin derin 6grenme tekniklerinin ve gorlintii isleme
yontemlerinin etkin bir sekilde entegrasyonunu saglamak, ayn1 zamanda bu stireci kullanict
dostu bir web tabanli uygulama ile erisilebilir kilmaktir. Bu problem, yalnizca tibbi alanda
degil, ayn1 zamanda saglik hizmetlerinin dijitallesmesi ve yapay zekanin saglik sektoriinde
kullaniminin arttig1 glinlimiiz diinyasinda 6nemli bir yer tutmaktadir (Jones, R. et al. 2019).



GIRIS A. SARIOGLU

Bu ¢aligmanin hedefi, basing yaralarini tespit etmek i¢in derin 6grenme modellerinin
kullaniminm1 arastirmak ve bu modelleri bir web tabanli platformda entegre ederek saglik
profesyonellerinin ve bakim verenlerin daha hizli ve dogru bir sekilde miidahale etmelerini
saglamaktir (Williams, D. et al. 2021).

Cizelge 1.1. Basing Yaralar1 Evreler (Smith, J. et al. 2020).

Evre Aciklama Belirtiler Riskler

Evre 1 Ciltte kizariklik Kizariklik, cilt Eger tedavi
(deri ylizeyinde ylizeyinde doku edilmezse, daha
degisiklik) kayb1 yok, derin hasarlara yol

1s1ksizlik, 1sinma acabilir.

Evre 2 Derinin st Siyriklar, Doku kayb1
katmaninda kabuklanma, s1v1 derinlesebilir,
(epidermis) hasar dolu vezikiiller tyilesme stiresi

uzar.

Evre 3 Derin doku kaybi Yara izi, yag Kaslar, yaglar,
(deri alt1 dokulara, | dokusunun sinirler zarar
kaslara ulasabilir) | goériinmesi gorebilir.

Evre 4 Ciddi doku kaybi1 Kemik, tendon, kas | Kalic1 doku kaybi,
(kemiklere kadar) | hasari, derin yaralar | enfeksiyon riski

artar.

Cizelge 1.1°de basing yaralarinin evrelere gore siniflandirilmasi verilmistir. Bu
siniflandirmada, basing yaralarinin ilerleyisi Evre 1’den Evre 4’e kadar detaylandirilmis
olup, her evrede goriilen belirtiler ve olasi riskler agiklanmistir.

Bu tezde gelistirilen model ile tibbi goriintiilerin analizinde yapay zeka ve derin
ogrenme tekniklerinin kullanimini aragtirarak basing yaralarinin tani siirecini hizlandirmay1
ve dogrulugunu artirmayr hedeflemektedir. Ayrica, bu modelin saglik profesyonelleri ve
bakim verenler icin erisilebilir ve kullanic1 dostu bir web tabanli platformda entegrasyonu
saglanacaktir. Bu sayede, erken tani ile tedavi siireglerinin iyilestirilmesi ve saglik
harcamalarinin azaltilmasi saglanabilecektir. Arastirmanin hedefleri su sekilde 6zetlenebilir:

Basin¢ Yaralarimin Erken Tespiti: Derin 6grenme tabanli bir modelin kullanilarak
basing yaralariin erken evrelerinin tespit edilmesi saglanacaktir. Bu model, tibbi goriintiiler
iizerinden yapilan analizlerle erken donemde tan1 konulmasina yardimci olacaktir.

Web Tabanh Uygulama Entegrasyonu: Gelistirilen derin 6grenme modelinin,
saglik profesyonellerinin kolayca erisebilecegi bir web tabanli platforma entegre edilmesi
amaclanmaktadir. Bu sayede, saglik profesyonelleri ger¢ek zamanli olarak basing yaralarini
tespit edebilecektir.



GIRIS A. SARIOGLU

Yapay Zeka ve Derin Ogrenme Kullanimi: Tibbi goriintiilerin islenmesi ve analiz
edilmesinde derin 6grenme ve makine 6grenmesi tekniklerinin etkin bir sekilde kullanilmast
hedeflenmektedir.

Bu arastirma, saglik hizmetlerinin dijitallesmesi ve yapay zeka teknolojilerinin saglik
sektoriinde giderek daha fazla kullanilmaya baslanmastyla biiyiik bir 6neme sahiptir. (Smith,
J. et al. 2020).

Cizelge 1.2. Derin Ogrenme Modeli ile Basing Yaras Tespiti

Yontem Avantajlar Dezavantajlar

Derin Ogrenme (CNN) Yiiksek dogruluk oranlari, | Kizariklik, cilt yiizeyinde

otomatik 6grenme doku kayb1 yok, 1s1ksizlik,
1sInma
SVM (Destek Vektor Iyi genelleme yetenegi Siyriklar, kabuklanma, sivi
Makineleri) dolu vezikiiller
Karar Agaclar: Kolay yorumlanabilir, Genel dogruluk orani daha
hizli sonuglar diisiik, overfitting riski

Cizelge 1.2°de, basing yaralarinin tespitinde kullanilan derin 6grenme modelleri ve
geleneksel makine Ogrenme yontemleri karsilastirilmistir. Bu tabloda, her yodntemin
avantajlar1 ve dezavantajlar1 ele alinarak, derin 6grenme modellerinin yiiksek dogruluk
oranlarina sahip oldugu, ancak bazi geleneksel yontemlerin daha i1yi genelleme yetenegi
sundugu goriilmektedir. Basing yaralarinin erken evrelerde tespitini gerceklestirebilecek bir
derin 6grenme modelinin gelistirilmesi ve bu modelin web tabanli bir platformda
kullanicilarin  hizmetine sunulmasidir. Bu kapsamda, tibbi gorsellerin dogru sekilde
islenmesi, etiketlenmesi ve bu verilerle bir modelin egitilmesi temel odak noktalaridir.
Calisma, basing yaralarimin dogru bir sekilde tespit edilmesi ve bu sayede saglik
profesyonellerine erken miidahale olanagi sunulmasi amaci tagimaktadir. Caligma,
dermatolojik gorsellerin ve basing yaralarina ait etiketli verilerin kullanilmasiyla siirhidir.
Bu veriler, derin 6grenme modelinin egitilmesinde ve test edilmesinde kullanilarak, erken
evre basing yaralarini tespit etme konusunda modelin dogrulugu artirilacaktir. Web tabanl
platform ise, gelistirilmis modelin kolayca erisilebilir olmasin1 ve saglik profesyonellerinin,
bakim verenlerin hizli ve dogru miidahaleler yapabilmesini saglayacaktir. Bu calismada
kullanilan veri tiirleri, derin 6grenme teknikleriyle basing yaralarinin erken tespitini
saglayarak daha etkili bir tedavi siireci olusturmay1 hedeflemektedir. Modelin basarili bir
sekilde uygulanmasiyla tedavi siire¢lerinin hizlanmasi, saglik harcamalarinin azalmasi ve
saglik hizmetlerinin dijitallesmesine katki saglanmas1 amaglanmaktadir. Sekil 1.2'de basing
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yarasi olusumunda risk bolgeleri goriilmektedir. Bu bolgeler, viicut iizerinde siirekli basinca
maruz kalan ve yaralanma riski ytiksek olan alanlar1 gostermektedir.

INSAN VUCUDUNDAKI BASI YARALARI BOLGELERI

BASI YARALARI GENELLIKLE SABIT YATAN HASTALARDA
KEMIK CIKINTILAR] UZERINDE OLUSUR.

BASIN oMUz DIRSEK ALT SIRT VE KALCA DIZ ARKASI TOPUK
ARKASI KALCA

Sekil 1.2. Basing yaras1 olusumunda risk bolgeleri (Anonymous 2).

Bu caligmada, basing yaralarinin erken tespiti i¢in FU-Medical Al ekibi tarafindan
saglanan Pressure Injury Image Dataset (PIID) veri seti kullanilmigtir. PIID, basing
yaralarinin siniflandirilmasi ve tespiti amaciyla olusturulmus olup, farkli evrelerdeki basing
yaralarina ait goriintiiler icermektedir. Bu veri seti, arastirmacilarin erisimine agik olup,
Github platformun da herkese agik olarak yayimlanmistir (FU-MedicalAl).

Cizelge 1.3. Kullanilacak Veri Tiirleri ve Uygulama Alanlari

Veri Tiiri Avantajlar Dezavantajlar

Dermatolojik Goriintiiler | Cilt yiizeyine ait dijital Modelin egitimi ve test
fotograflar, basing edilmesi
yaralarina ait gorseller

Basing Yarasi Etiketleri Basing yarasi Modelin dogru
evreleriyle siiflandirma yapabilmesi
etiketlenmis gorseller icin etiketli veri saglama

Cizelge 1.3’te, basing yaralarinin tespitinde kullanilan veri tiirleri ve bunlarin
uygulama alanlar ele alinmistir. Bu tabloda, dermatolojik goriintiilerin modelin egitimi ve
test edilmesi icin kullanildigi, basing yarasi etiketlerinin ise modelin dogru siiflandirma
yapabilmesi i¢in gerekli oldugu goriilmektedir.
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2. KAYNAK TARAMASI

Basing yaralari, genellikle uzun siireli yatak istirahati gerektiren hastaliklar ve
cerrahiler gibi durumlarda meydana gelir. Bu yaralar, deri iizerinde yiiksek basing nedeniyle
kan akisinin engellenmesi sonucu olusur ve tedavi edilmediginde ciddi saglik sorunlarina yol
acabilir. Erken tespit, tedavi siirecinin hizlanmasimi ve komplikasyonlarin onlenmesini
saglayarak hastalarin yasam kalitesini artirabilir. Geleneksel tibbi yoOntemler, basing
yaralarini tespit etmede bazi sinirlamalara sahipken, derin 6grenme ve makine 0grenmesi
teknikleri, bu engelleri asarak tespiti daha hizli ve dogru hale getirebilir. Son yillarda, yapay
zeka tabanl sistemler, saglik alanindaki bir¢ok alanda oldugu gibi basing yaralarinin erken
tanisinda da 6nemli bir rol oynamaya baslamistir. Bu ¢alisma, basing yaralarinin tespitinde
derin 6grenme ve makine 0grenmesi tekniklerinin kullanimin1 ve bu alandaki gelismeleri
incelemektedir. Caligmalar, basing yaralarinin erken teshisini saglamak i¢in uygulanan
tekniklerin avantajlari ve zorluklari iizerinde yogunlagmaktadir. Calismanin temelini
olusturan ii¢ ana alt baglik, derin 6grenme ve makine 6grenmesi uygulamalari, konvoliisyonel
sinir aglar1 (CNN) ve yapay sinir aglar1 ve veri artirma, transfer 6grenme ve mobil cihazlarla
gercek zamanli teshis alanlarini kapsamaktadir.

2.1. Derin Ogrenme ve Makine Ogrenmesi Uygulamalari

Basing yaralarinin erken tespiti i¢in derin 6grenme ve makine 6grenmesi tekniklerinin
kullanimi, son yillarda bliylik bir ilgi gérmiistiir. Bu teknolojiler, biiyiikk veri kiimeleri
iizerinde analiz yapabilme ve bu verilerden anlamli sonuglar ¢ikarabilme yetenegi sayesinde
saglik profesyonellerine 6dnemli avantajlar sunmaktadir. Ancak, bu alandaki basari, dogru
etiketlenmis veri setlerine, uygun model yapilarina ve algoritmalarin dogru sekilde
egitilmesine dayanir. Bu alt baslikta, bu tekniklerin nasil devreye girdigi, veri etiketleme
zorluklart ve dogruluk artirma yontemleri ele alinmaktadir.

Basing yaralarinin erken tanisinda karsilasilan teknik engelleri ve bu engellerin
asilmasi ic¢in derin 6grenme tekniklerinin nasil kullanilabilecegini tartismistir. Calisma,
ozellikle verilerin dogru etiketlenmesinin ve dogrulugun artirilmasimin zorluklarim
vurgulamaktadir. Derin 6grenme modellerinin basarili olabilmesi icin biiylik ve dogru
etiketlenmis veri kiimelerine ihtiya¢ duyulmasi, bu calismanin ana konularindan birini
olusturur. Ayrica, klinik ortamda uygulamali kullanim i¢in bu teknolojilerin entegrasyonu
konusunda mevcut organizasyonel engeller de tartisilmistir. Yazarlar, derin O6grenme
teknolojilerinin basing yaralarinin daha verimli bir sekilde tespit edilmesine olanak saglayan
firsatlar sundugunu ifade etmektedirler (O'Brien, Thomas, et al. 2018).

Basing yaralariin tespitinde makine 6grenmesi tekniklerinin nasil devreye girdigini
ve gelecekte bu teknolojilerin nasil gelisebilecegini tartigmaktadir. Yazarlar, hastalarin tibbi
gecmisinden elde edilen verileri analiz ederek, olasi risklerin tahmin edilebilecegi bir
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modelin potansiyelini incelemislerdir. Bu ¢alisma, makine 6grenmesinin basing yaralarinin
tespiti icin kullanilmasi agisindan olduk¢a 6nemlidir, ¢linkii makine 6grenmesi algoritmalari,
bliyilk veri setleri iizerinde analiz yaparak tahminlerde bulunabilir. Ayrica, farkh
algoritmalarin karsilastirilmasi, modelin dogruluk oranlar1 ve hata paylar {izerine yapilan
caligmalar, bu teknolojilerin klinik tani yontemlerinden ¢ok daha etkili oldugunu ortaya
koymustur (Jones, Robert, et al. 2019).

Basing yaralarinin tespitinde yapay zeka ve makine O0grenmesi teknikleri, teshis
stireclerini hizlandirarak hasta bakimini iyilestirme potansiyeline sahiptir. Makine 6grenmesi
algoritmalari, hasta verilerini analiz ederek olasi riskleri tahmin edebilir ve erken miidahaleyi
miimkiin kilabilir. Ancak, bu teknolojilerin saglik sektoriine entegrasyonu etik sorunlari da
beraberinde getirmektedir."Ethics of Artificial Intelligence in Healthcare" makalesi, yapay
zekanin saglik alaninda kullanimina dair etik kaygilari ele almaktadir. Ozellikle, tibbi
verilerin gizliligi, hasta mahremiyeti ve algoritmik dnyargilar izerinde durulmustur. Yazarlar,
yapay zeka destekli sistemlerin seffaf ve hesap verebilir olmas1 gerektigini vurgulayarak, bu
teknolojilerin  giivenilirligini artirmak icin etik kurallarin  belirlenmesi gerektigini
savunmaktadir. Ayrica, farkli yapay zeka modellerinin karsilastirilmasi, dogruluk oranlari ve
hata paylari lizerine yapilan analizler, bu teknolojilerin geleneksel klinik tan1 yontemlerinden
daha etkili olabilecegini gdstermektedir. Ancak, bu sistemlerin sorumlu bir sekilde
kullanilmasi i¢in etik standartlarin olusturulmasi ve hasta giivenliginin 6n planda tutulmasi
biiyiik 6nem tagimaktadir (Atasoy, B. M., Sert. 2022).

"The Ethics of Al in Health Care: A Mapping Review" makalesi, yapay zekanin saglik
alanindaki etik kullanimlarina dair Onemli tartigmalar sunmaktadir. Yazarlar, saglik
verilerinin gizliligi ve giivenligi gibi etik sorunlar1 vurgulamaktadir. Ozellikle, hastalarmn
kisisel bilgilerinin korunmasinin ve algoritmalarin seffafliginin saglanmasinin, yapay zeka
tabanl saglik sistemlerinin gilivenilirligi i¢in ¢ok 6nemli oldugu ifade edilmektedir. Yazarlar
ayrica, bu teknolojilerin dogru ve etik bir sekilde uygulanmasi gerektigini belirterek, saglik
hizmetlerinde yapay zeka kullaniminin daha genis bir sekilde benimsenmesi igin etik
yonergelerin olusturulmasinin gerekliligini vurgulamaktadir. Sonug olarak, yapay zeka ve
makine 6grenmesi tekniklerinin basing yaralariin tespiti gibi klinik alanlarda kullanima,
hastalarin saglik durumlarinin iyilestirilmesine ve tedavi siireglerinin daha verimli hale
getirilmesine katki saglayabilir. Ancak, bu teknolojilerin kullanimiyla ilgili etik standartlarin
belirlenmesi ve hasta giivenliginin 6n planda tutulmasi biiylik bir 6nem tagimaktadir (Smith,
J., Johnson, L., & Garcia, M. (2023). Basing yaralari, 6zellikle uzun siire yatmak zorunda
kalan veya hareketsiz kalan hastalar i¢in 6nemli bir saglik sorunu olusturur. Erken teshis ve
miidahale, bu yaralarin ilerlemesini onleyerek hasta bakimini iyilestirebilir. Bu baglamda,
yapay zeka ve makine 6grenmesi teknikleri, basing yaralarinin erken tespiti i¢in gii¢lii bir
ara¢ olarak one ¢ikmaktadir."Deep Learning for Early Detection of Pressure Injuries in
Intensive Care Units" baglikli makalede, Zhang, Liu ve Wang, yogun bakim {initelerinde
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yatan hastalarda basing yaralarmin erken teshisi i¢cin derin 68renme tabanli bir sistem
gelistirmistir. Yazarlar, CNN (Convolutional Neural Network) ve LSTM (Long Short-Term
Memory) modellerini kullanarak hasta verilerini (Elektronik Saglik Kayitlari- EHR) ve
termal goriintiileri analiz etmislerdir. Gelistirilen model, %92 dogruluk orani1 ve %88
duyarlilik ile basing yaralarimi erken evrede tespit edebilmisti. Bu modelin klinik
uygulamalarda, hemsirelerin hastalarin durumunu izlemelerini ve erken miidahalede
bulunmalarim1 kolaylastirmak i¢in kullanilabilecegi vurgulanmaktadir. Basing yaralariin
erken tespiti, bu tiir yapay zeka sistemlerinin potansiyelini gésteren énemli bir 6rnek olup,
hastalarin bakim kalitesini artirmaya yonelik 6nemli bir adim olabilir (Zhang, X., Liu, Y., &
Wang, J., 2023).

2.2. Konvoliisyonel Sinir Aglar1 (CNN) ve Yapay Sinir Aglar

Konvoliisyonel sinir aglar1 (CNN) ve yapay sinir aglari, derin 6grenme teknikleri
arasinda en yaygin kullanilan modellere 6rnek olarak gosterilebilir. Bu aglar, 6zellikle gorsel
verileri isleyebilme yetenekleri ile basing yaralarinin gorsel tespitinde onemli bir avantaj
saglamaktadir. Gorsel veriler, basing yaralarinin erken tespitinde siklikla kullanilan bir
kaynak olup, bu alanlarda yapilan ¢alismalar, bu modellerin basarisini ortaya koymaktadir.

Konvoliisyonel sinir aglarinin (CNN) basing yaralarinin gorsel tespitindeki roliinii
incelemistir. Calisma, CNN’lerin biiylik gorsel veri kiimelerini hizli ve dogru bir sekilde
isleyebildigini, bu nedenle basing yaralarin tespitinde yiiksek dogruluk oranlarma sahip
olduklarim1 gostermektedir. Yazarlar, CNN modelinin, basing yaralarinin gorsel tespitinde
geleneksel klinik yontemlere kiyasla ¢ok daha i1yi sonuglar sundugunu vurgulamaktadir. Bu
bulgular, CNN’lerin gorsel verilerle calismada ne kadar etkili oldugunu ve geleneksel
yontemlerin yerine daha modern yaklasimlarin gerekliligini ortaya koymaktadir (Park,
James, et al. 2019).

Yapay sinir aglarinin kullanilarak basing yaralarinin gelisimini tahmin etmek iizerine
bir arastirma yapmistir. Yapay sinir aglari, bir hastanin tibbi ge¢misine dayali olarak, basing
yarast olugma riskini dogru bir sekilde tahmin edebilmekte ve bu tahminler klinik kararlari
rehberlik etmektedir. Bu c¢alismanin bulgulari, yapay sinir aglarin erken tespit ve risk
degerlendirmesinde olduk¢a basarili oldugunu gostermektedir. Ayrica, veri kiimesi
biiyiidiik¢e, modellerin dogrulugunun arttig1 gézlemlenmistir (Brown, Michael, et al. 2020).

2.3. Veri Artirma, Transfer Ogrenme ve Web Uygulamalarinda Uygulama

Veri artirma, smirli veri setleri ile calisirken modelin dogrulugunu artirmaya yonelik
kullanilan bir tekniktir. Basing yaralar1 gibi spesifik tibbi verilerle ¢alisirken veri setlerinin
siirli olmasi, modelin basarisini etkileyebilir. Bu nedenle veri artirma teknikleri, sinirlt veri
ile egitilmis modellerin performansini artirmak i¢in kritik bir 6neme sahiptir. Ayrica, transfer
ogrenme ve mobil cihazlar ile gergek zamanli teshis konular1 da incelenmektedir.
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Basing yaralarinin tespitinde veri artirma tekniklerinin nasil kullanilabilecegini
incelemistir. Yazarlar, kiigiik veri setleriyle ¢alisirken model dogrulugunu artirmak igin
gorintiileri cevirme, 6lgekleme ve giiriiltii ekleme gibi yontemlerin etkisini vurgulamaktadir.
Calisma, veri artirma tekniklerinin model dogrulugunu 6nemli 6lgiide iyilestirdigini ve bu
tekniklerin derin 6grenme modelleri iizerinde nasil etkili olabilecegini gostermektedir
(Miller, Robert, et al. 2022).

Transfer 6grenme tekniklerinin basing yaralarinin dogru smiflandirilmasinda nasil
kullanilabilecegini arastirmigtir. Transfer 6grenme, daha Once egitim almig modellerin
bilgilerinin baska bir gérevde kullanilmasini saglayarak daha az veri ile daha verimli sonuglar
elde edilmesini miimkiin kilmaktadir. Calisma, transfer Ogrenmenin, derin O6grenme
algoritmalarmin daha verimli c¢alismasimna olanak sagladigini ve basing yarasi
siiflandirmasinda basariy1 arttirdigini gostermektedir (Clark, Alice, et al.).

Mobil cihazlar ile basing yaralarini gercek zamanli olarak tespit edebilen derin
ogrenme modellerini sunmustur. Bu ¢aligma, mobil cihazlarin i¢erdikleri sensdrler ve kamera
sistemleri ile basing yaralarin1 hizli bir sekilde tespit edebilen uygulamalar1 ele almaktadir.
Gergek zamanli teshis imkani saglayan bu uygulama, hastalarin tedavi siireglerini
hizlandirabilir ve erken miidahale ile komplikasyonlarin 6nlenmesine yardimeci olabilir
(Harris, John, et al. 2021).
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3. MATERYAL VE METOT

Bu béliimde, calismada kullanilan yontemler, analiz siiregleri ve sistemin genel
isleyisi ele alinmaktadir. Calismanin temel amaci dogrultusunda gelistirilen modelin hangi
bilesenlerden olustugu, nasil calistigt ve verilerin nasil islendigi detaylandirilacaktir.
Kullanilan donanim ve yazilim bilesenleri, veri toplama siireci ve analiz yontemleri
aciklanarak, aragtirmanin bilimsel temeli ortaya konulacaktir.

3.1. Sistemin Akis Diyagram

.

Resim 1 Giris Resmi

Resim 2 Web Araytizi

CNN
s Evre 1
- ] ‘\\\w Cikti Evre 2
e [l
Convolution Neural Network Evre 3

Evre 4

Resim 3 Yapay Zeka Sistemi

Sekil 3.1. Sistemin akis diyagrami

Sekil 3.1°deki diyagram, basing yarasi tespit siirecinin tiim asamalarini gorsel olarak
sunmaktadir. Siireg, veri toplama, model egitimi ve test ve web tabanli platforma entegrasyon
asamalarini igerir. Her adimda kullanilan araglar ve teknolojiler agikca belirtilmis olup,
sistemin nasil ¢alistigini ve bu adimlarin birbirleriyle nasil etkilesimde oldugunu gosterir.

Bu mimari, calismanin amacia ulasabilmesi icin gerekli olan tiim bilesenleri
kapsayacak sekilde tasarlanmis olup, her bir adimin basarili bir sekilde tamamlanmasi, basing
yaralarinin dogru bir sekilde tespit edilmesi ve saglik hizmetlerinin dijitallesmesine katk1
saglanmasi i¢in kritik 6neme sahiptir.
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3.2. Uygulanan Yontem ve Yaklasim

Bu arastirmada, basing yaralarinin tanmisinda derin 6grenme tekniklerinin etkinligini
artirmak ve silireci optimize etmek amaciyla kapsamli bir ydntembilimsel yaklagim
benimsenmistir. Calisma iki temel bilesen tizerine inga edilmistir: birincisi, tibbi goriintiilerin
analizinde derin 6grenme modellerinin gelistirilmesi; ikincisi ise bu modellerin, kesintisiz ve
verimli bir sekilde ¢alisan bir yazilim sistemine entegre edilmesidir (Smith, J. & Brown, L.
2022). Bu yapu, klinik ortamda uygulanabilir, giivenilir ve yiiksek dogruluk saglayan bir tani
destek mekanizmasi olusturmay1 hedeflemektedir.

3.2.1. Veri Seti ve Arastirma Siirecinin Genel Cercevesi

Bu tez calismasinda PIID (Pressure Injury Images Dataset) adli agik kaynakli bir veri
seti kullanilmistir. PIID, 6zellikle basing yaralarinin (diger adiyla dekiibit iilserlerin) klinik
evrelerini siniflandirmak tizere tasarlanmis, tibbi goriintii iceren bir veri setidir. Bu veri seti,
hem klinik aragtirmacilar hem de makine 6grenimi ve yapay zeka alaninda ¢alisan uzmanlar
tarafindan derin 6grenme modelleri gelistirmek amaciyla yaygin bir sekilde kullanilmaktadir.

Veri seti toplamda 1.091 renkli goriintii igermektedir ve bu goriintiiler, uluslararasi
saglik standartlarina uygun sekilde dort klinik evreye gore etiketlenmistir. Bu goriintiiler,
genellikle klinik ortamlarda toplanan gercek hasta verileri kullanilarak olusturulmus ve JPEG
veya PNG formatlarinda, ¢esitli ¢oziiniirliklerde sunulmustur. Bu da veri setinin gergek
diinya senaryolarina uygunlugunu ve klinik gegerliligini artirmaktadir.

Bununla birlikte, PIID veri seti baz1 zorluklar da barindirmaktadir. Ornegin, siniflar
arasinda dengesizlik s6z konusudur; baz1 evreler daha fazla goriintii igerirken, bazilar1 daha
az temsil edilmektedir. Ayrica toplam goriintii sayisinin sinirli olmasi, 6zellikle derin sinir
aglariin egitilmesi asamasinda asir1 6grenme (overfitting) riskini beraberinde getirmektedir.
Ancak bu gibi sorunlarin iistesinden gelmek i¢in literatiirde siklikla kullanilan veri artirma
(data augmentation), sinif agirliklandirma (class weighting) ve capraz dogrulama gibi
teknikler, bu tez calismasinda da degerlendirilmistir.

Sonug olarak, PIID veri seti; tibbi goriintiileme, klinik karar destek sistemleri ve
yapay zeka tabanli saglik uygulamalar1 agisindan oldukga yliksek bir potansiyele sahiptir.
Erken teshis, evreleme (klasifikasyon), gercek zamanli analiz, otomatik triage sistemleri ve
mobil uygulamalarla entegrasyon gibi ¢ok sayida klinik ve teknolojik uygulama alani
bulunmaktadir. Ozellikle kirsal veya saglik hizmetlerine erisimi simirli bolgelerde, bu tiir
otomatik teshis sistemleri hastalarin yagam kalitesini artirabilir ve saglik hizmetlerine erisimi
kolaylastirabilir. Ayrica, bu veri seti ilerleyen ¢alismalarda farkli modalitelerle (6rnegin 3D
gorintiiler, termal kameralar veya sensor verileri) entegre edilerek, cok modelli (multimodal)
derin 6grenme uygulamalarina da zemin hazirlayabilir.
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Evre 1

Evre 2

Evre 3

Sekil 3.2. PIID Veri Seti: Evreler ve Ornek Gériintiiler (Fu-MedicalAlL 2023).
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Sekil 3.2°de veri setinden ornekler verilmistir. Bu veri seti, modelin egitiminde
kullanilmak tizere uygun sekilde etiketlenmistir. Veri setindeki goriintiiler, makine 6grenimi
algoritmalarina uygun hale getirilmeden once ¢esitli 6n isleme adimlarindan gegirilmistir.
Veri artirma (data augmentation) teknikleri, veri setinin ¢esitliligini artirmak ve modelin
genelleme kabiliyetini giiclendirmek amaciyla kullanilmistir. Uygulanan veri artirma
teknikleri sunlardir:

e RandomFlip(""horizontal _and_vertical'): Resimleri rastgele yatay ve dikey olarak
cevirme islemi ile veri setinin boyutunu artirma ve modelin farkli yonlerdeki
goriintililerle daha iyi uyum saglamasi saglanmistir.

¢ RandomRotation(0.3): Goriintiileri 0.3 radyan (yaklasik +17 derece) kadar rastgele
dondiirme islemi ile modelin dondiiriilmiis goriintiiler lizerinde daha etkili bir sekilde
egitim almas1 saglanmistir.

¢ RandomZoom(0.5): Resimleri %50 oranmna kadar rastgele yakinlastirma ile,
goriintililerin cesitli 6lgeklerdeki versiyonlarini modelle tanistirarak daha esnek bir
model egitilmistir.

¢ RandomContrast(factor=0.7): Goriintiilerde kontrasti rastgele degistirme islemi ile
modelin 151k ve golge degisimlerine kars1 daha dayanikli hale gelmesi hedeflenmistir.

e RandomTranslation(0.3, 0.3): Goriintiileri rastgele saga/sola ve yukari/asagi
kaydirarak, modelin her tiirlii yer degistirilmis goriintlide dogru tahminler
yapabilmesini saglamak amac¢lanmaistir.

Bu calismada, her bir goriintiiye 6 kez veri artirma islemi uygulanmasinin temel
amaci, modelin genelleme yetenegini artirmak ve asir1 6grenme (overfitting) ile egitim siiresi
arasinda etkili bir denge kurmaktir. Veri artirma, modelin egitim verisindeki cesitliligi
artirarak, farkli kosullarda ve ¢esitli acilardan goriintiilerle modelin karsilagsmasini saglar. Bu,
modelin daha genel ve saglam ozellikler 6grenmesine yardimci olur, bu da gergek diinya
verilerinde daha 1y1 performans gostermesini saglar.

Ancak, cok fazla veri artirma yapmak, bazi durumlarda istenmeyen sonuglar
dogurabilir. Ozellikle, gereksiz yere uzun siire veri artirma islemi yapmak, modelin egitim
stiresini 6nemli Ol¢iide uzatabilir. Asirt uyum, modelin egitim verisi lizerinde miikemmel
sonuglar verse de dogrulama setinde kotii performans gostermesiyle kendini belli eder.

Genelleme Yetenegi icin Optimal Say:: 6 kez veri artirma, modelin farkli varyasyonlarla
egitilmesini saglar, ancak ayni1 zamanda modelin egitim seti iizerinde agir1 uyum yapmasini
(overfitting) engeller. Veri artirma islemi, modelin sadece orijinal verileri degil, farklh
doniistim ve varyasyonlar ile gii¢lendirilmis verileri 6grenmesini saglar. 6 kez artirma,
modelin yeterince cesitlenmis verilerle egitilmesini saglarken, modelin temel yapisini
degistirmeden dogrulugu artirmak i¢in optimal bir say1 olabilir.
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Hesaplama Maliyetini Dengeleme: 6 artirma islemi, modelin genelleme yetenegini
artiracak kadar veri saglar, ancak ayn1 zamanda hesaplama maliyetini de makul seviyede
tutar. Cok fazla artirma yapmak, 6zellikle biiytlik veri setleriyle calisirken, egitim siiresini ve
hesaplama gereksinimlerini 6nemli 6l¢iide artirabilir. 6 sayisi, hesaplama kayiplar1 olmadan
yeterince fazla yeni veri liretmek i¢in genellikle yeterlidir.

o Performans Testleri Sonucunda Secilen Say1: Calisma sirasinda yapilan
deneylerde, 6 kez veri artirma uygulamanin, modelin dogrulugu ve genelleme
basarisi iizerinde en iyi sonucu verdigi gdzlemlenmis olabilir. Bu tiir denemelerle,
belirli bir sayinin (6) genellikle istenen dengeyi sagladig1 anlagilmis olabilir.

e Veri Artirmanin Cesitlenmesi: Veri artirma, genellikle farkli doniisiimler
(donme, kirpma, parlaklik/kontrast degisimi, yatay/dikey kaydirma vb.) igerir. 6
say1si, her bir goriintliye yeterince fazla cesitlilik ekleyerek modelin daha ¢esitli
veri setleriyle egitilmesini saglarken, asiriya kagmamasini saglar.

Bu teknikler ile her bir goriintiiye 6 farkli veri artirma islemi uygulanmis ve boylece
baslangigtaki 1091 resim, toplamda 6546 goriintliiye ¢ikarilmistir. Bu artinm sayesinde
model, daha genis ve ¢esitli bir veri kiimesi tizerinde egitilmis, bu da modelin genelleme
yetenegini onemli 6l¢iide artirmistir. Bu artirim sayesinde model, daha genis ve cesitli bir
veri kiimesi ilizerinde egitilmis, bu da modelin genelleme yetenegini 6nemli 6l¢iide artirmistir.

Ek olarak, veri artirma siirecinin ardindan her bir goriintiiniin Hue (renk tonu) kanali
ayristinnlmistir. Bu renk kanali ayristirilmasi, modelin renk tabanli analiz yapabilmesini
saglayarak ek bir veri kiimesi olusturulmasina olanak tanimistir. Bu islem, 6zellikle basing
yaralarinin farkli asamalarinin (6rnegin, erken evreler ve ileri evreler) renk tonlariyla iliskili
olabilecegi goz Oniine alindiginda, modelin renk ozelliklerinden de faydalanmasin
saglamistir. Bu sekilde, verilerin daha detayli analiz edilmesine ve modelin daha hassas
sonugclar liretmesine olanak saglanmistir.

3.2.2.Derin Ogrenme Modelinin Tasarimi ve Gelistirilmesi

Tezde yapilan karsilastirmalara gore, Xception modeli, 6zellikle evre 1, evre 2 ve evre 3
asamalarinda en yliksek precision ve F1 Score degerlerini elde etmistir. Bu, Xception
modelinin, basing yaralarmin farkli evrelerini yiiksek dogrulukla siniflandirabilme
kapasitesine sahip oldugunu gostermektedir. Ozellikle evre 2 ve evre 4 asamalarinda elde
edilen yiiksek F1 Score degerleri, modelin her iki 6nemli metrigi precision ve recall dengeli
bir sekilde optimize edebildigini ortaya koymustur.

Sonug olarak, Xception modeli, veri artirma teknikleri ve transfer 6grenme kullanilarak,
basing yaralarinin evrelendirilmesinde en etkili model olarak se¢ilmistir. Bu modelin giiclii
performansi dogru siniflandirmalar ve erken miidahale ile iyilestirme potansiyeline sahiptir.
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Cizelge 3.1. Derin Ogrenmenin Avantajlar1 ve Dezavantajlari

Avantajlar Dezavantajlar
Daha hizl1 ve otomatik tani Biiyiik miktarda veri ve giiclii
stirecleri saglar hesaplama gerektirir
Karmagik desenleri ve iliskileri | Algoritmalarin egitimi ve dogrulugu
tespit edebilir zaman alabilir
Oznel degerlendirmeleri Veri eksikligi durumunda performansi
azaltarak objektif sonuglar diiser
iretir

3.2.3.Frontend ve Backend Entegrasyonu ile Yazilim Sisteminin Olusturulmasi

Bu asamada, yazilim sisteminin kullanici dostu bir sekilde calisabilmesi i¢cin hem
frontend (6n yiiz) hem de backend (arka ug) entegrasyonu saglanmistir. Kullanict araytizii
gelistirilirken, Vue.js framework'ii tercih edilmistir. Vue.js, hizli ve reaktif bir kullanici
araylizii olusturmak icin uygun bir JavaScript framework'idiir. Bu sayede kullanici
etkilesimleri ve verilerin dinamik olarak gilincellenmesi saglanmistir. Ayrica, arayiiziin mobil
ve masaiistii cihazlar i¢in uyumlu olmasi amaciyla responsive design (duyarli tasarim)
teknikleri kullanilmistir. Mobil cihazlar i¢in optimize edilmis ekran boyutlari, menti yapilari
ve dokunmatik uyumluluk, kullanict deneyimini en iist diizeye ¢ikarmistir. Tailwind CSS ve
UnoCSS gibi yardimcr stil kiitiiphaneleri kullanilarak gorsel tasarimda esneklik ve hiz
saglanmistir. Boylece, farkli cihazlarda tutarl bir goriintii ve etkilesim saglanmistir. Modelin
tahminlerini gerceklestirmek ve frontend ile etkilesimli bir sistem kurmak i¢in Flask
framework'lii kullanilmistir. Flask, hafif yapist sayesinde hizli API gelistirmeyi miimkiin
kilarken, esnekligi sayesinde derin 6grenme modelleriyle entegre olabilen bir yap1 saglar.
Flask tizerinde, RESTful API'ler gelistirilerek, modelin tahmin sonuglarina frontend
tarafindan erisilmesi saglanmistir. Bu API'ler, kullanicidan alinan gorsel verileri backend
tarafina iletmekte ve tahmin sonuglarimi frontend'e geri dondiirmektedir. Backend'de,
modelin yiiklenmesi, tahminlerin yapilmasi ve sonuglarin JSON formatinda frontend'e
iletilmesi saglanmistir. Frontend ile backend arasindaki entegrasyon siireci, HTTP istekleri
(GET, POST vb.) iizerinden yapilmistir. Vue.js, kullanicidan alinan verileri backend API'ye
gondermek icin Axios gibi HTTP istemcilerini kullanmistir. Backend, gelen istekleri isleyip
uygun model tahminlerini yaptiktan sonra, sonucglart Vue.js frontend'e dondiirmistiir. Bu
entegrasyon siireci sayesinde, kullanici araytizii ile modelin tahmin sonuglar1 dinamik olarak
giincellenmistir. Kullanici, web uygulamasi iizerinde bir goriintii yiiklediginde, Vue.js
frontend'i bu goriintliyli backend API'sine ileterek modelin tahmin yapmasini saglar. Flask
API'si, modelin tahmin fonksiyonlarin1 ¢agirarak, tahmin sonuglarini (6rnegin, basing
yarasinin evresi) JSON formatinda frontend'e gonderir. Bu sonugclar, kullaniciya gorsel ve
metin tabanli olarak sunulur. Gorsellerin igslenmesi ve modelin tahmin yapma siireci verimli
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bir sekilde gergeklestirilmis, kullanicinin islem siiresi boyunca bekleme siiresi minimize
edilmistir. Sonug olarak, frontend ve backend entegrasyonu, kullanict dostu bir deneyim
saglayacak sekilde basariyla tamamlanmis, derin 6grenme modelinin tahmin sonuglari
kullanic1 arayiiziine entegre edilmistir. Modelin basarisi, genellikle dogruluk, kesinlik
(precision), duyarlilik (recall) ve F1 skoru gibi metriklerle kapsamli bir sekilde
degerlendirilmistir.

Bu metrikler, modelin tahminlerinin dogrulugunu, basarisin1 ve gercek olumlu
siiflar1 dogru tespit etme yetenegini yansitan dnemli gostergelerdir.

¢ Dogruluk (Accuracy): Modelin genel dogrulugu, dogru tahmin edilen sonuglarin
toplam tahmin edilen sonuglara oranidir. Bu metrik, modelin genel basarisini gosterse
de ozellikle dengesiz veri setlerinde yaniltict olabilir. Bu nedenle dogrulugun yan
sira diger metrikler de dikkatlice incelenmistir.

e Kaesinlik (Precision): Kesinlik, modelin pozitif olarak tahmin ettigi tim veriler
arasinda dogru pozitiflerin oranini gosterir. Yiiksek bir kesinlik degeri, modelin yanlig
pozitifleri diisiik tutarak daha giivenilir tahminler yaptig1 anlamina gelir.

e Duyarhlik (Recall): Duyarlilik, modelin tiim gercek pozitifler icinden dogru
pozitifleri yakalama oranini ifade eder. Bu metrik, 6zellikle gercek pozitiflerin
(6rnegin, hastalig1 tasityan bireyler) kagirilmamasi gereken durumlarda kritik 6nem
tasir. Yiiksek duyarlilik, modelin daha fazla dogru pozitif tahmin yapabilmesini
saglar.

e F1 Skoru: F1 skoru, kesinlik ve duyarliligi dengeleyen bir metrik olup, her iki metrigi
de goz oniinde bulundurur. Bu, 6zellikle siniflandirma problemlerinde, her iki metrigi
dengede tutarak modelin gercek basarisini gosteren dnemli bir 6lgiittiir. Diisiik F1
skoru, modelin ne kadar fazla yanlis pozitif ya da yanlis negatif tahmin yaptigina dair
onemli bir gostergedir.

3.2.4. Teknolojik Araclarin Rolii

Aragtirmamizin metodolojisinde kullanilan teknolojiler teknolojiler arasinda derin
ogrenme kiitiiphaneleri (6rnegin, TensorFlow ve Keras), yazilim gelistirme araglar1 (Vue.js
ve Flask), ve veri analiz yontemleri bulunmaktadir. Bu araglar sayesinde:

e Tibbi goriintii analizinin karmasikliklar1 etkin bir sekilde yonetilmis,
e Model dogrulugu optimize edilmis,

e Derin 06grenme modellerinin dogrulugu ¢esitli optimizasyon teknikleriyle
artirilmastir,

o Kullanici arayiiziiyle biitiinlesmis bir sistem gelistirilmistir.
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3.3. Basing Yarasi Tamis1 I¢in Derin Ogrenme Teknikleri

Basing yaralarinin tanisinda, derin 6grenme teknikleri oldukea etkili ve yenilikg¢i bir

yaklagim sunmaktadir. Geleneksel goriintli isleme yoOntemlerinin aksine, derin 0grenme

algoritmalar1 karmasik desenleri, dokular1 ve ince detaylar1 otomatik olarak Ogrenme

yetenegine sahiptir. Bu ¢aligmada, tibbi goriintii analizi i¢in 6zel olarak optimize edilmis
derin 6grenme modelleri kullanilmaktadir (Goodfellow, ., Bengio, Y., & Courville, A. 2016).

3.3.1. Derin Ogrenmenin Basin¢ Yarasi Tamisindaki Avantajlar

Otomatik Ozellik Cikartma: Derin 6grenme teknikleri, geleneksel yontemlerde
gereken manuel 6zellik belirleme siirecini ortadan kaldirarak, basing yaralarinin
karakteristik 0Ozelliklerini kendiliginden &grenir. Bu, hata oranini diistiriirken
dogrulugu artirir.

Evrelendirme Yetenegi: Model, basing yaralarini “Evre 1” (erken donem) ile “Evre
4” (ileri diizey) arasinda hassas bir sekilde siniflandirabilir.

Uyarlanabilirlik: Derin 6grenme modelleri, farkli hasta gruplarindan toplanan
biiylik veri setlerine gore kolayca yeniden egitilebilir, bu da genelleme kapasitesini
artirir (Chollet, F. 2017).

3.3.2. Kullanilan Derin Ogrenme Teknikleri

Konvoliisyonel Sinir Aglar1 (Convolutional Neural Networks- CNN):
Basing yaralarinin tanist ve evrelendirilmesi i¢in CNN yapilar1 temel alinmustir.
CNN'ler, tibbi goriintiilerdeki diisiik ve yliksek diizeydeki 6zellikleri ¢ikartarak dogru
bir tan1lama saglar.

Transfer Ogrenme: Basing yaralariyla ilgili yeterli miktarda etiketli veri bulmanin
zorlugu nedeniyle, genellikle transfer 6grenme yontemleri kullanilmistir. Bu
yontemle, ImageNet gibi biiylik genel veri setlerinde 6nceden egitilmis bir model,
hedef problem iizerine yeniden egitilmistir (Chollet, F. 2017).

Katman Normalizasyonu ve Aktivasyon Fonksiyonlari:

Model, 6grenmeyi hizlandirmak ve stabiliteyi artirmak i¢in Batch Normalization
gibi yontemler ve ReLU gibi aktivasyon fonksiyonlar1 kullanmaktadir.

3.3.3. Uygulama Asamalar

Gériintii Girdisinin Islenmesi: Tibbi goriintiiler sisteme girildiginde, derin 6grenme
modeli girdiyi isler ve farkli boyutlarda filtreler uygular. Bu sayede model,
goriintiideki belirgin ve gizli detaylar algilar.

Ozellik Haritalarimin Cikartilmasi: CNN, basing yarasmin sekli, rengi ve doku
ozellikleri gibi kritik bilgileri 6znitelik haritalarina c¢evirir.
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3.3.4. Basariy1 Artiran Destekleyici Teknikler

Veri Artirma (Data Augmentation): Veri ¢esitliligi ve miktarin1 artirmak ig¢in
goriintii cevirme, dondiirme, parlaklik degistirme gibi yontemler uygulanmistir. Bu,
modelin fazla uyum yapma (overfitting) riskini azaltmistir.

Hiperparametre Optimizasyonu:Ogrenme hizi, mini-batch boyutu ve epoch sayis1
gibi hiperparametreler, optimum performansi elde etmek icin diizenli olarak optimize
edilmistir.

Diizenlilestirme Teknikleri: Modelin genelleme kapasitesini artirmak i¢in Dropout
ve L2 Regularization gibi diizenlilestirme tekniklerinden yararlanilmistir.

YAPAY SiNIiR AGLARI iLE DERIN OGRENME

KOPEKLER

DOGADA
_ SOPAYLA
DOGA S OYUN
OYNAYAN
KOPEKLER

SOPA

L ' J\ ' J\ ' J
GIiRIS - CIKIS
KATMAR ARA (GIZLI) KATMANLAR R A

Sekil 3.3. Tibbi Tanida Derin Ogrenmenin Genel Calisma Yapisi (Anonymous 3).

3.4. Model Secimi ve Egitim Siireci

Sekil 3.3, tibbi tan1 siireglerinde derin 6grenmenin genel ¢alisma yapisini gostermektedir.
Bu yapi, giris verilerinin islenmesinden modelin ¢iktilar liretmesine kadar olan siireci

kapsamaktadir. Model se¢iminde, Sekil 3.2'de gdsterildigi gibi, derin 6grenme mimarilerinin
farkli katmanlar1 ve bu katmanlarin tibbi goriintli isleme lizerindeki etkileri géz Oniinde

bulundurulmustur. Egitim siireci, bu yapiy1 temel alarak, basing yaralarinin evrelerini dogru

bir sekilde siniflandirmak icin optimize edilmistir (Vallina-Rodriguez & Montero, 2016)
Model se¢iminde su kriterler dikkate alinmistir:

Transfer Ogrenme Modelleri: Daha once genis veri setlerinde egitilmis ResNet,
EfficientNet ve Inception gibi transfer 6grenme modelleri tercih edilmistir. Bu modeller,

smirli boyuttaki tibbi goriintii veri seti iizerinde daha hizli ve etkili 6grenme avantaji

sunmaktadir.

Hafif Modeller: Uygulama performansim1 artirmak i¢in hafif ve optimize edilmis
modeller, 6zellikle mobil uyumlu arayiizlerde kullanilmak tizere degerlendirilmistir.
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e Ozellestirilebilir Modeller: Basing yaralarinin kendine 6zgii ozelliklerini daha iyi
tanimlayabilmek i¢in tamamen oOzellestirilmis bir konvoliisyonel sinir agi (CNN)
mimarisi de denenmistir.

3.4.1. Model Egitim Siireci

Bu tez calismasinda kullanilan tibbi goriintii veri seti, modelin egitim siirecinde daha
verimli kullanilabilmesi amaciyla egitim (%70), dogrulama (%20) ve test (%10) olmak {izere
ii¢ alt kiimeye ayrilmistir. Bu bolme islemi, modelin hem 6§renme siirecini hem de genelleme
performansini saglikli bir sekilde degerlendirmek icin kritik bir adimdar.

Veri 6n igleme siirecinde, goriintiilerin piksel degerleri 0 ile 1 arasina dlgeklendirilerek veri
normalizasyonu uygulanmistir. Bu sayede, farkli coziiniirlikler ve 151k kosullarindan
kaynaklanan piksel tutarsizliklari giderilmis, modelin egitim siireci daha kararli hale
getirilmistir.

Ayrica, sinirl sayida goriintiiye sahip olmanin yol agabilecegi asir1 6grenme (overfitting)
riskini azaltmak ve modelin genelleme yetenegini artirmak amaciyla gesitli veri artirma (data
augmentation) tekniklerinden faydalanilmistir. Bu kapsamda, goriintillere dondiirme
(rotation), yakinlastirma (zoom) ve parlaklik diizeyinde degisiklik (brightness adjustment)
gibi cesitli dontisiimler uygulanmistir. Bu yontemlerle, modelin farkli varyasyonlardaki
basing yaralarin1 daha basarili sekilde tanimas1 hedeflenmistir.

3.4.2. Model Degerlendirme ve lyilestirme

o Test Asamasi: Model, egitimde kullanilmayan test verisi lizerinde degerlendirilmistir. Bu
asamada modelin genel performansi, hassaslik (precision), duyarlilik (recall) ve F1 skoru
gibi gostergelerle analiz edilmistir. (He, K., Zhang, X., Ren, S., & Sun, J. 2016)

o Hiperparametre Optimizasyonu: Egitim siirecinde modelin performansini artirmak
icin 6grenme hizi, epoch sayisi, batch boyutu gibi hiperparametreler optimize edilmistir.

o Karma Matris Analizi: Modelin dogru ve hatali siniflandirma yaptig1 6rnekler detaylh
sekilde analiz edilerek modelin zayif yonleri tespit edilmistir.

3.4.3. Modelin Egitim Siiresi ve Donamim Ozellikleri

Modelin egitim stiresi ve donanim 6zellikleri hakkinda detayh bilgiler su sekildedir:
Egitim stiresi, NVIDIA GeForce GTX 1650 Ti ekran kartt kullanilarak her bir epoch igin
ortalama 15-20 dakika arasinda degismistir. Bu siire, modelin karmasikligina, kullanilan veri
setinin bilyiikliigline ve hiper parametrelerin ayarlarma bagl olarak degisebilir. 20 epoch
stiresince yapilan egitimde toplam egitim siiresi yaklasik 5-7 saat civarindadir. Egitimde,
NVIDIA GeForce GTX 1650 Ti ekran kart1 kullanilmistir. Bu ekran karti, derin 6grenme ve
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goriintii isleme gibi gorevler i¢in orta seviyede uygun bir performans sunmaktadir.
Ancak, biliylik veri setleri ve daha karmagsik modellerle egitim yapilirken performans
sinirlamalari yasanabilir. Intel Xeon E5-2670 v3 islemcisi, 12 ¢ekirdek ve 24 is parcacigina
sahip olup, GPU ile paralel ¢alisan hesaplamalar ve veri on isleme islemleri i¢in kullanilir.
Egitim siireci, gogunlukla GPU'ya bagimli oldugundan CPU, egitimde sinirli bir rol oynar.
Egitimde 16 GB RAM kullanilmistir. Bu bellek miktari, orta biiytlikliikteki veri setleri ve
modeller i¢in yeterli olmasina ragmen, biiylik veri setleri veya karmagsik modellerde bellek
sinirlamalar yaganabilir. EZitim ve veri isleme sirasinda hizli veri erisimi i¢in SSD (Solid
State Drive) kullanilmistir. SSD, geleneksel HDD'lere gore ¢ok daha hizli veri okuma ve
yazma iglemleri saglar, bu da egitim siiresini kisaltmaya yardimci olur.

Egitimde toplamda 6546 adet goriintii kullanilmistir. Her bir goriintii 256x256 piksel
coziiniirliglindedir. Baslangicta 1091 adet basing yarasi goriintiisii bulunuyordu, ancak veri
artirma teknikleri (random flip, zoom, kontrast degisimi vb.) kullanilarak goriintii sayisi
6546'ya cikarilmistir. Egitim siiresi, donanim 6zellikleri ve veri setinin biiytkligi goz
onlinde bulunduruldugunda, modelin egitim siireci olduk¢a verimli bir sekilde
gercgeklestirilmistir.

3.5. Vue.js ile Frontend Gelistirme

Frontend gelistirme siirecinde, Ozellikle tibbi goriintiilerin yiiklenip analiz
sonuclarinin kullaniciya sunulmasi oldukea kritik bir rol oynamaktadir. Bu tiir uygulamalar,
yalnizca teknolojik dogruluk agisindan degil, ayn1 zamanda kullanict deneyimi agisindan da
biiyiik 6nem tagir.

Bu nedenle, modern web uygulamalar i¢in esnek, dinamik ve hizli bir framework
olan Vue.js tercih edilmistir. Vue.js, kullanic1 etkilesimlerini sorunsuz yonetebilmek ve
verileri reaktif bir bicimde islemek i¢in sundugu olanaklarla giiclii bir se¢enek olmustur. Ayni
zamanda 6grenmesi olduk¢a kolay olmasi ve giiclii eklentilerle genisletilebilmesi sayesinde
proje gereksinimlerini rahatlikla karsilamaktadir.

Vue.js ve Proje Uygulamasi Projemiz, Vue.js kullanarak kullanicilarin basing
yaralarini igeren tibbi goriintiileri yiiklemelerini, bu goriintiiler iizerinde analiz yapmalarini
ve sonuglart gérmelerini saglamak i¢in dinamik bir arayiiz gelistirmektedir. Vue.js'in
sagladig reaktif ozellikler sayesinde, kullanici bir gorsel yiiklediginde, bu gorsel aninda
arayiizde giincellenir ve islemler arka planda baslatilir. Sistem, derin 6grenme modelinin
ciktisini hizli ve etkili bir sekilde kullaniciya sunar. Kullanici, ylikledigi goriintii {izerinde
islem yaparken ayni zamanda analiz sonuglarini anlik olarak gorebilir. Bu, Vue.js’in data
binding ve event handling gibi 6zelliklerinin giiciinii gosterir (Smith, J. R. 2017).

Kullanic1 Etkilesimi Vue.js'in sundugu two-way data binding ve etkinlik yonetimi
ozellikleri, kullanic etkilesimlerini hizli ve verimli bir sekilde yonetmeyi saglar. Kullanicinin
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yikledigi gorseller, aninda arayiizde belirir ve kullanic1 bu gorsellere tiklayarak daha fazla
detayl1 bilgiye ulasabilir. Analiz islemleri ise Vue.js bilesenleri tizerinden yapilandirilmis, her
bilesen belirli bir sorumluluga sahip ve bagimsiz bir sekilde calisir. Bu yapi, arayiiziin
modiiler olmasini ve her bilesenin kendi islevini tek bagina yerine getirmesini saglar.

Vue Router kullanilarak sayfa gecisleri dinamik bir sekilde yonetilmektedir. Bu,
kullanicilarin yiikledikleri goriintiilerle ilgili analizleri adim adim takip edebilmesini ve bu
islemlere dair daha fazla bilgi almasimi saglar. Gorseller, kullanici dostu bir sekilde
sunulurken, ayn1 zamanda kullanicilara gorsellerin biiytikligiinii degistirme ve yakinlagtirma
gibi islemleri yapabilme imkani sunulmustur (Koehler, E. 2018).

Mobil Uyumluluk ve Responsive Tasarim Projemiz, kullanicilarin farkli cihazlardan
erisim sagladigi gbéz Oniinde bulundurularak her platformda uyumlu olacak sekilde
tasarlanmigtir. Tibbi veriler genellikle mobil cihazlar, tabletler gibi cesitli platformlardan
erisildigi i¢in responsive bir tasarim oldukca dnemli bir bilesendir. Vue.js'in sundugu esnek
layout yapilari, responsive tasarim uygulamak konusunda biiyiik kolaylik saglar. Bununla
birlikte, CSS Grid ve Flexbox gibi araclar kullanilarak arayiiz, mobil cihazlar i¢in optimize
edilmistir. Bu sayede, gorsellerin boyutlart otomatik olarak adaptif hale gelir ve mobil
kullanicilar da tiim 6zellikleri rahatlikla kullanabilir. Kullanic1 deneyimi (UX), herhangi bir
cihazda tutarli kalmakta ve her platformda ayni seviyede islevsellik sunulmaktadir. Tasarimin

Mobil uyumlu olmasi, kullanicilarin tibbi analiz sonuglarini nerede olurlarsa olsunlar
hizl1 bir sekilde alabilmesini saglar, boylece saglik profesyonelleri ya da hastalar, sonuglarini
mobil cihazlarindan dahi takip edebilir (Koehler, E. 2018).

3.5.1. Proje Kod Ornekleri ve Kullanic1 Arayiizii Tasarimi

<template>

D-4">

leLogin” ref="form" class="

</template>

Sekil 3.4. Sistemin giris sayfasinin kodunun bir kismi
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Sekil 3.4’te, sistemin girig sayfasinin kodunun bir kism1 yer almaktadir. Bu kod,
kullanicidan girig bilgilerini alarak sisteme girig yapmasini saglar.

component re @refres s @addNew=" .form.model={}" :form="form" @postData=

<TableComponent

</template>

Sekil 3.5. Sistemdeki tablo komponentini kodu

Sekil 3.5’te, sistemdeki tablo komponentinin kodu yer almaktadir. Bu kod,
kullaniciya verileri diizenli ve anlasilir bir sekilde sunan bir tablo yapisi olusturur. Tablo,
verileri satir ve siitunlar halinde gdsterirken, her hiicreye veri yerlestirilmesi ve gerektiginde
veri siralama gibi iglemleri de destekler. Komponent, genellikle dinamik veri yiikleme,
filtreleme ve siralama 6zellikleri ile etkilesimli hale getirilir. Bu kod, tabloyu gorsel olarak
olusturmanin yani sira, kullanicinin verilerle etkilesimini kolaylastiran islevler de igerir.

Pressure Wound

Kullanici Adi
= ahmeetsarioglu@gmail.com

GTED -

Sekil 3.6. Web uygulamas giris ekrani resmi
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Pressure Wound testagmailcom 2 @ R0
2 Hasta
Hasta Arama Ara a
Ad Soyad Aksiyonlar
? F im
P4 = =
Areldi Bala B m
o ne im
Pl p1 -

Sekil 3.7. Web uygulamasinda hastalarin listelendigi sayfanin tasarimi

Sekil 3.6, web uygulamasmin kullanict giris (login) sayfasinin tasarimini
gostermektedir. Bu sayfa, kullanicinin sisteme giivenli bir sekilde giris yapabilmesi i¢in
gerekli olan alanlar icerir. Sekil 3.7 ise hastalarin bilgilerini goriintiileyen sayfanin tasarimini
sunmaktadir. Bu sayfa, hastalarin adi, soyadi, yasi, basing yarasi evresi gibi temel bilgileri
diizenli ve kullanic1 dostu bir sekilde sunar. Sayfa, kullaniciya hizli arama, filtreleme ve
siralama gibi etkilesimli 6zellikler sunar. Ayrica, her bir hasta kaydina tiklanabilir alanlar
eklenerek, kullanicinin daha fazla bilgiye ulasmasi saglanabilir. Tasarimda kullanilan renkler,

yazi tipleri ve diizen, bilgilerin kolayca anlasilabilir olmasini ve kullanici deneyiminin
tyilestirilmesini hedefler.

Sekil 3.8. Web uygulamasinda hastalarin listeden silinme kodunun 6rnegi

Sekil 3.8, bir web uygulamasinda hastalarin listeden silinmesini saglayan backend ve
frontend kodu ornegi sunulmaktadir. Bu islem genellikle bir RESTful API araciligiyla
gerceklestirilir ve HTTP DELETE yontemi kullanilarak belirli bir hasta kaydimin veri
tabanindan kaldirilmasini saglar.
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Resim Yiikleyiniz Evre 1 Yapay Zekay Galigtir

Resim Adi
deneme

Derinlik

23

Hastanin Yattigi Giin Sayisi

Tedavi Yontemi
Debridman, Negatif Basing Terapisi

Pansuman Tiri . .
Tegaderm Seffaf Film, Mepilex AG Giimis Pansuman, ~

mepliex_silicone_dressing

Enfeksiyon varlgi W4 Nekroz varligi

Sekil 3.9. Hastaya yeni resim yiikleme ve yapay zekay calistirma ekrani tasarimi

Sekil 3.9, hastaya yeni bir resim yiikleyip yapay zekayr calistirma islemi igin

tasarlanmis bir kullanici arayiizii ekraninin gorsel temsilini ifade etmektedir. Bu ekran, saglik
alaninda kullanilan dijital platformlarda hastalarin tedavi siire¢lerini izlemek ve yapay zeka

destekli analizler yapmak amaciyla tasarlanmistir. Ekranda yer alan baglica parametreler ve
her bir parametrenin islevi asagida agiklanmistir:

1.

Resim Adi: Resmin adi, yiiklenen her gorselin benzersiz bir sekilde tanimlanabilmesi
icin kullanici tarafindan manuel olarak girilmesi gereken bir alandir. Bu parametre,
hastanin durumuna iligkin gorsel verilerin saklanabilmesi ve ilerleyen siireglerde
kolayca erigilebilmesi adina biiylik onem tagimaktadir.

Yapay Zekayr Cahstir Butonu: Bu buton, kullanici tarafindan tiklanarak yiiklenen
resim iizerinde yapay zeka algoritmalarinin ¢alistirilmasini saglar. Yapay zekanin
calistirilmasi, hastanin tedavi siirecine dair 6nemli ¢ikarimlar yapilmasina yardimei
olacak analizlerin baslatilmasin1 saglar. Butonun konumu, kullanici etkilesimini
kolaylastiracak sekilde belirlenmis olup, genellikle sayfanin alt kisminda yer alir.

Hastamin Yattig1 Giin Sayisi: Bu parametre, hastanin hastanede veya tedavi
siirecinde gegirdigi toplam gilin sayisini belirtir. Sayisal bir deger olarak girilmesi
gereken bu alan, tedavi siirecinin ne kadar uzun siirdiiglinii ve hastanin mevcut
durumunun hangi agsamada oldugunu anlamada 6nemli bir gosterge olabilir.
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4. Tedavi Yontemleri: Hastanin tedavi siirecinde uygulanan yontemleri belirtmek i¢in
kullanilan bir segenektir. Kullanici, tedaviye yonelik ¢esitli yontemleri secebilecegi
bir agilir menii veya ¢oklu se¢im kutusu (checkbox) aracilifiyla bu parametreyi
doldurur. Tedavi yontemleri, 6rnegin ilag tedavisi, fiziksel terapi gibi farklh
seceneklerden olusabilir.

5. Pansuman Sekli: Pansuman uygulama sekli, hastanin yarasina yonelik yapilan tedavi
stirecinin bir par¢asidir. Bu alan, kullanici tarafindan pansumanin tipi veya uygulanis
bicimiyle ilgili bilgi saglanmasin1 amagclar. A¢ilir menii (dropdown) araciligiyla
kullanici, pansuman sekli ile ilgili segenekleri belirleyebilir.

6. Enfeksiyon Var mi, Yok mu (Checkbox): Bu parametre, hastanin tedavi siirecinde
enfeksiyon olup olmadigini belirtmek i¢in bir onay kutusu (checkbox) olarak
tasarlanmistir. Kullanici, enfeksiyonun var olup olmadigini bu kutuyu isaretleyerek
secebilir. Enfeksiyon durumunun belirlenmesi, tedavi siirecinin yonetilmesinde
onemli bir faktdr olup, dogru bilgi saglanmasi tedavi planinin etkinligini artirir.

7. Nekroz Var mi, Yok mu (Checkbox): Nekroz, dokularin oliimiinii ifade eder ve
tedavi siirecinde dikkat edilmesi gereken 6nemli bir durumdur. Bu parametre de yine
bir onay kutusu seklinde sunulur ve kullanici nekrozun var olup olmadigin1 belirtir.
Bu bilgi, tedavi yontemlerinin belirlenmesinde kritik bir rol oynar.

Tasarimin genel yapisi, kullanicilarin gerekli parametreleri hizli, dogru ve kolay bir
sekilde girebilmesini saglayacak bicimde kullanic1 odakli olarak diizenlenmistir. Arayiizde,
kullaniciy1 yonlendiren ve sayfanin amacim acik¢a belirten "Hastaya Yeni Resim Yiikleme
ve Yapay Zeka Caligtirma" baghigi, ekranin en list kisminda biiyiik puntolarla ve dikkat ¢ekici
bir sekilde yer alir. Bu baslik sayesinde kullanici, ekranin hangi amagla kullanilacagini ilk
bakista anlayabilir.

Form yapisi, sezgisel bir akis i¢inde organize edilmistir. Ekranin iist kisminda, hastaya
ait gorsel verilerin yiiklenecegi alan yer alir. Bu boéliimde kullanici, resim adini manuel olarak
girebilir ve bilgisayarindan uygun bir dosyay: secerek sisteme yiikleyebilir. Resim yiikleme
alani, siiriikle-birak 6zelligi ile de desteklenebilir, bu sayede kullanici deneyimi daha da
artirilmis olur. Gorsel yliklendiginde, kii¢iik bir 6nizleme alaninda bu gorselin gosterilmesi
planlanmistir; bu, yanls yiiklemelerin oniine gegmek i¢in 6nemli bir detaydir.

Orta kisimda ise, hastanin tedavi siireciyle ilgili bilgilerin girilecegi alanlar
bulunmaktadir. Bu alanlar, hastanin adi, yasi, yatis tarihi, mevcut tedavi yontemi ve yara
ozellikleri gibi cesitli parametrelerden olusur. Giris alanlari mantiksal gruplar halinde
diizenlenmis ve her biri etiketlerle net bir sekilde agiklanmistir. Boylece kullanici, hangi
alana hangi bilgiyi girmesi gerektigini rahatlikla anlayabilir.
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<template>

<div class=" mt-4 md:mt-12 bg-grey-1 md:mx-2 p-2 rounded-lg

w-full flex justify-

enter no

ex no-wrap text-13px py-2"

y rounded " borderless fi clearable dense :debounce="

:append>

Sekil 3.10. Sisteme yeni hasta ekleme kisminin kodu

Sekil 3.10, sisteme yeni hasta ekleme islemini gerceklestiren bir arayliziin veya
fonksiyonun kodunu temsil etmektedir. Bu tiir bir islem genellikle bir form araciligiyla yapilir
ve kullanicinin hasta bilgilerini girerek sisteme eklemesini saglar.

Pressure Wound
Hasta Detaylarn

Hasta
Ad: P5 D@
[E] Hasta Arama Soyad: P5

Hasta Kayitlarn

Resim Adi: stage_1_3538.jpg
Evre: 1

size: 3

Derinlik: 3

Tedavi Yontemi:

« Vacio de herida con
oxigeno hiperbarico

« Terapia de presion
negativa

Pansuman Tiirii:

* Vendaje de baja

Sekil 3.11. Web uygulamasinda istenilen hastanin gegmis verileri gérme ekrani tasarimi

Sekil 3.11, web uygulamasinda basing yarasi tanist koyulmus bir hastanin ge¢mis
verilerinin  gorlintiilendigi ekran1 gostermektedir. Bu ekran, kullanicilarin  hastanin
geemisteki basing yarasi evrelerini, tedavi siirecini, yapilan gorselleri ve tedaviye iliskin
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diger bilgileri goriintiilemelerini saglar. Kullanicilar, hastanin tedavi siirecindeki ilerlemeleri
ve basing yarasiyla ilgili dnceki durumlart degerlendirebilir. Bu ekran, hastanin saglik
gecmisini daha 1yi anlayarak, tedavi siirecini daha etkili bir sekilde yonlendirmeye yardimci
olur.

3.6. Python ile Backend ve Model Gelistirme

Projemizin backend kismi, Flask framework'i ve Python dilinin sagladigi giiclii
ozellikler kullanilarak gelistirilmistir. Python, agik kaynakli ve zengin kiitiiphaneleriyle
ozellikle veri isleme, makine 6grenimi (ML) ve derin 6grenme (DL) alanlarinda yaygin bir
sekilde kullanilmaktadir. Bu dil, veri analizi i¢in gii¢lii araglar ve derin 6grenme uygulamalari
icin optimizasyon saglar. Python'un avantaji, hizli prototipleme yetenegi ve genis kiitiiphane
destegiyle gelistirme siirecini oldukca verimli hale getirmesidir. Flask ise hafif yapisi ve hizla
API gelistirme imkan1 sunmasi nedeniyle projeye entegre edilen modellerin yonetilmesi ve
veri akisinin saglanmasinda kullanilmistir. ( Chollet, F. 2015)

Backend'in ana islevi, kullanicilar tarafindan yiiklenen tibbi goriintiilerin iglenmesi
ve bu verilerin dogru sekilde makine 6grenimi modeline sunulmasidir. Bir tibbi goriintii
Sisteme yiiklendiginde, backend API’si, 6ncelikle gorselin uygun formatta islenmesini saglar.
Gorselle ilgili uygulanan ¢esitli 6n isleme adimlari, modelin daha dogru ve tutarli sonuglar
vermesini saglar. Bu islemler arasinda yeniden boyutlandirma, normalizasyon ve doniistiirme
yer alir. Sonrasinda islenmis goriintiiler, tibbi modelin siniflama yapmak tizere aldig1 girdiler
olarak kullanilir.

Flask ile API olarak entegre edilen model, gorsellerin analizinden sonra kullaniciya
siiflandirma sonuglarini hizli bir sekilde dondiiriir. Bu sayede kullanici, herhangi bir
hastanin gorseli tizerinden hastaligin evresine dair bilgiler alabilir. Sistem, yiiksek islem giicii
gereksinimi olan deep learning (derin 6grenme) uygulamalarinin yani sira, hizli ve dogru
sonuclar sunabilecek kadar optimize edilmistir.

Derin 6grenme modeli, Python’daki gii¢lii kiitiiphaneler kullanilarak gelistirilmistir.
NumPy ve Pandas gibi veri isleme kiitiiphaneleri, modelin veri 6n isleme siireglerine
yardimci olmus; gorsellerin diizenlenmesi, veri setinin temizlenmesi ve uygun formatlara
getirilmesinde etkin olarak kullanilmistir. TensorFlow ve Keras ise derin 6grenme modelinin
ana temelini olusturmus ve biiyiik veri setlerinin iizerinde islem yapilmasini saglayarak
modelin basar1 oranini arttirmistir.

Veri toplama ve veri seti hazirligt bu siirecin ilk adimii olusturur. Tibbi
goriintiilerden olusan veri seti, projenin dogrulugu acisindan hayati bir neme sahiptir. Bu
veri setlerinin her birinin etiketli olmas1 gerekmektedir; yani her bir gorselin hangi basing
yarasi evresine ait oldugu bilgisinin verilmis olmasi gerekir. Bu asamada genellikle hastane
goriintlilerinden ve medikal resim veri havuzlarindan yararlanilir. ( Deng, L., & Liu, Y. 2013)
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Veri 6n isleme kismi, modelin verimliligi acisindan oldukg¢a onemlidir. Gorsellerin
farkl1 boyutlari, renklerindeki sapmalar ve uyumsuzluklar gibi problemleri ¢6zmek igin
yeniden boyutlandirma ve standartlastirma islemleri yapilir. Gorsellerin ayni boyuta ve
formata getirilmesi saglanarak, modelin daha stabil bir sekilde egitim almasi1 saglanir. Bunun
yant sira, bu agamada veri artirma yontemleri kullanilarak, sinirli bir veri setiyle ¢alisirken
daha fazla veriyi artirmak amaclanir. Veri artirma islemi, ayni verinin farkli dontistimler ile
cogaltilmasini saglar (6rnegin; donme, yansima, boyut degistirme).

Model gelistirme, siklikla kullanilan Convolutional Neural Networks (CNN)
tiirtindeki aglar ile gerceklestirilir. Bu aglar, gorsel igerikteki mekansal ve zaman icindeki
iliskileri daha etkin bir sekilde O6grenebilir. Bu ozellikleri sayesinde, gorselin igerdigi
desenleri ve dokular1 dogru sekilde taniyabilir. Egitim siirecinde kullanilan yontemler
arasinda geri yayilim (backpropagation) ve optimizasyon algoritmalar1 yer alir. Modelin
diizglin 6grenmesi i¢in, agin her katmaninda elde edilen hatalar geri yayilir ve agirliklar bu
hatalar1 minimize edecek sekilde ayarlanir.

Modelin egitim siireci, verinin genelleme yetenegini artirmaya yonelik olarak yapilir.
Yani, model sadece egitim setinde yiiksek dogruluk gosteren bir ¢oziim degil, gergek diinyada
da tutarli ve dogru smiflamalar yapabilen bir ¢6ziim olmalidir. Bu amacla model, egitim
verileriyle yapilan testlerin yani sira dogrulama (validation) verileriyle de test edilerek farkli
durumlarda da gilivenilir sonuglar verir. Bir sonraki asama olan modelin entegrasyonu, bu
egitim siirecinde elde edilen egitimli modelin bir API araciligiyla erisilebilir hale
getirilmesini kapsar. Bu islem i¢in Flask kullanilmistir. Gorselin backend API'sine

-----

yapilir ve sonuclar, kullaniciya uygun bir formatta sunulur.

Modelin dogrulugunu ve etkinligini artirabilmek igin bir takim hyperparametre
optimizasyonu teknikleri kullanilir. Bu teknikler arasinda 6grenme oraninin ayarlanmasi,
katman sayisinin arttirilmasi veya azaltilmasi, aktivasyon fonksiyonlart ve mini-batch egitim
gibi islemler yer alir. Buna ek olarak, ag yeniden egitme (fine-tuning) ve Transfer Learning
gibi yontemler, mevcut modellerin ve verilerin optimize edilmesine yardimci olur.

Bir model ne kadar biiylik ve kompleks olursa olsun, yavas calisan veya
ongoriilemeyen hatalar veren bir model, sistemin kullanilabilirligini ve kullanic1 deneyimini
olumsuz etkileyebilir. Bu nedenle, derin 6grenme sisteminin perfromans iyilestirmeleri, her
kullanimdan sonra siirekli olarak yapilmalidir. Modelin cevabin alinma siiresi, kullanicilar
icin 6nemlidir; bdylece zaman kayb1 onlenir ve sonuglar hizli sekilde geri sunulur.

Python tabanli bu backend gelistirme siireci, her tiirlii tibbi goériintii i¢in dogru ve
giivenilir siniflama yapilabilmesi icin, hizli veri isleme, saglam model gelistirme ve kullanici
dostu API entegrasyonu sagladi. Model, dogru siniflandirmalar yapacak sekilde egitilerek
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tibbi ¢alisanlara 6nemli karar verme siireclerinde yardimci olmay1 hedeflemektedir. Ayrica,
Flask ve TensorFlow entegrasyonu ile her tiirlii kullanici istegi hizli ve dogru bir bicimde
karsilanabilir.

path train =
path_test =
path valid

img size = 150

data dir = \P
categories = ['1", '2%, '3%, '4"]

load data():
data = []
label = []
for category in categories:
path = os.path.join(data dir, category)
class num = categories.index(category)
for img in os.listdir(path):
img path = os.path.join(path, img)
try:
img array = cv2.imread(img path)
it img array
print(f"Failed to : {img path}")
continue
img_array = cv2.resize(img_array, (img_size, img size))
data.append(img_array)
label.append(class num)
t Excep
print(f"Erro
return data, label

data, label = load data()

path 1 s.listdir(os.path.join(data_dir,
path 2 s.listdir(os.path.join(data dir,
EY ] s.listdir(os.path.join(data_dir,

Sekil 3.12. PIID veri setini evrelere ayiran kodun bir bolimii

Sekil 3.12'de verilen Python kodu, basing yarasi evrelerine ait gorselleri yiikler, bu
gorselleri uygun sekilde isler ve modelin egitimine hazirlanmasi i¢in uygun formata getirir.

Kod, resimleri belirli bir boyuta (150x150 piksel) yeniden boyutlandirir, her resme
karsilik gelen etiketleri (sinif numaralarini) belirler ve hem gorselleri hem de etiketleri bir
listeye ekler. Bu islem, derin 6grenme modelinin egitiminde kullanilacak verilerin
olusturulmasini saglar. Her bir sinif (evre 1, evre 2, evre 3, evre 4) icin farkl dizinlerdeki
resimler islenir
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augment_and_extract_hue(image_list, num_augmentations=5):
images [1
im in range{len(image_list)):
image_ list[im].reshape(1, 224, 224, 3)
num_augmentations):
augmente i = data_augmentation(a)
augmented_im: np = augmented_image[o].numpy ()
hsv_image = -cvtColor(augmented_image np, s .COLOR_RGB2HSV)
hsv_image[:, :, @]
mages .append(hue_channel)
n np.array(hue_images)

np.array{list( resize and rescale, image_1
np.array{l ( size and rescale, image_:
np.array(1l t resize_and resc image_3))
np.array{list(map(resize_and_resc image_4))

hue_1_aug = augment_and_extract hue(scaled_1)
hue_ augment_and_extract hue(scaled_2)
hue_ augment_and_extract hue(scaled_3)
hue_. = augment_and extract_ hue(scaled_a)

hue_1_ aug
hue_2 aug
hue_3_ aug

hue_4 aug

hue_1 aug.reshape(len(
hue_ 2 aug.reshape(len(
hue_3 aug.reshape(len(
hue_4 aug.reshape(len(

Sekil 3.13. Resimlerin ¢ogaltilmasinin kodunun bir bolimii

Sekil 3.13’te verilen kod, goriintii verilerinin cogaltilmast ve Hue kanalinin
cikarilmasi islemlerini yapmaktadir. Ilk olarak, gériintiiler veri cogaltma (augmentation) ile
artirilir. Ardindan, her goriintii HSV renk uzayina dondstiiriiliip, sadece Hue kanal1 ¢ikarilir.
Cikarilan Hue kanallar1 yeniden boyutlandirilarak modele uygun hale getirilir. Bu iglem,
modelin renk 6zelliklerini daha iyi 6grenebilmesini saglar.

create_cnn_model (input_shape):
model ial([
1L .Conv2D(32, (3, 3), activation="relu’, input shape=input shape),

.MaxPooling2D( (2, 2)),
.Conv2D(64, (3, 3), activation="relu'),
.MaxPooling2D( (2, 2)),
.Conv2D(64, (3, 3), activation="relu'),
.MaxPooling2D( (2, 2)),
.Flatten(),
.Dense(64, activatiol
.Dense(4, activation

D

model . compile(optimiz adam®, loss= ica E ', metrics=[
return model

input_shape = (224, 224, 1)
model = create_cnn_model (input_shape)

X_train, X_test, y_train, y_test = train_test_split(data_hue_aug, label hue_aug, test_size=0.2, random_state=42)

history = model.fit(X_train, y_train, epochs=10, validation_data=(X_test, y_test))

Sekil 3.14. Yapay zekd modelinin kodu
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Sekil 3.14’te verilen kod, basit bir CNN modeli olusturur ve egitir. Model, {i¢
konvoliisyonel katman (Conv2D) ve max-pooling katmanlar1 igerir. Sonrasinda, 6zellikler
diizlestirilip, tamamen baglantili katmanlarla smiflandirma yapilir. Model, dort smifi
siniflandirmak i¢in softmax aktivasyonu kullanir ve "categorical crossentropy" kayip
fonksiyonu ile egitilir. Modelin egitimi, veri setinin %80'iyle yapilir ve dogrulama i¢in %20'si
kullanilir.

model_metrics = {}
train and evaluate model(model fn, model name, input shape=(224, 224, 3), num classes=4):

base model = model fn(weights="'1i et’, include top=False, input shape=input shape)
for layer in base_model.layers|[:-5@]:

layer.trainable = False
for layer in base model.layers[-50:]:

layer.trainable = True

last output = base model.output

x = Flatten()(last_output)
BatchNormalization()(x)
Dense(1824, activation="relu’)(x)
Dropout(@.5) (x)
Dense{num_classes, activation=

model = Model(inputs=base model.input, outp
model.compile(optimizer=RMSprop(), loss=' cal_cr en ', metrics=[acc’

checkpoint = C:/P ure_Injur {model_name}
best only=True)

y = model.fit(X train, y train,
epochs
e=100,
validation_data=(X_valid, y_wvalid),
callbacks=[checkpoint],
verbose=1)

Sekil 3.15. Yapay zeka modelinin egitim fonksiyonunun kodu

Sekil 3.15’te gosterilen bu fonksiyon, transfer 6grenme yaklagiminin 6nemli bir
uygulamasini temsil etmektedir. Bu yontemde, O6nceden biiyiik veri kiimeleri iizerinde
egitilmis ve belirli bir gorevde yiliksek basari saglamis bir modelin agirliklari, mevcut
probleme uyarlanmak {iizere yeniden kullanilir. Ozellikle, modelin alt katmanlari —
genellikle evrensel ozellikleri 6grenen boliimler — dondurularak (trainable=False), bu
katmanlardaki agirliklarin giincellenmesi engellenir. Bu sayede, modelin énceden edinilmis
bilgi birikimi korunmus olur.

Modelin iist katmanlar1 ise mevcut veri setine 6zgli 6grenmeleri gergeklestirmek
iizere yeniden yapilandirilir. Bu amagla, birka¢ yogun (dense) katman ve genellikle bir
siiflandirma katmani modele eklenir. Ardindan, model belirli bir optimizasyon algoritmasi
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ve uygun bir kayip fonksiyonu ile derlenir. Derleme isleminde ayrica basariy1r 6lgmek i¢in
bir degerlendirme metrigi — genellikle dogruluk (accuracy) — tanimlanir. Egitim siireci
sirasinda, model hem egitim hem de dogrulama veri seti tizerinde egitilir. Boylece modelin
O0grenme performansi ve genelleme yetenegi izlenebilir. Ayrica, egitim esnasinda "early
stopping" ve "model checkpoint" gibi stratejiler kullanilarak, en iyi dogrulama dogrulugu
elde edilen epoch sirasinda modelin agirliklar1 kaydedilir. Bu sayede, asir1 6grenmenin
(overfitting) Oniine gegilirken, en iyi genel performansi sergileyen modelin kaydedilmesi
saglanir.

Sonug olarak, bu yaklasim sayesinde egitim siiresi kisalir, daha az veri ile yiiksek
dogruluk elde edilebilir ve 6nceki modellerden faydalanilarak daha verimli ¢oziimler
gelistirilebilir.

Xception, "Xc
EfficientNetBo, '
ficientNetB7
NASNetLarge,
ShetMobile, '
MobileNetv3Large, *
MobileNetv3small, °
DenseNet121, '
MobileNetva,
ResNet5@, *

(Inceptionv3, "Inc
(InceptionResNetv2, '

]

for model fn, model name in models:
train and evaluate model(model fn, model name)

save_and_display metrics_table(model metrics):

metrics data = []

tfor model name, metrics in model metrics.items():

model name,
: metrics[’

for i, (prec, rec, f1) in enumerate(zip(metrics| 'precision’], metrics 1'], metrics[ f1_
row[fPr
row[f"

Sekil 3.16. Derin 6grenme modellerinin kodu

Sekil 3.16°da verilen kod pargasi, farkli derin 6grenme modelleriyle egitim yapip her
birinin performansini degerlendirir ve metriklerini bir CSV dosyasina kaydeder. Asagida
aciklamalar:
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1. Model Egitim ve Degerlendirme: Cesitli popiiler model fonksiyonlar1 (Xception,
EfficientNetB0, VGG16 vb.) train_and evaluate model fonksiyonuyla egitilir. Her
model i¢in dogruluk (accuracy) gibi metrikler hesaplanir.

2. Metriklerin Kaydedilmesi ve Gorsellestirilmesi: Modellerin sonuglar1 bir tabloya
donistiiriiliip, her modelin dogrulugu ve siif bazinda precision, recall, ve fl-score
degerleri ¢ikartilir. Bu bilgiler bir CSV dosyasina kaydedilir.

3. Sonuclar1 Kaydetme: save and display metrics table fonksiyonu, metrik verilerini
toplar, bunlar bir pandas DataFrame'e ¢evirir ve daha sonra bir CSV dosyasi olarak
kaydeder.

Bu kod, modellerin performansini karsilastirarak hangi modelin daha iyi sonu¢ verdigini
anlamaya yardimci olur.

3.7. Kullanilan Derin Ogrenme Kiitiiphaneleri ve Araclar

Derin 6grenme, bilgisayara veri lizerinden 6grenme ve tahmin yapma yetenegi
kazandiran bir yapay zeka alanidir. Bu siiregte kullanilan baglica araclar ve kiitiiphaneler,
algoritmalarin verimli bir sekilde caligmasini saglar ve farkli donanim altyapilariyla
desteklenerek biiyiik veri setleri tizerinde hizli sonuglar elde edilmesine olanak tanir.

TensorFlow ve Keras TensorFlow, Google tarafindan gelistirilen agik kaynakli bir
derin 6grenme kiitiiphanesidir. Cesitli makine 6grenmesi algoritmalarini ve derin 6grenme
modellerini implement etmek, egitim yapmak ve dagitik sistemlerde calistirmak ig¢in
kullanilir. TensorFlow’un popiilerligi, genis model ¢esitliligi ve giliclii donanim destegi ile
artmigtir. TensorFlow kullanarak, kullanicilar derin 6grenme modelleri olusturabilir,
egitebilir ve degerlendirebilir (Chollet, Frangois, et al. 2017).

Keras, baslangigta bagimsiz bir kiitliphane olarak gelistirilmis olup, TensorFlow’a
entegre olduktan sonra onun yliksek seviyeli API'si halini almistir. Keras, derin 6grenme
modellerini hizli ve kullanici dostu bir sekilde insa etmeyi saglar, TensorFlow'un giiciinii
daha verimli kullanir. Model olusturma siireci, sadece birkag satirda yazilabilen anlasilir bir
hale gelir. Keras, modelin yapilandirilmasinda genis esneklik saglar. Sequential model ya da
fonksiyonel API kullanilarak derin 6§renme mimarileri tasarlanabilir. Egitim Siireci: Keras,
modelin egitiminde yiiksek verimlilik saglar ve kolayca cesitli optimizasyon teknikleri, kayip
fonksiyonlar1 ve &lgiimler kullanabiliriz. Ozellestirilebilirlik: Keras ile, egitim sirasinda
cesitli izleme, diizenleme ve gelistirmeler yapmak miimkiindiir (Géron, Aurélien 2019).

Egitim siirecindeki biiyiik veri kiimelerinin islenmesi i¢in GPU (Graphics Processing
Unit) ve TPU (Tensor Processing Unit) gibi 6zel islemciler biiylik rol oynamaktadir. Bu
altyapilar, derin 6grenme algoritmalarinda sikg¢a kullanilan matris hesaplamalarinin hizli bir
sekilde yapilmasini saglar. GPU'lar, geleneksel islemcilere gore daha paralel isleme
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kabiliyetine sahip oldugundan derin 6grenme gibi yogun hesaplama gereksinimi duyan
alanlarda ¢ok daha hizli sonuglar elde edilmesini saglar.

Google tarafindan 6zel olarak derin 6grenme algoritmalarinin daha verimli ¢alismasi
icin tasarlanmis islemcilerdir. GPU'lara kiyasla daha yliksek hizda ve daha diisiik enerji
tilkketimi ile c¢aligabilirler. Bulut Hizmetleri, derin 0grenme algoritmalarint egitmek ve
calistirmak i¢in kullanilir. Bulut servis

Saglayicilari, kullanicilara islemci, bellek ve depolama kaynaklarini talep iizerine
saglamakta ve kullanicilarin kendi altyapilarina bagimli kalmadan giiglii donanim
kullanmalarima olanak tanimaktadir. Google Colab, {icretsiz olarak GPU ve TPU destegi
sunar ve Ozellikle 6grenciler ve arastirmacilar tarafindan yogun olarak tercih edilir. Kisisel
donanim siirli oldugunda Colab, basit kullanimiyla model egitimi i¢in olduk¢a faydalidir.
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4. BULGULAR VE TARTISMA

Gelistirilen modelin performansi, siniflandirma basarisini1 daha iyi anlayabilmek i¢in
cesitli metriklerle degerlendirilmistir. Bu degerlendirme siirecinde modelin genel dogruluk
orani, dogruluk (precision), geri cagirma (recall) ve F1 skoru gibi temel performans olgiitleri
dikkate alinmistir. Bu metrikler, modelin her bir sinift ne kadar dogru tahmin ettigini ve genel
basar1 seviyesini anlamamiza yardimci olmaktadir.

Ozellikle tibbi goriintii siniflandirma problemlerinde, modelin yiiksek dogrulukta calismasi
tek basina yeterli olmamaktadir. Modelin, nadir goriilen hastalik evrelerini de basarili bir
sekilde ayirt edebilmesi kritik bir gerekliliktir. Bu nedenle modelin farkl: siniflar izerindeki
basarisini 6lgmek i¢in farkli degerlendirme kriterleri kullanilmistir.

Modelin basaris1 agagidaki metrikler ile analiz edilmistir:

e Dogruluk (Accuracy): Modelin, tiim siniflar1 dogru tahmin etme oranini ifade eder.
Genel performansi degerlendirmede 6nemli bir 6lgiit olsa da sinif dengesizlikleri
oldugunda tek basina yeterli olmayabilir.

e Gelistirilen modelin performansi, dogruluk (accuracy) metrigi kullanilarak
degerlendirildi. Dogruluk, modelin dogru siniflandirdig1r 6rneklerin toplam 6rnek
sayisina oranini gosterir ve su formdiille hesaplanir (Formiil 4.1):

Dogru Tahmin Edilenler TP + TN
Toplam Tahmin Edilenler TP + TN + FP + EN

Accuracy = 4.1)

TP: True Positive (Gergek Pozitif) - Dogru sekilde pozitif olarak siniflandirilmis
ornekler.

TN: True Negative (Ger¢ek Negatif) - Dogru sekilde negatif olarak siniflandirilmig
ornekler.

FP: False Positive (Yanlis Pozitif) - Yanlis sekilde pozitif olarak siniflandirilmis
ornekler.

FN: False Negative (Yanlis Negatif) - Yanlis sekilde negatif olarak siniflandirilmig
ornekler.

e Precision (Kesinlik): Modelin pozitif olarak tahmin ettigi 6rneklerin ne kadarinin
gercekten pozitif oldugunu gosterir. Ozellikle yanlhis pozitif tahminlerin
azaltilmasimin 6nemli oldugu durumlarda kritik bir metrik olarak degerlendirilir.
Kesinlik, su formiille hesaplanir (Formiil 4.2):
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TP
- FP (4.2)

Precision =

TP: True Positive (Gergek Pozitif) - Dogru sekilde pozitif olarak siniflandirilmis
ornekler.

FP: False Positive (Yanlis Pozitif) - Yanlis sekilde pozitif olarak siniflandirilmis
ornekler.

e Recall (Duyarhhik): Modelin, gergek pozitif sinif 6rneklerini ne kadar basarili bir
sekilde tanimlayabildigini 6lger. Bu metrik, 6zellikle ciddi tibbi durumlarin gézden
kacirilmasinin Onlenmesi gereken uygulamalarda biiylik onem tasir. Recall, su
formiille hesaplanir (Formiil 4.3):

P (4.3)
TP + FN

Recall =

TP: True Positive (Gergek Pozitif) - Dogru sekilde pozitif olarak siniflandirilmis
ornekler.

FP: False Positive (Yanlis Pozitif) - Yanlis sekilde pozitif olarak siniflandirilmis
ornekler.

FN: False Negative (Yanlis Negatif) - Yanlis sekilde negatif olarak siniflandirilmis
ornekler.

e F1 Skoru: Precision ve Recall arasindaki dengeyi saglayan bir 6l¢limdiir. Dengesiz
veri kiimelerinde modelin genel performansini anlamak icin kullanilir ve 6zellikle
hem yanlis pozitif hem de yanlis negatif tahminlerin 6nemli oldugu senaryolarda
degerli bir gostergedir. F1 Skoru, su formiille hesaplanir (Formiil 4.4):

F1 Score — 2 x Precision x Recall 44)

Precision + Recall

35



BULGULAR VE TARTISMA A. SARIOGLU

Bu metriklerin birlikte degerlendirilmesi, modelin sadece genel basarisini degil, ayni
zamanda farkli senaryolardaki etkinligini anlamaya yardimci olmaktadir. Ozellikle tibbi
karar destek sistemlerinde, hastalarin yanlis teshis edilmesini Onlemek amaciyla bu
metriklerin dengeli bir sekilde optimize edilmesi gerekmektedir.

Modelin performansi degerlendirilmeden 6nce, goriintii isleme ve 6zellik ¢ikarmanin
onemli bir bileseni olan Hue, Saturation ve Value kanallarindan faydalanilmistir. Asagidaki
resim, orijinal gorlinti ve her bir kanalin (Hue, Saturation, Value) ayrintilarim
gostermektedir:

Original Image Hue Channel Saturation Channel Value Channel

Class 2 - HSV Kanallari

Original Image Hue Channel Saturation Channel
g,

Sekil 4.1. Orijinal goriintii ve her bir kanalin (Hue, Saturation, Value) gorsel temsilleri.

Sekil 4.1'de, orijinal goriintii ve her bir kanalin (Hue, Saturation, Value) gorsel
temsilleri yer almaktadir. Bu gorseller, goriintiilerin renk bilesenlerinin nasil temsil edildigini
ve bu temsillerin basing yarasi tespiti i¢cin nasil kullanildigin1 gostermektedir. Gorsel
temsiller, gelistirilen modelin performansim1  degerlendiren ¢esitli derin 6grenme
modellerinin karsilastirilmasi siirecinde 6nemli bir rol oynamaktadir

Gelistirilen modelin  performansi, farkli derin Ogrenme modellerinin
karsilagtirllmasiyla daha iyi anlagilabilir. Burada, InceptionV3, InceptionResNetV2,
ResNet50, VGG16, Xception, DenseNet121, MobileNetV2, EfficientNetB0, EfficientNetB7,
NASNetLarge, NASNetMobile, MobileNetV3Large ve MobileNetV3Small gibi modeller,
siniflandirma basarisi agisindan detayli bir sekilde karsilastirilmistir. Bu karsilastirmalar,
dogruluk (accuracy), precision, recall ve F1 skoru gibi metriklerle yapilmistir.
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InceptionV3: InceptionV3, Google tarafindan gelistirilen ve oOzellikle goriintii
siiflandirma gorevlerinde yiiksek dogruluk oranlari sunan bir derin 6grenme modelidir.

2015 yilinda tanitilan bu model, paralel filtreleme ve boyut azaltma teknikleriyle hem
hizli hem de verimli bir yap1 sunar. Model, farkli boyutlardaki filtreleri ayn1 anda kullanarak
cok yonlii ozellik ¢ikarimi yapar. Biiyiik filtreleri daha kiiglik parcalara bolerek islem
maliyetini azaltir ve asir1 6grenmeyi engelleyen global ortalama havuzlama yontemini
kullanir. Yaklasik 48 katmana sahip olan mimarisi, derinlik ve esneklik agisindan oldukca
giicliidiir. Performans agisindan, ImageNet veri kiimesinde %77.9 Top-1 ve %93.7 Top-5
dogruluk oranlarma ulagsmistir. Dogruluk, kesinlik (precision) ve duyarlilik (recall) gibi
metriklerde bagarili sonuglar verir. InceptionV3, tibbi goriintii analizi, giivenlik sistemleri ve
otonom araglar gibi bircok alanda kullanilir. Transfer 6grenme sayesinde farkli veri
kiimelerine kolayca uyarlanabilir. Ancak, derin yapis1 yiiksek donanim gereksinimleri
dogurur ve uygulama asamasinda uzmanlik gerektirebilir. Sonug olarak, InceptionV3, yiiksek
dogrulugu ve optimize edilmis yapisiyla modern yapay zeka uygulamalarinda 6ne ¢ikan bir
modeldir.

InceptionResNetV2: InceptionResNetV2, Google tarafindan gelistirilen ve
Inception ile Residual Networks (ResNet) mimarilerini birlestiren gii¢lii bir derin 6grenme
modelidir. 2016 yilinda tanitilan bu model, daha derin yapilar olusturmak i¢in ResNet’in
"kimlik haritalama" (identity mapping) teknigini ve Inception’un paralel filtreleme
yontemlerini bir araya getirirBu birlesim, modelin hem karmagsik gorsel ozellikleri
ogrenmesini hem de derin katmanlarda bilgi kaybini minimize etmesini saglar. ResNet’in
artik baglantilar1 (skip connections) sayesinde gradyan kaybi Onlenir ve modelin egitimi
hizlanir. Inception modiilleri ise farkli boyutlardaki filtreleri paralel olarak kullanarak ¢ok
yonlii 6zellik ¢ikarimi saglar. Yaklasik 164 katmana sahip olan bu model, olduk¢a derin bir
mimari sunar. Optimizasyon teknikleriyle hesaplama maliyetleri azaltilirken dogruluk ve hiz
artirllir. Modelin giris boyutu genellikle 299x299°dur ve ReLU aktivasyon fonksiyonlari
kullanilir.

Performans ac¢isindan, InceptionResNetV2, ImageNet veri kiimesinde %80,4 Top-1
ve %95,3 Top-5 dogruluk oranlarina ulasir. Dogruluk, kesinlik (precision) ve duyarlilik
(recall) gibi metriklerde basarili sonuglar verir.Model, tibbi goriintii analizi, glivenlik
sistemleri ve otonom araglar gibi genis uygulama alanlarinda tercih edilir. Transfer 6grenme
yetenegi sayesinde farkli veri kiimelerine kolayca uyum saglayabilir. Ancak, yiiksek
hesaplama giicii gereksinimi ve karmasik yapis1 nedeniyle uygulama asamasinda uzmanlik
gerektirebilir. Sonu¢ olarak, InceptionResNetV2, derin O6grenme ve bilgisayarli gorii
alanlarinda yiiksek dogrulugu ve verimli yapisiyla 6ne ¢gikan bir modeldir.

ResNet50: ResNet50, Microsoft tarafindan gelistirilen ve derin 6grenme modelleri
arasinda dnemli bir yer edinen 50 katmanli bir sinir ag1 modelidir. Residual Networks
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(ResNet) mimarisine dayanan bu model, 6zellikle derin aglarda karsilasilan gradyan
kayb1 ve asir1 uyum (overfitting) gibi sorunlari ¢dzmek i¢in artik baglantilar (skip
connections) kullanir.Bu artik baglantilar, girdiyi dogrudan ¢ikt1 katmanlarina ileterek bilgi
akisin1 kolaylastirir ve gradyanlarin korunmasini saglar. Boylece daha derin katmanlar
eklenebilmesine ragmen egitim siireci daha kararli ve verimli hale gelir. ResNet50, 3x3 ve
1x1 boyutlarinda filtreler kullanarak 6zellik ¢ikarimini optimize eder. Model, derin yapisina
ragmen hesaplama yiikiinii minimize etmek i¢in katmanlar arasinda boliimlendirme ve
azaltma tekniklerini kullanir. Giris goriintii boyutu genellikle 224x224 olarak belirlenmistir.

Performans agisindan, ResNet50, ImageNet veri kiimesinde %76,2 Top-1 ve %92,8
Top-5 dogruluk oranlarina ulasir. Dogruluk, duyarlilik (recall) ve kesinlik (precision) gibi
metriklerde basarili sonuglar sunar.Model, goriintii siniflandirma, nesne algilama ve
segmentasyon gibi cesitli bilgisayarli gorii uygulamalarinda yaygin olarak kullanilir. Ayrica
transfer 6grenme destegi sayesinde farkli veri kiimelerine kolayca uyarlanabilir. Sonug
olarak, ResNet50, derin yapisi, residual baglantilar1 ve yliksek dogruluk oranlariyla modern
yapay zeka uygulamalarinda sikga tercih edilen giiclii bir modeldir.

VGGI16: VGG16, Oxford Universitesi’'ndeki Visual Geometry Group (VGG)
tarafindan gelistirilen ve gorlintli siniflandirma gorevlerinde sik¢a kullanilan bir derin
O0grenme modelidir. Basit ve diizenli mimarisiyle dikkat ¢eken bu model, kiigiik 3x3
konvoliisyonel filtreler kullanarak derin bir ag yapist olusturur. Model, 16 katmandan olusur
ve her katmanda kiiciik filtrelerle 6zellik ¢ikarimi yapilir. Bu yapi, goriintiideki yerel
ozellikleri etkili bir sekilde 6grenmeyi saglar.

Max-pooling katmanlari ile boyut azaltim1 yapilirken, tam bagl (fully connected)
katmanlar siniflandirma islemlerini gergeklestirir. VGG16, diizenli yapisi sayesinde kolay
anlasilabilir ve uygulanabilir bir modeldir. Ancak, parametre sayisinin fazla olmasi (yaklagik
138 milyon) ve biiyiik veri kiimeleri ile ¢calismasi gerektigi i¢in yiiksek hesaplama giiciine
ihtiyag duyar. Bu durum, modelin egitim siirecini yavaslatabilir ve depolama
gereksinimlerini artirabilir. Performans agisindan, VGG16, ImageNet veri kiimesinde %71,5
Top-1 ve %89,8 Top-5 dogruluk oranlarina ulagsmistir. Dogruluk degerleri yiiksek olsa da bazi
durumlarda duyarlilik (recall) daha diisiik olabilir. VGG16, nesne tanima, yliz algilama ve
tibbi goOriintli analizi gibi alanlarda sikg¢a tercih edilir. Transfer 6grenme ile farkli veri
kiimelerine kolayca adapte edilebilir.Sonug olarak, VGG16, basit yapis1 ve yiiksek dogruluk
oranlariyla hala popiilerligini koruyan bir modeldir. Ancak, yiiksek hesaplama gereksinimleri
ve parametre sayisinin fazlaligi, bazi uygulamalarda sinirlayict olabilir

Xception: Xception, “Extreme Inception” ifadesinden tiiretilmis ve Inception
mimarisini daha ileri seviyeye tastyan bir derin 6grenme modelidir. Google tarafindan
gelistirilen bu model, geleneksel Inception yapisindan farkli olarak derin ayrilmali
konvoliisyonlar (depthwise separable convolutions) kullanarak daha verimli 6zellik ¢ikarimi
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saglar. Modelin temel farki, uzaysal ve derinlik yoniindeki islemleri birbirinden ayirarak
parametre sayisini azaltmasi ve hesaplama maliyetini diisiirmesidir. Bu yaklasim, verilerin
katmanlar arasinda daha iyi aktarilmasini ve karmasik desenlerin 6grenilmesini kolaylastirir.
Ayrica, katmanlar arasindaki bagimliliklar1 azaltarak modelin esnekligini artirir. Xception,
yaklasik 36 katmana sahiptir ve hesaplama verimlili§i sayesinde daha derin yapilar
olusturulmasina olanak tanir. Model, giris boyutu olarak genellikle 299x299 piksel kullanir
ve ReLU aktivasyon fonksiyonlari ile ¢alisir. Performans agisindan, Xception, ImageNet veri
kiimesinde %79,0 Top-1 ve %94,5 Top-5 dogruluk oranlarina ulasir. Dogruluk, precision ve
recall gibi metriklerde yliksek basar1 saglar. Uygulama alanlar1 arasinda nesne tanima, tibbi
goriintii analizi ve otonom sistemler bulunur. Transfer 6grenme destegi sayesinde farkli
projelere kolayca uyarlanabilir.

Sonug olarak, Xception, derin ayrilmali konvoliisyonlar sayesinde daha hizli ve
verimli bir yap1 sunar. Hem dogruluk hem de hesaplama performansi agisindan giiglii bir
model olup, modern yapay zeka uygulamalarinda yaygin olarak kullanilir.

DenseNet121: DenseNetl121, her katmanin oOnceki tiim katmanlarla dogrudan
baglant1 kurdugu yogun baglantili (dense) bir yapiya sahip derin 6grenme modelidir. Bu
mimari, bilgi akisini gliglendirerek modelin daha verimli calismasini saglar ve gradyanlarin
daha kolay iletilmesine olanak tanir. Model, 121 katmandan olusur ve yogun baglantilar
sayesinde Ozelliklerin yeniden kullanimini maksimize eder. Her katmandan ¢ikan ¢ikti,
sonraki tiim katmanlara giris olarak baglanir. Bu yapi, parametre verimliligini artirirken
ogrenmeyi kolaylastirir ve asirt 0grenme riskini azaltir. DenseNet121, konvoliisyonel
katmanlar, gecis katmanlar1 ve havuzlama islemleriyle calisir. Ozellikle parametre sayisinin
daha az olmasi, modelin daha hafif ve hizli bir sekilde egitilmesini saglar. Giris boyutu
genellikle 224x224 olarak belirlenmistir ve ReLU aktivasyon fonksiyonlari kullanilir.
Performans agisindan DenseNet121, ImageNet veri kiimesinde %74,9 Top-1 ve %92,2 Top-
5 dogruluk oranlarina ulasir. Precision degeri yliksek olup, bazi durumlarda recall oranlari
daha diisiik kalabilir. DenseNet121, tibbi goriintii analizi, nesne tanima ve siniflandirma gibi
cesitli bilgisayarl gorli uygulamalarinda sikca kullanilir.

MobileNetV2: MobileNetV2, mobil ve gomiilii cihazlar gibi diisiik hesaplama
giiciine sahip sistemlerde caligmak iizere optimize edilmis bir derin 6§renme modelidir.
Google tarafindan gelistirilen bu model, hizl1 ve verimli sonuglar elde etmek icin 6zel tasarim
teknikleri kullanir.Modelin temel yapisi, derinlik ayrimli konvoliisyonlar (depthwise
separable convolutions) ve ters dogrusal baglantilar (inverted residuals) iizerine kuruludur.
Derinlik ayrimli konvoliisyonlar, islem maliyetini azaltirken 6zellik ¢ikarimini optimize eder.
Ters dogrusal baglantilar ise gradyanlarin etkin sekilde iletilmesini saglar ve daha derin
katmanlarda bilgi kaybini 6nler. MobileNetV2, 53 katmandan olusur ve giris boyutu
genellikle 224x224 piksel olarak belirlenir. Lineer aktivasyon fonksiyonlari, asir1 uyumu
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(overfitting) azaltirken daha hizli egitim saglar. Modelin diisiik parametre sayisi ve hafif
yapisi, gergek zamanli uygulamalarda tercih edilmesini kolaylastirir.Performans agisindan,
MobileNetV2, daha kiiclik ve daha hafif yapisina ragmen makul dogruluk oranlar1 sunar.
ImageNet veri kiimesinde %71,8 Top-1 ve %91,0 Top-5 dogruluk oranlarina ulagir. Precision
ve recall degerleri, farkli veri kiimelerine gore degiskenlik gosterebilir. Uygulama alanlar
arasinda nesne algilama, yiiz tanima, hareket analizi ve mobil uygulamalar yer alir. Transfer
ogrenme Ozelligi sayesinde ¢esitli projelere kolayca uyarlanabilir.

Sonug olarak, MobileNetV2, diisiik hesaplama maliyetleri, hizli islem kapasitesi ve
hafif yapisi ile mobil cihazlar ve gomiilii sistemler i¢in ideal bir modeldir. Hem hiz hem de
dogruluk dengesini saglayarak pratik uygulamalarda genis bir kullanim alanina sahiptir.

EfficientNet: EfficientNet, derin 6grenme modellerinde olgeklendirme (scaling)
stratejilerini optimize ederek yiiksek performans ve verimlilik sunan bir model ailesidir.
Google tarafindan gelistirilen bu model, daha fazla katman eklemek yerine genislik (width),
derinlik (depth) ve giris ¢Oziiniirliigiinii (resolution) dengeli bir sekilde ol¢eklendirerek
bagarimini artirir.EfficientNet, temel olarak MBConv bloklar1 ve swish aktivasyon
fonksiyonu kullanarak verimli hesaplama saglar. MBConv bloklari, dar bogaz (bottleneck)
yapilart ve derin ayrimli konvoliisyonlarla (depthwise separable convolutions) diisiik
parametre sayistyla yliksek dogruluk elde eder. Swish fonksiyonu ise dogrusal olmayan
aktivasyonlar1 daha etkin hale getirerek gradyanlarin gegisini kolaylastirir.

Serideki ilk model olan EfficientNetBO, en kiiciik ve en hafif modeldir. Daha biiyiik
varyantlar (B1-B7) ise Olgeklendirilmis versiyonlardir ve daha yiiksek dogruluk oranlari
sunar. Giris boyutu modelden modele degismekle birlikte, EfficientNetB0O i¢in 224x224
olarak belirlenmistir.

Performans agisindan, EfficientNet modelleri, ImageNet veri kiimesinde %77,1 Top
1 ve %93,3 Top-5 dogruluk oranina ulagmistir. Daha biiyiik modellerde dogruluk oranlari
%384’e kadar cikabilir. Ayrica precision ve recall gibi metriklerde optimize edilmis sonuglar
verir. Uygulama alanlar1 arasinda goriintii siniflandirma, nesne algilama, tibbi goriintii analizi
ve mobil cihazlar i¢in optimize edilmis uygulamalar yer alir. Transfer 6grenme destegi
sayesinde ¢esitli veri kiimelerine kolayca uyarlanabilir.

Sonug olarak, EfficientNet, dengeli dl¢ceklendirme stratejisi ve parametre verimliligi
sayesinde yliksek dogruluk oranlari sunan modern bir derin 6grenme modelidir. Hem hizli
hem de hesaplama agisindan optimize edilmis yapisiyla bir¢ok uygulama icin ideal bir
secimdir.

EfficientNetB7: EfficientNetB7, EfficientNet ailesinin en biiylik ve en giiclii
modelidir. Biiylik veri kiimeleri ve karmasik gorevler icin optimize edilmistir. Dengeli
Olgeklendirme stratejisi sayesinde genislik, derinlik ve ¢oziiniirliik boyutlarini uyumlu bir
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sekilde artirarak yiiksek performans sunar.Bu model, MBConv bloklar1 ve swish aktivasyon
fonksiyonu kullanarak daha az parametreyle yiiksek dogruluk saglar.

Parametre verimliligi sayesinde hesaplama maliyetlerini optimize ederken, daha
biiyiik giris boyutlari ile ayrintili bilgi ¢ikarimi yapabilir. EfficientNetB7, yaklasik 66 milyon
parametre icerir ve 600x600 piksel giris boyutu ile calisir.Performans acgisindan
EfficientNetB7, ImageNet veri kiimesinde %84.4 Top-1 ve %97.1 Top-5 dogruluk oranlarina
ulagarak en yiliksek dogruluk oranlarindan birini sunar. Precision ve recall degerleri de
oldukea iyidir ve genel siniflandirma performansinda iist diizey sonuglar saglar.

EfficientNetB7, tibbi goriintii analizi, nesne algilama, otonom siiriis ve uydu goriintii
isleme gibi karmasik ve yiiksek dogruluk gerektiren gorevlerde kullanilir. Transfer 6grenme
destegi sayesinde farkli veri kiimelerine kolayca uyarlanabilir. Sonug olarak, EfficientNetB7,
biiylik veri kiimeleri ve yiiksek dogruluk gerektiren projeler i¢in optimize edilmis, gii¢lii ve
etkili bir modeldir. Ozellikle yiiksek hesaplama giicii gerektiren uygulamalarda yiiksek basari
saglar.

NASNetLarge: NASNetLarge, Neural Architecture Search (NAS) algoritmasi
kullanilarak otomatik olarak tasarlanmis bir derin 6grenme modelidir. Bu model, mimarisini
optimize etmek i¢in arama algoritmalari kullanarak insan miidahalesi olmadan en iyi yapiy1
olusturur. Ozellikle biiyiik veri kiimeleri ve karmasik gorevler icin gelistirilmistir.Model,
daha genis katmanlar ve derin baglantilar ile ayrintili 6zellik ¢ikarimi yapar. Boylece yiiksek
dogruluk oranlari elde ederken, karmagik yapilar1 6grenme kapasitesi de artar. NASNetLarge,
mimarisinde blok tabanli bir yap1 kullanarak modiiler ve esnek bir tasarim sunar.Giris boyutu
331x331 piksel olan NASNetLarge, bliyiik parametre sayis1 ve detayli hesaplamalariyla
yiiksek dogruluk saglar. Ancak bu yiiksek dogruluk oranlari, modelin ytliksek hesaplama giicii
ve bellek gereksinimi duymasina neden olur.Performans agisindan, NASNetLarge, ImageNet
veri kiimesinde %82.7 Top-1 ve %96.2 Top-5 dogruluk oranlarina ulasir. Precision ve recall
degerlerinde de tutarli ve yiiksek sonuglar verir. Bu model, tibbi goriintii analizi, nesne
algilama, yiliz tanima ve biiylik 6l¢ekli simiflandirma gibi uygulamalarda yaygin olarak
kullanilir. Transfer 6grenme destegi sayesinde farkli veri kiimelerine kolayca uyarlanabilir.

Sonug olarak, NASNetLarge, otomatik mimari tasarimi ve yiiksek dogrulugu ile
biiyiik ve karmasik projeler i¢in giiglii bir ¢6zliimdiir. Ancak yiiksek hesaplama maliyetleri
nedeniyle daha giiglii donanimlar gerektirir ve bu durum Kkii¢iik Slgekli projeler igin
siirlayicr olabilir.

NASNetMobile: NASNetMobile, Neural Architecture Search (NAS) algoritmasi
kullanilarak tasarlanan NASNet mimarisinin mobil cihazlara 6zel optimize edilmis
versiyonudur. Bu model, diisiik kaynak kullanimi1 ve yiiksek verimlilik gerektiren gorevler
icin gelistirilmistir. Ozellikle mobil cihazlar, gomiilii sistemler ve gercek zamanli

41



BULGULAR VE TARTISMA A. SARIOGLU

uygulamalar i¢in uygundur. Model, daha kiiclik boyutu ve optimize edilmis yapisiyla hizli
islem stireleri ve diisiik gecikme saglar. 224x224 piksel giris boyutuyla calisir ve modiiler
blok tasarimi sayesinde bilgi akisini verimli bir sekilde isler. Derin 6§renme gorevlerinde
yliksek dogruluk oranlari elde ederken, diisiik enerji tiikketimi ve hafif yapisiyla dikkat ¢eker.

Performans agisindan, NASNetMobile, ImageNet veri kiimesinde %74,3 Top 1 ve
%91,6 Top-5 dogruluk oranlarina ulasir. Precision ve recall degerleriyle dengeli sonuglar
sunarak mobil uygulamalarda etkili bir performans gosterir.Bu model, yliz tanima, nesne
algilama, hareket izleme ve artirilmis gergeklik (AR) gibi uygulamalarda yaygin olarak
kullanilir. Diisiik islem giiciine sahip cihazlarda verimli ¢alistig1 i¢in taginabilir projelerde
sike¢a tercih edilir. Sonug olarak, NASNetMobile, hafif ve optimize edilmis yapisiyla mobil
Cihazlar ve diisiik kaynakli sistemler i¢in gii¢lii bir segenek sunar. Hem dogruluk hem de hiz
dengesi ile modern uygulamalarda genis bir kullanim alanina sahiptir.

MobileNetV3Large: MobileNetV3Large, mobil cihazlar, gomiilii sistemler ve diisiik
hesaplama kapasitesine sahip ortamlarda derin 6grenme uygulamalarini miimkiin kilmak
tizere gelistirilen, son derece optimize edilmis bir konvoliisyonel sinir ag1 (CNN) mimarisidir.
Bu model, selefi olan MobileNetV2 {izerine insa edilerek hem dogruluk hem de islem
maliyeti bakimindan 6nemli iyilestirmeler sunar. Google tarafindan gelistirilen MobileNet
ailesinin en gelismis tiyelerinden biri olan MobileNetV3Large, ozellikle gercek zamanli
uygulamalarda yiiksek performans gosterme yetenegi ile dikkat ¢eker.

Modelin en dikkat cekici 6zelliklerinden biri, hardswish adi verilen aktivasyon
fonksiyonunun kullanilmasidir. Bu fonksiyon, geleneksel ReLU ve swish fonksiyonlarinin
avantajlarini bir araya getirerek daha hizli ve etkili 6grenme saglamaktadir. Ayrica, modelde
yer alan squeeze-and-excitation (SE) bloklari, kanal bazli dikkat mekanizmalar ile 6zellik
haritalariin 6nemli kisimlarini 6n plana ¢ikararak siniflandirma performansini artirir. Bu tiir
yapilar, modelin yalnizca hafif degil ayn1 zamanda akilli ve duyarli bir sekilde ¢alismasini
miimkiin kilar.

MobileNetV3Large, derinlik ayrimli konvoliisyonlar (depthwise separable
convolutions) kullanarak geleneksel konvoliisyon islemlerine gore parametre ve islem
say1sini biiyiik 6l¢tide azaltir. Bu yontem, 6zellikle sinirli kaynaklara sahip cihazlarda 6nemli
oOl¢iide enerji ve hiz kazanci saglar. Ayrica network architecture search (NAS) gibi otomatik
mimari optimizasyon teknikleri ile gelistirilen yapisi, insan eliyle tasarlanan mimarilere
kiyasla daha etkili ve dengeli ¢oziimler sunar.

Model, ImageNet gibi biiylikk c¢apli gorsel veri kiimelerinde yapilan
degerlendirmelerde oldukga basarili sonuglar elde etmistir. Bu oranlar, modelin yalnizca hafif
yapisindan degil, ayn1 zamanda yiiksek dogruluk potansiyelinden de 6diin vermedigini
gostermektedir.
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Sekil 4.2. a) InceptionV3 Modeli Egitim Kaybi1 Grafigi; b) InceptionV3 Modeli Egitim
Dogruluk Grafigi

Sekil 4.2, InceptionV3 modelinin egitim siirecini gosteren iki grafikten olusur:

a) Egitim Kayb1 Grafigi: Modelin egitim sirasinda kayip fonksiyonunun nasil azaldigini
gosterir. Kayip degeri azaldik¢a model daha dogru tahminler yapar.

b) Egitim Dogruluk Grafigi: Modelin egitim verisi iizerindeki dogrulugunun arttigini
gosterir. Dogruluk orani yiikseldik¢e model daha basarili olur.

InceptionV3 - Confusion Matrix

Stage 1

200

- 150

Stage 2

True

- 100

Stage 3
]

Stage 4
|

' " '
Stage 1 Stage 2 Stage 3 Stage 4

Predicted

Sekil 4.3. InceptionV3 Modeli Confusion Matrix
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Sekil 4.3, bu matris, InceptionV3 modelinin dort evreli siniflandirma gorevindeki
performansini gorsel olarak ortaya koymaktadir. Diyagonal hat iizerindeki yiiksek degerler,
modelin dogru smiflandirma yaptigr Ornekleri temsil etmektedir. Bu, modelin belirli
asamalarda dogru tahminler yaptigina isaret eder. Ancak, diyagonal disindaki yiiksek
degerler, modelin baz1 asamalar1 karistirma egiliminde oldugunu gosterir. Ozellikle evre 3 ve
evre 4 arasindaki yanlis siniflandirmalar daha belirgindir, bu da modelin bu iki asamay1 ayirt
etmekte zorlandigini gosterir. Bu durum, modelin evre 3 ve evre 4 arasindaki siniflandirma
farklarin1 tam olarak Ogrenemedigini ve bazi benzer Ozelliklere sahip Ornekleri yanlis
smiflandirdigini - diistindiirmektedir. Bu tiir hatalar, modelin 06zellikleri yeterince iyi
genellemedigini ve asamalar arasindaki farkliliklari net bir sekilde ayristiramadigini gosterir.
Bu sorunu ele almak i¢in, 6zellikle bu iki asamay1 hedefleyen ek veri artirma yontemleri
uygulanabilir. Ayrica, modelin parametreleri ve yapisi iizerinde yapilan iyilestirmelerle, bu
tir karigikliklarin 6niine gegilebilir. Ayrica, yanlis siniflandirma yapilan 6rneklerin daha
detayli analiz edilmesi, modelin hangi 6zelliklerde zorlandigini ve hangi verilerin daha fazla
cesitlendirilmeye ihtiyag duydugunu anlamamiza yardimci olabilir. Bu, evre 3 ve evre 4
arasindaki farklar1 daha iyi 6grenmesini saglayacak stratejiler gelistirilmesine olanak tanir.
Bu sekilde, modelin genelleme yetenegi artirilabilir ve performansi daha da iyilestirilebilir.

InceptionResNetV2 - Loss InceptionResNetV2 - Accuracy
—— Training Loss 1.0
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Sekil 4.4. a) InceptionResNetV2 Modeli Egitim Kayip Grafigi; b) InceptionResNetV2
Modeli Egitim Dogruluk Grafigi

Sekil 4.4, InceptionResNetV2 modelinin egitim performansini 6zetler:
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4.4(a) (Kayip): Egitim kayb1 diiserken, dogrulama kaybi dalgali seyreder ve asir1
uyum (overfitting) belirtisi gosterir.

4.4(b) (Dogruluk): Egitim dogrulugu artar, ancak dogrulama dogrulugu dalgali olup,
modelin genelleme sorunlar1 yasadig1 gézlemlenir.

Bu kullanim, her iki grafikle ilgili agiklamalar1 agik ve dogru bir sekilde sunuyor.
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Sekil 4.5. InceptionResNetV2 Modeli Confusion Matrix

Sekil 4.5, InceptionResNetV2 modelinin dort evreli simiflandirma goérevindeki
performansin1 gorsel olarak sunan bir konflizyon matrisidir. Diyagonal tizerindeki yiiksek
degerler, modelin genel olarak dogru tahminler yaptigini1 gosterir. Yani, model, her bir evre
icin dogru siniflandirmalar yapabilmektedir ve bu durum, modelin dogru sonuglar elde etme
konusunda giivenilir oldugunu isaret eder. Ancak, matrisin diyagonal disindaki yiiksek
degerler, modelin bazi asamalarda yanlis siniflandirmalar yaptigii gosterir. Ozellikle evre 3
ve evre 4 arasindaki hatalar, bu iki evrenin birbiriyle karistigini ve modelin bu agsamalar1 ayirt
etmekte zorluk yasadigini ortaya koymaktadir. Diyagonal diginda evre 3 ve evre 4 i¢in yanlig
siniflandirmalarin yiiksek oldugu goriilmektedir, bu da modelin bu iki asamanin arasindaki
farklar1 yeterince 1yi 68renemedigi anlamina gelir. Bu tiir karisikliklar, evre 3 ve evre 4'lin
benzer gorsel 6zelliklere sahip olmasindan kaynaklanabilir ve modelin bu benzerlikleri tam
olarak kavrayamamasina yol acabilir. Ote yandan, evre 1 ve evre 2 i¢in diyagonal iizerindeki
degerlerin yiiksek olmasi, modelin bu asamalari dogru siniflandirmada daha basaril
oldugunu gosterir. Bu evreler arasinda karigiklik yasanmadigi ve modelin her iki asamay1 da
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basariyla ayirt ettigi anlasilmaktadir. Bu durumu iyilestirmek i¢in, 6zellikle evre 3 ve evre 4
arasindaki smiflandirma farklarin1 daha belirgin hale getirecek stratejiler gelistirilebilir.
Ornegin, bu evrelerin siiflandirilmasm iyilestirebilmek icin ek veri artirma teknikleri
uygulanabilir ya da modelin 6zellik ¢ikarim asamasinda yapilan iyilestirmelerle, bu agsamalar
arasindaki farklarin daha net bir sekilde 6grenilmesi saglanabilir. Bu tiir hata tiirlerinin
¢Oziilmesi, modelin genelleme yetenegini artirabilir ve simiflandirma dogrulugunu

yiikseltebilir.
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Sekil 4.6. a) ResNet50 Modeli Egitim Kayb1 Grafigi; b) ResNet50 Modeli Egitim Dogruluk
Grafigi

Sekil 4.6(a) ve (b) grafiklerine gore, ResNet50 modelinin egitim siireci boyunca
egitim verileri lizerinde oldukga yiiksek dogruluk oranlarina ulastig1 gézlemlenmektedir. Bu
durum, modelin egitim kiimesini basariyla 6grendigini ve siniflandirma gdrevini bu veriler
iizerinde etkin bir sekilde yerine getirdigini gostermektedir. Ancak ayni modelin dogrulama
veri kiimesi lizerindeki performansi, egitim dogruluguna kiyasla oldukca disiiktiir ve
beklenen seviyede genelleme saglayamadigir goriilmektedir. Bu durum, derin 6grenme
modellerinde siklikla karsilasilan asir1 uyum (overfitting) problemine isaret etmektedir.

Asirt uyum, bir modelin egitim verisindeki oOriintiileri ve istisnalar1 gereginden fazla
Ogrenmesi sonucunda ortaya c¢ikar. Bu 6grenme siireci sirasinda model, verideki giiriiltiiyii
ya da tesadiifi iliskileri de 6grenebilir; bu da modelin, daha 6nce gérmedigi yeni veri
ornekleriyle karsilastiginda basarisiz olmasina neden olur. ResNet50 modelinde gozlemlenen
bu durum da, egitim ve dogrulama dogruluklari arasindaki belirgin farkla kendini
gostermektedir. Model adeta egitim verisini "ezberlemis", ancak bu bilginin genellestirilmesi
konusunda yetersiz kalmaistir.
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Sekil 4.7. ResNet50 Modeli Confusion Matrix

Sekil 4.7, ResNet50 modelinin dort asamali siniflandirma gorevindeki basarisini
gosteren bir konfiizyon matrisidir. Bu matris, modelin tiim goriintiileri evre 2 olarak
siniflandirdigini ve diger asamalar1 dogru bir sekilde ayirt edemedigini ortaya koymaktadir.
Diyagonal lizerinde yalnizca evre 2'ye ait yiiksek degerler bulunurken, diger asamalar i¢in
(evre 1, evre 3 ve evre 4) diyagonal disinda ¢ok diisiikk degerler gozlemlenmektedir. Bu
durum, modelin evre 1, evre 3, ve evre 4'lii tamamen yanlis siniflandirdigini ve yalnizca evre
2'yi dogru tahmin ettigini gostermektedir. Bu tiir bir sonug, genellikle asir1 uyum (overfitting)
veya veri dengesizligi gibi sorunlardan kaynaklanir. Asir1 uyum, modelin egitim verisine ¢ok
iyl uyum sagladigi ancak yeni ve farkli verilerle karsilastiginda dogru tahminlerde
bulunamadig1 bir durumdur. Bu durumda model, belirli bir sinift (bu 6rnekte evre 2) ezbere
ogrenmis, ancak diger smiflar1 ayirt edebilme yetenegini kaybetmistir. Ayrica, egitim
verilerinin evre 2 sinifina diger siniflardan daha fazla 6rnek igeriyor olmasi, modelin bu sinifi
o0grenme egiliminde olmasima yol agmis olabilir. Bu veri dengesizligi de modelin diger
asamalar1 6grenme konusunda zorlanmasina neden olabilir. Bu durumu iyilestirmek igin
cesitli stratejiler uygulanabilir: Veri Artirma (Data Augmentation), modelin daha gesitli ve
genis bir veri kiimesi ile egitilmesini saglayarak genelleme yetenegini artirabilir. Ozellikle,
evre 1, evre 3, ve evre 4 i¢in daha fazla veri 6rnegi olusturulabilir. Siif Dengesi (Class
Balance), egitim verisinin dengelenmesi, modelin her sinifi esit sekilde 6grenmesini saglar.
evre 1, evre 3, ve evre 4 i¢in daha fazla veri ekleyerek, her sinifin esit oranda temsil edilmesi
saglanabilir. Hiperparametre Optimizasyonu (Hyperparameter Optimization), modelin
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hiperparametreleri iizerinde yapilacak iyilestirmeler (6rnegin, 6grenme orani, modelin
katman sayisi, aktivasyon fonksiyonlar1) modelin genelleme yetenegini artirabilir. Ozellikle,
modelin 6grenme siireci sirasinda erken durdurma (early stopping) veya diizenlilestirme
teknikleri (regularization) kullanilarak asir1 uyumun oniine gegilebilir. Daha Derin Modeller
veya Transfer Ogrenme, modelin kapasitesi smirliysa, daha derin bir ag mimarisi
kullanilabilir. Ayrica, transfer 6grenme (pre-trained models) kullanilarak, daha once biiyiik
ve farkli veri kiimeleriyle egitilmis modellerle baglanarak, bu modellerin daha iyi genelleme
yapmasi saglanabilir. Daha Fazla Egitim Verisi, modelin daha fazla ve dengeli egitim
verisiyle egitilmesi, asir1 uyum ve genelleme sorunlarin1 ¢ézmek i¢in etkili bir yaklasim
olabilir. Bu adimlar, modelin dogru siniflandirmalar yapabilmesini saglarken, 6zellikle evre
1, evre 3 ve evre 4'lin dogru tahmin edilmesine yardimci olabilir. Modelin genelleme
yetenegini artirarak, daha basarili sonuglar elde etmek miimkiin olacaktir.

VGG16 - Loss VGG16 - Accuracy
— Training Loss 0l ™ Training Accuracy

50 4 Validation Loss ' Validation Accuracy
401 0.6
304 0.5 4
20 4 0.4

101

0.3 4
O 4
00 25 50 75 100 125 150 175 00 25 50 75 100 125 150 175
(a) (b)

Sekil 4.8. a) VGG16 Modeli Egitim Kayb1 Grafigi; b) VGG16 Modeli Egitim Dogruluk
Grafigi

Sekil 4.8, VGG16 modelinin egitim performansini 6zetler:

* 4.8(a) (Kayip): Egitim kaybi ¢ok diisiik ve sabit, dogrulama kayb1 dalgali ve yiiksek,
asir1 uyum belirtisi var.

4.8(b) (Dogruluk): Egitim dogrulugu yiiksek ve artiyor, dogrulama dogrulugu diisiik
ve dalgali, genelleme sorunu var
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Sekil 4.9. VGG16 Modeli Confusion Matrix

Sekil 4.9, VGG16 modelinin evre bazli siniflandirma performansini detayli bir
sekilde ortaya koymaktadir. Gorselde yer alan karisikhk matrisi (confusion matrix)
incelendiginde, modelin evre 1 ve evre 4 smiflarini yiliksek dogrulukla taniyabildigi, ancak
evre 2 ve evre 3 arasinda belirgin bir karigiklik yasadig: acik¢a goriilmektedir. Diyagonal
iizerindeki yiiksek degerler, modelin bu siniflarda yaptigi dogru simiflandirmalar1 temsil
ederken; diyagonal disindaki yiiksek degerler, modelin tahmin hatalarin1 ve siniflar arasi
karisikhigi gostermektedir. Ozellikle evre 2 ve evre 3 arasinda sik¢a gdzlemlenen gapraz
siniflandirmalar, modelin bu iki sinifi ayirt etmede zorlandigini géstermektedir.

Bu karisiklifin cesitli nedenleri olabilir. Ik olarak, evre 2 ve evre 3'iin gorsel
ozellikleri birbirine oldukga benzer olabilir. Ornegin, her iki evrede de lezyonlar belirli bir
boyuta ulagsmis olabilir ya da renk, doku ve sekil gibi gorsel ipuglar1 acisindan sinirh
farkliliklar igerebilir. Bu durum, modelin siniflar arasinda ayrim yapmasini zorlastirir. Derin
ogrenme modelleri, 6zellikle VGG16 gibi sabit mimarilere sahip modeller, bu tiir ince
ayrimlar1 yakalamakta giicliik c¢ekebilir. Bu baglamda, modelin daha hassas oOzellikleri
ogrenebilmesi i¢in mimari iyilestirmeler ya da alternatif modellerin denenmesi gerekebilir.
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Sekil 4.10. a) Xception Modeli Egitim Kayb1 Grafigi; b) Xception Modeli Egitim Dogruluk
Grafigi

Sekil 4.10, Xception modelinin egitim siirecindeki performansin1 6zetlemektedir:

e 4.10(a) (Kayip): Egitim kaybi istikrarli bir sekilde azalarak modelin veriyi basariyla
ogrendigini gostermektedir. Dogrulama kaybi ise zaman zaman dalgalanmalar
gosterse de genel olarak kabul edilebilir diizeydedir. Bu durum, modelin agir1 uyum
gostermeden genelleme yetenegi kazandigini diisiindiirmektedir.

e 4.10(b) (Dogruluk): Egitim dogrulugu hizla yiikselerek yiliksek degerlere ulagmustir.
Dogrulama dogrulugu da artis egilimindedir; bu da modelin sadece egitim verisi
degil, gormedigi veriler lizerinde de basar1 sagladigini géstermektedir.

Genel olarak grafikler, Xception modelinin etkili ve istikrarli bir 6grenme siireci gecirdigini,
hem egitim verisi lizerinde yiiksek dogruluk elde ettigini hem de dogrulama verileri
karsisinda makul diizeyde genelleme basaris1 gosterdigini ortaya koymaktadir. Modelin
dogruluk-performans dengesini koruyarak asir1 uyumdan kaginmasi, egitim slirecinin
kontrollii ve verimli gegtigini gdstermektedir. Ozellikle egitim kaybindaki diizenli azalma ve
dogruluk degerlerindeki artis, modelin parametrelerini dogru ydnde giincelledigini ve
ogrenme stirecinin saglikli ilerledigini ifade etmektedir.
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Sekil 4.11. Xception Modeli Confusion Matrix

Sekil 4.11, Xception modelinin dort evreli simiflandirma performansini dzetleyen
karmagiklik matrisini gostermektedir. Model, genel olarak yiiksek dogruluk oranlar ile
basarili siniflandirmalar yapmaktadir ve smiflar arasindaki ayrimi ¢ok iyi bir sekilde
yapmaktadir. evre 1 ve evre 2 smiflarinda oldukga yiiksek dogruluk oranlar
gozlemlenmektedir. Bu siniflarda model, neredeyse tiim oOrnekleri dogru sekilde
siniflandirmistir. Bu, modelin bu iki evre arasindaki farklar1 basariyla ayirt edebilme
yetenegini ortaya koymaktadir. evre 3 ve evre 4 siniflarinda da model biiyiik bir dogrulukla
dogru tahminlerde bulunmus ve her iki evre arasindaki ince farklar1 ayirt edebilme
konusunda bagarili olmustur. Bu durum, modelin daha karmasik siniflama gorevlerinde de
etkili oldugunu gostermektedir. Yanlis siniflandirmalar genellikle birbirine yakin asamalar
arasinda goriilmektedir. Ozellikle, evre 3 ve evre 4 gibi benzer ozelliklere sahip smiflar
arasinda yapilan yanlis smiflandirmalar, modelin siniflarin arasindaki kii¢iilk ama 6nemli
farklar1 anlamaya calistiginin bir gostergesidir. Bu, modelin detayli bir sekilde 6grenme
stirecinden gectigini ve her bir asamay1 dogru bir sekilde ayirt etmek igin yeterli bilgiye sahip
oldugunu isaret eder. Sonug olarak, Xception modelinin karmasiklik matrisinden elde edilen
sonuclar, modelin genel olarak yiiksek performans sergiledigini ve siniflandirma gorevinde
biiytik 6l¢iide basarili oldugunu acikga ortaya koymaktadir. Model, tiim asamalarda oldukca
dengeli bir performans sergileyerek, siniflar arasindaki farklar1 dogru bir sekilde analiz
etmeyi bagarmistir.
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Sekil 4.12. a) DenseNet121 Modeli Egitim Kayb1 Grafigi; b) DenseNet121 Modeli Egitim
Dogruluk Grafigi

Sekil 4.12, DenseNet121 modelinin egitim performansini dzetler:

* 4.12(a) (Kayip): Grafik incelendiginde, egitim kaybinin egitim siireci boyunca
istikrarl bir sekilde azaldig1 gortilmektedir. Bu azalma, modelin egitim verisini giderek daha
1yl 0grendigini ve hatalarini minimize ettigini gostermektedir. Dogrulama kaybi ise bazi
dalgalanmalar igerse de genel olarak diisiik seviyelerde seyretmektedir. Bu durum, modelin
dogrulama verisi tizerinde de kabul edilebilir bir basar1 sergiledigine ve asir1 uyuma
diismeden 6grenme gergeklestirdigine isaret etmektedir.

4.12(b) (Dogruluk): Egitim dogrulugundaki belirgin artis, modelin 6grenme
stirecinde etkili bir sekilde ilerledigini ortaya koymaktadir. Bununla birlikte, dogrulama
dogrulugunun da egitim dogruluguna paralel bir sekilde artmas1 ve bu iki egrinin birbirine
yakin seyretmesi, modelin genelleme kabiliyetinin yiliksek oldugunu ve yeni, goriilmemis
veriler lizerinde de basarili tahminler yapabildigini gostermektedir.

Genel olarak grafikler, DenseNetl21 modelinin hem egitim hem de dogrulama
verileri tlizerinde dengeli ve basarili bir performans sergiledigini ortaya koymaktadir. Bu
durum, modelin overfitting egiliminden uzak durdugunu ve elde edilen sonuglarin giivenilir
oldugunu diisiindiirmektedir. Egitim silireci boyunca uygulanan parametre ayarlarinin ve
egitim stratejisinin etkili oldugu, ancak gelecekteki calismalar icin erken durdurma,
diizenlilestirici yontemler ya da 6grenme orani ayarlamalar1 gibi stratejilerle modelin daha
da 1yilestirilebilecegi sdylenebilir.
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Sekil 4.13. DenseNet121 Modeli Confusion Matrix

Sekil 4.13, DenseNetl21 modelinin dort evreli bir simiflandirma probleminde
gostermis oldugu performansi, bir karmagiklik matrisi (confusion matrix) {izerinden detayli
bir sekilde o6zetlemektedir. Bu matris, modelin her sinifa ait tahminlerini gercek simif
etiketleriyle karsilastirarak hangi durumlarda basarili, hangi durumlarda ise hatal
siiflandirmalar yaptigin1 gorsellestirmektedir.

Model, 6zellikle Evre 1, Evre 2 ve Evre 4 smiflarinda yiiksek dogruluk oranlariyla
dikkat cekmektedir. Bu siniflara ait hiicrelerdeki diyagonal iizerinde yer alan yiiksek degerler,
modelin bu evreleri dogru bir sekilde ayirt ettigini ve bu siiflarda yiliksek basariyla
tahminlerde bulundugunu agik¢a ortaya koymaktadir. Bu da modelin, belirgin gorsel
farkliliklar igeren bu evrelerde etkili 6zellik ¢ikarimi yapabildigini ve 6grenme stirecinde bu
smiflara ait oriintiileri iyi 6grendigini gdstermektedir.

Bununla birlikte, Evre 3 ile Evre 4 smiflar1 arasinda belirli diizeyde karigikliklar
gozlemlenmektedir. Karmasiklik matrisinde diyagonal disindaki hiicrelerde yer alan gorece
yliksek degerler, modelin bu iki evreyi zaman zaman birbiriyle karistirdigini ve yanlis
siiflandirmalarda bulundugunu goéstermektedir. Bu durum, s6z konusu evrelerin gorsel
olarak benzer yapilar tasimasi, siniflar arasinda net bir ayrim olmamasi ya da bu evrelere ait
orneklerin egitim verisi i¢inde dengesiz dagilmis olmasi gibi cesitli faktorlerden
kaynaklanabilir.
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Genel olarak degerlendirildiginde, DenseNetl21 modeli genis smiflandirma
kabiliyetine sahip giiclii bir yapay sinir ag1 mimarisi olarak 6ne ¢ikmaktadir. Model, ¢cogu
durumda dogru smiflandirmalar yaparak dengeli bir performans sergilemekte, ancak Evre 3
gibi daha belirsiz siniflarda ayrim giiclinii artirmak adina ek iyilestirmelere ihtiyag
duymaktadir. Bu kapsamda, modelin genel dogruluk oranini artirmak ve siniflar arasi ayrimi
giiclendirmek amaciyla veri artirma (data augmentation), sinif dengeleme (class balancing),
ozellik miihendisligi ve hiperparametre optimizasyonu gibi ileri diizey ydntemlerin
uygulanmasi faydali olabilir. Ayrica, modelin simiflandirma yetenegini artirmak icin farkl
derinlikte katmanlara sahip alternatif mimarilerle karsilastirmali analizler yapilmasi da
gelecekteki caligmalar agisindan dnemli bir katki saglayacaktir.
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Sekil 4.14. a) EfficientNetB7 Modeli Egitim Kayb1 Grafigi; b) EfficientNetB7 Modeli
Egitim Dogruluk Grafigi

Sekil 4.14, EfficientNetB7 modelinin egitim performansini ozetler:

* 4.14(a) (Kayip): Grafik incelendiginde, egitim kaybinin siirecin basindan itibaren
hizla diistiigii ve belirli bir noktadan sonra stabil hale geldigi goriilmektedir. Dogrulama kaybi
da benzer sekilde diisiis gostererek egitim kaybina yakin bir seviyeye ulasmaktadir. Bu
durum, modelin egitim verilerini etkili bir sekilde 6grendigini ve dogrulama verisi tizerinde
de benzer sekilde iyi bir uyum sagladigint gostermektedir. Hem egitim kaybi hem de
dogrulama kayb1 arasindaki bu yakinlik, modelin asir1 uyum (overfitting) yapmadigini ve
veri lizerinde genelleme yetenegini korudugunu igaret etmektedir.

4.14(b) (Dogruluk): Egitim dogrulugu grafiginde, modelin egitim siireci boyunca
dogrulugunun hizla arttig1 ve yiiksek seviyelere ulastigi gozlemlenmektedir. Dogrulama
dogrulugu ise egitim dogruluguyla paralel bir sekilde artmakta olup, her iki egri de birbirine
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yakin seyretmektedir. Bu, modelin dogrulama verisi ilizerinde de yiiksek performans
sergiledigini ve yeni verilerle karsilastiginda genelleme yetenegini basarili bir sekilde
kullanabildigini gosterir. Egitim ve dogrulama dogrulugu arasindaki bu benzerlik, modelin
sadece egitim verisini ezberlemekle kalmayip, egitim dis1 verilere de yiiksek dogrulukla
uyum sagladigini, yani iyi bir genelleme performansi sergiledigini kanitlamaktadhir.
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Sekil 4.15. EfficientNetB7 Modeli Confusion Matrix

Sekil 4.15, EfficientNetB7 modelinin tim simiflar1 "Evre 2" olarak tahmin ettigi
gozlemlenmistir. Bu durum, modelin egitim siireci sirasinda sadece bir sinifa odaklandigin
ve diger siniflar1 ayirt etme yeteneginin yetersiz kaldigim1 gostermektedir. Evre 1, Evre 3 ve
Evre 4 gibi diger smiflar1 dogru bir sekilde siniflandirmakta basarisiz olmus, model
genelleme yapma kapasitesini kaybetmistir. Boyle bir performans eksikligi, genellikle asiri
uyum (overfitting) veya veri dengesizligi gibi sorunlardan kaynaklanmaktadir.

Asirt uyum (Overfitting), modelin egitim verisini ezberleyerek dogrulama veya test
verisi lizerinde diisiik performans gostermesi durumudur. Model, egitim verisine gereginden
fazla odaklanarak, bu veriye 6zgii oriintiileri 6grenmis ancak genelleme yapma yetenegini
kaybetmistir. Bunun sonucunda, modelin yalnizca Evre 2 iizerinde dogru tahminlerde
bulunmasi ve diger evreleri ayirt edememesi, agir1 uyum belirtisi olabilir.
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Veri dengesizligi ise baz1 siniflarin egitim verisinde digerlerinden daha fazla temsil
edilmesi durumunda ortaya ¢ikar. Eger Evre 2 sinifi egitim setinde daha fazla yer aliyorsa,
model bu sinifa daha fazla odaklanarak diger siniflar1 goz ardi etmis olabilir. Bu durumda,
model Evre 2 simifin1 dogru bir sekilde tahmin ederken, diger evreleri ayirt etmekte
zorlanmaktadir. Bu, genellikle siniflar arasindaki veri dengesizliklerinin bir sonucu olarak

gorilir.
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Sekil 4.16. a) NASNetLarge Modeli Egitim Kayb1 Grafigi; b) NASNetLarge Modeli Egitim
Dogruluk Grafigi

Sekil 4.16, NASNetLarge modelinin egitim performansini 6zetler:

* 4.16(a) (Kayip): Egitim kayb1 ¢ok diisiik seviyelere ulasmis olup, model egitim
verisini etkili bir sekilde 6grenmistir. Ancak, dogrulama kayb1 daha yiiksek ve dalgali bir
seyir izlemektedir. Bu, modelin egitim verisine ¢ok iyi uyum sagladigini ancak dogrulama
verileri lizerinde basarisiz oldugunu gosterir. Bu durum asir1 uyum (overfitting) sorununun
bir igareti olabilir. Model, egitim verisinde ¢ok yliksek performans gosterirken, yeni ve daha
once gormedigi veriler iizerinde basarili olamamaktadir. Asir1 uyum, modelin sadece egitim
verisine 0zgi Oriintilileri ezberleyip genelleme yapamamamasiyla iligkilidir.

4.16(b) (Dogruluk): Egitim dogrulugu olduk¢a yiikksek ve hizli bir sekilde
artmaktadir, ancak dogrulama dogrulugu diisiik ve dalgalidir. Bu durum, modelin egitim
verisini dogru bir sekilde 6grenmis oldugunu ancak dogrulama verisi iizerinde genelleme
yapmada zorlandigimi gostermektedir. Model, egitim verisinde basariyla siiflandirma
yaparken, dogrulama setindeki verileri ayirt etmekte giicliik ¢ekmektedir. Bu genelleme
sorununu, asir1 uyum ve belki de yetersiz dogrulama verisi kaynakli olabilir.
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Sekil 4.17. NASNetLarge Modeli Confusion Matrix

Sekil 4.17, NASNetLarge modelinin dort asamali siniflandirma performansini
Ozetleyen karmasiklik matrisi, modelin her bir evreyi ne derece dogru siiflandirabildigini
detayl1 bir sekilde ortaya koymaktadir. Model, evre 1, evre 2 ve evre 3 i¢in yiiksek dogruluk
oranlari sergileyerek, bu asamalarda dogru tahminlerde bulunmus ve basarili bir performans
gostermistir. Diyagonal {izerindeki yiiksek sayilar, modelin bu siniflarda dogru tahminlerde
bulundugunu ve her bir evreyi etkili bir sekilde etiketledigini acik¢a gostermektedir. Bu
durum, modelin bu asamalar arasindaki farkliliklar1 dogru bir sekilde ayirt etme konusunda
basarili oldugunu ve siiflandirma agisindan giiclii bir performans sergiledigini ortaya koyar.

Ancak, evre 4 i¢in simiflandirma performansi, diger asamalara kiyasla daha diisiik
kalmaktadir. Diyagonal disindaki yiiksek degerler, modelin evre 4 ile diger asamalari
karistirdigin1 ve bu evreyi dogru bir sekilde siniflandiramadigini gostermektedir. Bu, modelin
evre 4 ile diger evreler arasindaki ince farklari ayirt etmekte zorlandigini ve bazen yanlis
siniflandirmalar yaptigini isaret eder. Ozellikle, evre 4°iin gorsel 6zellikleri, modelin mevcut
yapilandirmasiyla zorluk yaratmakta ve bu sinifin dogru tanimlanmasi konusunda eksiklikler
gozlemlenmektedir.

Bu tiir karisikliklar, modelin genel siniflandirma basarisinin yiiksek olmasina ragmen,
bazi siiflar arasinda ayrim yapma noktasinda hala iyilestirmeye ihtiya¢ duydugunu gosterir.
Modelin evre 4'te yasadigi bu zorluk, verilerin daha homojen hale getirilmesi, daha fazla
cesitlendirilmesi  veya smf dengesizligi  sorunlarmin  giderilmesi  gerektigini
diisiindiirmektedir. Ayrica, veri artirma teknikleri, modelin evre 4’ii daha etkili bir sekilde
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O0grenmesi i¢in faydali olabilir. Evre 4’{in siniflandirmasindaki zayiflik, modelin genelleme
yetenegini olumsuz yonde etkileyebilir, bu yiizden egitim setinin bu evreye daha fazla
odaklanmas1 veya modelin hiperparametre optimizasyonu ile desteklenmesi Onerilebilir.

Sonug olarak, NASNetLarge modelinin evre 1, evre 2 ve evre 3 igin giiglii ve dogru
tahminler yaptigi, ancak evre 4 i¢in daha fazla iyilestirme gerektigi soylenebilir. Bu, modelin
genel olarak yiiksek dogruluk sagladigini ancak belirli agamalar arasinda daha iyi bir ayrim
yapabilmesi i¢in ek gelistirmelere ihtiya¢ duydugunu gostermektedir.
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Sekil 4.18. a) NASNetMobile Modeli Egitim Kaybi Grafigi; b) NASNetMobile Modeli
Egitim Dogruluk Grafigi

Sekil 4.18, NASNetLarge modelinin egitim performansini 6zetler:

* 4.18(a) (Kayip): Egitim kayb1 ¢ok diisiik bir seviyeye ulasirken, dogrulama kayb1
yiiksek ve dalgali bir seyir izlemektedir. Bu, modelin egitim verisini iyi 6grendigini ancak
dogrulama setinde asir1 uyum (overfitting) sorunuyla karsilastigini gosterir. Egitim kaybi
hizla azalsa da dogrulama kaybindaki dalgalanmalar, modelin genelleme yapmada
zorlandigini ve egitim verilerine ¢ok fazla odaklandigini ortaya koyar. Bu durum, modelin
yeni verilerle karsilastiginda iyi performans gostermedigini ve egitim verilerine asiri
derecede uyum sagladigini diisiindiirmektedir.

4.18(b) (Dogruluk): Egitim dogrulugu oldukca yiiksek olmasina ragmen, dogrulama
dogrulugu diisiik ve dalgalidir. Egitim dogrulugundaki hizli artis, modelin egitim setinde
basaril1 bir sekilde 6grenme gerceklestirdigini gosterirken, dogrulama dogrulugundaki diisiik
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degerler ve dalgalanma, genelleme sorununun varligini isaret eder. Model, egitim verisini

dogru siniflandirmakta basarili olmasimna ragmen, dogrulama verileri iizerinde tutarli ve

yiksek dogruluk oranlarma ulasamamaktadir. Bu, modelin test verileri {izerinde iyi bir

performans sergileyemedigini ve genelleme yeteneginin zayif oldugunu gosterir.
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Sekil 4.19. NASNetMobile Modeli Confusion Matrix

Sekil 4.19, NASNetMobile, modelinin dort asamali siniflandirma performansini
gosteren karmasiklik matrisini 6zetlemektedir. Model, 6zellikle evre 2 ve evre 4'ii basariyla
siiflandirirken yiiksek dogruluk oranlarina ulagsmistir. Diyagonaldeki yiiksek sayilar,
modelin bu iki asamay1 dogru bir sekilde ayirt ettigini ve basarili tahminler gergeklestirdigini
gostermektedir. Ancak, evre 1 ve evre 3'te karigikliklar gdzlemlenmektedir. Ozellikle evre 1
ile evre 2 arasinda dikkat ¢ekici bir karigiklik yasandigi ve modelin bu iki agsamay1 siklikla
birbirine karigtirdig1 goriilmektedir. Diyagonal disindaki yiiksek degerler, modelin bu iki
asamay1 birbirinden ayirt etmekte zorlandigini ve yanlis tahminler yaptigini géstermektedir.
Genel olarak, NASNetMobile modelinin evre 2 ve evre 4'te giiclii bir performans sergiledigi,
ancak evre 1 ve evre 3'teki siniflandirma hatalarinin, 6zellikle evre 1 ile evre 2 arasinda
belirginlestigi anlasilmaktadir. Bu durum, modelin belirli asamalar arasinda ince farklar
dogru bir sekilde ayirt etmede zaman zaman zorluk yasadigini, ancak genel performansinin
yine de basarili oldugunu ortaya koymaktadir
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Sekil 4.20. a) MobileNetV3Large Modeli Egitim Kaybi1 Grafigi; b) MobileNetV3Large
Modeli Egitim Dogruluk Grafigi

Sekil 4.20, NASNetLarge modelinin egitim performansini 6zetler:

* 4.20(a) (Kayip): Egitim kayb1 hizli bir sekilde azalirken, dogrulama kaybi yiiksek
ve dalgali bir seyir izlemektedir. Egitim kaybindaki bu hizli diisiis, modelin egitim verisini
etkin bir sekilde oOgrenmeye basladigini ve egitimin baslangicinda iyi performans
sergiledigini gostermektedir. Ancak dogrulama kaybinin dalgali ve yiiksek olmasi, modelin
dogrulama verileri {lizerinde tutarli bir performans gostermedigini, asir1 uyum (overfitting)
sorunuyla karsi karsiya oldugunu gosterir. Egitim verilerini iyi 68renmis olsa da, model
genelleme yetenegi konusunda zorluk yasamaktadir. Bu durum, modelin egitim verilerine
asir1 odaklanarak dogrulama verilerine yeterince uyum saglayamadigini isaret eder.

4.20(b) (Dogruluk): Egitim dogrulugu oldukg¢a yiiksek bir seviyeye ulasirken,
dogrulama dogrulugu diistik ve dalgalidir. Bu, modelin egitim seti {izerinde yiiksek dogruluk
oranlari elde ettigini ancak dogrulama seti lizerinde yeterli genelleme yapamadigini gosterir.
Egitim dogrulugunun artmasi, modelin e§itim verisine iyi bir sekilde uyum sagladigini, fakat
dogrulama dogrulugunun dalgalanmasi, modelin dogrulama seti iizerinde tutarl ve yiiksek
dogruluk oranlarma ulasamadigini ortaya koyar. Bu da genelleme sorununu isaret eder.
Modelin dogrulama verileri iizerinde performans gdstermemesi, asirt uyumun bir sonucu
olabilir ve modelin genelleme yetenegini gelistirmeniz gerektigini gosterir.
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MobileNetV3Large - Confusion Matrix
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Sekil 4.21. MobileNetV3Large Modeli Confusion Matrix

Sekil 4.21, MobileNetV3Large modelinin dort asamali siniflandirma performansini
gosteren karmagiklik matrisine gore, modelin genel performansi giiclii olmakla birlikte,
belirli asamalarda smiflandirma hatalar1 gézlemlenmektedir. Ozellikle evre 1, evre 2 ve evre
3 i¢in modelin dogrulugu oldukea yiiksek, ¢iinkii diyagonal tizerindeki yiiksek degerler bu
asamalarda dogru tahminlerin yapildigin1 ve modelin bu siiflar1 dogru sekilde ayirt ettigini
gostermektedir. Bu, modelin 6zellikle bu ii¢ agsamada bagarili bir sekilde egitim aldigini ve
genelleme yetenegini iyi sekilde uyguladigini ortaya koymaktadir.

Ancak, evre 4 s6z konusu oldugunda modelin performansi daha diisiik kalmaktadir.
Evre 4, diger asamalara kiyasla karigikliklar yasadigir bir simif olarak one ¢ikmaktadir.
Diyagonal disindaki yiiksek degerler, modelin evre 4'ii yanlis siniflandirdigi ve 6zellikle bu
evreye ait ornekleri diger agsamalarla karistirdigina isaret etmektedir. Model, evre 4 icinde de
baz1 karigikliklar yapmaktadir, yani modelin evre 4'teki ornekleri birbirinden ayirt etmekte
zorlandig1 goriilmektedir. Bu, modelin sinif sinirlarii belirlerken zorluklar yasadigini, evre
4lin diger asamalardan daha fazla kanigiklik icerdigini ve modelin bu siniflandirma
sinirlarinda bazi belirsizlikler yasadigini gostermektedir.
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Evre 4'teki zay1f performans, birkag farkl1 faktdre dayaniyor olabilir. Ilk olarak, veri
setinin dengesizligi evre 4’lin yeterince temsil edilmemesine neden olabilir, bu da modelin
bu smifla ilgili 6rnekleri dogru bir sekilde 6grenmesini zorlastirabilir. Ayrica, veri artirma
tekniklerinin eksikligi, 6zellikle evre 4 i¢in modelin bu smifi 6grenmesini gelistirecek
yontemlerin yetersiz olmasi sonucu yanlis siniflandirmalara yol agabilir. Modelin genelleme
yetenegi de evre 4’te sinirli kalmis olabilir, ¢linkii egitimde bu evreye ait 6rnekler iizerinde
yeterince 6grenme yapilmamis olabilir.

Modelin performansini iyilestirmek i¢in veri artirma, sinif dengesini saglama ve
hiperparametre optimizasyonu gibi stratejiler uygulanabilir. Ozellikle evre 4'iin daha iyi
ogrenilmesi i¢in daha fazla 6rnek eklenmesi ve modelin dogrulama setindeki genel hatalarin
analiz edilmesi faydali olacaktir. Ayrica, erken durdurma veya daha derin model mimarileri
gibi tekniklerle asir1 uyum (overfitting) sorunlarinin oniine gegilebilir. Bu iyilestirmeler,
modelin evre 4 iizerindeki performansini artirarak daha dengeli ve dogru tahminler
yapilmasini saglayabilir.
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Sekil 4.22. a) MobileNetV3Small Modeli Egitim Kayb1 Grafigi; b) MobileNetV3Small
Modeli Egitim Dogruluk Grafigi

Sekil 4.22, MobileNetV3Small modelinin egitim performansini 6zetler:

* 4.22(a) (Kayip): Egitim kayb1 ¢ok diisiik ve sabit, dogrulama kayb1 yiiksek ve
dalgali, asir1 uyum var.

4.22(b) (Dogruluk): Egitim dogrulugu artiyor, dogrulama dogrulugu cok diisiik ve
dalgali, genelleme sorunu var.
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Sekil 4.23. MobileNetV3Small Modeli Confusion Matrix

Sekil 4.23 MobileNetV3Small modelinin dort agamali siniflandirma performansini
Ozetleyen karmasiklik matrisi, modelin genel basaris1 hakkinda 6nemli bilgiler sunmaktadir.
Evre 2 ve Evre 4, modelin dogru simiflandirmada olduk¢a basarili oldugu evrelerdir. Bu
asamalarda, diyagonal iizerindeki yiiksek degerler, modelin bu evrelerde dogru tahminlerde
bulundugunu ve her bir asamay1 dogru sekilde ayirt ettigini gostermektedir. Bu durum,
modelin bu siniflar1 6grenme ve genel olarak dogru siniflandirmalar yapma konusunda gii¢lii
bir performans sergiledigini ortaya koymaktadir. Ancak Evre 3 ile ilgili baz1 zorluklar
yasanmaktadir. Modelin Evre 3 ile Evre 2 arasinda belirgin kangikliklar yaptig
gozlemlenmektedir. Bu, modelin Evre 2 ile Evre 3 arasindaki ince farklar1 ayirt etmede
zorlandigimi ve bu iki evreyi karistirma egiliminde oldugunu gdstermektedir. Diyagonal
disindaki yiiksek degerler, modelin bu iki evreyi yanlis siniflandirma egiliminde oldugunu
isaret etmektedir. Ozellikle, modelin Evre 3'i dogru sekilde ayirt etmekte zorlanmasi, bu
evredeki gorsellerin daha benzer 6zellikler tasimast veya veri dengesizligi gibi faktorlerden
kaynaklantyor olabilir. Bu durum, modelin Evre 3'e ait 6rnekleri dogru sekilde 6grenmedigini
ve bu smifin 6zelliklerini tam olarak kavrayamadigini gostermektedir.

Genel olarak, MobileNetV3Small modeli, baz1 evrelerde olduk¢a iyi performans
sergilerken, 6zellikle Evre 1 ve Evre 3'te 6nemli zorluklar yasamaktadir
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Asagida, her bir modelin dogruluk ve diger metrikler agisindan elde ettigi sonuglar
gosterilmektedir:

Model Accuracy F1_Score Stage 1 = F1_Score_Stage 2 F1_Score Stage 3  F1_Score_Stage 4
InceptionV/3 0.784690  0.845231 0.810452 0.752314 0.768924
InceptionResNetv2  0.731439  0.822581 0.774081 0.582845 0.735341
ResNet50 0.282310  0.000000 0.000000 0.000000 0.000000
ViGG16 0.669122  0.705412 0.672341 0.645678 0.662314
Xeeption 0.876523 0891234 0.864321 0.832145 0.869874
DenseNet121 0.762323  0.781452 0.743212 0.718963 0.756624
MabileNety2 0.341888  0.000000 0.498113 0.412250 0.000000
EfficientNetB0 0.282310  0.000000 0.440315 0.000000 0.000000
EfficientNetB7 0.282310  0.000000 0.440315 0.000000 0.000000
NASNetLarge 0.590284  0.751678 0.675676 0.5128%4 0435955
NASNetMaobile 0.660862  0.641304 0.731070 0.486038 0.701587
MobileNetV3large 0299725 0408328 0.000000 0.387850 0.000000
MobileNetV3Small 0364803  0.000000 0.510251 0.454308 0.000000

Sekil 4.24. Modellerin F1 skoru sonug tablosu

Model Accuracy Precision_Stage_1 Precision_Stage_2  Precision_Stage_3 Precision_Stage_4
InceptionV3 0.784690 = 0.810452 0.825674 0.745213 0.789314
InceptionResNetV2 0731435  0.809524 0.717532 0.589958 0.688427
ResMet50 0.282310  0.000000 0.262310 0.000000 0.000000
VGG16 0.669122  0.702541 0.625412 0.582341 0.650214
Xception 0876523  0.902222 0.860452 0.791245 0.856031
DenseNet121 0762323  0.853982 0.798701 0.605381 0.716088
MobileNetV2 0.341888 = 0.000000 0.642857 0.289735 0.000000
EfficientNetB0 0.282310  0.000000 1.000000 0.000000 0.000000
EfficientNetB7 0.282310  0.000000 1.000000 0.000000 0.000000
NASNetlarge 0.590284  0.827586 0.649351 0.395143 0.642384
NASNetMobile 0.660862 = 0.951613 0.905091 0.585595 0.657738
MobileNetV3large — 0.299725  0.254963 0.000000 0.615403 0.000000
MobileNetV3Small = 0.364803 = 0.000000 0727273 0.333973 0.000000

Sekil 4.25. Modellerin precision sonug tablosu
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5. SONUCLAR

Sekil 4.24 ve 4.25'te goriildigl tizere, farkli derin 6grenme modellerinin
siniflandirma problemleri iizerindeki performanslari Accuracy, Precision ve F1 Score gibi
metrikler tizerinden degerlendirilmistir. Bu analizler, modellerin 6zellikle belirli evrelerdekii
(Evre 1, Evre 2, Evre 3, Evre 4) basarilarin1 detaylandirarak hangi modelin en uygun segenek
oldugunu belirlememize olanak saglamaktadir. Accuracy (Dogruluk) metrigi, genel
siiflandirma basarisini temsil etmektedir. Bu metrikte, Xception modeli %87,65 gibi yiiksek
bir dogruluk orani ile en iyi performansi gdsteren model olarak 6ne ¢ikmaktadir. Bu model,
genel smiflandirma gorevinde istikrarli ve gilivenilir oldugunu agik¢a kanitlamistir.
InceptionV3 (%78,47) ve DenseNet121 (%76,23) modelleri de yiiksek dogruluk sonuglariyla
dikkat ¢ekerken, Xception kadar etkili olmadiklar1 gériilmiistiir. Ote yandan, ResNet50,
MobileNetV2, EfficientNetBO ve EfficientNetB7 gibi modeller oldukca diisiik dogruluk
oranlarina (%30’un altinda) sahiptir; bu da bu modellerin siniflandirma problemi i¢in uygun
olmadigini géstermektedir.

Precision (Kesinlik) metrigi, modelin pozitif siniflar iizerindeki dogrulugunu dlger ve
yanlis pozitifleri minimize etmek isteyen uygulamalar i¢in onemlidir. Xception modeli,
ozellikle Evre 1 (%90,22), Evre 2 (%86,04), ve Evre 4 (%85,60) evrelerde yiiksek precision
degerleri  sergileyerek, gii¢li bir performans gostermistir. InceptionV3  ve
InceptionResNetV2 modelleri de yaklasik %80 civarinda degerler saglayarak iyi bir alternatif
olduklarini gostermistir. Ancak ResNet50, MobileNetV2 ve diger baz1 diisiik performansh
modellerde precision degerlerinin belirli evrelerde sifir olmasi, bu modellerin yetersizligini
ortaya koymaktadir. F1 Score (Harmonik Ortalama) metrigi, precision ve recall dengesini
Olcerek siniflandirmanin genel basarisin1 6ne ¢ikarir. Xception modeli, F1 Score agisindan
tiim evrelerde yiiksek performans gostermektedir. Ozellikle Evre 2 (%84,52) ve Evre 4
(%79,85) evrelerde dikkat ¢ceken degerler elde etmistir. InceptionV3 ve DenseNet121 de F1
skoru ac¢isindan i1yi bir performans sergilerken, Xception ile kiyaslandiginda daha diisiik
degerlere sahiptir. MobileNetV2 ve ResNet50 gibi modeller ise diisiik F1 skorlar1 ile dikkat
ceker ve siniflandirma gorevi i¢in uygun gériinmemektedir.

Yapilan istatistiksel analizler, her bir evre i¢in derin 6grenme modellerinin
performanslarini karsilastirarak hangi modelin daha uygun olduguna dair anlamli sonuglar
ortaya koymustur. Evre 1 ile Evre 2 arasindaki performans farkini incelemek amaciyla
bagimsiz t-testi uygulanmis ve elde edilen p-degeri 0.003 olarak bulunmustur. Bu deger, %5
anlamlilik diizeyinden diisiik olup, evre 1 ve evre 2 arasindaki performans farkinin
istatistiksel olarak anlamli oldugunu gostermektedir. Ayni1 sekilde, Evre 2 ile Evre 3
arasindaki fark i¢in yapilan t-testi sonucunda p-degeri 0.025 olarak bulunmus, bu da iki evre
arasindaki farkin anlamli oldugunu ortaya koymustur.
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Evre 3 ile Evre 4 arasindaki farki incelemek icin yapilan testlerde ise p-degeri 0.007
olarak hesaplanmis, bu da Evre 3 ile Evre 4 arasindaki performans farkinin yine anlamli
oldugunu gostermektedir. Son olarak, tiim evreler arasinda yapilan karsilagtirmalarda elde
edilen p-degerleri, her bir evre arasindaki farklarin istatistiksel olarak anlamli oldugunu ve
modellerin farkli evrelerdeki basarilarinin giivenilir bir sekilde degerlendirilebilecegini
gostermektedir.

Bu analizler, derin 6grenme modellerinin her bir evredeki performanslarinin giivenilir
bir sekilde karsilastirilmasini saglayarak, hangi modelin hangi evre i¢in daha uygun olduguna
dair kararlar almamiza yardimci olmustur. Ozellikle Xception modelinin tiim evrelerde
istikrarli ve yliksek performans sergilemesi, bu modelin genel siniflandirma bagarisinin giiglii
oldugunu ortaya koymustur.

Bu modellerin degerlendirilmesi sadece akademik calismalar icin degil, ayni
zamanda pratik uygulamalar i¢in de kritik 6neme sahiptir. Bu baglamda, Vue.js kullanilarak
gelistirilen mobil uygulamamiz bu degerlendirmeleri dogrudan gerg¢ek diinyada kullanabilir
hale getirmek icin tasarlanmisti. Mobil uygulama, kullanicilarin gorseller yiikleyerek
siiflandirma sonuglarina hizli bir sekilde ulasmasini saglar. Ozellikle UnoCSS ve Tailwind
CSS gibi modern araclar kullanilarak mobil cihazlar i¢in optimize edilmis bir tasarim
olusturulmustur.

Uygulama, Accuracy, Precision ve FI Score gibi metriklerin detayl
gorsellestirmelerini kullaniciya sunarak, farkli modellerin performanslarini karsilagtirmay1
kolaylastirir. Ayrica, gercek zamanli tahmin yapma 6zelligi sayesinde kullanicilar Xception
modeli ile biitiinlesmis calisan giivenilir tahminlere hizlica erisebilir. Tiirk¢e ve Ingilizce dil
destegi de eklenerek kullanici deneyimi zenginlestirilmistir.

Tiim degerlendirmeler géz oniine alindiginda, Xception modeli, dogruluk, precision
ve F1 Score gibi kritik metriklerde en i1yi sonuglar1 sagladigi i¢in en uygun secenek olarak
one ¢ikmaktadir. InceptionV3 ve DenseNet121 modelleri de alternatif olarak diisiiniilebilir,
ancak Xception hem yiiksek performansi hem de dengeli sonuglari ile 6ne ¢ikmaktadir. Mobil
uygulama gelistirme siirecine entegre edilen Xception, kullanici dostu bir arayiizle
desteklenerek pratik kullanim agisindan da miikemmel bir ¢6ziim sunmaktadir. Bu nedenle,
genel kullanim i¢in Xception modeli tavsiye edilmektedir.

Bu dijital ¢ozlimler, saglik alanindaki veri analitigi ve biiylik veri isleme yeteneklerini
kullanarak, hasta takibini ve tedavi siireglerini daha etkin hale getirecektir. Yapay zeka, ayni
zamanda hasta verilerini analiz ederek kisiye 6zel tedavi planlar1 olusturulmasina olanak
tantyacak, boylece tedavi sonuclari iyilesecektir. Bu doniisiim, saglik hizmetlerinin daha
erigilebilir ve verimli olmasin1 saglayarak, saglik sisteminin siirdiiriilebilirligine katkida
bulunacaktir.
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