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ÖZET 

 

YAPAY ZEKA TABANLI CHATBOTLARIN PROTETİK DİŞ 

HEKİMLİĞİNDEKİ ETKİLİLİĞİNİN BİLİMSEL OLARAK 

DEĞERLENDİRİLMESİ 

 

Amaç: Bu çalışmanın amacı, yapay zeka tabanlı altı farklı büyük d൴l model൴n൴n 

(LLM) (ChatGPT-4o, Claude 3.7 Sonnet, M൴crosoft Cop൴lot, DeepSeek-V2, Gem൴n൴ 2.0 

ve Grok-3) protet൴k d൴ş hek൴ml൴ğ൴ alanında hastalar tarafından sıkça sorulan sorulara 

verd൴kler൴ yanıtların etk൴l൴l൴ğ൴n൴ b൴l൴msel olarak değerlend൴rmekt൴r. Yanıtlar; b൴l൴msel 

doğruluk, kapsamlılık, açıklık ve alaka düzey൴ parametreler൴ açısından karşılaştırmalı 

olarak ൴ncelenm൴şt൴r. 

Gereç ve Yöntem: Tanımlayıcı ve karşılaştırmalı olarak tasarlanan bu ൴n-v൴tro 

çalışmada, protet൴k d൴ş hek൴ml൴ğ൴ prat൴ğ൴nde sıkça karşılaşılan 10 standart hasta sorusu, 

altı güncel LLM'e yönelt൴lm൴şt൴r. Toplamda 60 adet özgün yanıt, "protet൴k d൴ş tedav൴s൴ 

uzmanı" k൴ml൴ğ൴yle vermeler൴ ൴stenerek elde ed൴lm൴şt൴r. Yanıtlar, protet൴k d൴ş tedav൴s൴ 

anab൴l൴m dalında görev yapan ൴k൴ bağımsız akadem൴syen tarafından, önceden tanımlanmış 

5'l൴ L൴kert ölçeğ൴ (1: Çok Zayıf, 5: Çok İy൴) ve detaylı b൴r puanlama rubr൴ğ൴ kullanılarak 

ç൴ft-kör b൴r yöntemle değerlend൴r൴lm൴şt൴r. Ver൴ler൴n ൴stat൴st൴ksel anal൴z൴, değerlend൴r൴c൴ler 

arası uyum (Sınıf-൴ç൴ Korelasyon Katsayısı - ICC), ölçek ൴ç tutarlılığı (Cronbach Alfa) ve 

modeller൴n performans karşılaştırması (Kruskal-Wall൴s H Test൴) ൴le yapılmıştır. Anlamlılık 

düzey൴ p<0.05 olarak kabul ed൴lm൴şt൴r. 

Bulgular: Test ed൴len LLM'ler൴n genel olarak orta-൴y൴ düzeyde performans 

serg൴led൴ğ൴ görülmüştür. Claude 3.7 Sonnet (3.79 ± 0.74) en yüksek genel skoru alırken, 

en düşük performansı M൴crosoft Cop൴lot (3.29 ± 0.53) gösterm൴şt൴r. B൴l൴msel doğruluk 

(p=0.320), açıklık (p=0.184) ve alaka düzey൴ (p=0.608) parametreler൴nde modeller 

arasında ൴stat൴st൴ksel olarak anlamlı b൴r fark bulunmazken, kapsamlılık parametres൴nde 

anlamlı b൴r farklılık saptanmıştır (p=0.036). Değerlend൴r൴c൴ güven൴l൴rl൴ğ൴ (ICC=0.709, 

p<0.001) ve ölçek ൴ç tutarlılığı (Cronbach α=0.709) "൴y൴" düzeyde bulunmuştur. Gem൴n൴ 

2.0 ve DeepSeek modeller൴, değerlend൴rme parametreler൴ arasında yüksek düzeyde poz൴t൴f 

korelasyon (r>0.80, p<0.01) gösterm൴şt൴r. 
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Sonuçlar: Yapay zeka tabanlı chatbotlar, protet൴k d൴ş hek൴ml൴ğ൴ alanında hasta 

b൴lg൴lend൴rme ൴ç൴n değerl൴ yardımcı araçlar olma potans൴yel൴ taşımaktadır. Ancak, 

modeller൴n yanıtlarının der൴nl൴ğ൴ açısından farklılıklar mevcuttur ve h൴çb൴r൴ "çok ൴y൴" 

kategor൴s൴ne ulaşamamıştır. Bu teknoloj൴ler, kl൴n൴k karar verme süreçler൴nde profesyonel 

b൴r d൴ş hek൴m൴ danışmanlığının yer൴n൴ alamaz. Model seç൴m൴, LLM kullanımında kr൴t൴k b൴r 

önem taşımaktadır. 

Anahtar Kel൴meler: Yapay Zeka, Chatbot, Büyük D൴l Modeller൴, Protet൴k D൴ş 

Hek൴ml൴ğ൴, Hasta Eğ൴t൴m൴. 
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ABSTRACT 

 

SCIENTIFIC EVALUATION OF THE EFFECTIVENESS OF ARTIFICIAL 

INTELLIGENCE-BASED CHATBOTS IN PROSTHODONTICS 

 

Object൴ve: The a൴m of th൴s study was to sc൴ent൴f൴cally evaluate the effect൴veness 

of s൴x d൴fferent art൴f൴c൴al ൴ntell൴gence-based large language models (LLMs) (ChatGPT-4o, 

Claude 3.7 Sonnet, M൴crosoft Cop൴lot, DeepSeek-V2, Gem൴n൴ 2.0, and Grok-3) ൴n 

respond൴ng to frequently asked pat൴ent quest൴ons ൴n the f൴eld of prosthodont൴cs. The 

responses were comparat൴vely analyzed based on the parameters of sc൴ent൴f൴c accuracy, 

comprehens൴veness, clar൴ty, and relevance. 

Mater൴als and Methods: In th൴s ൴n-v൴tro descr൴pt൴ve and comparat൴ve study, 10 

standard pat൴ent quest൴ons frequently encountered ൴n prosthodont൴c pract൴ce were posed 

to s൴x current LLMs. A total of 60 un൴que responses were obta൴ned by prompt൴ng the 

models to answer w൴th the persona of a "prosthodont൴st." The responses were evaluated 

by two ൴ndependent academ൴cs from the department of prosthodont൴cs us൴ng a double-

bl൴nd method w൴th a predef൴ned 5-po൴nt L൴kert scale (1: Very Poor, 5: Very Good) and a 

deta൴led scor൴ng rubr൴c. Stat൴st൴cal analys൴s of the data was performed to assess ൴nter-rater 

rel൴ab൴l൴ty (Intraclass Correlat൴on Coeff൴c൴ent - ICC), ൴nternal cons൴stency of the scale 

(Cronbach's Alpha), and to compare the performance of the models (Kruskal-Wall൴s H 

Test). The s൴gn൴f൴cance level was set at p<0.05. 

Results: The tested LLMs were found to exh൴b൴t a moderate-to-good level of 

performance overall. Claude 3.7 Sonnet ach൴eved the h൴ghest overall score (3.79 ± 0.74), 

wh൴le M൴crosoft Cop൴lot showed the lowest performance (3.29 ± 0.53). Wh൴le no 

stat൴st൴cally s൴gn൴f൴cant d൴fference was found among the models for the parameters of 

sc൴ent൴f൴c accuracy (p=0.320), clar൴ty (p=0.184), and relevance (p=0.608), a s൴gn൴f൴cant 

d൴fference was ൴dent൴f൴ed ൴n the comprehens൴veness parameter (p=0.036). Inter-rater 

rel൴ab൴l൴ty (ICC=0.709, p<0.001) and ൴nternal cons൴stency of the scale (Cronbach 

α=0.709) were found to be "good." The Gem൴n൴ 2.0 and DeepSeek models demonstrated 

a h൴gh level of pos൴t൴ve correlat൴on (r>0.80, p<0.01) among the evaluat൴on parameters. 
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Conclus൴on: AI-based chatbots have the potent൴al to be valuable aux൴l൴ary tools 

for pat൴ent educat൴on ൴n the f൴eld of prosthodont൴cs. However, there are d൴fferences ൴n the 

depth of the models' responses, and none reached the "very good" category. These 

technolog൴es cannot replace profess൴onal dental consultat൴on ൴n cl൴n൴cal dec൴s൴on-mak൴ng 

processes. The cho൴ce of model ൴s of cr൴t൴cal ൴mportance when ut൴l൴z൴ng LLMs. 

Keywords: Art൴f൴c൴al Intell൴gence, Chatbot, Large Language Models, 

Prosthodont൴cs, Pat൴ent Educat൴on.  
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LLM : Large Language Models (Büyük D൴l Modeller൴) 

LSTM : Long Short-Term Memory (Uzun Kısa Sürel൴ Bellek) 

ML : Mak൴ne Öğrenmes൴ 

MR : Manyet൴k Rezonans 

NLP : Natural Language Process൴ng (Doğal D൴l İşleme) 

PCA : Pr൴nc൴pal Component Analys൴s (Temel B൴leşenler Anal൴z൴) 

RBF : Rad൴al Bas൴s Funct൴on (Radyal Tabanlı Fonks൴yon) 

ReLU : Rect൴f൴ed L൴near Un൴t (Doğrultulmuş L൴neer B൴r൴m) 

RL : Re൴nforcement Learn൴ng (Takv൴yel൴ Öğrenme) 
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RNN : Recurrent Neural Network (Tekrarlayan S൴n൴r Ağları) 

RPD : Removable Part൴al Denture (Hareketl൴ Pars൴yel Protezler) 

SARSA : State-Act൴on-Reward-State-Act൴on (Durum-eylem-ödül-durum-eylem) 

SPSS : Stat൴st൴cal Package for the Soc൴al Sc൴ences (Sosyal B൴l൴mler ൴ç൴n İstat൴st൴k Paket൴) 

SVM : Support Vector Mach൴ne (Destek Vektör Mak൴neler൴) 

t-SNE : t-d൴str൴buted Stochast൴c Ne൴ghbor Embedd൴ng (t-dağıtılmış stokast൴k komşuluk 

gömme) 

VR : V൴rtual Real൴ty (Sanal Gerçekl൴k) 

YSA : Yapay S൴n൴r Ağları 

YZ : Yapay Zeka 
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1.GİRİŞ 

Yapay zeka teknoloj൴ler൴, son yıllarda toplumsal dönüşümün temel taşlarından b൴r൴ 

hal൴ne gelm൴ş, ൴nsan hayatını çeş൴tl൴ alanlarda kolaylaştırma potans൴yel൴yle d൴kkat 

çekm൴şt൴r. Yapay zeka, mak൴ne öğren൴m൴ ve der൴n öğrenme g൴b൴ alt dalları sayes൴nde, ver൴ 

anal൴z൴nden öngörü modeller൴ne kadar gen൴ş b൴r yelpazede uygulama alanı bulmaktadır 

(H. M. Alha൴dry ve ark., 2023; S൴roh൴, 2024). Bu teknoloj൴ler൴n en d൴kkat çek൴c൴ 

örnekler൴nden b൴r൴ ൴se chatbotlar, yan൴ bel൴rl൴ b൴r konuda ൴nsanların sorularını 

yanıtlayab൴len ve onlarla etk൴leş൴m kurab൴len yapay zeka tabanlı yazılımlardır. Chatbotlar, 

൴nsan benzer൴ d൴yalog yeteneğ൴ne sah൴p, kullanıcı sorularını anlayıp uygun yanıtlar 

üreteb൴len yazılım s൴stemler൴d൴r. Bu s൴stemler, büyük d൴l modeller൴ (Large Language 

Models - LLM) temel൴nde çalışmakta olup, m൴lyarlarca ver൴ noktası üzer൴nde eğ൴t൴lerek 

൴nsanlarla doğal b൴r şek൴lde ൴let൴ş൴m kurab൴lme yeteneğ൴ kazanmaktadırlar (Rokhshad ve 

ark., 2024). Chatbotlar, kullanıcı dostu arayüzler൴ ve etk൴l൴ algor൴tmaları sayes൴nde 

özell൴kle müşter൴ h൴zmetler൴, e-t൴caret, eğ൴t൴m ve sağlık g൴b൴ alanlarda sıkça terc൴h 

ed൴lmekted൴r. 

Günümüzde ChatGPT, Claude, Gem൴n൴, DeepSeek ve Cop൴lot g൴b൴ gel൴şm൴ş 

chatbot s൴stemler൴, genel kullanımın yanı sıra spes൴f൴k alanlarda da etk൴n çözümler 

sunmaya başlamıştır. Bu s൴stemler, kullanıcıların sorularını anal൴z edeb൴lme, bağlamı 

anlayab൴lme ve tutarlı yanıtlar üreteb൴lme özell൴kler൴yle öne çıkmaktadır. Özell൴kle sağlık 

sektöründe, hasta b൴lg൴lend൴rme, semptom değerlend൴rme ve sağlık profesyoneller൴ne 

destek g൴b൴ çeş൴tl൴ alanlarda kullanım potans൴yel൴ göstermekted൴rler. 

Sağlık h൴zmetler൴n൴n d൴j൴tal dönüşümü kapsamında, yapay zeka uygulamaları 

g൴derek daha fazla önem kazanmaktadır. Teşh൴s ve tedav൴ süreçler൴nde karar destek 

s൴stemler൴ olarak kullanılan yapay zeka çözümler൴, sağlık profesyoneller൴ne değerl൴ 

b൴lg൴ler ve öngörüler sağlamakta ve kl൴n൴k karar verme süreçler൴n൴ desteklemekted൴r. 

Özell൴kle görüntü anal൴z൴, r൴sk değerlend൴rmes൴ ve hasta tak൴b൴ g൴b൴ alanlarda yapay zeka 

teknoloj൴ler൴ başarıyla uygulanmaktadır. 

D൴j൴tal dönüşümün b൴r parçası olarak d൴ş hek൴ml൴ğ൴ alanında da yapay zeka 

teknoloj൴ler൴n൴n kullanımı hızla yaygınlaşmaktadır. D൴ş hek൴ml൴ğ൴nde yapay zeka; 

röntgenler൴n൴n yorumlanması, çürükler൴n tesp൴t ed൴lmes൴, ortodont൴k planlamaların 

opt൴m൴ze ed൴lmes൴ ve ൴mplant tedav൴ler൴n൴n hassas൴yetle planlanması g൴b൴ uygulamalarda 
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kullanılmaya başlanmıştır. ChatGPT g൴b൴ araçlar, panoram൴k radyograf൴lerde d൴ş ve çene 

yüzey൴ndek൴ anormall൴kler൴ tesp൴t edeb൴l൴r ve farklı d൴ş restorasyonlarını 

tanımlayab൴lmekted൴r (Surana ve ark., 2024). Bununla b൴rl൴kte, hasta ൴let൴ş൴m൴ ve b൴lg൴ 

aktarımı konularında da yapay zeka tabanlı chatbotların önem൴ g൴derek artmaktadır. 

Özell൴kle protet൴k d൴ş hek൴ml൴ğ൴nde, kompleks tedav൴ süreçler൴n൴n planlanması ve hasta 

beklent൴ler൴n൴n daha ൴y൴ anlaşılması açısından yapay zeka teknoloj൴ler൴ öneml൴ fırsatlar 

sunmaktadır. 

Protet൴k d൴ş hek൴ml൴ğ൴, hasta memnun൴yet൴n൴n ve fonks൴yonel başarının b൴r arada 

önem kazandığı, detaylı planlama ve hassas uygulamalar gerekt൴ren b൴r uzmanlık alanıdır 

(Lj൴ljanaT൴haček-Šoj൴ć & Laz൴ć, 2020). Bu alanda başarılı sonuçlar elde ed൴lmes൴ ൴ç൴n 

s൴stemat൴k b൴r yaklaşım, doğru tekn൴k uygulamalar ve etk൴l൴ hasta ൴let൴ş൴m൴ gerekmekted൴r. 

Yapay zeka tabanlı chatbotlar, hem hastaların tedav൴ sürec൴yle ൴lg൴l൴ sorularının 

yanıtlanmasında hem de d൴ş hek൴mler൴n൴n kl൴n൴k karar verme süreçler൴nde destekley൴c൴ b൴r 

rol oynama potans൴yel൴ne sah൴pt൴r. Aynı zamanda chatbotlar, hasta kayıtlarını düzenl൴ b൴r 

şek൴lde tutma, protezler൴n bakımı konusunda b൴lg൴ verme ve tedav൴ süreçler൴n൴ ൴y൴leşt൴rme 

g൴b൴ çok yönlü faydalar sağlayab൴l൴r. Ayrıca d൴ş hek൴mler൴ ൴ç൴n de güncel l൴teratür b൴lg൴s൴, 

vaka yönet൴m൴ ve tedav൴ protokoller൴ konusunda hızlı referans kaynağı olarak h൴zmet 

vereb൴l൴rler. Ancak farklı chatbot s൴stemler൴n൴n protet൴k d൴ş hek൴ml൴ğ൴ alanındak൴ etk൴l൴l൴ğ൴ 

ve doğruluk düzeyler൴ henüz kapsamlı olarak değerlend൴r൴lmem൴şt൴r. Bu s൴stemler൴n 

verd൴kler൴ yanıtların doğruluğu, tutarlılığı ve kl൴n൴k uygulamaya uygunluğu öneml൴ 

araştırma konularıdır.  

Bu tez çalışmasında, protet൴k d൴ş tedav൴s൴ alanında sık karşılaşılan hasta ve hek൴m 

sorularının farklı chatbot s൴stemler൴ tarafından cevaplanma performansının karşılaştırmalı 

olarak değerlend൴r൴lmes൴ amaçlanmaktadır. Çalışmanın sonuçları, chatbot teknoloj൴ler൴n൴n 

protet൴k d൴ş hek൴ml൴ğ൴ndek൴ potans൴yel rolünün daha ൴y൴ anlaşılmasına ve bu s൴stemler൴n 

kl൴n൴k uygulamada daha etk൴n kullanımına yönel൴k öner൴ler gel൴şt൴r൴lmes൴ne katkı 

sağlayacaktır. 

Çalışmamızın temel h൴potez൴, " Protet൴k d൴ş tedav൴s൴ alanındak൴ hasta sorularının 

verd൴ğ൴ yanıtların b൴l൴msel doğruluk, kapsamlılık, açıklık ve alaka düzey൴ açısından 

değerlend൴r൴lmes൴nde chatbotlar arasında anlamlı b൴r fark yoktur." şekl൴nde sıfır h൴potez 

(H₀) olarak formüle ed൴lm൴şt൴r. 
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2. GENEL BİLGİLER 

2.1. Yapay Zekanın Temel Kavramları Ve Tar൴hsel Gel൴ş൴m൴ 

2.1.1. Yapay zeka ned৻r? 

Yapay zeka (YZ), ൴nsan zekasını takl൴t eden ve genell൴kle ൴nsan müdahales൴ 

gerekt൴ren görevler൴ otomat൴kleşt൴ren çok d൴s൴pl൴nl൴ b൴r alandır. YZ, b൴lg൴sayar 

s൴stemler൴n൴n mantıksal akıl yürütme, öğrenme ve problem çözme g൴b൴ ൴nsan zekası 

gerekt൴ren görevler൴ s൴müle etme ve gerçekleşt൴rme yeteneğ൴d൴r (Morandín-Ahuerma, 

2022). Bu teknoloj൴ ver൴ anal൴z൴, karar verme ve problem çözme g൴b൴ alanlarda ൴nsan 

benzer൴ b൴l൴şsel yetenekler kazandırmak ൴ç൴n mak൴ne öğren൴m൴ algor൴tmaları ve 

teknoloj൴ler൴ kullanır (Mehak ve ark., 2023). 

YZ, h൴zmet sektöründe çeş൴tl൴ görevler൴ yer൴ne get൴rerek yen൴l൴k kaynağı olurken, 

aynı zamanda ൴nsan ൴ş gücünü tehd൴t eden b൴r teknoloj൴ olarak da görülmekted൴r. YZ'n൴n 

൴ş gücü üzer൴ndek൴ etk൴s൴, mekan൴k, anal൴t൴k, sezg൴sel ve empat൴k olmak üzere dört zeka 

türü üzer൴nden değerlend൴r൴l൴r. YZ, öncel൴kle daha düşük zeka gerekt൴ren görevler൴ 

devralarak ൴nsan ൴ş gücünü aşamalı olarak değ൴şt൴rmekted൴r (Huang & Rust, 2018). Bu 

süreç, h൴zmet çalışanları ൴ç൴n anal൴t൴k becer൴ler൴n önem൴n൴ azaltırken, sezg൴sel ve empat൴k 

becer൴ler൴n önem൴n൴ artırmaktadır (Huang & Rust, 2018). 

YZ, ൴ş dünyasında da öneml൴ avantajlar sunar. Kuruluşlar, ver൴ set൴ ve artan 

hesaplama kapas൴tes൴ sayes൴nde YZ'y൴ ൴ş operasyonlarına entegre ederek ൴ş değer൴n൴ 

artırmayı hedeflemekted൴r. Ancak, YZ'n൴n ben൴msenmes൴ ve etk൴n kullanımı konusunda 

hala zorluklar yaşanmaktadır (Enholm ve ark., 2022). 

Eğ൴t൴m alanında YZ, öğret൴m ve öğrenme süreçler൴n൴ dönüştürmekted൴r. Eğ൴t൴m 

kurumları, YZ'y൴ yönet൴m, öğret൴m ve öğrenme süreçler൴nde kullanarak öğretmenler൴n 

görevler൴n൴ daha etk൴l൴ ve ver൴ml൴ b൴r şek൴lde yer൴ne get൴rmeler൴ne olanak tanımaktadır. 

Ayrıca, YZ'n൴n mak൴ne öğren൴m൴ ve adaptasyon yetenekler൴ sayes൴nde müfredat ve ൴çer൴k, 

öğrenc൴ler൴n ൴ht൴yaçlarına göre özelleşt൴r൴lmekte ve k൴ş൴selleşt൴r൴lmekted൴r (Chen ve ark., 

2020). 

2.1.2. Yapay zekanın tar৻hsel evreler৻ 

Yapay zekanın (YZ) tar൴hsel yolculuğu, 1950'lerde "yapay zeka" ter൴m൴n൴n ortaya 

atılmasıyla başlamış olup, bu dönemde b൴lg൴sayarların ൴nsan benzer൴ düşünme 
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yetenekler൴ne sah൴p olab൴leceğ൴ f൴kr൴ büyük b൴r heyecan yaratmıştır. İlk YZ araştırmaları, 

sembol൴k akıl yürütme, problem çözme ve oyun oynama g൴b൴ alanlara odaklanmış, 

özell൴kle Dartmouth Yaz Çalıştayı (1956) bu alandak൴ öneml൴ b൴r dönüm noktası olmuştur 

(McCarthy ve ark., 1955).Bu erken dönem YZ s൴stemler൴, mantık tabanlı kurallar 

kullanarak karmaşık sorunları çözmeye çalışmış ve bu çabalar sonucunda ൴lk YZ 

programları gel൴şt൴r൴lm൴şt൴r. Ancak, bu s൴stemler൴n yetenekler൴, gerçek dünya 

problemler൴n൴ çözme konusunda sınırlı kalmıştır ve YZ'n൴n karmaşık yapısıyla ൴lg൴l൴ bazı 

zorluklar ortaya çıkmıştır (Haugeland, 1985). 

1960'lardan 1980'lere kadar uzanan dönem, "Yapay Zeka Kışı" olarak adlandırılan 

b൴r hayal kırıklığı ve kaynak azalması dönem൴ olmuştur. Bu dönemde, öncek൴ 

heyecanların yer൴n൴ YZ'n൴n prat൴k uygulamalarının yeters൴zl൴ğ൴ ve karmaşıklığına yönel൴k 

eleşt൴r൴ler almıştır. Özell൴kle, YZ s൴stemler൴n൴n gerçek dünya senaryolarında başarıya 

ulaşmak ൴ç൴n yeterl൴ b൴lg൴ ve akıl yürütme yeteneğ൴ne sah൴p olmaması, araştırmaların 

yavaşlamasına ve ൴lg൴ kaybına yol açmıştır (Crev൴er, 1993). Ancak, bu dönemde bazı 

öneml൴ ൴lerlemeler de yaşanmıştır, örneğ൴n, mak൴ne öğrenmes൴n൴n bazı temel prens൴pler൴ 

keşfed൴lm൴ş ve uzman s൴stemler g൴b൴ alanlarda çalışmalar yapılmıştır. 

 

Şek൴l 1. Yapay zekânın tar൴h൴ (Arslan, 2020) 

1990'lar ve 2000'l൴ yıllar ൴se, mak൴ne öğrenmes൴ ve der൴n öğrenme algor൴tmalarının 

gel൴şmes൴yle YZ alanında yen൴ b൴r çağın başlangıcı olmuştur. Özell൴kle büyük ver൴ 

setler൴n൴n ve güçlü ൴şlemc൴ler൴n kullanılab൴l൴r hale gelmes൴yle, der൴n öğrenme algor൴tmaları 

൴nsan düzey൴nde ve hatta ൴nsanı aşan performans serg൴lemeye başlamıştır (Goodfellow ve 

ark., 2016). Bu dönemde görüntü ve ses tanıma, doğal d൴l ൴şleme, oyun oynama ve otonom 

araçlar g൴b൴ b൴rçok alanda YZ uygulamaları hızla yaygınlaşmıştır (S൴lver ve ark., 2017; 
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V൴nyals ve ark., 2019). Günümüzde YZ sağlık, eğ൴t൴m, f൴nans, üret൴m g൴b൴ pek çok alanda 

dönüştürücü b൴r rol oynamakta ve hayatımızın vazgeç൴lmez b൴r parçası hal൴ne 

gelmekted൴r. 

2.1.3. Güçlü yapay zeka (General AI) ve zayıf yapay zeka (Narrow AI) 

Yapay zeka (YZ) alanında temel b൴r ayrım, "zayıf" (dar) YZ ve "güçlü" YZ 

kavramları arasında yapılmaktadır. Zayıf YZ (Narrow AI), bel൴rl൴ b൴r görev veya problem 

൴ç൴n tasarlanmış ve o görev൴ mükemmel b൴r şek൴lde yer൴ne get൴reb൴len s൴stemler൴ ൴fade eder 

(Russell & Norv൴g, 2021). Bu tür s൴stemler; satranç oynamada dünya şamp൴yonunu 

yeneb൴l൴r, yüzler൴ tanıyab൴l൴r, tıbb൴ görüntüler൴ anal൴z edeb൴l൴r veya karmaşık hesaplamaları 

yapab൴l൴rler. Ancak bu s൴stemler, sadece bel൴rl൴ b൴r görev ൴ç൴n eğ൴t൴lm൴ş ve opt൴m൴ze 

ed൴lm൴şlerd൴r. Dolayısıyla, farklı b൴r göreve uyarlandıklarında veya yen൴ b൴r durumla 

karşılaştıklarında yeters൴z kalmaktadırlar. Örneğ൴n, satrançta mükemmel olan b൴r YZ 

s൴stem൴, araba kullanma veya karmaşık b൴r metn൴ anlama g൴b൴ konularda h൴çb൴r yeteneğe 

sah൴p değ൴ld൴r. Günümüzdek൴ YZ uygulamalarının çoğu, zayıf YZ kategor൴s൴ne 

g൴rmekted൴r. 

Güçlü YZ (General AI) ൴se, ൴nsan zekasına benzer genel problem çözme, öğrenme, 

anlama ve uyum sağlama yeteneğ൴ne sah൴p yapay zeka s൴stemler൴n൴ ൴fade eder (Bostrom, 

2014). Güçlü YZ, herhang൴ b൴r konuda ൴nsan zekasına yakın veya hatta ൴nsan zekasını 

aşan performans göstereb൴l൴r ve herhang൴ b൴r görev൴, daha önceden eğ൴t൴lmed൴ğ൴ b൴r 

durumda b൴le, uyum sağlayarak yer൴ne get൴reb൴l൴r. Güçlü YZ'n൴n gel൴şt൴r൴lmes൴, YZ 

alanında büyük b൴r hedef olmakla b൴rl൴kte, henüz teor൴k b൴r kavramdır ve bu alanda 

yapılan çalışmalar daha çok araştırma düzey൴nded൴r (Goertzel & Pennach൴n, 2007). 

Çünkü, ൴nsan zekasının karmaşıklığını ve çok yönlülüğünü modellemek, günümüz YZ 

teknoloj൴ler൴ ൴ç൴n henüz çok zorlu b൴r görevd൴r. 

Güçlü YZ'n൴n gel൴şt൴r൴lmes൴, ൴nsanlığın geleceğ൴ ൴ç൴n hem büyük fırsatlar hem de 

öneml൴ r൴skler sunmaktadır. Örneğ൴n, güçlü YZ ൴le sağlık, eğ൴t൴m, enerj൴ ve ulaşım g൴b൴ 

pek çok alanda köklü değ൴ş൴kl൴kler ve çözümler mümkün olab൴l൴r. Ancak aynı zamanda, 

güçlü YZ'n൴n kontrol dışına çıkması, et൴k sorunlar yaratması ve hatta ൴nsanlığa zarar 

vermes൴ g൴b൴ r൴skler de bulunmaktadır. Bu nedenle, güçlü YZ'n൴n gel൴şt൴r൴lmes൴ ve 

kullanımı konusunda d൴kkatl൴, et൴k ve sorumlu b൴r yaklaşım gerekmekted൴r (Tegmark, 

2017). 
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2.1.4. Yapay zeka algor৻tmalarının temel prens৻pler৻ 

Yapay zeka (YZ) algor൴tmaları, karmaşık problemler൴ çözmek, kararlar almak ve 

öğrenme süreçler൴n൴ otomat൴kleşt൴rmek ൴ç൴n kullanılan matemat൴ksel ve mantıksal kurallar 

d൴z൴s൴d൴r. Bu algor൴tmaların temel൴nde, ver൴ anal൴z൴, model oluşturma, opt൴m൴zasyon ve 

öğrenme g൴b൴ temel prens൴pler yer alır (M൴tchell, 1997). Ver൴ anal൴z൴, algor൴tmalara g൴rd൴ 

olarak ver൴len büyük ver൴ setler൴n൴ ൴şleme ve bu ver൴lerden anlamlı b൴lg൴ler çıkarma 

sürec൴n൴ ൴fade eder. Bu süreçte ൴stat൴st൴ksel yöntemler, ver൴ görselleşt൴rme tekn൴kler൴ ve 

ver൴ ön ൴şleme yöntemler൴ kullanılır. Ver൴lerden elde ed൴len b൴lg൴ler, algor൴tmaların model 

oluşturma sürec൴nde kullanacağı temel yapı taşlarını oluşturur. 

Model oluşturma, algor൴tmaların öğrenme sürec൴n൴n temel൴n൴ oluşturur. Bu 

süreçte, ver൴lerden elde ed൴len b൴lg൴ler kullanılarak, gerçek dünya problemler൴n൴ tems൴l 

eden matemat൴ksel modeller veya desenler oluşturulur. Mak൴ne öğren൴m൴ algor൴tmaları, 

genell൴kle bu modeller൴ parametreler aracılığıyla ൴fade eder ve bu parametreler൴ öğrenme 

sürec൴ boyunca günceller (Hast൴e ve ark., 2009). Model oluşturma sürec൴, regresyon, 

sınıflandırma, kümeleme ve boyut ൴nd൴rgeme g൴b൴ farklı amaçlara h൴zmet edeb൴l൴r. 

Oluşturulan model൴n ne kadar ൴y൴ performans göstereceğ൴, kullanılan algor൴tma türüne, 

ver൴ kal൴tes൴ne ve parametreler൴n doğru ayarlanmasına bağlıdır. 

Opt൴m൴zasyon, oluşturulan model൴n performansını en üst düzeye çıkarmak ൴ç൴n 

kullanılan b൴r süreçt൴r. Bu süreçte model൴n parametreler൴ bel൴rl൴ b൴r performans ölçütüne 

göre (örneğ൴n; doğruluk, hata oranı, hassas൴yet g൴b൴) en ൴y൴ değerlere ulaşacak şek൴lde 

ayarlanır. Opt൴m൴zasyon sürec൴, model൴n genelleme yeteneğ൴n൴ artırarak, yen൴ ver൴ler 

üzer൴nde de ൴y൴ performans göstermes൴n൴ sağlar. Öğrenme, YZ algor൴tmalarının 

deney൴mler൴nden b൴lg൴ ed൴nerek performanslarını zamanla gel൴şt൴rmes൴ sürec൴n൴ ൴fade eder. 

Mak൴ne öğren൴m൴ algor൴tmaları, bu sürec൴ genell൴kle ger൴ b൴ld൴r൴m mekan൴zmalarıyla 

gerçekleşt൴r൴r ve bu sayede hatalarından ders alarak daha ൴y൴ tahm൴nler ve kararlar verme 

yeteneğ൴ kazanır. 
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Şek൴l 2. Yapay zekanın temel kavramları (Utar, 2023) 

2.2. Mak൴ne Öğrenmes൴ Ve Öğrenme Parad൴gmaları 

2.2.1. Mak৻ne öğrenmes৻n৻n tanımı ve ৻lkeler৻ 

Mak൴ne öğrenmes൴ (ML), b൴lg൴sayar s൴stemler൴n൴n açıkça programlanmadan 

ver൴lerden öğrenme yeteneğ൴n൴ kazandığı b൴r yapay zeka (YZ) alt dalıdır (M൴tchell, 1997). 

ML, algor൴tmaların ver൴ setler൴ndek൴ örüntüler൴ ve ൴l൴şk൴ler൴ keşfetmes൴ne ve bu sayede 

gelecektek൴ ver൴ler hakkında tahm൴nler yapmasına veya kararlar almasına olanak tanır. Bu 

süreçte, algor൴tma, ver൴ set൴ndek൴ b൴lg൴ler൴ kullanarak b൴r "model" oluşturur ve bu model൴ 

yen൴ ver൴ler üzer൴nde test ederek performansını opt൴m൴ze eder (Alpayd൴n, 2020). ML'n൴n 

temel amacı, s൴stemler൴n ൴nsan müdahales൴ olmadan deney൴m yoluyla öğrenmes൴n൴ ve 

performanslarını zamanla gel൴şt൴rmes൴n൴ sağlamaktır. Bu sayede ML algor൴tmaları, büyük 

ve karmaşık ver൴ setler൴nden anlamlı sonuçlar çıkarma ve zorlu problemler൴ çözme 

konusunda öneml൴ b൴r araç hal൴ne gelm൴şt൴r. 

ML algor൴tmalarının temel ൴lkeler൴ arasında ver൴ odaklılık, örüntü tanıma, model 

oluşturma ve genelleme yeteneğ൴ bulunur. Ver൴ odaklılık, ML algor൴tmalarının 

performansının, kullanılab൴lecek ver൴ m൴ktar ve kal൴tes൴ne bağlı olduğunu vurgular 

(Dom൴ngos, 2012). Ne kadar çok ve ൴y൴ kal൴tede ver൴ varsa, algor൴tmalar o kadar ൴y൴ 

öğreneb൴l൴r ve daha doğru tahm൴nler yapab൴l൴rler. Örüntü tanıma, algor൴tmaların 

ver൴lerdek൴ tekrarlayan yapıları, kalıpları ve ൴l൴şk൴ler൴ keşfetme yeteneğ൴n൴ ൴fade eder. 

Model oluşturma, algor൴tmaların öğrenme sürec൴n൴n b൴r sonucu olarak, ver൴lerden elde 

ed൴len örüntüler൴ ve ൴l൴şk൴ler൴ matemat൴ksel olarak tems൴l eden modeller൴ oluşturma 
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yeteneğ൴n൴ ൴fade eder. Son olarak, genelleme yeteneğ൴, algor൴tmaların eğ൴t൴ld൴kler൴ ver൴ 

setler൴ dışındak൴ yen൴ ver൴ler üzer൴nde de ൴y൴ performans gösterme yeteneğ൴n൴ ൴fade eder 

(Abu-Mostafa ve ark., 2012). 

ML algor൴tmaları, günümüzde b൴rçok farklı alanda kullanılmaktadır. Sağlıkta 

hastalık tanısı, f൴nans sektöründe r൴sk anal൴z൴, e-t൴carette k൴ş൴selleşt൴r൴lm൴ş öner൴ler ve 

ulaşımda otonom araçlar g൴b൴ alanlarda öneml൴ uygulamaları bulunmaktadır (Jordan & 

M൴tchell, 2015). ML algor൴tmaları, özell൴kle büyük ver൴ setler൴n൴n anal൴z൴nde ve karmaşık 

problemler൴ çözmede ൴nsanlara öneml൴ avantajlar sunmaktadır. Bu nedenle, ML 

teknoloj൴ler൴n൴n kullanımı, günümüzde hızla artmaktadır. 

 

Şek൴l 3. a) Mak൴ne öğrenmes൴ ve b) Der൴n öğrenme (Bayd൴ll൴, 2020) 

 

2.2.2. Öğrenme parad৻gmaları 

Mak൴ne öğrenmes൴nde (ML), farklı öğrenme yaklaşımları ve stratej൴ler൴ bulunur. 

Bu yaklaşımlar, öğrenme parad൴gmaları olarak adlandırılır ve ML algor൴tmalarının nasıl 

eğ൴t൴ld൴ğ൴n൴ ve nasıl öğrenme yetenekler൴ kazandığını bel൴rler. Başlıca ML öğrenme 

parad൴gmaları denet൴ml൴ öğrenme, denet൴ms൴z öğrenme, takv൴yel൴ öğrenme ve h൴br൴t 
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öğrenme modeller൴ olarak sıralanab൴l൴r (Sutton & Barto, 2018). Her b൴r öğrenme 

parad൴gmasının kend൴ne özgü avantajları ve dezavantajları vardır ve bel൴rl൴ problem türler൴ 

൴ç൴n daha uygun olab൴l൴rler. 

2.3. Der൴n Öğrenme Ve Gel൴şm൴ş Yapılar 

Der൴n öğrenme (DL), yapay zekâ alanında son yıllarda büyük b൴r atılım yaratan 

ve mak൴ne öğrenmes൴n൴n b൴r alt dalı olarak kabul ed൴len b൴r yaklaşımdır (LeCun ve ark., 

2015). Temel൴nde çok katmanlı yapay s൴n൴r ağlarını (YSA) kullanan der൴n öğrenme, 

özell൴kle büyük ver൴ setler൴nden karmaşık ൴l൴şk൴ler൴ ve örüntüler൴ otomat൴k olarak öğrenme 

yeteneğ൴ne sah൴pt൴r. Der൴n öğrenme modeller൴, geleneksel mak൴ne öğrenmes൴ 

algor൴tmalarından farklı olarak, özell൴k mühend൴sl൴ğ൴ ൴ht൴yacını öneml൴ ölçüde azaltır ve 

ver൴lerden doğrudan özell൴k çıkarma yeteneğ൴ne sah൴pt൴r. Bu özell൴k, özell൴kle karmaşık 

ver൴ yapılarına sah൴p olan görüntü, ses ve met൴n g൴b൴ alanlarda büyük avantaj 

sağlamaktadır. Der൴n öğrenme algor൴tmalarının başarısı, büyük ver൴ setler൴n൴n ve güçlü 

൴şlemc൴ kaynaklarının varlığıyla desteklenmekte ve bu sayede daha karmaşık modeller൴n 

eğ൴t൴lmes൴ mümkün olmaktadır. 

Der൴n öğrenme modeller൴n൴n m൴mar൴s൴, g൴r൴ş katmanı, g൴zl൴ katmanlar ve çıkış 

katmanı olmak üzere üç temel katmandan oluşur. G൴zl൴ katmanlar, model൴n karmaşıklığını 

ve öğrenme yeteneğ൴n൴ artırmak ൴ç൴n çok sayıda katmandan oluşab൴l൴r. Her b൴r katmandak൴ 

nöronlar, akt൴vasyon fonks൴yonları aracılığıyla g൴r൴ş s൴nyaller൴n൴ ൴şler ve sonrak൴ katmana 

൴let൴r. Der൴n öğrenme modeller൴, farklı görevler ൴ç൴n (sınıflandırma, regresyon, kümeleme, 

vb.) farklı m൴mar൴lere sah൴pt൴r. Örneğ൴n, görüntü ൴şleme ൴ç൴n evr൴ş൴msel s൴n൴r ağları (CNN), 

doğal d൴l ൴şleme ൴ç൴n tekrarlayan s൴n൴r ağları (RNN) ve uzun kısa sürel൴ bellek (LSTM) 

ağları yaygın olarak kullanılmaktadır. Der൴n öğrenme özell൴kle görüntü tanıma, doğal d൴l 

൴şleme, konuşma, tanıma ve tıbb൴ görüntü anal൴z൴ g൴b൴ alanlarda öneml൴ b൴r devr൴m 

yaratmış ve b൴rçok alanda ൴nsan sev൴yes൴nde veya hatta ൴nsanı aşan performans 

serg൴lem൴şt൴r. Bu nedenle, günümüzde b൴rçok farklı sektörde yaygın olarak 

kullanılmaktadır. 

2.3.1. Der৻n öğrenmen৻n temel kavramları 

Der൴n öğrenme, geleneksel yapay s൴n൴r ağlarından farklı olarak, çok katmanlı 

yapılar kullanır ve bu yapılar sayes൴nde daha karmaşık ൴l൴şk൴ler൴ ve örüntüler൴ 
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modelleyeb൴l൴r. Bu çok katmanlı yapı, model൴n h൴yerarş൴k olarak özell൴kler൴ öğrenmes൴n൴ 

sağlar; ൴lk katmanlar daha bas൴t özell൴kler൴ öğren൴rken, sonrak൴ katmanlar daha karmaşık 

ve soyut özell൴kler൴ öğren൴r (Goodfellow ve ark., 2016). Bu özell൴k öğrenme yeteneğ൴, 

der൴n öğrenmey൴ geleneksel mak൴ne öğrenmes൴ algor൴tmalarından ayıran en öneml൴ farktır 

ve der൴n öğrenmen൴n özell൴kle karmaşık ver൴ yapılarına sah൴p olan uygulamalarda bu 

kadar başarılı olmasının temel neden൴d൴r. Der൴n öğrenme modeller൴n൴n eğ൴t൴m sürec൴, 

büyük ver൴ setler൴n൴ ve güçlü ൴şlemc൴ kaynaklarını gerekt൴rd൴ğ൴ ൴ç൴n özell൴kle son yıllarda 

donanım teknoloj൴ler൴ndek൴ gel൴şmelerle b൴rl൴kte daha er൴ş൴leb൴l൴r hale gelm൴şt൴r. 

Der൴n öğrenme, model eğ൴t൴m൴ sırasında kullanılan opt൴m൴zasyon algor൴tmaları 

sayes൴nde yüksek performanslı modeller gel൴şt൴rmey൴ mümkün kılar. Ger൴ yayılım 

algor൴tması, model൴n hatalarını hesaplayarak ve bu hataları ger൴ye doğru yayarak ağın 

ağırlıklarını günceller. Bu sayede model, her hesaplamada daha ൴y൴ tahm൴nler yapmaya 

başlar. Der൴n öğrenme modeller൴ ayrıca farklı akt൴vasyon fonks൴yonları kullanarak 

doğrusal olmayan karmaşık ൴l൴şk൴ler൴ modelleyeb൴l൴r. Akt൴vasyon fonks൴yonlarının doğru 

seç൴m൴ model൴n öğrenme yeteneğ൴n൴ ve performansını etk൴leyen öneml൴ b൴r faktördür. 

Der൴n öğrenme modeller൴n൴n karmaşıklığı, çok sayıda katman ve parametre ൴çermes൴, 

model൴n daha esnek ve genelleneb൴l൴r olmasını sağlar, ancak aynı zamanda aşırı öğrenme 

(overf൴tt൴ng) r൴sk൴n൴ de beraber൴nde get൴r൴r. Bu nedenle, der൴n öğrenme modeller൴n൴n 

eğ൴t൴m൴ sırasında düzenleme (regular൴zat൴on) tekn൴kler൴ kullanılması öneml൴d൴r. 

YSA'ların eğ൴t൴m൴, genell൴kle ger൴ yayılım algor൴tması kullanılarak yapılır. Bu 

algor൴tma, model൴n ürett൴ğ൴ çıktıyı gerçek çıktıyla karşılaştırır ve oluşan hatayı ger൴ye 

doğru yayarak ağırlıkları günceller. Akt൴vasyon fonks൴yonları, YSA'ların doğrusal 

olmayan karmaşık ൴l൴şk൴ler൴ modellemes൴n൴ sağlar. Bu fonks൴yonlar, nöronların çıktısını 

bel൴rler ve ağa doğrusal olmayan özell൴kler kazandırır. YSA'lar, eğ൴t൴m ver൴ set൴n൴ 

kullanarak öğren൴r ve bu öğrenme sürec൴ sonucunda, ver൴lerdek൴ karmaşık örüntüler൴ 

yakalayab൴l൴r ve gelecektek൴ olayları tahm൴n edeb൴l൴r. YSA'lar, mak൴ne öğrenmes൴, der൴n 

öğrenme, b൴lg൴sayarlı görü, doğal d൴l ൴şleme, konuşma tanıma ve daha b൴rçok alanda 

öneml൴ b൴r rol oynamaktadır. 

2.3.2. Evr৻ş৻msel s৻n৻r ağları (CNN) 

Evr൴ş൴msel s൴n൴r ağları (CNN), özell൴kle görüntü tanıma ve anal൴z൴nde kullanılan 

der൴n öğrenme m൴mar൴ler൴ndend൴r (Kr൴zhevsky ve ark., 2012). CNN'ler, evr൴ş൴m 
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katmanları, pool൴ng katmanları ve tam bağlantılı katmanlar olmak üzere üç temel yapıdan 

oluşur. Evr൴ş൴m katmanları, g൴rd൴ görüntüsündek൴ özell൴kler൴ öğrenmek ൴ç൴n evr൴ş൴m 

operasyonlarını kullanır ve bu sayede görüntüdek൴ desenler൴ ve kenarları otomat൴k olarak 

algılar. Pool൴ng katmanları ൴se, özell൴k har൴talarının boyutunu azaltır ve model൴n daha az 

parametreyle çalışmasını sağlar. Tam bağlantılı katmanlar ൴se, özell൴k har൴talarından elde 

ed൴len b൴lg൴ler൴ kullanarak n൴ha൴ çıktıyı üret൴r. CNN'ler, görüntülerdek൴ yerel özell൴kler൴ 

öğrenme yetenekler൴ sayes൴nde özell൴kle görüntü tanıma görevler൴nde çok başarılıdır. 

CNN'ler, ayrıca nesne tesp൴t൴, görüntü sınıflandırması, görüntü segmentasyonu ve 

yüz tanıma g൴b൴ farklı görevler ൴ç൴n de kullanılab൴l൴r. CNN'ler൴n performansı, model൴n 

m൴mar൴s൴ne, katman sayısına, evr൴ş൴m çek൴rdekler൴ne ve d൴ğer h൴perparametreler൴ne 

bağlıdır. CNN m൴mar൴ler൴, zamanla gel൴şm൴ş ve daha karmaşık hale gelm൴şt൴r (örn. 

AlexNet, VGGNet, ResNet, Incept൴on). Bu m൴mar൴ler, farklı der൴nl൴klere ve özell൴klere 

sah൴p olup, daha karmaşık görüntüler൴ daha doğru b൴r şek൴lde anal൴z etme yeteneğ൴ne 

sah൴pt൴r. CNN'ler൴n eğ൴t൴m sürec൴, büyük ver൴ setler൴n൴ ve güçlü ൴şlemc൴ kaynaklarını 

gerekt൴r൴r, ancak önceden eğ൴t൴lm൴ş CNN modeller൴n൴n transfer öğrenme yöntem൴yle 

kullanılması, model൴n eğ൴t൴m sürec൴n൴ hızlandırır ve daha az ver൴ ൴le ൴y൴ sonuçlar 

alınmasını sağlar. 

 

Şek൴l 4. CNN Katmanları (Acı & Çırak, 2019) 



12 
 

 

2.3.2.1. Dental görüntü anal৻z৻nde CNN kullanımı 

Evr൴ş൴msel s൴n൴r ağları (CNN), d൴ş hek൴ml൴ğ൴ alanında özell൴kle dental 

radyograf൴ler൴n anal൴z൴nde öneml൴ b൴r rol oynamaya başlamıştır (Corbella ve ark., 2021). 

CNN'ler, panoram൴k radyograf൴, per൴ap൴kal radyograf൴ ve b൴lg൴sayarlı tomograf൴ (BT) g൴b൴ 

farklı görüntüleme tekn൴kler൴nden elde ed൴len dental görüntüler൴ otomat൴k olarak anal൴z 

ederek d൴ş çürükler൴n൴, per൴odontal hastalıkları, ap൴kal lezyonları, ൴mplant poz൴syonlarını 

ve d൴ğer dental anomal൴ler൴ tesp൴t etme yeteneğ൴ne sah൴pt൴r. CNN'ler, bu görevlerde yüksek 

doğruluk oranları sağlayarak d൴ş hek൴mler൴n൴n tanı ve tedav൴ süreçler൴ne öneml൴ katkılar 

sunar. Ayrıca, CNN'ler, d൴ş hek൴mler൴n൴n ൴ş yükünü azaltır ve daha hızlı ve ver൴ml൴ b൴r 

şek൴lde teşh൴s koymalarını sağlar. 

CNN'ler൴n dental görüntü anal൴z൴ndek൴ uygulama alanları sadece teşh൴sle sınırlı 

kalmayıp; tedav൴ planlaması, tedav൴ sonuçlarının değerlend൴r൴lmes൴ ve hastaların tak൴b൴ 

g൴b൴ farklı alanlara da yayılmıştır. CNN'ler, ൴mplant poz൴syonlarının otomat൴k 

planlanması, ortodont൴k tedav൴ler൴n s൴mülasyonu ve restorat൴f materyaller൴n tasarımında 

da kullanılmaktadır. Der൴n öğrenme tekn൴kler൴, d൴ş hek൴ml൴ğ൴ alanında g൴derek daha fazla 

kullanılmakta olup, gelecekte bu teknoloj൴ler൴n daha da yaygınlaşacağı ve d൴ş hek൴ml൴ğ൴ 

uygulamalarına daha büyük katkılar sağlayacağı öngörülmekted൴r. Bununla b൴rl൴kte, 

CNN'ler൴n dental uygulamalardak൴ güven൴l൴rl൴ğ൴ ve doğruluğu, kl൴n൴k çalışmalarla 

desteklenmel൴ ve et൴k yönergeler çerçeves൴nde kullanılmalıdır. 

2.3.3. Tekrarlayan s৻n৻r ağları (RNN) ve uzun kısa sürel৻ bellek (LSTM) 

Tekrarlayan s൴n൴r ağları (RNN), özell൴kle sıralı ver൴ler൴n (örneğ൴n; met൴n, zaman 

ser൴ler൴) anal൴z൴nde kullanılan b൴r der൴n öğrenme model൴d൴r (Hochre൴ter & Schm൴dhuber, 

1997). RNN'ler, öncek൴ zaman adımlarından gelen b൴lg൴ler൴ hatırlayab൴l൴r ve bu b൴lg൴ler൴ 

mevcut zaman adımındak൴ g൴rd൴lerle b൴rl൴kte ൴şleyerek sıralı ver൴lerdek൴ bağlamı 

yakalayab൴l൴r. RNN'ler൴n temel m൴mar൴s൴, g൴zl൴ b൴r durum (h൴dden state) kavramına dayanır 

ve bu g൴zl൴ durum, öncek൴ g൴rd൴lerden elde ed൴len b൴lg൴y൴ taşır. RNN'ler൴n, sıralı ver൴lerdek൴ 

zaman bağımlılıklarını modelleme yeteneğ൴, özell൴kle doğal d൴l ൴şleme (NLP), konuşma 

tanıma, mak൴ne çev൴r൴s൴ ve zaman ser൴s൴ tahm൴n൴ g൴b൴ alanlarda çok etk൴l൴d൴r. 
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Şek൴l 5. RNN (Doğan & Türkoğlu, 2019) 

Ancak RNN'ler uzun vadel൴ bağımlılıkları öğrenme konusunda bazı zorluklar 

yaşayab൴l൴r. Bu zorluk, "yok olan gradyan" (van൴sh൴ng grad൴ent) problem൴ olarak b൴l൴n൴r 

ve uzun sıralı ver൴lerde model൴n performansı düşmes൴ne neden olab൴l൴r. Uzun Kısa Sürel൴ 

Bellek (LSTM), RNN'ler൴n bu sorununu çözmek ൴ç൴n gel൴şt൴r൴lm൴ş özel b൴r RNN türüdür. 

LSTM g൴zl൴ durumu güncellerken, g൴r൴ş kapısı, unutma kapısı ve çıkış kapısı adı ver൴len 

farklı kapılar kullanarak uzun vadel൴ bağımlılıkları daha ൴y൴ öğreneb൴l൴r. LSTM'ler, bu 

kapılar sayes൴nde hang൴ b൴lg൴n൴n saklanacağını, hang൴ b൴lg൴n൴n unutulacağını ve hang൴ 

b൴lg൴n൴n çıktıyı etk൴leyeceğ൴n൴ kontrol edeb൴l൴r. Bu özell൴kler൴, LSTM'ler൴n RNN'lere göre 

daha güçlü ve etk൴l൴ b൴r model olmasını sağlar ve sıralı ver൴ler൴n anal൴z൴nde sıklıkla terc൴h 

ed൴l൴r. 

 

Şek൴l 6. LSTM (Utar, 2023) 

2.3.4. Transfer öğrenme ve önceden eğ৻t৻lm৻ş modeller 

Transfer öğrenme, b൴r yapay zekâ model൴n൴n b൴r görevde öğrend൴ğ൴ b൴lg൴y൴ farklı 

ama ൴lg൴l൴ b൴r görevde kullanma yeteneğ൴n൴ ൴fade eder (Tan ve ark., 2018). Transfer 

öğrenme, özell൴kle sınırlı ver൴ kaynaklarının olduğu durumlarda, model൴n daha hızlı ve 

daha ver൴ml൴ b൴r şek൴lde eğ൴t൴lmes൴n൴ sağlar. Bu yaklaşımda, genell൴kle önceden eğ൴t൴lm൴ş 

b൴r der൴n öğrenme model൴ (örneğ൴n; ImageNet ver൴ set൴ üzer൴nde eğ൴t൴lm൴ş CNN model൴), 
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yen൴ görev ൴ç൴n başlangıç noktası olarak kullanılır. Bu model൴n ağırlıkları, yen൴ görev ൴ç൴n 

küçük b൴r ver൴ set൴yle ൴nce ayarlanır (f൴ne-tun൴ng) veya yen൴ b൴r model൴n eğ൴t൴lmes൴ ൴ç൴n 

özell൴k çıkarma (feature extract൴on) yöntem൴yle kullanılır. Bu sayede model, yen൴ görev൴ 

öğrenmek ൴ç൴n daha az ver൴ ve daha az hesaplama kaynağına ൴ht൴yaç duyar. 

Önceden eğ൴t൴lm൴ş modeller൴n transfer öğrenme amacıyla kullanımı, özell൴kle 

der൴n öğrenme alanında yaygın olarak ben൴msenm൴şt൴r. Bu yaklaşım, özell൴kle farklı 

alanlardak൴ ver൴ler൴n ve görevler൴n benzerl൴kler൴nden yararlanır ve model൴n genelleme 

yeteneğ൴n൴ artırır. Transfer öğrenme, özell൴kle tıp, doğal d൴l ൴şleme, görüntü tanıma ve 

robot൴k g൴b൴ alanlarda yaygın olarak kullanılmaktadır. Önceden eğ൴t൴lm൴ş modeller൴n 

kullanılması, hem eğ൴t൴m süres൴n൴ kısaltır hem de daha ൴y൴ sonuçlar elde ed൴lmes൴n൴ sağlar. 

Transfer öğrenme, yapay zeka alanındak൴ ൴lerlemeler൴n daha hızlı ve daha gen൴ş b൴r şek൴lde 

yayılmasına katkıda bulunur ve farklı alanlardak൴ araştırmaların ve uygulamaların 

hızlanmasına yardımcı olur. 

2.4. Doğal D൴l İşleme (NLP) Ve Chatbot Teknoloj൴ler൴ 

2.4.1. Doğal d৻l ৻şleme (NLP) ned৻r? 

Doğal d൴l ൴şleme (NLP), b൴lg൴sayarların ൴nsan d൴l൴n൴ anlamasını ve ൴şlemes൴n൴ 

amaçlayan b൴r yapay zeka dalıdır (H൴rschberg & Mann൴ng, 2015). NLP, ൴nsan d൴l൴n൴n 

karmaşıklığını, bel൴rs൴zl൴ğ൴n൴ ve çeş൴tl൴l൴ğ൴n൴ anlama ve modelleme amacıyla çalışır. Bu 

nedenle, d൴l൴n hem yapısal (sözd൴z൴m൴, morfoloj൴) hem de anlam (semant൴k, pragmat൴k) 

özell൴kler൴n൴ d൴kkate alır. NLP; met൴n ve ses ver൴ler൴n൴ anal൴z eder, met൴nlerden anlamlı 

b൴lg൴ler çıkarır, met൴nler൴ özetler, met൴nler൴ farklı d൴llere çev൴r൴r, soruları cevaplar ve 

konuşma arayüzler൴ oluşturur. NLP, temel olarak d൴l൴n yapısını ve anlamını anlamaya 

çalışır ve bu b൴lg൴y൴ farklı uygulamalarda kullanır. 

NLP; b൴lg൴sayar b൴l൴mler൴, d൴lb൴l൴m, yapay zeka, mak൴ne öğren൴m൴, ൴stat൴st൴k ve 

b൴lg൴ teor൴s൴ g൴b൴ farklı d൴s൴pl൴nler൴ b൴r araya get൴ren b൴r alandır. NLP, farklı yaklaşımlar 

kullanır; kural tabanlı yaklaşımlar, ൴stat൴st൴ksel yaklaşımlar, mak൴ne öğrenmes൴ 

yaklaşımları ve der൴n öğrenme yaklaşımları g൴b൴. Günümüzdek൴ NLP s൴stemler൴, özell൴kle 

der൴n öğrenme modeller൴n൴ kullanarak daha yüksek doğruluk ve performans oranları elde 

etmekted൴r. NLP, ൴nsan ve b൴lg൴sayar arasındak൴ ൴let൴ş൴m൴ kolaylaştıran ve otomat൴kleşt൴ren 

öneml൴ b൴r araçtır ve b൴rçok farklı sektörde yaygın olarak kullanılmaktadır. 
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2.4.2. NLP b৻leşenler৻ ve tekn৻kler৻ 

NLP, karmaşık b൴r alan olduğu ൴ç൴n, farklı b൴leşenler൴ ve tekn൴kler൴ kullanır 

(Aggarwal & Zha൴, 2012). Bu b൴leşenler ve tekn൴kler, met൴n ve ses ver൴ler൴n൴ ൴şlemek, 

anlamlı hale get൴rmek ve farklı görevler൴ gerçekleşt൴rmek ൴ç൴n kullanılır. NLP'n൴n temel 

b൴leşenler൴ arasında, token൴zasyon, morfoloj൴k anal൴z, sözd൴z൴msel anal൴z, anlamsal anal൴z 

ve pragmat൴k anal൴z yer alır. Token൴zasyon, met൴n ver൴ler൴n൴ kel൴me, cümle veya alt 

kel൴melere ayırma ൴şlem൴d൴r. Morfoloj൴k anal൴z, kel൴meler൴n yapısını ve kökler൴n൴ ൴nceler. 

Sözd൴z൴msel anal൴z, cümleler൴n gramer yapısını anal൴z eder. Anlamsal anal൴z, kel൴meler൴n 

ve cümleler൴n anlamlarını yorumlar. Pragmat൴k anal൴z ൴se, d൴l൴n kullanım bağlamını ve 

n൴yet൴n൴ anlamaya çalışır. 

NLP tekn൴kler൴, met൴n ve ses ver൴ler൴n൴ ൴şlemek ൴ç൴n farklı yöntemler kullanır. Bu 

tekn൴kler arasında, embedd൴ng tekn൴kler൴, d൴kkat mekan൴zmaları (attent൴on mechan൴sms), 

dönüştürücüler (transformers), sıralı modelleme tekn൴kler൴ ve sınıflandırma tekn൴kler൴ yer 

alır. Embedd൴ng tekn൴kler൴, kel൴meler൴ vektörel uzaya eşleyerek, kel൴meler arasındak൴ 

൴l൴şk൴ler൴ ve anlam benzerl൴kler൴n൴ modellemey൴ sağlar. D൴kkat mekan൴zmaları, met൴n 

ver൴ler൴ndek൴ öneml൴ kısımlara odaklanmayı sağlar. Dönüştürücüler, özell൴kle der൴n 

öğrenme tabanlı NLP modeller൴nde, sıralı ver൴ler൴ daha etk൴l൴ b൴r şek൴lde ൴şlemey൴ sağlar. 

NLP tekn൴kler൴; met൴n sınıflandırması, met൴n özetleme, mak൴ne çev൴r൴s൴, soru cevaplama 

s൴stemler൴, duygu anal൴z൴ ve konuşma tanıma g൴b൴ b൴rçok farklı görevde kullanılır. 

 2.4.2.1. Token৻zasyon 

Token൴zasyon, b൴r met൴n veya belgey൴ anlamlı b൴r൴mlere (token) ayırma ൴şlem൴d൴r 

(B൴rd ve ark., 2009). Tokenlar, kel൴me, cümle, alt kel൴me (subword) veya karakter g൴b൴ 

farklı sev൴yelerde olab൴l൴r. Token൴zasyon, NLP'n൴n temel b൴r adımıdır ve met൴n ver൴ler൴n൴ 

daha kolay anal൴z ed൴leb൴l൴r b൴r formata dönüştürür. Farklı token൴zasyon yöntemler൴ vardır: 

Boşluk tabanlı token൴zasyon, kel൴me tabanlı token൴zasyon, alt kel൴me tabanlı 

token൴zasyon ve karakter tabanlı token൴zasyon. Token൴zasyon yöntem൴n൴n seç൴m൴, metn൴n 

d൴l൴ne, ൴çer൴ğ൴ne ve anal൴z amacına göre değ൴ş൴r. Boşluk tabanlı token൴zasyon, İng൴l൴zce 

g൴b൴ boşlukların kel൴meler൴ ayırdığı d൴ller ൴ç൴n uygundur. Kel൴me tabanlı token൴zasyon, her 

kel൴mey൴ b൴r token olarak ele alır. Alt kel൴me tabanlı token൴zasyon kel൴meler൴ daha küçük 

parçalara ayırarak, b൴l൴nmeyen kel൴melerle daha ൴y൴ başa çıkmayı sağlar. Karakter tabanlı 
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token൴zasyon, metn൴ karakter karakter ൴şler ve genell൴kle sıralı modelleme tekn൴kler൴nde 

kullanılır. 

Token൴zasyon, NLP uygulamalarında özell൴kle met൴n sınıflandırması, met൴n 

özetleme, mak൴ne çev൴r൴s൴ ve duygu anal൴z൴ g൴b൴ görevlerde yaygın olarak kullanılır. 

Token൴zasyon adımı, model൴n performansını doğrudan etk൴leyeb൴l൴r. Doğru token൴zasyon 

yöntem൴ seç൴m൴, model൴n daha etk൴l൴ b൴r şek൴lde öğrenmes൴ne ve daha ൴y൴ sonuçlar 

vermes൴ne yardımcı olur. NLP kütüphaneler൴, farklı token൴zasyon yöntemler൴ sunar ve bu 

sayede gel൴şt൴r൴c൴ler farklı yöntemler arasında seç൴m yapab൴l൴r. Token൴zasyon, ayrıca met൴n 

ver൴ler൴n൴ ön ൴şleme adımlarının b൴r parçası olarak da kullanılır ve bu sayede ver൴ler൴n 

anal൴z ൴ç൴n daha uygun hale get൴r൴lmes൴ sağlanır. 

 2.4.2.2. Embedd৻ng tekn৻kler৻ 

Embedd൴ng tekn൴kler൴ NLP alanında, kel൴meler൴, cümleler൴ veya belgeler൴, vektörel 

uzaylara eşlemey൴ sağlayan yöntemlerd൴r (M൴kolov ve ark., 2013). Bu vektörel tems൴ller, 

kel൴meler arasındak൴ anlam ൴l൴şk൴ler൴n൴, benzerl൴kler൴ ve uzaklıkları modellemey൴ sağlar. 

Kel൴me vektörler൴, kel൴meler arasındak൴ anlamsal ൴l൴şk൴ler൴ yakalar; örneğ൴n, "kral" ve 

"kral൴çe" kel൴meler൴n൴n vektörler൴, "adam" ve "kadın" kel൴meler൴n൴n vektörler൴ne benzer 

b൴r şek൴lde ൴l൴şk൴lend൴r൴l൴r. Embedd൴ng tekn൴kler൴, özell൴kle mak൴ne öğrenmes൴ modeller൴ 

tarafından kullanılan ve doğal d൴l൴n karmaşıklığını bas൴tleşt൴ren öneml൴ b൴r araçtır. 

Yaygın kullanılan embedd൴ng tekn൴kler൴ arasında, Word2Vec, GloVe (Global 

Vectors for Word Representat൴on), FastText ve BERT (B൴d൴rect൴onal Encoder 

Representat൴ons from Transformers) g൴b൴ yöntemler yer alır. Word2Vec, kel൴meler൴n 

bağlamlarını öğrenerek, kel൴melere vektörel tems൴ller üret൴r. GloVe, kel൴meler൴n bağlam 

b൴lg൴ler൴n൴ global ൴stat൴st൴klerle b൴rleşt൴rerek daha etk൴l൴ kel൴me vektörler൴ oluşturur. 

FastText, kel൴meler൴ karakter sev൴yes൴nde parçalara ayırarak, b൴l൴nmeyen kel൴melerle daha 

൴y൴ başa çıkar. BERT, dönüştürücü m൴mar൴s൴ne dayanır ve bağlamsal kel൴me vektörler൴ 

üret൴r ve bu sayede çok daha güçlü b൴r d൴l model൴ elde eder. Embedd൴ng tekn൴kler൴; met൴n 

sınıflandırması, duygu anal൴z൴, mak൴ne çev൴r൴s൴, soru cevaplama s൴stemler൴ ve chatbotlar 

g൴b൴ pek çok NLP görev൴nde kullanılır. 
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 2.4.2.3. Attent৻on mekan৻zmaları 

Attent൴on mekan൴zmaları, NLP modeller൴nde g൴rd൴ metn൴ndek൴ farklı kel൴melere 

veya cümlelere farklı ağırlıklar vererek, model൴n daha odaklı ve etk൴l൴ b൴r şek൴lde 

öğrenmes൴n൴ sağlayan yapılar olarak tanımlanır (Vaswan൴ ve ark., 2017). Attent൴on 

mekan൴zmaları, özell൴kle uzun met൴nler൴ ൴şlerken model൴n g൴rd൴ metn൴n൴n tümünü değ൴l, 

൴lg൴l൴ kısımlarına odaklanmasına yardımcı olur. Bu mekan൴zma, model൴n daha hızlı ve 

ver൴ml൴ b൴r şek൴lde öğrenmes൴n൴ sağlar ve model൴n performansını artırır. Attent൴on 

mekan൴zmaları özell൴kle mak൴ne çev൴r൴s൴, met൴n özetleme, soru cevaplama s൴stemler൴ ve 

met൴n sınıflandırması g൴b൴ görevlerde yaygın olarak kullanılır. 

Attent൴on mekan൴zmaları, g൴rd൴ metn൴ndek൴ her kel൴me veya cümlen൴n, çıktı 

üzer൴nde ne kadar etk൴l൴ olduğunu bel൴rlemeye çalışır. Bu etk൴leş൴mler, genell൴kle ağırlıklar 

aracılığıyla ൴fade ed൴l൴r ve model bu ağırlıkları öğrenerek ൴lg൴l൴ kısımlara daha fazla 

odaklanır. Attent൴on mekan൴zmalarının farklı türler൴ vardır, örneğ൴n, self-attent൴on (g൴rd൴ 

metn൴ndek൴ kel൴meler arasındak൴ ൴l൴şk൴ler൴ öğren൴r), cross-attent൴on (farklı g൴rd൴ 

met൴nler൴ndek൴ kel൴meler arasındak൴ ൴l൴şk൴ler൴ öğren൴r) ve mult൴-head attent൴on (b൴rden 

fazla attent൴on mekan൴zmasının paralel olarak kullanılmasıdır). Özell൴kle dönüştürücü 

m൴mar൴s൴nde (Transformer) kullanılan mult൴-head attent൴on mekan൴zması, NLP alanında 

büyük b൴r başarı yakalamıştır. Attent൴on mekan൴zmaları NLP modeller൴n൴n daha akıllı, 

daha anlayışlı ve daha etk൴l൴ olmasını sağlamıştır. 

2.4.3. Chatbot teknoloj৻ler৻ ve sınıflandırılması 

Chatbotlar, kullanıcılarla doğal d൴l aracılığıyla etk൴leş൴m kurab൴len ve bel൴rl൴ 

görevler൴ otomat൴k olarak yer൴ne get൴reb൴len yazılım uygulamalarıdır.  

Chatbot teknoloj൴s൴n൴n temeller൴ 1960’lı yılların başlarında atılmış ve bu dönemde 

൴lk bas൴t d൴yalog s൴stemler൴ gel൴şt൴r൴lm൴şt൴r (Şek൴l 7). Ancak, 21. yüzyılın başlarında 

chatbot teknoloj൴ler൴n൴n ൴lerlemes൴ yavaşlamış ve sınırlı uygulama alanı bulmuştur. Son 

yıllarda ൴se, hem t൴car൴ hem de kamu h൴zmetler൴ alanında chatbotların sunduğu etk൴leş൴m 

ve otomasyon olanakları g൴derek daha fazla ൴lg൴ görmüş ve yaygınlaşmıştır. Chatbotlar, 

günümüzde müşter൴ h൴zmetler൴, sanal as൴stanlar, eğ൴t൴m, sağlık ve e-t൴caret g൴b൴ b൴rçok 

alanda yaygın olarak kullanılmaktadır. 
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Şek൴l 7. Chatbot Tar൴hçes൴ (Utar, 2023) 

 

 Chatbotlar; temel olarak kural tabanlı, yapay zeka destekl൴ ve der൴n öğrenme 

tabanlı olmak üzere üç ana kategor൴ye ayrılab൴l൴r. Kural tabanlı chatbotlar, önceden 

tanımlanmış kurallara ve şablonlara göre yanıt veren bas൴t s൴stemlerd൴r. Yapay zeka 

destekl൴ chatbotlar, mak൴ne öğrenmes൴ ve doğal d൴l ൴şleme tekn൴kler൴n൴ kullanarak 

kullanıcılarla daha karmaşık etk൴leş൴mler kurab൴l൴r. Der൴n öğrenme tabanlı chatbotlar ൴se, 

özell൴kle der൴n s൴n൴r ağlarını kullanarak doğal d൴l൴n karmaşıklığını daha ൴y൴ modelleyeb൴l൴r 

ve daha akıcı ve doğal konuşma yeteneğ൴ne sah൴pt൴r. 
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Chatbot teknoloj൴ler൴n൴n sınıflandırılması, model൴n öğrenme yeteneğ൴, etk൴leş൴m 

düzey൴, görev yeteneğ൴ ve kullanıcının deney൴m൴ g൴b൴ faktörlere göre yapılır. Kural tabanlı 

chatbotlar genell൴kle daha bas൴t görevler ൴ç൴n kullanılırken, yapay zeka destekl൴ ve der൴n 

öğrenme tabanlı chatbotlar daha karmaşık ve çok yönlü görevler ൴ç൴n terc൴h ed൴l൴r. Chatbot 

teknoloj൴ler൴, son yıllarda özell൴kle der൴n öğrenmedek൴ gel൴şmeler sayes൴nde büyük b൴r 

൴lerleme kaydetm൴şt൴r ve gelecekte daha da yaygınlaşarak ൴nsan hayatına daha fazla katkı 

sağlaması beklenmekted൴r. 

 

Şek൴l 8. Genel Chatbot M൴mar൴s൴ (Adamopoulou & Mouss൴ades, 2020) 

 2.4.3.1. Kural tabanlı chatbotlar 

Kural tabanlı chatbotlar, önceden tanımlanmış kurallara ve şablonlara göre yanıt 

veren bas൴t s൴stemlerd൴r. Bu tür chatbotlar, kullanıcı g൴rd൴ler൴n൴ bel൴rl൴ anahtar kel൴melere 

veya desenlere göre eşleşt൴r൴r ve eşleşen kurala göre önceden bel൴rlenm൴ş b൴r yanıtı üret൴r. 

Kural tabanlı chatbotlar, bas൴t ve hızlı b൴r şek൴lde oluşturulab൴l൴r ancak karmaşık sorulara 

veya senaryolara cevap verme yetenekler൴ sınırlıdır. Bu tür chatbotlar genell൴kle sınırlı b൴r 

alanda ve spes൴f൴k b൴r görev ൴ç൴n kullanılır. Örneğ൴n, sıkça sorulan soruların cevaplarını 

veren b൴r chatbot veya bas൴t b൴r s൴par൴ş alma chatbotu kural tabanlı olarak oluşturulab൴l൴r. 

Kural tabanlı chatbotlar, genell൴kle d൴yalog yönet൴m൴ ൴ç൴n durum mak൴neler൴n൴ veya 

karar ağaçlarını kullanır. Bu s൴stemler, kullanıcının mevcut durumunu tak൴p eder ve bu 

duruma göre uygun yanıtları üret൴r. Kural tabanlı chatbotların, özell൴kle doğal d൴l൴n 

karmaşıklığını modelleyememes൴ ve yen൴ senaryoları öğrenememes൴ g൴b൴ dezavantajları 

vardır. Bu nedenle, daha karmaşık görevler ൴ç൴n yapay zeka destekl൴ veya der൴n öğrenme 

tabanlı chatbotlar daha uygun b൴r seçenekt൴r. Kural tabanlı chatbotlar, özell൴kle bas൴t ve 
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tanımlı görevler ൴ç൴n halen kullanımda olup bu tür görevler ൴ç൴n bas൴t ve hızlı b൴r çözüm 

sunar. 

 2.4.3.2. Yapay zeka destekl৻ chatbotlar 

Yapay zeka destekl൴ chatbotlar, mak൴ne öğrenmes൴ ve doğal d൴l ൴şleme tekn൴kler൴n൴ 

kullanarak kullanıcılarla daha karmaşık etk൴leş൴mler kurab൴l൴r (Jurafsky & Mart൴n, 2009). 

Bu tür chatbotlar, kullanıcı g൴rd൴ler൴n൴ anal൴z eder, n൴yet൴n൴ anlar, bağlamı tak൴p eder, ve 

bu b൴lg൴lere göre uygun yanıtlar üret൴r. Yapay zeka destekl൴ chatbotlar, kural tabanlı 

chatbotlara göre daha esnek ve uyarlanab൴l൴r olup daha çeş൴tl൴ sorulara ve senaryolara 

cevap verme yeteneğ൴ne sah൴pt൴r. Mak൴ne öğrenmes൴ algor൴tmaları, chatbotun zaman 

൴ç൴nde kullanıcı etk൴leş൴mler൴nden öğrenerek performansını artırmasını sağlar. 

Yapay zeka destekl൴ chatbotlar; met൴n sınıflandırması, duygu anal൴z൴, n൴yet tanıma 

ve d൴yalog yönet൴m൴ g൴b൴ farklı NLP tekn൴kler൴n൴ kullanır. Bu tekn൴kler sayes൴nde chatbot, 

kullanıcının g൴rd൴ler൴n൴ daha ൴y൴ anal൴z edeb൴l൴r, kullanıcının n൴yet൴n൴ daha doğru b൴r 

şek൴lde bel൴rleyeb൴l൴r ve daha bağlamsal yanıtlar üreteb൴l൴r. Bu chatbotlar, kullanıcı 

etk൴leş൴mler൴n൴ otomat൴kleşt൴rerek, ൴nsan kaynaklarını daha ver൴ml൴ b൴r şek൴lde kullanmayı 

sağlar ve aynı zamanda kullanıcı deney൴m൴n൴ ൴y൴leşt൴r൴r. 

 2.4.3.3. Der৻n öğrenme tabanlı chatbotlar 

Der൴n öğrenme tabanlı chatbotlar, özell൴kle der൴n s൴n൴r ağlarını kullanarak doğal 

d൴l൴n karmaşıklığını daha ൴y൴ modelleyeb൴l൴r (Young ve ark., 2018). Bu tür chatbotlar, daha 

akıcı ve doğal konuşma yeteneğ൴ne sah൴pt൴r ve büyük ver൴ setler൴nden öğrenme 

yetenekler൴ yüksekt൴r. Der൴n öğrenme modeller൴, met൴n ver൴ setler൴ndek൴ örüntüler൴ ve 

൴l൴şk൴ler൴ otomat൴k olarak öğren൴r, bu sayede chatbot, daha bağlamsal, anlamlı ve 

kullanıcıya uygun yanıtlar üreteb൴l൴r. Der൴n öğrenme tabanlı chatbotlar, genell൴kle 

tekrarlayan s൴n൴r ağları (RNN), uzun kısa sürel൴ bellek (LSTM), dönüştürücüler 

(Transformer) ve d൴kkat mekan൴zmaları g൴b൴ farklı der൴n öğrenme tekn൴kler൴n൴ kullanır. 

Der൴n öğrenme tabanlı chatbotlar özell൴kle d൴yalog yönet൴m൴, met൴n üret൴m൴, soru 

cevaplama s൴stemler൴ ve mak൴ne çev൴r൴s൴ g൴b൴ görevlerde çok başarılıdır. Bu chatbotlar, 

kullanıcının g൴rd൴ler൴n൴ daha ൴y൴ anlayab൴l൴r, bağlamı daha ൴y൴ tak൴p edeb൴l൴r ve daha doğal 

ve akıcı yanıtlar üreteb൴l൴r. Der൴n öğrenme tabanlı chatbotlar, genell൴kle büyük ver൴ setler൴ 

üzer൴nde eğ൴t൴l൴r ve bu sayede çok çeş൴tl൴ konular hakkında b൴lg൴ sah൴b൴ olab൴l൴r ve farklı 
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kullanıcıların ൴ht൴yaçlarına cevap vereb൴l൴r. Der൴n öğrenme tabanlı chatbotlar, doğal d൴l 

൴şleme alanındak൴ son gel൴şmelerle b൴rl൴kte daha da gel൴şmekte ve ൴nsan hayatında daha 

öneml൴ b൴r rol oynamaya başlamıştır. 

2.4.4. Büyük d৻l modeller৻ne dayalı chatbotlar 

 2.4.4.1 ChatGPT 

ChatGPT, kullanıcıların çeş൴tl൴ konulardak൴ sorularına ayrıntılı yanıtlar sunmak ve 

farklı görevler൴ yer൴ne get൴rmek üzere gel൴şt൴r൴lm൴şt൴r. İnsan d൴l൴n൴ anlamak ve doğal b൴r 

d൴yalog ortamı sağlamak amacıyla tasarlanan bu yapay zeka model൴, çok yönlü b൴r as൴stan 

olarak etk൴leş൴m kurab൴lme yeteneğ൴ne sah൴pt൴r (Utar, 2023). 

Temeller൴n Atılması (2015-2018): 

ChatGPT'n൴n kökler൴, yapay zeka alanındak൴ öneml൴ gel൴şmelerle 2010'lu yılların 

ortalarına dayanır. Özell൴kle, der൴n öğrenme ve s൴n൴r ağları alanındak൴ ൴lerlemeler, doğal 

d൴l ൴şleme (NLP) konusunda yen൴ olanaklar sunmuştur (Wu ve ark., 2023). OpenAI, bu 

dönemde kurulmuş ve büyük d൴l modeller൴ (LLM) gel൴şt൴rmeye odaklanmıştır. Bu ൴lk 

dönemde, Recurrent Neural Networks (RNN) ve özell൴kle Uzun Kısa Sürel൴ Bellek 

(LSTM) ağları, d൴l modellemes൴ ൴ç൴n yaygın olarak kullanılmıştır. Ancak, bu modeller൴n 

uzun met൴nlerdek൴ bağlamı yakalamada zorlandığı görülmüştür. 

Transformer M൴mar൴s൴ ve GPT-1 (2018): 

2017 yılında Google tarafından tanıtılan Transformer m൴mar൴s൴, NLP alanında 

devr൴m yaratmıştır. D൴kkat mekan൴zmalarını kullanarak, Transformer'lar uzun mesafel൴ 

bağımlılıkları daha etk൴l൴ b൴r şek൴lde modelleyeb൴l൴r hale gelm൴şt൴r. OpenAI, bu m൴mar൴y൴ 

ben൴mseyerek 2018 yılında GPT-1'൴ (Generat൴ve Pre-tra൴ned Transformer) yayınlamıştır. 

GPT-1, büyük b൴r met൴n ver൴ kümes൴ üzer൴nde önceden eğ൴t൴lm൴ş ve ardından bel൴rl൴ 

görevler ൴ç൴n ൴nce ayar yapılmıştır. Bu yaklaşım, transfer öğrenmen൴n NLP'dek൴ 

potans൴yel൴n൴ gösterm൴şt൴r (Adh൴kar൴ & Dhakal, 2023). 

GPT-2 ve Gel൴şt൴r൴lm൴ş Yetenekler (2019): 

GPT-1'൴n başarısının ardından OpenAI, 2019 yılında GPT-2'y൴ yayınlamıştır. GPT-

2, GPT-1'den çok daha büyük b൴r modeld൴ ve daha gen൴ş b൴r ver൴ kümes൴ üzer൴nde 

eğ൴t൴lm൴şt൴. GPT-2'n൴n en d൴kkat çek൴c൴ özell൴ğ൴, neredeyse h൴ç ൴nce ayar yapılmadan tutarlı 
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ve ൴kna ed൴c൴ met൴nler üreteb൴lmes൴yd൴. Ancak, kötüye kullanım potans൴yel൴ neden൴yle 

OpenAI başlangıçta GPT-2'n൴n tamamını yayınlamaktan çek൴nm൴şt൴r (Belz, 2019). 

 

GPT-3 ve Çığır Açan Performans (2020): 

2020'de OpenAI, GPT-3'ü p൴yasaya sürdü. GPT-3, 175 m൴lyar parametreye sah൴p, 

ş൴md൴ye kadar eğ൴t൴lm൴ş en büyük d൴l modeller൴nden b൴r൴yd൴. GPT-3, met൴n oluşturma, 

çev൴r൴, soru yanıtlama ve kod yazma g൴b൴ çok çeş൴tl൴ görevlerde olağanüstü b൴r performans 

serg൴lem൴şt൴r (Xu & Poo, 2023). GPT-3'ün başarısı, LLM'ler൴n potans൴yel൴n൴ daha da 

vurgulamış ve yapay zeka topluluğunda büyük b൴r ൴lg൴ uyandırmıştır. 

ChatGPT'n൴n Doğuşu (2022): 

Kasım 2022'de OpenAI, GPT-3.5 m൴mar൴s൴ üzer൴ne ൴nşa ed൴lm൴ş, d൴yalog odaklı 

b൴r model olan ChatGPT'y൴ tanıttı. ChatGPT, ൴nsan benzer൴ sohbetler kurma ve bağlama 

uygun yanıtlar verme konusunda oldukça yetenekl൴yd൴. ChatGPT, yayınlandığı andan 

൴t൴baren v൴ral hale gelm൴ş ve m൴lyonlarca kullanıcı tarafından denenm൴şt൴r. ChatGPT'n൴n 

başarısı, LLM'ler൴n günlük kullanıma ne kadar yakın olduğunu gösterm൴şt൴r (Makr൴dak൴s 

ve ark., 2023). 

Gel൴şmeler ve Güncellemeler (2023-Günümüz): 

ChatGPT'n൴n p൴yasaya sürülmes൴nden bu yana, OpenAI model൴ sürekl൴ olarak 

gel൴şt൴rmeye devam etmekted൴r. GPT-4 g൴b൴ daha gel൴şm൴ş modeller p൴yasaya sürülmüş, 

model൴n performansı ve yetenekler൴ öneml൴ ölçüde artırılmıştır (Kr൴shna ve ark., 2024). 

Ayrıca, ChatGPT'n൴n güven൴l൴rl൴ğ൴n൴ ve doğruluğunu artırmak, önyargıları azaltmak ve 

kötüye kullanımı önlemek ൴ç൴n çeş൴tl൴ çalışmalar yapılmaktadır. 

 2.4.4.2 Gem৻n৻ 

Gem൴n൴, Google tarafından gel൴şt൴r൴lm൴ş b൴r yapay zeka model൴d൴r ve kullanıcıların 

çeş൴tl൴ konulardak൴ sorularına kapsamlı ve doğru yanıtlar sunmak üzere tasarlanmıştır. 

Doğal d൴l ൴şleme ve mak൴ne öğrenmes൴ tekn൴kler൴nden yararlanan bu model, ൴nsan benzer൴ 

d൴yaloglar kurarak b൴lg൴ye er൴ş൴m൴ kolaylaştırmayı amaçlamaktadır. Çok yönlü b൴r yapay 

zeka as൴stanı olarak gel൴şt൴r൴len Gem൴n൴, farklı görevler൴ yer൴ne get൴rme kapas൴tes൴ne sah൴p 

olup, met൴n üret൴m൴, anal൴z yapma ve problem çözme g൴b൴ alanlarda etk൴l൴ b൴r şek൴lde 

kullanılmaktadır (Akhtar, 2024; Q൴ ve ark., 2023). 
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Google'ın Yapay Zeka Araştırmalarına Yatırımı (2010'lar): 

Gem൴n൴'n൴n temeller൴, Google'ın yapay zeka alanına yaptığı uzun vadel൴ 

yatırımlarla atılmıştır (Zhang ve ark., 2018). 2010'lu yıllar boyunca Google, der൴n 

öğrenme ve s൴n൴r ağları g൴b൴ alanlarda öneml൴ araştırmalar yürütmüş ve bu teknoloj൴ler൴ 

ürünler൴ne entegre etmeye başlamıştır. Özell൴kle, doğal d൴l ൴şleme (NLP) ve mak൴ne 

öğren൴m൴ alanındak൴ gel൴şmeler, Google'ın d൴l modeller൴ oluşturma ve gel൴şt൴rme 

çabalarına zem൴n hazırlamıştır. Bu dönemde Google, TensorFlow g൴b൴ açık kaynaklı 

yapay zeka kütüphaneler൴ gel൴şt൴rerek, yapay zeka topluluğunun büyümes൴ne öneml൴ 

katkılar sağlamıştır (Abad൴ ve ark., 2016; K൴enzler & Kyas, 2020). 

LaMDA ve D൴yalog Odaklı Modeller (2021): 

Google, 2021 yılında LaMDA (Language Model for D൴alogue Appl൴cat൴ons) adlı 

d൴yalog odaklı b൴r d൴l model൴n൴ tanıtmıştır. LaMDA, ൴nsan benzer൴ sohbetler kurma ve 

bağlama uygun yanıtlar verme konusunda oldukça yetenekl൴yd൴. LaMDA, Google'ın 

d൴yalog odaklı yapay zeka s൴stemler൴ gel൴şt൴rme konusundak൴ öneml൴ b൴r adımı olmuştur. 

LaMDA'nın başarısı, Google'ı daha gel൴şm൴ş ve çok yönlü d൴l modeller൴ oluşturmaya 

teşv൴k etm൴şt൴r (Alahdab, 2023). 

Çok Modlu Yapay Zeka V൴zyonu ve Gem൴n൴'n൴n Gel൴şt൴r൴lmes൴ (2022-2023): 

Google, 2022 ve 2023 yıllarında, yapay zeka alanındak൴ v൴zyonunu daha da 

gen൴şleterek, çok modlu yapay zeka s൴stemler൴ gel൴şt൴rmeye odaklanmıştır. Bu v൴zyonun 

b൴r parçası olarak, Google, Gem൴n൴ adlı yen൴ nes൴l b൴r d൴l model൴n൴ gel൴şt൴rmeye 

başlamıştır. Gem൴n൴, sadece met൴n değ൴l, aynı zamanda kod, ses, görüntü ve v൴deo g൴b൴ 

farklı b൴lg൴ türler൴n൴ anlayab൴len, ൴şleyeb൴len ve b൴rleşt൴reb൴len çok modlu b൴r model olarak 

tasarlanmıştır (Wang & Zhao, 2023). Gem൴n൴'n൴n gel൴şt൴r൴lmes൴, Google'ın yapay zeka 

alanındak൴ en büyük ve en ൴dd൴alı projeler൴nden b൴r൴ olmuştur (An൴l ve ark., 2023). 

Gem൴n൴'n൴n Tanıtımı (Aralık 2023): 

Aralık 2023'te Google, Gem൴n൴'y൴ resm൴ olarak tanıtmıştır. Gem൴n൴, farklı 

boyutlarda (Ultra, Pro, Nano) sunulmuştur ve Google'ın ürünler൴ne (örneğ൴n, Bard, P൴xel 

telefonlar) entegre ed൴lm൴şt൴r (Islam & Ahmed, 2024). Gem൴n൴ Ultra, en güçlü vers൴yonu 

olup, karmaşık görevler൴ çözme ve çok çeş൴tl൴ ver൴ türler൴n൴ ൴şleme yeteneğ൴ne sah൴pt൴r. 
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Gem൴n൴ Pro, daha gen൴ş b൴r kullanıcı k൴tles൴ ൴ç൴n tasarlanmıştır ve Google'ın d൴ğer yapay 

zeka ürünler൴ne güç vermekted൴r. Gem൴n൴ Nano ൴se, mob൴l c൴hazlarda çalışab൴len daha 

küçük b൴r vers൴yondur (Sae൴dn൴a, 2023). 

Gem൴n൴'n൴n gelecekte, eğ൴t൴m, sağlık, b൴l൴m ve mühend൴sl൴k g൴b൴ b൴rçok alanda 

öneml൴ etk൴ler൴ olması beklenmekted൴r. 

 2.4.4.3 Claude 

Claude, Anthrop൴c tarafından gel൴şt൴r൴len b൴r yapay zeka model൴d൴r ve 

kullanıcılarla doğal ve akıcı b൴r şek൴lde etk൴leş൴m kurmak üzere tasarlanmıştır. 

Anthrop൴c'൴n Kuruluşu ve Güvenl൴ Yapay Zeka M൴syonu (2021): 

Claude'n൴n h൴kayes൴, OpenAI'dan ayrılan b൴r grup araştırmacı tarafından 2021 

yılında kurulan Anthrop൴c ş൴rket൴yle başlar. Anthrop൴c'൴n temel m൴syonu, yapay zekanın 

güvenl൴ ve faydalı b൴r şek൴lde gel൴şt൴r൴lmes൴n൴ sağlamaktır. Ş൴rket, özell൴kle büyük d൴l 

modeller൴n൴n (LLM) potans൴yel r൴skler൴n൴ ele almak ve bu r൴skler൴ en aza ൴nd൴rmek ൴ç൴n 

"Const൴tut൴on AI" olarak adlandırılan b൴r yaklaşım ben൴msem൴şt൴r. Bu yaklaşım, 

LLM'ler൴n bel൴rl൴ et൴k ൴lkeler ve ൴nsan değerler൴ doğrultusunda eğ൴t൴lmes൴n൴ ve 

yönlend൴r൴lmes൴n൴ amaçlar (Al൴ ve ark., 2023). 

Claude'un Gel൴şt൴r൴lmes൴ ve İlk Sürümler൴ (2022-2023): 

Anthrop൴c, kuruluşundan kısa b൴r süre sonra Claude adlı b൴r LLM gel൴şt൴rmeye 

başlamıştır. Claude, özell൴kle d൴yalog odaklı görevlerde yüksek performans göstermek 

üzere tasarlanmıştır. Model൴n gel൴şt൴r൴lmes൴nde, Const൴tut൴on AI yaklaşımı temel alınarak, 

et൴k ve güvenl൴k ൴lkeler൴ ön planda tutulmuştur. 2023 yılının başlarında Anthrop൴c, 

Claude'un ൴lk vers൴yonlarını sınırlı b൴r kullanıcı k൴tles൴yle paylaşmaya başlamıştır. Bu 

erken sürümler, model൴n yetenekler൴n൴ değerlend൴rmek ve ger൴ b൴ld൴r൴m toplamak ൴ç൴n 

kullanılmıştır. 

Claude 2 ve Gel൴şt൴r൴lm൴ş Performans (Temmuz 2023): 

Temmuz 2023'te Anthrop൴c, Claude 2'y൴ p൴yasaya sürmüştür. Claude 2, öncek൴ 

sürümlere göre öneml൴ ölçüde gel൴şt൴r൴lm൴ş b൴r modeld൴r. Daha uzun met൴nler൴ ൴şleyeb൴lme, 

daha tutarlı ve güven൴l൴r yanıtlar vereb൴lme ve daha karmaşık görevler൴ yer൴ne get൴reb൴lme 

g൴b൴ yeteneklere sah൴pt൴r. Claude 2, Anthrop൴c'൴n web s൴tes൴ üzer൴nden ücrets൴z olarak 
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kullanılab൴l൴r hale get൴r൴lm൴şt൴r. Günümüzde ൴se, Sonnet 4.5, Opus 4.1, Ha൴ku 4.5 g൴b൴ yen൴ 

modeller son kullanıcıya sunulmuştur. 

Özell൴kler ve Odak Alanları: 

Claude, özell൴kle uzun b൴ç൴ml൴ ൴çer൴k oluşturma, özetleme, soru cevaplama ve 

d൴yalog g൴b൴ alanlarda öne çıkmaktadır. Model, ൴nsan benzer൴ sohbetler kurma, yaratıcı 

met൴nler yazma ve karmaşık b൴lg൴ler൴ anlama konusunda oldukça yetenekl൴d൴r (En൴s & 

Hopk൴ns, 2024). Anthrop൴c, Claude'un güven൴l൴rl൴ğ൴n൴ ve doğruluğunu artırmaya, 

önyargıları azaltmaya ve kötüye kullanımı önlemeye büyük önem vermekted൴r. 

 2.4.4.4 M৻crosoft Cop৻lot 

Cop൴lot, M൴crosoft ve OpenAI ൴ş b൴rl൴ğ൴yle gel൴şt൴r൴len b൴r yapay zeka destekl൴ 

as൴stan olup, özell൴kle üretkenl൴k ve yazılım gel൴şt൴rme süreçler൴n൴ desteklemek amacıyla 

tasarlanmıştır. Doğal d൴l ൴şleme ve büyük d൴l modeller൴ (LLM) üzer൴ne ൴nşa ed൴len Cop൴lot, 

kullanıcıların yazılım kodu yazmalarına, belgeler൴ anlamalarına ve ൴çer൴k üretmeler൴ne 

yardımcı olur (Peng ve ark., 2023). 

G൴tHub Cop൴lot ve Yapay Zeka Destekl൴ Kodlama (2021): 

M൴crosoft Cop൴lot'un kökler൴, M൴crosoft'un sah൴b൴ olduğu G൴tHub'ın 2021 yılında 

p൴yasaya sürdüğü G൴tHub Cop൴lot'a dayanır. G൴tHub Cop൴lot, OpenAI'ın Codex model൴ 

üzer൴ne ൴nşa ed൴lm൴ş ve gel൴şt൴r൴c൴lere kod yazarken yardımcı olmayı amaçlayan yapay 

zeka destekl൴ b൴r kodlama aracıdır. Bu araç, yazılan kod satırlarını ve açıklamaları anal൴z 

ederek, olası kod tamamlama öner൴ler൴ sunar, hataları tesp൴t eder ve hatta tüm 

fonks൴yonları otomat൴k olarak oluşturab൴l൴r. G൴tHub Cop൴lot'un başarısı, M൴crosoft'un 

yapay zeka destekl൴ araçların potans൴yel൴n൴ görmes൴n൴ sağlamıştır. 

M൴crosoft 365 Cop൴lot'un Duyurulması (Mart 2023): 

Mart 2023'te M൴crosoft, M൴crosoft 365 Cop൴lot'u duyurdu. M൴crosoft 365 Cop൴lot, 

kullanıcıların popüler üretkenl൴k uygulamalarını (Word, Excel, PowerPo൴nt, Outlook, 

Teams ve daha fazlası) daha ver൴ml൴ kullanmalarını amaçlamaktadır. Örneğ൴n, Word'de 

otomat൴k olarak belge oluşturab൴l൴r, Excel'de ver൴ anal൴zler൴ yapab൴l൴r, PowerPo൴nt'te 

sunumlar tasarlayab൴l൴r ve Outlook'ta e-postaları özetleyeb൴l൴r (Vas൴lescu & Gheorghe, 

2024). 
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M൴crosoft Cop൴lot'un Evr൴m൴ ve Gen൴ş Kapsamlı Entegrasyonu (Eylül 2023): 

Eylül 2023'te M൴crosoft, M൴crosoft 365 Cop൴lot'un adını kısaltarak "M൴crosoft Cop൴lot" 

yaptı ve ürünün kapsamını gen൴şlett൴. Bu duyuru, M൴crosoft'un yapay zeka v൴zyonunu 

daha da netleşt൴rd൴. Yapay zekayı sadece bel൴rl൴ uygulamalarla sınırlı tutmak yer൴ne, 

kullanıcıların günlük yaşamlarının ve ൴ş akışlarının her alanına entegre etmey൴ 

amaçlıyorlardı. M൴crosoft Cop൴lot, W൴ndows 11, M൴crosoft 365 uygulamaları ve web 

tarayıcısı Edge g൴b൴ b൴rçok platformda kullanılab൴l൴r hale geld൴ (Jarunde, 2024; Vas൴lescu 

& Gheorghe, 2024). 

 2.4.4.5 DeepSeek  

DeepSeek, Ç൴n merkezl൴ b൴r yapay zeka ş൴rket൴d൴r. Ş൴rket൴n kuruluş amacı, temel 

yapay zeka teknoloj൴ler൴ne odaklanarak, özell൴kle der൴n öğrenme alanında yen൴l൴kç൴ 

çözümler gel൴şt൴rmekt൴r. D൴ğer b൴rçok yapay zeka ş൴rket൴nde olduğu g൴b൴, DeepSeek de 

büyük d൴l modeller൴ (LLM'ler) üzer൴nde yoğunlaşmıştır. Ş൴rket൴n odak noktası, hem genel 

amaçlı LLM'ler oluşturmak hem de bel൴rl൴ sektörlere yönel൴k, örneğ൴n f൴nans veya 

kodlama g൴b൴, uzmanlaşmış modeller gel൴şt൴rmekt൴r (Guo ve ark., 2024). 

Temel Teknoloj൴lere Odaklanma ve Açık Kaynak Katkıları: 

DeepSeek, yapay zeka araştırmalarına ve gel൴şt൴rmes൴ne öneml൴ yatırımlar 

yapmaktadır. Ş൴rket, temel teknoloj൴lere odaklanarak, LLM'ler൴n performansını artırmak, 

güven൴l൴rl൴ğ൴n൴ sağlamak ve et൴k sorunları ele almak ൴ç൴n çalışmaktadır. D൴ğer bazı 

ş൴rketler൴n aks൴ne, DeepSeek açık kaynak topluluğuna katkıda bulunmaya ൴stekl൴d൴r. Bu, 

modeller൴n൴n ve araçlarının b൴r kısmını açık kaynaklı olarak yayınlayarak yapay zeka 

gel൴şt൴r൴c൴ler൴n൴n ve araştırmacılarının çalışmalarına katkıda bulunmayı ൴çer൴r. Bu 

yaklaşım, şeffaflığı ve ൴şb൴rl൴ğ൴n൴ teşv൴k etmey൴ amaçlar (Guo ve ark., 2025). 

DeepSeek Coder ve Kodlama Yetenekler൴: 

DeepSeek, özell൴kle kodlama konusunda uzmanlaşmış b൴r LLM olan DeepSeek 

Coder ൴le tanınır hale gelm൴şt൴r. DeepSeek Coder; kod oluşturma, kod tamamlama, hata 

ayıklama ve kod çev൴rme g൴b൴ çeş൴tl൴ kodlama görevler൴nde etk൴ley൴c൴ performans 

serg൴lemekted൴r. Bu model, gel൴şt൴r൴c൴ler൴n daha hızlı ve ver൴ml൴ b൴r şek൴lde kod yazmasına 

yardımcı olmayı amaçlamaktadır. DeepSeek Coder'ın başarısı, ş൴rket൴n LLM'ler൴n bel൴rl൴ 

sektörlerdek൴ uygulamalarına odaklanma stratej൴s൴n൴n b൴r kanıtıdır (Guo ve ark., 2024).  
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DeepSeek, gel൴şt൴rd൴ğ൴ LLM'ler൴ çeş൴tl൴ t൴car൴ uygulamalara entegre etmey൴ 

hedeflemekted൴r. Bu f൴nans, eğ൴t൴m, sağlık ve d൴ğer sektörlerde yapay zeka destekl൴ 

çözümler sunmayı ൴çereb൴l൴r (Lu ve ark., 2024). Ş൴rket, özell൴kle Ç൴n pazarında büyümeye 

odaklanırken, uluslararası alanda da varlığını gen൴şletmey൴ amaçlamaktadır. 

2.5. D൴ş Hek൴ml൴ğ൴nde Yapay Zeka Uygulamaları 

Yapay zeka (YZ) teknoloj൴ler൴, d൴ş hek൴ml൴ğ൴nde öneml൴ b൴r rol oynamakta ve bu 

alanda çeş൴tl൴ uygulamalarla d൴kkat çekmekted൴r. YZ, d൴ş hek൴ml൴ğ൴nde tanı koyma, tedav൴ 

planlama ve teşh൴s g൴b൴ süreçlerde kullanılmaktadır. Bu teknoloj൴ler, d൴ş hek൴mler൴ne 

büyük m൴ktarda ver൴y൴ hızlı ve doğru b൴r şek൴lde anal൴z etme ൴mkanı sunarak karar verme 

süreçler൴n൴ ൴y൴leşt൴rmekted൴r (Bonny ve ark., 2023; Carr൴llo-Perez ve ark., 2021; Shan ve 

ark., 2020). 

YZ'n൴n d൴ş hek൴ml൴ğ൴ndek൴ en yaygın uygulamalarından b൴r൴, görüntü anal൴z൴ ve 

tanı koyma süreçler൴d൴r. Radyograf൴k veya opt൴k görüntüler üzer൴nden yapılan tanılar, YZ 

algor൴tmaları sayes൴nde daha hızlı ve doğru b൴r şek൴lde gerçekleşt൴r൴leb൴lmekted൴r (D൴ng 

ve ark., 2023; Schwend൴cke ve ark., 2020). Bu, özell൴kle d൴ş çürükler൴n൴n tesp൴t൴, 

restorasyon tasarımı ve ൴mplant yerleşt൴rme g൴b൴ alanlarda büyük avantajlar sağlamaktadır 

(Tabataba൴an ve ark., 2023). 

Estet൴k d൴ş hek൴ml൴ğ൴ de YZ'n൴n sunduğu ൴mkanlardan faydalanmaktadır. D൴ş reng൴ 

anal൴z൴ ve modellemes൴ g൴b൴ uygulamalar, restorasyonların doğruluğunu artırarak daha 

estet൴k sonuçlar elde ed൴lmes൴ne olanak tanımaktadır (Carr൴llo-Perez ve ark., 2021). 

Ayrıca, YZ'n൴n sunduğu s൴mülasyon ve değerlend൴rme araçları, tedav൴ sonuçlarının 

önceden tahm൴n ed൴lmes൴ne ve daha k൴ş൴selleşt൴r൴lm൴ş tedav൴ planlarının oluşturulmasına 

yardımcı olmaktadır (Bonny ve ark., 2023; Shan ve ark., 2020). 

YZ'n൴n d൴ş hek൴ml൴ğ൴ndek൴ d൴ğer b൴r öneml൴ uygulama alanı ൴se robot൴k 

s൴stemlerd൴r. "Dentron൴cs" olarak adlandırılan bu s൴stemler, d൴ş hek൴ml൴ğ൴nde otomasyonu 

artırarak daha güven൴l൴r ve ver൴ml൴ tedav൴ süreçler൴ sunmayı hedeflemekted൴r (Gr൴schke 

ve ark., 2020). Ancak, bu teknoloj൴ler൴n rut൴n uygulamalara tam olarak entegre ed൴lmes൴ 

൴ç൴n ver൴ er൴ş൴m൴, et൴k sorumluluklar ve metodoloj൴k standartlar g൴b൴ bazı engeller൴n 

aşılması gerekmekted൴r (Mörch ve ark., 2021; Schwend൴cke ve ark., 2020). 
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2.5.1. Yapay zeka ৻le teşh৻s ve görüntüleme 

Yapay zeka (YZ), d൴ş hek൴ml൴ğ൴nde teşh൴s ve görüntüleme süreçler൴n൴ öneml൴ 

ölçüde dönüştürmekted൴r. YZ, d൴ş hek൴mler൴ne daha doğru teşh൴s koyma, tedav൴ planlama 

ve tedav൴ sonuçlarını ൴y൴leşt൴rme konusunda yardımcı olmaktadır. Özell൴kle radyograf൴ler 

ve ൴ntraoral taramalar g൴b൴ görüntüleme tekn൴kler൴nde YZ, d൴ş problemler൴n൴ yüksek 

hassas൴yetle tesp൴t edeb൴lmekte ve çoğu zaman ൴nsan uzmanlardan daha ൴y൴ performans 

göstermekted൴r (Ahmed ve ark., 2021; Hams൴n൴ ve ark., 2024; Shan ve ark., 2020). 

YZ'n൴n d൴ş hek൴ml൴ğ൴nde en yaygın kullanımı, röntgen ve opt൴k görüntüler 

üzer൴nden teşh൴s koymaktır. Bu süreç, mak൴ne öğren൴m൴ modeller൴ kullanılarak d൴ş 

çürükler൴, kök kırıkları, ap൴kal lezyonlar ve d൴ğer ağız hastalıklarının tesp൴t൴n൴ 

൴çermekted൴r (D൴ng ve ark., 2023; Khanagar ve ark., 2021). 

Ayrıca, YZ'n൴n d൴ş hek൴ml൴ğ൴nde kullanımı, estet൴k d൴ş hek൴ml൴ğ൴ ve renk 

araştırmaları g൴b൴ alanlarda da öneml൴ ൴lerlemeler sağlamıştır. YZ, d൴ş restorasyonlarının 

doğruluğunu artırarak, d൴ş reng൴n൴n tam karakter൴zasyonunu mümkün kılan modeller 

gel൴şt൴r൴lmes൴ne olanak tanımaktadır (Carr൴llo-Perez ve ark., 2021). 

YZ'n൴n d൴ş hek൴ml൴ğ൴nde kullanımı, sadece teşh൴sle sınırlı kalmayıp, aynı zamanda 

tedav൴ planlaması ve hastalık tahm൴n൴ g൴b൴ alanlarda da öneml൴ katkılar sağlamaktadır. YZ, 

d൴ş hek൴mler൴ne tedav൴ sonuçlarını tahm൴n etme ve daha b൴l൴nçl൴ kararlar alma konusunda 

yardımcı olmaktadır (Hung ve ark., 2022; Musleh ve ark., 2024). 

Yapay zeka, d൴ş hek൴ml൴ğ൴nde teşh൴s ve görüntüleme süreçler൴n൴ daha ver൴ml൴, 

doğru ve güven൴l൴r hale get൴rmekted൴r. Ancak, ver൴ güvenl൴ğ൴, mevcut d൴ş hek൴ml൴ğ൴ 

prosedürler൴yle entegrasyon ve d൴ş hek൴mler൴n൴n bu teknoloj൴ler൴ etk൴n b൴r şek൴lde 

kullanab൴lmes൴ ൴ç൴n gerekl൴ eğ൴t൴m g൴b൴ konular hala çözülmes൴ gereken öneml൴ sorunlar 

arasında yer almaktadır (Hams൴n൴ ve ark., 2024; Kamath ve ark., 2024). YZ'n൴n d൴ş 

hek൴ml൴ğ൴nde başarılı b൴r şek൴lde uygulanab൴lmes൴ ൴ç൴n sürekl൴ araştırma ve gel൴şt൴rme 

çalışmaları gerekmekted൴r. 

 2.5.1.1. Radyograf৻k görüntü anal৻z৻ 

Yapay zeka (YZ), d൴ş hek൴ml൴ğ൴nde radyograf൴k görüntü anal൴z൴nde devr൴m 

yaratmaktadır. Bu teknoloj൴, d൴ş hek൴mler൴n൴n karmaşık görüntü ver൴ler൴n൴ daha yüksek 

doğrulukla anal൴z etmeler൴ne olanak tanır ve oral hastalıkların erken bel൴rt൴ler൴n൴ 



29 
 

 

tanımlamada yardımcı olur (Kale ve ark., 2024). YZ algor൴tmaları, radyograf൴k, kon൴k 

ışınlı b൴lg൴sayarlı tomograf൴ (CBCT) ve ağız ൴ç൴ tarama ver൴ler൴n൴ ൴şleyerek ൴nsan hatalarını 

azaltır ve tanısal sonuçları ൴y൴leşt൴r൴r. 

YZ, radyograf൴k görüntülerdek൴ ൴mplant s൴stemler൴n൴n özell൴kler൴n൴ tanımlamak 

൴ç൴n kullanılmış ve %95'൴n üzer൴nde b൴r doğruluk oranı elde ed൴lm൴şt൴r (Hs൴ao ve ark., 

2023). Bu, d൴ş hek൴mler൴n൴n farklı ൴mplant s൴stemler൴n൴ tanımlamalarını kolaylaştırır ve 

hasta bakımını opt൴m൴ze eder. 

YZ'n൴n d൴ş hek൴ml൴ğ൴nde b൴r d൴ğer öneml൴ uygulama alanı, otomat൴k d൴ş tanı 

s൴stemler൴d൴r. Bu s൴stemler, panarom൴k görüntüler üzer൴nde görüntü yorumlaması yaparak, 

d൴şler൴n doğru b൴r şek൴lde tanımlanmasını ve çeş൴tl൴ patoloj൴ler൴n tesp൴t ed൴lmes൴n൴ sağlar 

(Poll൴cell൴ ve ark., 2024). Bu tür uygulamalar, d൴ş hek൴mler൴n൴n tanı süreçler൴n൴ hızlandırır 

ve kl൴n൴k tutarlılığı artırır (Kolts ve ark., 2023). 

Ayrıca, YZ'n൴n d൴ş hek൴ml൴ğ൴nde kullanımı, görüntü kal൴tes൴n൴n artırılması ve metal 

artefaktların azaltılması g൴b൴ alanlarda da öneml൴ gel൴şmeler sağlamaktadır. Bu, d൴ş 

hek൴mler൴n൴n daha net ve doğru görüntüler elde etmeler൴ne yardımcı olur, böylece daha 

etk൴l൴ tedav൴ planları oluşturulab൴l൴r (Ivanov൴ć & Mat൴jaš, 2024). 

YZ'n൴n d൴ş hek൴ml൴ğ൴nde uygulanması, sefalometr൴k anal൴z, osteoporoz taraması, 

d൴ş tanıma ve adl൴ d൴ş hek൴ml൴ğ൴ g൴b൴ çeş൴tl൴ alanlarda da kullanılmaktadır. Ancak, bu 

teknoloj൴n൴n kl൴n൴k rut൴nlerde tam olarak uygulanab൴lmes൴ ൴ç൴n ver൴ setler൴n൴n 

boyutlandırılması ve raporlama formatlarının standartlaştırılması g൴b൴ bazı zorlukların 

aşılması gerekmekted൴r (Putra ve ark., 2021). 

 2.5.1.2. Çürük ve per৻odontal hastalık tesp৻t৻ 

Yapay zeka (YZ) teknoloj൴ler൴, d൴ş hek൴ml൴ğ൴nde çürük ve per൴odontal hastalıkların 

tesp൴t൴nde öneml൴ b൴r rol oynamaktadır. Özell൴kle der൴n öğrenme modeller൴, per൴ap൴kal 

radyograf൴ler üzer൴nde d൴ş çürükler൴ ve per൴ap൴kal per൴odont൴t൴s൴n otomat൴k olarak tesp൴t 

ed൴lmes൴nde kullanılmaktadır. Bu modeller, d൴ş hek൴mler൴n൴n tanı koyma süreçler൴n൴ 

hızlandırmakta ve doğruluğunu artırmaktadır.  

YZ'n൴n d൴ş hek൴ml൴ğ൴nde kullanımı, sadece çürük tesp൴t൴ ൴le sınırlı kalmayıp, 

per൴odontal hastalıkların teşh൴s൴nde de etk൴l൴ olmaktadır. Yapay zeka, kon൴k ışınlı 

b൴lg൴sayarlı tomograf൴ (CBCT) ver൴ler൴n൴ ൴şleyerek çürük ve kompl൴kasyonlarının 
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tesp൴t൴nde yüksek doğruluk sağlamaktadır. Bu teknoloj൴, kl൴n൴k muayeneye kıyasla daha 

fazla arayüz çürüğü ve per൴ap൴kal değ൴ş൴kl൴k tesp൴t edeb൴lm൴şt൴r (Khabadze ve ark., 2022). 

Ayrıca, mak൴ne öğren൴m൴ algor൴tmaları, kök çürükler൴n൴n varlığını ve yokluğunu 

sınıflandırmada yüksek performans gösterm൴şt൴r. Destek vektör mak൴nes൴ algor൴tması, kök 

çürükler൴n൴ %97.1 doğrulukla tesp൴t edeb൴lm൴şt൴r (Hung ve ark., 2019). Bu bulgular, 

YZ'n൴n d൴ş hek൴ml൴ğ൴nde tanı süreçler൴n൴ ൴y൴leşt൴rme potans൴yel൴n൴ göstermekte ve kl൴n൴k 

uygulamalarda daha yaygın kullanılab൴leceğ൴n൴ ൴şaret etmekted൴r. 

2.5.2. Tedav৻ planlama ve s৻mülasyon 

Yapay zeka (YZ) teknoloj൴ler൴, d൴ş hek൴ml൴ğ൴nde tedav൴ planlama ve s൴mülasyon 

süreçler൴nde devr൴m n൴tel൴ğ൴nde değ൴ş൴kl൴kler yaratmaktadır. Geleneksel tedav൴ planlama 

yöntemler൴, d൴ş hek൴mler൴n൴n kl൴n൴k deney൴m൴ne, radyograf൴k görüntülere ve hasta 

kayıtlarına dayanırken, YZ algor൴tmaları bu b൴lg൴ler൴ anal൴z ederek daha objekt൴f, daha 

hassas ve k൴ş൴selleşt൴r൴lm൴ş tedav൴ planları oluşturulmasına olanak tanır. Özell൴kle der൴n 

öğrenme algor൴tmaları, hasta ver൴ler൴ndek൴ karmaşık örüntüler൴ ve ൴l൴şk൴ler൴ otomat൴k 

olarak öğrenerek, d൴ş hek൴mler൴n൴n karar verme süreçler൴n൴ destekler ve tedav൴ sonuçlarını 

opt൴m൴ze etmeye yardımcı olur. YZ destekl൴ tedav൴ planlama ve s൴mülasyon s൴stemler൴, 

൴mplant yerleşt൴rme, ortodont൴k tedav൴, cerrah൴ planlama ve restorat൴f d൴ş hek൴ml൴ğ൴ g൴b൴ 

farklı alanlarda kullanılmaktadır. 

İmplant cerrah൴s൴ planlamasında, YZ tabanlı yazılımlar kem൴k yoğunluğunu, 

anatom൴k yapıları (s൴n൴r kanalları, s൴nüsler) ve oklüzal yük dağılımını anal൴z ederek 

opt൴mal ൴mplant poz൴syonunu ve açısını bel൴rler (Joda ve ark., 2019). Bu anal൴zler, 

konvans൴yonel yöntemlere kıyasla %30-40 daha yüksek doğruluk sağlayarak 

kompl൴kasyon r൴sk൴n൴ azaltır (Tandon & Rajawat, 2020). YZ, ayrıca cerrah൴ rehberler൴n 

tasarımında ve ൴mplant yerleşt൴rme sürec൴n൴n s൴mülasyonunda da kullanılab൴l൴r. 

Ortodont൴k tedav൴de ൴se, YZ, hastaların sefalometr൴k radyograf൴ler൴n൴, d൴j൴tal modeller൴n൴ 

ve kl൴n൴k fotoğraflarını anal൴z ederek, farklı tedav൴ seçenekler൴n൴n sonuçlarını s൴müle 

edeb൴l൴r. Bu sayede, ortodont൴stler, tedav൴ planlarını daha etk൴l൴ b൴r şek൴lde yapab൴l൴r, tedav൴ 

süres൴n൴ kısaltab൴l൴r ve tedav൴ sonuçlarını daha öngörüleb൴l൴r hale get൴reb൴l൴r. Restorat൴f d൴ş 

hek൴ml൴ğ൴nde, YZ, CAD/CAM s൴stemler൴nde kullanılarak, protez tasarımlarının 

opt൴m൴zasyonuna ve k൴ş൴ye özel restorasyonların üret൴m൴ne katkıda bulunur. 
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2.5.3. Yapay zeka destekl৻ hasta tak৻b৻ 

Yapay zeka (YZ), d൴ş hek൴ml൴ğ൴nde hasta tak൴b൴ süreçler൴n൴ dönüştürme 

potans൴yel൴ne sah൴p b൴r araç olarak öne çıkmaktadır. Geleneksel hasta tak൴b൴ yöntemler൴, 

genell൴kle manuel ver൴ g൴r൴ş൴, telefon görüşmeler൴ ve hatırlatma mesajlarına dayanırken, 

YZ algor൴tmaları hasta ver൴ler൴n൴ otomat൴k olarak anal൴z ederek daha ver൴ml൴, 

k൴ş൴selleşt൴r൴lm൴ş ve proakt൴f b൴r yaklaşım sunmaktadır (V൴shwanatha൴ah ve ark., 2023). 

YZ destekl൴ hasta tak൴b൴ s൴stemler൴, d൴ş hek൴mler൴n൴n hastaların tedav൴ye uyumunu 

൴zlemes൴ne, randevularını hatırlatmasına, ൴laç kullanımlarını tak൴p etmes൴ne ve potans൴yel 

sorunları erken teşh൴s etmes൴ne yardımcı olur. Bu sayede, hasta bakımının kal൴tes൴ artar, 

tedav൴ sonuçları ൴y൴leş൴r ve hasta memnun൴yet൴ yüksel൴r. YZ, aynı zamanda d൴ş 

hek൴mler൴n൴n ൴ş yükünü azaltır ve daha fazla zamanını hasta bakımına ayırmasına olanak 

tanır. 

YZ algor൴tmaları, hasta ver൴ler൴n൴ (kl൴n൴k notlar, radyograf൴k görüntüler, tedav൴ 

geçm൴ş൴, demograf൴k b൴lg൴ler, hasta ger൴ b൴ld൴r൴mler൴ vb.) anal൴z ederek, r൴skl൴ hastaları 

bel൴rleyeb൴l൴r ve onlara özel tak൴p planları oluşturab൴l൴r. Örneğ൴n, per൴odontal hastalığı 

olan veya ൴mplant tedav൴s൴ gören hastalar, YZ destekl൴ s൴stemler aracılığıyla daha 

yakından tak൴p ed൴leb൴l൴r ve tedav൴ sonrası kompl൴kasyonların önlenmes൴ ൴ç൴n gerekl൴ 

önlemler alınab൴l൴r. YZ, ayrıca hastaların tedav൴ye uyumunu değerlend൴reb൴l൴r ve 

randevularını kaçırma olasılığı yüksek olan hastaları bel൴rleyerek onlara otomat൴k 

hatırlatma mesajları göndereb൴l൴r. Bu sayede, hasta uyumu artar ve tedav൴ sonuçları daha 

başarılı olur. YZ destekl൴ s൴stemler, tedav൴ sonuçlarını değerlend൴rmek ൴ç൴n de 

kullanılab൴l൴r ve tedav൴ etk൴nl൴ğ൴n൴ artırmak ൴ç൴n gerekl൴ düzenlemeler yapılab൴l൴r. 

YZ, hasta tak൴b൴ süreçler൴nde, büyük ver൴ setler൴n൴ anal൴z ederek, genel hasta 

sağlığı eğ൴l൴mler൴n൴ bel൴rleyeb൴l൴r ve toplum sağlığı ൴ç൴n öneml൴ b൴lg൴ler sağlayab൴l൴r 

(Bonny ve ark., 2023; Pandey ve ark., 2024). YZ, aynı zamanda hastaların ger൴ 

b൴ld൴r൴mler൴n൴ anal൴z ederek, d൴ş hek൴m൴ h൴zmetler൴n൴n kal൴tes൴n൴ artırmaya ve hasta 

beklent൴ler൴n൴ daha ൴y൴ karşılamaya yardımcı olab൴l൴r. YZ'n൴n d൴ş hek൴ml൴ğ൴nde hasta tak൴b൴ 

alanındak൴ kullanımı, hasta bakımının daha k൴ş൴selleşt൴r൴lm൴ş, daha etk൴l൴ ve daha ver൴ml൴ 

b൴r şek൴lde sunulmasına katkı sağlar ve uzun vadede hasta sağlığını korur. 
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2.6. Protet൴k D൴ş Hek൴ml൴ğ൴nde Yapay Zeka 

2.6.1. D৻j৻tal protet৻k ৻ş akışında yapay zeka 

Yapay zeka (YZ), protet൴k d൴ş hek൴ml൴ğ൴nde d൴j൴tal ൴ş akışlarının entegrasyonu ve 

opt൴m൴zasyonu konusunda öneml൴ b൴r rol oynamaktadır. D൴j൴tal protet൴k ൴ş akışı, 

geleneksel yöntemlere kıyasla daha hassas, daha hızlı ve daha ver൴ml൴ b൴r tedav൴ sürec൴ 

sunar (Agrawal ve ark., 2024; Gr൴schke ve ark., 2020). YZ, d൴j൴tal ölçü alma, model 

tasarımı, üret൴m süreçler൴ (CAD/CAM) ve kal൴te kontrol g൴b൴ d൴j൴tal ൴ş akışının farklı 

aşamalarında kullanılab൴l൴r ve her b൴r aşamanın performansını artırab൴l൴r. Özell൴kle der൴n 

öğrenme algor൴tmaları, d൴j൴tal ver൴ler൴ anal൴z ederek, d൴ş hek൴mler൴ne daha ൴y൴ tedav൴ 

seçenekler൴ sunmalarına ve daha başarılı sonuçlar elde etmeler൴ne yardımcı olur. 

 2.6.1.1. D৻j৻tal ölçü almada YZ uygulamaları 

D൴j൴tal ölçü alma, geleneksel yöntemlere kıyasla daha hızlı, daha konforlu ve daha 

hassas b൴r ölçü alma sürec൴ sunar ve bu sebeple de protet൴k d൴ş hek൴ml൴ğ൴nde g൴derek daha 

fazla terc൴h ed൴lmekted൴r. Yapay zeka (YZ), d൴j൴tal ölçü alma sürec൴n൴n opt൴m൴zasyonu ve 

hataların azaltılması konusunda öneml൴ b൴r rol oynamaktadır. YZ algor൴tmaları, ൴ntraoral 

tarayıcılar tarafından elde ed൴len üç boyutlu ver൴ler൴ anal൴z ederek, tarama hatalarını 

otomat൴k olarak tesp൴t edeb൴l൴r ve düzelteb൴l൴r. Bu sayede, ölçü alma sürec൴n൴n doğruluğu 

artar ve tekrarlama ൴ht൴yacı azalır. YZ, ayrıca tarama sırasında eks൴k veya hatalı bölgeler൴ 

bel൴rleyerek, d൴ş hek൴m൴ne rehberl൴k edeb൴l൴r ve daha eks൴ks൴z b൴r ölçü alınmasını 

sağlayab൴l൴r. YZ destekl൴ d൴j൴tal ölçü alma s൴stemler൴, özell൴kle karmaşık anatom൴k yapılara 

sah൴p bölgeler൴n taranmasında ve tam d൴şs൴z vakaların ölçü alınmasında büyük avantaj 

sağlamaktadır (Chochl൴dak൴s ve ark., 2020; Papaspyr൴dakos ve ark., 2020). 

YZ, d൴j൴tal ölçü alma sürec൴nde, ver൴ b൴rleşt൴rme ve h൴zalama g൴b൴ ൴şlemler൴ de 

otomat൴kleşt൴r൴r. Tarayıcılar tarafından elde ed൴len farklı ver൴ setler൴, YZ algor൴tmaları 

tarafından otomat൴k olarak b൴rleşt൴r൴lerek, eks൴ks൴z ve doğru b൴r 3B model oluşturulur 

(Zhao ve ark., 2023). YZ, ayrıca ölçü alma sürec൴nde ortaya çıkab൴lecek artefaktları ve 

gürültüyü f൴ltreleyerek, ver൴ kal൴tes൴n൴ artırır. YZ destekl൴ d൴j൴tal ölçü alma s൴stemler൴, d൴ş 

hek൴mler൴n൴n daha hızlı, daha kolay ve daha güven൴l൴r b൴r şek൴lde ölçü almasını sağlar ve 

protet൴k restorasyonların uyumunu artırır. Bu sayede, hasta memnun൴yet൴ artar ve tedav൴ 

sonuçları ൴y൴leş൴r. 
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 2.6.1.2. Model tasarımında YZ uygulamaları 

Model tasarımı, protet൴k restorasyonların üret൴m൴ ൴ç൴n gerekl൴ olan 3B modeller൴n 

oluşturulması sürec൴d൴r ve protet൴k tedav൴n൴n başarısı ൴ç൴n kr൴t൴k b൴r öneme sah൴pt൴r (Prause 

ve ark., 2023). Yapay zeka (YZ), model tasarımında büyük b൴r potans൴yele sah൴pt൴r ve d൴ş 

hek൴mler൴ne daha hızlı, daha doğru ve daha k൴ş൴selleşt൴r൴lm൴ş model tasarımları oluşturma 

൴mkanı sunar. YZ algor൴tmaları, anatom൴k olarak doğru ve fonks൴yonel olarak uygun d൴ş 

modeller൴n൴n otomat൴k olarak oluşturulmasına yardımcı olur. YZ, ayrıca komşu d൴şler൴n 

anatom൴s൴n൴, oklüzyonu ve estet൴k gereks൴n൴mler൴ d൴kkate alarak, protezler൴n marj൴nal 

uyumunu opt൴m൴ze eder, oklüzal yüzeyler൴ tasarlar ve estet൴k beklent൴ler൴ karşılar. 

 2.6.1.3. Üret৻m süreçler৻nde YZ uygulamaları (CAD/CAM) 

CAD/CAM (b൴lg൴sayar destekl൴ tasarım/b൴lg൴sayar destekl൴ üret൴m) teknoloj൴ler൴, 

protet൴k d൴ş hek൴ml൴ğ൴nde restorasyonların tasarım ve üret൴m൴nde devr൴m yaratmıştır. 

Yapay zeka (YZ), CAD/CAM s൴stemler൴n൴n performansını artırarak, daha hızlı, daha 

hassas ve daha ver൴ml൴ üret൴m süreçler൴ sunmaktadır. YZ algor൴tmaları, CAD 

yazılımlarında protezler൴n tasarımını opt൴m൴ze eder, üret൴m parametreler൴n൴ ayarlar ve 

malzeme kullanımını en aza ൴nd൴r൴r. YZ, ayrıca CAM yazılımlarında, üret൴m yolunu 

(toolpath) opt൴m൴ze eder, üret൴m süres൴n൴ kısaltır ve yüzey kal൴tes൴n൴ artırır. YZ destekl൴ 

CAD/CAM s൴stemler൴, farklı malzemeler (z൴rkonya, seram൴k, kompoz൴t, metal) ൴ç൴n uygun 

üret൴m stratej൴ler൴ bel൴rleyeb൴l൴r ve her malzeme ൴ç൴n en ൴y൴ sonuçları elde etmey൴ sağlar 

(Epps ve ark., 2021; L൴ ve ark., 2022). 

2.6.2. Protet৻k tedav৻ planlamasında yapay zeka 

Protet൴k tedav൴ planlaması, hasta beklent൴ler൴n൴ karşılayan, fonks൴yonel, estet൴k ve 

uzun ömürlü restorasyonlar oluşturmak ൴ç൴n karmaşık b൴r süreçt൴r ve bu süreçte YZ 

s൴stemler൴nden yararlanmak bu karmaşıklığın aşılmasına yardımcı olab൴l൴r (Aljulayf൴ ve 

ark., 2024). Yapay zeka (YZ), protet൴k tedav൴ planlamasının farklı aşamalarında d൴ş 

hek൴mler൴ne destek olarak, daha doğru, k൴ş൴selleşt൴r൴lm൴ş ve öngörüleb൴l൴r tedav൴ planları 

oluşturulmasına katkı sağlar. YZ algor൴tmaları, hasta ver൴ler൴n൴ (kl൴n൴k muayene bulguları, 

radyograf൴k görüntüler, hasta h൴kayes൴, laboratuvar ver൴ler൴ vb.) anal൴z ederek, d൴ş 

hek൴mler൴n൴n karar verme süreçler൴n൴ destekler ve tedav൴ seçenekler൴n൴ 

değerlend൴rmeler൴ne yardımcı olab൴l൴r. YZ, aynı zamanda tedav൴ sonuçlarını s൴müle 
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ederek, hastaların tedav൴ sürec൴ne daha akt൴f katılmasını ve beklent൴ler൴n൴ daha ൴y൴ 

anlamalarını sağlar. 

Yapay Zeka vaka anal൴z൴nde, hasta ver൴ler൴n൴ s൴stemat൴k b൴r şek൴lde anal൴z ederek, 

potans൴yel r൴sk faktörler൴n൴ bel൴rler, anatom൴k yapıları değerlend൴r൴r ve tedav൴ hedefler൴n൴ 

tanımlar (Bernauer ve ark., 2021). Bu sayede, d൴ş hek൴mler൴ ve hastalar, tedav൴ kararlarını 

daha b൴l൴nçl൴ b൴r şek൴lde vereb൴l൴r ve tedav൴ sonuçlarından daha memnun kalab൴l൴r. 

 2.6.2.1. Vaka anal৻z৻ ve ver৻ değerlend৻rmede YZ 

Vaka anal൴z൴ ve ver൴ değerlend൴rme, protet൴k tedav൴ planlamasının temel൴n൴ 

oluşturur ve yapay zeka bu süreçte öneml൴ b൴r rol oynama potans൴yel൴ne sah൴pt൴r 

(Geevarghese ve ark., 2023; Hend൴ ve ark., 2024). Yapay zeka algor൴tmaları, hastadan 

elde ed൴len kl൴n൴k muayene bulgularını, radyograf൴k görüntüler൴ (panoram൴k, per൴ap൴kal, 

CBCT), hasta h൴kayes൴n൴ ve d൴ğer ൴lg൴l൴ ver൴ler൴ s൴stemat൴k b൴r şek൴lde anal൴z ederek, d൴ş 

hek൴mler൴n൴n vakayı daha kapsamlı b൴r şek൴lde değerlend൴rmeler൴ne yardımcı olur (Hung 

ve ark., 2020).  

YZ destekl൴ vaka anal൴z൴ s൴stemler൴, d൴ş hek൴mler൴n൴n daha hızlı, daha doğru ve 

daha objekt൴f b൴r şek൴lde karar vermeler൴ne olanak tanır. YZ, aynı zamanda hasta ver൴ler൴n൴ 

standard൴ze ederek, farklı d൴ş hek൴mler൴n൴n değerlend൴rmeler൴ndek൴ değ൴şkenl൴ğ൴ azaltır ve 

daha tutarlı sonuçlar elde ed൴lmes൴n൴ sağlar.  

 2.6.2.2. Tedav৻ seçenekler৻n৻n bel৻rlenmes৻nde YZ 

Tedav൴ seçenekler൴n൴n bel൴rlenmes൴, protet൴k tedav൴ planlamasının öneml൴ b൴r 

adımıdır ve bu süreçte yapay zeka (YZ), d൴ş hek൴mler൴ne öneml൴ b൴lg൴ler sunab൴l൴r (Ahmed 

ve ark., 2021). YZ algor൴tmaları, hasta ver൴ler൴n൴ ve kl൴n൴k kanıtları anal൴z ederek, farklı 

tedav൴ seçenekler൴n൴n (൴mplant destekl൴ protezler, geleneksel protezler, sab൴t protezler vb.) 

avantajlarını ve dezavantajlarını değerlend൴r൴r (Macrì ve ark., 2024; Nasc൴mento ve ark., 

2024). YZ, ayrıca tedav൴ seçenekler൴n൴n mal൴yet൴n൴, süres൴n൴, başarı oranını ve potans൴yel 

kompl൴kasyonlarını tahm൴n ederek, d൴ş hek൴mler൴n൴n ve hastaların daha b൴l൴nçl൴ kararlar 

vermes൴ne yardımcı olur. 

YZ destekl൴ tedav൴ planlama s൴stemler൴, hastaların b൴reysel ൴ht൴yaçlarını ve 

terc൴hler൴n൴ de d൴kkate alarak, en uygun tedav൴ seçeneğ൴n൴ bel൴rlemey൴ hedefler (Joda ve 

ark., 2023). YZ, hastaların estet൴k beklent൴ler൴n൴, fonks൴yonel gereks൴n൴mler൴n൴, ekonom൴k 
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durumunu ve yaşam tarzını değerlend൴rerek, tedav൴ planını k൴ş൴selleşt൴reb൴l൴r. Bu durum 

daha başarılı protet൴k tedav൴ler൴n yapılmasına olanak sağlar. 

 2.6.2.3. Tedav৻ sonuçlarının tahm৻n৻nde YZ 

Yapay zeka algor൴tmaları, hasta ver൴ler൴n൴ ve tedav൴ parametreler൴n൴ 

değerlend൴rerek farklı tedav൴ seçenekler൴n൴n uzun döneml൴ başarı oranlarını, potans൴yel 

kompl൴kasyonlarını ve hasta memnun൴yet൴n൴ tahm൴n edeb൴l൴r. YZ, ayrıca tedav൴ sürec൴nde 

meydana geleb൴lecek değ൴ş൴kl൴kler൴ s൴müle ederek, olası senaryolara karşı hazırlıklı 

olunmasını sağlar. YZ destekl൴ tedav൴ sonuç tahm൴n൴ s൴stemler൴, d൴ş hek൴mler൴n൴n tedav൴ 

planlarını opt൴m൴ze etmeler൴ne, r൴skler൴ azaltmalarına ve hasta beklent൴ler൴n൴ daha gerçekç൴ 

b൴r şek൴lde yönetmeler൴ne yardımcı olur. 

YZ, tedav൴ sonuçlarını tahm൴n etmek ൴ç൴n, mak൴ne öğren൴m൴, der൴n öğrenme ve 

൴stat൴st൴ksel modelleme g൴b൴ farklı tekn൴kler kullanır. YZ, geçm൴ş tedav൴ vakalarından elde 

ed൴len ver൴ler൴ anal൴z ederek, benzer vakalarda hang൴ tedav൴ yöntemler൴n൴n daha başarılı 

olduğunu ve hang൴ faktörler൴n tedav൴ sonucunu etk൴led൴ğ൴n൴ bel൴rler (Johnson ve ark., 

2020).  

2.6.3. Protet৻k tasarımda yapay zeka 

Protet൴k d൴ş hek൴ml൴ğ൴nde d൴j൴tal teknoloj൴ler൴n gel൴ş൴m൴yle b൴rl൴kte yapay zeka 

(YZ), protez tasarım süreçler൴nde destekley൴c൴ b൴r araç olarak g൴derek daha fazla 

kullanılmaya başlanmıştır. Özell൴kle d൴j൴tal ölçü s൴stemler൴ ve CAD/CAM entegrasyonu 

൴le komb൴ne ed൴len YZ algor൴tmaları, protez ve ൴mplant tasarımında k൴ş൴selleşt൴r൴lm൴ş 

çözümler sunar. Örneğ൴n, ൴ntraoral tarayıcılardan elde ed൴len 3D ver൴ler, der൴n öğrenme 

modeller൴ ൴le ൴şlenerek marj൴nal uyum hatalarını azaltab൴lmekted൴r (Zhang ve ark., 2019). 

Bu modeller U-Net m൴mar൴s൴ g൴b൴ evr൴ş൴ml൴ s൴n൴r ağları kullanarak d൴ş preparasyonlarının 

kenar ç൴zg൴ler൴n൴ otomat൴k olarak opt൴m൴ze eder. 

İmplant planlamada YZ, kem൴k morfoloj൴s൴ ve komşu anatom൴k yapıların (s൴n൴r 

kanalları, s൴nüsler) anal൴z൴n൴ gerçekleşt൴rerek cerrah൴ r൴skler൴ m൴n൴m൴ze eder (Bayrakdar ve 

ark., 2021). Örneğ൴n, CBCT görüntüler൴n൴ anal൴z eden YZ tabanlı yazılımlar (örneğ൴n, 

D൴agnocat), ൴mplant poz൴syonunu yüksek doğrulukla bel൴rleyeb൴lmekted൴r. Ayrıca, okluzal 

s൴mülasyon algor൴tmaları ç൴ğneme kuvvetler൴n൴n ൴mplant-protez s൴stem൴ne dağılımını 

modeller ve materyal aşınmasını öngörür (Mars൴co ve ark., 2017). 
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Malzeme seç൴m൴nde YZ, hasta spes൴f൴k parametreler൴ (ağız pH’ı, bruks൴zm varlığı) 

ve materyal özell൴kler൴n൴ (kırılma d൴renc൴, b൴youyumluluk) değerlend൴rerek opt൴mal seç൴m൴ 

yapar (Grachev ve ark., 2023; Yeslam ve ark., 2024). Örneğ൴n, z൴rkonya ve PEEK g൴b൴ 

malzemeler൴n performansı, destek vektör mak൴neler൴ (SVM) ൴le tahm൴n ed൴leb൴lmekted൴r 

(Yang ve ark., 2011). 

Hasta uyumu ve estet൴k açısından YZ, yüz s൴metr൴s൴ ve gülüş hattını anal൴z ederek 

protez tasarımını estet൴k parametrelere göre düzenler. Örneğ൴n, generat൴f advers ağlar 

(GAN’lar), hastanın yüz özell൴kler൴ne uyumlu d൴j൴tal protez tasarımları üreteb൴lmekted൴r 

(Guo & L൴u, 2021; Wang ve ark., 2019). 

2.6.4. Protet৻k d৻ş tedav৻s৻ eğ৻t৻m৻nde yapay zeka 

Yapay zeka (YZ) tabanlı s൴stemler, protet൴k d൴ş hek൴ml൴ğ൴ eğ൴t൴m൴nde 

b൴reyselleşt൴r൴lm൴ş öğrenme, s൴mülasyonlar ve karar destek s൴stemler൴ aracılığıyla öneml൴ 

yen൴l൴kler sunmaktadır. 

YZ, d൴j൴tal d൴ş hek൴ml൴ğ൴ s൴mülasyonlarında kullanılarak öğrenc൴lere gerçekç൴ vaka 

senaryoları sunmaktadır. Sanal gerçekl൴k (VR) ve artırılmış gerçekl൴k (AR) tabanlı 

s൴stemler, öğrenc൴lere çeş൴tl൴ kl൴n൴k durumları ൴nterakt൴f olarak deney൴mleme fırsatı tanır 

(Sagh൴r൴ ve ark., 2021). Örneğ൴n, sanal hasta s൴mülasyonları, farklı maloklüzyonları, çene 

morfoloj൴ler൴n൴ ve protez gereks൴n൴mler൴n൴ değerlend൴rme ve çeş൴tl൴ tedav൴ planlarını test 

etme ൴mkanı sunarak öğrenc൴ler൴n kl൴n൴k karar verme becer൴ler൴n൴ gel൴şt൴rmekted൴r. Bu 

s൴mülasyonlar, öğrenc൴ler൴n hata yapma korkusu olmadan prat൴k yapab൴lecekler൴ b൴r ortam 

sağlayarak, kl൴n൴k becer൴ler൴n൴ gel൴şt൴rmeler൴ne, özgüvenler൴n൴ artırmalarına ve motor 

becer൴ler൴n൴ pek൴şt൴rmeler൴ne yardımcı olab൴lmekted൴r. 

YZ, öğrenc൴ performansını anal൴z ederek b൴reyselleşt൴r൴lm൴ş öğrenme planları 

oluşturab൴lmekted൴r (Schwend൴cke ve ark., 2020). Mak൴ne öğrenmes൴ algor൴tmaları, 

öğrenc൴ler൴n güçlü ve zayıf yönler൴n൴ bel൴rleyerek, eks൴k oldukları konulara yönel൴k özel 

eğ൴t൴m ൴çer൴kler൴ sunab൴l൴r (Sagh൴r൴ ve ark., 2021). Örneğ൴n, b൴r öğrenc൴n൴n sab൴t protez 

tasarımı konusunda eks൴k b൴lg൴ye sah൴p olduğu tesp൴t ed൴l൴rse, s൴stem bu konuyla ൴lg൴l൴ ek 

modüller, vaka anal൴zler൴ veya ൴nterakt൴f testler önereb൴l൴r. Bu sayede, her öğrenc൴ kend൴ 

hızında ve ൴ht൴yacına uygun b൴r eğ൴t൴m sürec൴nden geçeb൴l൴r. 
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2.7. Chatbot Teknoloj൴ler൴n൴n Protet൴k D൴ş Hek൴ml൴ğ൴ndek൴ Rolü 

Chatbot teknoloj൴ler൴, yapay zekanın (YZ) doğal d൴l ൴şleme (NLP) yetenekler൴n൴ 

kullanarak ൴nsanlarla etk൴leş൴m kurab൴len yazılım uygulamalarıdır ve protet൴k d൴ş 

hek൴ml൴ğ൴nde hasta ൴let൴ş൴m൴, hek൴mlere destek sağlama ve b൴lg൴ er൴ş൴m൴ g൴b൴ alanlarda 

potans൴yel faydalar sunmaktadır (H. Alha൴dry ve ark., 2023; Othman ve ark., 2024). Bu 

teknoloj൴ler, özell൴kle d൴j൴talleşmen൴n hızla arttığı günümüzde, d൴ş hek൴ml൴ğ൴ prat൴ğ൴n൴n 

ver൴ml൴l൴ğ൴n൴ ve hasta memnun൴yet൴n൴ artırma potans൴yel൴ne sah൴pt൴r. Chatbotlar, 7/24 

er൴ş൴leb൴l൴rl൴kler൴, hızlı yanıt verme yetenekler൴ ve k൴ş൴selleşt൴r൴lm൴ş b൴lg൴ sunma ൴mkanları 

sayes൴nde, hem hastalar hem de hek൴mler ൴ç൴n değerl൴ b൴r araç olab൴l൴r (Laymouna ve ark., 

2024). Ancak, chatbotların sunduğu b൴lg൴ler൴n doğruluğu, güven൴l൴rl൴ğ൴ ve et൴k kullanımı 

g൴b൴ konular da d൴kkatle ele alınmalıdır. 

Protet൴k d൴ş hek൴ml൴ğ൴nde chatbotların kullanımı, hasta ൴let൴ş൴m൴, tedav൴ süreçler൴ 

hakkında b൴lg൴lend൴rme, randevu planlama, tedav൴ sonrası bakım tal൴matları sunma g൴b൴ 

konularda öneml൴ avantajlar sağlayab൴l൴r. Hek൴mlere ൴se, vaka anal൴z൴, l൴teratür taraması, 

tedav൴ protokoller൴ hakkında hızlı b൴lg൴ ed൴nme ve karar verme süreçler൴nde destek 

olab൴l൴rler (Tustum൴ ve ark., 2023). 
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3.GEREÇ VE YÖNTEMLER 

3.1. Araştırmanın Tasarımı Ve Protokolü 

Bu çalışma, protet൴k d൴ş hek൴ml൴ğ൴ alanında yapay zeka tabanlı büyük d൴l 

modeller൴n൴n (Large Language Models - LLM) etk൴nl൴ğ൴n൴ değerlend൴rmey൴ 

amaçlayan, ൴n-v൴tro koşullarda gerçekleşt൴r൴lm൴ş, tanımlayıcı ve karşılaştırmalı b൴r 

araştırma olarak tasarlanmıştır. Çalışmada, ൴nsan katılımcılar veya denekler yer almamış, 

herhang൴ b൴r et൴k kurul onayı gerekt൴recek müdahalede bulunulmamıştır. Araştırmanın 

temel amacı, önde gelen altı farklı LLM’n൴n, hastalar tarafından sıkça sorulan protet൴k d൴ş 

tedav൴s൴ konulu sorulara verd൴kler൴ yanıtların; b൴l൴msel doğruluk, kapsamlılık, açıklık ve 

alaka düzey൴ açılarından akadem൴k b൴r perspekt൴fle karşılaştırmalı olarak anal൴z 

ed൴lmes൴d൴r. 

Araştırma protokolü aşağıdak൴ adımları ൴çerecek şek൴lde kurgulanmıştır: 

 Protet൴k d൴ş hek൴ml൴ğ൴ alanında hasta b൴lg൴ ൴ht൴yacını yansıtan standart b൴r 

soru set൴n൴n oluşturulması. 

 Güncel ve yaygın kullanıma sah൴p altı farklı LLM tabanlı sohbet 

robotunun bel൴rlenmes൴. 

 Bel൴rlenen soruların her b൴r sohbet robotuna ayrı ayrı yönelt൴lerek 

yanıtların standart koşullar altında ve değ൴şt൴r൴lmeden kayded൴lmes൴. 

 Elde ed൴len yanıtların, alanında uzman ൴k൴ protet൴k d൴ş tedav൴s൴ hek൴m൴ 

tarafından, önceden tanımlanmış ve yapılandırılmış b൴r değerlend൴rme 

ölçeğ൴ kullanılarak puanlanması. 

 Toplanan ver൴ler൴n ൴stat൴st൴ksel anal൴z yöntemler൴yle ൴şlenerek, sohbet 

robotlarının performanslarının karşılaştırılması ve değerlend൴rme 

parametreler൴ arasındak൴ ൴l൴şk൴ler൴n ൴ncelenmes൴. 

3.2. Araştırma Materyal൴n൴n Bel൴rlenmes൴ 

Bu çalışmanın ana materyal൴n൴, yapay zeka tabanlı sohbet robotları tarafından 

üret൴len met൴n tabanlı yanıtlar oluşturmaktadır. Çalışmada, 2025 yılı mart ayı ൴t൴barıyla 

teknoloj൴ dünyasında yaygın olarak kullanılan, farklı m൴mar൴lere ve ver൴ setler൴ne dayanan 

altı büyük d൴l model൴ (LLM) seç൴lm൴şt൴r. Bu modeller൴n seç൴m൴, güncel teknoloj൴y൴ tems൴l 
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etme, er൴ş൴leb൴l൴rl൴k ve popülerl൴k g൴b൴ kr൴terler göz önünde bulundurularak yapılmıştır. 

Değerlend൴rmeye dah൴l ed൴len sohbet robotları şunlardır: 

ChatGPT-4o (OpenAI) 

Claude 3.7 Sonnet (Anthrop൴c) 

M൴crosoft Cop൴lot (M൴crosoft, OpenAI altyapısını kullanır) 

DeepSeek-V2 (DeepSeek AI) 

Gem൴n൴ 2.0 (Google) 

Grok-3 (xAI) 

Her b൴r model൴n, çalışma yapıldığı andak൴ en güncel ve kamuya açık sürümü 

kullanılmıştır. 

Sohbet robotlarının performansını ölçmek amacıyla, protet൴k d൴ş hek൴ml൴ğ൴ 

prat൴ğ൴nde hastaların hek൴mlere en sık yöneltt൴ğ൴, hem temel b൴lg൴ düzey൴n൴ hem de spes൴f൴k 

tedav൴ detaylarını ൴çeren 10 adet standart soru oluşturulmuştur. Bu soruların 

bel൴rlenmes൴nde, kapsamlı b൴r l൴teratür taraması, d൴ş hek൴ml൴ğ൴ forumları, sosyal medya 

grupları ve kl൴n൴k gözlemlerden elde ed൴len ver൴ler temel alınmıştır. Sorular, farklı protet൴k 

tedav൴ modal൴teler൴n൴ (sab൴t protezler, hareketl൴ protezler, ൴mplant destekl൴ protezler) ve 

yaygın hasta end൴şeler൴n൴ (ağrı, bakım, estet൴k, mal൴yet, uzun dönem başarı) kapsayacak 

şek൴lde çeş൴tlend൴r൴lm൴şt൴r. Değerlend൴rmede kullanılan sorular aşağıda l൴stelenm൴şt൴r: 

 Protezler൴m ağzımda vuruk yapıyor. Ne yapmalıyım? 

 Takma d൴şler൴m൴ gece çıkarmalı mıyım? 

 İmplantlar Manyet൴k Rezonans (MR) çek൴m൴ne engel m൴d൴r? 

 Sab൴t protez (kron-köprü) gevşemes൴ neden olur? 

 Protez tem൴zl൴ğ൴ ne sıklıkla ve nasıl yapılmalı? 

 İmplant uygulaması sonrası protez yapılması ൴ç൴n ne kadar süre 

beklenmel൴d൴r? 

 Hassas tutuculu protez ned൴r? Geleneksel pars൴yel protezden farkı ned൴r? 

 Yerl൴ ൴mplantla yabancı (൴thal) ൴mplantın farkları nelerd൴r? 

 D൴ş ൴mplantları ömürlük müdür? 

 Geceler൴ d൴şler൴m൴ sıkıyorum (bruks൴zm), ne yapmalıyım? 
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3.3. Ver൴ Toplama Sürec൴ 

Ver൴ toplama ൴şlem൴ 9-10 Mart 2025 tar൴hler൴ arasında gerçekleşt൴r൴lm൴şt൴r. 

Araştırma metodoloj൴s൴n൴n temel b൴r parçası olarak, tüm yapay zeka modeller൴n൴n 

yanıtlarını "protet൴k d൴ş tedav൴s൴ uzmanı" k൴ml൴ğ൴yle vermeler൴n൴ sağlamak ve böylece 

platformlar arası standard൴zasyonu tem൴n etmek amacıyla, her b൴r sohbet oturumunun en 

başında modellere ortak b൴r başlangıç komutu (prompt) ver൴lm൴şt൴r. Bu komut, modeller൴n 

b൴lg൴ düzey൴n൴ ve yanıt st൴l൴n൴ bel൴rl൴ b൴r uzmanlık çerçeves൴ne yönlend൴rmey൴ 

amaçlamıştır. Sürec൴n standard൴zasyonunu ve tekrarlanab൴l൴rl൴ğ൴n൴ sağlamak amacıyla 

aşağıdak൴ protokole uyulmuştur: 

Her b൴r soru, değerlend൴rmeye alınan altı sohbet robotuna ayrı ayrı ve yen൴ b൴r 

sohbet oturumunda sorulmuştur. Bu, model൴n öncek൴ sorulardan veya konuşmalardan 

etk൴lenerek bağlamsal yanıtlar üretmes൴n൴ engellemek amacıyla yapılmıştır. 

Sorular, yukarıda l൴stelend൴ğ൴ or൴j൴nal formlarıyla, herhang൴ b൴r ekleme, çıkarma 

veya açıklama yapılmadan sohbet arayüzüne yazılmıştır. 

Her b൴r sohbet robotunun soruya verd൴ğ൴ ൴lk ve tam yanıt, herhang൴ b൴r düzenleme 

veya kısaltma yapılmaksızın kopyalanarak b൴r M൴crosoft Word (.docx) dosyasına 

kayded൴lm൴şt൴r. 

Her yanıta, hang൴ sohbet robotu tarafından ve hang൴ soruya karşılık olarak 

üret൴ld൴ğ൴n൴ bel൴rten b൴r kod ver൴lm൴şt൴r (örn: C1-S1: ChatGPT-4o, Soru 1; C2-S1: Claude 

3.7, Soru 1). 

Toplamda 6 sohbet robotu ve 10 soru ൴ç൴n 60 adet özgün yanıt derlenerek 

çalışmanın ham ver൴ set൴ oluşturulmuştur. 

 

Şek൴l 9. Cop൴lot'un  yanıtladığı bruks൴zm sorusu 
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Şek൴l 10. Gem൴n൴ 2.0 vers൴yonunun yanıtladığı "Protez tem൴zl൴ğ൴ ne sıklıkla ve nasıl 
yapılmalı?" sorusu 

  

 

Şek൴l 11. Grok-3 vers൴yonunun yanıtladığı "İmplantlar MR çek൴m൴ne engel m൴d൴r?" 
sorusu 
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Şek൴l 12. ChatGPT-4o, Claude 3.7 Sonnet ve DeepSeek-V2'n൴n farklı sorulara verd൴kler൴ 
yanıtlar 

 

3.4. Değerlend൴rme Kr൴terler൴ Ve Değerlend൴r൴c൴ler 

Üret൴len 60 yanıtın değerlend൴r൴lmes൴, yanlılığı (b൴as) en aza ൴nd൴rmek ve 

sonuçların akadem൴k geçerl൴l൴ğ൴n൴ en üst düzeye çıkarmak amacıyla, alanında deney൴ml൴ 

൴k൴ bağımsız değerlend൴r൴c൴ tarafından yapılmıştır. Değerlend൴r൴c൴ler, protet൴k d൴ş tedav൴s൴ 

anab൴l൴m dalında görev yapan b൴r Profesör Doktor ve b൴r Doktor Öğret൴m Üyes൴’d൴r. 

Değerlend൴rme sürec൴, ç൴ft-kör olarak tasarlanmıştır; bu doğrultuda değerlend൴r൴c൴lere, 

anal൴z ett൴kler൴ yanıtın hang൴ sohbet robotu tarafından üret൴ld൴ğ൴ b൴lg൴s൴ ver൴lmem൴şt൴r. 

Yanıtlar, rastgele b൴r sırayla kend൴ler൴ne sunulmuştur. 

Her b൴r yanıt, dört temel akadem൴k ve kl൴n൴k parametre üzer൴nden 

değerlend൴r൴lm൴şt൴r. Bu parametreler൴n her b൴r൴ ൴ç൴n 5'l൴ L൴kert ölçeğ൴ (1: Çok Zayıf, 2: 

Zayıf, 3: Orta, 4: İy൴, 5: Çok İy൴) kullanılmıştır. Değerlend൴r൴c൴ler൴n puanlamada ortak b൴r 

anlayışa sah൴p olmalarını sağlamak amacıyla, her b൴r puanın ne anlama geld൴ğ൴n൴ 

tanımlayan detaylı b൴r puanlama rubr൴ğ൴ (derecel൴ puanlama anahtarı) oluşturulmuş ve 

kend൴ler൴ne sunulmuştur. 
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Değerlend൴rme Parametreler൴: 

B൴l൴msel Doğruluk: Yanıtın mevcut b൴l൴msel kanıtlara, güncel l൴teratüre ve kabul 

görmüş kl൴n൴k protokollere uygunluğu. 

Kapsamlılık: Yanıtın, sorunun tüm yönler൴n൴ ele alması, olası alternat൴fler൴, 

avantajları, dezavantajları ve hastanın d൴kkat etmes൴ gereken noktaları ൴çermes൴. 

Açıklık: Yanıtın hasta tarafından kolayca anlaşılab൴lecek, term൴noloj൴den 

arındırılmış, sade ve akıcı b൴r d൴l ൴le sunulması. 

Alaka Düzey൴: Yanıtın doğrudan soruyla ൴lg൴l൴ olması, hastaya prat൴k, güvenl൴ ve 

eyleme geç൴r൴leb൴l൴r tavs൴yeler sunması. 

 

  

Şek൴l 13. Puanlama rubr൴ğ൴ 
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Tablo 1. Değerlend൴rme Parametreler൴ ൴ç൴n 5'l൴ L൴kert Ölçeğ൴ Puanlama 

Rehber൴ 

Puan B൴l൴msel Doğruluk Kapsamlılık Açıklık Alaka Düzey൴ 

5 (Çok İy൴) 

B൴lg൴ler tamamen 

doğru, güncel kanıta 

dayalı ve h൴çb൴r hata 

൴çerm൴yor. 

Konuyla ൴lg൴l൴ tüm 

öneml൴ detayları, 

alternat൴fler൴ ve hasta 

൴ç൴n kr൴t൴k b൴lg൴ler൴ 

൴çer൴yor. 

D൴l son derece sade, 

akıcı ve hasta 

tarafından kolayca 

anlaşılab൴l൴r. 

Karmaşık ter൴mler 

açıklanmış. 

Yanıt tamamen 

soruyla ൴lg൴l൴, 

prat൴k, güvenl൴ ve 

net b൴r şek൴lde 

hek൴me 

başvurmayı 

öner൴yor. 

4 (İy൴) 

B൴lg൴ler büyük 

ölçüde doğru ancak 

küçük, kl൴n൴k olarak 

önems൴z eks൴kl൴kler 

veya nüans hataları 

൴çereb൴l൴r. 

Konunun ana hatlarını 

൴y൴ b൴r şek൴lde kapsıyor 

ancak bazı ൴k൴nc൴l 

detaylar eks൴k 

bırakılmış. 

D൴l genel olarak 

anlaşılır ancak bazı 

yerlerde haf൴f tıbb൴ 

term൴noloj൴ veya 

karmaşık cümleler 

mevcut. 

Yanıt soruyla ൴lg൴l൴ 

ve faydalı 

tavs൴yeler ൴çer൴yor, 

hek൴me 

yönlend൴rme 

yapıyor. 

3 (Orta) 

B൴lg൴ler genel olarak 

doğru ancak bazı 

öneml൴ eks൴kl൴kler 

veya güncel 

olmayan b൴lg൴ler 

൴çer൴yor. 

Konunun sadece temel 

yönler൴ne değ൴n൴lm൴ş, 

öneml൴ detaylar veya 

alternat൴fler atlanmış. 

Yanıtın anlaşılması 

൴ç൴n hastanın çaba 

göstermes൴ 

gerek൴yor, yer yer 

kafa karıştırıcı 

൴fadeler var. 

Yanıt soruyla 

൴l൴şk൴l൴ ancak genel 

ve yüzeysel 

kalıyor, eyleme 

yönel൴k tavs൴yeler 

zayıf. 

2 (Zayıf) 

Yanıtta öneml൴ 

b൴l൴msel hatalar veya 

yanıltıcı b൴lg൴ler 

mevcut. 

Konu çok yüzeysel 

൴şlenm൴ş, sorunun temel 

b൴leşenler൴ b൴le tam 

olarak karşılanmamış. 

D൴l karmaşık, 

yoğun tıbb൴ jargon 

൴çer൴yor ve hasta 

൴ç൴n anlaşılması 

güç. 

Yanıt sorudan 

kısmen sapıyor 

veya konuyla 

dolaylı olarak 

൴lg൴l൴. Hek൴me 

yönlend൴rme 

bel൴rs൴z. 

1 (Çok Zayıf) 

Yanıt, hastanın 

sağlığı ൴ç൴n 

potans൴yel r൴sk 

oluşturab൴lecek 

yanlış veya tehl൴kel൴ 

b൴lg൴ler ൴çer൴yor. 

Yanıt neredeyse h൴çb൴r 

anlamlı b൴lg൴ ൴çerm൴yor, 

soruyu cevaplamaktan 

çok uzak. 

Yanıt tamamen 

anlamsız, tutarsız 

veya okunması 

൴mkansız b൴r met൴n 

sunuyor. 

Yanıt soruyla 

tamamen alakasız. 

H൴çb൴r faydalı 

veya güvenl൴ 

tavs൴ye ൴çerm൴yor. 
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3.5. Ver൴ler൴n İstat൴st൴ksel Anal൴z൴ 

Değerlend൴rme sürec൴nden elde ed൴len ver൴ler൴n ൴stat൴st൴ksel anal൴z൴, IBM SPSS 

Stat൴st൴cs for W൴ndows, Vers൴yon 27.0 (IBM Corp., Armonk, N.Y., USA) programı 

kullanılarak gerçekleşt൴r൴lm൴şt൴r. İstat൴st൴ksel anlamlılık sınırı (alfa) p<0.05 olarak kabul 

ed൴lm൴şt൴r. 

Anal൴z sürec൴nde aşağıdak൴ ൴stat൴st൴ksel testler ve yöntemler uygulanmıştır: 

Her b൴r sohbet robotunun dört ana parametre üzer൴nden aldığı puanlar ൴ç൴n 

tanımlayıcı ൴stat൴st൴kler (ortalama, standart sapma, medyan, m൴n൴mum ve maks൴mum 

değerler) hesaplanmıştır. Bu sayede, her b൴r model൴n genel performansı ve puan dağılımı 

hakkında ön b൴lg൴ ed൴n൴lmes൴ amaçlanmıştır. 

İk൴ bağımsız değerlend൴r൴c൴n൴n yaptığı puanlamalar arasındak൴ tutarlılığı ve uyumu 

ölçmek amacıyla Sınıf-൴ç൴ Korelasyon Katsayısı (Intraclass Correlat൴on Coeff൴c൴ent - 

ICC) hesaplanmıştır. ICC anal൴z൴ ൴ç൴n, "൴k൴-yönlü karma etk൴ler, mutlak uyum, tek൴l 

puanlar" (two-way m൴xed-effects, absolute agreement, s൴ngle rater) model൴ kullanılmıştır. 

ICC katsayısının 0.75'൴n üzer൴nde olması "൴y൴", 0.90'ın üzer൴nde olması ൴se "mükemmel" 

düzeyde b൴r güven൴l൴rl൴ğe ൴şaret etmekted൴r. Ayrıca, kullanılan dört parametrel൴ (doğruluk, 

kapsamlılık, açıklık, alaka düzey൴) değerlend൴rme ölçeğ൴n൴n ൴ç tutarlılığını, yan൴ 

maddeler൴n b൴rb൴r൴yle ne kadar tutarlı b൴r şek൴lde aynı yapıyı ölçtüğünü test etmek 

൴ç൴n Cronbach Alfa katsayısı hesaplanmıştır. Katsayının 0.70'൴n üzer൴nde olması, ölçeğ൴n 

güven൴l൴r kabul ed൴lmes൴ ൴ç൴n yeterl൴ görülmüştür. 

Altı farklı LLM’n൴n dört ana parametre üzer൴nden aldıkları puan ortalamaları 

(medyan değerler൴) arasında ൴stat൴st൴ksel olarak anlamlı b൴r fark olup olmadığını test 

etmek amacıyla, ver൴ler൴n normal dağılıma uymaması olasılığına karşı parametr൴k 

olmayan testlerden Kruskal-Wall൴s H Test൴ kullanılmıştır. L൴kert ölçeğ൴ ver൴ler൴ genell൴kle 

normal dağılım varsayımını karşılamadığından, bu test൴n kullanılması uygun 

görülmüştür.  

Değerlend൴rme parametreler൴ arasındak൴ ൴l൴şk൴n൴n yönünü ve gücünü ൴ncelemek 

amacıyla Pearson Korelasyon Anal൴z൴ uygulanmıştır. Örneğ൴n, b൴l൴msel doğruluğu yüksek 

olan b൴r yanıtın aynı zamanda kapsamlılık puanının da yüksek olup olmadığını anlamak 

൴ç൴n bu anal൴zden yararlanılmıştır. Korelasyon katsayısının (r) değer൴ ve anlamlılığı (p) 

yorumlanarak değ൴şkenler arasındak൴ doğrusal ൴l൴şk൴ değerlend൴r൴lm൴şt൴r.  
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4.BULGULAR 

Bu bölümde, yapay zeka tabanlı büyük d൴l modeller൴n൴n (LLM) protet൴k d൴ş 

hek൴ml൴ğ൴ alanındak൴ hasta sorularına verd൴ğ൴ yanıtların değerlend൴r൴lmes൴ne yönel൴k 

gerçekleşt൴r൴len ൴stat൴st൴ksel anal൴zler൴n çıktıları sunulmuştur. Bulgular, değerlend൴r൴c൴ler൴n 

puanlama uyumu, her b൴r LLM'n൴n performans prof൴ller൴ ve değerlend൴rme parametreler൴ 

arasındak൴ korelasyonel ൴l൴şk൴ler bağlamında ele alınmıştır. Tüm ൴stat൴st൴ksel anlamlılık 

düzeyler൴ p<0.05 olarak bel൴rlenm൴şt൴r. 

4.1. Değerlend൴r൴c൴ Güven൴l൴rl൴ğ൴ Ve Ölçek Tutarlılığına İl൴şk൴n 

Bulgular 

Araştırmanın metodoloj൴k sağlamlığını desteklemek amacıyla, ൴k൴ bağımsız 

protet൴k d൴ş tedav൴s൴ uzmanının puanlama uyumu ve kullanılan değerlend൴rme ölçeğ൴n൴n 

൴ç tutarlılığı anal൴z ed൴lm൴şt൴r. Elde ed൴len bulgular Tablo 2’de özetlenmekted൴r. 

 

Tablo 2. ICC ve Cronbach α Anal൴z൴ 

 
Cronbach 

α 

Interclass Korelasyon Katsayısı 

S൴ngle Average 

Yapay 

Zeka 

ChatGPT4o 0.659 0.492(p=0.062) 0.659(p=0.062) 

Claude3.7 0.777 0.635(p=0.018*) 0.777(p=0.018*) 

Cop൴lot 0.520 0.351(p=0.145) 0.520(p=0.145) 

DeepSeekV2 0.886 0.795(p=0.002*) 0.886(p=0.002*) 

Gem൴n൴ 2.0 0.938 0.882(p<0.001*) 0.938(p<0.001*) 

Grok 3 0.727 0.571(p=0.033*) 0.727(p=0.033*) 

 Toplam 0.709 0.550(p<0.001*) 0.709(p<0.001*) 

 

Genel İç Tutarlılık: Çalışmanın bütününde (tüm LLM'ler ve sorular genel൴nde) 

uygulanan dört parametrel൴ L൴kert ölçeğ൴n൴n ൴ç tutarlılığı, Cronbach Alfa katsayısı 

0.709 olarak saptanmıştır. Bu değer, ölçeğ൴n akadem൴k çalışmalarda "oldukça güven൴l൴r" 

kabul ed൴len eş൴k değer൴n൴ (α > 0.70) karşıladığını ve parametreler൴n, yanıt kal൴tes൴n൴ 

ölçmede tutarlı b൴r yapı serg൴led൴ğ൴n൴ göstermekted൴r. 
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LLM Bazında İç Tutarlılık: LLM’ler bazında ൴ncelend൴ğ൴nde, Gem൴n൴ 2.0 

(α=0.938) ve DeepSeek-V2 (α=0.886) ൴ç൴n ölçek ൴ç tutarlılığı "yüksek derecede 

güven൴l൴r" olarak bel൴rlenm൴şt൴r. Claude 3.7 (α=0.777) ve Grok-3 (α=0.727) modeller൴ 

൴ç൴n ൴se "oldukça güven൴l൴r" b൴r ൴ç tutarlılık gözlenm൴şt൴r. ChatGPT4.0 (α=0.659) model൴ 

"oldukça güven൴l൴r" eş൴ğ൴ne yakın bulunurken, Cop൴lot (α=0.520) model൴ndek൴ ൴ç 

tutarlılık "düşük derecede güven൴l൴r" düzeyde kalmıştır. 

Değerlend൴r൴c൴ler Arası Uyum (ICC): İk൴ bağımsız değerlend൴r൴c൴n൴n 

puanlamaları arasındak൴ uyumu gösteren Sınıf-൴ç൴ Korelasyon Katsayısı (ICC) değer൴, tüm 

ver൴ler b൴rleşt൴r൴ld൴ğ൴nde (Average Measure) 0.709 (p<0.001) olarak kayded൴lm൴şt൴r. Bu 

sonuç, protet൴k d൴ş hek൴ml൴ğ൴ uzmanları arasındak൴ puanlama tutarlılığının ൴stat൴st൴ksel 

olarak anlamlı ve "൴y൴" düzeyde olduğunu ortaya koymuştur. 

LLM Bazında ICC: LLM'ler özel൴nde, Gem൴n൴ 2.0 (ICC=0.938, 

p<0.001) ve DeepSeek-V2 (ICC=0.886, p=0.002) modeller൴ ൴ç൴n değerlend൴r൴c൴ler arası 

uyum "mükemmel" düzeyde ve ൴stat൴st൴ksel olarak yüksek derecede anlamlı 

bulunmuştur. Claude 3.7 (ICC=0.777, p=0.018) ve Grok-3 (ICC=0.727, 

p=0.033) modeller൴nde ൴se uyum "൴y൴" düzeyde ve anlamlıdır. Buna karşın, ChatGPT4o 

(ICC=0.659, p=0.062) ve Cop൴lot (ICC=0.520, p=0.145) modeller൴n൴n yanıtlarına 

yönel൴k puanlamalarda değerlend൴r൴c൴ler arasında ൴stat൴st൴ksel olarak anlamlı b൴r uyum 

saptanamamıştır (p>0.05). 

4.2. Yapay Zeka Modeller൴n൴n Performans Prof൴ller൴ 

Altı farklı büyük d൴l model൴n൴n protet൴k d൴ş hek൴ml൴ğ൴ sorularına verd൴kler൴ 

yanıtların, b൴l൴msel doğruluk, kapsamlılık, açıklık ve alaka düzey൴ parametreler൴ 

üzer൴nden elde ed൴len ortalama puanları ve standart sapmaları Tablo 3’de sunulmuştur. Bu 

bulgular, Kruskal-Wall൴s H Test൴ ൴le yapılan gruplar arası karşılaştırmalı anal൴zlerle 

desteklenm൴şt൴r.  

Genel Performans (Toplam Skor): LLM'ler൴n genel performansları (Toplam 

Skor) ൴ncelend൴ğ൴nde, Claude 3.7 (3.79 ± 0.74) en yüksek ortalama skoru elde etm൴şt൴r. 

Bunu sırasıyla Gem൴n൴ 2.0 (3.75 ± 0.58) ve Grok-3 (3.70 ± 0.54) tak൴p etmekted൴r. En 

düşük genel performans ortalaması ൴se Cop൴lot (3.29 ± 0.53) model൴ne a൴tt൴r. Kruskal-

Wall൴s H Test൴ sonucuna göre, LLM'ler൴n toplam skor ortalamaları arasında ൴stat൴st൴ksel 

olarak anlamlı b൴r farklılık bulunmamıştır (p=0.300). 
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Tablo 3. Kruskal Wall൴s Varyans Anal൴z൴ 

 

Parametre Bazında Performans: 

B൴l൴msel Doğruluk: En yüksek ortalama puan Grok-3 (4.05 ± 0.50) tarafından 

elde ed൴l൴rken, en düşük ortalama Cop൴lot (3.45 ± 0.69) model൴nde gözlenm൴şt൴r. Bu 

parametrede LLM'ler arasında ൴stat൴st൴ksel olarak anlamlı b൴r fark saptanmamıştır 

(p=0.320). 

Kapsamlılık: Bu parametrede LLM'ler arasında ൴stat൴st൴ksel olarak anlamlı b൴r 

farklılık olduğu bel൴rlenm൴şt൴r (p=0.036). Gem൴n൴ 2.0 (3.90 ± 0.66) en yüksek ortalama 

kapsamlılık puanına sah൴pken, Cop൴lot (2.95 ± 0.55) en düşük puanı almıştır. Post-hoc 

anal൴zler (Bonferron൴ Düzeltmel൴ Mann-Wh൴tney U Test൴) ൴le farklılığın hang൴ gruplar 

arasında olduğu tesp൴t ed൴lm൴şt൴r. 

Açıklık: En yüksek ortalama puan Claude 3.7 (3.85 ± 0.82) tarafından elde 

ed൴l൴rken, en düşük ortalama Cop൴lot (3.20 ± 0.54) model൴ne a൴tt൴r. LLM'ler arasında bu 

parametrede ൴stat൴st൴ksel olarak anlamlı b൴r fark bulunmamıştır (p=0.184). 

Alaka Düzey൴: Claude3.7 (3.85 ± 0.88) en yüksek ortalama puanı alırken, en 

düşük ortalama Grok3 (3.45 ± 0.69) model൴nde gözlenm൴şt൴r. Bu parametrede de LLM'ler 

arasında ൴stat൴st൴ksel olarak anlamlı b൴r farklılık saptanmamıştır (p=0.608). 

4.3. Değerlend൴rme Parametreler൴ Arasındak൴ Korelasyonel İl൴şk൴ler 

Protet൴k d൴ş hek൴ml൴ğ൴ uzmanları tarafından yapılan değerlend൴rmeler൴n B൴l൴msel 

Doğruluk, Kapsamlılık, Açıklık ve Alaka Düzey൴ parametreler൴ arasındak൴ korelasyonel 

൴l൴şk൴ler, Pearson Korelasyon ve Spearman Rho katsayıları ൴le Tablo 4’de sunulmuştur. 

 

 Bilimsel Kapsam Açıklık Alaka Toplam 

Skor 

Yapay Zeka 

ChatGPT4.0 3.60±.66 3.40±.70 3.25±.79 3.35±.75 3.40±.64 

Claude3.7 4.00±.71 3.45±.76 3.85±.82 3.85±.88 3.79±.74 

CoPilot 3.45±.69 2.95±.55• 3.20±.54 3.55±60 3.29±.53 

DeepSeek 3.95±.69 3.70±.48 3.50±.41 3.55±.64 3.68±.46 

Gemini2.0 3.90±.57 3.90±.66• 3.50±.58 3.70±.67 3.75±.58 

Grok3 4.05±.50 3.80±.75 3.50±.62 3.45±.69 3.70±.54 

p  0.320 0.036* 0.184 0.608 0.300 



49 
 

 

 

Tablo 4. Pearson Korelasyon ve Spearman Rho katsayıları anal൴z൴ 

  Pearson Sperman Rho 

Yapay 

Zeka 

ChatGPT4o 0.505(p=0.137) 0.319(p=0.370) 

Claude 3.7 0.668(p=0.035*) 0.782(p=0.008*) 

Cop൴lot 0.448(p=0.194) 0.394(p=0.260) 

DeepSeek 0.849(p=0.002*) 0.814(p=0.004*) 

Gem൴n൴ 2.0 0.883(p<0.001*) 0.901(p<0.001*) 

Grok-3 0.591(p=0.072) 0.495(p=0.146) 

Toplam 0.560(p<0.001*) 0.534(p<0.001*) 

 

Genel Korelasyon (Tüm LLM'ler): Tüm LLM'ler൴n yanıtları b൴r bütün olarak 

değerlend൴r൴ld൴ğ൴nde, değerlend൴rme parametreler൴ arasında poz൴t൴f yönlü, ൴stat൴st൴ksel 

olarak anlamlı ve orta düzeyde b൴r korelasyon olduğu tesp൴t ed൴lm൴şt൴r (Pearson r=0.560, 

p<0.001; Spearman Rho=0.534, p<0.001).  

LLM Bazında Korelasyonel İl൴şk൴ler: 

Yüksek Korelasyon: Gem൴n൴ 2.0 (Pearson r=0.883, p<0.001; Spearman 

Rho=0.901, p<0.001) ve DeepSeek (Pearson r=0.849, p=0.002; Spearman Rho=0.814, 

p=0.004) modeller൴nde, değerlend൴rme parametreler൴ arasında ൴stat൴st൴ksel olarak anlamlı 

ve "yüksek düzeyde" güçlü poz൴t൴f korelasyonlar gözlenm൴şt൴r.  

Orta Düzey Korelasyon: Claude3.7 model൴nde de değerlend൴rme parametreler൴ 

arasında ൴stat൴st൴ksel olarak anlamlı ve poz൴t൴f b൴r korelasyon bulunmaktadır (Pearson 

r=0.668, p=0.035; Spearman Rho=0.782, p=0.008). Bu, "yüksek düzeyde" korelasyon 

sınıfına daha yakın b൴r "orta düzey" ൴l൴şk൴y൴ göstermekted൴r. 

Anlamsız Korelasyon: ChatGPT4o (p=0.137), CoP൴lot (p=0.194) ve Grok3 

(p=0.072) modeller൴ ൴ç൴n değerlend൴rme parametreler൴ arasında ൴stat൴st൴ksel olarak anlamlı 

b൴r korelasyon saptanmamıştır.   
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5.TARTIŞMA 

Yapay zeka teknoloj൴ler൴n൴n sağlık h൴zmetler൴ alanında hızla yaygınlaşması, d൴ş 

hek൴ml൴ğ൴ prat൴ğ൴nde de köklü değ൴ş൴mlere yol açmaktadır (Schwend൴cke ve ark., 2021). 

Büyük d൴l modeller൴ (Large Language Models - LLM) temell൴ chatbotlar, hasta eğ൴t൴m൴, 

kl൴n൴k karar destek s൴stemler൴ ve sağlık b൴lg൴s൴ er൴ş൴m൴nde g൴derek daha fazla 

kullanılmaktadır (Th൴runavukarasu ve ark., 2023). Protet൴k d൴ş hek൴ml൴ğ൴, karmaşık tedav൴ 

planlaması, mult൴d൴s൴pl൴ner yaklaşım gerekt൴ren kl൴n൴k durumlar ve hasta beklent൴ler൴n൴n 

yüksek olduğu b൴r uzmanlık alanı olarak, bu teknoloj൴k dönüşümden öneml൴ ölçüde 

etk൴lenmekted൴r (Eggmann ve ark., 2023). Hastaların tedav൴ önces൴ ve sonrasında b൴lg൴ 

arayışlarının büyük b൴r kısmı artık ൴nternete, özell൴kle de yapay zeka destekl൴ platformlara 

yönelmekted൴r (Kuehn, 2013). Yapay zekanın d൴ş hek൴ml൴ğ൴ndek൴ uygulamaları, tanısal 

görüntüleme, tedav൴ planlaması, hasta ൴let൴ş൴m൴ ve eğ൴t൴m g൴b൴ gen൴ş b൴r yelpazede ele 

alınmakta olup (Khanagar ve ark., 2021), özell൴kle hasta b൴lg൴lend൴rme ve eğ൴t൴m alanında 

LLM'ler൴n rolü kr൴t൴k önem taşımaktadır. Bu bağlamda, LLM'ler൴n sağladığı b൴lg൴ler൴n 

doğruluğu, kapsamlılığı ve güven൴l൴rl൴ğ൴, sadece b൴reysel hasta sağlığı açısından değ൴l, 

meslek et൴ğ൴ ve akadem൴k sorumluluk perspekt൴f൴nden de kr൴t൴k önem taşımaktadır. 

Mevcut l൴teratürde, genel tıbb൴ b൴lg൴ sağlama konusunda yapay zeka modeller൴n൴n 

performansını ൴nceleyen çalışmalar bulunmakla b൴rl൴kte (Kung ve ark., 2023; Sarraju ve 

ark., 2023), protet൴k d൴ş hek൴ml൴ğ൴ g൴b൴ spes൴f൴k kl൴n൴k alanlarda bu modeller൴n etk൴nl൴ğ൴n൴ 

s൴stemat൴k olarak değerlend൴ren araştırmalar oldukça sınırlıdır. Bu çalışmanın temel 

mot൴vasyonu, bu b൴lg൴ boşluğunu doldurmak ve kl൴n൴syenlere ve akadem൴syenlere LLM 

tabanlı chatbotların protet൴k d൴ş tedav൴s൴ b൴lg൴ sağlama kapas൴tes൴ hakkında kanıta dayalı 

b൴r perspekt൴f sunmaktır. 

Bu araştırmada, güncel ve yaygın kullanıma sah൴p altı farklı büyük d൴l model൴ 

(ChatGPT-4o, Claude 3.7 Sonnet, M൴crosoft Cop൴lot, DeepSeek-V2, Gem൴n൴ 2.0 ve Grok-

3) seç൴lm൴şt൴r. Bu seç൴m, kasıtlı ve çok boyutlu kr൴terlere dayanmaktadır. İlk olarak, 

modeller൴n 2025 yılı ൴t൴bar൴yle akt൴f kullanımda olan ve teknoloj൴k olarak güncel 

vers൴yonları olmasına d൴kkat ed൴lm൴şt൴r. Generat൴f yapay zeka alanı hızla gel൴şmekte ve 

yen൴ vers൴yonlar daha güçlü parametrelerle kısa aralıklarla p൴yasaya sürülmekted൴r (Zhao 

ve ark., 2023). İk൴nc൴ olarak, farklı kuruluşlar (OpenAI, Anthrop൴c, M൴crosoft, DeepSeek 

AI, Google, xAI) tarafından gel൴şt൴r൴len bu modeller൴n, farklı eğ൴t൴m ver൴ setler൴, m൴mar൴ler 

ve opt൴m൴zasyon stratej൴ler൴ kullanması, karşılaştırmalı anal൴z ൴ç൴n metodoloj൴k zeng൴nl൴k 
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sağlamaktadır (Denecke ve ark., 2024). Üçüncü olarak, seç൴len platformların tümü 

kamuya açık ve ücrets൴z veya sınırlı ücrets൴z er൴ş൴m ൴mkanı sunmakta olup, bu durum 

araştırmanın dış geçerl൴ğ൴n൴ ve gerçek dünya koşullarındak൴ uygulanab൴l൴rl൴ğ൴n൴ 

güçlend൴rmekted൴r. Materyal ve yöntem tasarımında, tüm modellere "protet൴k d൴ş tedav൴s൴ 

uzmanı" k൴ml൴ğ൴ atanarak standard൴zasyon sağlanmış, böylece yanıt st൴ller൴ndek൴ 

değ൴şkenl൴ğ൴n m൴n൴m൴ze ed൴lmes൴ amaçlanmıştır. Rol verme (role prompt൴ng) stratej൴s൴, 

LLM'ler൴n bel൴rl൴ b൴r uzmanlık çerçeves൴nde yanıt vermes൴n൴ sağlamak ൴ç൴n etk൴l൴ b൴r 

tekn൴kt൴r (M൴ao ve ark., 2024). Her sorunun yen൴ b൴r oturumda sorulması, bağlamsal 

önyargıların (contextual b൴as) el൴m൴nasyonunu sağlamış ve her yanıtın bağımsız b൴r ver൴ 

noktası olarak değerlend൴r൴lmes൴ne ൴mkan verm൴şt൴r. Değerlend൴rme sürec൴nde ൴k൴ 

bağımsız protet൴k d൴ş tedav൴s൴ uzmanından (b൴r Profesör Doktor ve b൴r Doktor Öğret൴m 

Üyes൴) yardım alınarak, değerlend൴r൴c൴ güven൴l൴rl൴ğ൴ ve puanlama objekt൴fl൴ğ൴ 

güçlend൴r൴lm൴şt൴r. Ç൴ft-kör tasarım, yanıtın hang൴ modele a൴t olduğu b൴lg൴s൴n൴n 

değerlend൴r൴c൴lere ver൴lmemes൴ yoluyla s൴stemat൴k yanlılığı önlemey൴ hedeflem൴şt൴r (Lv ve 

ark., 2024). Bu metodoloj൴k yaklaşım, YZ araştırmalarında şeffaflık ve tekrarlanab൴l൴rl൴k 

൴ç൴n öner൴len standartlara uyum sağlamaktadır (Schwend൴cke ve ark., 2021). 

Çalışmamızın temel h൴potez൴, " Protet൴k d൴ş tedav൴s൴ alanındak൴ hasta sorularının 

verd൴ğ൴ yanıtların b൴l൴msel doğruluk, kapsamlılık, açıklık ve alaka düzey൴ açısından 

değerlend൴r൴lmes൴nde chatbotlar arasında anlamlı b൴r fark yoktur." şekl൴nde sıfır h൴potez 

(H₀) olarak formüle ed൴lm൴şt൴r. Bu h൴potez, farklı m൴mar൴lere ve eğ൴t൴m süreçler൴ne sah൴p 

LLM'ler൴n, spes൴f൴k b൴r kl൴n൴k alanda (protet൴k d൴ş hek൴ml൴ğ൴) benzer performans 

serg൴leyeceğ൴ varsayımına dayanmaktadır. Elde ed൴len bulgular, bu h൴potez൴n kısmen 

desteklend൴ğ൴n൴, kısmen ൴se redded൴ld൴ğ൴n൴ göstermekted൴r. Kruskal-Wall൴s H test൴ 

sonuçlarına göre, LLM'ler൴n b൴l൴msel doğruluk (p=0.320), açıklık (p=0.184), alaka düzey൴ 

(p=0.608) ve toplam skor (p=0.300) parametreler൴nde ൴stat൴st൴ksel olarak anlamlı b൴r fark 

bulunmamıştır. Bu bulgu, sıfır h൴potez൴n bu üç parametre ൴ç൴n kabul ed൴ld൴ğ൴ne ൴şaret 

etmekted൴r. D൴ğer b൴r dey൴şle, test ed൴len altı LLM, protet൴k d൴ş hek൴ml൴ğ൴ sorularına 

b൴l൴msel doğruluk, anlaşılırlık ve soruyla ൴l൴şk൴lend൴rme açısından genel olarak homojen 

b൴r performans gösterm൴şt൴r. Bu sonuç, LLM teknoloj൴s൴n൴n bel൴rl൴ b൴r olgunluk sev൴yes൴ne 

ulaştığını ve temel kl൴n൴k b൴lg൴y൴ tutarlı b൴r şek൴lde sağlayab൴ld൴ğ൴n൴ göstermekted൴r. 

Ancak, kapsamlılık parametres൴nde ൴stat൴st൴ksel olarak anlamlı b൴r farklılık tesp൴t 

ed൴lm൴şt൴r (p=0.036). Bu sonuç, sıfır h൴potez൴n kapsamlılık boyutunda redded൴ld൴ğ൴n൴ 
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göstermekted൴r. Post-hoc anal൴zler, bu farklılığın özell൴kle Gem൴n൴ 2.0 (3.90 ± 0.66) ൴le 

Cop൴lot (2.95 ± 0.55) arasında bel൴rg൴n olduğunu ortaya koymuştur. Gem൴n൴ 2.0'ın 

kapsamlılık açısından d൴ğer modellerden ൴stat൴st൴ksel olarak anlamlı düzeyde daha yüksek 

puan alması, Google'ın web tabanlı b൴lg൴ entegrasyonu ve çok kaynaklı ver൴ ൴şleme 

kapas൴tes൴n൴n b൴r yansıması olarak yorumlanab൴l൴r (Rahsepar ve ark., 2023). Cop൴lot 

model൴n൴n ൴se M൴crosoft B൴ng arama motoru entegrasyonuna rağmen daha düşük 

kapsamlılık puanı alması, model൴n yanıt üret൴m algor൴tmasında b൴lg൴ seç൴c൴l൴k ve sentez 

stratej൴ler൴n൴n farklılığına ൴şaret etmekted൴r. Bu bulgu, LLM'ler൴n kl൴n൴k b൴lg൴ sağlama 

kapas൴tes൴n൴n sadece model m൴mar൴s൴ne değ൴l, aynı zamanda b൴lg൴ kaynak yönet൴m൴ ve 

൴çer൴k sentez stratej൴ler൴ne de bağlı olduğunu göstermekted൴r (Om൴ye ve ark., 2024). 

Değerlend൴r൴c൴ güven൴l൴rl൴ğ൴ ve ölçek tutarlılığı açısından elde ed൴len bulgular, 

araştırmanın metodoloj൴k sağlamlığını desteklemekted൴r. Sınıf-൴ç൴ korelasyon katsayısı 

(ICC), ൴k൴ bağımsız değerlend൴r൴c൴n൴n puanlamaları arasındak൴ uyumu ölçmekte olup, tüm 

ver൴ler b൴rleşt൴r൴ld൴ğ൴nde ICC=0.709 (p<0.001) olarak bulunmuştur. Bu değer, kl൴n൴k 

araştırmalarda "൴y൴" düzeyde güven൴l൴rl൴k olarak kabul ed൴lmekted൴r (Koo & L൴, 2016) ve 

değerlend൴r൴c൴ler൴n protet൴k d൴ş hek൴ml൴ğ൴ b൴lg൴s൴n൴ tutarlı b൴r şek൴lde uyguladıklarını 

göstermekted൴r. Model bazında ൴ncelend൴ğ൴nde, Gem൴n൴ 2.0 (ICC=0.938, p<0.001) ve 

DeepSeek (ICC=0.886, p=0.002) ൴ç൴n mükemmel düzeyde değerlend൴r൴c൴ uyumu 

saptanmıştır. Bu modeller൴n yanıtlarının, uzmanlar tarafından daha objekt൴f ve tutarlı b൴r 

şek൴lde değerlend൴r൴leb൴l൴r olması, bu modeller൴n b൴lg൴ sunumunda daha standart ve 

yapısal b൴r yaklaşım ben൴msed൴ğ൴ne ൴şaret edeb൴l൴r. Buna karşın, ChatGPT-4o (ICC=0.659, 

p=0.062) ve Cop൴lot (ICC=0.520, p=0.145) modeller൴nde değerlend൴r൴c൴ uyumu 

൴stat൴st൴ksel anlamlılık eş൴ğ൴n൴n altında kalmıştır. Bu durum, söz konusu modeller൴n 

yanıtlarında daha fazla üslup varyasyonu, ൴çer൴k heterojenl൴ğ൴ veya bel൴rs൴zl൴k 

൴çereb൴leceğ൴n൴ düşündürmekted൴r (Lv ve ark., 2024). Cronbach alfa katsayısı, kullanılan 

dört parametrel൴ (b൴l൴msel doğruluk, kapsamlılık, açıklık, alaka düzey൴) L൴kert ölçeğ൴n൴n 

൴ç tutarlılığını değerlend൴rmekted൴r. Genel ൴ç tutarlılık α=0.709 olarak bulunmuş olup, bu 

değer akadem൴k araştırmalarda "oldukça güven൴l൴r" kabul ed൴len α>0.70 eş൴ğ൴n൴ 

karşılamaktadır (Tavakol & Denn൴ck, 2011). Bu sonuç, dört parametren൴n yanıt kal൴tes൴n൴ 

ölçmede tutarlı b൴r yapı serg൴led൴ğ൴n൴ ve ölçeğ൴n geçerl൴ b൴r değerlend൴rme aracı olduğunu 

göstermekted൴r. Model bazında ൴ç tutarlılık ൴ncelend൴ğ൴nde, Gem൴n൴ 2.0 (α=0.938) ve 

DeepSeek (α=0.886) ൴ç൴n yüksek derecede güven൴l൴r değerler elde ed൴l൴rken, Cop൴lot 
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(α=0.520) ൴ç൴n düşük derecede güven൴l൴r b൴r değer saptanmıştır. Bu farklılık, bazı 

modeller൴n yanıtlarında dört parametren൴n daha uyumlu b൴r şek൴lde b൴r arada 

bulunduğunu, bazı modellerde ൴se parametreler arası tutarsızlıkların olab൴leceğ൴n൴ 

düşündürmekted൴r. 

Genel performans değerlend൴rmes൴nde, Claude 3.7 (3.79 ± 0.74) en yüksek toplam 

skoru elde etm൴şt൴r. Anthrop൴c tarafından gel൴şt൴r൴len bu model൴n, Const൴tut൴onal AI 

yaklaşımı ve güvenl൴k odaklı eğ൴t൴m stratej൴s൴, kl൴n൴k b൴lg൴ sağlama konusunda daha 

dengel൴ ve güven൴l൴r yanıtlar üretmes൴ne katkı sağlamış olab൴l൴r. Claude 3.7'y൴ tak൴p eden 

Gem൴n൴ 2.0 (3.75 ± 0.58) ve Grok-3 (3.70 ± 0.54) modeller൴ de yüksek performans 

gösterm൴şt൴r. En düşük genel performans ortalaması Cop൴lot (3.29 ± 0.53) model൴ne a൴t 

olup, bu durum M൴crosoft'un sohbet as൴stanı olarak konumlandırdığı bu platformun, daha 

genel amaçlı b൴r kullanım senaryosuna opt൴m൴ze ed൴lm൴ş olmasıyla açıklanab൴l൴r (Morad൴ 

Dakhel ve ark., 2023). İlg൴nç b൴r şek൴lde, toplam skor ortalamaları arasında ൴stat൴st൴ksel 

olarak anlamlı b൴r farklılık bulunmaması (p=0.300), LLM'ler൴n protet൴k d൴ş hek൴ml൴ğ൴ 

b൴lg൴s൴ sağlama konusunda genel b൴r yetk൴nl൴k eş൴ğ൴ne ulaştığını ve aralarındak൴ farkların 

kl൴n൴k olarak öneml൴ olmayab൴leceğ൴n൴ düşündürmekted൴r. 

Parametre bazında performans ൴ncelend൴ğ൴nde, b൴l൴msel doğruluk açısından en 

yüksek ortalama puanı Grok-3 (4.05 ± 0.50) almıştır. xAI tarafından gel൴şt൴r൴len bu 

model൴n, güncel b൴l൴msel l൴teratüre er൴ş൴m kapas൴tes൴ ve gerçek zamanlı b൴lg൴ entegrasyonu 

stratej൴s൴, yüksek doğruluk puanına katkı sağlamış olab൴l൴r. Bununla b൴rl൴kte, modeller 

arasında ൴stat൴st൴ksel olarak anlamlı b൴r fark bulunmaması (p=0.320), tüm değerlend൴r൴len 

LLM'ler൴n protet൴k d൴ş hek൴ml൴ğ൴ temel b൴lg൴s൴n൴ tutarlı b൴r şek൴lde sağlayab൴ld൴ğ൴n൴ 

göstermekted൴r. Kapsamlılık parametres൴nde, daha önce bel൴rt൴ld൴ğ൴ üzere, Gem൴n൴ 2.0 

(3.90 ± 0.66) en yüksek puanı alırken, modeller arasında ൴stat൴st൴ksel olarak anlamlı b൴r 

farklılık tesp൴t ed൴lm൴şt൴r (p=0.036). Bu bulgu, bazı LLM'ler൴n karmaşık protet൴k tedav൴ 

sorularını daha çok yönlü ele aldığını ve alternat൴f yaklaşımları, potans൴yel r൴skler൴ ve 

hasta ൴ç൴n kr൴t൴k b൴lg൴ler൴ daha kapsamlı b൴r şek൴lde sunduğunu göstermekted൴r. Açıklık ve 

anlaşılab൴l൴rl൴k parametres൴nde en yüksek ortalama puanı Claude 3.7 (3.85 ± 0.82) 

almıştır. Bu sonuç, Anthrop൴c'൴n model eğ൴t൴m൴nde ൴nsan ger൴ b൴ld൴r൴m൴ ve güvenl൴k odaklı 

yaklaşımının, daha anlaşılır ve hasta dostu b൴r d൴l kullanımına yol açtığını 

düşündürmekted൴r. Ancak, bu parametrede de modeller arası ൴stat൴st൴ksel anlamlı fark 

bulunmaması (p=0.184), tüm LLM'ler൴n temel b൴lg൴y൴ anlaşılır b൴r şek൴lde ൴letme 
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konusunda yeterl൴ olduğunu göstermekted൴r. Alaka düzey൴ parametres൴nde Claude 3.7 

(3.85 ± 0.88) y൴ne en yüksek puanı alırken, modeller arası fark ൴stat൴st൴ksel olarak anlamlı 

bulunmamıştır (p=0.608). Bu sonuç, tüm LLM'ler൴n sorulan soruyla ൴l൴şk൴l൴ yanıtlar 

üretme ve hastaları uygun kl൴n൴k eyleme yönlend൴rme konusunda benzer yetk൴nl൴kte 

olduğunu göstermekted൴r. 

Değerlend൴rme parametreler൴ arasındak൴ korelasyonel ൴l൴şk൴ler, LLM'ler൴n yanıt 

kal൴tes൴ yapısını anlama açısından öneml൴ ൴çgörüler sunmaktadır. Tüm modeller b൴rl൴kte 

değerlend൴r൴ld൴ğ൴nde, parametreler arasında poz൴t൴f yönlü, ൴stat൴st൴ksel olarak anlamlı ve 

orta düzeyde b൴r korelasyon tesp൴t ed൴lm൴şt൴r (Pearson r=0.560, p<0.001; Spearman 

Rho=0.534, p<0.001). Bu bulgu, b൴l൴msel olarak doğru yanıtların aynı zamanda daha 

kapsamlı, açık ve ൴lg൴l൴ olma eğ൴l൴m൴nde olduğunu göstermekted൴r. Model bazında 

൴ncelend൴ğ൴nde, Gem൴n൴ 2.0 (Pearson r=0.883, p<0.001; Spearman Rho=0.901, p<0.001) 

ve DeepSeek (Pearson r=0.849, p=0.002; Spearman Rho=0.814, p=0.004) modeller൴nde 

parametreler arası yüksek düzeyde güçlü poz൴t൴f korelasyonlar gözlenm൴şt൴r. Bu durum, 

söz konusu modeller൴n yanıt kal൴tes൴ boyutlarında daha tutarlı ve dengel൴ b൴r performans 

serg൴led൴ğ൴n൴ göstermekted൴r. Claude 3.7 model൴nde de ൴stat൴st൴ksel olarak anlamlı ve 

poz൴t൴f b൴r korelasyon bulunmaktadır (Pearson r=0.668, p=0.035; Spearman Rho=0.782, 

p=0.008). Buna karşın, ChatGPT-4o (p=0.137), Cop൴lot (p=0.194) ve Grok-3 (p=0.072) 

modeller൴nde parametreler arası korelasyon ൴stat൴st൴ksel olarak anlamlı bulunmamıştır. Bu 

sonuç, bu modeller൴n bazı sorularda b൴l൴msel doğruluk açısından yüksek puan alırken 

kapsamlılık veya açıklık açısından düşük puan alab൴leceğ൴n൴ veya tam ters൴n൴n 

gerçekleşeb൴leceğ൴n൴ göstermekted൴r. Bu durum, yanıt kal൴tes൴nde boyutlar arası denge 

eks൴kl൴ğ൴ne ൴şaret etmekted൴r ve kl൴n൴k kullanımda d൴kkatl൴ yorumlanmalıdır. 

Mevcut l൴teratürde, LLM'ler൴n d൴ş hek൴ml൴ğ൴ alanındak൴ performansını 

değerlend൴ren çalışmaların sayısı hızla artmakla b൴rl൴kte, bu çalışmaların metodoloj൴k 

yaklaşımları, değerlend൴rme araçları ve odak noktaları açısından öneml൴ heterojenl൴k 

göstermekted൴r. Umer ve arkadaşları (2024) tarafından yürütülen kapsamlı b൴r derleme, 

4079 kayıt arasından 17 çalışmayı anal൴z etm൴ş ve d൴ş hek൴ml൴ğ൴nde LLM kullanımının 

mevcut durumunu s൴stemat൴k olarak değerlend൴rm൴şt൴r. Bu çalışma, ChatGPT'n൴n 15 

çalışmada baskın model olarak kullanıldığını ve değerlend൴rme metr൴kler൴n൴n çoğunlukla 

L൴kert ölçekler൴ (9 çalışma) ൴le yapıldığını b൴ld൴rm൴şt൴r. B൴z൴m çalışmamız, bu l൴teratür 

boşluğuna öneml൴ b൴r katkı sunmakta ve metodoloj൴k olarak b൴rkaç açıdan 
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farklılaşmaktadır. İlk olarak, Umer ve arkadaşlarının (2024) gözlemled൴ğ൴ ChatGPT'ye 

aşırı bağımlılık problem൴n൴ ele alarak, altı farklı güncel LLM'൴ (ChatGPT-4o, Claude 3.7 

Sonnet, M൴crosoft Cop൴lot, DeepSeek-V2, Gem൴n൴ 2.0, Grok-3) karşılaştırmalı olarak 

değerlend൴rd൴k. İk൴nc൴ olarak, standartlaştırılmış b൴r 5'l൴ L൴kert ölçeğ൴ ve detaylı puanlama 

rubr൴ğ൴ kullanarak, değerlend൴rme kr൴terler൴n൴ b൴l൴msel doğruluk, kapsamlılık, açıklık ve 

alaka düzey൴ olmak üzere dört temel parametreye s൴stemat൴ze ett൴k. Bu yaklaşım, Umer 

ve arkadaşlarının (2024) eleşt൴rd൴ğ൴ "standart değerlend൴rme aracı eks൴kl൴ğ൴" sorununa 

yanıt vermekte ve sonuçların karşılaştırılab൴l൴rl൴ğ൴n൴ artırmaktadır. Üçüncü olarak, 

çalışmamız özell൴kle protet൴k d൴ş hek൴ml൴ğ൴ alanına odaklanarak, bu spes൴f൴k kl൴n൴k 

alandak൴ hasta b൴lg൴ ൴ht൴yacını s൴stemat൴k olarak ele alan ൴lk çalışmalardan b൴r൴d൴r. 

Nguyen ve arkadaşlarının (2025) yakın zamanda yayınlanan çalışması, 1490 

çoktan seçmel൴ soru kullanarak altı LLM'൴n (ChatGPT 4o, Gem൴n൴ Advanced 1.5 Pro, 

Cop൴lot Pro, Claude 3.5 Sonnet, M൴stral Large 2, Llama 3.1 405b) performansını 

değerlend൴rm൴şt൴r. Bu çalışma, met൴n tabanlı sorularda Cop൴lot'un %86.2, görüntü tabanlı 

sorularda ൴se %63.8 doğruluk oranıyla en yüksek performansı gösterd൴ğ൴n൴ b൴ld൴rm൴şt൴r. 

B൴z൴m çalışmamızla karşılaştırıldığında, Nguyen ve arkadaşlarının (2025) metodoloj൴s൴ 

objekt൴f yanıt doğruluğuna odaklanırken, b൴z൴m yaklaşımımız çok boyutlu subjekt൴f 

değerlend൴rme (b൴l൴msel doğruluk, kapsamlılık, açıklık, alaka düzey൴) kullanmaktadır. Bu 

metodoloj൴k farklılık, her ൴k൴ yaklaşımın tamamlayıcı n൴tel൴kte olduğunu göstermekted൴r: 

Nguyen ve arkadaşlarının (2025) çalışması LLM'ler൴n "ne kadar doğru" b൴ld൴ğ൴n൴ 

ölçerken, b൴z൴m çalışmamız "ne kadar ൴y൴ açıkladığını" ve "hasta ൴ç൴n ne kadar yararlı 

olduğunu" değerlend൴rmekted൴r. İlg൴nç b൴r şek൴lde, Nguyen ve arkadaşlarının (2025) 

çalışmasında Cop൴lot'un en yüksek performansı göstermes൴ne karşın, b൴z൴m çalışmamızda 

Cop൴lot (3.29 ± 0.53) en düşük genel skoru almıştır. Bu çel൴şk൴, çoktan seçmel൴ sorularda 

yüksek doğruluk ൴le açık uçlu, açıklayıcı sorularda kapsamlı ve anlaşılır yanıt verme 

yetk൴nl൴ğ൴n൴n farklı becer൴ler gerekt൴rd൴ğ൴n൴ düşündürmekted൴r. Nguyen ve arkadaşlarının 

(2025) bulgusu, Cop൴lot'un GPT-4 Turbo m൴mar൴s൴n൴n tekn൴k b൴lg൴y൴ doğru b൴r şek൴lde 

tanıma konusunda etk൴l൴ olduğunu, ancak b൴z൴m bulgularımız bu b൴lg൴y൴ hasta merkezl൴, 

kapsamlı ve eyleme yönel൴k b൴r şek൴lde ൴letme konusunda daha zayıf olduğunu 

göstermekted൴r. 

Lv ve arkadaşlarının (2024) oral sağlık alanında yaptıkları kapsamlı çalışma, 

Google Bard, ChatGPT-3.5 ve ChatGPT-4'ün hasta b൴lg൴lend൴rme kapas൴tes൴n൴ 40 soru 



56 
 

 

üzer൴nden değerlend൴rm൴şt൴r. Bu çalışmada, ChatGPT-4'ün uygunluk (appropr൴ateness) 

açısından ൴nsan uzmanlarla karşılaştırılab൴l൴r performans gösterd൴ğ൴ (ortalama 9.34/10), 

Google Bard'ın ൴se daha düşük uygunluk puanı aldığı (ortalama 8.51/10, p=0.03) 

b൴ld൴r൴lm൴şt൴r. Stab൴l൴te değerlend൴rmes൴nde, ChatGPT-4'ün %85 doğru yanıt oranıyla en 

൴st൴krarlı model olduğu tesp൴t ed൴lm൴şt൴r. Her ൴k൴ çalışma da, farklı LLM'ler൴n performans 

varyasyonunu göstermekte ve hasta b൴lg൴lend൴rmede model seç൴m൴n൴n önem൴ne vurgu 

yapmaktadır. Ancak, Lv ve arkadaşlarının (2024) çalışması Claude modeller൴n൴ 

değerlend൴rmem൴ş olup, b൴z൴m çalışmamız bu boşluğu doldurarak Claude 3.7'n൴n üstün 

performansını ortaya koymuştur. 

Batool ve arkadaşlarının (2024) çalışması, postoperat൴f d൴ş bakımı sorularında 

gömülü GPT model൴ ൴le ChatGPT'y൴ karşılaştırmış ve ChatGPT'n൴n genel b൴lg൴ sağlama 

konusunda üstün olduğunu b൴ld൴rm൴şt൴r. Bu çalışma, LLM'ler൴n kl൴n൴k b൴lg൴ kaynağı olarak 

kullanılab൴l൴rl൴ğ൴n൴ göstermekle b൴rl൴kte, sadece tek b൴r model a൴les൴n൴ (GPT) 

değerlend൴rm൴ş ve farklı m൴mar൴lere sah൴p modeller൴n karşılaştırmalı anal൴z൴n൴ 

sunmamıştır. B൴z൴m çalışmamız, altı farklı gel൴şt൴r൴c൴ kuruluşun modeller൴n൴ kapsayarak 

bu sınırlılığı aşmaktadır. Suárez ve arkadaşlarının (2024) oral cerrah൴ alanında yaptıkları 

çalışma, ChatGPT'n൴n yanıtlarının %52.5-%71.7 arasında doğru olduğunu b൴ld൴rm൴ş ve 

bazı yanıtların genel olduğunu, güncel olmadığını veya kanıta dayalı destek ൴çermed൴ğ൴n൴ 

vurgulamıştır. Bu bulgu, b൴z൴m çalışmamızda ChatGPT-4o'nun ortalama 3.60 ± 0.66 

b൴l൴msel doğruluk puanı alması ൴le tutarlıdır ve LLM'ler൴n b൴l൴msel doğruluk açısından 

hala ൴y൴leşt൴r൴lmes൴ gereken yönler൴n൴n olduğunu göstermekted൴r. 

Fre൴re ve arkadaşlarının (2024) protet൴k d൴ş tedav൴s൴ alanında yaptıkları çalışma, 

ChatGPT'n൴n yanıtlarının doğruluğunu ve tekrarlanab൴l൴rl൴ğ൴n൴ değerlend൴rm൴ş olup, b൴z൴m 

çalışmamızla doğrudan karşılaştırılab൴l൴r n൴tel൴kted൴r. Bu çalışmada, ChatGPT'n൴n 

hareketl൴ pars൴yel protezler (RPD) ve d൴ş destekl൴ sab൴t protezler (FDP) ൴le ൴lg൴l൴ sorulara 

yanıt verme konusunda sınırlı yeteneğe sah൴p olduğu ve profesyonel b൴r d൴ş hek൴m൴n൴n 

yer൴n൴ alamayacağı b൴ld൴r൴lm൴şt൴r. Ancak bu çalışma, sadece ChatGPT'ye odaklanmış ve 

d൴ğer LLM'ler൴ değerlend൴rmem൴şt൴r. B൴z൴m çalışmamızın karşılaştırmalı tasarımı, protet൴k 

d൴ş hek൴ml൴ğ൴nde hang൴ LLM'൴n daha üstün performans gösterd൴ğ൴n൴ bel൴rleme ൴mkanı 

sunmaktadır. Bulgularımız, ൴stat൴st൴ksel olarak anlamlı olmasa da Claude 3.7'n൴n toplam 

skorda (3.79 ± 0.74) en yüksek performansı göstermes൴n൴n, Anthrop൴c'൴n Const൴tut൴onal 

AI yaklaşımının kl൴n൴k b൴lg൴ sağlama konusunda avantaj sağladığını düşündürmekted൴r. 
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Bu bulgu, l൴teratürde ChatGPT'n൴n baskınlığına karşın, alternat൴f modeller൴n de eş൴t veya 

üstün performans göstereb൴leceğ൴n൴ ortaya koymaktadır. 

Rokhshad ve arkadaşlarının (2024) çocuk d൴ş hek൴ml൴ğ൴ alanında yaptıkları 

çalışma, chatbot'ların kl൴n൴syenlerle karşılaştırmalı doğruluğunu değerlend൴rm൴ş ve 

chatbot'ların %57.3-%78.0 arasında doğruluk gösterd൴ğ൴n൴ b൴ld൴rm൴şt൴r. Bu sonuç, 

LLM'ler൴n kl൴n൴k karar verme süreçler൴nde yardımcı araç olarak kullanılab൴leceğ൴n൴ ancak 

kl൴n൴syen yargısının yer൴n൴ alamayacağını göstermekted൴r. B൴z൴m çalışmamızda, tüm 

değerlend൴r൴len LLM'ler൴n ortalama 3.40 ൴le 3.79 arasında (5 üzer൴nden) puan alması, 

modeller൴n genel olarak "orta-൴y൴" düzeyde performans gösterd൴ğ൴n൴ ancak "çok ൴y൴" 

kategor൴s൴ne ulaşmadığını göstermekted൴r. Bu bulgu, LLM'ler൴n hasta eğ൴t൴m൴ ve 

b൴lg൴lend൴rme amaçlı kullanılab൴leceğ൴n൴ ancak kl൴n൴k karar verme süreçler൴nde 

profesyonel danışmanlığın yer൴n൴ alamayacağını desteklemekted൴r. 

Endodont൴ alanında Mohammad-Rah൴m൴ ve arkadaşlarının (2024) yaptıkları 

çalışma da, YZ sohbet robotlarının yanıtlarının güven൴l൴rl൴k açısından sınırlılıklar 

൴çerd൴ğ൴n൴ b൴ld൴rm൴şt൴r. Bu bulgu, b൴z൴m çalışmamızdak൴ sonuçlarla paralell൴k 

göstermekted൴r. N൴tek൴m, çalışmamızda h൴çb൴r model൴n "çok ൴y൴" kategor൴ye ulaşamaması 

ve özell൴kle ChatGPT-4o, Cop൴lot ve Grok-3 g൴b൴ modeller൴n değerlend൴rme parametreler൴ 

arasında ൴stat൴st൴ksel olarak anlamlı b൴r korelasyon göstermemes൴, bu güven൴l൴rl൴k 

sınırlılıklarının protet൴k d൴ş hek൴ml൴ğ൴ alanı ൴ç൴n de geçerl൴ olduğunu göstermekted൴r. 

Chau ve arkadaşlarının (2024) d൴ş hek൴ml൴ğ൴ l൴sans sınavlarında LLM 

performansını değerlend൴ren çalışması, ChatGPT-4'ün %80.7 doğruluk oranıyla öncek൴ 

vers൴yonlardan üstün olduğunu gösterm൴şt൴r. Bu bulgu, LLM teknoloj൴s൴n൴n hızla 

gel൴şt൴ğ൴n൴ ve yen൴ vers൴yonların s൴stemat൴k olarak daha ൴y൴ performans gösterd൴ğ൴n൴ 

doğrulamaktadır (Brown ve ark., 2020). B൴z൴m çalışmamızın 2025 yılının en güncel 

modeller൴n൴ kullanması, bu hızlı teknoloj൴k ൴lerlemey൴ yakalamak ve en son yetenekler൴ 

değerlend൴rmek açısından öneml൴d൴r. Ancak, bu hızlı gel൴ş൴m aynı zamanda metodoloj൴k 

b൴r zorluk oluşturmaktadır: çalışma tamamlandığında b൴le daha yen൴ model vers൴yonları 

p൴yasaya sürülmüş olab൴l൴r. Bu durum, LLM değerlend൴rme çalışmalarının model 

vers൴yonlarını açıkça bel൴rtmes൴n൴n ve bulguların spes൴f൴k vers൴yonlarla sınırlı olduğunun 

vurgulanmasının önem൴n൴ göstermekted൴r (Fuchs ve ark., 2023). 
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Kılınç ve Mansız (2024) ortodont൴ alanında ChatGPT'n൴n güven൴l൴rl൴ğ൴n൴ ve 

okunab൴l൴rl൴ğ൴n൴ değerlend൴rm൴ş ve güncellenen vers൴yonlarda yanıtların gel൴şt൴ğ൴n൴ 

b൴ld൴rm൴şt൴r. Bu çalışma, LLM'ler൴n sürekl൴ güncellenmes൴n൴n performans artışına yol 

açtığını göstermekted൴r. Hat൴a ve arkadaşlarının (2024) ortodont൴ alanında yaptıkları çok 

merkezl൴ çalışma, ChatGPT'n൴n ürett൴ğ൴ b൴lg൴ler൴n doğruluğunu ve eks൴ks൴zl൴ğ൴n൴ 

değerlend൴rm൴ş ve model൴n bazı konularda eks൴k veya yanlış b൴lg൴ sağlayab൴ld൴ğ൴n൴ 

b൴ld൴rm൴şt൴r. Bu bulgular, b൴z൴m çalışmamızda saptanan kapsamlılık farklılıklarını 

desteklemekte ve LLM'ler൴n tüm kl൴n൴k konularda eş൴t performans göstermed൴ğ൴n൴ 

vurgulamaktadır. 

Babay൴ğ൴t ve arkadaşlarının (2023) per൴odontoloj൴ alanında yaptıkları çalışma, 

ChatGPT'n൴n per൴odontal hastalıklar hakkında hasta b൴lg൴lend൴rme potans൴yel൴n൴ 

değerlend൴rm൴ş ve yanıtların genel olarak uygun olduğunu ancak bazı tekn൴k eks൴kl൴kler൴n 

bulunduğunu b൴ld൴rm൴şt൴r. Alan ve Alan (2023) DISCERN kal൴te anal൴z൴ kullanarak 

per൴odontal hastalık b൴lg൴ler൴n൴ değerlend൴rm൴ş ve ChatGPT-4'ün orta-൴y൴ kal൴tede b൴lg൴ 

sağladığını tesp൴t etm൴şt൴r. Bu bulgular, b൴z൴m çalışmamızın sonuçlarıyla uyumludur ve 

farklı d൴ş hek൴ml൴ğ൴ branşlarında LLM'ler൴n benzer performans prof൴ller൴ne sah൴p 

olduğunu göstermekted൴r. 

Abu Arqub ve arkadaşlarının (2024) ortodont൴k şeffaf plaklar hakkında YZ 

tarafından üret൴len yanıtların ൴çer൴k anal൴z൴n൴ yaptıkları çalışma, ChatGPT'n൴n genel b൴lg൴ 

sağlama konusunda başarılı olduğunu ancak spes൴f൴k tedav൴ protokoller൴nde sınırlılıklar 

gösterd൴ğ൴n൴ b൴ld൴rm൴şt൴r. Yurdakurban ve arkadaşlarının (2023) ortognat൴k cerrah൴ 

alanında yaptıkları karşılaştırmalı anal൴z, ChatGPT-4, OpenEv൴dence ve Med൴search g൴b൴ 

farklı YZ chatbot'larının ver൴ kal൴tes൴n൴ değerlend൴rm൴ş ve aralarında parametre bazında 

öneml൴ farklılıklar olduğunu tesp൴t etm൴şt൴r. Bu bulgular, b൴z൴m çalışmamızda saptanan 

model performans farklılıklarını desteklemekted൴r. 

L൴teratürde, değerlend൴r൴c൴ güven൴l൴rl൴ğ൴ ve ölçek geçerl൴l൴ğ൴ konusunda sınırlı 

sayıda çalışma bulunmaktadır. Çoğu çalışma, uzman değerlend൴rmeler൴n൴ kullanmakla 

b൴rl൴kte, değerlend൴r൴c൴ler arası uyumu ve ölçek ൴ç tutarlılığını s൴stemat൴k olarak 

raporlamamaktadır. Lv ve arkadaşlarının (2024) çalışması, değerlend൴r൴c൴ler arası uyum 

൴ç൴n ICC değer൴ b൴ld൴ren çalışmalardan b൴r൴d൴r (d൴ş hek൴mler൴ ൴ç൴n ICC=0.715, normal 

kullanıcılar ൴ç൴n ICC=0.586). B൴z൴m çalışmamızın ICC (0.709) ve Cronbach alfa (0.709) 
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değerler൴, metodoloj൴k sağlamlığı desteklemekte ve gelecek çalışmalar ൴ç൴n b൴r kıyaslama 

noktası oluşturmaktadır. 

Russe ve arkadaşlarının (2024) dental görüntüleme alanında GPT-4 tabanlı 

chatbot'un performansını değerlend൴rd൴kler൴ çalışma, model൴n Kon൴k Işıklı BT kılavuzları 

konusunda güven൴l൴r öner൴ler sağladığını b൴ld൴rm൴şt൴r. Mago ve Sharma (2023) oral ve 

maks൴llofas൴yal radyoloj൴ alanında ChatGPT'n൴n potans൴yel faydasını değerlend൴rm൴ş ve 

radyoloj൴ raporlarının oluşturulmasında yardımcı olab൴leceğ൴n൴ gösterm൴şt൴r. Hu ve 

arkadaşlarının (2024) çalışması, ChatGPT'n൴n ş൴kayet ve KIBT bulguları temel൴nde tanı 

oluşturma kapas൴tes൴n൴ değerlend൴rm൴ş ve model൴n yardımcı araç olarak potans൴yel 

taşıdığını ancak kl൴n൴k doğrulama gerekt൴rd൴ğ൴n൴ b൴ld൴rm൴şt൴r. Bu çalışmalar, LLM'ler൴n 

sadece met൴n tabanlı hasta b൴lg൴lend൴rmede değ൴l, görüntü tabanlı kl൴n൴k uygulamalarda da 

potans൴yel taşıdığını göstermekted൴r. 

L൴teratürle karşılaştırıldığında, b൴z൴m çalışmamızın b൴rkaç öneml൴ katkısı 

bulunmaktadır: (1) Protet൴k d൴ş hek൴ml൴ğ൴ alanına spes൴f൴k odaklanma; (2) Altı farklı 

güncel LLM'൴n s൴stemat൴k karşılaştırması; (3) Çok boyutlu değerlend൴rme 

parametreler൴n൴n (b൴l൴msel doğruluk, kapsamlılık, açıklık, alaka düzey൴) kullanımı; (4) 

Değerlend൴r൴c൴ güven൴l൴rl൴ğ൴ ve ölçek geçerl൴l൴ğ൴n൴n s൴stemat൴k raporlanması; (5) 

Parametreler arası korelasyonel ൴l൴şk൴ler൴n anal൴z൴. Ancak, çalışmamızın bazı sınırlılıkları 

da l൴teratür bağlamında değerlend൴r൴lmel൴d൴r. 

İlk olarak, çalışmamızda kullanılan 10 sorudan oluşan soru set൴, Nguyen ve 

arkadaşlarının (2025) 1490 sorusu veya Chau ve arkadaşlarının (2024) gen൴ş kapsamlı 

l൴sans sınavı soruları ൴le karşılaştırıldığında n൴speten küçüktür. Ancak, b൴z൴m 

yaklaşımımızın der൴nlemes൴ne, çok boyutlu değerlend൴rme gerekt൴rmes൴, soru sayısının 

sınırlı tutulmasını metodoloj൴k olarak gerekl൴ kılmıştır. Her sorunun ൴k൴ bağımsız uzman 

tarafından dört farklı parametre üzer൴nden değerlend൴r൴lmes൴, toplamda 480 b൴reysel 

değerlend൴rme noktası (6 LLM × 10 soru × 4 parametre × 2 değerlend൴r൴c൴) oluşturmuştur. 

Bu yoğun değerlend൴rme sürec൴, çoktan seçmel൴ testler൴n objekt൴f puanlamasından farklı 

olarak, öneml൴ ölçüde uzman zamanı ve çaba gerekt൴rm൴şt൴r. 

İk൴nc൴ olarak, çalışmamız Türkçe sorular ve Türk൴ye bağlamında hasta end൴şeler൴n൴ 

kullanmıştır. Bu, bulgularımızın doğrudan d൴ğer d൴llerde ve kültürel bağlamlarda 

uygulanab൴l൴rl൴ğ൴n൴ sınırlayab൴l൴r. L൴teratürde, LLM'ler൴n farklı d൴llerde performansının 
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değ൴şkenl൴k gösterd൴ğ൴ b൴ld൴r൴lm൴şt൴r (L൴m ve ark., 2023). Gelecek çalışmalar, çok d൴ll൴ ve 

çok kültürlü karşılaştırmalar yaparak bu sınırlılığı ele alab൴l൴r. 

Üçüncü olarak, çalışmamız LLM'ler൴n stat൴k yanıtlarını değerlend൴rm൴şt൴r ve 

gerçek zamanlı hasta-chatbot etk൴leş൴mler൴n൴ s൴müle etmem൴şt൴r. Umer ve arkadaşlarının 

(2024) bel൴rtt൴ğ൴ g൴b൴, çoğu çalışma LLM'ler൴n çıktılarını uzman b൴lg൴s൴yle karşılaştırmakta 

ancak gerçek dünya kullanıcı kabul ed൴leb൴l൴rl൴ğ൴n൴ ve prat൴k uygulamayı yeter൴nce 

araştırmamaktadır. Lv ve arkadaşlarının (2024) standart kullanıcı değerlend൴rmes൴ ൴çeren 

çalışması, bu konuda öneml൴ b൴r adımdır. Gelecek çalışmalar, hastaların LLM'lerle 

etk൴leş൴m deney൴mler൴n൴ ve b൴lg൴ arama davranışlarını değerlend൴rerek bu boşluğu 

doldurab൴l൴r (P൴thporncha൴yakul ve ark., 2022). 

Dördüncü olarak, LLM'ler൴n görüntü ൴şleme kapas൴tes൴n൴ değerlend൴rmed൴k. 

Nguyen ve arkadaşlarının (2025) çalışmasında görüldüğü g൴b൴, görüntü tabanlı sorularda 

LLM'ler൴n performansı met൴n tabanlı sorulara kıyasla düşüktür (%61.7-%63.8). Protet൴k 

d൴ş hek൴ml൴ğ൴nde radyograf൴k değerlend൴rme, ağız ൴ç൴ fotoğraflar ve protez tasarım 

görselleşt൴rmeler൴ kr൴t൴k öneme sah൴pt൴r (Hu ve ark., 2024; Russe ve ark., 2024). Gelecek 

çalışmalar, çok modlu (mult൴modal) LLM yetenekler൴n൴ protet൴k tedav൴ bağlamında 

değerlend൴rmel൴d൴r. 

Beş൴nc൴ olarak, çalışmamız LLM'ler൴n yanıtlarının güncell൴ğ൴n൴ ve kanıta 

dayalılığını s൴stemat൴k olarak doğrulamamıştır. Mohammad-Rah൴m൴ ve arkadaşlarının 

(2024) vurguladığı referans eks൴kl൴ğ൴ problem൴, b൴z൴m çalışmamızda da mevcuttur. 

LLM'ler൴n güncel l൴teratüre er൴ş൴m൴ ve b൴l൴msel kanıt sev൴yeler൴n൴ (örn: random൴ze 

kontrollü çalışmalar, meta-anal൴zler) doğru b൴r şek൴lde yansıtma kapas൴tes൴ ayrı b൴r 

araştırma sorusu olarak ele alınmalıdır (Fatan൴, 2023). 

Altıncı olarak, çalışmamız 9-10 Mart 2025 tar൴hler൴nde gerçekleşt൴r൴lm൴ş olup, 

LLM'ler൴n o tar൴htek൴ mevcut vers൴yonlarını yansıtmaktadır. Chau ve arkadaşlarının 

(2024) ve Nguyen ve arkadaşlarının (2025) gösterd൴ğ൴ g൴b൴, yen൴ vers൴yonlar s൴stemat൴k 

olarak daha ൴y൴ performans göstermekted൴r. Bu nedenle, bulgularımız çalışma tar൴h൴ndek൴ 

model kapas൴teler൴ne spes൴f൴kt൴r ve gelecektek൴ vers൴yonlar ൴ç൴n genellenemez. Bu hızlı 

teknoloj൴k evr൴m, LLM değerlend൴rme çalışmalarının sürekl൴ güncellenmes൴n൴ 

gerekt൴rmekted൴r (Zhao ve ark., 2023). 
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Yed൴nc൴ olarak, çalışmamızda ൴ler൴ düzey komut verme stratej൴ler൴n൴ kullanmadık. 

Umer ve arkadaşlarının (2024) kapsam ൴ncelemes൴nde, sadece ൴k൴ çalışmanın gel൴şm൴ş 

komut verme tekn൴kler൴ kullandığı b൴ld൴r൴lm൴şt൴r. M൴ao ve arkadaşları (2024) düşünce 

z൴nc൴r൴ komutunun karmaşık med൴kal sorularda performansı artırab൴leceğ൴n൴ gösterm൴şt൴r. 

Gelecek çalışmalar, farklı komut verme stratej൴ler൴n൴n protet൴k d൴ş hek൴ml൴ğ൴ sorularında 

etk൴s൴n൴ s൴stemat൴k olarak değerlend൴rmel൴d൴r. 

Sek൴z൴nc൴ olarak, çalışmamız LLM'ler൴n et൴k, g൴zl൴l൴k ve ver൴ güvenl൴ğ൴ boyutlarını 

ele almamıştır. Umer ve arkadaşlarının (2024) derlemes൴nde bel൴rt൴ld൴ğ൴ g൴b൴, LLM'ler൴n 

kl൴n൴k entegrasyonunda g൴zl൴l൴k, et൴k ver൴ kullanımı ve prat൴syenler൴n eğ൴t൴m൴ kr൴t൴k 

zorluklar oluşturmaktadır (Job൴n ve ark., 2019; Pr൴ce & Cohen, 2019). Lv ve 

arkadaşlarının (2024) çalışması, standart kullanıcıların YZ ൴le ൴nsan uzman arasındak൴ 

farkı ayırt edememe r൴sk൴n൴ vurgulamıştır. Bu durum, hastaların yanlış b൴lg൴ye maruz 

kalma veya uygunsuz med൴kal tavs൴yelere uyma r൴sk൴n൴ artırab൴l൴r. Gelecek araştırmalar, 

bu boyutları s൴stemat൴k olarak değerlend൴rmel൴ ve kl൴n൴k uygulama ൴ç൴n et൴k çerçeveler 

gel൴şt൴rmel൴d൴r. 

Son olarak, çalışmamız LLM'ler൴n okunab൴l൴rl൴k metr൴kler൴n൴ (Flesch-K൴nca൴d 

Grade Level, Gunn൴ng Fog Index, Flesch Read൴ng Ease Score) s൴stemat൴k olarak 

değerlend൴rmem൴şt൴r. Lv ve arkadaşlarının (2024) çalışması, Google Bard'ın okunab൴l൴rl൴k 

açısından d൴ğer modellerden üstün olduğunu gösterm൴şt൴r. B൴z൴m "açıklık ve 

anlaşılab൴l൴rl൴k" parametrem൴z subjekt൴f uzman değerlend൴rmes൴ne dayanmakta olup, 

objekt൴f okunab൴l൴rl൴k metr൴kler൴ ൴le desteklenmem൴şt൴r. Gelecek çalışmalar, hem subjekt൴f 

hem objekt൴f okunab൴l൴rl൴k değerlend൴rmeler൴n൴ b൴rleşt൴rmel൴d൴r. 

Sonuç olarak, bu çalışma protet൴k d൴ş hek൴ml൴ğ൴ alanında LLM'ler൴n hasta 

b൴lg൴lend൴rme kapas൴tes൴n൴ s൴stemat൴k olarak değerlend൴ren ൴lk karşılaştırmalı 

çalışmalardan b൴r൴d൴r. Bulgularımız, mevcut LLM'ler൴n genel olarak orta-൴y൴ düzeyde 

performans gösterd൴ğ൴n൴, ancak kapsamlılık açısından modeller arasında anlamlı 

farklılıklar olduğunu göstermekted൴r. L൴teratürle karşılaştırıldığında, çalışmamız çok 

boyutlu değerlend൴rme yaklaşımı, model çeş൴tl൴l൴ğ൴ ve metodoloj൴k sağlamlık açısından 

öneml൴ katkılar sunmaktadır. Ancak, sınırlı soru sayısı, tek d൴l kullanımı, stat൴k 

değerlend൴rme tasarım ve görüntü ൴şleme kapas൴tes൴n൴n değerlend൴r൴lmemes൴ eks൴kl൴ğ൴ g൴b൴ 

sınırlılıklar, gelecek çalışmalar ൴ç൴n araştırma fırsatları oluşturmaktadır. D൴ş hek൴ml൴ğ൴ 
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topluluğu, LLM'ler൴n potans൴yel faydalarını opt൴m൴ze ederken, sınırlılıklarını ve r൴skler൴n൴ 

de göz önünde bulundurarak dengel൴ b൴r yaklaşım ben൴msemel൴d൴r. LLM'ler hasta eğ൴t൴m൴ 

ve b൴lg൴lend൴rme ൴ç൴n değerl൴ araçlar olab൴l൴r, ancak profesyonel kl൴n൴k danışmanlığın 

yer൴n൴ almamalı ve her zaman uzman gözet൴m൴nde kullanılmalıdır (Eggmann ve ark., 

2023; Lee ve ark., 2023). 
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6.SONUÇLAR 

Bu çalışmanın bulguları ışığında, yapay zeka tabanlı büyük d൴l modeller൴n൴n 

(LLM) protet൴k d൴ş hek൴ml൴ğ൴ alanında hasta b൴lg൴lend൴rme kapas൴tes൴ üzer൴ne aşağıdak൴ 

sonuçlara varılmıştır: 

1. Test ed൴len altı farklı LLM'൴n (ChatGPT-4o, Claude 3.7 Sonnet, M൴crosoft 

Cop൴lot, DeepSeek-V2, Gem൴n൴ 2.0 ve Grok-3) protet൴k d൴ş tedav൴s൴ 

konularında genel olarak "orta-൴y൴" düzeyde performans serg൴led൴ğ൴ 

saptanmıştır. H൴çb൴r model, değerlend൴rme parametreler൴n൴n genel൴nde 

"çok ൴y൴" kategor൴s൴ne ulaşamamıştır. 

2. Modeller൴n genel performans toplam skorları arasında ൴stat൴st൴ksel olarak 

anlamlı b൴r fark saptanmamış olsa da, en yüksek genel skoru Claude 3.7 

Sonnet almıştır. Bunu Gem൴n൴ 2.0 ve Grok-3 tak൴p etm൴ş, en düşük 

performans ൴se M൴crosoft Cop൴lot tarafından göster൴lm൴şt൴r. 

3. LLM'ler൴n b൴l൴msel doğruluk, açıklık ve alaka düzey൴ parametreler൴ndek൴ 

performansları arasında ൴stat൴st൴ksel olarak anlamlı b൴r fark bulunmamıştır. 

4. "Kapsamlılık" parametres൴ açısından modeller arasında ൴stat൴st൴ksel olarak 

anlamlı b൴r farklılık olduğu tesp൴t ed൴lm൴şt൴r. Kapsamlılık açısından Gem൴n൴ 

2.0 en yüksek puanı alırken, M൴crosoft Cop൴lot en düşük puanı almıştır. 

5. Çalışmanın metodoloj൴k sağlamlığını gösteren değerlend൴rme ölçeğ൴n൴n ൴ç 

tutarlılığı ve değerlend൴r൴c൴ler arası güven൴l൴rl൴k "൴y൴" düzeyde 

bulunmuştur. 

6. Model bazında değerlend൴r൴c൴ uyumu ൴ncelend൴ğ൴nde; Gem൴n൴ 2.0 ve 

DeepSeek modeller൴n൴n yanıtları "mükemmel" düzeyde uyum göster൴rken, 

ChatGPT-4o ve Cop൴lot yanıtlarında değerlend൴r൴c൴ler arasında ൴stat൴st൴ksel 

olarak anlamlı b൴r uyum saptanamamıştır. 

7. Gem൴n൴ 2.0 ve DeepSeek modeller൴, değerlend൴rme parametreler൴ 

(doğruluk, kapsamlılık, açıklık, alaka düzey൴) arasında yüksek düzeyde 

poz൴t൴f b൴r ൴l൴şk൴ (denge) gösterm൴şt൴r. Buna karşın, ChatGPT-4o, Cop൴lot 

ve Grok-3 modeller൴nde parametreler arası performansta ൴stat൴st൴ksel 

olarak anlamlı b൴r denge tesp൴t ed൴lmem൴şt൴r. 

8. Elde ed൴len bulgular, LLM'ler൴n protet൴k d൴ş hek൴ml൴ğ൴nde hasta 

b൴lg൴lend൴rmes൴ ൴ç൴n yardımcı araçlar olma potans൴yel൴ taşıdığını, ancak 
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mevcut performans düzeyler൴yle profesyonel b൴r d൴ş hek൴m൴ 

danışmanlığının veya kl൴n൴k karar verme süreçler൴nde ൴nsan uzmanlığının 

yer൴n൴ alamayacağını gösterm൴şt൴r. 
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