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OZET
Yuksek Lisans Tezi

Yapay Zeka Tabanh Personel Se¢cim Sistemi Uygulamasi
Omer Faruk EREKEN

Dokuz Eylil Universitesi
Sosyal Bilimler Enstittst
Yonetim Bilisim Sistemleri Anabilim Dah

Yonetim Bilisim Sistemleri Program

Bir kurum veya isletme icin en 6nemli varhk sahip oldugu insan giiciidiir.
Insan giiciiniin saglam olabilmesi icin en basta dogru personelin ise alinmasi
gerekmektedir. Gunimuizde kadro gereksinimleri, aday nitelikleri ve is
basvurusu sayilar1 artmistir. Bu durum incelenmesi gereken veri miktarini ¢ok
yiiksek boyutlara tasiyarak dogru adayi belirleme stirecini daha karmasik ve zor
hale getirmistir. ise alim karari geri doniilmesi zor, uzun vadeli sonuclar doguran
kritik bir karardir. Bu kritik kararin ayni anda bircok farkh isi takip etmek
zorunda olan siirh sayidaki personel tarafindan verilmesi gerekmektedir.

Yapay zeka yuksek boyuttaki verileri inceleyerek anlamh c¢iktilar
sunabilme yetenegi sayesinde yeni personel secimine yardimei olabilecek bashca
teknolojidir. Bu tez kapsaminda insan kayna@ temin siireclerinde yasanan
sorunlar1 azaltmak ve daha kisa siirede dogru adaya ulagilmasim saglamak igin
basvuru formlarim1 makine 6grenmesi algoritmalari ile degerlendirerek 6n eleme
yapabilen bir uygulama gelistirilmistir. ise alm ekipleri normalde giinlerce,
haftalarca siirebilecek degerlendirme siire¢lerini uygulama ile kisa siirelerde
gerc¢eklestirebilecektir. Ge¢miste yapilmis degerlendirmeler ile egitilen makine
ogrenmesi algoritmalarinin yeni basvurular iizerinde yiiksek dogruluk oraninda

tahminler yapabildigi gozlemlenmistir.

Anahtar Kelimeler: Yapay Zeka, Makine Ogrenmesi, Insan Kaynaklar,

Personel Secimi



ABSTRACT
Master’s Thesis
An Application Of Artificial Intelligence Based Staff Selection System
Omer Faruk EREKEN

Dokuz Eylul University
Graduate School of Social Sciences
Department of Management Information Systems

Management Information Systems Program

The most significant asset for an institution or business is its manpower.
For the manpower to be strong, the right staff should be hired first. Today, staff
requirements, candidate qualifications and the number of job applications have
increased. This situation made the process of identifiying the right candidate
more complex and difficult by increasing the amount of data to be analyzed to
very high dimensions. The recruitment decision is a critical decision which is hard
to reverse and has long-term consequences. This critical decision has to be made
by a limited number of staff who have to follow many different tasks at the same
time.

Artificial intelligence is the primary technology that can help new staff
selection, thanks to its ability to provide meaningful outputs by examining large-
scale data. Within the scope of this thesis, in order to reduce the problems in
recruitment process and to reach the right candidate in a shorter time, an
application which can pre-eliminate by evaluating application forms with
machine learning algorithms has been developed. With the application,
recruitment teams will be able to perform the evaluation processes which can
normally take days or weeks in a short time. It has been observed that machine
learning algorithms trained with the evaluations made in the past can make

predictions with high accuracy on new job applications.

Keywords: Artificial Intelligence, Machine Learning, Human Resources,
Staff Selection
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GIRIS

Insanlik tarihinin baslangicindan itibaren insanlar yeteneklerine gore is
paylasimi yaparak belirli rolleri sahiplenmislerdir. Bununla birlikte is paylagiminin
nasil yapilmasi gerektigi, bir is i¢in ehil olanin kim oldugu sorunsali ortaya ¢ikmustir.
Dogru kisinin se¢ilmesi maksadiyla tarihsel siiregte pek ¢ok farkli yontem izlenmistir.

Giliniimiiz diinyasinda kurum, isletme veya sirketler i¢in en 6nemli deger sahip
olduklar1 insan giiciidiir. isleri yoneten personel giicii saglam olmadig: takdirde sahip
olunan maddi olanaklar degerlerini Yyitirebilmektedir. Bu nedenle is verenler, is
yerlerine en biiyiik faydayi saglayacak kisileri segmek i¢in ¢aba gostermektedirler. Her
ne kadar yapilacak islerin niteligi degisse de dogru kisinin nasil segilecegi sorunu tiim
is kollar1 i¢in varligin1 korumaktadir.

Buytk olcekli isletmelerde insan kaynaklari bolimii, kiguk o6lcekli
isletmelerde ise gorevlendirilen personel veya direkt olarak yonetici tarafindan
gerceklestirilen ise alim slireci, uzun ve mesakkatli bir siiregtir. Bunun yaninda alinan
kararlar uzun vadeli sonuglar doguran, geri doniisii ¢ok zor kararlardir.

Tim is kollarinin profesyonellestigi, alaninda egitim almadan, diploma,
sertifika sahibi olmadan ise girmenin ¢ok zor oldugu guniimiiz diinyasinda ise alimdan
sorumlu kisiler, bagvuru yapan binlerce kisinin bilgilerini, tek tek, detayli bir sekilde
incelemek zorunda kalmaktadir. insan goziiyle bakildiginda tasnif etmenin ¢ok zor
oldugu yuzlerce bilgiyi okuyarak 6n eleme, goriismeye ¢agirma ve derecelendirme
streclerini yiritmektedirler.

Ancak neredeyse tiim alanlarda insanoglunun yardimina kogsmaya baslayan
yapay zeka ve makine Ogrenmesi teknolojisi ise alim siireglerinde de kullanildigi
takdirde haftalarca, aylarca slrebilecek olan sirecler ¢ok kisa siirelerde
gergeklestirebilir ve ise alim ekiplerinin enerjilerini dogru yerlere yonlendirebilir.

Insan kaynag: temini bir is yerinin faaliyetlerini devam ettirebilmek igin ihtiyag
duydugu personeli ise almasidir. Ise alim faaliyeti belirli secim asamalar1 dahilinde
takip edilmektedir. Bu tezin amaci uzun ve zorlu bir siire¢ olan personel se¢im
strecini, yapay zeka yoOntemlerini Kkullanarak daha hizli ve dogru sekilde

gerceklestirmeyi saglayacak ornek bir uygulama ortaya koymaktir.



Kurumlar i¢in insan kaynagi temin siireci temel manada ii¢c asamada tarif
edilmektedir. Birinci asama adaylar1 bulma, ikinci agsama adaylar arasindan dogru
Kisiyi se¢gme ve son asama da segilen personeli ise alistirmadir (Tonus, 2018: 63).
Burada atlanmamasi gereken nokta temin silireci Oncesinde yapilmasi gereken
hazirliklardir. Her seyden oOnce, dogru personel temini yapilabilmesi i¢in alim
yapilacak igin tanimi ve adaylarda bulunmasi beklenen nitelikler net ve belirgin
olmalidir.

Her faaliyette oldugu gibi insan kaynagi temin siirecinde de en kritik
noktalardan birisi hazirlik siirecinin dogru yapilmasidir. Oncelikle bosalan ya da
ihtiya¢ duyulan kadronun taniminin dogru sekilde yapilmasi, varsa gecmis yila ait
kayitlarin, ¢caligmalarin temin edilerek incelenmesi ve sartlarda revizyon gerekiyorsa
yapilmasi gerekmektedir. Gegmis yillara ait veriler insan kaynagi temininde hazirlik
stirecinin 6nemli bir pargasini olusturmaktadir. Bir is yerinde kurumsal hafizanin
korunmasi o is yerinin basaris1 ve isleyisinin devami agisindan kritiktir. insan kaynag:
temininde ¢ogunlukla temin yapilacak kadrolar ge¢mis yillarda da personel alimi
yapilmis olan kadrolardir. Kurumsal hafiza kapsaminda ge¢gmis yillarin tecriibelerinin
yeni personel temininde kullanilmasi ¢ok biiyiik avantajlar saglayacaktir.

Onceki yillarda yapilmis temin faaliyetlerinde basvuru yapan binlerce kisi
arasindan bazi adaylar kosullar1 saglamadigi i¢in 6n elemeye tabi tutulmus, bazi
adaylar da temin siirecinde elenmis, sona kalan birkag kisi ise kabul edilmistir. Aslinda
gecmis yillarda yapilan segimler sirketin ise alim politikasinda bir model ortaya
koymustur. Ancak tiim bu verilerin zaten yogun olan temin siirecinde, bir¢ok farkli
isin arasinda personel tarafindan tekrar incelenmesi ¢ok zor olacak ve genellikle ihmal
edilecektir. Onceki temin faaliyetinde yer alan personel yeni teminde
gorevlendirilemez ve gegmisteki o veriler de incelenmez ise yeni temin faaliyeti
kurumsal hafizadan uzak, ayn1 zorluklarin tekrar yagandigi bir siire¢ olacaktir.

Yapay zeka tabanli insan kaynagi temini uygulamasinin en biiyiik
avantajlarindan birisi de hazirlik siireci kapsaminda degerlendirilebilecek olan ge¢mis
verilerin incelenmesi siirecini ¢ok kisa siirede gerceklestirmesi, gercken dersleri
almasi1 ve elde edilen bilgiler 15181nda ¢ok kisa siirede yeni adaylar siizerek analiz

edebilmesidir.



Insan kaynagi bulma, temin yapilacak kadrolar igin bagvurmaya istekli kisilere
ulagma ve adaylarin bilgilerini istenen formatta ilgililere ulagtirmalarini saglama
stirecidir (Tonus, 2018: 66). Giiniimiizde iletisim teknolojilerinin sagladig1 avantajlar
sayesinde is ilanlar 6zellikle internet {izerinden yapilan reklam ve ilanlar sayesinde
genis kitlelere duyurulabilmektedir. Personel temini yapilacak kadroya bagvuran tiim
adaylarin olusturdugu gruba literatirde “Aday Havuzu” denmektedir. Normal
sartlarda aday havuzunun ¢ok genis olmasi veya tam tersi ¢ok dar olmasi istenen bir
durum degildir (Uyargil’den aktaran Tonus, 2018: 66).

Giliniimiizde iletisim yontemleri sayesinde ulasilan genis kitleler ve nitelikli
igsiz sayisinin artmasiyla birlikte aday havuzlarinin genislemesi beklenen bir durum
olacaktir. Ancak yapay zeka ve makine 6grenmesi yontemleriyle birlikte ¢ok genis
aday havuzlan arasindan se¢im yapma siireci dahi 6n eleme ve hizli analiz
imkanlariyla birlikte hizlanacak ve kolaylasacaktir.

Insan kaynagi segme, aday havuzundan personel alimi yapilacak kadroya en
uygun aday1 belirleme siirecidir. Burada dikkat edilmesi gereken nokta yapilacak
se¢im en iyi, en nitelikli kisiyi segmeye yonelik degil is i¢in en uygun aday1 segmeye
yoneliktir. Bir aday tiim nitelikleriyle birlikte degerlendirildiginde aday havuzundaki
en iyi kisi olabilir ancak bizim gerekliliklerimiz ¢ergcevesinde degerlendirildiginde en
dogru se¢im baska bir aday ¢ikabilecektir (Tonus, 2018: 70).

Klasik yontemler kullanildiginda insan kaynagi temininde en uzun siire¢ se¢im
siirecidir. Oncelikle basvuru formlar1 incelenerek 6n eleme yapilmasi gerekmektedir.
Sonrasinda duruma gore 6n goriisme ve sinav yapilabilmektedir. Genellikle son siire¢
olarak miilakat yapilarak adaylar arasindan kadro sayisi kadar aday segilmektedir.

Bu tezdeki ilgi odagi insan kaynagi temin siirecinin tamamen insandan
bagimsiz olmasi degil, insan kaynaklari veya ise alim ekiplerinin faaliyetlerine
yardimer olacak sekilde makine 6grenmesi algoritmalarinin kullanilmasidir. Siireg,
uzmanlardan bagimsiz olarak diisiiniilemez. Uzmanlarin yonlendirdigi bir makine
O0grenmesi modeliyle oOzellikle ©on eleme ve puanlandirma siireglerinin
kolaylastirilmas1  ve eldeki dagmik verilerden anlamli bilgilere ulagilmasi

hedeflenmektedir.



BIiRINCi BOLUM
LITERATUR ARASTIRMASI

1.1  INSAN KAYNAGI TEMINi SISTEMLERI

Insan kaynagi temininde karar vericilere yardimci olabilmek igin gegmiste
bilgisayar tabanli bir¢ok c¢alisma yapilmistir. Yapay zeka teknolojisinin heniiz
gelismedigi zamanlarda bu sistemler daha ¢ok bilgisayarin kayit maksatl kullanima,
gorsel analiz araclarindan faydalanma veya bilgisayar1 belirli kosullara
programlamayla sonu¢ elde etme amaglarina yonelikti. Glnlmizde yapay zeka
teknolojisinin gelismesiyle birlikte ¢ogu alanda oldugu gibi insan kaynaklari

disiplininde de entegrasyon ¢alismalar1 hizli bir sekilde devam etmektedir.

1.1.1 Bilgisayar ile Puanlandirma Sistemleri

Aday degerlendirmeleri i¢in kullanilan ilk sistemler daha c¢ok adaylar
Ozelliklerine gore puanlandirma tizerine kuruluydu. Yazilimci tarafindan olasi veri
girisleri belirli puan agirliklariyla eslestirilmekte ve sonugta puanlar toplanarak bir
skor elde edilmekteydi. 2005 yilinda Konya Buyiksehir Belediyesinde personel
secimi gerceklestirmek {izere hazirlanan “Expert-Personel Uzman Sistemi”
puanlandirma ile kurulan personel se¢im sistemlerine bir 6rnek teskil etmektedir
(Kaya ve Gozen, 2005: 355-376).

Puanlandirma sistemlerinin dezavantaji sistemin tamamen yazilimcinin
yonlendirmeleri dogrultusunda, belirli bir ¢ergeve dahilinde hareket etmesidir. Yani
eger-ise yapilariyla kurulan temel yazilim mantigi kullanilmaktadir. GUnimiz yapay
zeka teknolojilerinde ise sistemin biling yetenegine eriserek, bir karar verici gibi

hareket etmesi hedeflenmektedir.

1.1.2 Yapay Zeka Tabanh Sistemler

Yapay zekanin insan kaynagi temininde kullanimi i¢in uzun yillardir caligmalar

yapilmaktadir. Ancak 6zellikle 2018 yilinda yapay zeka teknolojisi ise alim uzmanlari



arasinda popiiler hale gelmistir (Upadhyay ve Khandelwal, 2018: 255). Literatur
aragtirmasinda da 2018 ve yakin zamanl yillarda bu alandaki ¢alismalarin, haberlerin
sayisinda gozle goriiliir bir artis oldugu gozlemlenmektedir.

Biiyiik ¢apli pek c¢ok uluslararast sirket zaman ve kaynak tasarrufu
saglayabilmek icin yapay zekanin personel se¢im siirecinde kullanimina yatirim
yapmakta ve ise alimlarda teknolojiden faydalanmaktadir.

Personel se¢im siirecinde yapay zekanin kullanimi belirli bir cercevede
sinirlandirilmamalidir.  Ozgegmise gére degerlendirme, sanal oyunlar ile
degerlendirme, online miilakat, sohbet robotuyla iletisim, sosyal medya
degerlendirmesi  gibi  birgok  farkli  yOntem aday degerlendirmelerinde
kullanilabilmektedir.

1.1.2.1 Ozgecmis Degerlendirmesi

Yapay zekanin personel seciminde kullanim alanlarindan birisi adaylara ait
bilgilerin yer aldigi 6zge¢mis formlarinin incelenmesiyle bilgi edinme yontemidir
(Strohmeier ve Piazza, 2015:164-165). Ornegin Fareportal isimli sirket is
ilanlarindaki kadro gerekliliklerini analiz ederek adaylarin 6zge¢mis formuyla
kiyaslayan ‘“Resume Scorer” isimli bir uygulama gelistirmistir. Boylece insan
kaynaklar1 uzmanlar1 tek tek 6zgegmis formlarini incelemeye ayiracaklari vakti en

basarili adaylari incelemeye ayirmaktadir (Leong, 2018: 50-52).

1.1.2.2 Oyun ve Video Mulakat Degerlendirmesi

Yillik 1.8 milyon is basvurusu alan ve bu adaylar arasindan 30 binden fazla
kisiyi ise alan Unilever sirketi, Pymetrics isimli ige alim uzmanlik hizmeti saglayan
sirket ile anlasarak adaylari kendi ev ortamlarinda bilgisayar veya cep telefonu
aracihigiyla uzaktan degerlendirebilecek bir yapay zeka sistemi kurmustur. Oncelikle
adaylari bazi oyunlar1 oynamalar1 beklenmektedir. ikinci asamada adaylardan belirli
sorulart cevaplandirdiklart 30 dakikalik bir video miilakatt gondermeleri
istenmektedir. Asamalar makine Ogrenmesi algoritmalar1 ile degerlendirilerek

sonuglar elde edilmektedir. Sirketin insan kaynaklar1 bolimi yoneticisi Leena Nair



yapay zeka sistemi sayesinde 70 bin personel ile saatlerce siren mulakatlar ve
degerlendirme asamalarindan kurtulduklarim belirtmistir. Ornegin sirket yapay zeka
degerlendirmeleri ile milyonlarca aday arasindan 3500 kisiyi degerlendirme
merkezine davet etmekte ve bu adaylar arasindan da 800 kisiyi ise kabul etmektedir.
Sistem ayni1 zamanda basvuruda bulunan herkese geri doniis yaparak sirket

memnuniyetini list seviyelerde tutmaktadir (Marr, 2018).

1.1.2.3 Sosyal Medya Analizi

Insanlarin kariyer durumlarini sergiledigi, is arayan ve isverenlerin bulustugu,
is diinyasinin sosyal medya platformu denilince ilk akla gelen sirket Linkedin’dir.
Linkedin sadece sosyal medya mecrasi saglamakla kalmamis ayni zamanda kendi
yapay zeka destekli ise alim sistemi “Linkedin Recruiter’u da gelistirmistir.

Linkedin Recruiter isverenlere aradiklar1 6zellikler kapsaminda yapay zeka
teknolojisini kullanarak sosyal medya platformu (zerinden potansiyel adaylar
sunmaktadir. Sonrasinda isveren ve is arayanlar arasinda sosyal medya Uzerinden
iletisim imkani1 saglayarak iki tarafi bulusturmaktadir (Linkedin, 2020).

Sosyal medya analizini kullanan farkli ¢alismalar da bulunmaktadir. Ornegin
2014 yilinda makine 6grenmesi algoritmalari kullanarak yapilmis bir ¢alismada sistem
adaylarin Linkedin profillerindeki belirli nitelikleri is gereksinimleri ile karsilastirarak
cikarimlar elde etmektedir. Ayni1 zamanda adaylarin blog gonderilerinde yazdiklari
icerikler dil analizi ile degerlendirilmekte ve sonugta adayin kisisel karakteristikleri
belirlenmektedir (Faliagka ve digerleri, 2014: 515-528).

1.1.2.4 Sohbet Robotlarinin Kullanimi

Insan kaynag1 temin faaliyetlerinde kullanilan yapay zeka teknolojilerinden
birisi sohbet robotlaridir. Sohbet robotlart NLP (Dogal Dil Isleme) teknolojisi ile
gelistirilirler ve dil kullanma yetenegine erismislerdir. Sahip olduklar1 bu yetenek
sayesinde insan kaynagi temin faaliyetlerinde mulakat veya adaylarla diger iletisim

ihtiyaglari maksadiyla kullanilabilmektedirler.



Sohbet robotlar1 sayesinde aday basvuru formu tamamlanabilir, ayrintili
miilakat yapilabilir, adaym sirket hakkindaki sorular1 cevaplanabilir veya miulakat
tarihi belirlenebilir. Fakat sohbet robotlarinin zaman ve kaynak tasarrufu, adaylarda
stres seviyesini azaltmasi gibi faydali yanlariyla birlikte zayif olduklar1 yonler de
bulunmaktadir. Bunlar; empati ve mizah yonu eksikligi, egitildigi alan (veri toplulugu)
disinda bir durumla karsilastiginda yetersiz kalma ve net olmayan cevaplari

degerlendirememe gibi sikintilardir (Joshi, 2019).

1.1.3 Degerlendirme ve Problemler

Yapay zeka tabanli ise alim sistemlerinin insan kaynagi temininde biiyiik
faydalar1 bulunmaktadir. Biiyilk aday havuzlar1 arasindan dogru kisilerin
belirlenebilmesi, yiiksek orandaki verilerin incelenebilmesi, daha yiiksek sayilarda
adaya erisebilme, insan kaynaklari uzmanlarinin enerjisinin dogru alanlara
yonlendirilebilmesi, uzun soluklu ve insan oOnyargilarinin yer alabildigi milakat
streclerinin daha dogru degerlendirilebilmesi, guclii sosyal medya analizlerinin
mimkiin olmasi, tiim adaylara geri besleme imkani ve adaylar evden ayrilmadan
degerlendirme yapilabilmesi gibi pek ¢ok fayda sayilabilir.

Ancak insan kaynagi temini direkt olarak insan olgusuyla ilgilendigi igin
hassas bir alandir. Bu sektorde gergeklesecek olasi yapay zeka hatalari bir evin veya
arabanin fiyat tahmininde ger¢eklesen hatalardan daha ciddi sonuglar dogurabilecektir.
Giiniimiizde nihai kararlar her ne kadar sorumlu yoneticilere birakilsa da sistem
tarafindan yapilan yanlis yonlendirmeler de hem sirket hem de bu alandaki ¢aligmalar
icin olumsuz etki olusturabilirler.

2018 yilinda basinda yer alan bir habere gore buyuk bir online ticaret sirketi
ise alim faaliyetleri i¢in yapay zeka teknolojisi denemeleri yapiyordu. Ancak sirket bir
stire sonra yapay zekanin kadin adaylara kars1 negatif bir dnyarg: gelistirdigini fark
etti ve teknolojinin kullanimin1 durdurdu. Bunun sebebi sirketin gegmisteki 10 yillik
i1 bagvurusu verilerini hesaba katmasi ve o verilerin de ¢ogunda erkek adaylarin
bulunmasiydi. Makine 6grenmesi bu verilerden yanlis bir 6grenim gerceklestirmis ve

sonug olarak dnyargili bir yapay zeka sistemi ortaya ¢ikmistt (Dastin, 2018).



Ote yandan sirketlerin yapay zeka tabanli sistemlere gecis yapabilmesi icin
gerekli alt yapi ve personel egitimlerini tamamlamalari gerekmektedir. Hazirlik
yapilmadan gecilmis bir bilisim sistemi sirketler i¢in yatirirm ve zaman kayiplarina
sebep olabilir.

2018 yilinda Linkedin tarafindan yayinlanan rapora goére Kuzey Amerika’da
bulunan sirketlerin sadece %22’si insan kaynaklar1 veri analitigini kurabilmistir
(Linkedin, 2018: 8). Deloitte’nin 2017 Kiiresel insan Kapitali Trend Raporu’na gére
sirketlerin %711 insan analitigini yiiksek 6ncelikte gormekte ancak sadece %9’u kendi
organizasyonlari i¢in hangi yetenegin performans getirecegini iyi anladigini ve %8’i
kullanigh veriye sahip oldugunu ifade etmektedir (Collins ve digerleri, 2017: 97).
Yapay zeka ile insan kaynagi temininde faydali veri ¢cok onemli bir yer tutmaktadir.
Bahsi gecen raporlar ise bu alanda daha fazla yatirim ve ¢alisma yapilmasi gerektigini

kanitlamaktadir.



IKiNCi BOLUM
YAPAY ZEKA VE MAKINE OGRENMESI

2.1. YAPAY ZEKA VE MAKINE OGRENMESi KAVRAMLARI

Insan diinyada gordiigiimiiz en karmasik ve zeki varliktir. Ancak insanin tek
basina, kendi varligiyla ulasabilecegi noktalar sinirlidir. Bundan dolay: tarihsel siire¢
icerisinde insanoglu karsilastigi problemlere ¢6ziim {iretmek, sinirlarin1 agabilmek i¢in
belirli alanlarda kendisinden daha basarili olabilen pek ¢ok iiriin ortaya koymustur.
Yapay zeka da insan tarafindan gelistirilen, insan zekasinin bir iiriinii olan, makinelerin
ogrenmesine Ve onlara zeka kazandirilmasina dayali bir kavramdir.

Yapay zekanin temelleri 1950 yilinda Matematikgi Alan M. Turing’in
yayinladig: “Hesaplayan Makineler ve Zeka” makalesine dayanmaktadir. “Makineler
Diistinebilir mi?” sorusuyla makalesine giris yapan Turing makinelerin diisiinme ve
zeka kabiliyetlerinin test edildigi ve kendi adiyla anilacak olan “Turing Testi”ni ortaya
koymustur (Turing, 1950: 433-460).

Makine 6grenmesi kavrami 1950’li yillarda Arthur Samuel tarafindan ortaya
atilmistir. Samuel o yillarda hatalarindan 6grenerek kendisini siirekli gelistiren dama
oynayan bir bilgisayar programlamistir (Fogg, 2017; Samuel, 1959: 211). Derin
Ogrenmenin tarihi ise 1943 yilinda W.Pitts ve W.McCulloch tarafindan insan beyninin
sinir aglarina benzer yapida olusturulan bilgisayar modeline dayandirilmaktadir.
Ancak ilk derin 6grenme algoritmasinin A.G.lvakhnenko ve V.G.Lapa tarafindan
1965 yilinda ortaya kondugu sOylenebilir. Yapay sinir aglart kapsaminda derin
o0grenme kavraminin ilk defa kullanimi ise 1. Aizenberg ve arkadaglari tarafindan 2000
yilinda olmustur (Foote, 2017; Seker ve digerleri, 2017: 48-49).

Makine 6grenmesi yapay zeka catisinin, derin 0grenme de makine 0grenmesi
catisinin altinda bulunan alt disiplinlerdir (Khanna, 2019: 457). Yapay zeka kiimesinin
temsili Sekil 1°de gosterilmistir. Bu ¢alismada yapay zeka kiimesi altinda bulunan

makine 6grenmesi yontemleri kullanilacaktir.



Sekil 1: Yapay Zeka Kimesi

YAPAY ZEKA

MAKINE OGRENMES]

DERIN OGRENME

Kaynak: Yazar tarafindan derlenmistir.

Makine 6grenmesi bilgisayar tarafindan istatiksel yontemler kullanilarak belli
sonuclar elde edilmesi hedeflenen bir daldir. Bilgisayarin verilerden belirli kurallar
ortaya ¢ikarmasi beklenmektedir. Burada dikkat edilmesi gereken husus bilgisayara
belirli kurallar programlanarak verilerden ¢iktilar olusturulmasi makine ggrenmesi
degil kurallar dahilinde bilgisayarin programlanmasidir. Makine 0Ogrenmesinde
bilgisayar, verileri matematiksel modeller kullanarak karsilastirir ve onlardan 6grenir.
Daha sonrasinda sadece veri girisi yapildiginda, ¢iktilar1 tahmin eder ya da verileri
tasnif eder.

Gunumizde hayatimizda ¢ok Onemli bir yer tutan internet ve burada
olusturulan veri topluluklar1 ile bunlardan anlamli sonuglar ¢ikarma arayisi hiz
kazanmigtir. Yapay zeka artik hayatimizin her alanina girmektedir. Fiyat tahmin
sistemleri, gorsel algilama ve analiz, ticari tahmin ve analizler, 6neri motorlar1 ve daha
pek ¢ok alanda yapay zeka ve makine dgrenmesi kullanilmaktadir. Muhtemeldir ki
ontmduzdeki yillar yapay zeka teknolojisini dogru kullanan, hayata, sektdre entegre

edebilenlerin basarili olabildigi bir donem olacaktir.
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2.2. MAKINE OGRENMESI TURLERI

Makine Ogrenmesi 3 farkli tiire ayrilmaktadir. Bunlar denetimli 6grenme,
denetimsiz 6grenme Ve pekistirmeli 6grenmedir (Dasgupta ve Nath, 2016: 6). Bu tezde

denetimli 6grenme tlirliniin siniflandirma problemi modelleri kullanilacaktir.

2.2.1. Denetimli Ogrenme

Denetimli 6grenme, girdi ve ¢iktilarin makine 6grenmesi modeline birlikte
girdigi Ogrenme tiridir. Burada sistem matematiksel algoritmalar yardimiyla
nitelikler (girdiler) ve ¢ikt1 (etiket) arasinda bir sebep-sonug iliskisi kurarak bir tanmin
modeli (retmekte, yani 6grenme islemini gergeklestirmektedir. Uretilen tahmin
modeli sayesinde daha Onceden goriilmemis yeni girdilerin ¢iktilari tahmin
edilebilmektedir. Denetimli 6grenme farkli kaynaklarda farkli alt kiimeler ile ifade
ediliyor olsa da temel anlamda sinifsal ve regresyon (sayisal ¢iktr tahmini) tipi iKi
probleme ¢6zim Uretmektedir (Hastie ve digerleri, 2009: 1-10). Sekil 2’deki 6rnekte
goriildiigii tizere burada sondaki hari¢ sttunlar nitelikleri ve sondaki sttun ise hedefi
ya da diger bir ifade sekliyle bu verilerden ulagilmasi beklenen anlamli bilgiyi temsil

etmektedir.

Sekil 2: Denetimli Ogrenmede Nitelikler ve Ciktt

yas medenidurum egitim programbilgisi yabancidilbilgisi alantecriibesi maagbeklentisi seyahatengeli referans ensoniicret vardiyaimkan

0824 bekar lisans java, julia ingilizce 5.0 4000.0 yoktur yoktur caligabilirim

Kaynak: Yazar tarafindan derlenmistir.

2.2.1.1. Smflandirma Problemleri

Siiflandirma insan yasaminda en sik karsilasilan karar verme problemlerinden

birisini olusturmaktadir. Burada verilerden ulasilmak istenen anlamli bilgi sinifsal bir
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nitelik arz etmektedir (Sathya ve Abraham, 2013: 36). Yani makine 6grenmesinden
sayisal, sonsuzluk egrisinde bir tahmin tiretmesi degil kategorik bir tahmin yapmasi
beklenmektedir. Ornegin verilere gore yapilan sahte-gercek, gecti-kaldi, kanatli-

striingen gibi tahminler siifsal problemlere ait ¢iktilardir.

2.2.1.2. Regresyon Problemleri

Denetimli 6grenmede ikinci problem tipi devamli, sonsuz nitelik arz eden
ciktilarin tahmin edilmesi problemidir. Regresyon problemlerinde sinifsal
problemlerden farkli olarak tahmin edilmek istenen deger sayisal niteliktedir. Sistemin
gozlemlerden elde ettigi model ile sonsuz skalada bir de§er tahmini yapmasi
beklenmektedir. Ev kira veya satis fiyati, araba fiyati tahmini gibi sayisal ¢iktilar

regresyon problemlerinin Grinudur.

2.2.2. Denetimsiz Ogrenme

Denetimsiz 6grenmede denetimli 6grenmeden farkli olarak c¢iktilar, yani
anlamli bilgiler yoktur. Etiket (¢ikt1) bilgisi olmadan makine 6grenmesi modeline
giren verilerden sonu¢ alinmaya c¢alisilmaktadir. En yaygin tiirii olan kiimeleme
analizinde sistem matematiksel algoritmalar ile inceledigi verileri gruplandirmaktadir.
(Polat, 2017: 446). Ancak sistem hangi grubun ne oldugunu bilemez sadece
niteliklerden kiimeler olusturmus olur. Sonrasinda alan uzmani kisiler kiimeleri

inceleyerek anlamli bilgiye ulagirlar.

2.2.3. Pekistirmeli Ogrenme

Pekistirmeli 6grenme yontemi diinyadaki canli varliklarin 6grenme yontemine
benzemektedir. Pekistirmeli 6grenme; en yuksek odul bildirimini alabilmek icin ne
yapmak gerektigini 6grenmektir. Egitilen, hangi davranislar izlemesi gerektigi
konusunda yonlendirilmemektedir. Onun yerine egitilen, deneme ydntemiyle hangi
davranigin en yliksek 6diilii kazandiracagini kesfetmektedir. Pekistirmeli 6grenme
etiketsiz  verideki sakli yapiyr bulmaya c¢alisan denetimsiz O08renme ile

karistirllmamalidir (Sutton ve Barto, 2018: 1-2).
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2.3.  DENETIMLi OGRENME DEGERLENDIiRME OLCUTLERI

Makine Ogrenmesinde model egitildikten sonra belirli girdiler yapilarak
tahminler alinir. Fakat model her zaman dogru tahminlerde bulunamayabilir veya
regresyon problemlerinde tahmin ettigi degerler dogru degere belirli oranlarda
yakinlagir ancak tam degeri tahmin edemeyebilir.

Egitilen modellerin gelistirilmesi veya sonuglarinin istatistiki olarak ifade
edilebilmesi i¢in modellerin analiz sekline gore degerlendirme Olciitleri

bulunmaktadir. Bu tezde degerlendirme dlgiitlerinin yalnizca bir kismina deginilmistir.

2.3.1. Smmiflandirma Problemleri Degerlendirme Olciitleri

Simiflandirma analizi degerlendirme Olgltlerine ge¢gmeden 6nce Olgutlerde
kullanilan hata matrisini incelememiz gerekmektedir. Hata matrisi siniflandirma
modellerinin tahminlerinin degerlendirilmesine olanak saglamaktadir (Kiling ve
digerleri, 2015: 117, Sokolova ve Lapalme, 2009: 429).

Hata matrisinde tahmin degerleri ile gercek degerler kiyaslanmakta ve
isimlendirilmektedir. Tablo 1’de goriildiigii tizere Ust kisimda tahmin degerleri, yan
tarafta ise gercek degerler bulunmaktadir. Burada pozitif veya negatif degerler yapilan

siiflandirmanin niteligini arz etmektedir.

Tablo 1; Hata Matrisi

TAHMIN DEGERI
- +
DN YP
i = ; YANLIS POZITIF
GERCEK DOGRU NEGATIF T BATA
DEGER YN -
+ YANLIS NEGATIF . .
ILTiP HATA DOGRU POZITIF

Kaynak: Portilla, 2020

Hata matrisini bir Ornek Uzerinden anlatmak daha dogru anlasilmasini
saglayacaktir. Ornegin kisilerin seyahat vizesi alip alamayacaklarinin degerlendirildigi
bir veri seti olsun. Burada gozlemdeki kisi vize alabilecek iken model dogru sekilde

vize alabilir degerlendirmesinde bulunursa tabloda sag altta yer alan dogru pozitif
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degerlendirmesi yapilmis olur. Eger kisi vize alabilecek iken vize alamaz tahmininde
bulunulursa sol altta yer alan yanlis negatif analizi yapilmistur.

Yapilan hatali tahminler I. ve II. Tip Hata olarak ikiye ayrilmakta ve
degerlendirilen veri setinin durumuna gore bir tanesi daha kritik hata
sayilabilmektedir. Kanserli hasta tahminin yapildig: bir veri setinde kanser hastasina
kanser degildir tahmini yapmak II. Tip, saglikl1 bir kisiye kanser tahmini yapmak ise
I. Tip hataya girmektedir. Fakat burada Il. Tip hatay:1 yapmis olmak kanserli bir hastay1
saglikli olarak tahmin ettiginden Kkritik bir hata sayilmaktadir ve analizcilerin bu

hatadan daha ¢ok kaginmasi gerekecektir (Portilla, 2020).

2.3.1.1. Dogruluk

Dogruluk degerlendirmesi en temel ve basit degerlendirme dl¢iitiidiir. Dogru
tahmin edilen degerlerin sayisinin tim tahminlerin sayisina bélinmesiyle dogruluk
degerine ulasilir (Nizam ve Akin, 2014: 132-133; Sokolova ve Lapalme, 2009: 430).
Ornegin 100 tane gozlem verisinden 70 tane dogru smifsal tahmin yapildiysa bu

modelin dogruluk oran1 %70’tir.

DOGRU TAHMIN SAYISI (DP + DN)

DOGRULUK = :
GENEL TAHMIN SAYISI

Dogruluk modeli sinif sayilar1 arasinda esit dagilim oldugu takdirde faydalidir.
Smiflarin oram1 arasinda bilyiik esitsizlikler bulundugu takdirde dogruluk
degerlendirme &lgiitiinii kullanmak mantikli degildir. Ornegin 100 tane gozlem
verisinin olmasi gereken ¢iktilarinin 90 tanesi kanser degildir, 10 tanesi kanser ise ve
model 90 tane dogru tahmin yaptiysa bu modele basarili demek dogruluk
degerlendirmesiyle pek miimkiin degildir. Cunkid model icerisine sokulan tim
degerleri kanser degildir olarak degerlendiriyor olsa ve 100 tahminin hepsine de kanser

degildir ¢iktisi verseydi yine %90 dogruluk oranina erismis olacakti (Portilla, 2020).
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2.3.1.2. Geri Cagirma

Geri ¢agirma degerlendirme 6l¢iitli, dogru pozitif sayisinin toplam gercek
pozitif sayisina oranidir. Toplam gercek pozitif sayisi, dogru pozitiflerin yanlis
negatiflerle toplanmasi ile elde edilir (Davis ve Goadrich, 2006: 235; Nizam ve Akin,
2014: 133; Sokolova ve Lapalme, 2009: 430). Pozitif degerlerin yiizde kaginin dogru
tahmin edildigini géstermektedir.

Ornegin seker hastalarmin tahmin edilmeye calisildigi bir veri setinde geri
cagirma degeri, seker hastast olan kisilerin yiizde kaginin dogru tahmin edildigini

gostermektedir.

DOGRU POZITIF SAYISI (DP)

GERI CAGIRMA = —
TOPLAM GERGEK POZITIF SAYISI (DP + YN)

2.3.1.3. Hassasiyet

Hassasiyet degerlendirme 6lgiitii, dogru tahmin edilen pozitif sayisinin toplam
pozitif tahmin sayisina oranidir (Davis ve Goadrich, 2006: 233-235; Nizam ve Akin,
2014: 133; Sokolova ve Lapalme, 2009: 430). Hassasiyet, siniflandirma modelinin
gercekten pozitif olan pozitif tahminlerinin toplam pozitif tahminine oranimi
vermektedir. Yani pozitif tahminlerin ylizde ka¢inin dogru ¢iktigin1 géstermektedir.
Yine seker hastasi tahminini diisiiniildiigiinde burada hassasiyet seker hastast oldugu

tahmin edilen kisilerin yiizde kaginin gergekten hasta oldugunu gostermektedir.

DOGRU POZITIF SAYISI (DP)

HASSASIYET = — :
TOPLAM POZITIiF TAHMIN SAYISI (DP + YP)
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2.3.1.4. F1 Degeri

F1 degeri, hassasiyet ve geri cagirma Olcutlerinin harmonik ortalamasi alinarak
elde edilen bir siniflandirma modeli degerlendirme 6l¢iitiidiir. Bu 6l¢ut bir sinifin az
saylda oldugu, oran olarak dengesiz dagilimlarda yaygin olarak kullanilmaktadir

(Lipton ve digerleri, 2014: 225-227).

. n (ELEMAN SAYISI)
HARMONIK ORTALAMA = 7
?:1 x_l
b 2 . HASSASIYET x GERI CAGIRMA
= = X T . =
1 1 HASSASIYET + GERI CAGIRMA

- + : =
HASSASIYET = GERI CAGIRMA

2.3.2. Regresyon Problemleri Degerlendirme Olgiitleri

Regresyon modelleri degerlendirme OlgUtleri sayisal tahminlerde bulunan
modellerin ¢iktilarinin  degerlendirilmesi maksadiyla kullanilan Olgiitlerdir. Bu
kisimda yalnizca temel anlamda kullanilan 3 6lgiite yer verilmistir. Formullerde yazili
olan h; degeri, tahmin edilen deger ile gergek deger arasindaki farki yani hatay1 temsil

etmektedir.
2.3.2.1. Ortalama Mutlak Hata (OMH)
OMH, model tarafindan tahmin edilen degerlerin gercek degerlerle
aralarindaki farklarin mutlak degerlerinin aritmetik ortalamasint vermektedir. OMH

formiilii asagida belirtilmistir (Willmot ve Matsuura, 2005: 79-80; Chai ve Draxler,
2014: 1248).

n
) Jhl
i=1
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2.3.2.2. Ortalama Karesel Hata (OKH)

OKH, model tarafindan tahmin edilen degerlerin ger¢cek degerlerle arasindaki
farklarin karelerinin aritmetik ortalamasini vermektedir. OKH’da hatalarin karesi
alindigindan dolay1 OMH’e gore yanlis tahmin degerleri daha yiiksek oranda olgite
yansitilmaktadir. OKH formiilii asagida belirtildigi gibidir (Tasar ve digerleri, 2018:
546).

n
— 2
i=1

2.3.2.3. Kok Ortalama Karesel Hata (KOKH)

KOKH, OKH’nin kokiiniin alinmasiyla elde edilmektedir. KOKH kok islemi
oncesinde farkli olgekte oldugundan anlamlandirmasi zor olan degerleri veri seti
Olgegine indirerek daha anlagilir hale getirmektedir. Formiili asagida belirtildigi

gibidir (Willmot ve Matsuura, 2005: 79-80; Chai ve Draxler, 2014: 1248).
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2.4. DENETIMLi OGRENME MODELLERI

2.4.1. Simiflandirma Problemleri Modelleri

Siniflandirma problemlerinin ¢oziimiinde kullanilan birgok model bulunmakla

birlikte bu kisimda yalnizca tezde kullanilan modellere yer verilmistir.

2.4.1.1. Lojistik Regresyon Modeli

Sayisal ciktilarin tahminlerinde dogrusal regresyon kullanilabilmektedir.
Ancak siifsal ¢iktilarda dogrusal regresyon kullaniminin bazi sakincalari
bulunmaktadir. Bundan dolay1 sinifsal tahminler icin lojistik regresyon gelistirilmistir.
Lojistik regresyonda ¢ikti degeri direkt olarak modellenmektense, ¢iktinin bir sinifa
ait olma ihtimali modellenmektedir. Verilen niteliklere gore bir sinifa ait olma ihtimali
lojistik fonksiyonu kullanilarak 0-1 arasinda bir deger almaktadir. Sonrasinda ihtimal
esigine karar verilmektedir. Ornegin 0.5 segildiyse, A sinifina ait olma ihtimali 0.5
uzerinde olanlar A simifinda, altinda olanlar B sinifindadir seklinde sinifsal analiz
yapilmis olmaktadir. Dogrusal regresyondaki dogrunun yerini Sekil 3°te gosterilen S

sekilli egri almaktadir (James ve digerleri, 2013: 128-132).

Sekil 3: Lojistik Regresyon

1.0

0.8

00 02 04 06

I I I I I I
0 500 1000 1500 2000 2500

Kaynak: James ve digerleri, 2013: 131

18



2.4.1.2. K En Yakin Komsular (KEYK) Modeli

KEYK Modeli, 1966 yilinda T.M.COVER ve P.E.HART tarafindan bulunan
“En Yakin Komsu Karar Kurali” kullanilarak olusturulmustur. Bu kural
siiflandirilmamig bir 6rneklemin daha dnceden siniflandirilmis bulunan en yakin veri
kiimesiyle ayn1 sinifta sayilmasi onerisinde bulunmaktadir (Cover ve Hart, 1967: 21).

KEYK modeli makine 6grenmesinde, tahmin igin girilen yeni degerleri egitim
setindeki en yakin komsularini bularak bir siniflandirmaya tabi tutmaktadir. Birbirine
yakin olan veri noktalari birbirleriyle ayni sinifta yer alma temaytiliindedir. Sekil 4’te
KEYK kullanilarak tasnif edilmis 3 farkli bitki tiriiniin makine 6grenmesi tarafindan

gruplandirilmasi ve gergek turleri gosterilmektedir.

Sekil 4: KEYK Gruplandirmast

® setosa
5.0 @ versicolor
@ Vvirginica

4.5

4.0

3.5

3.0

2.5

2.0

1.5

1.0
4 5 6 7 8

Kaynak: Scikit-learn, 2020a
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2.4.1.3. Destek Vektor Makineleri (DVM) Modeli

DVM’nin farkli dnciileri bulunmakla birlikte 1995 ve 1998 yillarinda VIadimir
Naumovich Vapnik’in DVM’ne 6zel 6nem veren kitaplar1 yayinlandiktan sonra metot
ayrt bir ivme kazanmistir (Steinwart ve Christmann, 2008: VII). DVM hem
siiflandirma hem de regresyon problemlerinde kullanilabilmektedir.

DVM literatiirde siniflandirma problemlerinde kullanilan modellerinin goguna
gore daha basarili ve etkin sonuclar veren bir model olarak yer almaktadir. DVM
smiflandirma yapabilmek icin siniflar1 birbirinden ayiran optimum hiper duzlemi
belirlemektedir (Ayhan ve Erdogmus, 2014: 175-178).

Daha basit ifade etmek gerekirse siniflar1 birbirinden ayiran en uygun karar
duzlemi bulunmaya calisilmaktadir. Boylece yeni gelen veri noktalar1 diizleme olan
konumlarina bakilarak siniflandirilabilecektir. Sekil 5’in sol tarafinda smiflari
birbirinden ayiran birgcok farkli hiper diizlem ¢izilebilecegi, optimum hiper duizelemin
ise smiflara ait en yakin noktalarin kendisine maksimum uzaklikta yer aldigi sag
taraftaki diizlem oldugu gosterilmektedir. Optimum hiper diizlem ve veri noktalar
arasindaki sinir1 ¢izen vektorlere ise destek vektorleri denmektedir (Kavzaoglu ve
COlkesen, 2010: 75-76).

Sekil 5: DVM Hiper Diizlemi

Destek Vektorleri

v \‘
O O ' Optimum

Hiper-Diizlem

Kaynak: Kavzaoglu ve Colkesen, 2010:75-76

20



2.4.1.4. Karar Agaclar1 Modeli

Karar Agaclar1 yiiksek dogruluk orani ve basit ¢alisma mantigryla denetimli
ogrenme problemlerinde yaygin olarak kullanilan basarili bir tekniktir. Karar Agaglari
soru sorma ve cevaba gore dallanma sekilde ¢alismaktadir. Modelimizin diyagrami
ters duran bir agag seklindedir. Sekil 6’da goriilecegi tizere en Ustte kok soru asagiya
dogru da aga¢ diyagrami olusturan dallanan sorular bulunmaktadir. Amag iki cevapli

sorularla ulasilmak istenen ¢ikti smiflarina erismektir (Elouedi ve digerleri, 2000:
80-81).

Sekil 6: Karar Agaglar1 Diyagrami

dil_ingilizce <= 0.5
gini = 0.499
samples = 2400
value = [1239, 1161]
class=1

program_bos <= 0.5
gini = 0.471
samples = 1870
value = [709, 1161]
class = 0

Kaynak: Yazar Tarafindan Derlenmistir.
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2.4.1.5. Topluluk Ogrenim Metotlar

Standart makine Ogrenmesi modelleri bilinmeyeni tanimlamak ig¢in olasi
fonksiyonlar (hipotez) veya karar agaglari uzayindan en iyi tahmini gergeklestirecek
fonksiyonu, agaci bulmaya calismaktadir. Topluluk 6grenme algoritmalari ise veriyi
anlamlandirmak igin bir hipotez bulmaktansa, bircok hipotezin yer aldigi bir kiime
(topluluk) insa etmekte ve sonrasinda yeni bir veri i¢in her bir hipotezin belirli

agirliklarda tahmin yapmasiyla sonuca ulasmaktadir (Dietterich, 2002: 405-406).

Sekil 7: Topluluk Ogrenimi Ornegi
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Topluluk Karar Sinirlari

-

Nitelik 2
Nitelik 2

Kaynak: Polikar, 2012:3

Topluluk 6grenim metotlarinda iki temel algoritmaya deginilecektir. Bunlar
torbalama ve artirim algoritmalaridir. Leo Breiman tarafindan 1994 yilinda gelistirilen
torbalama algoritmast topluluk &grenim metotlarinin  en  temel ve basit
algoritmalarindan birisi olmakla birlikte gayet etkilidir. Torbalama bir egitim veri

setinde birbirinden bagimsiz siniflandiricilar1 degisimli olarak, egitim setinden alinin
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orneklemlerle egitir. Her bir egitim kiimesi genel veri setinden rastgele secimle
belirlenmektedir. Daha sonra egitilmis siniflandiricilar basit ¢ogunluk oylamasiyla
birlestirilir. Ornegin bir tahmin yapilacak iken tiim siniflandiricilarin tahminleri bir oy
kabul edilerek sonuca ulasilir (Polikar, 2012:12).

Artirim, diisiik tahmin basarisina sahip zayif siniflandiricilar toplulugundan
diisiik tahmin hatasina sahip giiclii bir smiflandirici elde eden bir yaklasimdir.
Torbalama gibi basit ¢ogunluk oylamasiyla ¢alisan artirrm O6nemli bir farkliliga
sahiptir. Torbalamada her egitim kiimesi genel veri setinden rastgele se¢ilmekteydi.
Artirimda ise se¢cimlerde 6nceki siniflandiricilarda yanlis tahmin edilmis veri setlerine
odaklanilmaktadir (Polikar, 2012:13). Ekstrem Gradyan Artirirm (XGBoost) modeli

artirim topluluk 6grenimi metodunu kullanmaktadir.

2.4.1.5.1. Rastgele Orman Modeli

Rastgele Orman modeli adindan da anlasilacag lizere aslinda Karar Agaclari
modelinden tiiretilmistir. Karar Agaglarinda tek bir agag yapisi ile bir model ortaya
konmaktaydi. Rastgele Orman modelinde ise topluluk Ogrenimi metodu olan
torbalama yontemiyle karar agaglarindan bir orman olusturulmakta ve tahminler

ormanda bulunan agaglarin oylartyla belirlenmektedir (Breiman, 2001: 5-6).

2.4.1.5.2. XGBoost Modeli

Makine Ogrenmesinde agac¢ artirimi tahmin basarisint yiiksek oranlarda
artirabilmektedir. Bu nedenle yaygin bir makine 6grenmesi metodudur. XGBoost da
Olceklendirilebilir uctan uca agag artirrmi gergeklestiren bir algoritmadir. XGBoost,
Kaggle iizerinde diizenlenen makine 6grenmesi yarigmalarinda yiiksek basari ve
kullanim orantyla kendisini kanitlamis bir sistemdir (Chen ve Guestrin, 2016: 785).
Modelde her bir agacin hatalarindan 6grenerek yeni bir aga¢ yapisi kurulmakta ve

sonugta en gelismis agac yapisiyla tahmin gergeklestirilmektedir.
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2.4.2. Regresyon Problemleri Modeli

Regresyon problemlerinin ¢o6ziimiinde kullanilan birgok farkli model
bulunmaktadir. Burada yalnizca tezin ilerleyen ¢aligsmalarinda kullanilmasi planli olan
dogrusal regresyon modeli agiklanmistir.

Istatistikte iki degisken arasindaki iliskiye korelasyon, bir ya da birden fazla
degiskenin baska bir degisken iizerinde olusturdugu etkiyi tarif etmeye regresyon
analizi denmektedir. Degiskenler arasindaki iliski eger dogrusal nitelikteyse buna
dogrusal regresyon analizi denmektedir. Asagida belirtilen dogrusal regresyon
formulinde i kaginci gézlem oldugunu belirtmek iizere, y; bagimli degisken y’nin
degerini, x; bagimsiz degisken x’in degerini, ¢; rassal hatay1, a x=0 oldugunda y’nin
degerini, f x’teki bir birim degisimin y’de olusturacagi oransal degisimi temsil
etmektedir (Sonmez, 2018:227-234). Dogrusal regresyon modeli nitelikler ve ¢ikti
degeri arasinda burada agiklandigi sekilde formiil gelistirerek yeni gelen veriler

tizerinde tahminlerini gerceklestirmektedir.

yi= at+ frxi+e

Sekil 8: Dogrusal Regresyon Grafigi

Y 1 {xi‘yi)

Regresyon
Dogrusu

]

Kaynak: Sénmez, 2018:234.
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UCUNCU BOLUM
VERI, ARASTIRMA YONTEMI VE KISITLAR

3.1. VERI

Is basvurulart esnasinda beyan edilen veriler cogunluk itibariyle Kisisel
Verilerin Korunmasi1 Kanunu kapsaminda koruma altina alinan kisisel verilerdir.
Bahse konu verilerin islenebilmesi icin 6zel sartlar haricinde kisilerin agik rizasi
olmasi zorunludur (Turkiye Buyuk Millet Meclisi, 2016).

Yapay zeka sisteminin egitilebilmesi i¢in ise zengin igerikli is basvurusu
verilerine ihtiyag duyulmaktadir. Gergek verilerin temininin kanunlar ve sirket
kurallar1 kapsaminda gergeklesememesi nedeniyle tezde kullanilan veriler makine
Ogrenmesi sisteminin egitilebilmesi maksadiyla, Python programlama dili yardimiyla
yazar tarafindan olusturulmustur. Burada onemli olan husus sistemin verilerle
egitildikten sonra beklenen seviyede oOgrenmeyi gerceklestirip dogru ¢iktilar

verebilmesidir.

3.1.1. Verinin Hazirlanmasi

Makine 6grenmesinde model olusturabilmek ve bilgisayar1 egitebilmek i¢in
yiiksek sayida veriye ihtiya¢ duyulmaktadir. Bu kapsamda Yapay Zeka Tabanh
Personel Secim Sistemi Uygulamasinin gelistirilebilmesi i¢in 3000 kisilik yapay bir
veri seti olusturulmustur.

Veriler hazirlanirken gergek hayata paralel, normalde de olmasi muhtemel
veriler olusturulabilmesi i¢in tistiin gayret gosterilmistir. Temel bir 6rnekle agiklamak
gerekirse; 1997 dogum tarihli bir kisinin doktora mezunu olmasi hayatin genel akisina
aykirt bir veri olacaktir. Bunun gibi, veriler doldurulurken uyumsuz, olagan dis1 veri
girisi olmayacak sekilde ayarlama yapilmistir.

Veri setimiz 3000 Satir ve 25 siitundan olusmaktadir. 24 sutunluk bolim
nitelikleri, sondaki “Karar” stitunu ise ¢iktiy1 temsil etmektedir. Verilerin hepsi Python
programlama diliyle kodlanarak tiretilmistir. Yazilim dili ara yiizii olarak Jupyter
Notebook kullanilmistir (Jupyter, 2020).
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Veri setinin olusturulmas1 asamasinda temel olarak Pandas kitiuphanesi
kullanilmigtir. Pandas, Python programlama dilinde yiiksek performansli, kullanimi
kolay veri analiz araglar1 saglayan agik kaynak bir kutlphanedir (McKinney ve
digerleri, 2020:1). Pandas ve diger kiitiiphaneler kullanilabilmeleri i¢in 6ncelikle Sekil
9’de goriilecegi Uizere kutlphane yiklemeleri yapilmstir.

Sekil 9: Python Kutuphane Yuklemeleri

import pandas as pd

import numpy as np

import seaborn as sns

import random

import matplotlib.pyplot as plt
import datetime

Kaynak: Yazar tarafindan derlenmistir.

Bu bolimde goérulen veri gorsel analizleri icin “Tableau Desktop” uygulamasi
kullanilmigtir.  “Tableau Desktop” gorsel analiz imkanlarinin  kolaylikla

gerceklestirilebilmeleri maksadiyla kullanilan bir i zekasi1 yazilimidir (Tableau,
2020).

3.1.1.1. Isim, Soy isim ve Cinsiyet

Isim ve soy isim verileri icin 6rnek kadin, erkek isimleri (karsilarinda cinsiyet
bilgileri yer almaktadir) ve soy isimlerin bulundugu CSV uzantili iki adet dosya
olusturuldu. isim ve soy isimler CSV dosyasindan ice aktarilarak bir listenin igerisine
saklanmistir. Sonrasinda rastgele secimle 3000 kisilik aday listesi olusturulmustur.
Yapilan islemler Sekil 10°da goriildiigii gibidir.
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Sekil 10: Aday Listesinin Olusturulmasi
veri = pd.DataFrame()
isimler = pd.read_csv("isimler.csv")
soyisimler = pd.read_csv("soyisimler.csv")
sec = isimler.sample(30€€©, replace=True, random_state=seed)
veri = pd.DataFrame(sec[["isiM", "CINSIYET"]].values, columns=['isim', 'cinsiyet'])
veri["soyisim"] = soyisimler.sample(3ee@, replace=True, random_state=seed).values
veri = veri[["isim", "soyisim", "cinsiyet"]]

veri.head()

isim soyisim cinsiyet
0 MEHMET E
1 BUKET K
2 ARDA E
3 TURGAY E
4 DENIZ E

Kaynak: Yazar tarafindan derlenmistir.
3.1.1.2. Siitunlarm Olusturulmasi

Veri tablomuza bilgi girisi yapilmadan Once 'dogumtarihi', ‘yas',
'medenidurum’, ‘askerlikdurumu’, 'ikametili’, 'ikametilcesi', 'egitim’, 'lisansbolumu’,
'yikseklisansbolumi',  'doktorabdlimi’,  'programbilgisi’,  'yabancidilbilgisi',
'alantecriibesi', 'maasbeklentisi', 'adlisicilkaydi', 'seyahatengeli', 'referans', 'kurs',
'ensoniicret', 'vardiyaimkani', 'yzbilgi', 'karar' isimlerinde icleri NAN (Say1 Degil)

olarak doldurulmus siitunlar eklenmistir.

3.1.1.3. Yuzde Doldur Fonksiyonu

Python programlama dilinde fonksiyonlarin kullanimi ¢ok onemlidir ¢Unki
yapilan bir islemin benzer durumlarda da kullanilabilmesini ve kodun diizenli olmasini

saglamaktadir. Bu nedenle veri tiretiminde kullanilmak (zere, verilen parametreleri
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situna istenen oranda dagitabilen, Sekil 11’deki “yizdedoldur” isimli fonksiyon

yazilmistir.

Sekil 11: Yiizde Doldur Fonksiyonu

def ylzdedoldur(df, sart, column, a, orana, b, oranb, c, oranc, d, orand, e, orane):

df2 = df[sart]

liste = []

for 1 in range(round(len(df2) * orana)):
liste.append(a)

for 1 in range(round(len(df2) * oranb)):
liste.append(b)

for 1 in range(round(len(df2) * oranc)):
liste.append(c)

for 1 in range(round(len(df2) * orand)):
liste.append(d)

for 1 in range(round(len(df2) * orane)):
liste.append(e)

random.shuffle(liste)

x = len(df2) - len(liste)
if x > 0:
for 1 in range(X):
liste.append(a)
elif x < 0O:
for 1 in range(abs(x)):
liste.remove(a)

df2[column] = pd.DataFrame(np.array(liste)).values
for i in df2[column].index:
dffcolumn][i] = df2[column][i]

Kaynak: Yazar tarafindan derlenmistir.

3.1.1.4. Parametreler

Bir uygulama gelistirirken ufak dokunuslarla degisiklikler yapabilmek
gerekmektedir. Kodlamanin basina degisken parametreleri belirlenerek kodlama
bittikten sonra detaylara inmeden degisiklik yapilabilmesi saglanmaktadir. Bu nedenle
veriler olusturulurken kodun basina nitelikler i¢in parametreler eklenmistir. Ornegin

Sekil 12’de lisans bolimleri sitununa ait parametreler gorilmektedir.

Sekil 12: Parametreler Ornegi

lisans_bolim_1 = "Bilgisayar Mithendisligi"
lisans_bolim_1 oran = 0.40

lisans_bolim_2 = "Endiistri Mihendisligi"
lisans_bolum_2_oran = 0.20

lisans_bolum_3 = "Istatistik"
lisans_bolim_3 oran = 0.20

lisans_bolim_4 = "Matematik"
lisans_bolum_4_oran = 0.10

lisans_bolim_5 = "Matematik Mithendisligi"

lisans_bolum_5_oran = 0.10

Kaynak: Yazar tarafindan derlenmistir.
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3.1.1.5. Dogum Tarihleri

Adaylarin dogum tarihlerini tretebilmek igin bir tarih Uretme fonksiyonu
yazilmasi gerekiyordu. Sekil 13’te belirtilen fonksiyon ile belirli araliklarda rastgele
gunler dretildikten sonra bir liste igerisinden adaylara dagitilarak dogum tarihleri
olusturulmus oldu.

Dogum tarihleri sayisal nitelik arz etmedigi i¢cin makine 6grenmesi modelinde
kullanilamamaktadir. Bu nedenle dogum tarihine gore yas1 belirleyen bir fonksiyon

daha yazilarak adaylarin yaslarinin bulundugu bir siitun eklenmistir.

Sekil 13: Dogum Tarihleri Uretimi

def tarihuret(bas, son, adet):

tarihliste = []

for i in range(adet):
tarihbaslangic = datetime.date(bas, 1, 1)
tarihson = datetime.date(son, 12, 30)
aralik = tarihson - tarihbaslangic
aralikgin = aralik.days
randomgiin = random.randrange (aralikglin)
randomtarih = tarihbaslangic + datetime.timedelta (days=randomgin)
tarihliste.append(randomtarih)

return pd.array(tarihliste)

doguml = pd.DataFrame(tarihuret(1990, 1998, 2100))
dogum2 = pd.DataFrame(tarihuret(1985, 1990, 600))
dogum3 = pd.DataFrame(tarihuret(1980, 1985, 300))

dogum = doguml.append(dogum2, ignore_index=True)_.append(dogum3,
ignore_index=True)

veri["dogumtarihi"] = dogum.sample(3000, random_state=seed)[0].values
Kaynak: Yazar tarafindan derlenmistir.

Sekil 14: Yas Dagilimlari

23,03%

Yiizde

n
]

)
o

Yas Araliklar

Kaynak: Yazar tarafindan derlenmistir.
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3.1.1.6. Medeni Durum

Medeni durum sutunu evli/bekar olarak olusturulmustur. Veri seti dahilindeki

medeni durum dagilimi toplam say1 ve ylizde cinsinden Sekil-15’te goriildiigi gibidir.

Sekil 15: Medeni Durum Dagilimi

Kaynak: Yazar tarafindan derlenmistir.

3.1.1.7. Askerlik Durumu

Askerlik Durumu siitununda cinsiyeti kiz olan veya 1985 dncesi dogumlularin
hepsi, geri kalan erkeklerin ise belirlenen parametreler dahilindeki oran

muaf/tamamland1 sayilmistir.

Sekil 16: Askerlik Durumu Dagilim1

2400
2.258

2200

2000

1800

1600

1400

1200

1000

muat/tamamlandi tamamlanmad

Kaynak: Yazar tarafindan derlenmistir.
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3.1.1.8. Ikamet ili ve Ilcesi

Ikamet ili tiim adaylar i¢in “Istanbul” olarak belirlenmis, ikamet ilgesi ise
TUIK tarafindan Adrese Dayali Niifus Kayit Sistemine gore olusturulan 2019 11 ve
figelere gore niifus verilerine gére oran dahilinde yizdedoldur fonksiyonu ile
dagitilmistir (Tiirkiye Istatistik Kurumu, 2020a).

3.1.1.9. Egitim Seviyesi

Egitim sevileri yas ve “Bitirilen Egitim Durumuna ve Cinsiyete Gére Nufus
2008-2019” TUIK verilerine gore olusturulmustur (Tiirkiye Istatistik Kurumu, 2020b).
Nfustaki doktora, ylksek lisans ve lisans verilerine bagli kalinarak olusturulan egitim

verilerinin dagilimi Sekil 17°de goriildiigi gibidir.

Sekil 17: Egitim Seviyesi Dagilim1

Doktora
0,90%

Yiiksek Lisans
7,27%

On Lisans
22,70%

Lisans
69,13%

Kaynak: Yazar tarafindan derlenmistir.
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3.1.1.10. Lisans, Yuksek Lisans ve Doktora Bolimleri

Egitim boliimlerinin belirlenmesinde lisans duzeyi igin, is bulma platformu
“kariyer.net” sitesinde yer alan Sekil 18’deki veri bilimci pozisyonunda galigsanlarin

mezun olduklari ilk 5 boliim se¢ilmistir.

Sekil 18: Veri Bilimci Ilk 5 Boliim

Mezun Olduklari ilk 5 Bolium

Bilgisayar MUhendisligi %20.7
EndUstri MUhendisligi %15.2
istatistik %14.3
Matematik %4.6
Matematik MUhendisligi %3.8

Kaynak: (Kariyet.net, 2020)
On lisans mezunlari lisans mezunu grubunda yer almis ve bilgisayar alanindan

mezun olanlarin hepsinin bolumu “Bilgisayar” olarak isimlendirilmistir. Boltmlerin

dagilim1 Sekil 19°da gosterilmistir.
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https://www.kariyer.net/pozisyonlar/veri+bilimci/nasil+olunur

Sekil 19: Boliim Dagilimlart

7,73%
7,73% 232

232

15,47%
464

30,90%
927

o]
12:; % 22.70%
681
20,000% 24 898%
49 61
20,000%
49 20,000%
15,102% 49
37
18,52% 22,22%
> 6

18,52%

29,63%
5

8
11,11%

3

Kaynak: Yazar tarafindan derlenmistir.

Lisans Bolumi

B Bilgisayar Mihendisligi

M Bilgisayar Onlisans

B Endistri Mihendisligi

M |statistik

B Matematik Mihendisligi
Matematik Onlisans

Yiksek Lisans Bollim
B Bilgisayar Mihendisligi
B Endistri Mihendisligi
M [statistik
B veri Bilimi
Yonetim Bilisim Sistemleri

Doktora Boluimii
B Bilgisayar Muhendisligi
B Endustri MUhendisligi
M |statistik
W veri Bilimi
Yonetim Bilisim Sistemleri
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3.1.1.11. Program Bilgisi

Veri bilimi uzmanlari i¢in agilan is ilanlarinin ortak 6zelligi Python veya R
programlama dillerinden en az birisini bilme sartinin aranmasidir. Bu nedenle program
bilgisi sutununda bahse konu programlama dilleri yiiksek oranda dagitilmisgtir.

Sekil 20: Program Bilgisi Dagilimi

sql C
scala  5,00% 5,00%
2,50%

C++
5,00%

javascript
5,00%

julia
5,00%

PHP
2,50%

python, R, sqgl
5,00%

Kaynak: Yazar tarafindan derlenmistir.
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3.1.1.12. Yabana Dil Bilgisi

Bir veri bilimi uzmani icin olmazsa olmazlardan birisi Ingilizce bilmesidir.
Bundan dolay1 adaylarda Ingilizce bilen orani yiiksek tutulmustur. Veri seti dahilinde
yabanci dil bilgisi oranlar1 Sekil 21°de goriildigii gibidir.

Sekil 21: Yabanci Dil Bilgisi Oranlari

Ingilizce ve Fransizca
10,00%

Kaynak: Yazar tarafindan derlenmistir.
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3.1.1.13. Is Tecriibesi

Bilisim teknolojileri alanindaki is tecriibesi 0-8 yil arasinda adaylarin yaslari
hesaba katilarak olusturulmustur. Sekil 22’de is tecriibesinin dagilimi sayilarla

gosterilmektedir.

Sekil 22: Is Tecriibesi Dagilimi

470 470

450

S 335
334

300 308

250 257

138

0 1 2 1 B

[a]

Kaynak: Yazar tarafindan derlenmistir.
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3.1.1.14. Maas Beklentisi

Maas Dbeklentisi ise alimda o6nemli bir Kkriter olusturmaktadir.

4000-8000 TL araliginda Sekil 23’teki oranlarda dagitimi yapilmistir.

Sekil 23: Maag Beklentisi Dagilimi

8000.0

7000.0 >,00%
5.00%

6000.0
10,00% 4000.0

30,00%

5000.0
50,00%

Kaynak: Yazar tarafindan derlenmistir.
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3.1.1.15. Var-Yok Siitunlari

Adli sicil kaydi, seyahate engel durum, kurum igi referans, kurs durumu ve

vardiyali galigma durumu verilerinin dagilimi Sekil 24°te goriildiigi gibidir.

Sekil 24: Var-Yok Siitunlari

0%

80%

70%

60%

50%

Yiizde

408

30%

10%

0%

80%

70%

60%

50%

Yiizde

40%

30%

10%

0%

Kaynak: Yazar tarafindan derlenmistir.

Seyahat Engeli

vardir

yoktur

Kurs Durumu

aldim

70%

B0%

50%

A0%

Yiizde

30%

10%

0%

almadim

Referans

30,00%

vardir

Yiizde

50%

80%

70%

60%

50%

40%

30%

10%

0%

100%

S0%

80%

70%

60%

50%

Yiizde

408

30%

0%
yoktur

Adli Sicil Kaydi

5,00%

vardir

95,00%

yoktur

Vardiyali Calisma Durumu

50,00%

calisabilirim

10,00%

galigamam
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3.1.1.16. Yapay Zeka Bilgisi

Yapay zeka veri bilimi uzmaninin ¢alisma alanmin énemli bir bdliimiint
olusturmaktadir. Bu tezde bilginin gereklilikleri i¢in detayli agiklama verilmemistir
ancak puanlandirma igin alt detaylar yayinlanacak i ilaninda bulunacaktir. Yapay

zeka bilgisi 0-4 arasindaki degerlerde Sekil 25°te gosterilen sayilarda dagitilmistir.

Sekil 25: Yapay Zeka Bilgisi Dagilim1

653

Sayi *

547

547

Kaynak: Yazar tarafindan derlenmistir.
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3.1.1.17. En Son Gérev Yapilan Yerdeki Ucret

En son ¢alisilan yerde alinan {icret is bagvuru formlarinda yer alabilmekte ve
uygulamada degerlendirme kriterleri arasinda sayilmaktadir. Bu kapsamda Sekil 26’da

goriildiigi gibi 4000-8000 TL araliginda belirtilen oranlarda dagitilmistir.

Sekil 26: Son Ucret Oranlari

8000.0 0.0
7000.0 4,70% 4,60%
4,83%

3000.0
9,70%

28,47%

Kaynak: Yazar tarafindan derlenmistir.
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3.2.  ARASTIRMA YONTEMI

Bu tezde arastirma yontemi olarak Sistem Gelistirme Yasam Dongiisti (SGYD)
kullanilmistir. Kurumlar bilisim sistemleri icin blylk emek ve kaynaklar sarf
etmektedirler. Bilisim sistemlerine artan bagimlilik gtivenilir, emniyetli bilisim sistemi
teknolojilerine ihtiya¢ duyulmasimi gerektirmektedir. SGYD bilisim sistemleri
kurulurken dogru adimlarin takip edilebilmesi maksadiyla izlenecek sistematik bir yol
haritasi ihtiyacini karsilamaktadir (Department Of Justice, 2003).

SGYD standart kaliplar dahilinde sabit bir dongii olarak degil bir siire¢ olarak
diistiniilmelidir. Pek ¢ok farkli tanimi ve adimlari bulunan SGYD igin genel bir tanim
yapmak gerekirse; sistem gelistirme sirecinde en iyi 0rinl ortaya koyabilmek
maksadiyla bir dongii dahilinde takip edilen analiz ve dizayn maksatli bir yaklagim
denilebilir. SGYD problem ve amaglarin tanimlanmasi, bilgi gereksinimlerinin
belirlenmesi, sistem ihtiyaglarinin analizi, Onerilen sistemin tasarimi, yazilimin
gelistirilmesi, sistemin test edilerek strdirtilmesi ve sistemin gerceklestirilerek

degerlendirilmesi sathalarindan olusmaktadir (Tecim, 2012).

Sekil 27: Sistem Gelistirme Yasam Dongiisii

1. Problemin l

- R

7. Sistemin
Gergeklestirilmesi ve 2. Gereksinimlerin
Degerlendirilmesi Belirlenmesi

T 8

6. Sistemin Test
Edilmesi

B

3. Sistem
Ihtiyaclanimin Analizi

s 2>

‘ 5. yazihmin

. { 4. Sistemin Tasarnm J
Gelistirilmesi «

Kaynak: Tecim, 2012

SGYD’nin ilk adimi problemin ve amaglarin tanimlanmasidir. Bu safha

sistemin temellerinin dogru atilmasi, amaglar dogrultusunda bir yol izlenmesi i¢in ok
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mithimdir. Yapay Zeka Tabanli Personel Se¢im Sistemi Uygulamasinda Oncelikle
problem ve amag acik bir sekilde belirlenmistir. Buradaki problem insan kaynagi temin
sireclerinde biiyiik aday havuzlari, zengin nitelikler ve onlar1 tasnif ihtiyaci
dolayisiyla biiyiik zaman ve kaynak kayiplar1 yasanabilmesidir. Bu net probleme
karsilik yapay zeka tabanli, zaman ve kaynak tasarrufu gerceklestirebilecek bir trtin
ortaya konmas1 amac¢lanmaktadir.

Ikinci adim bilgi gereksinimlerinin belirlenmesidir. Burada sistemi kurmak
icin gerekli olan bilgi ve veri gereksinimleri ortaya konmalidir. Personel Se¢im Sistemi
Uygulamasinda gereksinimlerini karsilayabilmek maksadiyla yazar tarafindan yapay
zeka ve makine Ogrenmesi alaninda bilgi eksiklikleri giderilmeye c¢alisilmis ve
mantiksal ¢er¢evede yapay veri Uretimi yoluna gidilmistir.

Uciincii adim sistem ihtiyaclarmin belirlenmesidir. Burada sistemin
calistirllmasinda kullanilacak yontemler, araglar belirlenecektir. Tezdeki uygulamada
verinin analizi ve anlamli ¢iktilar elde edebilmek i¢in karar mekanizmasinda rol alacak
makine 6grenmesi modellerine, uygulamanin web ara yiiziiniin yapilmasi i¢in ihtiyag
duyulan uygulama ve kodlama dillerine karar verilerek sistem ihtiyaglar
belirlenmistir.

Bir sonraki adim sistemin tasarimidir. Uygulamanin ara yUzu, basvuru formu,
veri girigleri, verilerin kaydedilmesi ve onlarin analizinin nasil gerceklestirilecegi
tasarlanmistir.

Besinci adim yazilimin gelistirilmesidir. Yazilim gelistirme siirecinde Python
programlama diliyle makine 6grenmesi ve web ara yiiziiniin kodlar1 yazilmistir. Tim
kodlar yazilarak sistem calisabilir hale getirildikten sonra altinct adim olan test
safhasina ge¢ilmistir. Karsilagilan problemler giderilerek gerekli dersler alinmistir.

Sistemin gerceklestirilmesi ve degerlendirilmesi sathasi sistemin kullaniciya
sunulmast ve degerlendirme siirecine gecilmesidir. Bu asamada da web tabanl
uygulamada sisteme bilgi girisleri yapilarak degerlendirmeler yapilmis, uygulamanin
devamlilig1 takip edilmistir. Tez kapsaminda gelistirilen uygulamada SGYD adimlari
takip edilmis ve gerekli oldugunda Onceki adimlara doniilerek dongl devam

ettirilmistir.

42



3.3. KISITLAR

Yapay Zeka Tabanli Personel Se¢im Sistemi Uygulamasi bir bilisim sirketi i¢in
yapilacak veri bilimi uzmani temininde, 6n eleme yapacak bir uygulama olarak
geligtirilmistir. Yazar tarafindan olusturulan 3000 kisilik Ornek veri setinde
uygulanmistir. Uygulamanin {izerinde ¢alisacagi aday havuzunun sayisinda herhangi
bir kisit bulunmamaktadir. Ancak yapay zeka sisteminin egitiminde kullanilan aday
havuzunda kategorik olarak elendi, gecti degerlendirmeleri bulunmasi gerekmektedir.

Uygulama halihazirdaki makine 6grenmesi modelleriyle sadece veri bilimi
uzmani kadrosuna yapilacak basvurular i¢in ¢aligmaktadir. Farkli kadrolarda veya
kurum icerisinde bir géreve personel se¢imi maksatl kullanilmak istendiginde uygun
degerlendirme verisi temin edilmeli ve ilgili veri seti iizerinde makine 6grenmesi
gerceklestirilmelidir.

Sayisal olarak degerlendirilmis bir veri seti bulunmadigi i¢in uygulama
kategorik tabanli olarak eleme tahminlerinde bulunmaktadir. Sayisal puanlama etiket
degerleri bulunan bir veri seti kullanilmasi durumunda regresyon modelleri
calistirilarak sayisal tahminlerde bulunulabilir.

Yapay Zeka Tabanli Personel Se¢im Sistemi Uygulamasi insan kaynagi
temininde yapay zeka kullaniminin bagvuru formu tabanli nitelik degerlendirmesi
yontemini kullanmaktadir. Uygulamanin bagvuru ekrant herkese acik olarak
isletilmekte ancak yapay zeka tahminlerinin gerceklestirildigi yonetici girisine

parolayla girilebilmektedir.
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DORDUNCU BOLUM
UYGULAMA

4.1. VERI SETININ DEGERLENDIRILMESI

Uygulamanin ismi Yapay Zeka Tabanli Personel Se¢im Sistemidir.
Uygulamanin mantig1 bir is yerinde ge¢cmiste alan uzmani kisiler tarafindan
gerceklestirilmis aday secimlerinin ya da biiyiik bir bagvuru havuzunda yeteri sayidaki
veri igcin yapilmis degerlendirmelerin makine Ogrenmesi modellerine sokularak
incelenmemis bagvurular igin anlamli sonuglar ¢ikarilmasidir.

Makine Ogrenmesi modellerini ¢alistirabilmek maksadiyla uygulamada
kullanilacak veri setinin olusturulma siireci tiglincii boliimde agiklanmisti. Anlamli bir
veri seti olusturulduktan sonra veri seti icin ¢iktilart olusturacak uzman karar vericiye
ihtiya¢ duyulmaktaydi. Bu ¢aligmada elimizdeki veri igin karar verici yazardir. Ancak
normalde bu kisi uzman personel ya da is alimini gerceklestirecek kisi olacaktir. Is
yerlerinde insan kaynagi teminini gerceklestirecek kisiler kararlarin1 aday havuzunu
inceleyerek is yeri politikasi ve kadronun gerekliliklerine uygun olarak
gerceklestirmektedir.

Tezde iizerinde galisilan 6rnek ise alim siireci bir bilisim sirketinin veri bilimi
uzmani kadrosu i¢in insan kaynagi temini olarak belirlenmistir. Veri bilimi uzmanm
sektorde ayn1 zamanda “Data Scientist” olarak da isimlendirilmektedir. 3000 kisiden
olusan 6rnek basvuru havuzunda adaylar yazar tarafindan olusturulan Tablo 2’deki
sartlara uygun olarak degerlendirilmistir. Genel olarak Tablo 2’deki sartlar1 saglayan
kisilere miilakata ¢agirilacak sekilde gecti (1) etiketi verilmis, sartlar1 saglamayan
kisilere ise elendi (0) etiketi verilmistir. Yapilan degerlendirme sonrasinda veri setinde

olusan dagilim Sekil 28’de goriildigii gibidir.
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Tablo 2: Kadro Nitelikleri

Veri Bilimi Uzmaninin Sahip Olmasi

Gereken Nitelikler Istisnalar
1. | Yabanci Dil Bilgisi Seviye Tespit Sinavi | e Yoktur.
(YDS) smavinda Ingilizce’den en az 70
notunun almmis olmasi gerekmektedir.
2. | Python veya R programlama dillerinden | e Sirket tarafindan verilen yapay zeka

seviyesinde olmasi gerekmektedir.

en az bir tanesinin  bilinmesi kursunu almus olanlar harictir.
gerekmektedir.
3. | Adli  sicil  kaydi  bulunmamasi | e Referansi olan veya doktora yapmis olan
gerekmektedir. adaylar on goriismeye ¢agirilarak durumlari
ayrica degerlendirilecektir.
4. | Yapay zeka bilgisi minimum 2 | e Sirketin yapay zeka kursunu almis olan ve

maas beklentisi 4000 TL’den az olanlar,

e Biligim teknolojileri alaninda alan tecriibesi
4 yildan fazla olanlar,

e Yiksek

tamamlamus olanlar harigtir.

lisans veya doktora egitimini

5. | Maas Dbeklentisi 6500 TL altinda

olmalidur.

e Maas beklentisi 6500-7000 TL arasinda
olanlar icin; yulksek lisans veya doktora
egitimini tamamlayan ve son calistigi

yerdeki Gcreti 6000 TL ve altinda olanlar

harigtir.

6. | Son ¢alisilan isteki {icret 8000 TL altinda

olmalidir.

e Yoktur.

7. | Aday vardiyal ¢alisabilecek olmalidir.

e Maas beklentisi 4000 TL ve alt1 olanlar
harictir.

8. | Seyahat engeli bulunmamalidir.

e Alan tecriibesi 3 yil ve lizerinde olan ve

vardiyali ¢aligabilenler harigtir.

9. | On lisans mezunlarmin yapay zeka bilgi

seviyesi 3 ve (stlinde olmalidir.

e Yoktur.

10. | Yas 35 ve alt1 olmalidur.

e Doktora veya yiksek lisans egitimini

tamamlamus olanlar harigtir.

Kaynak: Yazar tarafindan derlenmistir.
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Sekil 28: Karar Oranlar1

Kaynak: Yazar tarafindan derlenmistir.

Tablo 2’deki sartlar her kadro ve is kolu i¢in degisebilmektedir. Bu sartlarin ne
oldugunun makine 6grenmesi modeli i¢in fazla 6nemi bulunmamaktadir. Makine
O0grenmesi sartlar tlizerinden degil alinan kararlar iizerinden anlamli bilgiler
edinmektedir. Ornegin; insan kaynaklari uzmani sartlarin yazili olmadig1 sekilde
kararlar da alabilirdi. Bu durumda sistem, uzmanin verdigi kararlari takip eden ¢iktilar

verirdi.

4.2.  VERININ MAKINE OGRENMESI MODELINE HAZIRLANMASI

4.2.1. Modele Girmeyecek Siitunlarin Diisiirtilmesi

Yapay Zeka Tabanli Personel Se¢im Sistemi Uygulamasinda bazi bilgiler
ozellikle makine 6grenmesi modelinde egitilmeyecektir. Bunlar veri setindeki cinsiyet
ve medeni durum stitunlaridir. Buradaki amag insanlar tarafindan olusturulabilen 6n
yargl veya pozitif/negatif ayrimlarin 6niine gegerek en dogru adaylara ulagmaktir.
Bunun haricinde isim, soy isim, ikamet ili, ikamet ilgesi, askerlik durumu ve dogum
tarihi (yas slitunu modele girmektedir) siitunlari da karar igin anlamli bilgi

icermediginden makine 6grenmesi modeline girmeyecektir.
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4.2.2. Kategorik Verilerin Sayisallastirilmasi

Elimizdeki verilerin makine 6grenmesi modeli tarafindan taninabilmesi ve

tizerinde matematiksel islemlerin gergeklestirilebilmesi igin sayisal olmayan kategorik

veri slitunlarinin sayisallagtirilmasi gerekmektedir.

Bunun icin Python’un Pandas kittiphanesinde bulunan “get_dummies” metodu

kullanilmaktadir. Bu yontem sayesinde kategorik veri iceren bilinen diller, mezuniyet

dali gibi bilgiler ilgili verinin bulundugu satirin karsiligi 1, bulunmadigi satirin
karsilig1 0 olacak sekilde ayarlanmaktadir (McKinney ve digerleri, 2020: 984-985).

Bu konuya dair yabanci dil bilgisi igeren kategorik siitunun sayisala doniistiiriilmesi

Sekil 29’da gosterilmistir. Tiim diizenlemeleri yaptiktan sonra olusan ve makine

ogrenmesi modeline girecek olan veri setinin 6rnek bir boliimii Sekil 30°da goriildiigi

gibidir.

Sekil 29: Kategorikten Sayisala Dontisim

veri[[“"vabancidilbilgisi™]].head()

yabancidilbilgisi

rusca
bilmiyor
ingilizce

fransizca

A& W N = O

ingilizce

veri["vabancidilbilgisi"].str.get_dummies(sep=",").add_prefix("dil_").head()

dil_almanca dil_arapga dil_bilmiyor dil_fransizca

dil_ingilizce

dil_ruscga

o]

AW N 2 O
o o o ©
o o o ©o o
o 2 Qg -

Kaynak: Yazar tarafindan derlenmistir.

o]

0o =2 QO ©

= O =2 O 0

1

o o Q ©
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Sekil 30: Modele Hazir Veri Seti

0 1 2 3 4 5

yas 220 310 300 330 270 280
alantecriibesi 1.0 6.0 50 7.0 3.0 4.0
maasbeklentisi 50000 40000 50000 40000 40000 5000.0
ensonlcret 40000 40000 40000 50000 50000 50000

yzbilgi 1.0 0.0 0.0 0.0 0.0 0.0

karar 0.0 0.0 0.0 0.0 0.0 0.0

egitim_doktora 0.0 0.0 0.0 0.0 0.0 0.0

egitim_lisans 0.0 1.0 1.0 1.0 1.0 0.0

egitim_ylikseklisans 0.0 0.0 0.0 0.0 0.0 0.0

egitim_onlisans 1.0 0.0 0.0 0.0 0.0 1.0

lisansbolumii_Bilgisayar 1.0 0.0 0.0 0.0 0.0 1.0

lisansbolumu_Bilgisayar 0.0 0.0 1.0 0.0 1.0 0.0
Miihendisligi

e e 0.0 0.0 0.0 0.0 0.0 0.0
Miihendisligi

lisansbolimil_Matematik 0.0 0.0 0.0 0.0 0.0 0.0

Kaynak: Yazar tarafindan derlenmistir.

4.3. MAKINE OGRENMESININ CALISTIRILMASI

Tezde kullanilan makine ©Ogrenmesi modellerinin ¢alistirilabilmesi  ve
degerlendirmeler igin 6ncelikle Sekil 31°deki kutlphanelerin yiklenmesi gerekmistir.
Bu tezde makine o6grenmesi ic¢in kullanilan temel kitiphane Scikit-learn’dir.
Scikit-learn orta diizey denetimli ve denetimsiz 6grenme problemleri igin makine
O0grenmesi algoritmalar1 saglayan kullanimi kolay bir Python kitlphanesidir
(Pedregosa ve digerleri, 2011: 2826).

Kiitiiphane yiiklemeleri sonrasinda veri seti makine O0grenmesi igin veri
stitunlar1 ve karar siitunu olmak tizere ikiye ayrilmigtir. Veri sutunlart modelin karar

stitunundaki ¢iktilart anlamlandirmak i¢in kullanacagi verilerdir.
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Sekil 31: Kitlphaneler

import numpy as np

import pandas as pd

import seaborn as sns

import matplotlib.pyplot as plt

from sklearn.preprocessing import StandardScaler
from sklearn.model_selection import train_test split
from sklearn.metrics import confusion_matrix, classification_report
from sklearn.metrics import accuracy_score

from sklearn.linear_model import LogisticRegression
from sklearn._neighbors import KNeighborsClassifier
from sklearn.ensemble import RandomForestClassifier
from sklearn.tree import DecisionTreeClassifier

from xgboost import XGBClassifier

from yellowbrick.classifier import ConfusionMatrix,
ClassificationReport

import pickle

Kaynak: Yazar tarafindan derlenmistir.

Denetimli makine 6grenmesi modellerinde mantik belirli oranlarda ikiye
ayrilan etiketli verinin bir kisminin modelin egitimi i¢in kullanilmas1 ve sonrasinda
egitilmis olan model tarafindan daha Once goérmedigi veriler (zerinde tahmin
gerceklestirilmesidir. Tahmin sonrasinda test verisindeki gercek etiketler ile modelin
tahminleri karsilastirilarak modelin basar1 derecesine ulasilmaktadir. Veri setini bélme

kodu Sekil 32°de goriildiigii gibidir.

Sekil 32: Verinin Bolinmesi
X_egitim, X_test, y_egitim, y_test = train_test_split(X, y, test_size=0.20, stratify=y, random_state=42)

Kaynak: Yazar tarafindan derlenmistir.

4.3.1. Lojistik Regresyon Modeli

Elimizdeki veri setinde veriler farkli 6lgeklerde bulunmaktadir. Ornegin
ticretler binli degerler ile gosterilirken yas ve alan tecriibesi gibi haneler tekli
hanededirler. Bu nedenle lojistik regresyon modeli ¢alistiriimadan 6nce verinin Scikit-
learn kutlphanesinden indirilen StandartScaler() komutuyla standardize edilmesi
analizi iyilestirmektedir (Buitnick ve digerleri, 2013: 6-7).

Oncelikle dlgeklendirme yapilmadan Sekil 33’de gosterildigi sekilde Scikit-

learn kittphanesinin LogistikRegression() modeli bos olarak kurulmustur. Sonrasinda
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“.fit” islemiyle model egitim verisiyle egitilmistir (Scikit-learn, 2020b). Son olarak
tahmin edilen c¢iktilarla gercek ¢iktilar Tablo 3’te gOsterilen hata matrisi ve

siniflandirma raporu yardimiyla degerlendirilmistir.

Sekil 33: Lojistik Regresyon Modeli

log _model = LogisticRegression()
log_model . fit(X_egitim, y egitim)
y_tahmin = log_model.predict(X_test)

Kaynak: Yazar tarafindan derlenmistir.

Tablo 3: Lojistik Regresyon Modeli Degerlendirme Sonuglari

TAHMIN DEGERI
0 1
GERCEK 0 364 48
DEGER 1 55 133
Dogruluk Hassasiyet Geri Cagirma F-1 Degeri
0.83 0.73 0.71 0.72

Kaynak: Yazar tarafindan derlenmistir.

Sonrasinda standardizenin etkisini gorebilmek igin veri Sekil 34’teki gibi
standardize edilmistir. Sonug olarak Tablo 4’te goriilecegi tizere yaklasik 20 tane daha
dogru tahmin yapilmistir. Bu nedenle uygulamada Lojistik Regresyon Modeli igin

oncelikle veri standardize edilecektir.

Sekil 34: Standardize Lojistik Regresyon Modeli

olcek = StandardScaler()

X_egitim = olcek.fit_transform(X_egitim)
X_test = olcek.transform(X_test)
scaleloj = LogisticRegression()
scaleloj . fit(X_egitim, y egitim)
y_tahmin = scaleloj.predict(X_test)
confusion_matrix(y_test, y tahmin)

Kaynak: Yazar tarafindan derlenmistir.
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Tablo 4: Standardize Model Degerlendirme Sonuglari

TAHMIN DEGERI
0 1
GERCEK 0 375 37
DEGER 1 45 143
Dogruluk Hassasiyet Geri Cagirma F-1 Degeri
0.86 0.79 0.76 0.78

Kaynak: Yazar tarafindan derlenmistir.

4.3.2. KEYK Modeli

KEYK modelinde de verilerin egitim Oncesinde standardize islemine tabi
tutulmas1 sonuglar1 daha basarili hale getirmektedir. Bu nedenle egitim ve test verisi
standardize edilmistir.

Sekil 35’te gosterildigi gibi Scikit-learn kituphanesinin
KNeighborsClassifier() modeli komsu eleman sayisi tercih edilerek bos olarak
kurulmustur. Sonrasinda “.fit” islemiyle model egitim verisiyle egitilmistir (Scikit-
learn, 2020c). Son olarak tahmin edilen ¢iktilarla gergek ¢iktilar Tablo 5°te gOsterilen

hata matrisi ve simiflandirma raporu yardimiyla degerlendirilmistir.

Sekil 35: KEYK Modeli

olcek = StandardScaler()

X_egitim = olcek.fit_transform(X_egitim)

X_test = olcek.transform(X_test)

keyk _model = KNeighborsClassifier(n_neighbors = 11)
keyk_model .fit(X_egitim, y egitim)

y_tahmin = keyk model .predict(X_test)

Kaynak: Yazar tarafindan derlenmistir.
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Tablo 5: KEYK Modeli Degerlendirme Sonuglari

TAHMIN DEGERI
0 1
GERCEK 0 333 79
DEGER 1 28 160
Dogruluk Hassasiyet Geri Cagirma F-1 Degeri
0.82 0.67 0.85 0.75

Kaynak: Yazar tarafindan derlenmistir.

4.3.3. DVM Modeli

DVM modelinde egitim ve test verisi Oncelikle standardize edilmistir. Sekil

36°da gosterildigi gibi Scikit-learn kittphanesinin SVC() modeli kurulmustur.

Sonrasinda “.fit” islemiyle model egitim verisiyle egitilmistir (Scikit-learn, 2020d).

Tablo 6’da gosterilen hata matrisi ve siiflandirma raporu incelendiginde DVM’nin

lojistik regresyon ve KEYK modellerine gore daha basarili oldugu goriilmektedir.

Sekil 36: DVM Modeli

olcek = StandardScaler()

X_egitim = olcek.fit_transform(X_egitim)
X_test = sc.transform(X_test)

svm_model = SVC()
svm_model . fit(X_egitim, y egitim)
y_tahmin = svm_model .predict(X_test)

Kaynak: Yazar tarafindan derlenmistir.

Tablo 6: DVM Modeli Degerlendirme Sonuglari

TAHMIN DEGERI
0 1
GERCEK 0 379 33
DEGER 1 37 151
Dogruluk Hassasiyet Geri Cagirma F-1 Degeri
0.88 0.82 0.80 0.81

Kaynak: Yazar tarafindan derlenmistir.
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4.3.4. Karar Agaclar1 Modeli

Karar agaglar1 modelinin galisma yapis1 geregi verilerin élgeklendirilmesine
ihtiya¢ duyulmamaktadir. Sekil 37’de gosterildigi gibi Sklearn kutliphanesinin
DecisionTreeClassifier() modeli bos olarak kurulmustur. Sonrasinda “.fit” iglemiyle
model egitim verisiyle egitilmistir (Scikit-learn, 2020e). Son olarak tahmin edilen
ciktilarla gergek ¢iktilar Tablo 7°deki hata matrisi ve siniflandirma raporu yardimiyla
degerlendirilmistir. A¢ik¢a goriilecegi lizere karar agaglari modeli 6nceki modellere

oranla ytiksek bir basar1 getirmistir.

Sekil 37: Karar Agaclar1 Modeli

agac_model = DecisionTreeClassifier()
agac_model . fit(X_egitim, y egitim)
y_tahmin = agac_model .predict(X_test)

Kaynak: Yazar tarafindan derlenmistir.

Tablo 7: Karar Agaglar1 Modeli Degerlendirme Sonuglart

TAHMIN DEGERI
0 1
GERCEK 0 401 11
DEGER 1 5 183
Dogruluk Hassasiyet Geri Cagirma F-1 Degeri
0.97 0.94 0.97 0.96

Kaynak: Yazar tarafindan derlenmistir.

4.3.5. Rastgele Orman Modeli

Rastgele Orman Modeli igin Sekil 38’de gosterildigi gibi Sklearn
kituphanesinin  RandomForestClassifier() modeli icerisindeki  parametreler
belirlenerek bos olarak kurulmustur. Sonrasinda “.fit” islemiyle model egitim verisiyle
egitilmistir (Scikit-learn, 2020f). Tablo 8’deki hata matrisi ve siiflandirma raporu

incelendiginde Karar Agaglar1 modeline yakin sonuglar elde edildigi goriilmektedir.
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Sekil 38: Rastgele Orman Modeli

orman_model = RandomForestClassifier()
orman_model . f1t(X_egitim, y egitim)
y_tahmin = orman_model .predict(X_test)

Kaynak: Yazar tarafindan derlenmistir.

Tablo 8: Rastgele Orman Modeli Degerlendirme Sonuglari

TAHMIN DEGERI
0 1
GERGEK 0 409 3
DEGER 1 11 177
Dogruluk Hassasiyet Geri Cagirma F-1 Degeri
0.98 0.98 0.94 0.96

Kaynak: Yazar tarafindan derlenmistir.

4.3.6. XGBoost Modeli

XGBoost modeli icin Sekil 39°da gosterildigi tizere xgboost klttphanesinin
XGBClassifier() modeli bos olarak kurulmustur. Sonrasinda “.fit” islemiyle model
egitim verisiyle egitilmistir (XGboost, 2020). Tablo 8’deki hata matrisi ve
siiflandirma raporu incelendiginde 600 adet test verisinde yalnizca bir tane hata

yapildig1 gorilmektedir.

Sekil 39: XGBoost Modeli

xgb_model = XGBClassifier()
xgb_model . fit(X_egitim, y _egitim)
y_tahmin = xgb_model .predict(X_test)

Kaynak: Yazar tarafindan derlenmistir.
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Tablo 9: XGBoost Modeli Degerlendirme Sonuglari

TAHMIN DEGERI
0 1
GERGEK 0 411 1
DI 1 0 188
Dogruluk Hassasiyet Geri Cagirma F-1 Degeri
1 0.99 1 1

Kaynak: Yazar tarafindan derlenmistir.

4.3.7. Modellerin Degerlendirilmesi

Makine 6grenmesi gergeklestirilerek elde edilen modeller ve Tablo 10°daki

degerlendirme sonuglar1 incelendiginde en basarili modelin XGBoost modeli oldugu

gorulmektedir. Model bilindigi

kullanmaktadir. Rastgele orman modeli de torbalama topluluk 6grenim metodunu
kullanmaktadir. Ancak karar agaclart ve rastgele orman modellerinin her ikisi de

benzer ¢cok yiiksek basar1 oranlarina sahip oldugundan net bir degerlendirme yapma

imkan1 bulunmamaktadir.

Tablo 10: Model Degerlendirmeleri

lUzere artirm

topluluk 6grenim metodunu

Hassasiyet Geri Cagirma F-1 Degeri
Lojistik Regresyon 0.79 0.76 0.78
K En Yakin Komsular 0.67 0.85 0.75
DVM 0.82 0.80 0.81
Karar Agaclari 0.94 0.97 0.96
Rastgele Orman 0.98 0.94 0.96
XGBoost 0.99 1 1

Kaynak: Yazar tarafindan derlenmistir.

XGBoost modelinin yaptig1 tahminlerde sadece I. Tip Hata kapsamina giren

normalde elenmesi

bulunmaktadir. Personel Se¢im Sistemi Uygulamasinda elenmesi gereken bir kisinin

gerekirken c¢agirilacak olarak degerlendirilmis bir aday
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yanlishikla miilakata cagrilmasi, miilakata gelmesi gereken bir kisinin elenmesine

tercih edilecek bir hatadir.

Tablo 10°daki yiiksek basar1 seviyeleri memnuniyet verici goziikse de model
degerlendirmelerinde dikkat edilmesi gereken bir husus asir1 6grenme gergeklesme
ihtimalidir. Asir1 6grenme modelin elindeki veri seti {izerinden ezber mantigiyla
o0grenme gerceklestirmesi ve bunun sonucunda gérmedigi tarzda bir girdide yanlis
sonuclar elde etmesidir. Sekil 40’ta goriilecegi iizere asir1 6grenme genel 6grenme
egrisinin disina cikarak ezberci bir patern ¢izmektedir. Istenen 6grenme sekli ise genel

bir 6grenme paterni ¢izilmesidir (Amidi, 2020; Kocakafa, 2020).

Sekil 40: Ogrenim Trleri

Eksik Ogrenme istenen Ogrenme Asirt Ogrenme

N
o > ©

Kaynak: Amidi, 2020.

Unutulmamasi gereken diger bir husus ise kullanilan verinin yapay olmasidir.
O nedenle Tablo 10’daki yiiksek degerlendirme puanlari tek basina, modellerin
mikemmel 6grenme gergeklestirdigini ve sistemin halihazirdaki haliyle gergek
hayatta kullanilabilecegini gostermemektedir. Nitekim gercek hayata ait verilerde bu
kadar yiliksek oranlarda basar1 elde edilmesi beklenen bir durum degildir. Yazar
tarafindan uygulama lizerinden yapilan yeni bagvuru denemelerinde 6zellikle XGboost
modelinin gogu tahmininde basarili oldugu ancak nadir de olsa bazi noktalarda istenen
ciktilara ulasilamadig gézlemlenmistir.

Sonug olarak bu c¢alismada elimizdeki veri lzerinde karar agaglar1 tabanl
modellerin yiiksek basari1 orani verdigi sOylenebilir. Modeller ile yeni basvurular

tizerinde dogru tahminler yapilabildigi gorilmekte ve bu da uygulamanin insan
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kaynag1 temin faaliyetlerinde kullanimi konusunda heyecan uyandirmaktadir. Ancak
kullanilan veri yapay oldugundan daha ileri degerlendirmeler i¢in uygulamanin gergek
hayata ait ige alim verileri {izerinde ¢alistirilmasi ve yapilacak degerlendirmelere gore

gelistirilmesi hedeflenmektedir.

4.4. UYGULAMANIN GELISTIRILMESI

Yapay zeka degerlendirmeleri yapildiktan sonra sira uygulamanin
gelistirilmesine gelmistir. Uygulamada istenen sirket i¢in web tabanli olarak yapilacak
bagvurularin, aday bagvurusunu tamamladig1 anda kabul veya ret olarak insan kaynagi
temini uzmaninin 6niine diismesidir.

Bunu gerceklestirebilmek i¢in acgik kaynak bir Python kiitiiphanesi olan
Streamlit ile web uygulamasi gelistirilmesine karar verilmistir. Streamlit 6zellikle
makine 0grenmesi ve veri bilimi uygulama gelistiricileri tarafindan kullanilan bir
kituphanedir (Streamlit, 2020).

Streamlit kodlar1 Python Programlama diliyle .py uzantili olarak Pycharm kod
gelistirme uygulamasiyla yazilmistir (Jetbrains, 2020). Uygulamamizda sol taraftaki
secim mendsii Gzerinden segilen Basvuru Girisi, Yonetici Girisi ve Iletisim olmak

uzere 3 meni bulunmaktadir.

4.4.1. Basvuru Girisi

Sirkete disaridan basvuruda bulunacak adaylarin erisim yeri bagvuru girisi
boliimii olacaktir. Uygulamanin ana program fonksiyonu tanimlandiktan sonra eger
yapilariyla sekme ayrintilarina girilmeye baslanmistir.

Bagvuru girisinde Isim, Soy Isim, Dogum Tarihi, Ikamet Ili, Ikamet Ilgesi
bélimlerine ait kodlamalar Sekil 41°de, kodlama sonucunda olusturulan uygulama

ekrani ise Sekil 42°de gosterilmistir.
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Sekil 41: Basvuru Sekmesi Kodlar1

def anaprogram():

secim = st.sidebar.selectbox(""MENU", ("Basvuru Girisi", "Yoénetici Girisi",
"Iletisim"), key="a'")

if secim == "Basvuru Girisi':
st.title("PERSONEL BASVURU SISTEMi")

cift_engelleyici = 0
st.subheader("Basvuru Girisi")
left, right = st.beta_columns(2)
with left:
isim = st.text_input("isim")
with right:
soyisim = st.text_input(*'Soyisim™)

dogumtarihi = st.date_input("Dogum Tarihiniz", min_value= datetime.date(1980,
1, 1), max_value=datetime.date(2000, 1, 1))
def yas_hesapla(dogumtarihi):
bugin = datetime.date.today()
return bugin.year - dogumtarihi.year - ((bugin.month, bugin.day) <
(dogumtarihi.month, dogumtarihi.day))
yas = yas_hesapla(dogumtarihi)

ikametili= st.text_input("ikamet I1i")
ikametilcesi= st.text_input("ikamet Ilcesi")

Kaynak: Yazar tarafindan derlenmistir.

Sekil 42: Uygulama Ekrani 1
PERSONEL SECIM SISTEMI

Basvuru Girisi

Isim Soyisim
Dogum Tarihiniz
2020/12/16

ikamet Ili

fkamet flgesi

Kaynak: Yazar tarafindan derlenmistir.
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Sonrasinda cinsiyet, medeni durum ve askerlik durumu girdileri gelmektedir.
Bu bilgiler isaretleme kutusu olacak sekilde ayarlanmistir. Bagvuranin hata sonucu iki
kutuyu da isaretlemesine engel olmak igin bir kontrol kodu yazilarak uyar1 verilmesi

saglanmustir.

Sekil 43: Cinsiyet, Medeni Durum ve Askerlik Durumu Kodlar1

a, b, ¢ = st_beta_columns(3)

with a:

st.write(""Cinsiyet™)
with b:

erkek = st.checkbox("Erkek®)
with c:

kiz = st.checkbox ('Kiz')

if erkek+kiz>1:
st.warning("Litfen Tek Kutucudu Seginiz")
cift_engelleyici = 1

a, b, c = st.beta_columns(3)

with a:

st.write("'Medenidurum®™)
with b:

medenidurum_evli = st.checkbox("EvIi®)
with c:

medenidurum_bekar = st._checkbox("Bekar")

iT medenidurum_evli+medenidurum_bekar>1:
st.warning("Litfen Tek Kutucugu Seg¢iniz")
cift_engelleyici = 1

a, b, ¢ = st.beta_columns(3)

with a:

st.write("Askerlik Durumu™)
with b:

askerlikdurumu_tamam = st.checkbox('Muaf/Tamamlandi')
with c:

askerlikdurumu_ tamamlanmadi = st.checkbox ('Tamamlanmadi')

if askerlikdurumu tamam+askerlikdurumu tamamlanmadi>1:
st.warning("Litfen Tek Kutucugu Seg¢iniz")
cift_engelleyici = 1

Kaynak: Yazar tarafindan derlenmistir.

Sekil 44: Uygulama Ekrani 2

Cinsiyet Erkek Kiz
Medenidurum Evli Bekar
Askerlik Durumu Muaf/Tamamlandi Tamamlanmadi

Kaynak: Yazar tarafindan derlenmistir.
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Egitim durumunun belirlenmesinde isaretleme kutusu yontemi izlenmistir.

Detaylar icin ise isaretlemeye gore asagida acilan sekmeler diizenlenmistir. Ornegin;

yuksek lisans ve doktora boliimii detay sekmesi ancak egitim durumunda

isaretlendikleri takdirde ortaya ¢ikmaktadir. Egitim durumuna bagl olarak mezun

olunan boltmler icin seceneklerden segcme veya elle girme, okul icin yalnizca elle

girme yontemi izlenmistir. Kodlamanin bir bolimii Sekil 45°te ve uygulama ekrani

Sekil 46’da goriildiigii gibidir.

Sekil 45: Egitim Durumu Kod Ornegi

st.write("Egitim Durumunuz'")

a, b, c, d = st_beta_columns(4)

with a:
egitim_onlisans = st.checkbox("Onlisans”)

with b:
egitim_lisans = st.checkbox("Lisans")

with c:
egitim_yukseklisans = st.checkbox("Yukseklisans®)

with d:
egitim_doktora = st.checkbox("Doktora®)

if egitim_onlisans+egitim_lisans+egitim_yukseklisans+egitim_doktora>1:
st.warning("Litfen Son Mezuniyetinize Gére Tek Kutucudu Seg¢iniz")
cift_engelleyici = 1

if egitim_onlisans==1 or egitim_lisans==1 or egitim_yukseklisans==1 or
egitim_doktora==1:
lisansbolumi = st.selectbox("'Lisans/Onlisans Bolumu™, ('Bilgisayar Onlisans",
"Bilgisayar Mithendisligi", "Endiistri Mithendisligi", ''Matematik', "‘Matematik
Mihendisligi", "Diger"), key="Isbl")
lisansokul = st._.text_input(“Lutfen Lisans Egitiminizi Tamamladiginiz Okulu
Yaziniz:')
if lisansbolimu == "Bilgisayar™:
lisansbolimi_Bilgisayar=1
elif lisansboluml == "Bilgisayar Mithendisligi':
lisansbolimli Bilgisayar Mithendisligi=1
elif lisansbolumi == "Endustri Muhendisligi":
lisansboélimii Endistri Mihendisligi=1
elif lisansbolumu == "Matematik':
lisansbolumiu_Matematik=1
elif lisansboliml == "Matematik Mithendisligi":
lisansbolimii Matematik Mihendisligi=1
elif lisansbolimi == "Diger":
lisans_diger = st.text_input("Lutfen Lisans Bolumunuzu Belirtiniz:")

Kaynak: Yazar tarafindan derlenmistir.
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Sekil 46: Uygulama Ekran1 3

Egitim Durumunuz
Onlisans Lisans Yikseklisans Doktora

Lisans/Onlisans Bélimi
Diger -

Litfen Lisans Egitiminizi Tamamladigimiz Okulu Yaziniz:

Litfen Lisans Béliminizd Belirtiniz:

Yiksek Lisans Bolumi

Bilgisayar Muhendisligi ¥

Litfen Yiiksek Lisans Egitiminizi Tamamladiginiz Okulu Yaziniz:

Doktora Bolimi

Bilgisayar Mihendisligi -

Kaynak: Yazar tarafindan derlenmistir.

Programlama dili bilgisi i¢in isaretleme kutusu yontemi izlenmistir. Secenekler
arasinda yer almayan bilgiler icin ise diger se¢eneginin isaretlenmesine bagli olarak
acilan sekme diizenlenmistir. Sirket tarafindan 2018-2020 yillar1 arasinda bir yapay
zeka kursu verildigi varsayilmis ve bu durum eleme sisteminde degerlendirmeye
alinmistir. Bu nedenle burada katildim, katilmadim olarak iki segenek konmustur. Bu
sekmelerin kodlama drnekleri Sekil 47°de ve uygulama ekrani1 Sekil 48’de goriildiigii
gibidir.
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Sekil 47: Programlama Dilleri, Yapay Zeka Kursu Kodlari

diger_prog_dil =0
st.write("Bildiginiz Programlama Dillerini Isaretleyiniz")
a, b, c, d, e = st_beta_columns(5)
with a:
program_python = st.checkbox("Python®)
with b:
program_R = st.checkbox("R")
with c:
program_C = st.checkbox("C")
with d:
program_Cplus = st.checkbox("C++")
with e:
program_sqgl = st.checkbox("SQL")
a, b, c, d, e = st.beta_columns(5)
with a:
program_javascript = st.checkbox("Javascript®)
with b:
program_scala = st.checkbox("Scala*®)
with c:
program_julia = st._checkbox("Julia®)
with d:
program_PHP = st.checkbox("PHP")
with e:
diger = st.checkbox("Diger', key="dig_prog"™)
if diger ==

diger_prog_dil = st.text_input('Litfen Bildiginiz Diger Dilleri Belirtiniz:')

st.write('2018-2020 Yillari Arasinda Sirketimizin Diizenledigi Yapay Zeka Kursuna

Katildiniz mi?")
a, b, c = st.beta_columns(3)
with a:
q=20
with b:
kurs_aldim = st.checkbox ( 'Katildim')
with c:
kurs almadim = st.checkbox ('Katilmadim')

Kaynak: Yazar tarafindan derlenmistir.

Sekil 48: Uygulama Ekrani 4

Bildiginiz Programlama Dillerini Isaretleyiniz
Python R C C++
Javascript Scala Julia Tableau

Litfen Bildiginiz Diger Dilleri Belirtiniz:

SQL

ﬂa Diger

2018-2020 Yillarn Arasinda Sirketimizin Dlzenledigi Yapay Zeka Kursuna Katildiniz mi?

Katildim Katilmadim

Kaynak: Yazar tarafindan derlenmistir.
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Yapay zeka bilgisi 0-4 arasinda siiriiklemeli secenek ile, yabanci dil bilgisi
isaretleme kutucuklar1 ile, alan tecrlibesi, maas beklentisi ve en son alinan {iicret
kullanic1 girisine miisaade edecek sekilde ayarlanmistir. Kodlamalar Sekil 49°da ve

uygulama ekran1 Sekil 50’de gortldigi gibidir.

Sekil 49: Yapay Zeka Bilgisi, Dil, Alan Tecriibesi Kodlari

yzbilgi = st.slider("Yapay Zeka Bilginizi 0-4 Arasinda Puanlayiniz", 0, 4)

diger yabanci dil = 0O
st.write("Bildiginiz Yabanci Dilleri Isaretleyiniz")
a, b, c, d, e = st_beta_columns(5)
with a:

dil_ingilizce = st.checkbox('ingilizce')
with b:

dil_almanca = st.checkbox(“Almanca®)
with c:

dil fransizca = st.checkbox ('Fransizca')
with d:

dil_arapca = st.checkbox("Arapca“®)
with e:

dil_rusca = st.checkbox("Rusca®)
a, b = st_beta_columns(2)

dil_bilmiyor = st.checkbox('Yabanci Dil Bilmiyorum')

diger_yb_dil = st.checkbox('Diger', key="dig_dil")
if diger_yb_dil ==
diger yabanci dil = st.text input ('Liitfen Bildiginiz Diger Dilleri Belirtiniz:')

alantecribesi= st.text_input("IT Alanindaki Is Tecriibeniz Kag¢ Yi1ldir?")
maasbeklentisi= st.text input ("Maas Beklentiniz Aylik Kag¢ TL'dir?")
ensonicret= st.text Input("En Son Calisti§iniz Sirketteki Maasiniz Aylik Kag
TL ydi?"™")

Kaynak: Yazar tarafindan derlenmistir.

Sekil 50: Uygulama Ekrani 5

Yapay Zeka Bilginizi 0-4 Arasinda Puanlayimz

<} a
Bildiginiz Yabanci Dilleri Isaretleyiniz
ingilizece Almanca Fransizeca Arapga Rusga
Yabanci Dil Bilmiyorum Diger

IT Alamindaki i-;. Tecrilbeniz Kag Yildir?

Maasg Beklentiniz Ayhik Kag TL'dir?

En Son Galiguginiz Sirketteki Maagimiz Aylik Kag TL'ydi?

Kaynak: Yazar tarafindan derlenmistir.
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Adli sicil kaydi, seyahat engel durumu, referans ve vardiyali ¢alisma durumu
bilgileri isaretleme kutusu olacak sekilde ayarlanmistir. Referansim vardir segenegi
isaretlendikten sonra altta sirket icerisindeki referansin kim oldugunun yazilacagi
doldurma kutusu ¢ikmaktadir. Kodlamalar Sekil 51’de ve uygulama ekrani Sekil 52°de

g6riildiigii gibidir.

Sekil 51: Adli Sicil, Seyahat, Referans, Vardiya Kodlar1

a, b, c = st.beta_columns(3)
with a:
st.write("Adli Sicil Kaydi")
with b:
adlisicilkaydi yoktur = st.checkbox ('Adli Sicil Kaydim Yoktur')
with c:
adlisicilkaydi vardir = st.checkbox ('Adli Sicil Kaydim Vardir')
if adlisicilkaydi_ yoktur + adlisicilkaydi vardir > 1:
st.warning("Litfen Tek Kutucugu Seg¢iniz")
cift_engelleyici = 1

a, b, ¢ = st.beta_columns(3)

with a:

st.write("'Seyahat Engel Durumu'™)
with b:

seyahatengel_yoktur = st.checkbox("Seyahat Engelim Yoktur*®)
with c:

seyahatengel vardir = st.checkbox('Seyahat Engelim Vardir')
iT seyahatengel yoktur + seyahatengel vardir > 1:

st.warning("Litfen Tek Kutucudu Seginiz")

cift_engelleyici = 1

a, b, ¢ = st_beta_columns(3)

with a:

st.write(""Referans™)
with b:

referans_yoktur = st.checkbox('Referansim Yoktur')
with c:

referans_vardir = st.checkbox ('Referansim Vardir')

iT referans yoktur+referans vardir>1:
st.warning("Litfen Tek Kutucudu Seginiz")
cift_engelleyici = 1
if referans vardir ==
referans = st._text_input('Sirketimizdeki Referansiniz Kimdir?:')

a, b, ¢ = st_beta_columns(3)

with a:

st.write("Vardiyali Calisma Durumunuz?")
with b:

vardiyaimkani calisabilirim = st.checkbox ('Caligabilirim')
with c:

vardiyaimkani calisamam = st.checkbox ('GCalisamam')

if vardiyaimkani calisabilirim+vardiyaimkani calisamam>1:
st.warning("Litfen Tek Kutucudu Seginiz")
cift_engelleyici =1

Kaynak: Yazar tarafindan derlenmistir.
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Sekil 52: Uygulama Ekran1 6

Adli Sicil Kaydi Adli Sicil Kaydim Yoktur Adli Sicil Kaydim Vardir
Seyahat Engel Durumu Seyahat Engelim Yoktur Seyahat Engelim Vardir
Referans Referansim Yoktur Referansim Vardir
Vardiyali Calisma Durumunuz? Galigabilirim Calisamam

Tamamla

Kaynak: Yazar tarafindan derlenmistir.

Aday bilgilerini tamamlayarak bagvuru tamamlama butonuna bastiginda
bilgilerin makine 6grenmesine girecek bolim ve tim bilgiler olarak iki farkli veri
setine kaydedilmesi gerekmektedir. Bu nedenle Sekil 53’te bir bolimi gosterildigi

gibi, bilgi girisleri degiskenlere gore ayarlanan iki adet Python s6zIiigii tantmlanmustir.

Sekil 53: Veri Seti Sozliginiin Bir Kismi

if st_button("Tamamla™) and cift_engelleyicil=1:

yz_haric = {"isim":isim, "soyisim"”:soyisim, "dogumtarihi’:dogumtarihi,
“ikametili”:ikametili, "ikametilcesi':ikametilcesi, ‘cinsiyet _erkek':erkek,
"cinsiyet _kiz":kiz, "‘medenidurum_evli':medenidurum_evli, "medenidurum_bekar:
medenidurum_bekar, "askerlikdurumu_tamam:askerlikdurumu_tamam,
"askerlikdurumu tamamlanmadi':askerlikdurumu tamamlanmadi,” lisans_diger":lisans_diger
,"'yukseklisans_diger":ylkseklisans_diger, "doktorabolumi_diger':doktorabdlimi_diger,
"diger_prog_dil":diger_prog_dil, "diger yabanci dil":diger yabanci dil,
“lisansokul™:lisansokul, "yukseklisansokul':yukseklisansokul,
""doktoraokul" :doktoraokul, "referans':referans}

listem = {"yas": yas, "alantecribesi”: alantecribesi, 'maasbeklentisi':
maasbeklentisi...}

Kaynak: Yazar tarafindan derlenmistir.

Olusturulan sozlikler iki farkli veri setine doniistiiriilerek CSV formatinda
bilgisayara kaydedilmistir. Makine 0grenmesi tahminleri, yOnetici girisi tizerinden,
kaydedilen veri setleri modele sokularak gerceklestirilecektir. Kodlamalar Sekil 54’te

oldugu gibidir.
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Sekil 54 Basvuru Tamamlama Kodlari

yz_haric_verisi = pd.DataFrame.from_dict(yz_haric, orient="index").T
yz_verisi = pd.DataFrame.from_dict(listem, orient="index").T
tum_veriler = yz_haric_verisi.join(yz_verisi)

try:

basvurular = pd.read_csv(''basvurular_yz.csv')

basvurular = basvurular._append(yz_verisi, ignore_index=True)

tum_veri = pd.read_csv("basvurular_tum_veri.csv')

tum_veri = tum_veri.append(tum_veriler, ignore_index=True)
except:

basvurular = yz_verisi

tum_veri = tum_veriler

basvurular.to_csv(“basvurular_yz.csv", index=False)
tum_veri.to_csv(“basvurular_tum_veri.csv", index=False)
st.write("BASVURUNUZ TAMAMLANMISTIR")

elif cift_engelleyici == 1:
st.warning("LUTFEN BILGILERINIZI KONTROL EDINIZ")

Kaynak: Yazar tarafindan derlenmistir.

4.4.2. Yonetici Girisi

Yonetici girisi bolimu uygulamada makine 6grenmesi degerlendirmelerinin ve
tahminlerin  sergilendigi kisimdir. Yalnizca insan kaynaklart uzmanlart ve
yoneticilerin kullanimina agiktir. Giris belirlenen parolaya gore olmaktadir.

Parola girildikten sonra makine O0grenmesi modellerimizin
degerlendirilebilecegi ve ayni modellere gore yeni bagvuru yapan adaylarin
tahminlerinin incelenebilecegi boliimler agilmaktadir. Yanlis parola girisi yapildigi
takdirde ekranda uyar1 verilmektedir. Kodlamalar Sekil 55’te ve uygulama ekrani
Sekil 56’da goriildiigi gibidir.

Sekil 55: Yonetici Girisi Kodlari

elif secim == "Yénetici Girisi":
st.title("PERSONEL SEGCIM SISTEMI™)
sifre = st.sidebar.text_input(‘'Parola”, type="password", key="b")
if st_sidebar.checkbox("Girig"):
if sifre == ""':
islem = st.sidebar.selectbox("islemi Seg¢iniz", ("Model Puanlamalarini
Gorme', "Basvuru Dederlendirme"), key="c')
st_header(islem)
secilen_model = st._sidebar.selectbox(""Modeli Seciniz",
("Lojistik Regresyon', "K En Yakin Komsular", 'Destek Vektor Makineleri®,
"Karar Agaci", "Rastgele Orman', '"'XGBoost'), key="d")

Kaynak: Yazar tarafindan derlenmistir.
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Sekil 56: Yonetici Yan Sekme Ekrani

MENU
Yonetici Girisi -
Parola
©
Giris

Islemi Seciniz

Model Puanlamalarint Gérme  ~

Modeli Seciniz

Lojistik Regresy0n| -

Kaynak: Yazar tarafindan derlenmistir.

Yonetici girisi bolumiinde iki adet yan sekme agilmaktadir. Ustteki sekmeden
model puanlarin1 gérme veya basvurulari degerlendirme se¢encekleri belirlenmektedir.
Alttaki sekmede iki islem i¢in de ¢alisan model se¢imi sekmesi bulunmaktadir.

Islem secimi gergeklestikten sonra makine 6grenmesinin egitilmesi maksadryla
veri seti yuklenerek nitelik verileri ve etiket olarak ikiye ayrilmasi gerekmektedir.
Bagvuru degerlendirme sekmesi i¢in basvurular veri setinin yiiklemesi yapilmustir.
Modellere gore girilebilecek parametreler igcin parametre_belirle, model yiklemesi

icin de modeli ¢aligtir fonksiyonlart tanimlanmigtir (Loeber, 2020). Lojistik
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Regresyon, KEYK ve DVM modelleri i¢in veriler standardize edilmistir. Kodlamalar
Sekil 57’de goriildiigi gibidir.

Sekil 57: Veri Setini Yiikleme Kodlar1

df = pd.read_csv('yz.csv')
X = df.drop(“karar™, axis=1)
y = df["karar™]
try:
basvuru_degerlendirme = pd.read_csv(''basvurular_yz.csv')
except:
pass
def parametre_belirle(secilen_model):
param = dict()
if secilen_model == "K En Yakin Komsular":
K = st.sidebar.slider("K", 1, 15)
param["K"] = K
elif secilen_model == "Rastgele Orman':
max_depth = st.sidebar.slider("'max_depth”, 2, 15)
n_estimators = st._sidebar.slider("'n_estimators™, 1, 100)
param["'max_depth'] = max_depth
param[''n_estimators'] = n_estimators
return param
parametreler = parametre_belirle(secilen_model)
def modeli calistir(secilen model, parametreler):

if secilen_model == "Lojistik Regresyon":
modelim = LogisticRegression()
elif secilen_model == "K En Yakin Komsular":
modelim = KNeighborsClassifier(n_neighbors=parametreler["K"])
elif secilen_model == "Destek Vektor Makineleri™:
modelim = SVCQ
elif secilen_model == "Karar Adaci":
modelim = DecisionTreeClassifier()
elif secilen_model == "Rastgele Orman':

modelim = RandomForestClassifier(max_depth=parametreler["max_depth'],
n_estimators = parametreler[''n_estimators'], random_state=42)
elif secilen_model == "XGBoost':
modelim = XGBClassifier()
return modelim
model = modeli calistir(secilen model, parametreler)
X_egitim, X _test, y_egitim, y test = train_test_split(X, y, test_size=0.20,
stratify=y, random_state=42)
iT secilen_model=="Lojistik Regresyon” or secilen_model=="K En Yakin Komsular" oOr
secilen_model=="Destek Vektdr Makineleri':
normalize = StandardScaler()
X_egitim = normalize.fit_transform(X_egitim)
X_test = normalize.transform(X_test)
X = normalize.transform(X)
try:
basvuru_degerlendirme = normalize.transform(basvuru_degerlendirme)
except:
pass

Kaynak: Yazar tarafindan derlenmistir.

4.4.2.1. Model Puanlarin1 Gorme

Model puanlarimi goérme sekmesinde modellerin degerlendirilmeleri igin
yapilacak gorsel cizimler kodlanmistir. Hassasiyet, Geri Cagirma ve Fl1
degerlendirmeleri siniflandirma raporunda, tahminlerin durumu ise hata matrisinde

gorsel olarak gosterilmektedir.
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Sekil 58: Model Degerlendirme Kodlart

if islem == "Model Puanlamalarini Gdrme":
model . fit(X_egitim, y egitim)
y_tahmin = model.predict(X_test)
dogruluk oran = accuracy score(y test, y tahmin)
st.markdown(f"**Model = **{secilen_model}")
st.write(f"**Dogruluk Orani = **{dogruluk_oran}")
st._subheader("Siniflandirma Raporu")
Ffigl= plt.figure()
viz = ClassificationReport(model, support=True)
viz.Fit(X_egitim, y_egitim)
viz._.score(X_test, y_test)
plt.xticks([0.5, 1.5, 2.5, 3.5], ["Hassasiyet”, 'Geri Cadirma', "F1°, 'Sayi'])
plt.yticks([0.5, 1.5], [F0", "1°])
st.pyplot(figl)
cnf_matrix = confusion_matrix(y_test, y tahmin)
Ffig2=plt_figure(Q)
sns._heatmap(cnf_matrix, annot=True, cmap="YIGnBu",fmt="d")
plt.ylabel('As1l Etiket')
plt.xlabel("Tahmin Edilen Etiket")
st.pyplot(fig2)

Kaynak: Yazar tarafindan derlenmistir.

Model puanlarin1 gorme sekmesinde ekranda gosterilen siniflandirma raporu

Sekil 59°da ve hata matrisi Sekil 60°ta goriildiigi gibidir.

Sekil 59: Uygulama Ekran 7

Dogruluk Orani = 0.9783333333333334
Siniflandirma Raporu
1.0
MEND
Yénetici Girigi - 08
1
Parola
© 0.6
& Giris
fslemi Seciniz 0.4
Model Puanlamalanim Gérme =
V]
Modeli Seciniz 0.2
Karar Agaci »
0.0

Hassasiyet Geri Cafirma F1 Sayl

Kaynak: Yazar tarafindan derlenmistir.
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Sekil 60: Uygulama Ekrani 8

400

350

10 300

250

200

Asil Etiket

150

- 3 185 100

50

Tahmin Edilen Etiket

Kaynak: Yazar tarafindan derlenmistir.

4.4.2.2. Basvuru Degerlendirme

Basvuru degerlendirme boliimii segildiginde tiim veri setiyle egitilen modeller
yeni basvurular verisi Uzerinde tahminlerini yapacaktir. Model ve parametre
secimlerine goére interaktif olarak tahminler de degisebilmektedir. Model
degerlendirme boliimiinde en basarili model goriildiikten sonra tahmin i¢in 0 model

secilebilir.

Sekil 61: Model Degerlendirme Kodlar

elif islem == "Basvuru Degerlendirme":
model . Fit(X, y)
y_pred = model .predict(basvuru_degerlendirme)
cikti = pd.read csv("basvurular_tum_veri.csv')
for 1 in range(len(cikti)):
sonuc pd.DataFrame (cikti.loc[i])

sonuc = sonuc.T
sonuc = sonuc[sonuc != False]
sonuc = sonuc.dropna(axis=1)

sonuc. insert(0, "karar™, y pred[i])
st_write(sonuc)

Kaynak: Yazar tarafindan derlenmistir.

70




Sekil 62: Bagvuru Degerlendirme Ekrani

PERSONEL SECIM SiSTEMI

Yonetici Girisi -
Basvuru Degerlendirme
Parala
isim dogumtarihi ikametili ikamet insiye
© e 9 Mehmet - 1988-05-25 Istanbul Kadikdy |
T S TR R
o dogumtarihi ikametilce
Girig g
1 Metin - 1989-07-26 Istanbul L]
——————.
iglemi Seciniz
karar isdim soyisim dogu ihi tild 1siye
Basvuru Degerlendirme - 3 1 Meltem - 1991-81-16 fstanbul 1
e ———3
. zin Soyisi dogumtarihi ikametil ikametilecesi cinsiyet
Modeli Seciniz t
3 0 Avse 1995-04-26 Istanbul Beylikdizi L]
XGBoost -

dogumtarihi ametili ikametilcesi

a [:] Exdem - 1381-05-14 fstanbul Bevkoz i

Kaynak: Yazar tarafindan derlenmistir.

4.4.3. Tletisim Boliimii

Bir i bagvurusu uygulamasinda yer almasi gereken sirkete ait iletisim
kurulabilecek kaynaklarin gosterildigi iletisim boliimii uygulamanin son sekmesine

yerlestirilmistir.

Sekil 63: fletisim Boliimii Kodlari

elif secim == "Iletisim":
st.title("SIRKETIMIZE AIT ILETiSiM BILGILERI")
st.markdown("Sirketimize ulasmak ve ekstra bilgi edinmek ig¢in asagidaki "
"iletisim yéntemleriyle miisteri temsilcimizle gdriigsebilirsiniz.")
st.markdown("**Telefon Numaramiz :** 02120000000™)
st.markdown(*"**Faks :** 02120000000"")
st.markdown("**Email :** bilisim@bilisim.com")
st.markdown("**Calisma Saatlerimiz** 09:00-18:00")
st.markdown("**Adres :** Levent Mah. Deniz Cad. Bilisim Plaza No:1
Kagithane/Istanbul")

Kaynak: Yazar tarafindan derlenmistir.

Sekil 64: Tletisim Uygulama Ekrani

- - - - - - - L] - -
SIRKETIMIZE AIT ILETISIM BILGILERI
MEND Sirketimize ulagmak ve ekstra bilgi edinmek igin agagidaki iletigim yontemleriyle misteri
. temsilcimizle gérugebilirsiniz.
Iletigim -
Telefon Numaraniz : 02120000000
Faks : 02120000000
Email : bilisim@biligim.com

Calisma Saatlerimiz 09:00-18:00

Adres : Levent Mah. Deniz Cad. Bilisim Plaza No:1 Kagithane/Istanbul

Kaynak: Yazar tarafindan derlenmistir.
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SONUC

Kurumlarin sahip olduklari en kiymetli deger olan insan gliciini dogru sekilde
belirleyebilmeleri icin birgok ¢alisma yapilmaktadir. Ozellikle son yillarda bu alanda
yapay zeka teknolojisinin kullanimi i¢in ¢aligmalar hiz kazanmistir. Uluslararasi
boyutta biiylik sirketler milyonlarca kisi arasindan en dogru kisileri yapay zeka
teknolojisinden faydalanarak se¢cmektedir. Ancak teknoloji yeni kullanilmaya
baslandigindan hala nihai kararlarda sirket karar vericileri tamamen kontrol sahibidir.

Yapay zeka teknolojisinin alanda kullaniminin  farkli  versiyonlar
bulunmaktadir. Yapay zeka vasitasiyla 6zgegmis formlarinin degerlendirilmesi, sanal
oyunlar ile degerlendirme, videolu online miilakat, sohbet robotlariyla miilakat veya
sosyal medya analizi kullanilan bazi1 yontemlerdir.

Bu tez kapsaminda ise yapay zeka vasitasiyla 6zgegmis formlarinin
degerlendirilmesi yontemine benzer olarak form tabanli aday degerlendirmesi yontemi
izlenmistir. Ozgegmis formlar1 degerlendirmesinde adaylarin veri formlarindan bilgi
cekerek analiz etme yontemi izlenmektedir. Ancak 6zge¢cmis formlar1 genellikle
adaylar tarafindan farkli formatlarda, faydali olmayan bilgiler de ihtiva edebilecek
sekilde hazirlanabilmektedir. Bundan dolay1 bagvuru formu tabanli degerlendirmenin
ilk degerlendirmeler i¢in daha basarili olacag: diisiiniilmektedir. Bu ¢alismada ilk bagta
adaylardan direkt olarak hedefe yonelik bilgi talebi yapilarak siirecin hizlandirilmasi
ve daha dogru sonuglarin elde edilmesi hedeflenmistir.

Yapay Zeka Tabanli Personel Se¢imi Sistemi Uygulamasi makine 6grenmesi
yontemleri kullanilarak web ara yiizi ile gergeklestirilmistir. Tezin ilk agsamasinda
makine 6grenmesinde egitilecek veri seti hazirlanmis ve adaylar karar verici yazar
tarafindan gecti/kaldi seklinde iki farkli sonugla etiketlenmistir.

Etiketlenmis veri seti ile Lojistik Regresyon, K En Yakin Komsular, Destek
Vektor Makineleri, Karar Agaglari, Rastgele Orman ve XGBoost denetimli makine
O0grenmesi modelleri egitilmistir. Degerlendirme asamasinda veri seti icin karar
agaclar1 tabanli modellerin daha basarili oldugu ve topluluk 6grenim metodunu
kullanan XGBoost modelinin en iyi sonucu veren smiflandirma algoritmasi oldugu
tespit edilmistir. Ancak kullanilan veri yapay oldugundan dolay:1 daha ileri seviye

analizler igin gergek hayat verileri ile ¢alisma yapilmasi gerektigi degerlendirilmistir.
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Makine Ogrenmesi modelleri gelistirildikten sonra bagvuru formlarinin
doldurulup, verilerin kaydedilecegi ve modellere gore bagvuru degerlendirmelerinin
yapilabilecegi web ara yiiziinde uygulama gelistirilmistir. Uygulamanin basvuru
boliimiinde aday bilgilerinin girisi yapilarak tamamla butonuna basildiginda veriler
kaydedilmektedir. Sonrasinda ydnetici girisi boliimiinden istenen makine dgrenmesi
modeline gore aday i¢in karar tahminleri izlenebilmektedir.

Bu c¢alismada insan kaynagi temininde On eleme asamasinda
degerlendirmelerde bulunulmus ancak sistem istendigi takdirde ufak diizenlemelerle
sayisal c¢iktilarin bulundugu anlamli bir veri setinde de calistirilabilecektir. Sayisal
veriler kullanildig1 takdirde makine 6grenmesi regresyon modelleri kullanilacaktir.

Veri temizleme safhasi hesaba katilmadigi takdirde ge¢miste binlerce kisi
tizerinde yapilmis degerlendirmeler, elimizdeki uygulama ile dakikalar icerisinde
incelenerek, yeni bagvurularin degerlendirilmesinde kullanilabilmektedir.

Yonetim bilisim sistemleri, anlamsiz veri topluluklarindan anlamli bilgiye
ulagsmay1r ve bu anlamli bilgiyle karar vericileri dogru sekilde ydnlendirmeyi
hedefleyen bir disiplindir. Yapay Zeka Tabanli Personel Secim Sistemi Uygulamasi
da yoneticilerin kurumlarina yapacaklart personel se¢ciminde hizli ve dogru kararlar
almalarina yardimci olan bir yonetim bilisim sistemidir.

Bu tezdeki ¢alismanin ge¢mis yillara ait personel alimi verilerini saklayan bir
sirkette, gercek veriler (zerinde denenmesi ve alinan sonuglara gore gerekli
gelistirmelerin yapilmas1 hedeflenmektedir. ilerleyen galismalarda 6n eleme safhasi
sonrasinda, yapay zeka puanlandirmasi ile aday basar1 siralamasi yapilmasi ve yapay
sinir aglar1 kullanarak makine O6grenmesi modellerinin yaninda derin Ogrenme
algoritmalar1 ile de tahminler yurutiilmesi planlanmaktadir.

Sonug olarak Yapay Zeka Tabanli Personel Se¢im Sistemi Uygulamasi, ise
alim faaliyetlerinde yapay zeka ve makine Ogrenmesi tabanli sistemlerin
gelistirilmesinin  maddi kaynaklar ve zaman acisindan blyuk tasarruflar
saglayabilecegini gostermektedir. Yalnizca insan kaynagi temin siireglerinde degil
karar verme faaliyetinin gergeklestirildigi her alanda yapay zeka teknolojisinden
faydalanilmast ve bu alanlarda daha fazla calisma yapilmas: gelecek adina

yapilabilecek en mantikli yatirnmlardan birisi olacaktir.

73



KAYNAKCA

Amidi, A. ve Amidi, S. (2020). Machine Learning Tips and Tricks Cheatsheet.
https://stanford.edu/~shervine/teaching/cs-229/cheatsheet-machine-learning-tips-and-
tricks#, (28.12.2020).

Ayhan, S. ve Dogmus, S. (2014) Destek Vektor Makineleriyle Siniflandirma
Problemlerinin Coziimii i¢in Cekirdek Fonksiyonu Secimi. Eskisehir Osmangazi

Universitesi Zktisadi ve Idari Bilimler Fakiiltesi Dergisi. 9(1): 175-201.
Breiman, L. (2001) Random Forests. Machine Learning. 45: 5-32.
Buitnick, L., Louppe, G., Blondel, M., Pedregosa, F., Mller, A.C., Grisel, O., Niculae,

V., Prettenhofer, P., Gramfort, A., Grobler, J., Layton, R., VanderPlas, J., Joly, A,
Holt B. ve Varoquaux G. (1 Eyliil 2013). API Design For Machine Learning Software:

Experiences From The Scikit-learn Project. https://arxiv.org/abs/1309.0238,
(15.12.2020).

Uyargil C., Adal Z., Ataay 1.D., Acar A.C., Ozcelik A.O., Sadullah O., Diindar G. ve
Tuiziiner V.L. (2008). Insan Kaynaklar: Yonetimi. Istanbul: Beta Basim Yayin.

Chai, T. ve Draxler, R. (2014). Root Mean Square Error (RMSE) Or Mean Absolute
Error (MAE)? - Arguments Against Avoiding RMSE In The Literature. Geoscientific
Model Development. 7(3): 1247-1250.

Chen, T. ve Guestrin, G. (2016). XGBoost: A Scalable Tree Boosting System.
KDD'16: Proceedings Of The 22nd ACM SIGKDD International Conference On
Knowledge Discovery and Data Mining (ss.785-794), Duizenleyen Association For

Computing Machinery. San Francisco. 13-17 Agustos 2016.

74


https://stanford.edu/%7Eshervine/teaching/cs-229/cheatsheet-machine-learning-tips-and-tricks
https://stanford.edu/%7Eshervine/teaching/cs-229/cheatsheet-machine-learning-tips-and-tricks
https://arxiv.org/abs/1309.0238

Collins, L., Fineman, D.R. ve Tsuchida, A. (2017). People Analytics: Recalculating
The Route. Rewriting The Rules For The Digital Age 2017 Deloitte Global Human
Capital Trends. (ss.97-105). Deloitte University Press.

Cover, T.M ve Hart, P.E. (1967). Nearest Neighbor Pattern Classification. IEEE
Transactions On Information Theory. 13(1): 21-27.

Dasgupta, A. ve Nath A. (2016). Classification of Machine Learning Algorithms.

International Journal of Innovative Research in Advanced Engineering. 3(3): 6-11.

Dastin, J. (11 Ekim 2018). Amazon Scraps Secret Al Recruiting Tool That Showed
Bias Against Women. https://www.reuters.com/article/us-amazon-com-jobs-
automation-insight-idUSKCN1MKO08G, (20.12.2020)

Davis, J. ve Mark G. (2006) The Relationship Between Precision-Recall and ROC
Curves. Proceedings Of The 23rd International Conference On Machine Learning
(ss. 233-240), Duzenleyen The International Machine Learning Society. Pittsburgh.
25-29 Temmuz 2006.

Department Of Justice. (2003) Introduction.
https://www.justice.gov/archive/jmd/irm/lifecycle/chl.htm#paral.2, (24.12.2020).

Dietterich, T.G. (2002). Ensemble Learning. The Handbook Of Brain Theory and
Neural Networks. (ss. 405-408). Cambridge: The MIT Press.

Elouedi, Z., Mellouli K. ve Smets P. (2000) Classification With Belief Decision Trees.
Artificial Intelligence: Methodology, Systems, and Applications. (ss.80-90) Berlin:
Springer

Faliagka, E., lliadis, L., Karydis, 1., Rigou, M., Sioutas, S., Tsakalidis, A. ve Tzimas

G. (2014) On-line Consistent Ranking On E-recruitment: Seeking The Truth Behind
A Well-Formed CV. Artificial Intelligience Review. 42: 515-528.

75


https://www.reuters.com/article/us-amazon-com-jobs-automation-insight-idUSKCN1MK08G
https://www.reuters.com/article/us-amazon-com-jobs-automation-insight-idUSKCN1MK08G
https://www.justice.gov/archive/jmd/irm/lifecycle/ch1.htm#para1.2

Fogg, A. (05.07.2017). A History of Machine Learning and Deep Learning.
https://www.import.io/post/history-of-deep-learning/, (05.12.2020).

Foote, K.D. (07.02.2017). A Brief History of Deep Learning.
https://www.dataversity.net/brief-history-deep-learning/, (05.12.2020).

Hastie, T., Tibshirani, R. ve Friedman, J. (2009). The Elements of Statistical Learning.
New York: Springer.

James, G., Witten, D., Hastie, T. ve Tibshirani, R. (2013). An Introduction To

Statistical Learning. New York: Springer.

Jetbrains, (2020). Download PyCharm.
https://www.]etbrains.com/pycharm/download/#section=windows, (20.12.2020).

Joshi, N. (9 Subat 2019). Recruitment Chatbots: Is The Hype Worth It?
https://www.forbes.com/sites/cognitiveworld/2019/02/09/recruitment-chatbot-is-the-
hype-worth-it/?sh=7eda771d4083, (26.12.2020).

Jupyter, (2020). Installing The Jupyter Software. https://jupyter.org/install.html,
(20.12.2020).

Kariyet.net, (2020). Veri Bilimci Nastl Olunur?

https://www.kariyer.net/pozisyonlar/veri+bilimci/nasil+olunur, (01.12.2020).

Kavzaoglu, T. ve Colkesen, 1. (2010) Destek Vektor Makineleri ile Uydu
Goriintiilerinin Smiflandirilmasinda Kernel Fonksiyonlarinin Etkilerinin incelenmesi.

Harita Dergisi. (144): 73-82.
Kaya, I. ve Gozen, S. (2005). Personel Secim Siirecinde Uzman Sistem Yaklagimi ve

Konya Biiyiiksehir Belediyesinde Bir Uygulama. Selcuk Universitesi Sosyal Bilimler
Enstitlisii Dergisi. (14): 355-376.

76


https://www.import.io/post/history-of-deep-learning/
https://www.forbes.com/sites/cognitiveworld/2019/02/09/recruitment-chatbot-is-the-hype-worth-it/?sh=7eda771d4083
https://www.forbes.com/sites/cognitiveworld/2019/02/09/recruitment-chatbot-is-the-hype-worth-it/?sh=7eda771d4083
https://jupyter.org/install.html
https://www.kariyer.net/pozisyonlar/veri+bilimci/nasil+olunur

Khanna, S.K. (2019). Machine Learning V/S Deep Learning. International Research
Journal of Engineering and Technology. 6(2): 455-458.

Kiling, D., Borandag, E., Yucalar, F., Ozcift, A. ve Bozyigit, F. (2015). Yazilim Hata
Kestiriminde Kolektif Siniflandirma Modellerinin  Etkisi. X Ulusal Yazilim
Miihendisligi Sempozyumu Kitabi (s5.113-121). Diizenleyen Yasar Universitesi. Izmir.
9-11 Eylal 2015.

Kocakafa, T. (26 Subat  2020).  Asu Ogrenme  (Overfitting).
https://www.veribilimiokulu.com/blog/overfitting/, (27.12.2020).

Leong, C. (2018). Technology & Recruiting 101: How It Works and Where It’s Going.
Strategic HR Review. 17(1): 50-52.

Lipton, Z.C., Elkan, C. ve Narayanaswamy, B. (2014). Optimal Thresholding
Classifiers To Maximize F1 Measure. Machine Learning and Knowledge Discovery

In Databases Part 1. Berlin: Springer.

Linkedin, (2020). LinkedIn Recruiter Datasheet. https://business.linkedin.com/talent-

solutions/recruiter/recruiter-datasheet, (10.12.2020).

Linkedin, (27 Mart 2018). The Rise of Analytics in HR.

https://business.linkedin.com/content/dam/me/business/en-us/talent-solutions/talent-

intelligence/workforce/pdfs/Final v2 NAMER Rise-of-Analytics-Report.pdf,
(10.12.2020).

Loeber, P. (03 Haziran 2020). Build A Beautiful Machine Learning Web App With
Streamlit And Scikit-learn | Python Tutorial.
https://www.youtube.com/watch?v=Klgn--Mu2pE, (01.12.2020)

77


https://www.veribilimiokulu.com/blog/overfitting/
https://business.linkedin.com/talent-solutions/recruiter/recruiter-datasheet
https://business.linkedin.com/talent-solutions/recruiter/recruiter-datasheet
https://business.linkedin.com/content/dam/me/business/en-us/talent-solutions/talent-intelligence/workforce/pdfs/Final_v2_NAMER_Rise-of-Analytics-Report.pdf
https://business.linkedin.com/content/dam/me/business/en-us/talent-solutions/talent-intelligence/workforce/pdfs/Final_v2_NAMER_Rise-of-Analytics-Report.pdf
https://www.youtube.com/watch?v=Klqn--Mu2pE

Marr, B. (14 Aralik 2008). The Amazing Ways How Unilever Uses Artificial
Intelligence To Recruit &  Train Thousands Of Employees.
https://bernardmarr.com/default.asp?contentID=1766, (20.12.2020).

McKinney, W. ve Pandas Gelistirme Ekibi. (30 Ekim 2020). Pandas: Powerful Python
Data Analysis Toolkit. https://pandas.pydata.org/docs/pandas.pdf, (15.11.2020).

Nizam, H. ve AKIN, S.S. (2014). Sosyal Medyada Makine Ogrenmesi ile Duygu
Analizinde Dengeli ve Dengesiz Veri Setlerinin Performanslarinin Karsilagtirilmasi.
19. Tiirkiye'de Internet Konferansi Bildiriler Kitab: (s5.129-136), Diizenleyen Yasar
Universitesi. Izmir. 27-29 Kasim 2014,

Pedregosa, F., Varoquaux, G., Gramfort, A., Michel, V., Thirion, B., Grisel, O.,
Blondel, M., Prettenhofer, P., Weiss, R., Dubourg, V., Vanderplas, J., Passos, A.,
Cournapeau, D., Brucher, M., Perrot, M. ve Duchesnay, E. (2011). Scikit-learn:
Machine Learning in Python. Journal Of Machine Learning Research. 12(85):
2825-2830.

Polat, S. (2017). Yazilm Hata Kayitlarimin Makine Ogrenmesi Yontemleriyle
Kiimelenerek, Hataya Sebep Olan Bilesenlerin Tespit Edilmesi. /1.Ulusal Yazilim
Miihendisligi Sempozyumu Kitabt (SS. 444-453), Diizenleyen Atilim ve Alanya
Hamdullah Emin Pasa Universitesi. Alanya. 18-20 Ekim 2017.

Polikar, R. (2012). Ensemble Learning. Ensemble Machine Learning. (ss.1-34).

Boston: Springer.

Portilla J. (2020). Python for Data Science and Machine Learning Bootcamp.

https://www.udemy.com/course/python-for-data-science-and-machine-learning-

bootcamp/, (20.12.2020).

Samuel, A.L. (1959). Some Studies in Machine Learning Using The Game of
Checkers. IBM Journal of Research and Development. 3(3): 211-229.

78


https://bernardmarr.com/default.asp?contentID=1766
https://www.udemy.com/course/python-for-data-science-and-machine-learning-bootcamp/
https://www.udemy.com/course/python-for-data-science-and-machine-learning-bootcamp/

Sathya, R. ve Abraham, A. (2013). Comparison of Supervised and Unsupervised
Learning Algorithms for Pattern Classification. International Journal of Advanced
Research in Artificial Intelligence. 2(2): 34-38.

Scikit-learn, (2020a). Nearest Neighbors Classification, https://scikit-
learn.org/stable/auto examples/neighbors/plot classification.html#sphx-glr-auto-

examples-neighbors-plot-classification-py, (20.12.2020).

Scikit-learn, (2020b). sklearn.linear_model.LogisticRegression, https://scikit-
learn.org/stable/modules/generated/sklearn.linear_model.LogisticRegression.html,
(20.12.2020).

Scikit-learn, (2020c). sklearn.neighbors.KNeighborsClassifier, https://scikit-
learn.org/stable/modules/generated/sklearn.neighbors.KNeighborsClassifier.html,
(20.12.2020).

Scikit-learn, (2020d). sklearn.svm.SVC, https://scikit-
learn.org/stable/modules/generated/sklearn.svm.SVC.html, (20.12.2020).

Scikit-learn, (2020e). sklearn.tree.DecisionTreeClassifier, https://scikit-
learn.org/stable/modules/generated/sklearn.tree.DecisionTreeClassifier.html,
(20.12.2020).

Scikit-learn, (2020f). sklearn.ensemble.RandomForestClassifier, https://scikit-
learn.org/stable/modules/generated/sklearn.ensemble.RandomForestClassifier.html,
(20.12.2020).

Sokolova, M. ve Lapalme, G. (2009). A Systematic Analysis Of Performance
Measures For Classification Tasks. Information Processing & Management.
45(5):427-437.

79


https://scikit-learn.org/stable/modules/generated/sklearn.linear_model.LogisticRegression.html
https://scikit-learn.org/stable/modules/generated/sklearn.linear_model.LogisticRegression.html
https://scikit-learn.org/stable/modules/generated/sklearn.tree.DecisionTreeClassifier.html
https://scikit-learn.org/stable/modules/generated/sklearn.tree.DecisionTreeClassifier.html

Sénmez, H. (2012). Regresyon ve Korelasyon Coziimlemesi. Istatistik. (ss. 227-247).

Eskisehir: Anadolu Universitesi.

Steinwart, 1. ve Christmann, A. (2008) Support Vector Machines. New York: Springer.

Streamlit, (2020). Welcome To Streamlit. https://docs.streamlit.io/en/stable/,
(20.12.2020).

Seker, A., Diri, B. ve Balik, H.H. (2017). Derin Ogrenme Yontemleri ve Uygulamalart
Hakkinda Bir Inceleme. Gazi Miihendislik Bilimleri Dergisi. 3(3): 47-64.

Sutton, R.S. ve Barto, A.G. (2018). Reinforcement Learning: An Introduction.
Cambridge: The MIT Press.

Strohmeier, S. ve Piazza, F. (2015). Artificial Intelligence Techniques In Human
Resource Management-A Conceptual Exploration. Intelligent Techniques in

Engineering Management. (ss.149-169) Cham: Springer.

Tableau, (2020). Tableau Desktop.
https://www.tableau.com/products/desktop/download, (20.12.2020).

Tasar, B., Unes, F., Demirci, M. ve Kaya Y.Z. (2017). Yapay Sinir Aglar1 Yontemi
Kullanlarak Buharlasma Miktar1 Tahmini. DUMF Mihendislik Dergisi. 9(1):
543-551.

Tecim, V. (2012). Sistem Geligtirme Yasam Dongiisii.
http://debis.deu.edu.tr/userweb//vahap.tecim/dosyalar/sgyd.pdf, (20.12.2020).

Tonus H.Z. (2018). Insan Kaynag1 Bulma ve Se¢me. Insan Kaynaklari Yonetimi
(ss.63-70). Eskisehir: Anadolu Universitesi.

80


https://docs.streamlit.io/en/stable/

Turing A.M. (1950). Computing Machinery and Intelligence. Mind. 59(236):
433-460.

Turkiye Blylk Millet Meclisi, (07 Nisan 2016). Kisisel Verilerin Korunmasi Kanunu.
Resmi Gazete. https://www.resmigazete.gov.tr/eskiler/2016/04/20160407.pdf,
(20.11.2020).

Tiirkiye Istatistik Kurumu, (2020). I/ ve Ilgelere Gére Il/Iige Merkezi, Belde/Kéy
Niifusu ve Yillik Niifus Artis Hiz1 2019.
https://data.tuik.gov.tr/Bulten/Downloadlstatistiksel Tablo?p=0sulHkbXDJQtDgwXb
WBPArErCfgJ54pigHIgegwzRdIoG2V4RRDPz6In9HdOeaN], (25.11.2020)

Tiirkiye Istatistik Kurumu, (2020). Bitirilen Egitim Durumuna ve Cinsiyete Gére
Nufus 2008-20109.

https://data.tuik.gov.tr/Bulten/Downloadlstatistiksel Tablo?p=NLpBAx1kMG2i5UnO
CazvV6mRjabovcRMFf/kUgjgNi9SXyKX7waXPMQgo81Q7U7th, (26.11.2020).

Upadhyay, A.K. ve Khandelwal, K. (2018). Applying Artificial Intelligence:
Implications For Recruitment. Strategic HR Review. 17(5): 255-258.

Willmot C.J. ve Matsuura K. (2005). Advantages Of The Mean Absolute Error (MAE)
Over The Root Mean Square Error (RMSE) In Assessing Average Model
Performance. Climate Research. 30: 79-82.

XGBoost, (2020). Python API Reference.
https://xgboost.readthedocs.io/en/latest/python/python_api.html# module-
xgboost.sklearn, (23.12.2020).

81


https://www.resmigazete.gov.tr/eskiler/2016/04/20160407.pdf
https://data.tuik.gov.tr/Bulten/DownloadIstatistikselTablo?p=0sulHkbXDJQtDqwXbWBPArErCfgJ54pigHlgegwzRdIoG2V4RRDPz6In9Hd0eaNj
https://data.tuik.gov.tr/Bulten/DownloadIstatistikselTablo?p=0sulHkbXDJQtDqwXbWBPArErCfgJ54pigHlgegwzRdIoG2V4RRDPz6In9Hd0eaNj
https://xgboost.readthedocs.io/en/latest/python/python_api.html#%20module-xgboost.sklearn
https://xgboost.readthedocs.io/en/latest/python/python_api.html#%20module-xgboost.sklearn

