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Kalp krizi, yani akut miyokard infarktiisii (Acute Myocardial Infarction — AMI), kalbi besleyen
damarlarin zamanla daralip tikanmasiyla kalp kasinin bir kisminin yeteri kadar kan alamamasi durumudur.
Bu durumun geg fark edilmesi ve hemen miidahale edilememesi birey igin 6liim ve bazi kalict hasarlara
neden olabilmektedir. Istatistiklere bakildiginda kardiyovaskiiler hastaliklarin neden oldugu dliimler her
gecgen giin daha da artmaktadir. Akut miyokart infarktiisiiniin en ciddi ve 6liimciil tiirlerinden biri olan ST
yiikselmeli akut miyokart infarktiisii (ST-segment Elevation Acute Myocardial Infarction - STEMI) acil
tan1 ve miidahale gerektirir. Saglikta kullanilan yapay zeka tabanli uygulamalar yayginlagarak erken teshis
ve tedavinin 6niinii agmigtir. Modern tipta, STEMI hastalarinin dogru ve hizli bir sekilde tanimlanarak
tedavi edilmesi hayati bir dneme sahiptir. Bu siire¢ i¢cerinde hastalarin 6liim riskini dnceden belirlemek,
klinik kararlarin verilmesinde ¢ok biiyiik rol oynamaktadir. Geleneksel risk degerlendirme yontemleri
genellikle zaman alict ve subjektif siirecler olup, Klinik verilerin manuel olarak analiz edilmesine
dayanmaktadir.

Bu c¢alismada, yapay zekda yoOntemlerinden makine Ogrenmesi algoritmalari kullanilarak
hastalarinin 6liim risk analizi ve tahminlemesi yapilmistir. Kullanilan veri seti iizerinden kalp krizi
gegirenlerin parametrelerinin neler oldugu, bu parametrelerin veri seti lizerindeki dagilimi ve birbirleriyle
iligkili oldugu durumlar farkli analiz yontemleriyle incelenip bireylerde oliime sebebiyet agisindan ne
derecede etkili oldugu belirlenmistir. Bu tezin amact, kalp krizi ge¢irmis bireylerde mortalite riskinin yapay
zeka tabanl algoritmalar yardimiyla 6nceden tahmin edilmesini kolaylastirarak hastalarm erken tedavi
edilmelerini saglayacak faydali bir hekim karar destek modeli gelistirmektir. Caligmanin, bu yoniiyle
STEMI hastalarmin yonetiminde klinik karar destegi saglamasi ve saglik hizmetlerinin kalitesini artirmaya
yonelik katkilar sunmasi beklenmektedir.

Anahtar Kelimeler: Kalp hastaligi, Miyokard infarktiisii, Mortalite/morbidite teshisi, Yapay zeka
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MS THESIS

DEATH RISK ANALYSIS AND PREDICTION OF PATIENTS WITH ST-
SEGMENT ELEVATED MYOCARDIAL INFARCTION USING ARTIFICIAL
INTELLIGENCE METHODS
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Heart attack, acute myocardial infarction (AMI), is a condition in which a part of the heart muscle
cannot receive enough blood due to the narrowing and blockage of the vessels feeding the heart over time.
Noticing this situation late and failing to intervene immediately may cause death and some permanent
damage for the individual. Looking at the statistics, deaths caused by cardiovascular diseases are increasing
day by day. ST-segment elevation acute myocardial infarction (ST-segment Elevation Acute Myocardial
Infarction - STEMI), one of the most serious and fatal types of acute myocardial infarction, requires urgent
diagnosis and intervention. Artificial intelligence-based applications used in health have become
widespread, paving the way for early diagnosis and treatment. In modern medicine, it is vital that STEMI
patients are identified and treated accurately and quickly. In this process, determining the risk of death of
patients in advance plays a major role in making clinical decisions. Traditional risk assessment methods
are often time-consuming and subjective processes and rely on manual analysis of clinical data.

In this study, death risk analysis and prediction of patients will be made using machine learning
algorithms, which is one of the artificial intelligence methods. Based on the data set used, the parameters
of those who had a heart attack, the distribution of these parameters on the data set and the situations in
which they are related to each other will be examined with different analysis methods and it will be
determined to what extent they are effective in causing death in individuals. The aim of this thesis is to
develop a useful physician decision support model that will facilitate early treatment of patients by making
it easier to predict the risk of mortality in individuals who have had a heart attack with the help of artificial
intelligence-based algorithms. In this respect, the study is expected to provide clinical decision support in
the management of STEMI patients and contribute to improving the quality of healthcare services.

Keywords: Mortality/morbidity diagnosis, Heart disease, Myocardial infarction, Artificial intelligence
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WEKA : Waikato Environment for Knowledge Analysis
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1. GIRIS

Diinya genelinde en yaygin 6lim nedenlerinden biri olan kardiyovaskiiler
hastaliklar ciddi halk saglig1 sorunlarina yol acan agmaktadir. Bu hastaliklarin en kritik
formlarindan biri olan Akut Miyokard Infarktiisii (Acute Myocardial Infarction — AMI)
kalp krizinin tibbi adidir. Kalp kasina kan akis1 birden durdugunda yasami tehdit eden
komplikasyonlar ortaya ¢ikabilir ve genellikle yiiksek mortalite (6liim) ve morbidite
(hastalik) oranlar ile iligkilidir. Bu durum genellikle kalpteki koroner arter ad1 verilen bir
veya daha fazla arterdeki ttkanmadan kaynaklanir. Genellikle yag, kolesterol ve hiicresel
atik trtinlerinden olusan maddelerin plak biriktirmesi nedeniyle bir tikaniklik meydana
gelebilir.

Miyokard infarktiisii, ST yiikselmeli akut miyokart infarktiisii (ST-segment
elevation acute myocardial infarction - STEMI) ve ST yiikselmesiz akut miyokart
infarktiisii (Non-ST segment elevation acute myocardial infarction - NSTEMI) olarak iki
baslik altinda incelenir. Akut miyokart infarktiisiiniin en ciddi tiirlerinden biri olan ST
yiikselmeli akut miyokart infarktiisii acil miidahale gerektirir. Major koroner arterlerden
birinin tikanmasi ciddi saglik sorunlarina STEMI’ye yol agar. Koroner tikanma ve
koroner kan akisindaki azalma, siklikla aterosklerotik bir plagin pargalanmasi sonucu
meydana gelen trombosit agregasyonu nedeniyle gelisen tikayici trombiis olugsmasina
baglidir. STEMI, tan1 ve tedavisinin hemen baglanmas1 gereken bir akut koroner
sendromdur. Akut koroner sendromlar arasinda en tehlikeli olan1 ST-segment yiikselmeli
miyokart infarktiistidiir (Paralta De Figueiredo, M., vd., 2023).

Iskemik kalp hastaligi (dokuya giden kan akigmnin azalmasi ve oksijen ihtiyacinin
karsilanamamasi), diinya genelindeki 6liimlerin en sik nedenidir ve ayn1 zamanda siklig1
giderek artmaktadir. Diinya Saglik Orgiitii’niin (DSO) 2017 yili “Diinya’ da Ilk 10 Oliim
Nedenleri Raporu”na gore kardiyovaskiiler hastaliklar ilk sirada yer almaktadir ve 2015
yilinda 8.756.000 birey iskemik kalp hastaliklar: sebebiyle hayatini kaybetmistir (WHO,
2018). Avrupa Kardiyoloji Dernegi (ESC) 2017 verilerine gore de kardiyovaskiiler
hastaliklar ESC iiyesi iilkelerinde birinci 6liim sebebi olup, bu hastaliklardan dolay: her
yil ortalama 3.800.000 birey hayatini kaybetmistir (Timmis, A., vd., 2017). Tirkiye
Istatistik Kurumu’nun (TUIK) &liim nedeni istatistiklerine gére ise Tiirkiye’ de 6liime
sebep olan ilk alt1 hastalik grubundan, dolagim sistemi hastaliklar1 birinci sirada yer alip,

2016 yilinda 162.876 kisi bu hastaliklardan dolay1 hayatim kaybetmistir (TUIK, 2015).



DSO 2030 yili tahminlerine gére Diinya genelinde 6liim nedenleri siralamasinda iskemik
kalp hastaliklarinin ilk sirada yer almas1 6ngdriilmektedir (WHO, 2015-2030).

Modern tipta, STEMI hastalarinin dogru ve hizli bir sekilde tanimlanarak tedavi
edilmesi hayati bir 6neme sahiptir. Bu siire¢ icerinde hastalarin 6liim riskini 6nceden
belirlemek, klinik kararlarin verilmesinde ¢ok biiyiik rol oynamaktadir. Geleneksel risk
degerlendirme yontemleri genellikle zaman alict ve subjektif siirecler olup, klinik
verilerin manuel olarak analiz edilmesine dayanmaktadir. Son zamanlarda, yapay zeka
(Artifical Intelligence — AI) ve makine 6grenmesi (Machine Learning - ML) tekniklerinin
tibbi alanda kullanimi ve yayginlasmasi, klinik verilerin analiz edilmesinde devrim
niteliginde gelismelere yol agmistir. Bu tekniklerin biiyiik veri setlerini igleyebilme ve
karmagik Oriintiileri tespit edebilme yetenekleri, hastaliklarin tan1 ve prognozunda 6nemli
bir ara¢ haline gelmistir. Ozellikle, STEMI hastalarinin mortalite riskinin tahmin
edilmesinde Al tabanlli yontemlerinin kullanilmasi, klinik sonuglarin iyilestirilmesi ve
saglik hizmetlerinin etkinliginin artirilmasi a¢isindan biiyiik bir potansiyele sahiptir.

Gilinlimiizde teknolojinin ge¢mise kiyasla biiyiik bir hizla gelismesiyle, yapay
zeka sistemlerinin kullanim alanlar1 genislemis ve insanlarin islerini kolaylagtiran bir
ozellik haline gelmistir. Yapay zeka, makinelerin insan zekasini veya davranisini taklit
etmesine, olusturmasina ve gostermesine olanak taniyan bir algoritma, kod veya
teknolojidir. Al, tipki insanlar gibi secilmis gorevleri yerine getirebilen ve problemleri
cozebilen bir sistemdir. Al sistemlerinin gorevleri Ogrenmeyi, planlamayi, akil
yiiriitmeyi, karar vermeyi ve problem ¢dzmeyi kapsar. Bu sebeple birgok alanda yaygin
olarak kullanilan yapay zekanin siklikla uygulandigr alanlarindan biri de saglik alani
olmustur.

Bilgisayarlarin hayatimiza girmesiyle birlikte giinlilk hayatta insan beyniyle
yapilan islemler makinalar tarafindan olduk¢a kisa zamanlarda yapilarak daha hizh
sonuglar alinmasin1 saglamaktadir. Makinalarin iglemleri hizli yapabilmesi ve dogru
sonuglar iiretmesine yonelik calismalar her gegen giin artmaktadir (Cruz, J. A., &
Wishart, D. S., 2006). Bu gelismeler yapa zekayla birlikte insan hayatina inanilmaz
kolayliklar sunmaktadir. Kolaylik sunmanin yani sira, insan beyninin giinliik ¢alisma
giiciiniin sonucunda ulagmis oldugu sonuglarda zaman maliyeti saglayarak oldukca biiyiik
avantajlar getirmistir. Makine 68renimi, c¢esitli karmasik gorevleri gerceklestirebilecek
uyarlanabilir modeller iiretmek i¢in veriler iizerinde egitilmis algoritmalar1 kullanan bir
yapay zeka alt alanmidir. Gelistirilen makine Ogrenmesi algoritmalart bu maliyeti

milisaniyelere kadar indirmeyi basarmaktadir (Kolay, N., & Erdogmus, P., 2016).



Giintimiizde saglik alaninda genis bir uygulama alani bulan makine 6grenimi
yontemleri, objektif ve optimum ¢oziimler sunarak hekimlerin dogru ve giincel bilgiye
ulasmasinda karar destek araci olarak kullanilabilmektedir. Bu karar destek araglari
sayesinde On goriilemeyen bilgi ve bulgular ortaya ¢ikarilabilmekte, yeni bir 6rnek simif
bilgisi tahmin edilebilmekte veya alinan hekim kararlar1 desteklenebilmektedir. Boylece,
hastaliklarda erken tan1 ve tedaviye baslanarak hastalarin hastaliklarindan kurtulma
oraninin yiikseltilip 6liim riskinin azaltilmas1 saglanmaktadir.

Bu tez calismasinda, miyokart infarktiisli hastalarda hastaneye basvuru
degerlerinin hastane i¢i 6liimii 6ngdriilmesi acisindan makine 6grenmesi algoritmalari
kullanilarak, 6lim riski analizi ve tahminlerinin yapilmasi: amaglanmaktadir. Yapilacak
tahminleme sonucunda, mortalite riski olan hastalarin siniflandirilmasiyla birlikte hekime
kararinda destek olacak bir sistemin gelistirilmesi ve boylece erken teshisle birlikte
gerekli onlemlerin alinmasi saglanmis olacaktir. Hastalarin Glii/sag tahminleri
gerceklestirilirken egiticili siniflandirma yontemlerinden Yapay Sinir Aglart (Artificial
Neural Network — ANN), k-En Yakin Komsuluk, (k-Nearest Neighborhood — k-NN),
Destek Vektor Makinesi (Support Vector Machine - SVM), Karar Agaci (Random Tree
— RT), Rassal Orman (Random forest - RF) ve Lojistik Model Agaci (Logistic Model
Tree — LMT) algoritmalari kullanilmistir. Kullanilan bu yontemlerin performanslari farkli
metrikler ile kiyaslanarak en basarili yontem belirlenmeye ¢alisiimustir.

Bu ¢alismayla birlikte diinyada ve iilkemizde ciddi can kaybina neden olan ve
hayat Kkalitesini etkileyen kalp krizi hastaliginin teshisinin yapilmas: ve tedavi
yontemlerini artirabilecek ¢alismalar ortaya koyulmasi hedeflenmektedir. Calismamizin
bu baglamda STEMI hastalarmin yonetiminde klinik karar destegi saglamasi ve saglik

hizmetlerinin kalitesini artirmaya yonelik katkilar sunmas1 beklenmektedir.



2. KAYNAK ARASTIRMASI

Literatiirde, miyokard infarktiisii hastalarinin 6liim risk analizi lizerine 6nceden
yapilmis farkli ¢alismalar yer almaktadir. Yapilan bu calismalarla ilgili arastirmalar
asagida kisaca 6zetlenmistir.

Cheng vd., yaptiklar1 ¢aligmada, ST-segment yiikselmeli miyokart enfarktiisii
hastalarinin hastane i¢i mortalite riskini tahmin etmeye yonelik faktorleri belirlemeyi ve
makine 6grenimi modelleri gelistirmeyi amaglamistir (Cheng, C. Y., vd., 2022). Bu
calisma, Tayvan'daki Kaohsiung Chang Gung Memorial Hastanesi acil servisine
basvuran non-travma yetiskinleri (>20 yas) i¢eren tek merkezli, retrospektif bir calisma
olup calismaya akut STEMI tanisi konmus ve kriterlere uyan toplam 1567 hasta dahil
edilmistir. Lojistik Regresyon (Logistic regression - LR) igin Alic1 Calisma Karakteristik
Egrisi (Receiver Operating Characteristic Curve — ROC) Egri Altindaki Alan (Area
Under the Curve — AUC) 0.839, Rassal Orman (Random forest - RF) i¢in ise 0.825 olarak
bulunmus, dogruluk oranlart LR ve RF i¢in sirasiyla 0.821 ve 0.812 olarak tespit
edilmistir, LR'de duyarlilik ve 6zgiilliik sirasiyla 0.883 ve 0.815; RF'de ise 0.875 ve 0.806
olarak belirlenmis olup sonug¢ olarak, LR ve RF algoritmalar1 kullanilarak gelistirilen
tahmin modellerinin STEMI hastalarinin hastane i¢i 6lim riskini tahmin etmede
kullanilabilecek etkili araglar olarak 6ne ¢giktig1 belirtilmistir.

Kumar vd., yaptiklar: ¢alismada, k-NN algoritmasini kullanarak kalp inmesi (kalp
krizi) tespiti yapmistir. Veri madenciligi teknikleri araciligiyla énemli parametreleri
analiz ederek, kalp hastaliklarinin teshisini iyilestirmek i¢in makine 6grenimi teknikleri
kullanilmistir (Kumar, K., vd., 2022). k-NN algoritmasi, 11 belirlenen parametre ile
egitildiginde, mevcut algoritmalar olan Rastgele Orman ve Karar Agaci gibi
algoritmalarla karsilastirildiginda erken kalp inmesi tespitini daha etkili bir sekilde
ongoriilmiistiir. Onerilen k-NN algoritmasi, kalp inmelerini tespit etmede ortalama
%91,4'lik bir dogruluk orani elde edilmistir. Makine 6grenimi teknikleri, 6zellikle k-NN
algoritmasi, kalp hastaliklarinin teshisini gelistirmek i¢in kullanilmis olup 11 parametre
ile egitilen k-NN algoritmasi, diger algoritmalarla karsilagtirildiginda erken kalp inmesi
tespitinde istiin dogruluk gostermistir.

Zhao vd., yaptiklar1 g¢alismada, makine 6grenmesi algoritmalarini kullanarak,
hastaneye STEMI ile basvuran 8158 hasta verileri kaydedilmis ve hastane sonuglarina
gore iki gruba ayirmislardir (Zhao, P., vd., 2023). Hasta verileri rastgele olarak egitim
seti (%75) ve test seti (%25) olarak boliinmiis ve egitim seti, adaptif sentetik (ADASYN)



ornekleme ile 6n iglemden gecirilmistir. Model gelistirmek i¢in dort yaygin kullanilan
makine oOgrenmesi algoritmasi secilmistir. Kadinlarda STEMI'ye bagl hastane igi
mortaliteyi tahmin etmede, genel popiilasyondan tiiretilen modellerin ve kadinlara 6zgii
modellerin performansi, dogruluk, se¢icilik, duyarlilik, G-mean (geometrik ortalama) ve
AUC gibi cesitli metriklerle karsilastiriimistir. ADASYN ile modellerin performansi
onemli olgiide iyilestirilmistir. Genel popiilasyonda, ADASYN ile birlestirilen destek
vektor makinesi (SVM) en iyi performansi gostermistir. Ancak, kadinlarda STEMI
durumunda kotii performans gostermis olup buna karsilik, Onerilen kadinlara 6zgii
modeller, kadinlarda STEMI durumunda iyi performans gdstermistir ve en iyi performans
gosteren model %72.25 dogruluk, %82.14 duyarlilik, %71.69 segicilik, %76.74 G-mean
ve %79.26 AUC degerlerine ulagmistir. Kadimnlara 6zgii modelin dogruluk ve G-mean
degerleri, genel popiilasyondan tiiretilen modelden sirasiyla %34.64 ve %9.07 ‘dan daha
yiiksek oldugu goriilmiistiir.

Oliveira vd., yaptiklari galismada, AMI olan hastalarda hastaneye kabul anindaki
mortaliteyi tahmin etmek icin bir makine 6grenimi modeli gelistirmeye odaklanmistir
(Oliveira, M., vd., 2023). Farkli makine 6grenimi teknikleri ve degiskenler kullanilarak
iic deney yapilmistir. Deney 1; Stokastik Gradyan Inisi'nin en yiiksek siniflandirma
dogruluguna %80 ve %79 AUC'ye sahip oldugunu gostermistir. Deney 2; ek degiskenler
iceriyor ve SVM yontemini kullanarak %81 AUC elde etmistir. Deney 3; 6zellik se¢imi
ve Sentetik Azmlik Asirt Ornekleme Teknigi (Synthetic Minority Over-sampling
Technique - SMOTE) kullanmis ve Stokastik Gradyan Inisi ile %88 AUC ve %80
hatirlama elde etmistir. Ozellikle laboratuvar verilerinin eklenmesi, modellerin
performansin1 artirmistir. Bu calisma mevcut bilgi ve baglam temelinde uygun
yaklagimlarin segilmesinin 6nemini vurgulamaktadir. Yapay zeka ve makine 6grenimini
klinik karar alma siireclerine entegre etmek, saglik hizmetlerinin verimliligini ve
etkinligini artirabilecegini ifade etmistir.

Kasim vd., yaptiklar1 ¢alismada, makine 6grenimi ve yi1gilmis ensembl 6grenme
EL teknikleri (makine &greniminde birden fazla modelin bir araya getirilerek tahmin
performansini artirmayi amaglayan yontem) kullanarak STEMI olan Asyali kadinlarda
hastane i¢i mortaliteyi tahmin etmeyi amacglamislardir (Kasim, S., vd., 2023). ML
modelleri, AUC degerleri 0.60 ile 0.93 arasinda degisen ve secilen ozelliklerle en 1yi
performansi gosteren SVM Linear modeli (AUC: 0.934) ile geleneksel risk skoru ile
karsilastirildiginda daha iyi performans gostermistir. Calisma, STEMI olan Asyali

kadinlarda mortalitenin ortak belirleyicilerini saptamig, bunlar arasinda sistolik kan



basinci, killip smifi, aclik kan sekeri, beta-bloker, ACE inhibitorii ve oral hipoglisemik
ajan yer almistir. LIME analizini kullanarak (makine 6grenimi modellerinin tahminlerini
anlamay1 ve agiklamay1 kolaylastirmak i¢in kullanilan teknik) yas, PCI miidahalesi, kan
basinct ve farmakolojik miidahaleler gibi degiskenlerin hayatta kalma sonuglarini
etkiledigini gostererek bireysel hasta tahminlerine yonelik i¢goriiler saglamislardir.
STEMI olan kadinlarda genel mortalite oran1 %12.8 degerinde olup; sistolik kan basinct,
killip sinifi ve ila¢ kullanimi gibi ¢esitli belirleyiciler arasinda hayatta kalanlar ve hayatta
kalamayanlar arasinda 6nemli farkliliklar bulunmustur.

Tao vd., yaptiklar1 ¢alismada, STEMI hastalarinda hastane i¢i mortaliteyi erken
evrede tahmin etmek i¢in elektronik tibbi kayit (HPEMR) ana sayfasina dayali, verilerini
kullanarak bir makine 6grenimi algoritmasi gelistirmistir (Tao, D., vd., 2022). 2013-2017
yillar1 arasinda Cin’in Shenzhen kentindeki 7 hastaneden 5865 STEMI hastasinin verileri
kullanilmistir. Dort makine 6grenimi algoritmasi egitilmistir. Bunlar: Lojistik Regresyon,
Destek Vektor Makinesi, Karar Agaci ve Yapay Sinir Agidir. Model, demografik verileri,
tani, eslik eden hastaliklart ve hastanede yatis bilgilerini dikkate almustir. Atriyal
fibrilasyon, akut bobrek yetmezligi, tip 2 diyabetik nefropati, akut kalp yetmezligi ve kalp
fonksiyon smifi IV gibi eslik eden hastaliklar, 6liim riskinin daha yiiksek olmasi ile
iliskilendirilmistir. Model, test veri setinde 0.879 AUC ile iyi bir ayirt etme yetenegi
gostermistir.

Yadav vd., yaptiklari ¢alismada, Kuzey Hindistan’da ST elevasyonlu miyokard
enfarktiisii kaydina dahil edilen hastalarda 30 giinliik tiim nedenlere bagli 6limii tahmin
etmek icin bir makine 6grenimi modeli gelistirmeyi ve degerlendirmeyi amacglamigtir
(Yadav, R., vd., 2022). ML modeli, 31 degisken kullanilarak gelistirilmis ve Ekstra Agag
ML modeli, dogrulama veri setinde en iyi tahmin yetenegini gdstermistir. Modelin
duyarliligt %85, AUC %79.7 ve dogruluk orant %75°tir. ML modeli 6liimiin 6nemli
belirleyicileri olarak; gecikmis revaskiilarizasyon siiresi, baslangictaki kardiyojenik sok,
sol ventrikiil ejeksiyon fraksiyonu (EF) <%30, yas, serum kreatinin, sunumda kalp
yetmezligi, kadin cinsiyet ve orta-siddetli mitral regiirjitasyonu tanimlamigtir. Caligmanin
sonuglari sunlar1 gostermektedir: ML modelleri, STEMI sonrasi 6liimii tahmin etmede
gelismis performans saglamistir. Ekstra Aga¢ ML modeli, diger ML modellerine kiyasla
daha iyi tahmin yetenegine sahip olup, STEMI sonras1 30 giinliik tiim nedenlere bagl
Olimii tahmin etmede en etkili model olarak tanimlanmistir. Gelistirilen ML modeli,
yiiksek riskli bireyleri tanimlamak ve yogun izleme ve yakin takip gerektirebilecek

bireyleri belirlemek i¢in kullanilabilir.



Li vd., yaptiklari calismada, Cin’deki akut miyokard enfarktiisii kayit verilerinden
yararlanilarak, STEMI hastalar1 i¢in hastane i¢i mortalite tahmin modelleri gelistirmistir
(Li, X., vd., 2017). Veri seti olarak, 2013 ve 2014 yillarinda hastaneye yatirilan 18,744
STEMI hastasinin verileri kullanilmistir. Genel dogrusal modeller, karar agaclar ve
Bayes modelleri gibi yorumlanabilir makine &grenimi yontemleri kullanilmistir.
Demografik bilgiler, semptomlar, tibbi ge¢mis, fiziksel muayene ve laboratuvar test
sonuglart gibi 132 6zellik kullanilmistir. Rastgele orman ve Bayes ag1 modelleri, tiim
aday ozellikler kullamldiginda en iyi performansi gosterdi. Ozellik secimi: Genel
Dogrusal Modeller (GLM - Generalized Linear Models) yontemlerinin performansini
artirdi. Rastgele orman modeli i¢in AUC degeri 0.917, Bayes ag1 modeli icin AUC degeri
0.846 olarak bulunmustur. Oliim oran1 2013 yilinda hastaneye yatirilan hastalar igin
hastane i¢i mortalite oran1 %6.70, 2014 yil1 i¢in %6.78 olarak belirlenmistir.

Literatiirde yapilan benzer c¢alismalardan elde edilen bulgular ile tez
calismamizdan elde edilen sonuglar incelendiginde, ¢alisilan tiim performans dlgiitlerinde
cok iyi bir siniflandirma performansinin saglandigi goriilmiistiir. Yapilan testlerde
kullanilan tiim ML algortimalarinda %94,9 - %99,9 araliginda dogruluk, %90,5-%100
araliginda duyarlilik, %98,8-%100 araliginda kesinlik, %98,7-%100 araliginda segcicilik,
%95,4-%99,9 araliginda F-skor ve %95,3-%100 araliginda AUC degerleri elde edilmistir.
Elde edilen bu bulgular, calismamizin ayni smiflandirma algoritmalar1 kullanan
caligmalardan bile daha yiiksek bir siniflandirma performansina sahip oldugunu ortaya

koymustur.



3. GENEL BILGILER

3.1. Koroner Arter Hastahgi

Koroner arter hastaligi (KAH), kolesterol birikiminin veya plak ad1 verilen yagh
maddelerin kalp kasin1 besleyen koroner arterlerde daralma veya tikanmaya neden oldugu
bir kalp damar hastaligidir. Koroner arterler daraldiginda veya tikandiginda, kalbe yeterli
miktarda kan, oksijen ve besin saglayamadigindan kan akimi azalir veya tamamen Kkesilir.

Tiirkiye Istatistik Kurumu’nun verilerine gore, iilkemizde 2017 yili 8liim
nedenleri siiflandirmasinda tiim 6liim sebepleri arasinda %39,6 ile en sik 6liim nedeni
dolagim sistemi hastaliklari, dolasim sistemi hastaliklarindan ise KAH %39,7 oraniyla
0liim nedenleri arasinda birincil neden olarak dikkat ¢cekmektedir. KAH igerisinde %71
ile MI Tiirkiye’nin en sik 6liim sebebi olarak belirlenmistir (TUIK, 2017).

Kardiyovaskiiler hastaliklar iilkemizde oldugu gibi diinyada da mortalite ve
morbiditenin en 6nemli nedenidir. Kardiyovaskiiler hastaliklar; koroner kalp hastaliklari,
inme, kalp yetmezligi, periferik arter hastaligi, karotis arter hastaliklar1 ve aortailiak
hastaliklarin1 kapsar. Koroner kalp hastaligi, koroner arter hastaligi, kan damarlarinda
daralma ve ateroskleroz sonucu kalbe giden oksijenin azalmasi sonucunda ortaya ¢ikar.
KAH; unstabil anjina, miyokard infarktiisii ve kalp yetmezligine yol agabilir (Shrivastava
A. K., vd., 2015).

KAH,; yas, erkek cinsiyet, aile hikayesi, sigara kullanimi , hipertansiyon, diyabet
obezite, yiiksek total kolesterol, diisiik yiiksek yogunluklu lipoprotein kolesterol (HDL),
yiiksek diisiik yogunluklu lipoprotein kolesterol (LDL), yiiksek trigliserid (TG),
hareketsiz yagam tarzi ve artmis bel gevresi gibi risk faktorleri bilinmesine ragmen hala
diinya ¢apinda 6liimiin en 6nde gelen nedenidir (Torpy, J. M., vd., 2009). KAH i¢in risk
faktorleri diizeltilebilir ve diizeltilemeyen diye 2’ye ayrilir.

Diizeltilebilir risk faktorleri (tedavi ya da kontrol edebilecekler);

-Sigara igmek veya sigara dumanina maruz kalmak

-Hipertansiyonunun olmasi

-Doymus yag, kolesterol ve tuz miktar1 yiiksek beslenme aligkanliklarinin olmasi
-Diyabet (seker hastaliginin) olmasi

-Kolesterol diizeylerinin fazla olmasi

-Fiziksel aktivite diizeyinin az olmasi

-Alkol tiketimi



-Stres durumu
-Obezite (kilolu olmak)
Diizeltilemeyen risk faktorleri;
-Ileri yas
-Erkek olmak
-Ailede KAH 06ykiisiiniin olmast
Bahsedilen risk faktorleri ne kadar ¢ok ise hastalik riski de o kadar fazladir. Risk
faktorleri hakkinda bilgi sahibi olmak, yasam tarzi aligkanliklarinizi degistirerek
kardiyovaskiiler hastaliklara yakalanma riskinizi azaltmaniza yardimci olabilir (Ebrahim,

S., vd., 2011).

3.2. Miyokard Infarktiisii

Kalp krizi (myocardial infarction—MI), kalbi besleyen koroner damarlarinin
oksijen veya besin eksikligi nedeniyle tikanmasi veya daralmasi durumudur (Cleveland
Clinic, 2024). Bu daralma ve titkanma sonucunda kalp kasina kan akis1 yavaslamakta ve
kalbin yeteri kadar beslenmemesi durumunda kalp krizine ve kalp kriziyle birlikte kalici
hasarlara neden olabilmektedir. DSO’niin giincel verileri dikkate alindiginda Tiirkiye’de
ve diinyada O6lim oranlarinin %31°den fazlasinin kalp krizi gegirerek gergeklestigi
goriilmektedir (Katarya, R., & Meena, S.K., 2021).

Bu oran her gecen giin artmakla beraber kurtarilan hastalarda dahi farkli hasarlara
sebep olma potansiyeli olduk¢a yiiksektir. Kalp krizi; bas donmesi, nefes darligi,
hazimsizlik, gogilis-kol-boyunda agri ve yorgunluk gibi durumlarda siiphe uyandiracak
bir hastalik olsa da tipta bir¢ok neden ve durumlarin degerlerine bakilarak teshis konulan
hastaliktir (Bashir, S., vd., 2019). Teshis konulmas: siireci, bakilan parametre ve
yogunluga bagli olarak uzun siire¢ gerektirmektedir.

Iskemik kalp hastaliklar1 diinya genelinde oldugu gibi iilkemizde de eriskinlerde
mortalite (6liim) ve morbiditenin (hastaliklarin) en 6nemli nedenlerinden biridir.
Aterosklerotik damar hastaligi ve burada olusan komplikasyonlar kardiyovaskiiler
hastaliklarin en 6nemli kismini olusturur. Koroner ateroskleroz genellikle kronik KAH
sebep olsa da, koroner damarlar igindeki tikayici lezyonlar ve aterosklerotik plaklar
miyokartta ani iskemiye de sebep olabilmektedir. Kisa siirede olusan ve miyokart
dokusunu tehdit eden iskemik durumlar timii giinimiizde akut koroner sendromlar
(AKS) olarak adlandirilmaktadir (Oto, A., vd., 2009).
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Miyokard infarktiisii, ST segment elevasyonlu ve Non-ST segment elevasyonlu
olarak 2 baglik altinda incelenir. STEMI, tan1 ve tedavisinin hemen baglanmasi gereken
bir akut koroner sendromdur. Daralan ya da tikanan damarin, nekroz olusmadan koroner
girisim ile revaskulerizasyonun saglanmasi i¢in perkiitan koroner girisim (PKG)
gerekmektedir.

Akut koroner sendromlar arasinda en tehlikeli ve oliimciil olani: ST-segment

yiikselmeli miyokart infarktiisiidiir.

3.3. ST-Segment Yiikselmeli Akut Miyokard Infarktiisii

ST segment yiikselmeli miyokard infarktiisii, esas olarak koroner arterde trombiis
olusumundan kaynaklanan en ciddi ve 6liimciil kardiyovaskiiler hastaliklardan biridir ve
kismi veya tam tikanmaya neden olabilir. STEMI hastalar1 i¢in erken ve etkili
reperfiizyon ¢ok Onemlidir ve mevcut kilavuzlarda primer perkiitan koroner girisim
(PPKG) 6nerilmektedir (ibanez, B., vd., 2018).

Akut miyokart infarktiisit Kuzey Amerikada ve Avrupada 6liimiin 6nde gelen
nedenlerinden biridir. ABD’de her sene 1 milyondan fazla bireyde akut miyokart
infarktiisii goriilmektedir. Bu duruma ek olarak 300.000’den fazla bireyin hastaneye
bagvurmadan 6nce akut MI nedeniyle hayatini kaybettigi tahmin edilmektedir. Son 30 yil
igerisinde koroner yogun bakimlarin artmasi, fibrinolitik ile kateter bazli reperfiizyon
tedavilerindeki gelismelere ragmen, mortalitede bir azalma gozlenmis olsa da, akut
miyokart infarktiisii (MI) nedeniyle hastaneye bagvurmadan once 6lenler de dahil olmak
tizere toplam mortalite oran1 %30'dan fazladir (Griffin, P., ve Topol, E. J., 2009).

Fizyopatolojisi, hassas plaklarin riiptiir veya erozyonu sonucu tam epikardiyal
koroner arter ttkanmasi ST segment yiikselmeli MI’1n en yaygin nedenidir (Falk, E., vd.,
1995; Libby, P., 2001).

Ateroskleroz; kronik bir arter hastaligidir ve vaskiiler oliimlerin 6nemli bir
nedenidir. Arter duvarindaki yagl cizgilenmeler zamanla ateroma ve karakteristik
plaklara doniisiir (Bentzon, J. F., vd., 2014). Bu ateromatéz plaklarin akut riiptiirii
sorumlu arterde kismi veya total tikanikliklara yol acan bolgesel trombiislere neden olur.
Bu plaklarin klinik sonuglari plagin yerlesim yerine damarin tikanma hizina ve tikanma
derecesine baglidir. Bu hastalik uzun yillar boyunca varligini siirdiirmektedir ve siklikla

birden fazla damar yataginda bir arada bulunmaktadir. Baslica klinik belirtileri arasinda
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iskemik kalp hastaligi (IKH), iskemik inme ve periferik arter hastaligi (PAH) bulunur
(Herrington, W., vd., 2016).

KAH, damar sertligi yani ateroskleroz nedeniyle olusmaktadir. Ateroskleroz
arterlerde, zamanla plak birikimiyle karakterize bir durumdur. Bu plaklar koroner
arterlerde kan akisini etkileyerek koroner arter hastaligina yol acar.

Sekil 3.1°de soldan saga dogru; normal damar, damar tikaniklig1 baslayan damar,

titkanmis damar olarak damarlarin zamanla olusan, plak birikimi seyri verilmistir.

O

Damarin 3 hali.Normal Damar, Tikanmaya baglayan damar ve Tikanmig damar

Sekil 3.1. Plak birikimi

Aterosklerozun patofizyolojisi; yagh ¢izgilenmeler, diiz kas hiicreleri, bag dokusu
hiicreleri ve lipidlerin yag bilesenlerini iceren baslica li¢ ana komponentten olusan
aterosklerotik plaklara donisiir (Ridker, P. M., vd., 2009). Aterosklerozun zamana gore
seyri Sekil 3.2°de gosterilmistir. Endotel disfonksiyonu: 1.dekadan itibaren, ilk 10 yillik
stire; 3. dekadan itibaren, 10-30 y1l arasi; 4. dekadan itibaren, 40 y1l ve sonrasi olarak 3’e

ayrilir.
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Képtik Yagh  Orta dereceli Fibréz Komplike
hticrelerigizgilenme lezyon Aterom plak Lezyon/Riptiir

Endotel disfonksiyonu &
1. dekaddan itibaren ] 3. dekaddan itibaren | 4. dekaddan itibaren
Biiyiik Slgide lipid birikimi nedeniyle biyime

Sekil 3.2. Amerikan Kalp Cemiyetinin (AHA) vaskiiler lezyon siniflamasina gére plak progresyonu
sekilde gosterilmistir (Stary, H. C., vd., 1995).

Plaktaki aktive makrofajlar tarafindan salgilanan enzimler plagin riiptiire olmasina
neden olur. Plak riiptiire olmasiyla plak igeriginin dolasima karigmasi tromboz olusumuna
yol agar (Jonason, T., & Bergstrom, R., 1987). Olusan tromboz plagin seklini degistirebilir,
damar liimenini tikayabilir, emboli yapabilir veya plak icerigi embolize olabilir. Stabil plaklar
anstabil plaklara gore daha ¢ok fibroz yapi ve daha diisiik lipid icerigine sahiptir. Stabil
plaklar %100 blokaja neden olmazlar. Anstabil plaklar kalin lipid ¢ekirdek ve ince fibroz
kapsiil yapisindan olusur ve 6ngériilemeyen sekilde riiptiire olma egilimindedir (Rodriguez-
Granillo G. A, vd., 2007).

Damar liimeninde plaklarin sebep oldugu darlik; AKS, MI, dlimciil aritmiler ve ani
kardiyak olimlerin meydana gelmesinde etkilidir. Erkek bireyler, kadin bireylerden daha
erken yasta ve daha sik bu hastaliga yakalanirlar. Kadinlar menapoza kadar, ilerlemis
aterosklerozdan korunurlar. Ciddi risk faktorlerinin bulunmadigi premenapozal donemde
hastaligin goriilmesi kadinlarda nadirdir ve erkeklerden ortalama 10 yil sonra bu hastaliga
yakalanirlar (Awtry, E. H., & Loscalso, J., 2001).

Diinya saglik orgiitiiniin 2019 yilinda, diinya ¢apinda 6nde gelen 6liim nedenleri
verileri Sekil 3.3’te verilmistir. Iskemik kalp hastalig1 9 milyon civarinda 1. sirada yer
almaktadir, daha sonra felg 2. siray1 alarak 6 milyon civarindadir, 3. siray1 kronik akciger
hastalig1 3 milyon civari olarak almistir ve diger hastaliklarda Sekil 3.3te goriildiigii gibi
birbirini takip etmektedir.
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Sekil 3.3. Diinya ¢apinda 6nde gelen 6liim nedenleri 2019 verileri (WHO, 2019).
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4. MATERYAL VE YONTEM

Bu tez calismasinda Dicle Universite Hastanesinden temin edilen veri seti
kullanilarak (Ozbek, M., vd., 2023), hastane i¢i 6liimii 6n goriilmesi agisindan mortalite
riski tahmini ve analizi makine 6grenmesi yontemleri kullanilarak yapilmistir. Kullanilan

veri seti ve yontemlere iliskin bilgiler asagida verilmistir.

4.1. Veri Setinin Olusturulmasi

Bu calismada Dicle Universite Hastanesinde 735 hastadan alman veri seti
kullanilmistir (Ozbek, M., vd., 2023). Hastalardan aliman anamnez ve laboratuvar
parametreleri arasinda; yas, cinsiyet, sigara Oykiisii, kalp hiz1 - hipertansiyon (vital
bulgular) kan sekeri miktar1 diyabet (Diabetes Mellitus - DM), Ejeksiyon Fraksiyonu
(EF), MI oykiisii, MI saati, MI tipi, killip siniflandirilmasi, koroner anjiografi (PCI)
Oykiisti, perkiitan koroner girisim sonuglari ( Sorumlu damar, Stent-say1, Lezyon-Say1),
klinik sonug (hastane mortalitesi) verileri, laboratuvar kan sonuglari (albumin, trigiliserid,
kolesterol, HDL, LDL, WBC, HB, lenfosit, monosit, nétrofil), CABGO o6ykiisii, SVO
Oykiisii, KBY 0Oykiist, aile dyiisii, Kalp Yetersizligi (KY), akciger 6demi, kardiyojenik
sok Oykiisii, AV tam blok, Ventrikiiler Tasikardi (VT) oykiisli, Ventrikiiler Fibrilasyon
(VF) oykiisti, arrestonadmission (arrestte basvuru), saat latency (gecikme siiresi) HPL
Oykiisii ve eslik eden hastaliklar, olmak iizere toplam 38 farkli parametre sonuclari
bulunmaktadir. Bu veri setinde yer alan hastalardan, 644 kisi sag iken geri kalan 91
kisinin hastane i¢i 6limii gerceklesmistir. Bu parametrelerden bazilar1 ve ifade ettikleri

durumlar Tablo 4.1’de verilmistir.

Tablo 4.1. Veri setindeki baz1 parametrelerin 6znitelik bilgileri

Degisken Anlam Aciklama
Age Yas Hastanin Yas1
. 0:Kadin
Sex Cinsiyet 1-Erkek
e 0: Yok
Heart attack | MI oykiisii 1 Var
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Killip
classification

Killip siniflandirmasi

1: killip 1 (kalp yetersizligi yok)

2: killip 2 (hafif ve orta derecede kalp yetersizligi)
3: killip 3 (pulmoner 6dem)

4: killip 4 (kardiyojenik sok)

. 0: Yok
Chol Egiséerﬁégalzeyl 1: Var
y Mg/dl cinsinden degeri
. . 0: Yok
Diabetes DM oykiisii 1 Var
e 0: Yok
Death Hastane i¢i 6liimii 1- Var
Thalach Max. kalp atis hizi Deger
gr?g‘:;ac on | Bilingkaybr 0: Yok
admission (bayginlik) 1: Geliste arrest
. 1 0: Yok
Smoke Sigara oykiisii 1 Var
T 0: Gelismedi
Heart Kalp yetersizligi I+ Gelisti
1: Anterior Ml
2: Inferior MI
Heart attack | Ml tipi 3: Inferolateral MI
4: Anteroseptal Ml
5: Diger (Belirtiniz)
1: LAD
. 2: RCA
Vein Sorumlu damar 3. CX
4: Diger (IMA, Diagonal)
Target Hedef sonug 0:Oliim yok
1:0lim var

Bu hastalarin hastaneye basvuru sirasinda elde edilen bilgileri ile hastane i¢i

Olimii 6n goriilmesi acgisindan mortalite riski tahmini ve analizi makine 6grenmesi

yontemleriyle yapilmistir. Calismanin ilk asamasinda veri seti incelenerek problem

tizerinde tartistlmistir. Calisma igin toplanan veriler SPSS® (IBM Statistical Package for

the Social Sciences, siiriim 24.0) istatistik programi kullanilarak degerlendirilmistir. Veri

sayisi, verilerin parametreleri ve bu parametlerin sonucu etkileme durumu iizerinde

durulmustur. Orijinal ham veri setinin temel tanimlayici istatistikleri, siirekli 6zelliklerin

ortalama =+ standart sapma olarak verildigi ve kategorik parametrelerin sayisal ve yiizde
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olarak ifade edildigi durum Tablo 4.2'de verilmistir. Hastalarin yas1 61,74 + 14,10 yil olup

poplilasyonun  %29,25'ini  kadin hastalar olusturmaktadir. Siirekli degiskenlerin
ortalamalarinin karsilastirilmasi Student'in t-testi kullanilarak hesaplanmis ve kategorik
degiskenler i¢in y2 testi kullanilmistir. Iki tarafli p-degerleri tabloda verilmis olup, burada

p-degerleri < 0,05 olan parametreler istatistiksel olarak anlamli kabul edilmistir.

Tablo 4.2. Hastalarin klinik ve fonksiyonel 6zellikleri

Parametreler (37) Tiimii (735) Sag (644) Olii (91) p-value
Cinsiyet (Kadin) 215 (29.25%) 180 (27.95%) 35 (38.46%) 0.039
Yas 61.74+14.10 60.59+13.88 69.86+13.07 0.004
Kalp hiz1 (bpm) 82.90+18.11 82.24+16.94 87.58+24.51 <0.001
Hastaneye basvuru saati ve
semptom baglangici arasindaki siire | 6.53+4.24 6.44+4.33 7.10£3.57 0.462
(0-24 saat)

M1 hastalarinin hastaneye gelis saati

(024 saat) 13.2445.21 13.2345.17 13.29+5.53 0.005
Biling kayb1 63 (8.57%) 27 (4.19%) 36 (39.56%) <0.001
HT oykiisii 260 (35.4%) 228 (35.5%) 32 (35.2%) 0.964
DM oykiisii 216 (29.38%) 181 (28.10%) 35 (38.46%) 0.042
HPL o6ykiisii 38 (5.17%) 33 (5.12%) 5 (5.49%) 0.881
Sigara dykiisii 366 (49.79%) 335 (52.01%) 31 (34.06%) 0.001
MI 6ykiisii 35 (4.76%) 31 (4.81%) 4 (4.39%) 0.861
PCI oykiisi 49 (6.66%) 40 (6.21%) 9 (9.89%) 0.188
CABGO oykiisi 17 (2.31%) 14 (2.17%) 3 (3.29%) 0.505
SVO 6ykiisii 28 (3.80%) 21 (3.26%) 7 (7.69%) 0.039
Aile oykiisii 97 (13.19%) 91 (14.13%) 6 (6.59%) 0.047
KBY oykiisii 7 (0.95%) 6 (0.93%) 1 (1.09%) 0.878
Kalp yetersizligi 83 (11.29%) 68 (10.55%) 15 (16.48%) 0.095
Akciger 6demi 34 (4.62%) 20 (3.10%) 14 (15.38%) <0.001
Kardiyojenik sok 63 (8.57%) 35 (5.43%) 28 (30.76%) <0.001
Av tam blok 30 (4.08%) 23 (3.57%) 7 (7.69%) 0.063
VT 68 (9.25%) 52 (8.07%) 16 (17.58%) 0.003
VF 56 (7.61%) 38 (5.90%) 18 (19.78%) <0.001

174.05+95.36 169.67+92.74
Kan sekeri (4 kaymp) (4 kaymp) 204.67+107.78 | <0.001
Alburmin 3.53+0.48 3.55+0.47 3.27+0.57 <0.001
(215 kayip) (176 kayip) (39 kay1p)
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o 152.20£110.20 152.39+111.80 150.874+98.54
Trigliserid (mmol/L) 0.928
(32 kayip) (27 kayip) (5 kayip)
184.35+47.41 185.23+47.47 178.00+46.84
Kolesterol (mmol/L) 0.469
(32 kayip) (26 kayip) (6 kayip)
34.91+10.34 34.92+9.37 34.84+15.72
HDL (mmol/L) <0.001
(31 kayip) (26 kayip) (5 kayip)
120.82+38.25 121.46+38.80 116.22+33.82
LDL (mmol/L) 0.843
(42 kayip) (35 kayip) (7 kayip)
13.4445.52 12.9444.60 18.0449.63
WBC 0.419
(201 kayip) (163 kayip) (38 kay1p)
13.68+1.95 13.70+1.90 13.5342.31
HB 0.062
(11 kay1p) (7 kayip) (4 kay1p)
) 2.03+1.60 2.02+1.59 2.14+1.68
Lenfosit 0.138
(11 kayip) (7 kayip) (4 kayip)
. 0.68+0.38 0.68+0.39 0.69+0.31
Monosit 0.661
(11 kay1p) (7 kayip ) (4 kayip)
10.86+5.35 10.51+4.87 13.46+7.60
Nétrofil 0.465
(11 kayip) (7 kayip) (4 kayip)
44.47+10.40 45.3949.70 38.17+11.97
EF <0.001
(56 kayip) (46 kayip) (10 kayip)
Sorumlu damar
LAD 304 (41.36%) 268 (41.61%) 36 (39.56%)
RCA 273 (37.14%) 243 (37.73%) 30 (32.96%)
CcX 116 (15.78%) 96 (14.90%) 20 (21.91%) 0.351
. . 22 (2.99%) 11 (1.70%) 1 (1.09%)
Diger (IMA, DIAGONAL )
(30 kayip) (26 kayip) (4 kayip)
Killip smiflandirilmast
Killip 1 555 (75.51%) 522 (81.05) 32 (35.16)
Killip Il 96 (13.06%) 82 (12.73%) 14 (15.38%)
<0.001
Killip 111 28 (3.80%) 15 (2.32%) 13 (14.28%)
Killip IV 57 (7.75%) 25 (3.88%) 32 (35.16%)
MI tipi
Anterior Ml 237 (32.24%) 201 (31.21%) 36 (39.56%)
Inferior Ml 281 (38.23%) 250 (38.81%) 31 (34.06%)
Inferolateral Ml 70 (9.52%) 58 (9.00%) 12 (13.18%) 0.042
Anteroseptal Ml 59 (8.02%) 58 (9.00%) 1 (1.09%)
59 (8.02%) 51 (7.91%) 8 (8.79%)
Diger
(29 kayip) (26 kayip) (3 kayip)

Akut miyokart infarktiisii hastasinda 6liim riskini tahmin etmek hem miimkiindiir

hem de oldukga faydahidir (Lee, K. L., vd., 1995; Morrow, D. A., vd., 2000). Bu tahmin
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tedavinin kararinda verilmesinde 6nerilerin yapilmasinda, hasta ile ailelerine danigmanlik
saglanmasinda yardimci olur. Klinik c¢aligmalarda ve literatiirde erken mortaliteyi
ongérmenin en onemli bagimsiz parametreleri; ileri yas, yiiksek killip derecesi, yliksek
kalp hizi, diisiik sistolik kan basinci, anterior infarkt lokalizasyonu oldugu belirlenmistir
(Lee, K. L.,vd., 1995; Morrow, D. A., vd., 2000). Bu bes gosterge 1 aylik mortalite i¢in
%90’ 1n iizerinde bilgi verir ( Kirbas, O., 2011).

4.2. Makine Ogrenmesi Yontemleri

Bu ¢alismada kullanilan makine 6grenmesi yontemleri bir agik kaynak kodlu
(opensource) yazilim olan WEKA (Waikato Environment for Knowledge Analysis)
platformu kullanilarak uygulanmigtir. Bu arag, Yeni Zelanda’daki Waikato
Universitesi'nde 1993 yilinda C diliyle yazilmaya baslanan bir veri madenciligi
yazilimudir. 1K resmi siiriimii 1996°da yaymlanmis, 1997°de ise gelisim gostererek Java
diliyle gilincellenmistir. Sonraki siiriimleri de Java diliyle gelistirilmeye devam
etmektedir. Weka agildiginda bir ara yiiz ile karsilasimiza ¢ikar, bu ara yiizde bulunan ve
WEKA ’nin logosu olan kus, programa adin1 verdigi ve yalnizca Yeni Zelanda adalarinda

bulunan, nesli tiikkenmis olan bir kus tiiriidiir (Seker, S. E., 2016).

4.2.1. Yapay sinir aglar

Yapay sinir aglar1 (YSA) insan beynini taklit eden bir 6grenme yapisina sahiptir
ve giris ile sonug arasindaki en iyi tahmini yapabilir. Siniflama, ¢ikarim, tahmin, biiyiik
veri setlerinden mantiksal sonuglar ¢ikarma gibi alanlarda kullanilmaktadir. Birgok
tanimi olan YSA temel olarak, beynin sinirlerinin isleyisinden esinlenilerek, sistemlere;
ogrenme, hatirlama ve bilgiler arasinda iligkiler kurma gibi yetenekleri kazandirmayi
amaglayan bir bilgi isleme algoritmasidir.

Yapay sinir aginda, insanlarda olan biyolojik sinir hiicresindeki ndronlara benzer
yapilar bulunur. Bu yapilar bir araya geldiginde, yapay sinir hiicresini olusturur ve yapay
sinir agin1 meydana getirir (Graupe, D., 2013). Beyindeki sinir hiicrelerinin ¢aligma
seklini taklit ederek gelistirilen YSA, birbirine sinaptik baglantilara benzer yapilarla bagl
yapay sinir hiicrelerinden olusur. Her bir ndron arasinda bulunan baglantilar sayesinde,

bir ndrona gelen bilgi diger nérona iletilir. (Alan, M., 2020).
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IIk YSA modeli 1943’te bir sinir hekimi Warren McCulloch ve bir matematikgi
olan Walter Pitts tarafindan “Sinir Aktivitesinde Diisiincelere Ait Bir Mantiksal Hesap

(A Logical Calculus of Ideas Immanent in Nervous Activity)” baslikli makale ile ortaya
koyulmustur (Oztiirk, K., & Sahin, M. E., 2018). YSA biyolojik sinir aglarini taklit eden
sentetik yapilardir (Egrioglu, E., vd., 2009).

Problem tanimlama

P

Problem ile iliskili degiskenlerin
belirlenmesi

P

Veri toplama

P

Veri 6n isleme

P

Sinir ag1 tasarimi

P

Agin egitilmesi

¢

Agin gecerliligine gore
hata tespitinin yapilmasi

P

Evet

Tahminin planlanmasi

YSA,

Dogruluk dlizeyi uygun mu?

Hayir

Sinir aginin tasarimi

Sekil 4.1. YSA tahmin ydntemi

insan  beyninin  yapisini

ve noronlart

arasindaki

baglantilardan

yararlanilarak gelistirilmigse de noronlarin baglandigi ger¢ek beyinden farkli olarak

katmanlara, baglantilara ve veri iletme yeteneklerine sahip olup, biyolojik sinir sisteminin

matematiksel bir modellemesi olarak da tanimlanabilir Gershenson, C., 2021). Bu
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sistemler, kendi kendilerine 6grenebilme yetenegine sahiptirler. Genellikle problemin
¢Oziimiiniin ya da tespitinin karmasik oldugu uygulamalarda en iyi ¢alisma performansini
saglayabilmektedir (Copeland, M., 2016).

Bir sinir ag1 tecriibelerden faydalanarak bilgi biriktirmek ve verileri kullanilabilir
diizeye getirmek i¢in dogal bir egilime sahip basit islem 6gelerinden olusan paralel bir
islemcidir. Bu durumda sinir aglar1 belki de insan diislince ve 6grenme siireglerine dair
en anlamli MI tekniklerinden biri olabilir. Ayrica, insan odakli problem ¢6ziimlemeleri
ve yapay zeka ¢Ozlimlerinin felsefi tartigmalar1 agisindan bilimsel literatiirde ¢ok yonlii

etkiler yaratmaktadir. (Boz, H., & Kose, U., 2018).

Agirhklar

Tahmin

Girisler Gnyarg

.'I.'llu
Aktivasyon

Net Giri Fanksiyonu

Xy o—| W5
H{’II
@ —o
X Aktivasyon
g
Transfer Fonksiyonu l

f
X f]
n @ Esik

Sekil 4.2. Yapay sinir hiicresi (Oztiirk, K., & Sahin, M. E., 2018).

Sekil 4.2'de goriildiigii gibi hiicreye n tane veri girisi yapilmaktadir (X,, veri
girisi). Bu girilen veriler agirliklarla ¢arpilirak tiim veriler toplanir ve sonrasinda dnyargi
eklenir bunun sonucunda ise net yargi bulunur. Net girdi aktivasyon fonksiyonundan
gecirilir ve bir veri ¢iktisi elde edilmis olur.

Cok katmanli ileri beslemeli yapay sinir aglari Rumelhart ve arkadaslan
(Rummelhart vd., 1986) tarafindan gelistirilmis ve bu modele literatiirde ¢ok katmanli
algilayic1 (Multilayer Perceptron - MLP), ileri beslemeli yapay sinir ag1 (Feedforward
Neural Network - FFNN), geriye yayilim modeli (Back Propogation Network - BPN) ve
baz1 calismalarda ise ¢cok katmanli ileri beslemeli yapay sinir ag1 modeli (Multilayered
Feed Forward Neural Networks - MFNN) adi1 verilmistir. Bu ¢alismada, literatiirdeki
yaygin kullanima uygun olarak kisaca MLP olarak anilacaktir.

MLP; girdi katmani, ¢ikti katmanmi ve bu iki katman arasindaki gizli

katman(lar)dan olusan ileri beslemeli bir yapiya sahip YSA modelidir. Girdi katmanindan
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alinan girisler, girdi katman1 ve gizli katman arasinda bulunan baglanti agirliklar ile
carpilip gizli katmana iletilmektedir. Gizli katmandaki néronlara gelen girisler toplanarak
ayni sekilde gizli katman ile ¢iktt katmani arasindaki baglant1 agirliklari ile ¢arpilarak
ciktt katmanina iletilir. Cikt1 katmanindaki néronlar da, kendisine gelen bu girisleri
toplayarak buna uygun bir ¢ikis iiretirler (Efe, M. O., ve Kaynak, O., 2000). Bir MLP'nin
temel bilesenleri sunlardir:
Giris katmani: Girdi verilerini alir ve aga aktarir. Her bir girdi 6zelligi, bu katmandaki
bir diigiime karsilik gelir.
Gizli katman(lar): Girdileri isleyerek karmasik iligkileri 6grenir. Her gizli katman,
onceki katmanin ¢ikisimi alir, agirliklarla carparak ve bir aktivasyon fonksiyonuna
sokarak c¢ikt1 {iretir.
Cikis katmani: Son ciktilart saglar. Bu genellikle bir siniflandirma problemi ise sinif
etiketlerini icerir veya bir regresyon problemi ise siirekli bir degeri temsil eder.
MLP'lerin egitimi, giris verileriyle beklenen ¢iktilar arasindaki farki minimize
ederek gerceklestirilir. Bu genellikle bir optimizasyon algoritmast ve bir geri yayilim
(backpropagation) algoritmasi kullanilarak yapilir. Geri yayilim, agin ¢ikisindaki hata
miktarint geriye dogru hesaplayarak agirliklarin giincellenmesini saglar, boylece hatay1

azaltir ve agin performansini artirir.

4.2.2. k-en yakin komsuluk

k-en yakin komsuluk yonteminin tarihgesi onlarca yil dncesine dayanmaktadir
(Chakrabarti, S., vd., 2008). k-NN algoritmas1 1950’li yillarin baglarinda ilk kez
tanimlanmis olmasma ragmen 1960°l1 yillara kadar popiiler olamamistir. Ciinkii o
zamanlardaki hesaplama giicii, k-en yakin komsu algoritmasinin ihtiya¢ duydugu biiyiik
capta bir egitim veri seti i¢in heniiz yeterli degildi. Ancak artan hesaplama giicii ile
birlikte, algoritma 6zellikle oOriintii tanima alaninda yaygin bir sekilde kullanilmaktadir
(Han, J., & Kamber, M., 2001).

Oriintii tanimada, 6zel uzayda en yakin egitim orneklerine dayali nesneleri
smiflandirmak i¢in k-NN algoritmas: kullanilan bir yontem olup bu siniflandirma
algoritmasinda; hangi sinifa ait oldugu bilinmeyen verilerin (test ornekleri), drnegi
onceden smiflandirilmig 6grenme Orneklerine olan uzakliklari hesaplanir ve en yakin

oldugu diisiiniilen k tane veride bulunan en fazla sinifa gére siniflandirma yapilir (Lee, S.,
vd., 2014).
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Kisaca; k-NN olarak ifade edilen k-en yakin komsu siniflandirma algoritmasinin
temelinde “birbirine yakin olan nesneler muhtemelen ayni kategoriye aittir” mantigi
yatmaktadir (Eren, O., 2008). Sekil 4.3’te k-en yakin komsuluk algoritmasina ait bir

siniflandirma modeli gosterilmistir.

3 X SINIFI
® e ®YSINIFI

Sekil 4.3. K-En yakin komsu algoritma goriintiisii

k-NN algoritmas: 6rnek tabanli 6grenmenin érnegidir. Ornek tabanli grenmede
egitim Ornekleri birebir saklanmakta ve bilinmeyen bir test drneginin egitim setinin hangi
liyesine en yakin olduguna karar vermek i¢in uzaklik fonksiyonu kullanilmaktadir. En
yakin egitim Ornegi bulunduktan sonra, test 6rnegi icin smif tahmin edilmektedir
(Chakrabarti, S., vd., 2008). Bunun i¢in de test 6rnegi eldeki mevcut egitim kiimesindeki
en benzer oldugu kayitlarla karsilastirilmaktadir (Larose, D. T., 2005).

k-NN algoritmasinin en biiyiik avantajlarindan birisi uygulama agisindan kolay
olmasidir. Ustelik kayitlarin dzellikleri dikkatli segilmis ve uzaklik hesaplamalarinda
dikkatli agirliklandirilmus ise, oldukga iyi performans vermektedir (Nisbet, R., vd., 2009).

Yeni veri 6rnegi k en yakin komsunun ¢ogunlugunda oldugu belli bir sinifa atanir.
Ornegin; k=1 secilmigse siniflandirilmaya ¢alisilan yeni veri drnegi en yakinda olan 1
komsusunun ait oldugu sinifa atanir, k=3 se¢ilmisse, siniflandirilmaya calisilan yeni veri
icin en yakinda olan 3 komsusu sinif bilgileri dikkate alinarak siniflandirilir. Sekil 4.3°te
k=3 olarak belirlendiginde yeni gelen 6rnegin siniflandirilmasit durumu goriilmektedir.
Burada d1, d2, d3 karsilasilan yeni verinin siniflardaki verilere olan en yakin 3 komsusuna
olan mesafesidir. Bu islem sonrasinda en yakin komsulukta ikisinin Y1ildiz Sinifi’na daha

yakin oldugundan veri Yildiz Sinifi’na atanir (Polat, H., 2016).
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4.2.3. Destek vektor makineleri

Temelde istatistiksel Ogrenme algoritmalarindan biri olan ve Vapnik-
Chervonenkis tarafindan tanimlanan, Destek Vektor Makinalar1 (Support Vector
Machine — SVM) bir¢ok gergek sorunda basarili sonuglar vermistir. SVM’nin dayandigi
teori, Vladimir Vapnik ve Alexey Chervonenkis tarafindan 1960’11 yillarda baslatilip
1970’11 yillarda gelisen basarili bir ¢alismanin eseridir. Fakat ilk basarili uygulamalari
1990’1 yillarda gergeklestirilmis olup, bu uygulamalardan sonra matematikgilerin ve
yapay zeka bilim adamlarinin ilgi odagi haline gelmistir. SVM’nin asil mantig1 dogrusal
olarak ayristirilabilen veri yapilari i¢in en iyi ayirict diizlemin belirlenmesidir. Dogrusal
olarak ayristirllamayan veri yapilar1 donilistim teknigi ile farkli bir boyuta tasinarak
¢oziiliir. Destek vektorii 6grenme, basit fikirler tizerine kurulma ve pratik uygulamalarda
yiiksek performans gostermesi bakimindan oldukga kullanislidir. SVM’lerde kullanilacak
ornek sayis1 onemli degildir. SVM egitim esnasinda goriilmemis verileri de sorunsuz
olarak smiflandirir. Bu SVM’nin genellestirebilme yetenegini gosterir. Genellestirebilme
ozelligi SVM’yi diger tekniklere gore (YSA, karar agaci vs.) iyi bir alternatif
sunmaktadir. Son zamanlarda ise oriintii tanima, yiiz bulma-tanima, veri madenciligi, dil
yapisini inceleyen mantiksal programlamalarda, ugak alt basing profillerinin
modellenmesi, biyoloji ve diger bioinformatik uygulamalarda, gen analizlerinde ve
proteinlerin siiflandirilmasinda SVM kullanilmaya baslanmistir. (Kecman, V., 2001).

SVM iki boyutlu uzayda dogrusal, {i¢ boyutlu uzayda diizlemsel ve ¢ok boyutlu
uzayda hiperdiizlemsel olarak ayirma mekanizmalari ile veriyi iki veya daha ¢ok sinifa
ayirma yetenegine sahip denetimli bir siniflandirma algoritmasidir (Giiran, A., vd., 2014).
SVM algoritmasi, biyoenformatik, goriintii, konugma, tanima, ¢evre bilimleri ve duygu
analizi gibi ¢esitli uygulama alanlarinda kullanilmaktadir. SVM  kullanilarak
smiflandirilan bir veri kiimesinin tek bir dogru ile ayrilma durumu lineer ayrilma olarak
tanimlanmaktadir (Cortes, C., & Vapnik, V., 2001).

Sekil 4.4’°te hiperdiizlem iizerinde destek vektdr makinesi tarafindan lineer olarak

siiflandirilan veri 6rnegi gosterilmektedir.
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Destek Vektorleri

O O : Optimum

Hiper-Dizlem

Sekil 4.4. SVM ile lineer veri siniflandirmasi (Kavzoglu, T., ve Célkesen, 1., 2010)

4.2.4. Karar agaci

Karar agac1 (Random Tree — RT) algoritmasi, olas1 aga¢ kiimelerinden rastgele
bir aga¢ secer. Agac kiimesi i¢indeki her bir agac esit bir sekilde denenme sansina sahiptir
ve agaclarin dagilimi esitlik gosterir. Rastgele agaclar, etkin bir sekilde olusturulabilir ve
birgok rastgele agacin biraraya geldigi modeller genellikle yiiksek dogruluk oranina sahip
olur (Onan, A., 2015). RT algoritmasi, her diigiimde belirli miktarda rastgele secilmis
ozellikleri kullanarak agaci olusturur (Breiman, L., 2001).

Karar agaglari, girig verilerinin bir siniflandirma ya da kiimeleme algoritmasi ile,
tiim elemanlarin ayn1 sinif etiketine ait olana kadar aga¢ dallanmasina benzer bigimde alt
gruplara ayirma islemidir (Orhan, U., 2012). Bu ayristirma islemi igin entropi, bilgi
kazanci veya dogruluk orani vs. gibi 6lgiitler kullanilir. Karar agaglari siniflandirma,
Ozellik secimi, Ozellik ¢ikarimi ve karar kurallarinin olusturulmasinda kullanilabilir.
Ayrica farkli algoritmalarla melez (hibrit) teknikler kullanilarak daha iyi sonuglar elde
edilir. RT basarili bir performans ortaya koyan, diisitk maliyetli, giivenilir, uygulamasi
kolay, anlasilabilir ve yorumlanabilir olmasi nedeniyle ¢ok tercih edilen veri madenciligi
metodudur. Bu nedenle veri madenciligi yontemlerinden karar agaclart en sik kullanilan
algoritmalardandir.

Karar agaci 6grenmesinde bir aga¢ yapist olusturulup agacin yapraklar
seviyesinde sinif etiketleri, bu yapraklara giden ve baslangigtan ayrilan Kkollar ile de

ozellikler iizerindeki islemeler tanimlanmaktadir. Karar agact 6grenmesi esnasinda
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Ogrenilen bilgi bir aga¢ lizerinde modellenir. Bu agacin biitlin i¢ diigiimleri (interior
nodes) birer girdiyi ifade etmektedir. Sekilde 6rnek bir 6grenilmis agag verilmis olup MI
geciren bireylerin gesitli 6zellikleri ele alinarak veriler tizerinden 6grenilmesi durumunda

hayali olarak elde edilecek sonuglar verilmistir.
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Sekil 4.5. Ogrenilmis agac dregi (Aydemir, H., 2020)

4.2 5. Rassal orman

Karar agaglar1 algoritmasinin anlasilmasi, rassal orman (Random Forest — RO)
algoritmasimi daha iyi anlamamiza yardimect olur. Birden fazla karar agaci kullanarak
daha uyumlu modeller iiretilmesine firsat verir, bu sekilde elimizdeki veri setinin daha
uyumlu bir siniflandirma yapmasini bu teknik sayesinde saglayabiliriz (Hegde, C., vd.,
2015).

Karar agaci algoritmasini n defa ¢aligtirilarak daha iyi tahminler yapilabilir. Karar
agaglar1 veri setinden rastgele secilmis alt kiimelerdir. Bu karar agaglari bir araya gelerek
karar ormanlarini olusturur. Kayip verili veya dengesiz veri setlerinde iyi sonuglar {iretir
(Ayyadevara, V. K., 2018).

RO algoritmas1 2001 yilinda Breiman tarafindan gelistirilmistir. Bu algoritma, tek
bir karar agac1 olusturmak yerine, birgok karar agacinin kararlarin birlestirir. Bu karar
agaclarimin her biri ayr1 ayr egitim kiimelerinde egitilmistir. Ayr1 egitim kiimeleri i¢in
aynt dagilimh rasgele ozellik secimi kullanilir. Karar agaclarini olustururken, her

seviyedeki Ozniteligi belirlemede Once tiim agaglarda cesitli bir takim hesaplamalar
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yapilir ve nitelikler belirlenir. Daha sonra diger agaglardaki nitelikler birlestirilir ve en
cok kullanilan 6znitelik segilir. Bu 6znitelik karar agacina dahil edildikten sonra diger
asamalarda da ayni islemler tekrarlanir. Random forest, karar agaci olusturmak igin
CART (Classification and Regression Tree) algoritmasini kullanir. Karar agacindaki

diigiim ve dallar bu algoritmanin bigimine gore olusturulur (Das, B., ve Tiirkoglu, I.,
2014).

Dataset
|
Decision Tree (1) Decision Tree (2) Decision Tree (3)
Result (1) Result (2) Result (3)

| | |
|

Majority Voting/ Averaging

|

Final Result

Sekil 4.6. Random forest (TseKiChun, 2021)

4.2.6. Lojistik model agaci

Lojistik model agaci (Logistic Model Tree — LMT) algoritmasi, lojistik regresyon
ve karar agac1 6grenmesi algoritmalarinin birlesiminden meydana gelen, gozetimli bir
siniflandirma bigimidir ( Das, B., ve Tiirkoglu, 1., 2014).

Siradan karar agaclar1 yapraklar1 parcali bir sabit modeli olustururken, lojistik
modeli agaci yapraklar1 parcali bir dogrusal regresyon saglayan, dogrusal regresyon
modeline sahip bir karar agacidir ( Landwehr, N., vd., 2003).

Lojistik varyantta, LogitBoost algoritmasi, agacin her dii§iimiinde bir lojistik

regresyon modeli tiretmek i¢in kullanilir, diigiim daha sonra random tree algoritmassini
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kullanilarak ayrilir. Her LogitBoost yiiriitmesinde kendi sonuclarindan st diigim

tizerinden yeniden baglatilir. En son olarak, aga¢ budanir (Sumner, M., vd., 2005).

4.3. Algoritmalarin Performans Olgiitleri

Makine 6grenmesi algoritmalariyla elde edilen sonuglar nesnel degerlendirme
Olclitleri  kullanilarak  performanslar1  karsilastirnlmistir.  Kullanilan  modellerin
basarimlarii  6l¢mede, literatiirde yaygin bir sekilde kullanilan metriklerden
faydalanilmistir. Bu metrikler karmasiklik/hata matrisinden (confusion matrix) elde
edilen dogruluk (accuracy), duyarlilik/hatirlama (sensitivity/recall), segicilik (specifity),
kesinlik (precision), F-skor (F-measure), Alict Calisma Karakteristik Egrisi (Receiver
Operating Characteristic Curve — ROC) ve Egrinin Altindaki Alan (Area Under the Curve
— AUC) gibi metriklerden olusmaktadir.

Karmagiklik matrisi ¢iktinin iki veya daha fazla sinif olabilecegi, makine 6grenimi
smiflandirma problemi i¢in bir performans 6l¢iimiidiir (Narkhede, S., 2018). Tahmin
edilen ve gercek degerlerin 4 farkli kombinasyonunu iceren bir tablodur. Bu ¢alismada
iki sinif i¢in (6lii/sag) olusturulan karmasiklik matrisi 6rnegi Tablo 4.3’de gosterilmisitr.
Tablodan goriilecegi lizere, matrisin siitunlar1 6rneklere ait gergek siniflari, satirlari ise

ongoriilen/tahmin edilen siiflar1 ifade etmektedir.

Tablo 4.3. Karisiklik Matrisi Ornegi

Gerg¢ek Degerler
Sag Olii
Pozitif (0) Negatif (1)
c -
R} Sag
S 5 Pozitif (0) TP FP
W =
%
EQ Olii
<
< Negatif (1) FN ™

Karmasgiklik matrisi dogruluk, duyarlilik, segicilik, kesinlik ve en 6nemlisi AUC-
ROC egrilerini dlgmek icin son derece kullanishdir. Oncelikle TP, FP, FN ve TN

kavramlarini 6lii/sag analojisi agisindan anlamaya calisalim:
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TP (True Positive): Dogru/gergek pozitif. Olumlu tahminde bulunuldugunu ve bunun
dogru oldugunu ifade eder. Yani hastanin sag oldugu tahmin edildi ve bu dogru.

TN (True Negative): Dogru/gergek negatif. Olumsuz tahminde bulunuldugunu ve bunun
dogru oldugunu ifade eder. Yani hastanin 6lii oldugu tahmin edildi ve bu dogru.

FP (False Positive): Yanlis pozitif. Olumlu tahminde bulunuldugunu ve bunun yanlis
oldugunu ifade eder. Yani hastanin sag oldugu tahmin edildi ve bu yanlis. Bu hata
literatiirde Tip I hata olarak adlandirilmaktadir.

FN (False Negative): Yanlis negatif. Olumsuz tahminde bulunuldugunu ve bunun yanlis
oldugunu ifade eder. Yani hastanin 6lii oldugu tahmin edildi ve bu yanlis. Bu hata
literatiirde Tip II hata olarak adlandirilmaktadir.

Tahmin edilen degerlerin pozitif-negatif, ger¢ek degerlerin ise dogru-yanlis olarak
tanimlandigi goriilmektedir. Simdi dogruluk, duyarlilik, segicilik, kesinlik, F-skor ve en
onemlisi AUC-ROC degerlerinin nasil hesaplandig1 asagida 6zetlenmistir.

Dogruluk (Accuracy): Dogruluk Denklem (4.1)’de verildigi iizere, tiim siniflardan
(olumlu ve olumsuz), kag tanesini dogru tahmin edildigini ifade eder. Yani burada tiim
hastalardan (sag ve 0lii) kaginin gergekten dogru tahmin edildigini belirtir. Dogruluk

miimkiin oldugunca yiiksek olmalidir.

TP+TN
TP+FP+FN+TN

Dogruluk = 4.2)

Duyarhlik/Hatirlama (Sensitivity/Recall): Duyarlilik Denklem (4.2)’de verildigi tizere,
tiim pozitif siniflardan kag tanesinin dogru tahmin edildigini ifade eder. Yani burada sag
olan hastalardan kacinin gercekten sag oldugunu belirtir. Duyarlilik miimkiin oldugunca

yiiksek olmalidir.

TP
TP+FN

Duyarlilik = 4.2)

Kesinlik (Precision): Kesinlik Denklem (4.3)’de verildigi iizere, pozitif olarak tahmin
ettigimiz tiim siniflardan kacinin gercekten pozitif oldugunu ifade eder. Yani burada sag

olarak tahmin edilen tiim hastalardan kaginin gercekten sag oldugunu belirtir. Kesinlik

miimkiin oldugunca yiiksek olmalidir.

TP
TP+FP

Kesinlik = 4.3)
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Secicilik (Specifity): Secicilik Denklem (4.4)’de verildigi lizere, tiim negatif siniflardan
kag tanesinin dogru tahmin edildigini ifade eder. Yani burada 6lii olan hastalardan kaginin

gergekten Oli oldugunu belirtir. Segicilik miimkiin oldugunca yiiksek olmalidir.

TN
TN+FP

Secicilik = (4.4
F-skor (F-measure): F-skor Denklem (4.5)’de verilmistir. Diisiik kesinlik ve yiiksek
duyarlilik ile iki modeli karsilastirmak zordur veya bunun tersi de gegerlidir. Bu yiizden
onlar1 karsilastirilabilir hale getirmek icin F-skor kullanilmaktadir. F-skoru, duyarlilik ve
kesinligi ayni anda 6l¢gmeye yardimeci olur ve ug degerleri daha fazla cezalandirarak

aritmetik ortalama yerine harmonik ortalama kullanir.

2xduyarlilikxkesinlik

F — skor = (4.5)

duyarlilik+kesinlik

ROC ve AUC: Alic1 Calisma Karakteristik Egrisi analizi ve Egrinin Altindaki Alan farkl
parametrelendirmeler altinda bir modelin kalitesini degerlendirmek, iki veya daha fazla
modelin performansini karsilastirmak icin sinyal islemeden odiing alinan ve veri
biliminde yaygin olarak kullanilan araglardir (Bento, C., 2022). ROC, kesinlik ve
duyarhilik arasindaki dengeyi gorsellestirmek i¢in kullanilan bir 6zet aracidir (Gareth, J.,
vd., 2013). ROC egrisi, x eksenindeki yanlis pozitif oranin y eksenindeki gercek pozitif
orana karst ¢izilmesiyle elde edilir. Gergek pozitif oran bir sinyali algilama olasilig
ve yanlis pozitif oran yanlis alarm olasiligr oldugundan, ROC analizi, hastaliklar1 veya
diger davranislari glivenle tespit eden esikleri belirlemek icin tibbi ¢alismalarda da yaygin
olarak kullanilmaktadir (Cook, N. R., 2007).

Kesinlik ve duyarlilik gibi geleneksel performans dlgtimleri, biiyiik 6l¢iide olumlu
gozlemlere dayanir. Bunun yerine, ROC ve AUC, kaliteyi degerlendirmek i¢in hem
olumlu hem de olumsuz gbzlemleri hesaba katan gergek pozitif ve yanlis pozitif oranlari
kullanir.

AUC tibbi ve istatistiksel analizlerde siklikla kullanilan bir él¢iimdiir. Ozellikle
siniflandirma modellerinin performansini degerlendirmek i¢in kullanilir. ROC egrisi
altinda kalan alani ifade etmektedir. AUC'nin degeri 0-1 arasinda olur, daha yiiksek bir
AUC degeri, modelin daha iyi performans gosterdigi anlamina gelir. AUC'nin degeri 0.5'e
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yaklasiyorsa, modelin rastgele tahmin yapma yetenegi ile benzer oldugunu, I'e
yaklagiyorsa milkemmel bir siniflandirma yetenegi oldugunu gosterir. Bu nedenle, AUC
degeri, bir smiflandirma modelinin dogrulugunu ve ayrica siniflar arasindaki ayrim

yetenegini 6lgmek i¢in yaygin olarak kullanilan bir 6l¢timdiir.
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5. ARASTIRMA BULGULARI VE TARTISMA

Calisma igin toplanan veriler SPSS® (IBM Statistical Package for the Social
Sciences) istatistik programi kullanilarak degerlendirilmistir. Toplam 735 hastay1 igeren
veri setine ait parametreler ve bu parametrelere ait bazi istatistiki degerler (min, max,

ortalama ve standart sapma) Tablo 5.1°de verilmistir.

Tablo 5.1. Orijinal Veri Seti

Veri tiirleri Hasta Minimum | Maxsimum Orta!ama Standart
Sayis1 Deger Sapma
Hastaneigiolimii 735 0 1 0,12 0,33
Milsaati 735 0 23 13,24 5,21
Yas 735 6 93 61,74 14,10
KalpHiz1 735 28 174 82,90 18,11
Killip 735 1 4 1,44 0,89
Saatlatency 735 1 24 6,53 4,24
Arrestonadmission 735 0 1 0,09 0,28
Cinsiyet 735 0 1 0,71 0,46
HToykiisii 735 0 1 0,35 0,48
DMoykiisii 735 0 1 0,29 0,46
HPLG6ykiist 735 0 1 0,05 0,22
Sigaradykiisii 735 0 1 0,50 0,50
MIoykiisii 735 0 1 0,05 0,21
PCloykiisi 735 0 1 0,07 0,25
CABGOykiisii 735 0 1 0,02 0,15
SVOGoykiisii 735 0 1 0,04 0,19
AileOykiisii 735 0 1 0,13 0,34
KBY 6ykiisii 735 0 1 0,01 0,10
Kalpyetersizligi 735 0 1 0,11 0,32
Akcigerodemi 735 0 1 0,05 0,21
KardiyojenikSok 735 0 1 0,09 0,28
AVTamBlok 735 0 1 0,04 0,20
VT 735 0 1 0,09 0,29
VF 735 0 1 0,08 0,27
Kansekeri 731 29 729 174,05 95,36
Albumin 520 0,6 4,6 3,53 0,48
Trigliserid 703 14 1297 152,20 110,20
Kolesterol 703 40 499 184,35 47,41
HDL 704 5 128 34,91 10,34
LDL 693 36 400 120,82 38,25
WBC 534 0,06 54,3 13,44 5,52
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HB 724 2,87 19,93 13,68 1,95
Lenfosit 724 0,07 22,3 2,03 1,60
Monosit 724 0,03 5,08 0,68 0,38
Notrofil 724 0,05 44,4 10,86 5,35
EF 679 0 65 44,47 10,40
Mltipi 706 1 5 2,18 1,22
Sorumludamar 705 1 4 1,77 0,78

5.1. Makine Ogrenmesi Yontemlerinin Orjinal Veri Setine Uygulanmasi

Tablo 5.1°de goriilecegi tizere, 6zellikle baz1 parametrelerde (albumin 215, WBC
201, EF 56, LDL 42 vb.) ciddi oranda eksik/kayip degerlerin oldugu goériilmektedir. Bazi
hastalara ait bu kayip degerler, SPSS programi yardimuiyla, verinin 6zelligine bagl olarak
program tarafindan otomatik olarak sec¢ilen c¢oklu veri atama (multiple imputation)
islemiyle tamamlanmistir. Boylece tiim veri setindeki hastalara ait parametreler eksiksiz
bir sekilde olusturulmustur. Tamamlanan bu orjinal veri seti incelendiginde, 735 hastaya
(644 sag - 91 oli) ait veride, mortalitesi ger¢eklesmis hasta sayisinin ¢ok diisiik oldugu
goriilmektedir.

Bu orjinal veri seti kullanilarak yapilan testlerde, kullanilan makine dgrenmesi
algoritmalarinin hemen hemen hepsinde siniflandirma performansinin ¢ok diisiik oldugu
gozlemlenmis olup, elde edilen testlerden ¢ikan sonuglar Tablo 5.2-Tablo 5.7°de verilmis
ve sonrasinda karsilastirma amagli ayr1 bir tablo olusturulup sonuglar Tablo 5.8° de

gosterilmistir.

Tablo 5.2. MLP algoritmasi siniflandirma sonucu

Gerg¢ek Degerler
Sag Olii
Pozitif (0) Negatif (1)
5 Sag
S 5 Pozitif (0) 590 4l
W =
£R 54 50
S egatif (1)

Dogruluk | Duyarhlhk | Kesinlik | Secicilik | F-Skor | AUC
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MLP
Algoritmasi

%87,1

%91,6

%93,5

%54,9

%92,5

%81

Tablo 5.2°de MLP algoritmasimin siniflandirma sonucu verilmistir. Sonuglara gore;

MLP algoritmasinin ortalamada dogru simiflandirma oran1 % 87,1 olarak elde edilmistir.

Duyarlilik, kesinlik ve seg¢icilik ise sirasiyla % 91,6 %93,5 ve %54,9 olarak bulunmustur. F-

skor %92,5 ve AUC degeri de %81 olarak elde edilmistir.

Tablo 5.3. k-NN algoritmasi siniflandirma sonucu

Gergek Degerler
Sag Olii
Pozitif (0) Negatif (1)
S Sag
S 5 Porif (0) 614 66
c 5
=% Olii
£ 2 Negatif 30 25
= 1)
Dogruluk | Duyarhhik | Kesinlik | Segicilik | F-Skor | AUC
k-NN. %86,9 %095,3 %90,3 %27,5 %92,7 | %61,5
Algoritmasi

Tablo 5.3’te k-NN algoritmasinin siniflandirma sonucu verilmistir. Sonuglara gore;

K-NN algoritmasinin ortalamada dogru siiflandirma oran1 % 86,9 olarak elde edilmistir.

Duyarlilik, kesinlik ve segicilik ise sirasiyla % 95,3 %90,3 ve %27,5 olarak bulunmustur. F-

skor %92,7 ve AUC degeri de %61,5 olarak elde edilmistir.

Tablo 5.4. SVM algoritmasi siniflandirma sonucu

Tahmin Edilen
Degerler

Gergek Degerler
Sag Olii
Pozitif (0) Negatif (1)
Sag
Pozitif (0) 644 91
Ol
Negatif (1) 0 0
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Dogruluk | Duyarhhik | Kesinlik | Segicilik | F Skor | AUC

SVM
Algoritmasi

%87,6 %100 %87,6 %0 %93,4 %50

Tablo 5.4’te SVM algoritmasiin siniflandirma sonucu verilmistir. Sonuglara

gore; SVM algoritmasinin ortalamada dogru siniflandirma oran1 % 87,6 olarak elde
edilmistir. Duyarlilik %100, kesinlik %87,6, segicilik %0, F-skor %93,4 ve AUC degeri
de %50 olarak elde edilmistir.

Tablo 5.5. Random tree algoritmast siniflandirma sonucu

Gergek Degerler
Sag Olii
Pozitif (0) Negatif (1)
c
@ Sag
S5 poatif(o)| O 3
W =
a Olu
& Negatif (1) 29 18

Dogruluk | Duyarhhik | Kesinlik | Secicilik SE;)r AUC
RT %86, 1 %955 %894 | %198 | %923 | %577
Algoritmasi

Tablo 5.5’te RT algoritmasinin siniflandirma sonucu verilmistir. Sonuglara gore; RT

algoritmasinin ortalamada dogru siiflandirma oran1 % 86,1 olarak elde edilmistir.

Duyarlilik, kesinlik ve segicilik ise sirasiyla % 95,5, %89,4 ve %19,8 olarak bulunmustur. F-
skor %92,3 ve AUC degeri de %57,7 olarak elde edilmistir.

Tablo 5.6. Random forest algoritmasi siiflandirma sonucu

Gergek Degerler
Sag Olii
Pozitif (0) Negatif (1)
& Sag
S 5 Pozitif (0) 644 89
w =
£ >§n i
£& O 0 2
lf_ﬁ Negatif (1)
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Dogruluk | Duyarhhk | Kesinlik | Segicilik | F-Skor | AUC
%87,9 %100 %87,9 %2,2 %93,5 | %88,3

RO
Algoritmasi
Tablo 5.6’da RO algoritmasinin siniflandirma sonucu verilmistir. Sonuglara gore;

RO algoritmasinin ortalamada dogru siniflandirma orani1 % 87,9 olarak elde edilmistir.
Duyarlilik, kesinlik ve segicilik ise sirasiyla % 100, %87,9 ve %2,2 olarak bulunmustur. F-
skor %93,5 ve AUC degeri de %88,3 olarak elde edilmistir.

Tablo 5.7. LMT algoritmasi siniflandirma sonucu

Gerg¢ek Degerler
Sag Olii
Pozitif (0) Negatif (1)
5 Sag
S 5 Pozitif (0) 625 63
W =
= >§n
E& o 19 28
S Negatif (1)

Dogruluk | Duyarhlik | Kesinlik | Secicilik | F-Skor | AUC
%88,9 %97 %90,8 %30,8 %93,8 | %88,6

LMT
Algoritmasi

Tablo 5.7°de LMT algoritmasinin siniflandirma sonucu verilmistir. Sonuglara gore;
LMT algoritmasinin ortalamada dogru smiflandirma oram1 % 88,9 olarak elde edilmistir.
Duyarlilik, kesinlik ve secicilik ise sirastyla % 97, %90,8 ve %30,8 olarak bulunmustur. F-
skor %93,8 ve AUC degeri de %88,6 olarak elde edilmistir.

Tablo 5.8’de 735 hasta iizerinden (sag hasta sayist 644 ve 6lii hasta sayist 91)
yapilan tahminleme sonuglarinin basar1 ylizdeleri verilmistir. Tabloda verilen
sonuglardan da goriilecegi lizere algortimalarin dogruluk yiizdeleri birbirine yakin olup,
en yiiksek dogruluk LMT algoritmasi ve en diisiik dogruluk ise RT algoritmasinda elde
edilmistir. Algoritmalarin performansi genel olarak degerlendirildiginde, neredeyse tim
algoritmalarin duyarlilik-kesinlik gostergelerinin ve dolayisyla F-skor degerinin yiiksek
oldugu, yani sag hasta sayisinin tahmin edilmesinde yiiksek bir basarim gosterdigi
goriilmektedir. Ancak, Oliimii ger¢eklesmis bireylerdeki tahmin performansinin tiim

algoritmalarda genel olarak ¢ok diisiik oldugu (segicilik gostergesi) goriilmektedir. Tablo
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5.8’den de goriilecegi iizere, secicilik yoniinden tiim algoritmalarin kotii bir performans
sergiledigi, en yliksek performansa MLP algoritmasinin ve en diisiik performansa da
SVM algoritmasinin sahip oldugu goriilmektedir.

AUC gostergesi bir smiflandirma modelinin dogrulugunu ve ayrica siniflar
arasindaki ayrim yetenegini 6lgmek i¢in yaygin olarak kullanilan bir 6l¢iimdiir. Biiyiik
Olgiide olumlu gozlemlere dayanan kesinlik ve duyarlilik gibi geleneksel performans
Olctimler yerine, kaliteyi degerlendirmek i¢in hem olumlu hem de olumsuz gézlemleri
hesaba katan gercgek pozitif ve yanlis pozitif oranlar1 kullanan AUC 6l¢iimii (ROC egrisi
altindaki alan) ile performans degerlendirmesi yapmak bu analizin daha rasyonel bir
sekilde yapilmasini saglayacaktir. Bu yoniiyle bakildiginda en yiiksek AUC degeri LMT
ve en diisiik AUC degeri ise SVM algoritmasi ile elde edilmistir.

Tim algoritmalarda, 6liimlii bireylerdeki basarim oranlarinin bu denli diisiik
olmasinin temel olarak dengesiz veri setinden kaynaklandigi diistiniilmektedir. Orjinal
veri setinde yer alan 6lii/sag hasta sayisinin dengesiz bir bigimde dagilmasi algoritmalarin
performansini ciddi oranda etkilemistir. Veri setinde yer alan 6liimlii hasta sayisinin az
olmasi sebebiyle 6grenme islemi yeterli bir sekilde gergeklesememistir. Bu sebeple bir
sonraki boliimde veri artirma yoluna gidilmis ve artirilmis veri ile algoritmalarin

performansi ele alinmistir.

Tablo 5.8. Algoritmalarin tahminleme sonuglarinin 6zeti

Algoritma | Dogruluk | Duyarhhk | Kesinlik | Secicilik | F-Skor | AUC
MLP %87,1 %91,6 %93,5 %54,9 %92,5 %81

k-NN %86,9 %95,3 %90,3 %27,5 %92,7 | %61,5
SVM %87,6 %100 %87,6 %0 %93,4 %50

RT %86,1 %95,5 %89,4 %19,8 %92,3 | %57,7
RO %87,9 %100 %87,9 %2,2 %93,5 | %88,3
LMT %88,9 %97 %90,8 %30,8 %93,8 | %88,6

5.2. Makine Ogrenmesi Yontemlerinin Arttirillmis Veri Setine Uygulanmasi

Orijinal veri seti tizerinden yapilan testlerin sonuglari Boliim 5.1 ‘de verilmisti.

Elde edilen bu sonuglar incelendiginde, orijinal veri setinin verimli bir siniflandirma igin
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yeterli olmadig1 goriilmiistiir. Bunun {izerine veri setindeki hasta sayisinin artirimi yoluna
gidilmistir. Orijinal veri seti {izerinde rezervuar 6rnekleme yontemi kullanilarak (Vitter,
J. S., 1985), veri sayis1 644’1 sag ve 546’°s1 6lii olmak tlizere, toplam 1190’a ¢ikarilmustir.
Rezervuar 6rneklemesinin makine 6grenimi, veri analizi ve bilgisayar grafikleri gibi
alanlarda birgok uygulamasi vardir. Ornegin, bir makine 6grenimi modelini egitmek igin
biiylik bir veri kiimesinin temsili bir alt kiimesini se¢mek veya rastgele bir veri
olusturmak i¢in kullanilabilir. Burada rezervuar ile rassal 6rnekleme yontemi kullanilarak
veri artirimi yapilmistir. Boylece arttirilmis veriyle veri seti dengeli hale getirilmistir.
Arttirllmig veri seti tizerinde yapilan siniflandirma isleminin sonuglar1 Tablo 5.9-Tablo
5.14’te verilmistir. Burada ki biitiin tahminleme sonuglari tek bir tablo haline getirilip

basar1 yiizdesi verilmistir (Tablo 5.15).

Tablo 5.9. MLP algoritmasi siniflandirma sonucu

Gerg¢ek Degerler
Sag Olii
Pozitif (0) Negatif (1)
c «
R Sag
S 5 Pozitif (0) 594 /
w =
£ %
EQ Ol
<
S Negatif (1) 50 539

Dogruluk | Duyarhlik | Kesinlik | Segicilik | F-Skor | AUC
%95,2 %92,2 %98,8 %98,7 %95,4 | %97,3

MLP
Algoritmasi

Tablo 5.9°da MLP algoritmasinin siniflandirma sonucu verilmistir. Sonuglara gore
MLP algoritmasinin ortalamada dogru siiflandirma oran1 % 95,2 olarak elde edilmistir.
Duyarlilik, kesinlik ve segicilik ise sirastyla % 92,2, %98,8 ve %98,7 olarak bulunmustur.
F-skor %95,4 ve AUC degeri de %97,3 olarak elde edilmistir.



Tablo 5.10. k-NN algoritmasi siniflandirma sonucu
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Gerg¢ek Degerler
Sag Olii
Pozitif (0) Negatif (1)
c
Q Sag
S 5 Pozitif (0) 611 1
)
é )qb)n
a Olii
8 Negatif (1) 33 545
Dogruluk | Duyarhlik | Kesinlik | Segcicilik | F-Skor | AUC
k_NN. %97,1 %94,9 %99,8 %99,8 %97,3 | %97,4
Algoritmasi

Tablo 5.10°da k-NN algoritmasiin smiflandirma sonucu verilmistir. Sonuglara

gore; kK-NN algoritmasinin ortalamada dogru siniflandirma oran1 % 97,1 olarak elde

edilmistir. Duyarlilik, kesinlik ve segicilik ise sirasiyla % 94,9, %99,8 ve %99,8 olarak

bulunmustur. F-skor %97,3 ve AUC degeri de %97,4 olarak elde edilmistir.

Tablo 5.11. SVM algoritmasi siniflandirma sonucu

Gergek Degerler
Sag Olii
Pozitif (0) Negatif (1)
C -
k) Sag
S5 Porif(0) 644 1
s
E pl=V)]
EQ Olii
e
S Negatif (1) 0 545
Dogruluk | Duyarhlik | Kesinlik | Secicilik | F-Skor | AUC
SVM, %99,9 %100 %998 | %998 | %99,9 | %99,9
Algoritmasi

Tablo 5.11’de SVM algoritmasinin siniflandirma sonucu verilmistir. Sonuglara gore;

SVM algoritmasinin ortalamada dogru siniflandirma oran1 %99.,9 olarak elde edilmistir.
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Duyarlilik, kesinlik ve se¢icilik ise sirasiyla % 100, %99,8 ve %99,8 olarak bulunmustur. F-

skor %99,9 ve AUC degeri de %99,9 olarak elde edilmistir.

Tablo 5.12. Random tree algoritmasi siniflandirma sonucu

Gergek Degerler
Sag Olii
Pozitif (0) Negatif (1)
c o
Sag
S Poriif O 583 0
)
E ol
EQ Oli
e
S Negatif (1) 61 546
Dogruluk | Duyarhhk | Kesinlik | Secicilik | F-Skor | AUC
RT . %94,9 %90,5 %100 %100 %95 %95,3
Algoritmasi

Tablo 5.12°de RT algoritmasinin siniflandirma sonucu verilmistir. Sonuglara gore;

RT algoritmasinin ortalamada dogru simiflandirma orani %94,9 olarak elde edilmistir.

Duyarlilik, kesinlik ve se¢icilik ise sirastyla %90,5, %100 ve %100 olarak bulunmustur. F-

skor %95 ve AUC degeri de %95,3 olarak elde edilmistir.

Tablo 5.13. Random forest algoritmasi siniflandirma sonucu

Gergek Degerler
Sag Olii
Pozitif (0) Negatif (1)
S Sag
[<B)
= & Poztif (0) 621 1
W ==
£ %
EZ Olii
<
S Negatif (1) 23 545
Dogruluk | Duyarhlik | Kesinlik | Secicilik | F Skor | AUC
RO . %98 %96,4 %99,8 %99,8 %98,1 | %100
Algoritmasi
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Tablo 5.13’te RO algoritmasinin siniflandirma sonucu verilmistir. Sonuglara gore;
RO algoritmasinin ortalamada dogru siniflandirma oran1 %98 olarak elde edilmistir.
Duyarlilik, kesinlik ve segicilik ise sirasiyla %96,4, %99,8 ve %99,8 olarak bulunmustur.
F-skor %98,1 ve AUC degeri de %100 olarak elde edilmistir.

Tablo 5.14. LMT algoritmasi siniflandirma sonucu

Gerg¢ek Degerler
Sag Olii
Pozitif (0) Negatif (1)
c -
R Sag
S5 Poritf(0) 598 1
c o
EZ  ou
= u
S Negatif (1) 46 545

Dogruluk | Duyarhlik | Kesinlik | Secicilik | F-Skor | AUC
%96,1 %92,9 %99,8 %99,8 %96,2 | %97,7

LMT
Algoritmasi

Tablo 5.14’te LMT algoritmasinin siniflandirma sonucu verilmistir. Sonuglara gore;
LMT algoritmasinin ortalamada dogru smiflandirma orant %96,1 olarak elde edilmistir.
Duyarlilik, kesinlik ve secicilik ise sirasiyla % 92,9, %99,8 ve %99,8 olarak bulunmustur. F-
skor %96,2 ve AUC degeri de %97,7 olarak elde edilmistir.

Tablo 5.15’te kullanilan tiim smiflandirma algoritmalarinin  performans
gostergeleri 6zet bir tablo olarak verilmstir. Tablo 5.15°te goriildiigii izere, algoritmalarin
siniflandirmadaki ortalama dogruluk yiizdeleri birbirine yakin olup, en yiiksekten en
diisiige gore sirasiyla SVM, RO, k-NN, LMT, MLP ve RT algoritmalar: ile elde
edilmistir. Algoritmalarin performansi: genel olarak degerlendirildiginde, neredeyse tiim
algoritmalarin duyarlilik, kesinlik ve F-skor gostergelerinin yiiksek oldugu ve dolayisiyla
sag hasta sayisinin tahmin edilmesinde yiiksek bir basarim gosterdikleri goriilmektedir.

Ayni sekilde oliimi gergeklesmis bireylerdeki tahmin performansinin, yani
secicilik parametresinin, tiim algoritmalarda birbirine yakin olmakla birlikte sag hasta
sayisinin tahmin edilmesine kiyasla daha da yiiksek oldugu goze carpmaktadir. Bu da
algoritmalarin genel olarak 6liimlii hastalarda da ¢ok iyi bir siniflandirma performansina

sahip oldugunu gostermektedir. Tabloda verilen algoritmalara ait AUC gostergeleri de
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bunu teyit etmektedir. Algoritmalarin hem F-skor hem de AUC degerleri dikkate alinarak
yapilan degerlendirmede, en iyi performansin birbirine ¢ok yakin degerlere sahip SVM
(%99,9 F-ksor ve AUC) ve RO (%98,1 F-skor ve %100 AUC) algoritmalar1 ile elde
edildigi; ve en diisiik performansin da %95 F-skor ve %95,3 AUC degerleri ile RT

algoritmasi ile elde edildigi goriilmektedir.

Tablo 5.15. Artirthimis veride algoritmalarin tahminleme sonuglarinin 6zeti

Algoritma | Dogruluk | Duyarhhk | Kesinlik | Secicilik | F-Skor | AUC
MLP %95,2 %92,2 %98,8 %98,7 %95,4 | %97,3
k-NN %97,1 %94,9 %99,8 %99,8 %97,3 | %97,4
SVM %99,9 %100 %99,8 %99,8 %99,9 | %99,9
RT %94,9 %90,5 %100 %100 %95 %95,3
RO %98 %96,4 %99,8 %99,8 %98,1 | %100
LMT %96,1 %92,9 %99,8 %99,8 %96,2 | %97,7

5.3. Makine Ogrenmesi Yontemlerinin Artirllmis Veri Setinde Onemli Gériilen

Parametrelere Uygulanmasi

Klinik calismalarda ve literatiirde erken mortaliteyi ongérmenin en Onemli
bagimsiz parametreleri; ileri yas, yiiksek killip derecesi, yiliksek kalp hizi, diisiik sistolik
kan basinci, anterior infarkt lokalizasyonu oldugu belirlenmistir (Lee, K. L., vd., 1995;
Morrow, D. A., vd., 2000). Literatiirde yer alan bu bilgiler 1s18inda, 6liime sebep oldugu
diisiiniilen en 6nemli bagimsiz parametrelerden ileri yas, yiiksek killip derecesi, yiiksek
kalp hizi, diisiik sistolik kan basinci ve anterior infarkt lokalizasyonu dikkate alinarak
algoritmalarin siniflandirmadaki performansi gozlemlenmistir. Bu sebeple artirilmis veri
setimizde yer alan sadece bu Onemli 5 paramatreyi kullanilarak, algoritmalarin
siiflandirma performanslari test edilmistir. Elde edilen test sonuglari sirasiyla Tablo

5.16-Tablo 5.21°de verilmistir.



Tablo 5.16. MLP algoritmasi siniflandirma sonucu
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Gerg¢ek Degerler
Sag Olii
Pozitif (0) Negatif (1)
c <
< Sag
S 5 Pozitif (0) 546 139
W=
£ %
EQ Oli
e
< Negatif (1) 98 407
Dogruluk | Duyarhhk | Kesinlik | Segicilik | F-Skor | AUC
MLP. %80,1 %84,8 %79,7 %74,6 %82,2 | %86,4
Algoritmasi

Tablo 5.16°da MLP algoritmasinin siniflandirma sonucu verilmistir. Sonuglara

gore; MLP algoritmasinin ortalamada dogru siniflandirma oran1 %80,1 olarak elde

edilmistir. Duyarlilik, kesinlik ve segicilik sirasiyla %84,8, %79,7 ve %74,6 olarak
bulunmustur. F-skor %82,2 ve AUC degeri de %86,4 olarak elde edilmistir.

Tablo 5.16. k-NN algoritmasi siniflandirma sonucu

Gercek Degerler
Sag Olii
Pozitif (0) Negatif (1)
c
Q@ Sag
S5 Poritf (0) 594 0
c o
E Eﬂ Olii
S Negatif (1) 50 546
Dogruluk | Duyarhlik | Kesinlik | Segicilik | F-Skor | AUC
z;’,\,l.itmm %95,8 %92,2 %100 %100 %96 | %96,3

Tablo 5.17°de k-NN algoritmasinin siniflandirma sonucu verilmistir. Sonuglara

gore; k-NN algoritmasmin ortalamada dogru siniflandirma oran1 % 95,8 olarak elde
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edilmistir. Duyarlilik, kesinlik ve segicilik ise sirastyla % 92,2, %100 ve %100 olarak
bulunmustur. F-skor %96 ve AUC degeri de %96,3 olarak elde edilmistir.

Tablo 5.17. SVM algoritmast siniflandirma sonucu

Gerg¢ek Degerler
Sag Olii
Pozitif (0) Negatif (1)
c o
Sag
= 5 Pozitif (0) 616 3
W =
£ %
EZ Oli
e
S Negatif (1) 28 543
Dogruluk | Duyarhhk | Kesinlik | Segicilik | F-Skor | AUC
SVM. %97,4 %95,7 %99,5 %99,5 %97,5 | %97,6
Algoritmasi

Tablo 5.18’de SVM algoritmasinin siniflandirma sonucu verilmistir. Sonuglara gore;

SVM algoritmasinin ortalamada dogru smiflandirma orani %97,4 olarak elde edilmistir.

Duyarlilik, kesinlik ve secicilik ise sirasiyla % 95,7, %99,5 ve %99,5 olarak bulunmustur. F-

skor %97,5 ve AUC degeri de %97,6 olarak elde edilmistir.

Tablo 5.18. Random tree algoritmasi siniflandirma sonucu

Gerg¢ek Degerler
Sag Olii
Pozitif (0) Negatif (1)
c
kT Sag
T 5 Pof 0) 58l 0
- 8
E ED Oli
8 Negatif (1) 63 546
Dogruluk | Duyarhlik | Kesinlik | Secicilik | F-Skor | AUC
RT . %94,7 %90,2 %100 %100 %94,9 | %095,2
Algoritmasi




44

Tablo 5.19’da RT algoritmasmin siniflandirma sonucu verilmistir. Sonuglara
gore; RT algoritmasinin ortalamada dogru simniflandirma orani %94,7 olarak elde
edilmistir. Duyarlilik, kesinlik ve seg¢icilik ise sirastyla %90,2, %100 ve %100 olarak
bulunmustur. F-skor %94,9 ve AUC degeri de %95,2 olarak elde edilmistir.

Tablo 5.19. Random forest algoritmasi siniflandirma sonucu

Gerg¢ek Degerler
Sag Olii
Pozitif (0) Negatif (1)
C
K Sag
S 5 Pporitif ) 580 0
c o
E ’E” Olii
e
S Negatif (1) 64 546

Dogruluk | Duyarhlik | Kesinlik | Secicilik | F-Skor | AUC

RO
Algoritmasi

%94,6 %90,1 %100 %100 %94,8 | %99,6

Tablo 5.20°de RO algoritmasinin smiflandirma sonucu verilmistir. Sonuglara
gore; RO algoritmasinin ortalamada dogru siniflandirma oranmi %94,6 olarak elde
edilmistir. Duyarlilik, kesinlik ve segicilik ise sirasiyla %90,1, %100 ve %100 olarak
bulunmustur. F-skor %94,8 ve AUC degeri de %99,6 olarak elde edilmistir.

Tablo 5.20. LMT algoritmasi siniflandirma sonucu

Gergek Degerler
Sag Olii
Pozitif (0) Negatif (1)
c
@ Sag
S 5 Pozitif (0) 548 11
W =
S2 e 96 535
= egatif (1)

| Dogruluk | Duyarhlik | Kesinlik | Secicilik | F-Skor | AUC |
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LMT

. %91 %85,1 %98 %97,9 %91,1 | %92,9
Algoritmasi

Tablo 5.21°de LMT algoritmasinin siniflandirma sonucu verilmistir. Sonuglara gore;
LMT algoritmasinin ortalamada dogru smiflandirma orani %91 olarak elde edilmistir.
Duyarlilik, kesinlik ve segicilik ise sirasiyla % 85,1, %98 ve %97,9 olarak bulunmustur. F-
skor %91,1 ve AUC degeri de %92,9 olarak elde edilmistir.

Smiflandirma algoritmalarinin veri setinde yer alan ve erken mortaliteye sebep
oldugu diisiiniilen en 6nemli 5 parametreye uygulanmasi ile elde edilen performans
gostergeleri 6zet olarak Tablo 5.22°de sunulmustur. Tablo 5.22°de goriildiigii gibi
algoritmalarin siniflandirmadaki ortalama dogruluk yiizdeleri degerlendirildiginde, MLP
algoritmasi hari¢ diger tiim algoritmalarin %90’1n iizerinde bir tahminleme yetenegine
sahip oldugu ve %97,4 dogruluk oranmna sahip SVM algoritmasinin en yiiksek
performansi sergiledigi goriilmektedir. Tablodaki sonu¢lardan MLP disinda diger tim
algoritmalarin duyarlilik, kesinlik ve F-skor gostergelerinin yiiksek oldugu ve dolayisiyla
sag hasta sayisinin tahmin edilmesinde yiiksek bir basarim gosterdikleri goriilmektedir.

Ayni sekilde algoritmalarin 6limi gergeklesmis bireylerdeki tahmin performansi
incelendiginde, MLP disindaki algoritmalarin ¢ogunda %100 basarim saglandigi
goriilmektedir. Elde edilen bu sonuglar, literatiirde erken mortaliteye sebep oldugu
belirtilen ileri yas, yliksek killip derecesi, yiiksek kalp hizi, diisiik sistolik kan basinci ve
anterior infarkt lokalizasyonu parametrelerinin en 6nemli degiskenler oldugu ger¢egini
ortaya koymaktadir ve tabloda verilen algoritmalara ait segicilik gostergesi degerleri bunu
teyit etmektedir.

Algoritmalarin hem F-skor hem de AUC degerleri dikkate alinarak yapilan
degerlendirmede, en iyi performansin yine 6nceki testlerde oldugu gibi SVM (%97,5 F-
ksor ve %97,6 AUC) ve RO (%94,8 F-skor ve %99,6 AUC) algoritmalari ile elde
edildigini ve bu performansi sirasiyla K-NN, RT ve LMT algoritmalarinin takip ettigini
sOylemek miimkiindiir. Elde edilen bu bulgular (dogruluk, F-skor ve AUC degerleri) bir
onceki boliimde algoritmalarin veri setinde yer alan tiim parametrelere (38 parametre)
uygulanmasiyla elde edilen sonuglarla kiyaslandiginda, algortimalarin siniflandirma
performanslarinin MLP disinda benzerlik gosterdigini ortaya koymaktadir. Bu da erken
mortaliteye sebep olan en yliksek etkiye sahip oldugu ileri siiriilen bu 5 parametrenin
siniflandirma islemi i¢in yeterli oldugu ve ¢ok daha az parametre ile ¢ok yiiksek

dogrulukta siiflandirma yapabilmenin miimkiin oldugunu gostermektedir.
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Tablo 5.21. Algoritmalarin veri setindeki 5 6nemli paramatreye uygulanmasindan elde edilen tahmin

sonuglarinin 6zeti

Algoritma | Dogruluk | Duyarhhk | Kesinlik | Secicilik | F-Skor | AUC
MLP %80,1 %84,8 %79,7 %74,6 %82,2 | %86,4
k-NN %95,8 %92,2 %100 %100 %96 %96,3
SVM %97,4 %95,7 %99,5 %99,5 %97,5 | %97,6
RT %94,7 %90,2 %100 %100 %94,9 | %95,2
RO %94,6 %90,1 %100 %100 %94,8 | %99,6
LMT %91 %85,1 %98 %97,9 %91,1 | %92,9
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6. SONUC

Bu calismada, Dicle Universite Hastanesinden temin edilen veri seti kullanilarak,
hastane i¢i oliimii 6n goriilmesi agisindan mortalite riski tahmini ve analizi makine
ogrenmesi yontemleri kullanilarak yapilmigtir. Kullanilan veri seti tizerinden, kalp krizi
geciren hastalarin parametrelerinin neler oldugu bilgileri verilerek bu parametrelerin veri
seti tlizerindeki dagilimi ve birbirleriyle iliskili oldugu durumlar farkli analiz
yontemleriyle incelenerek bireylerde mortalite oranina ne derece etki ettigi
gbzlemlenmistir.

Literatiirde bircok alanda yaygin olarak kullanllan makine &6grenme
yontemlerinden k-NN, yapay sinir aglart (MLP), destek vektor makineleri (SVM), rassal
orman (RF), karar agac1 (RT) ve lojistik model agaci (LMT) gibi karar destek araglari
kullanilmistir. Bu araglar sayesinde oOn goriilemeyen bilgi ve bulgular ortaya
cikarilabilmekte, yeni bir 6rnek sinif bilgisi tahmin edilebilmekte veya alinan hekim
kararlar1 desteklenebilmektedir. Boylece, hastaliklarda erken tani ve tedaviye baslanarak
hastalarin hastaliklarindan kurtulma oraninin yiikseltilip 6liim riskinin azaltilmasi
saglanmaktadir.

Veri seti lizerinde kosturulan bu algoritmalarin siniflandirma performanslari, yani
teshis giicleri, literatiirde yaygin olarak kullanilan degerlendirme olgiitlerinden
faydalanilarak birer birer hesaplanmis olup sonuglar birbirleriyle karsilastirilmistir. Tezde
kullanilan makine 6grenme algoritmalari orjinal veri setine uygulanmadan Once, veri
setinde bir takim veri 6n isleme adimlar1 gerceklestirilmistir. ilk olarak veri setindeki
eksik degerler ortalama yontemiyle giderilerek eksiksiz hale getirilmistir. Sonrasinda
dengesiz veri seti rezervuar ile rassal ornekleme yontemi kullanilarak hasta sayisi
arttirtlarak dengeli hale getirilmistir.

Bu c¢alisma kapsaminda orjinal ve artirilmis veri setine uygulanan bu
simiflandirma yontemlerinden elde edilen karisiklik matrisi olusturulmus olup dogruluk,
duyarlilik, kesinlik, secicilik, F-skor ve AUC gibi performans olgiitleri hesaplanmigtir.
Hem orijinal ver setine hem de artirilmis veri setine uygulanan testlerden elde edilen
sonuglar, kullanilan algortimalarin genel olarak yiiksek siniflandirma perfomansina sahip
oldugunu gostermistir. Yapilan testlerden elde edilen bulgular incelendiginde, orijinal
veri setine uygulanan algortimalarin sag hasta sayisinin tahmin edilmesinde yiiksek bir
basarim gosterdigini ancak Olimii gerceklesmis bireylerdeki tahmin performansinin

yeterli olmadigini gostermistir. Bunun tizerine orijinal veri setindeki hasta sayisinin
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artirim1 yoluna gidilmistir. Artirilmig veri seti lizerinde yapilan testlerden elde edilen
bulgular incelendiginde, tiim algoritmalarin yiiksek dogrulukta siniflandirma yetenegine
sahip olduklarini, hem sag hem de 6l hasta sayisinin tahmin edilmesinde yiiksek bir
basarim gosterdiklerini ortaya koymustur. Algoritmalarin dogruluk, F-skor ve AUC
degerleri dikkate alinarak yapilan degerlendirmede; en iyi performansin birbirine ¢ok
yakin degerlere sahip SVM (%99,9 dogruluk, %99,9 F-ksor ve %99,9 AUC) ve RO (%98
dogruluk %98,1 F-skor ve %100 AUC) algoritmalariyla elde edildigini; ve en disiik
performansin da %94,9 dogruluk, %95 F-skor ve %95,3 AUC degerleri ile RT algoritmasi
ile elde edildigini gostermistir.

Literatiirde yapilan benzer ¢alismalardan elde edilen bulgular ile bu tez
calismasindan elde edilen sonucglar Tablo 6.1°de verilmistir. Tablo 6.1°deki sonuclar
incelendiginde, calisilan tiim performans Olciitlerinde en iyi basarimin bu tez
calismasinda elde edildigini gostermektedir. Elde edilen bulgular, ¢alismamizin ayni
simiflandirma algoritmalar1 kullanan ¢alismalardan bile daha yiiksek bir siniflandirma
performansia sahip oldugunu ortaya koymaktadir. Bunun nedeninin kullanilan veri

setlerinin ve igeriklerinin farkli olmasindan kaynaklandigi diisiiniilmektedir.

Tablo 6.1. Elde edilen sonuglarin literatiideki sonuglarla karsilastiriimasi

Iél:ﬁ;z::;arl Algoritma Dogruluk | Duyarhlik | Kesinlik | Segicilik | F-Skor AUC
o LR %82,1 9%88,3 - %81,5 - %83,9
eng vd.

2022

RO %81,2 %87,5 - %80,6 - %82,5
g’zr;ar vl | kNN %91,4 - - - - -
fg‘z""; vd- | sym %7225 | %8214 - %71,69 - %79,26
o | o | w0 | - | - | - |
;)azsslm vd. SVM - - - - - %93,4
Tao vd. LR/SVM/RT/ .
2022 K-NN ; ) ] ] ] 079
goazdzav vd. RT %75 %85 - - - %79,7
I2_5£/7d RO . . - - - %091,7
I;fsmamlz SVM 9%99,9 %100 %99,8 | %99,8 | %99,9 | %99,9
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RO %98 %96,4 %99,8 %99,8 %98,1 %100
k-NN %97,1 %94,9 %99,8 %99,8 %97,3 | %974
LMT %96,1 %92,9 %99,8 %99,8 %96,2 | %97,7
MLP %95,2 %92,2 %98,8 %98,7 %954 | %97,3
RT %94,9 %90,5 %100 %100 %95 %95,3

Klinik ¢alismalarda ve literatiirde erken mortaliteyi 6ngdrmenin en Onemli
bagimsiz parametreleri; ileri yas, yiiksek killip derecesi, yiliksek kalp hizi, diisiik sistolik
kan basinci, anterior infarkt lokalizasyonu oldugu belirlenmistir (Lee, K. L., vd., 1995;
Morrow, D. A., vd., 2000). Literatiirde yer alan bu bilgiler dogrultusunda, 6liime eslik
ettigi ifade edilen bu en 6nemli 5 bagimsiz parametre dikkate alinarak artirilmig veri
setine smiflandirma testleri yapilmistir. Algoritmalarin dogruluk, F-skor ve AUC
degerleri dikkate alinarak yapilan karsilastirmada; en iyi performansin yine onceki
testlerde oldugu gibi SVM (%97.4 dogruluk, %97,5 F-skor ve %97,6 AUC) ve RO
(%94,6 dogruluk, %94,8 F-skor ve %99,6 AUC) algoritmalari ile elde edildigi ve bu
performansi sirastyla k-NN, RT ve LMT algoritmalariin takip ettigi gorilmiistiir.

Elde edilen bu sonuglar kiyaslandiginda, veri setinde yer alan hastalara ait toplam
38 parametre yerine literatiirde erken mortaliteye neden oldugu belirtilen sadece en
onemli 5 parametre kullanilarak, benzer siniflandirma performansinin daha az hesaplama
yiikiiyle ve daha kisa siirede elde edilebilecegi gozlemlenmistir. Elde edilen bu sonucun,
literatiirde yer alan, klinik ¢alismalarda erken mortaliteyi ongdrmenin en 6nemli bagimsiz
parametreleri; ileri yas, yiiksek killip derecesi, yiiksek kalp hizi, diigiik sistolik kan
basinci, anterior infarkt lokalizasyonu oldugu gercegiyle ortlismesi bakimindan c¢ok
Oonemlidir.

Yapilan bu ¢alisma bizlere gostermistir ki, saglik alanindaki birgok uygulamada
saglik personelinin teshis ve yorumlama siirecleriyle beraber yapay zeka destekli bir karar
destek stirecini de kullanmasi artik vazgegilmez olacaktir. Bu yontemlerin, kalp krizi,
kanser vb. bircok farkli saglik alaninda kullaniminin giinden giine artarak hastaliklarin
tanisinda ve erken teshisinde 6nemli bir role sahip olacagi dngdriilmektedir. Giiniimiizde
biyomedikal alanda yapay zeka algoritmalar1 kullanilarak birgok proje yapilmaktadir.
Saglikta yapay zeka uygulamalarinin bizlere karar verme ve uygulama noktasinda elimizi

giiclendirecek argiimanlar sunmaya devam edecegi kaginilmazdir. Bu tez ¢alismasinda
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elde ettigimiz sonuglar, literatiirde mevcut benzer calismalara paralel olarak, makine
ogrenme algoritmalarinin yliksek dogrulukta siniflandirma performansina sahip oldugunu
ve ST-segment elevasyonlu miyokart enfarktiisii (STEMI) hastalarmin hastane igi
mortalite riskini tahmin etmede ¢ok etkili ve gilivenilir bir karar destek mekanizmasi
oldugunu gostermektedir.

Bu ¢alisma kapsaminda STEMI hastalarinda hastane-igi mortalite risk tahmini
yapilmis olup, 30-giinliik ve 1-yillik mortalite risk analizinin ileri bir ¢alisma olarak
yapilmasinin faydali olacag diisiiniilmektedir. Bununla birlikte, bu ¢calismada kullanilan
ML algoritmalarinin literatiirde kullanilan erigilebilir veri setlerine de uygulanarak,
algoritmalarin tahminleme performanslarinin kyaslanmasinda daha gercek¢i bir

degerlendirme imkani sunacagi 6ngoriilmektedir.
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