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OZET

YUKSEK LiSANS

YENi PAP SMEAR VERI SETiyKULLANILARAK DERIN OGRENME iLE
RAHIM AGZI KANSERI TESHISI

Basak OZTURK

Konya Teknik Universitesi
Lisansiistii Egitim Enstitiisii
Bilgisayar Miihendisligi Anabilim Dah

Damisman: Prof.Dr. Halife KODAZ
2022, 60 Sayfa

Jiiri
Prof.Dr. Halife KODAZ
Prof.Dr. Harun UGUZ
Dr.Ogr. Uyesi Onur INAN

Rahim agzi1 kanseri tiim diinyada kadinlarda en ¢ok goriilen kanser tiirlerinden biridir. Erken tani
ile ¢ok daha iyi kontrol altina alinabilen kanser tiiriidiir. Diizenli olarak yapilacak tarama testleri ile kontrol
edilmelidir. Servikal kanser taramast igin en eski ve en yaygin tarama ydntemi pap smear testidir. Pap smear
testinin analizi ve yorumlanmasi ¢ok zaman alan, mesakkatli ve zor bir istir. Bu islemi otomatik hale
getirebilmek igin bircok otomatik sistemler gelistirilmistir. Bu ¢alismanin amaci servikal hiicrelerin
smiflandirilmast ¢alismalarinda kullanilmak iizere yeni, giincel ve klinik standartlara uygun verilerden
toplanmis dogal bir goriintii kiimesi saglamaktadir. Bu amagla Bethesda sistemine uygun 4939 veriden
olusan alt1 simifli bir veri seti olusturulmustur. Olusturulan bu veri seti lizerinde ResNet50, VGG16,
DenseNet121 ve bir CNN modeli egitilmis ve sonuglari karsilastirilmigtir. VGG16 modeli %88 dogruluk

orani ile en iyi sonucu elde etmistir.

Anahtar Kelimeler: Derin Ogrenme, Pap Smear Simiflandirma, Rahim Agz1 Kanseri, Veri
Seti Olusturma



ABSTRACT

MS THESIS

CERVICAL CANCER DIAGNOSIS BY DEEP LEARNING USING NEW PAP
SMEAR DATASET

Basak OZTURK
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Department of Computer Engineering

Advisor: Prof.Dr. Halife KODAZ
2022, 60 Pages
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Cervical cancer is one of the most common types of cancer in women all over the world. It is a
type of cancer that can be controlled much better with early diagnosis. It should be checked with regular
screening tests. The oldest and most common screening method for cervical cancer screening is the pap
smear test. The analysis and interpretation of the Pap smear test is a time consuming, arduous and difficult
task. Many automated systems have been developed to automate this process. The aim of this study is to
provide a natural set of images collected from new, current and clinical standard data for use in studies of
classification of cervical cells. For this purpose, a six-class data set consisting of 4939 data in accordance
with the Bethesda system was created. ResNet50, VGG16, DenseNet121 and a CNN model were trained

on this data set and the results were compared. The VGG16 model achieved the best result with an accuracy

rate of 88%.

Keywords: Cervical Cancer, Data Set Creation, Deep Learning, Pap Smear Classification
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SIMGELER VE KISALTMALAR

Kisaltmalar

AE : Otomatik Kodlayicilar

ASC-H : Atipik skuaméz hiicreler, yiiksek dereceli lezyonun ekarte
edilemez

ASC-US : Atipik skuamoz hiicreler, 6nemi belirsiz

BS ; Bethesda Sistem

CNN ) Evrisimli Sinir Aglar

CRIC : Hiicre Tanima ve Teftis Merkezi

DL ) Derin Ogrenme

FP : Yanlis Pozitif

FN ) Yanlis Negatif

GAN : Uretken Cekismeli Ag

GCN ; Grafik Evrisimli Ag

HSIL : Yiiksek dereceli skuamdz intraepitelyal lezyon

HPV ; Human Papilloma Viriis

KNN : K-En yakin Komsu

LBC : S1vi Bazli Sitoloji

LSIL : Diisiik Dereceli Skuaméz Intraepitelyal Lezyon

LR : Logistic Regression

ML ) Makine Ogrenmesi

MLP : Cok Katmanl Algilayici

NILM ; Intraepitelyal malignite icin negatif

RBM : Sinirl Boltzmann Makineleri

RGB : Kirmizi, Yesil, Mavi

RF : Rastgele Orman

RNN ) Tekrarlayan Sinir Aglar

SCC : Skuamoz hiicreli karsinom

SGD ) Stokastik Gradyan Inis

SVM : Karar Destek Makineleri

TP : Gergek Pozitif

TN ) Gergek Negatif

WSI ) Tam Slayt Goriintii



1. GIRIS

Klinik uygulamada kullanilan manuel patolojik gézlemler, siireci sikici ve zaman
alic1 hale getiren displastik niikleer degisiklikleri gorsellestirmek igin tam bir slayt
goriintiisiinde binlerce hiicre ¢ekirdeginin ayrintili analizini gerektirir (Hussain ve ark.,
2020 a). Bir patolog tarafindan manuel olarak yapildiginda Pap smear goriintiilerinden
serviks kanserinin sinif tanimlamasi ve miktarinin belirlenmesi sikici, hataya acik, zaman
alic1 ve sahsi yargilarini igeren bir siiregtir (Bora ve ark., 2017). Gelisen teknoloji ile
birlikte uzman doktorlarin is yiikiinii hafifletmek, onlara yardimci, manuel tarama
uygulamasin1 gelistirmek, smear hiicrelerini otomatik olarak simiflandirabilmek igin
makine 6grenme (ML) ve derin 6grenme (DL) tabanli gesitli bilgisayar destekli
calismalar ortaya konulmustur.

Bu calismalar icin gereken modellerin gelistirilmesi ve egitilmesinde gercek
diinyadaki klinik kurumlardan toplanan hastane tabanli veriler, tibbi arastirmalarda ¢ok
onemlidir. Kamuya agik bir kiyaslama veri seti, yeni algoritmalarin gelistirilmesi ve
sonuclarin karsilagtirilmasi i¢in bir temel saglarken, gelistirilen algoritmanin bolgesel
baglamda miimkiin oldugunca fazla dogrulukla ¢alismas1 gerekir. Bu ¢alismanin amaci
yeni, giincel ve Bethesda Sistemi (BS) ‘ne uygun bir veri seti olusturarak, bu veri setinde
DL tabanli ¢ok smifl1 bir kanser teshis sistemi olusturmaktir. Yeni olusturulacak veri seti
ile gelistirilecek modellerin egitiminde, kiyaslanmasinda literatiire katki saglanacaktir.

Bu tez calismasinin literatiire katkilar1 asagidaki sekilde 6zetlenmistir. ilk olarak
servikal hiicrelerin siniflandirilmasi ¢alismalarinda kullanilmak iizere yeni, giincel ve
klinik standartlara uygun verilerden toplanmis dogal bir goriintii kiimesi saglamaktadir.
Ikinci olarak literatiirde servikal hiicre siniflandirmalarinda kullanilan halka agik veri
setlerinin hakkinda detayli bir analiz saglamaktadir. Son olarak literatiirde siklikla
kullanilan DL modelleri ve transfer 6grenme yoOnteminin bu veri seti lizerinde

uygulamasini sunmaktadir.
1.1. Tezin Organizasyonu

Tez bes boliimde organize edilmistir, bu boliimlerin igerigi ve detay1 asagida
siralanmuistir.
Birinci boliimde DL ve servikal hiicre analizi zorluklarindan, modellerin gelisimi

i¢in veri seti oneminden ve ¢alismanin temel amacindan kisaca bahsedilmistir.



Ikinci boliimde literatiire yonelik kaynak arastirmast iki baslikta incelenmistir. Tlk
baslikta daha dnce olusturulan pap smear veri setleri tamitilmis ve incelenmistir. Ikinci
baslikta ise gegmiste rahim agzi kanseri analizine yonelik DL uygulamalari arastirilmistr.
Gelistirilen modeller ve kullanilan veri setlerinden bahsedilmistir.

Ucgiincii boliimde materyal ve yontem dért baslik altinda ele alinmustir. Ilk baslikta
rahim agzi1 kanserinin énemi ve 0liim oranlari, kanser teshisi i¢in kullanilan pap smear
testi ve bu testin standardizasyonunu saglayan BS hakkinda bilgi verilmistir. Pap smear
hiicre siniflandirmalar1 detaylandirilmustir. Ikinci baslikta DL yoéntemi detaylari ve
katmalar anlatilmistir. Ugiincii kisimda literatiirde daha 6nce olusturulan veri setleri
hakkinda detayli bilgi verilmistir. Son kisimda ise DL modellerinin performans
degerlendirme 6l¢iitlerinden bahsedilmistir.

Doérdiincti bolim arastirma sonucglart ve tartisma bashigr altinda iki kisimda
incelenmistir. Ik kisimda tez kapsaminda olusturulan veri seti detaylandirilmis ve yine
bu yeni olusturulan veri seti lizerinde literatiirde bazi popiiler DL modelleri ve bu tez
kapsaminda olusturulan bir Evrisimli Sinir Agi (CNN) modeli uygulanmistir. Bu
modellere ait deneysel sonuglar verilmistir. Ikinci kisimda olusturulan yeni veri seti ve
uygulanan model performanslari detayli bir sekilde analiz edilmistir.

Besinci boliim sonug ve oneriler boliimiidiir. Bu boliimde tez kapsaminda yapilan
calismalarin sonuglar1 degerlendirilerek ¢alismanin gelistirilmesi adina gelecege yonelik

Oneriler verilmistir.



2. KAYNAK ARASTIRMASI

Literatiir taramas1 boliimii iki kistmda olusmaktadir. Tlk kisimda literatiirdeki pap
smear veri setleri incelenmis, agik kaynak olarak paylasilan veri setleri tanitilmistir. Ikinci
kisimda ise bu veri setleri lizerinde gelistirilmis modellerden ve uygulanan veri artirma

yontemlerinden bahsedilmistir.
2.1. Literatiirdeki Veri Setleri

Jantzen ve caligma arkadaslari tarafindan gelistirilen Herlev veri seti 2005 yilinda
Herlev Universite Hastanesi'nde 917 pap smear goriintiisiinden elde edilmistir. Bu
goriintiilerden uzman patologlar tarafindan hiicreler manuel olarak elde edilmis ve 7
smiftan birine siniflandirilirmigtir (Jantzen ve ark., 2005). Siniflandirilan hiicre tiirleri ve
sayica dagilimlar1 Cizelge 3.1’de belirtilmistir. Veri seti, goriintiilerin her birinde
cekirdek, sitoplazma ve arka planin konumunu isaretleyen maskeler icerir. Pap smear
goriintii caligmalarinda en ¢ok kullanilan veri setlerinden biridir (Zak ve ark., 2022).

Plissiti ve arkadaglar1 tarafindan gelistirilen SIPaKMeD veri tabani uzman
doktorlar tarafindan hiicreleri 5 kategoride manuel olarak elde edilen tekli hiicrelerden
olusturulmustur. 966 WSI goriintiilerinden toplam 4049 hiicre goriintiisii elde etmislerdir.
Aragtirmacilar yaptiklar1 calismada bu hiicreler i¢in 26 6zellik ¢ikarimi yapmislardir
(Plissiti ve ark., 2018). Cizelge 3.1°de bu veri setine ait 5 kategori ve bu kategorilere ait
hiicre sayis1 gosterilmistir.

Phoulady ve Mouton ThinPrep LBC bazli 93 slayttan 3 kategoride toplam 2705
ornegi manuel olarak ayirmislardir. BS e uygun gercek verilerden olusturduklar: bu veri
setine ait detaylar Cizelge 3.1°de gosterilmistir (Phoulady ve Mouton, 2018).

Mendeley veri seti Gauhati T1p Fakiiltesi ve Hastanesi'nin Kadin Hastaliklar1 ve
Dogum boliimiinde SurePath Prep LBC yontemi ile elde edilmistir. Bu goriintiiler patoloji
boliimil uzmanlari tarafindan 4 sinifa (Cizelge 3.1'de detaylandirilmistir) ayrilmis toplam
963 goriintiiden olugmaktadir. Calismada goriintiiler BS sistemine uygun olarak
simiflandirilmistir (Hussain ve ark., 2020 c).

CRIC veritabani, Hiicre Tanima ve Teftis Merkezi (CRIC) platformu tarafindan
400 WSI goriintiisii tizerinden manuel olarak siniflandirilmis 11534 hiicre icermektedir.
Pap smear 6rnekleri Brezilya'nin Gilineydogu bolgesi kadin hastalarindan toplanmis Ouro
Preto Federal Universitesi Eczaciik Okulu Sitoloji Laboratuvarinda islenmistir.

Geleneksel sitoloji yontemi kullanilarak elde edilmis goriintiiler BS'e uygun olarak



simiflandirilmistir (Rezende ve ark., 2021). Cizelge 3.1'de sinif detaylari verilmis olan

veri seti aranabilir bir web platformu sunmaktadir.
2.2. Rahim Agz1 Kanseri Teshisine Yonelik Literatiirdeki Calismalar

Son zamanlarda sitolojik goriintii analizi yoluyla rahim agzi kanseri ile ilgili
olarak hiicre goriintii segmentasyonu, siiflandirma ve siralama gibi iglevler igin DL’nin
kullanilmasi lizerine yakin zamanda ¢ok fazla yontem gelistirilmistir. Bu yontemler, ikili
(normal ve anormal) ve ¢ok degiskenli (BS’e gore siniflandirmalar) tahmin kullanilarak
tek hiicreli, ¢ok hiicreli ve tiim slayt goriintiileri (Whole Slide Imaging) diizeyinde
otomatik siniflandirma ve hiicre segmentasyonu yapmak i¢in kullanilabilir.

Semantik segmentasyon teknikleriyle biyomedikal goriintiilerdeki hiicrelerin
onemli 6zellik bilgilerinin ¢ikarilmasi, hastalik teshisi ve prognozu i¢in otomatik analizini
kolaylastirir. Zhao ve arkadaslari, servikal sitoloji gériintiilerinin hem ¢ekirdeklerini hem
de sitoplazmasini dogru bir sekilde bdliimlere ayirmak i¢in U-sekilli bir yapiya sahip yeni
bir hafif agirlikli 6zellik dikkat ag1 (LFANet) adin1 verdikleri modeli gelistirmislerdir.
Hem ¢ekirdek hem de sitoplazma bdlgelerini dogru bir sekilde ayirabilmek ve daha fazla
ozellik c¢ikarabilmek icin spesifik olarak, hafif agirlikli bir 6znitelik ¢ikarma modiilii,
derinlemesine ayrilabilir konvoliisyon, artik baglant1 ve dikkat mekanizmasi ile birleserek
girdi goriintiilerinin ¢ok sayida Ozelligini ayiklamak i¢in bir kodlayict olarak
tasarlanmistir. LFANet’ in segmentasyon etkisi, Herlev veri seti iizerinde egitmis ve
ardindan modeli tim WBC veri seti 1, WBC veri seti 2 ve Warwick-QU veri setinin test
seti tizerinde degerlendirmislerdir. Deneysel sonuglar ile, LFANet modelinin ti¢ bagimsiz
veri setinde en son teknoloji performansi elde ettigini, modelin karmagik goriintiilerin
birden ¢ok nesneyle boliimlenmesini de sagladigini desteklemislerdir (Zhao ve ark.,
2022).

Smiflandirma c¢alismalarindan birinde Karasu ve arkadaslart pap smear
goriintiilerinin siniflandirilmast icin 8 DL modeli egitmislerdir. Yaptiklar1 ¢alismada pap
smear hiicrelerini 4 farkli kategoride siniflandirmiglardir. Veri setinin yetersiz ve
dengesiz bir dagilima sahip oldugunu diisiinerek veri artirma yontemleri uygulamislardir.
Olusturulan 8 modelin sonuglar1 karsilastirildiginda tim modeller %90'in {izerinde
dogruluk elde ederken ResNetl01 %92.65 ile en yiiksek dogrulugu elde etmislerdir
(Karasu Benyes ve ark., 2022).



Zak ve arkadaslar1 ¢ok sinifli siniflandirma goérevinde CNN'lerin siniflandirma
dogrulugunu artiracak Uretken Cekismeli A§ (GAN) ile yapay olarak veri kiimesi
bliylitme yaklagimi sunmuslardir. Olusturulan model ile belirli bir smifin orijinal
goriintiilere klasik yontemlerden daha ¢ok benzeyen yapay goriintiileri iiretilmistir.
Deneysel sonuglara gore veri setinin genisletilmesinin, siniflandirma gorevlerinde tiim
egitimli CNN'lerin (VGG16, InceptionV3, ResNet50, DenseNet121) Herlev Pap smear
veri kiimesinden orijinal veri kiimesiyle egitilen modele kiyasla %12,9'a kadar artirdigini
tespit etmislerdir. Calismada agiklanan sonuglara gore, GAN ile veri artirmanin orijinal
goriintii veri kiimelerindeki veri kitlig1 sorununun iistesinden gelmek icin gecerli bir
yaklagim oldugunu gostermistir. VGG16, test edilen CNN'ler arasinda en iyi
siiflandirma sonuglarini gostermis ve AUC degerleri, CNN'lerden birkagini birlestiren
bir topluluk ¢oziimiiniin, VGG16’dan daha iyi siniflandirma sonuglar iiretebilecegine
isaret etmistir. Arastirmacilar ¢alismanin yar1 otomatik patoloji destek sistemlerinin
gelistirilmesinde ¢ok 6nemli bir adim oldugunu vurgulamislardir (Zak ve ark., 2022).

Pap smear hiicre goriintiilerinin otomatik olarak algilanmasimi ve dort farkl
durumda siniflandirilmasi i¢in Sellamuthu Palanisamy ve arkadaslari ikili aga¢ karmasik
dalgacik doniisiimiic (DTCWT) tabanli modifiye edilmis derin 6grenme mimarisini
onermislerdir. Onerilen bu calisma, Pap smear hiicre gériintiilerinin otomatik olarak
siniflandirilmasi i¢in veri artirma modiili, DTCWT modiilii ve CNN modiiliinden
olugmaktadir. Veri seti drneklerini iyilestirmek i¢in veri bilyiitme siirecinde kesme ve
¢evirme islevleri kullanilarak zenginlestirilmistir. Ardindan, veri artirtlmis gortintiilerin
uzamsal piksel davranisi, alt bant katsayilarini matris formatinda olusturan DTCWT
kullanilarak ¢ok modlu matrise aktarilir. Bu matris, kaynak pap smear hiicre goriintiisiinii
dort sinifa ayiran ResNet 18 kullanilarak egitilir ve siniflandirilir. Gelistirilen bu yontem,
Herlev veri setinde test edilmis ve pap smear tespit indeksi (PDI) yaklasik %99 olarak
elde edilmistir (Sellamuthu Palanisamy ve ark., 2022).

Rohit ve Soham servikal hiicre siniflandirmasi i¢in Genetik Algoritma (GA) adi
verilen evrimsel bir metasezgisel algoritma ile birlikte DL modeli kullanmiglardir. Bu
calismada kapsaminda hiicre ve ¢ekirdek boliitleme basli basina karmasik ve zahmetli bir
1s oldugundan ve boliitleme gorevinin performanst dogrudan siiflandirma performansini
etkilediginden bu calismada boliitleme kullanmamiglardir. Goriintiilerden derin 6zellikler
¢ikarmak i¢in 6nceden egitilmis GoogLeNet ve ResNet-18 kullanmas, ¢ikarilan 6zellikler,
son simiflandirma i¢in Destek Vektor Makineleri (SVM) smiflandiricisi ile birlestirilen

ozellik secimi i¢in bir Genetik Algoritma kullanilarak optimize etmislerdir. Secilen



Ozellikler daha sonra nihai tahminleri hesaplamak i¢in siniflandiricilara beslenmistir.
Calismada gelistirilen model genel olarak kullanilan iki pap-smear veri seti, Mendeley
LBC veri seti ve SIPaKMeD Pap Smear veri seti (2-sinifli bir problem ve 5-sinifli bir
problem olarak ortaya koyan iki farkli sekilde) tizerinde degerlendirilmistir (Kundu ve
Chattopadhyay, 2022). Ching-Wei ve arkadaslari, pap smear orneklerinin tiim slayt
goriintiilerinde tam otomatik servikal lezyon analizine yonelik ilk c¢alismay1
gerceklestirmislerdir. Calismada kullanilan tam slayt goriintiileri, Tayvan Tri-Service
Genel Hastanesi, Patoloji Departmaninin doku bankasindan BS 2014' e uygun sekilde
elde etmislerdir. Bu veri seti 143 hastaya ait alt1 farkli siniftan 143 tam slayt
goriintlisiinden olusan bir veri kiimesidir. Model egitimi ve degerlendirmesinde slayt
goriintiilerinin tamami rastgele %68 egitim ve %32 test olmak iizere iki kiimeye
ayrilmustir. Onerdikleri modelin egitimi i¢in dnceden egitilmis VGG16 modeli kullanarak
baslatip, U-net19 ve SegNet20 modelleri ile kiyaslamislardir. Onerdikleri VGG16 tabanli
modelde stokastik gradyan inis (SGD) optimizasyonu ve c¢apraz entropi kaybi
fonksiyonunu kullanmiglardir. Calisma siiresi analizine gore, O6nerilen yontemin bir tiim
slayt goriintiiyii islemesi yalnizca 210 saniye siirmils ve sirasiyla U-Net'ten 20 kat ve
SegNet'ten 19 kat daha hizli sonuglar elde etmistir. Onerilen yontem ile degerlendirme
metriklerine gore yliksek hassasiyet 0.93, geri ¢agirma 0.90, F-6l¢iisii 0.88 ve Jaccard
indeksi 0.84 ile basarili bir model sonucu elde etmislerdir. Sonug¢ olarak, rahim agzi
kanseri vakalarinin kapsamli taramasi i¢in diinya ¢apinda pratik klinik kullanim i¢in
gecerli bir model onermislerdir (Wang ve ark., 2021).

Jun ve arkadaslari ¢caligma ile Grafik Evrisimli Ag (GCN) dayali yeni bir servikal
hiicre siniflandirma yontemi sunmuslardir. Bu yonteme gore somut olarak servikal hiicre
goriintiilerinin tim CNN Ozellikleri kiimelenir, goriintiilerin ig¢sel iligkileri, kiimeleme
yapisina gore Onceden ortaya c¢ikarilabilir. Sonrasinda kiimeler arasinda var olan temel
korelasyonlar1 daha fazla yakalamak i¢in bir grafik olusturulmustur. Grafigin her
diigiimii, bir kiimeleme merkezi ile karakterize edilmistir ve kenarlar, merkezlerin
benzerliklerini karakterize etmistir. Diigiim ozellikleri ve digiimlerin karsilik gelen
bitisiklik iliskisi daha sonra, katman diizeyinde mesaj iletimi yoluyla diiglimlerin iliskiye
duyarli gosterimini 6grenmek icin GCN'ye beslenir. GCN o6zellikleri nihayet CNN
ozelliklerinin ayirt edici yetenegini gelistirmek igin dahil edilmistir. Onerilen ydntem,
SIPaKMeD ve Motic servikal hiicre goriintiisii veri seti lizerinde degerlendirilmistir (Shi

ve ark., 2021).



Aditya Khamparia ve arkadaslari, pap smear goriintiilerinde rahim agzi kanserinin
tespiti ve siniflandirilmasi igin yeni bir saglik nesnelerinin interneti (IloHT) odakli derin
O0grenme cercevesi Onermislerdir. Transfer 6grenmenin uyguladiklart CNN modelini K-
en yakin komsu, Naif Bayes, lojistik regresyon, rastgele orman ve destek vektor
makineleri gibi farkli geleneksel makine Ogrenme teknikleri ile birlestirmislerdir.
Onerdikleri modelde servikal hiicrelerin ikili siiflandiriimasi (normal, anormal) icin
yogun ve diizlestirilmis katmana beslenen InceptionV3, VGG19, SqueezeNet ve
ResNet50 gibi dnceden egitilmis CNN modelleri kullanilarak servikal goriintiilerden
ozellik ¢ikarimi gergeklestirip modelin Herlev veri seti iizerinde degerlendirmislerdir.
Onerilen yaklasim, kesinlik, duyarlilik, F1-skoru, egitim-test siiresi ve destek
parametrelerini analiz edilerek dogrulamislardir. Sonuglara gore, ozellik ¢ikariminda
onceden egitilmis model ResNet50 modelinin kullanildigit CNN yapasi etkili ve giivenilir
hastalik tespiti ve siniflandirmasi i¢in rastgele orman siniflandiricisinin dahil edilmesiyle
%97,89’luk daha yiiksek siniflandirma oranina ulagtigi sonucuna varmiglardir. Bu modeli
egitmek i¢in gereken minimum egitim siiresi ve test siiresi sirastyla 0,032 ve 0,006 saniye
olarak ol¢iilmiistiir (Khamparia ve ark., 2020).

Wang ve arkadaslari, servikal sitolojik goriintiilerin sayis1 siirli oldugundan, pap
smear goriintiilerinin siniflandirilmasi i¢in PsiNet-TAP olarak adlandirilan, adaptif bir
budama derin transfer 6grenme modeli otomatik bir servikal smear goriintii teshisine
yonelik siniflandirma sistemi Onermiglerdir. Sinirli sayida goriintli nedeniyle, sifirdan
egitilmis bir modelden daha iyi genellestirilmis olan 6nceden egitilmis modeli elde etmek
igin transfer Ogrenmeyi destekli model tasarlamiglardir. Budama kriteri ve kayip
fonksiyonuna gore, hiyerarsi, filtre ve 6zellik haritasinin etkileri kapsamli bir sekilde ele
alinmis ve uyarlamali budama gerceklestirilerek model daha verimli hale getirilmistir.
PsiNet-TAP, 389 servikal Pap smear goriintiisii izerinde test edilmistir. Elde ettikleri
%98’den fazla dogruluk degeri ile Onerilen PsiNet-TAP modelinin servikal hiicre
goriintiileri icin miikemmel siniflandirma performansi elde edebildigini gostermislerdir
(Wang ve ark., 2020).

Kuko ve Pourhomayoun servikal sitoloji alanindaki ulagilabilir veri setlerinin
manuel olarak 6nislem gormiis, fazla basit, kesilmis ve yeniden boyutlandirilmis olmasi
nedeniyle makine ve DL modellerine ve ger¢ek diinya uygulamalarina uygun olmadigini
belirtmisler ve kendi veri setlerini olusturmuslardir. Giiney Kaliforniya Saglik
Merkezinden toplanan 104 smear camindan elde edilen 13677 hiicre goriintiisiinden

olusan bir veri seti olusturmuslardir. Manuel olarak uzmanlar tarafindan BS’e uygun



sekilde siniflandirmiglardir. Bu veri seti ile egittikleri ConvNet modeli ile %91,63,
Ensemble learning modeli ile %90,37 dogruluk degerine ulasmislardir (Kuko ve
Pourhomayoun, 2020).

Akyol ve Altun, kanser teshisine yonelik yaptiklar1 ¢alismada Herlev veri seti
tizerinde cesitli ML modelleri uygulayarak, elde edilen sonuglart karsilastirmislardir.
Uyguladiklart ML yontemleri; Support Vector Machines (SVM), Naive Bayes, Random
Forest (RF), Multilayer Perceptron (MLP), Logistic Regression (LR), K-Nearest
Neighbor (KNN) yontemleridir. Bu yontemlerden elde edilen modellerin dogruluk
degerleri %83 ila %92 arasinda oldugunu belirtmislerdir (Akyol ve Altun, 2020).

Yilmaz ve arkadaslar1 Herlev veri seti pap smear goriintiileri kullanilarak normal
ve anormal servikal hiicrelerin siiflandirilmasi icin makine ve DL teknikleri lizerine
yaptiklar1 ¢aligma ile CNN modelinin geleneksel ML modellerinden daha iyi sonuca
sahip oldugunu gostermislerdir (Yilmaz ve ark., 2020).

Wang ve arkadaslari calismalarinda WSI iizerinde bir ¢alisma yapmustir.
Calismada DL yontemlerinden yararlanmiglar ve WSI gibi biiytik bir veriyi islemek i¢in
goriintii ilk once kiiclik pargalara ayrilmis ve pargaya ayrilmis bu bolgelerden patolojik,
genomik ve klinik degiskenlerle iliskili 6zellik ¢ikarimi yapmuslardir. Ug vaka iizerinden
stireci gostermislerdir (Wang ve ark., 2019).

Mousser ve Ouadfel ¢aligmalarinda 3 asamali bir metot uygulamislardir. Veri
setindeki resimlere ilk olarak VGG16, InceptionV3, VGG19, ResNet50 metotlari ile veri
arttirma islemleri sonrasinda ise Ozellik ¢ikarimi yapilmistir. En son asamada ise
hiperparametre optimizasyonu ve smiflandirict uygulanmistir. Herlev veri seti
kullanilmistir. ResNet50 ile %89,22, InceptionV3 ile %71,99, VGG16 ile %71,05,
VGG19 ile %70,60 dogruluk degeri elde edilmistir (Mousser ve Ouadfel, 2019).

Flavio Arafijo ve arkadaslari CNN kullanarak geleneksel pap smearlerin
sayisallastirilmis goriintiilerinden anormal hiicreleri segmentlere ayiran bir metodoloji
sunmuslardir. Onerilen model hem serbest duran hem de anormal hiicre kiimelerini iist
iiste binen yiiksek boliimlere ayirabilir ve ayrica nédtrofillerin, giiriiltiiniin ve artefaktlarin
varligma kars1 dayaniklhidir. Adim sayist 1, 5x5 ve 3x3 boyutlarinda 64 filtreli, sifir
dolgusuz ve aktivasyon fonksiyonu ReLU olan iki konvoliisyonel katmani, adim sayis1 2
ve 2x2 boyutunda iki maksimum havuzlama katmani ardindan 382 ve 192 noronlu iki
tam baglantili katmanindan olusan LeNet mimarisini kullanmiglardir. Son katmanda ise
siiflandirict olarak iki c¢ikish softmax kullanilmistir. Onerilen CNN modeli yalnizca

anormal hiicreleri segmentlere ayirmak {izere egitildigi i¢in hesaplama maliyeti diisiiktiir.



Onerilen model, daha dogru (MAP=0,936) ve zaman tiiketimi acisindan diger
algoritmalardan daha hizli (goriintii basina yaklasik 4,75 saniye ile) performans
gostermistir (Aragjo ve ark., 2019).

Bora ve arkadaslar calismalarinda veri seti olarak Herlev veri seti ve 1611
ornekten olusan kendi topladiklart veri setini kullanmiglardir. AlexNet CNN modeli ile
ozellik ¢ikarim islemi uygulamis ardindan maksimal bilgi sikistirma benzerlik 6l¢iitii ile
Ozellik se¢imi yapilmistir. LS-SVM ve Softmax Regresyon smiflandiricilar ile
siniflandirma islemi uygulanmustir. Ozellik se¢imi uygulanmadan &nce kendi veri
setlerinde %95,88 Herlev veri setinde %85,77 ile 2 level Logistic’te almislardir. Ozellik
secimi uygulandiktan sonra kendi veri setinde %99,32 ile 2 level Logistic’te, Herlev veri
setinde % 94.61 ile 2 level LSSVM’ de almislardir (Bora ve ark., 2016).

Kale ve arkadaslari, otomatik kanser teshisine yonelik yaptiklar1 ¢alismada
¢ekirdek ve sitoplazma boliitlenmesini temel almiglardir. Cekirdek iizerinde isaret esasli
¢evrebilimsel havza boliitleme algoritmasini ve balon dis kuvvetini kullanan aktif ¢evrit
modelini kullanmislardir. Bu modelleri Herlev veri seti iizerinde uygulayarak elde edilen
sonuclar1 bagil uzaklik hatasi ile karsilastirmislardir. Isaret esashi havza boliitlemesi
cekirdek kenarlarinda yiiksek gradyana sahip goriintiiler i¢in, balon modeli uygun
parametrelerle diisiik gradyana sahip ¢ekirdek kenar1 ve ¢ekirdek ¢evresi giiriiltiiye karsi

iyi sonuglar elde ettigi belirlenmistir (Kale ve ark., 2009).
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3. MATERYAL VE YONTEM

Materyal ve yontem boliimii dort ana basliktan olusmaktadir. 11k baslikta rahim
agz1 kanserinin onemi ve 6liim oranlarindan, kanser teshisi i¢in kullanilan pap smear
testinden, test orneklerindeki hiicre tiirlerinden, bu testin standardizasyonunu saglayan
hakkinda bilgi verilmistir. Pap smear hiicre siiflandirmalar1 detaylandirilmistir. Ikinci
baslikta DL ve transfer 6grenme yontemleri agiklanmig, CNN modelinin tanitilmis ve
temel bir CNN modelinin katmalar1 anlatilmistir. Ayrica ¢alismalarda siklikla kullanilan
bazi CNN modelleri detaylandirilmistir. Ugiincii kisimda literatiirde daha 6nce
olusturulan ve kullanilan veri setleri hakkinda detayl1 bilgi verilmistir. Son kisimda ise

DL modellerinin performans degerlendirme 6lgiitlerinden bahsedilmistir.
3.1. Rahim Agz1 Kanseri

Rahim agzi (serviks) kanseri, GLOBOCAN 2020 verilerine gore diinya iizerinde
kadinlarda goriilen tiim kanserlerin %6,5’ini olustururken, bu vakalardan kansere baglh
tim Gliimlerin %7,7’sini olusturmaktadir. Tiim diinyada yilda toplamda goriilen 604.127
yeni rahim agzi kanseri vakasinin yaklasik 310.000’i 6liimle sonuglanmistir. %56,5’1ik
oran ile diinya genelinde kadinlar arasinda en sik goriilen dordiincii kanserdir.
Ulkemizdeki tiim jinekolojik kanserler igerisinde iigiincii sirada goriiliirken, kadmn
hastalarda goriilen tiim kanserler igerisinde ise 12. sirada yer almaktadir (Globocan 2020,
2022). Rahim agzi kanseri Human Papilloma Viriis (HPV)’un neden oldugu (Gengtav ve
ark., 2012) erken tani ile ¢ok daha iyi kontrol altina alinabilen kanser tiirtidiir. Invaziv
kansere doniisebilecek oncii lezyonlarin saptanabilmesi ile hastalik tiimiiyle 6nlenebilir
(Hakverd ve ark., 2015, Aydin ve ark., 2002). Diizenli olarak yapilacak tarama testleri ile
hastalar kontrol edilmelidir. Rahim agz1 kanserinin kontroliinde birincil 6nlem HPV’ye
kars1 asilama, ikincil 6nlem kanser oncii lezyonlarin taranmasi ve tedavisi, tiglinciil onlem
ise invaziv kanser teshisi ve tedavisidir (Sung ve ark., 2021). Birgok iilke, kanser 6ncesi
hiicre degisikliklerini kansere doniismeden dnce teshis etmek amaciyla ulusal bir tarama
programi uygulamaktadir. Servikal kanser taramasi i¢in en eski ve en yaygin tarama

yontemi pap smear testidir.
3.1.1. Pap smear testi

Pap smear testi 1900’1l yillarda Dr. George Nicholas Papanicolao tarafindan

caligilmis, servikal hiicrelerin toplanarak incelenmesi esasina dayanan bir tarama testidir.
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Bu tarama testi sayesinde milyonlarca kadinin hayati kurtulmustur ve ona ithafen bu test
Pap smear seklinde adlandirilmistir (Giines, 2021).

Hastadan alinan smear hiicrelerinin érneklenmesinde 2 farkli yontem mevcuttur.
Bunlardan biri geleneksel sitoloji yontemi digeri ise bu yonteme yeni bir alternatif olan
stvi bazl sitoloji (Liquid-Based Cytology- LBC) yontemidir. Geleneksel pap smear
testinde hastadan firga yardimi ile alinan hiicre 6rnekleri hizli bir sekilde cam iizerine
yayilir ve alkol ile sabitlendikten sonra deneyimli bir patolog tarafindan klinik olarak
rutin papanicolaou boyasi ile boyanir. Bu sekilde yapilan 6rneklemelerde siiriintii
icerisindeki hiicrelerde kiimelesme, {ist iiste binme, hiicrelerde parcalanma veya kan,
mukus gibi diger kalintilarin dahil olabilmesi ile 6rneklemelerde belirsizlige veya yanlis
kararlara neden olabilir. LBC yonteminde 6rnek alindiktan sonra firga metanol bazli bir
koruyucu sivi igeren bir sisede durulanarak fir¢a iizerindeki hiicrelerin sivi icerisinde
serbest kalmasi saglanir. Bu sivi ve hiicreler, hiicreleri sividan izole etmek igin
santrifiijlenir kan, mukus ve diger kalintilardan ayrilir ve cam tizerine ince bir katman
halinde sabitlenir (Rozemeijer ve ark., 2016). LBC yontemi mikroskobik gézlemler i¢in
geleneksel yonteme gore daha temiz ve diizgiin bir slayt tiretir (Hussain ve ark., 2020 b).

Omekler c¢ogunlukla skuamodz hiicreler ve glandiiler hiicrelerden olusur.
Glandiiler hiicreler, serviksin iist kisminda, skuamoz epitel ise alt kisminda bulunur. Bu
ikisi arasinda doniisim bolgesi olarak da adlandirilan metaplastik epitel bulunur

(Marinakis ve ark., 2008).
3.1.1.1. Skuamoz hiicre

Skuamoz epitel 3 hiicre tabakasindan olusur: bazal/parabazal, intermediate tabaka
ve son olarak siiperfisyel tabaka. Sekil 3.1’de bu hiicrelerin derideki dizinleme sirasi

gosterilmistir.
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Siiperfisyel
; Hiicreler

Intermediate
> iicreler

Bazal/Parabasal
Hiicreler

Sekil 3.1. Skuam6z hiicrelerin deride dizinleme siras1 (Nayar ve Wilbur, 2015)

Siiperfisyel hiicre; servikal epitelin en dis tabakasini olusturur, olduk¢a yogun
cekirdegin (piknotik) boyutu 10-15 um?dir. Sitoplazmasi bol ve ¢ogunlukla

eozinofiliktir. Sekil 3.2°de siiperfisyel hiicreye ait drnekler gosterilmistir.
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Sekil 3.2. Siiperfisyel hiicre 6rnekleri

Intermediate Hiicre genellikle servikal epitelin orta veya ara tabakasinda
bulunur. ince taneli bir kromatin desenine sahiptir. Cekirdek, 35 um?lik bir enine kesit
alani ile siiperfisyel hiicreninkinden daha biiyiiktiir ve genellikle uzunlamasiadir (Sekil
3.3). Intermediate hiicre cekirdegi, servikal sitoloji numunelerinde diger hiicreler icin

temel boyut referansi olarak kullanilir.
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Sekil 3.3. Intermediate hiicre 6rnekleri

Bazal/Parabazal Hiicre bir servikal sitoloji Ornegindeki en az olgun
hiicrelerdendir (Sekil 3.4’te gosterilmistir). Niikleus ¢apt 50 um?‘den daha biiyiiktiir,
sitoplazmik alan daha kiigtiktiir, niikleer/sitoplazma (N/S) orani diger skuamoz hiicrelere

gore daha yiiksektir ve sitoplazmik dokusu daha graniiler ve yogundur.

E
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Sekil 3.4. Parabazal/Bazal hiicre 6rnekleri

3.1.1.2. Glandiiler hiicreler

Endoservikal Hiicre bir intermediate skuamoz hiicreden biraz daha biiytik,
ortalama 50 pm? ‘lik degisken niikleer boyutlara sahiptir. Cekirdek, kiiciik niikleollerle
birlikte ince taneli ve esit olarak dagilmis bir kromatin deseni gosterir. Sitomorfolojisi
slayttaki oryantasyonuna bagli olarak Sekil 3.5’te goriildiigii gibi yandan bakildiginda bir

“cit* goriintiisiine, iistten bakildiginda ise klasik bir “bal petegi” goriintiisiine sahiptir.
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Sekil 3.5. Endoservikal hiicre 6rnekleri

Endometriyal Hiicre niikleer kesit alanlar1 intermediate hiicreden biraz daha
kiigliktiir, daha yiiksek N/S oranlar1 sahiptir ve hiicreler ii¢ boyutlu gruplar olusturma

egilimindedir. Endometriyal hiicreye ait 6rnekler Sekil 3.6’da gdsterilmistir.

Sekil 3.6. Endometriyal hiicreler

Pap smear goriintiilerinden servikal lezyonlarin otomatik teshisi ve
siiflandirilmasi oldukga talep edilir hale gelmistir (Wang ve ark., 2021). Pap smear’in
bulunmasi, kabul gérmesi ve giinliik kullanima girmesiyle birlikte nasil raporlanacagi

sorusu giindeme gelmistir.
3.1.2. Bethesda sistemi

Pap smear testinde goriintiilerin incelenmesi ¢ok zaman alici, zorlu ve
gozlemcinin sahsi yargilarini igeren bir siirectir (Bora ve ark., 2017). Farkli patologlar ve
laboratuvarlar arasinda tek tip ve makul sekilde tekrarlanabilir olmali ve ayrica ¢ok ¢esitli
laboratuvar ortamlarina ve cografi konumlara uyarlanabilecek kadar esnek olmalidir. Bu
dogrultuda 1988 yilinda Amerikan Ulusal Kanser Enstitiisii tarafindan Maryland
eyaletine bagli bir yerlesim yeri olan Bethesda’da Bethesda Sistemi (BS) gelistirilmistir.
1991, 2001 ve son olarak 2014’te revize edilen sistem ile Pap smear testinin

raporlanmasinin standardizasyonu amaglanmistir (Giines, 2021). BS, servikal sitoloji
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ornekleri i¢in numune yeterliliginin bir degerlendirmesini, genel kategorizasyonu ve
tanimlayict bir taniy1 igeren uluslararasi standartlastirilmis bir raporlama terminolojisi
olusturulmustur (Nayar ve Wilbur, 2017). Bu terminolojiye gore hiicreler alt1 farkli sinifta

siniflandirilmastir.
3.1.2.1. Atipik skuamoz hiicreler, 6nemi belirsiz (ASC-US)

ASC-US 'in yorumlanmas1 yapilirken karsilastirma i¢in ayni slayt igerisindeki
intermediate hiicreler kullanilmalidir, anormal gériinen ¢ekirdekler yorumlama igin bir
on kosuldur. Normal hiicre ¢ekirdeklerinin yaklagik 1,5-2,5 kat1 hiicre ¢ekirdegi alan,
cekirdek kontiiriin hafif diizensizligi, hafif artan N/S orani, minimal niikleer hiperkromazi
ve kromatin dagiliminda veya niikleer kontiirde diizensizlik ASC-US diislincesini

desteklemektedir. Sekil 3.7°de ASC-US diisiiniilen hiicre goriintiisii verilmistir.

Sekil 3.7. ASC-US hiicre 6rnegi

3.1.2.2. Atipik skuamoz hiicreler, yiiksek dereceli lezyonun ekarte edilemez (ASC-
H)

ASC-H genel olarak immatiir skuamo6z metaplastik hiicreleri igerir. ASC-H
kategorisi HSIL’1 diisiindiiren ancak kesin tan1 igin yeterli sayida hiicre goriillmediginde
kullanilir. ASC-H parabazal hiicre boyutundaki hiicrelerde, normalden yaklasik 1,5-2,5
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kat1 niikleer irilesme, yiiksek N/S orani, kaba kromatin, kromatin diizensizligi, diizensiz
niikleer kontiirii gibi niikleer anormallikler goriiliir. Sekil 3.8’de ASC-H hiicreleri

orneklenmistir.
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Sekil 3.8. ASC-H hiicre drnegi

3.1.2.3. Diisiik dereceli skuaméz intraepitelyal lezyon (LSIL)

Intermediate hiicrede ¢ekirdek capinin ii¢ katindan daha fazla niikleer irilesme,
hafif artmis bir N/S orani, biniikleasyon ve multiniikleasyon, hiperkromatik cekirdek,
kaba taneli lekeli ¢ekirdek, diizensiz ¢ekirdek konturu ve genis, keskin sinirli berrak bir
periniikleer halo LSIL disiincesini desteklemektedir. Sekil 3.9°da LSIL hiicreler

orneklenmistir.
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Sekil 3.9. LSIL hiicre 6rnegi

3.1.2.4. Yiiksek dereceli skuaméz intraepitelyal lezyon (HSIL)

HSIL hiicreleri genel olarak LSIL’dan daha kiiciik captadir. Bazi hiicreler, LSIL
ile ayn1 derecede niikleer genislemeye sahiptir, ancak sitoplazma boyutu daha kiigiiktiir,
bu nedenle daha yiiksek N/S oranlara sahiptir. Cekirdekler genellikle hiperkromatiktir,
hipokromatik de olabilir. Niikleer membranin konturu olduk¢a diizensizdir ve siklikla

belirgin girintileri vardir. Sekil 3.10°da HSIL hiicre 6rnekleri goriilmektedir.
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Sekil 3.10. HSIL hiicre 6rnekleri

3.1.2.5. Skuamoz hiicreli karsinom (SCC)

Genellikle izole, tek hiicreler, daha az olarak hiicresel kiimeler halinde goriilebilir.
Genellikle yogun oranjiofilik sitoplazma igeren mekikvari hiicreler tipiktir. Niikleer
membranlar diizensiz olabilir, ¢ekirdek kaba taneli kromatin desenler tanimlayici sayilan

ozelliklerdendir. Sekil 3.11°de SCC hiicre 6rnegi gosterilmistir.
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Sekil 3.11. SCC hiicre ornegi

3.1.2.6. intraepitelyal lezyon ya da malignite i¢in negatif (NILM)

Epitel anormalligi belirlenmeyen numuneler NILM olarak rapor edilir. BS’ye

gore tanty1 koyabilmek icin siirlintiiniin yeterli sayida skuamoz hiicre igermesi gerekir.
3.2. Derin Ogrenme

DL insanlarin 6grenme kabiliyetlerini taklit eden bir tiir makine 6grenimi ve
yapay zekadir. DL ML modeli olmasina ragmen caligtig1 veri tiirii ve 6grenme yontemi
ile baz1 farkliliklara sahiptir. DL, tipik olarak makine 6grenimi ile ilgili olan bazi veri 6n
islemesini ortadan kaldirir, goriintii ve metin gibi verileri yapilandirilmadan alip
isleyebilir ve insanlara olan bagimliligin bir kismini ortadan kaldirarak 6zellik ¢ikarmay1
otomatik hale getirir. DL farkli olarak 6zellik ¢ikarimina ihtiya¢ duymaz, birden ¢ok
isleme katmanindan olusan hesaplama modeli ve birden ¢ok soyutlama diizeyiyle
verilerin 6grenilmesine olanak tanir. DL nin makine 6greniminden ayrildigi 6nemli diger
bir nokta ise ¢ok biiylik hacimli verilerle ¢calismaya imkan saglamasidir. Bunun sonucu
olarak yogun hesaplamalari ve artan karmasiklik nedeni ile ¢ok ¢ekirdekli yiiksek

performansli grafik islem birimleri (GPU'lar) gibi donanim gereksinimlerine ihtiyag
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duyar. DL nin farkli alanlarda uzman olan bir¢ok farkli modeli CNN, Sinirli Boltzmann
Makineleri (RBM), Otomatik Kodlayicilar (AE) Tekrarlayan Sinir Aglart (RNN))

gelistirilmistir.
3.2.1. Evrisimli sinir ag1 (CNN)

Evrisimsel Sinir Aglari, canlilarin gérme merkezinden esinlenerek gelistirilmis
(Aloysius ve Geetha, 2018) ve rahim agzi kanseri siniflandirma ¢alismalarinda kullanilan
en popiiler DL yaklasimidir. CNN’ler birden fazla ardisik evrisim (convolutional),
ortaklama (pooling) ve tam baglanti (fully connected) katmanlarindan olusan
matematiksel yapilardir (Yamashita ve ark., 2018). Bu katmanlarin ¢esitli diizen ve sayida
olusturulmasi ile ¢ok ¢esitli mimariler olusturmak mimkiindiir. CNN mimarileri klasik
ML yontemlerinden farkli olarak model egitim Oncesinde 6znitelik ¢ikarmaya ihtiyag
duymaz, evrisim ve ortaklama katmanlarinda kullanilan filtreler sayesinde 6znitelik
¢ikarma iglemini gerceklestirirken, tam baglanti katmani ¢ikarilan 6znitelikleri
smiflandirma islemini gerceklestirir (Oztiirk ve Bilgic, 2022). CNN’lerde bilgi genellikle
agin farkli katmanlar1 boyunca yayilir, iist diizey ozellikler, alt diizey Ozelliklerden
tiiretilerek hiyerarsik ve ileri beslemeli geri yayilim gosterir. Bu sayede soyutlamanin
farkli seviyelerine karsilik gelen birden ¢ok temsil seviyesini 6grenir. Bir katman ¢iktisi
bir sonraki katmani besledikg¢e, birbirine miiteakip aktivasyon fonksiyonlarindan ortaya
cikan dizi daha sonra daha yliksek seviyeli birimlere girdi saglar, ¢ikarilan 6zellikler
hiyerarsik ve asamali olarak aktarilir (Schmidhuber, 2015). Yo6ntem, filtreler ile kenar ve
kose gibi temel ozellikleri kaydirma, dlgcekleme ve dondiirme gibi durumlara ragmen
degisim olmaksizin erisim saglar (Oztiirk ve Bilgic, 2022). Temel bir CNN mimarisi Sekil
3.12°de gosterildigi lizere giris, evrisim, ortaklama, tam baglant1 ve ¢ikis katmani gibi

katmanlardan olusur.
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GIRIS EVRISIM ORTAKLAMA EVRISIM ORTAKLAMA TAM BAGLANTI

OZELLIK CIKARIMI SINIFLANDIRMA
Sekil 3.12. Temel DL mimarisi

3.2.1.1. Giris (Input) katmam

CNN’in ilk katmani olan giris katman1 goriintiilerin modele girdi olarak verildigi
katmandir. Girig goriintiilerinin boyutu model yapisina uygun olarak belirlenmelidir.
CNN’lerde katmanlar uzamsal olarak yiikseklik, genislik ve derinlik olmak iizere 3
boyutlu matrislerden olusur ve bu matrislere tensor denilir. Derinlik giris katmaninda
RGB (kirmizi, yesil ve mavi) renk kanallarinin sayisini ifade ederken gizli katmanlarda
Oznitelik haritalarina yani uygulanan filtre sayisina karsilik gelir (Aggarwal, 2018).
Verilerin boyutu model performansini etkiler, veri boyutu biiyiidilkce hesaplanan
parametre sayisi artar. Sonug olarak bellek gereksinimini, model karmagikligini, egitim

siiresi biiylik oranda artar.
3.2.1.2. Evrisim (Convolution) katmani

Evrisim katmani, CNN mimarisine adin1 veren, evrisim islemi ve etkinlestirme
islevinden olusan ve 6zellik ¢ikarimini saglayan modelin 6grenme siirecini belirleyen en
onemli birimdir. Evrisim islemi bir filtre matrisinin goriintli matrisi boyunca
matematiksel islemler uygulayarak kaydirilmasi ve 6znitelik haritasinin olusturulmasi
islemidir. Cikista olusan 6znitelik matrisinin boyutunu etkileyen ¢esitli hiperparametreler
vardir. Bunlardan filtre boyutu uygulanan filtrenin boyutunu ifade ederken, derinlik
uygulanan filtre sayisini belirtir. fxf boyutunda k adet filtre uygulandiginda wxwxk
boyutunda bir ¢ikis matrisi olusur. Adim aralig1 (stride) ise filtrenin hareketinin hareketi
sirasinda kag piksel kaydirilacagini belirler. Dolgulama (padding) evrisim ve ortaklama
katmanlar1 sonrasi ¢ikig matrisinin uzamsal boyutunu kontrol etmek ve bilgi kaybinin
azaltilmast amaci ile matrisin etrafinin  sifir  ile doldurulmasidir. Segilecek

hiperparametreler agin basari oranini ve egitim siirecini etkileyecektir. Bu nedenle ideal
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bir hiperparametreler secilmelidir. Denklem 3.1’de evrisim islemi sonrasi olusan

Oznitelik matrisinin boyutunu hesaplayan denklem gosterilmistir (Wang ve ark., 2018).

w = n_];—”p +1 (3.1)

n giris matrisinin boyutunu, f filtrenin boyutunu, p dolgu miktarini, s adim
araligin ifade eder.

Elde edilen ¢ikis matrisi modelin 6grendigi 6zelliklerden olusur ve daha fazla bilgi
O0grenmek i¢in ¢ok sayida evrisim katmani ve cesitli filtreler uygulanir. Evrisim
katmaninin iki 6nemli avantaji vardir. Birinci avantaji, aralikli baglant1 6zelligidir. Her
bir evrigimsel filtre, dnceki 6zniteliklerin yerel pargasina bagli oldugundan ve etkili bir
sekilde parametre sayisini azaltabildiginden egitim hizin1 arttirmaktadir. Ikinci avantaji
ise agirhik paylasim ozelligidir. Oznitelik haritas iizerinde gezerken, her bir filtrenin
agirliklart degismeden kalir ve bu da parametre sayisin1 daha da azaltir. Genel olarak her
bir evrisim katmaninda birden fazla filtre bulunur ve bdylece daha kapsamli 6znitelik

temsillerinin 6grenilmesi amaglanir (Jiao ve ark., 2020).
3.2.1.3. Ortaklama (Pooling) katmani

Ortaklama katmani evrisim katmanlarindan sonra olusan 6znitelik haritasinin
boyutunu kiigiilterek elde edilen bilgilerin 6zetleme islevini saglar. Bu katmanda
ogrenebilir parametre yoktur ve Oznitelik haritasinin 6grenebilir parametre sayisini
azaltir. Oznitelik haritasinin boyutunu kiigiiltiirken derinlik degismez. Bu katmanda
evrisim katmaninda da kullanilan hiperparametreler kullanilir. Genellikle bu katmanda
ardigik filtreler birbiri ile Ortiismez yani evrisim katmanindan farkli olarak ortaklama
katmaninda kullanilan filtre boyutu (f) ve adim boyutu (s) birbirine esittir (f = s)
(Krizhevsky ve ark., 2017). Sekil 3.13’te de 6zetlendigi gibi maksimum, minimum ve
ortalama ortaklama gibi farkli ortaklama islemleri vardir. Bunlar karsilik gelen filtre
alaniin maksimumunu (max pooling), ortalamasini (avg pooling) ve minimumunu (min
pooling) dondiiren ortaklama tiirleridir. Calismalarda genellikle maksimum ortaklama

tiirli tercih edilmesine ragmen bazi ¢alismalarda farkl tiirleri birlikte kullanilir.
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Sekil 3.13. Bazi ortaklama tiirlerinin gdsterimi

3.2.1.4. Tam baglanti (Fully connected) katmam

Tam baglant1 katman1 uygulanan evrisim ve ortaklama katmanlarindan sonra elde
edilen Oznitelik haritasinin tek boyutlu bir vektore donistiiriildiigii ve bu vektoriin bir
sinir agma ndronlarin olarak baglandigi son kisimdir. Bu katman sinir ag1 yapisinda
calisir ve gizli katman sayis1 ve gizli katmanlardaki néron sayis1 modele gore secilen

hiperparametrelerdir (Yamashita ve ark., 2018).
3.2.1.5. Unutma (DropOut) katmam

Unutma katmani genellikle tam baglanti katmanindan sonra modelin ezber
(overfitting) yapmasini engellemek amaciyla yapilir. Unutma islemi rasgele secilen bazi
noronlar dikkate alinmayip ve diger noronlarla olan baglantis1 kesilmesidir. Unutma
katmanmnin evrisim katmanlarindan sonra degil tam baglanti katmanindan sonra

yapilmasi tavsiye edilir (Gal ve Ghahramani, 2015).
3.2.1.6. Cikis (Output) katmam

Cikis katmani modelin siiflandirma islevinin tamamladigi katmandir ve ¢ikis her
biri bir sinifa karsilik gelen birka¢ ndrondan olusur. iki smiflandirma calismalarinda
coklu softmax

sigmoid fonksiyonu kullanilirken, siniflandirma problemlerinde

fonksiyonu kullanilir.
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3.2.2. Transfer 6grenme

DL modellerinde 6grenme asamasinda model ilk olarak kenar, kdse gibi temel
Oznitelikleri 0grenmeye baslar sonrasinda goriintiiye 0Ozgii Oznitelikleri 6grenerek
siniflandirma gorevini gergeklestirir. Cogu goriintli analizi ¢alismasinda ilk 6grenme
asamalari gogunlukla standarttir (Shin ve ark., 2016). Transfer 6grenme temelde modelin
Ogrenme siirecine katki saglayan bu tipik 6zelliklerin farkli calismalara aktarilmasidir. Bu
yontem egitilmis modelden edinilen bilgileri koruyup yeniden kullanimini saglayarak,
agirliklandirilmig egitim verisini bagka bir modelin baslangi¢ agirlik verisi olarak
kullanmay1 amaglamaktadir. Bu sayede daha iyi veya daha hizli ¢6zliimlerle zamandan

tasarruf edilir ve basar1 orani artirilir.

Bir siniflandirma probleminde transfer 6grenmeye bagvurulmasinin bazi nedenleri
vardir. Bunlardan biri egitim verisi elde etmenin zor olmasi, bir digeri ise halihazirda elde

edilmis olan egitim verisinin yetersiz kalmasidir (Koger, 2012).
3.2.3. Veri Artirma

Derin 6grenme modelleri, biiyiik 6lciide biiylik miktarda yiiksek kaliteli verinin
mevcudiyetine bagimhidir. Cogu pratik durumda, derin 6grenme yaklasimlarinin
gelismesi i¢in mevceut veri drneklerinin sayist ¢ok sinirlhidir. Tibbi alan, veri toplamanin
bir¢ok prosediir, yasa ve yasakla yiikiimlii oldugu, hasta eksikligi, altyap: yetersizligi,
giiriiltiilii ortamlar, ek agiklamalar i¢in uzman eksikligi gibi nedenlerden toplanan veri
kiimelerinin potansiyel boyutu azalir. Veri eksikligini gidermek, uygulanan modellerin
veri yetersizliginden ezber yapmasini 6nlemek igin egitim veri kiimelerinin boyutunu
yapay olarak genisletilir (Dey ve ark., 2020).

Orijinal verilerin degistirilmis kopyalarini veya orijinaline benzer yapay verileri
ekleyerek, goriintiilerde gevirme, kirpma, dondiirme, 6teleme ve parlaklik degistirme gibi
islemleri, ayrica goriintiilerin RGB kanallarinda veya diger renk uzaylarinda renk uzay1
dontisiimleri uygulanarak orijinaline ¢ok benzeyen yapay goriintiiler olusturulabilir. Tibbi
alan gibi verilerin kolayca elde edilemedigi alanlarda 6zellikle degerlidir. Boylece Yapay

gortintiilerin dahil edilmesi, egitim siirecinin iyilestirilmesine katkida bulunur (Zak ve
ark., 2022).
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3.2.4. Yaygin kullanilan baz1 CNN modelleri

Bu ¢alismada tez kapsaminda olusturulan yeni veri setini degerlendirmek i¢in bazi
klasik DL modellerinden faydalanilmistir. VGG16 (Simonyan ve Zisserman,, 2014),
ResNet50 (He ve ark., 2015) ve DenseNet121 (Huang ve ark., 2017) modelleri, ILSVR
yarismalarinda ImageNet (Deng ve ark., 2010) veri seti i¢in olusturulmus ve bir ¢ok

calismada kullanilan basarili modellerdendir. Bu modeller asagida detaylandirilmistir.
3.24.1.VGG16

VGG16, 2014 yilinda yapilan ImageNet Challenge (ILSVR) yarismast igin
Oxford Universitesi Gorsel Geometri Grubu (VGG)’dan Karen Simonyan ve Andrew
Zisserman tarafindan gelistirilmis bir¢ok veri seti lizerinde yiliksek basari elde etmis
genellestirilmis bir CNN modelidir. Arastirmacilar yaptiklari bu ¢alismada evrisim aginin
derinligini artirmanin dogrulugu tlizerindeki etkisini arastirmislar ve 3x3 boyutunda ¢ok
kiigiik evrisim filtrelerine sahip mimariyi kullanmiglardir. Olusturulan VGG modelinde
girig verisi 224x224x3 geklindedir. Modelde evrisim ve ortaklama katmanlarinda tiim
parametreler sabit tutulurken ag1 derinlestirebilmek i¢in ¢ok kiiclik boyutlu filtreler tercih
kullanilmistir. Tiim evrisim katmanlarinda 1 piksel evrisim adimi ile 3%3 evrisim filtresi,
ortaklama katmanlarinda ise 2 piksel adim araliklarla 2x2 maksimum ortaklama
uygulanmistir. VGG16 mimarisi Sekil 3.14°te gosterildigi tlizere 16 evrisim ve 5
maksimum ortaklama katmana sahiptir. En sonuncu ortaklama katmanindan sonra 3
katman tam baglant1 katmani takip eder. (VGG16 modelinde evrigim katman sayist 16
iken VGG19 modelinde bu say1 19 dur.) Tam baglanti katmanin ilki 4096 kanala sahiptir.
Son tam baglanti katmaninda softmax kullanilmistir. Tiim gizli katmanlarda ReLU
aktivasyon fonksiyonu kullanilmistir. Son katmanda softmax siniflandiricisi
kullanilmigtir (Simonyan ve Zisserman, 2014). VGG-16 aginin aldig1 kapsamli egitim
sayesinde, gorlintii veri setleri kiicliik oldugunda bile miikemmel dogruluklar saglar

(Theckedath ve Sedamkar, 2020).
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VGG16 - Structural Details
# | Input Image output Layer |Stride| Kernel | in out Param
12241224 3 2241224 64 |conv3-64 1 3| 3 3 64 1792
2 (2241224 64 [224]224] 64 [conv3064 1 313 64 64 36928
224 (224 64 [112]112] 64 |maxpool 2 2 12 64 64 0
3112|112 64 [112[112] 128 |conv3-128 1 3 | 3 64 128 73856
41112112 128 112|112 128 |conv3-128 1 313 128 | 128 147584
112(112[ 128 | 56 [ 56 | 128 |maxpool 2 2 |2 128 | 128 65664
5156 |56 128 | 56 | 56 [ 256 |conv3-256 1 3 13 128 | 256 295168
6|56 | 56| 256 [ 56 | 56 | 256 |conv3-256 1 3 | 3| 256 | 256 590080
7156 [56 | 256 | 56 | 56 | 256 |conv3-256 1 3 | 3| 256 | 256 590080
56 [ 56 | 256 | 28 | 28 | 256 |maxpool 2 212 256 | 256 0
8|28 28| 256 |28 | 28 | 512 |conv3-512 1 3 | 3] 256 | 512 1180160
9128 | 28 | 512 | 28 | 28 [ 512 |conv3-512 1 3| 3 512 | 512 2359808
10| 28 | 28 | 512 | 28 | 28 | 512 |conv3-512 1 3 | 3] 512 | 512 2359808
28 | 28 | 512 [ 14 [ 14 | 512 |maxpool 2 2 |2 512 | 512 0
11|14 [ 14 | 512 |14 |14 | 512 |[conv3-512 1 3| 3 512 | 512 2359808
12| 14 | 14 | 512 | 14 | 14 | 512 |conv3-512 1 3 13| 512 [512 2359808
13| 14 [ 14 | 512 |14 | 14 | 512 |conv3-512 1 313 512 | 512 2359808
14 [ 14 | 512 7 7 | 512 |maxpool 2 2|2 512 | 512 0
14| 1 1 [25088| 1 | 1 |4096 |fc 1 [ 1 [25088]4096| 102764544
15/ 1 | 1 [4096 | 1 | 1 4096 |fc 1 | 1 |4096 [4096] 16781312
16| 1 1 4096 | 1 | 1 [1000|fc 1 [ 1 ]4096 1000 4097000
Total 138,423,208

Sekil 3.14. VGG16 mimarisine ait parametreler (Simonyan ve Zisserman, 2014)
3.2.4.2. ResNet50

ResNet50 mimarisi, 2015 yilinda ILSVRC-2015 (ImageNet) siniflandirma
gorevinde Onerilmis ve yarismada birinci olmustur. He Kaiming ve arkadaslart CNN
mimarilerinde agin derinligi arttik¢a bir noktadan sonra dogruluk degerinin doyuma
ulagarak diismeye basladigini ve kaybolan/patlayan gradyan sorunu (problem of
vanishing/exploding gradients) olustugunu fark etmislerdir. Kaybolan gradyan, ag
derinlestiginde, gradyan degerinin bir 6nceki katmana déonmesi ve bdylece bir modelin
dogrulugunun azalmasi ve doyum noktasina ulasmasi durumudur (Raihan ve
Suryanegara, 2021). ResNet50 mimarisinin ana fikri, bir 6nceki katmandaki gradyanin,
katman derinlestik¢ce performansta azalmamasini engellemek i¢in modeli artik bloklar
(residual block) (Sekil 3.15) ile desteklenmesi ve modelde kisayol (shortcut) ya da
baglant1 atlama (skip connection) yontemiyle artik blok birka¢ katman sonraki cikisa
dogrudan baglanmasidir (Theckedath ve Sedamkar, 2020). Artik bloklarin modele
entegresiyle kaybolan gradyan problemini ¢6zmiisler ve modelin daha da derin aglarin
egitiminde yararli oldugunu kanitlamiglardir. ResNet50 mimarisi, ImageNet veri seti
lizerinde egitilmis evrisim, maksimum ve ortalama ortaklama ve tam baglanti

katmanlarindan olusan 50 katmana ve yaklasik 23 milyon egitilebilir parametreye
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sahiptir. Bu mimarinin dezavantaji ¢ok sayidaki parametrenin hesaplama maliyetinin

yiiksek olmasidir (He ve ark., 2015).

X

weight layer
F(x) l relu

weight layer

X

identity

Sekil 3.15. ResNet artik blok yapisi

3.2.4.3. DenseNet121

Yogun Evrisimli Ag (DenseNet), 2017 ImageNet yarigmasiin galibi olan bir
baska popiiler mimaridir. Kaybolan/patlayan gradyan problemini gidermek i¢in Huang
ve arkadaglar1 DenseNet modelini onermislerdir (Huang ve ark., 2017). DenseNet’ler
ResNet’lere benzer ancak farkli olarak, DenseNet mimarisinde maksimum bilgi akisini
saglamak i¢in her katman kendinden Onceki tiim katmanlardan ek girdi alir ve kendi
Oznitelik haritalarini sonraki katmanlara iletir. Sekil 3.16°da gosterildigi gibi her katman,
onceki tiim katmanlardan bir kolektif bilgi alir. Huang ve digerlerinin yaptig1 DenseNet
mimarileri, zengin bir 6zellik temsili saglamalar1 ve ayn1 zamanda hesaplama agisindan
verimli olmalar1 bakimindan ayirt edicidir (Kumar, 2020). Her katman, 6nceki tim
katmanlardan 6zellik haritalar aldigindan, ag daha ince ve kompakt olabilir, yani kanal
sayisi daha az olabilir (Aksoy ve ark., 2020). Bu nedenle, daha yiiksek hesaplama
verimliligine ve bellek verimliligine sahiptir. Ayni zamanda evrisimli katmanlara daha az
kanal yerlestirildiginden bu modeli kompakt hale getirir bdylece egitilebilir
parametrelerin sayis1 azalir ve 6zellik haritalarinin 6nceki katmanlardan birlestirilmesi
gelismis Ozellik gosterimi saglar (Manna ve ark., 2021). DenseNet'ler, ResNet’den

onemli dl¢lide daha az parametre ve daha az hesaplama ile son teknoloji performanslar
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elde edebilir. Ayrica, ResNet ’ten farkli olarak katmanlar toplam degil, 6zellik olarak

birlestirilir (Lin ve ark., 2019).

Sekil 3.16. DenseNet mimarisi (Minaee ve ark., 2020)

3.3. Literatiirdeki Veri Seti Ornekleri

Klinik olarak toplanan hastane tabanli gercek veriler yeni algoritmalarin
gelistirilmesi, sonuglarin karsilastirilmasi i¢in tibbi arastirmalarda ¢ok Onemlidir.
Literatiirdeki ¢ogu veri seti standart raporlama sistemi olan BS’e uygun olmamakla
birlikte yetersiz ve dengesizdir.

DL modelleri egitimlerinde etkili bir sekilde 6grenmek i¢in biiyiik veri kiimelerine
ihtiyag duyarlar. Bazi ¢alismalar (Karasu Benyes ve ark., 2022) bu eksikligi giderebilmek
icin ¢ogaltma, dondiirme ve c¢evirme gibi veri artirma teknikleri uygularken, bazi
arastirmacilar (Dey ve ark., 2020) (Zak ve ark., 2022) sentetik veri tiretebilmek igin
GAN’ lardan faydalanmislardir.

3.3.1. Herlev pap smear veri seti

Jantzen ve caligma arkadaslari tarafindan gelistirilen Herlev veri seti 2005 yilinda

Herlev Universite Hastanesi'nde 917 pap smear goriintiisiinden elde edilmistir. Bu
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goriintiilerden uzman patologlar tarafindan hiicreler manuel olarak elde edilmis ve 7
smiftan birine siiflandirilmistir (Jantzen ve ark., 2005). Siiflandirilan hiicre tiirleri ve
sayica dagilimlart Cizelge 3.1°de belirtilmistir. Veri seti, goriintiilerin her birinde
cekirdek, sitoplazma ve arka planin konumunu isaretleyen maskeler icerir. Pap smear

goriintii ¢aligmalarinda en ¢ok kullanilan veri setlerinden biridir (Zak ve ark., 2022).
3.3.2. Sipakmed pap smear veri seti

Plissiti ve ark. tarafindan gelistirilen SIPaKMeD veri tabani uzman doktorlar
tarafindan hiicreler 5 kategoride manuel olarak elde edilen tekli hiicrelerden
olusturulmustur. 966 WSI goriintiilerinden toplam 4049 hiicre goriintiisii elde etmislerdir.
Arastirmacilar yaptiklari ¢alismada bu hiicreler i¢in 26 6zellik ¢ikarimi yapmuslardir
(Plissiti ve ark., 2018). Cizelge 3.1’de bu veri setine ait 5 kategori ve bu kategorilere ait

hiicre sayis1 gosterilmistir.
3.3.3. Cervix93 veri seti

Phoulady ve Mouton ThinPrep LBC bazli 93 slayttan 3 kategoride toplam 2705
ornegi manuel olarak ayirmiglardir. BS’e uygun gergek verilerden olusturduklari bu veri

setine ait detaylar Cizelge 3.1°de gosterilmistir (Phoulady ve Mouton, 2018).
3.3.4. Mendeley LBC veri seti

Mendeley veri seti Gauhati Tip Fakiiltesi ve Hastanesi'nin Kadin Hastaliklar1 ve
Dogum boliimiinde SurePath Prep LBC yontemi ile elde edilmistir. Bu goriintiiler patoloji
boliimil uzmanlari tarafindan 4 sinifa (Cizelge 3.1'de detaylandirilmistir) ayrilmis toplam
963 goriintiiden olugmaktadir. Calismada goriintiiler BS sistemine uygun olarak

siiflandirilmistir (Hussain, ve ark., 2020 c).
3.3.5. CRIC cervix veri seti

CRIC veritabani, Hiicre Tanima ve Teftis Merkezi (CRIC) platformu tarafindan
400 WSI goriintiisii lizerinden manuel olarak siniflandirilmig 11534 hiicre igerir. Pap
smear Ornekleri Brezilya'nin Giineydogu bdlgesi kadin hastalarindan toplanmis Ouro
Preto Federal Universitesi Eczacilik Okulu Sitoloji Laboratuvarinda islenmistir.

Geleneksel sitoloji yontemi kullanilarak elde edilmis goriintiiler BS'e uygun olarak
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simiflandirilmistir (Rezende ve ark., 2021). Cizelge 3.1'de sinif detaylar1 verilmis olan

veri seti aranabilir bir web platformu sunmaktadir.

Cizelge 3.1. Literatiirdeki agik erigimli veri setleri ve hiicre dagilimlart

A . o Hiicre
Veri Seti Smmf | Kategori Hiicre Tipleri Toplam Atf
sayisi
Intermediate Squamous
1 o 70
Normal Epithelial
2 Columnar Epithelial 98
Superficial Squamous
3 o 74
Epithelial
Mild Squamous non- (Jantzen
4 I . 182
Herlev keratinizing Dysplasia 917 ve ark.,
Squamous cell carcinoma in 2005)
5 Abnormal 150

situ intermediate

Moderate Squamous non-
6 o . 146
keratinizing Dysplasia

Severe Sguamous non-
7 N ) 197
keratinizing Dysplasia

1 Superficial-Intermediate 831
Normal
2 Parabasal 787 (Plissiti
SIPaKMeD 3 Koilocytotic 825 4049 ve ark.,
Abnormal i
4 Dyskeratotic 813 2018)
5 Benign Metaplastic 793
1 Normal NILM 613
(Hussain,
Mendeley 2 LSIL 163
963 ve ark.,
LBC 3 Abnormal HSIL 113
2020 c)
4 SCC 74
1 Normal Negative 238 (Phoulady
. 2 LSIL 1536 ve
Cervix93 2705
Abnormal Mouton,
3 HSIL 931
2018)
1 Normal NILM 6.779
2 ASC-US 606
CRIC 3 ASC-H 925 (Rezende
. 11.534 ve ark.,
Cervix 4 Abnormal LSIL 1.360 2021)
5 HSIL 1.703
6 SCC 161
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3.4. Degerlendirme Olgiitleri

Smiflandirma ¢aligmalarinin  sonuglarin1  degerlendirmek i¢in genellikle
karmasiklik matrisi (confusion matrix) kullanilmaktadir. Karmagiklik matrisi modelin
siniflandirma sonucu ile tahmin edilen sinifin degerlerinin karsilastirmali analizi sunan
matristir. N smifli bir model igin olusturulan karmasiklik matrisi N satir ve N siitundan
olusur (NxN). Cok sinifli bir model i¢in olusturulan karmasiklik matrisinde tiim
hiicrelerin toplami1 6rnek sayisina esittir ve her satirin toplama, o satira karsilik gelen sinifa
ait olan Ornek sayisina esittir. Satir bazinda normallestirilmis matrisin ana kdsegeni
duyarlilik degerlerini gosterirken, siitun bazinda normallestirilmis matrisin ana kdsegeni
kesinlik degerlerini gosterir (Heydarian ve ark., 2022). Cok smifli smiflandirma
problemlerinde Gergek Pozitif (TP), Gergek Negatif (TN), Yanhs Pozitif (FP), Yanls
Negatif (FN) degerleri ikili siniflandirma problemlerinde oldugu gibi direk elde edilemez.
Her sinif i¢in hesaplanmasi gerekir. TP gergek deger ile tahmin edilen degerin ayni
olmasi, FN TP degeri hari¢ olan satirlarin degerlerinin toplami, FP TP degeri harig
karsilik gelen siitunlarin degerlerinin toplami ve TN analizi yapilan sinifin degerleri
disindaki tiim siitlin ve satirlarin degerlerinin toplamidir. Bu 6lgiimlere bagl olarak her
smif i¢in dogruluk (accuracy) (Denklem 3.2), duyarlilik (recall) ( Denklem 3.3), kesinlik
(precision) (Denklem 3.4) ve F1-skoru (F1-score) (Denklem 3.5) hesaplamak miimkiin
olabilir (Markoulidakis ve ark., 2021).

Dogruluk = 2%112;9’22 (3.2)
Duyarlilik = #CF‘;(CJ (3.3)
Kesinlik = #CF;(C) (3.4)
F1 — skory = 2 x 2yartiik (€) x Kesinlik (€ (3.5)

Duyarlilik (C;) + Kesinlik (C;)

Cok smufli bir karmagiklik matrisi i¢in hesaplanan degerleri belirten yukaridaki
denklemlerde N smif sayisini, Cj, Cj ise i1 ve j indis degerine karsilik gelen sinifi temsil

etmektedir.
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4. ARASTIRMA SONUCLARI VE TARTISMA

Arastirma sonuglar1 ve tartisma boliimii iki kisimda olusmaktadir. i1k kisimda tez
kapsaminda olusturulan veri setinin olusturulma agamalari, elde edilen verilere yonelik
nicel bilgiler ve bu veri setinin uygulandigit DL modellerine ait deneysel sonuglar
sunulmustur. Ikinci kisimda olusturulan yeni veri seti ve uygulanan model performanslari

detayl bir sekilde analiz edilmistir.
4.1. Arastirma Sonuclar1

Bu tez kapsaminda literatiire yeni bir servikal siniflandirict veri seti kazandirilmis
ve bu veri seti lizerinde literatiirdeki bazi popiiler DL modelleri g¢aligtirilmistir. Bu
boliimde, olusturulan veri seti detaylarin1 ve hakkindaki nicel bilgileri sunulmustur.
Boliimiin devaminda ResNet, VGG16, DenseNet121 ve ¢ok katmanli bir CNN modelinin
bu veri seti {izerindeki sonuglar1 gosterilmistir. Calismada kullanilan DL modelleri
Windows 64-bit isletim sistemi {lizerinde, GeForce RTX 3060 GPU, 3.20 GHz CPU ve
16 GB RAM’a sahip AMD Ryzen 7 5800H islemcili bir bilgisayarda gergeklestirilmistir.
DL modelleri Python programlama dili (versiyon 3.9) ve Tensorflow/Keras kiitiiphanesi

kullanilmustir.
4.1.1. Veri setinin olusturulmasi

Ocak 2021'den Haziran 2022 sonuna kadar Aksaray Universitesi Egitim ve
Arastirma Hastanesi Patoloji boliimiine gelen smear testi yapilmis hasta kayitlari
retrospektif olarak degerlendirilmistir. Caligma Helsinki Deklarasyonuna uygun olarak
yiiriitiilmiistiir ve Aksaray Universitesi Klinik Arastirmalar Etik Kurulundan 07.04.2022
tarihli 68-SBKAEK sayili 2022/07-08 nolu etik kurul onay1 alimmistir. Etik kurul belgesi
ile ilgili evraklar ekler boliimiinde sunulmustur.

Hastalardan alinan numunelerden ThinPrep sivi bazli sitoloji yontemi ile
hazirlanan lamlar patoloji uzmani tarafindan mikroskop altinda incelenmistir.
Yaymalarda normal ve siipheli hiicrelerin mikroskobik goriintiiler OLYMPUS BX43
mikroskopta 40x objektifte OLYMPUS SC100 10.6 megapiksel dijital renkli kamera
kullanilarak elde edilmistir. Ardindan, sayisallastirilmis hiicre goriintiisii PC'de USB
baglant1 noktasindan alinarak ve Cellsens Entry uygulamasi arayiizii ile JPG formatinda
kaydedilmistir. Yakalanan smear goriintiileri 3840x2748 piksel boyutundaydi ve bunlar

manuel olarak hiicre boyutunda yamalar halinde boliinmiistiir. Tiim gériintiilerin boyutu
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sabit 224%224 piksele sabitlenmistir. Bu islemin ardindan tiim kategori veya siniflara ait
toplam 4939 adet goriintli elde edilmistir. GOriintii segmentleri daha sonra uzman bir
patolog tarafindan tekrar gozden gecirilmis ve BS ¢ok smifli terminolojisine gore,
servikal hiicreler niikleer irilesme, hiperkromazi ve diger sitolojik degisikliklerin
derecesine bagli olarak NILM, ASC-US, ASC-H, LSIL, HSIL ve SCC seklinde
gruplandirilmistir. Elde edilen goriintiiler, siniflandirma algoritmalarinda kullanilmak
icin klinik test veri setini olusturmustur. Bu veri seti ve alt1 sinifin sayica dagilimi NILM
(841), ASC-US (672), ASC-H (152), LSIL (1075), HSIL (1026) ve SCC (173)
seklindedir.

HSIL

NILM

HSIL HSIL ASCUS

y 1
i 4
44
—

Smear goriintiileri, her biri sabit 224x224 piksel RGB kanallar ilizerinde kare

Sekil 4.1. Egitime hazir veri 6rnekleri

olarak yeniden boyutlandirilmis ve Sekilde 4.1’de gosterildigi gibi ait oldugu sinifa gore
etiketlenmistir. Tiim modeller i¢in veri seti, %70 egitim (train), %15 dogrulama

(validation) ve %15 test (test) verisi olarak kullanilmak {izere rastgele 3 bdliime



ayrilmustir. Cizelge 4.1'de egitim, test veri setleri ve siniflara gore sayida dagilimlar

verilmigtir.

Cizelge 4.1. Veri setinin egitim, dogrulama ve test gruplarina gore sayica dagilimi

Egitim Test Dogrulama Toplam

ASC-H 107 22 23 152
ASC-US 471 100 101 672
HSIL 719 153 154 1026
LSIL 753 161 161 1075
NILM 1289 276 276 841
SCC 122 25 26 173
Toplam 3461 737 741 4939

4.1.2. ResNet50 modeli icin sonuglar

ResNet modelinin egitim asamasinda ImageNet veri setinde {lizerinde egitilen
agirliklar kullanilmis ve tez ¢alismasinda olusturulan veri seti iizerinde bazi ince ayarlar
yapilmistir. Modelde ilk 10 katmanda bu agirliklar kullanilmistir. Agin kalan agirliklar
tez kapsaminda olusturulan servikal hiicre veri seti lizerinde egitilmistir. Modele ¢ikis
katmanindan 6nce toplu normalizasyon ve 0.5’lik dropout katmani eklenmistir. Cikis
katmani, her biri bir sinifa karsilik gelen 6 nérondan olusmaktadir. Sekil 4.2°de tez

calismasinda kullanilan ResNet50 mimarisi gosterilmektedir.
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Sekil 4.2. ResNet50 mimarisi

ResNet modelinde optimizasyon algoritmasi olarak Adam, aktivasyon fonksiyonu
olarak ReLU, 6grenme adimi (learning rate) le* ve epoch sayisi 30 olarak belirlenmistir.
Modelde 4.465.664°1 egitilebilir olmak iizere toplamda 23.587.712 parametrede islem
yapilmustir. ResNet50 modeli yeni veri seti lizerinde %85°lik basarim degeri elde ederken
siniflara ait performans metriklerine Cizelge 4.1’de yer verilmistir.

Sekil 4.3’te ResNet modeline ait dogruluk grafigi gosterilirken Sekil 4.4°te
modele ait kayip grafigi gosterilmistir. Dogruluk grafiginde modelin egitim ve dogrulama
slirecinde yukari dogru egim gostermistir. Kayip grafiginde model epoch boyunca azalan
ivme gostermistir.

Modelin Sekil 4.5’teki alt1 sinifli modele ait karmasiklik matrisi incelendiginde
NILM ve HSIL siniflarinda 1yi sonuglar elde ettigini ama ASC-H ve SCC siniflar i¢in
nispeten daha kot sonuglarin oldugunu goéstermektedir. Modelin SCC ve ASC-H
simiflarina ait goriintiilerde HSIL olarak etiketlemenin ¢ok oldugunu ve modelin bu

siniflar1 tam 6grenemedigi tespit edilmistir.



ResNet modelinin egitim ve dogrulama dogrulugu

Sekil 4.4. ResNet50 egitim ve dogrulama kayip grafigi
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Sekil 4.3. ResNet50 egitim ve dogrulama dogruluk grafigi
DenseNet modelinin egitim ve dogrulama kayb1
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Sekil 4.5. ResNet50 modeli karmagiklik matrisi

4.1.3. VGG16 modeli i¢in sonuglar

VGG16 modeli Adam optimizasyon algoritmasi ile le™ dgrenme adiminda 30
epoch egitilmistir. Modelin egitimi sirasinda agirlik degerleri O ile baglamak yerine daha
once ImageNet veri seti lizerinde elde edilen bilgileri barindiran agirhiklar ile
baslatilmistir. Ik 10 evrisim katmaninda ImageNet agirliklart kullanilirken sonraki
katmanlarin agirliklart tez kapsaminda olusturulan veri seti lizerinde egitilmistir.
Olusturulan VGG16 modelinin mimarisi Sekil 4.6’da gosterilmistir. Modelin ¢ikis
katmaninda 6 sinifli bir Softmax aktivasyon fonksiyonu kullanilirken gizli katmanlarda
ReLU fonksiyonu kullanilmistir. Model icerisinde 1.145.408 egitilemez ve 19.993.606

egitilebilir olmak tizere toplamda 21.139.014 parametre kullanilmistir.
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Sekil 4.9°da VGG modeline ait dogruluk grafigi gosterilmistir. Modelin
egitiminin ilk donemlerinde dogruluk degeri %50’lerden baglamig ve siirecin sonunda
%85’1n lizerine ¢ikmistir. Modelin dogrulama siireci de egitim siirecine paralel sekilde
artarak devam etmistir. Modelin kayip degeri siire¢ boyunca azalarak devam etmistir
Sekil 4.8’de goriilecegi lizere otuzuncu iterasyona gelindiginde yaklasik 0.4 degerlerine
inmistir. Sekil 4.7°de verilen karmagiklik matrisi modele ait en iyi siniflandirmanin NILM
smifina ait oldugunu en koétii siniflandirma sonucunun ise ASC-H sinifinda oldugunu
gostermistir. VGG16 modeli olusturulan veri seti lizerinde %88 dogruluk degeri elde

etmistir.

Sekil 4.6. VGG16 modelinin mimarisi
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Sekil 4 8. VGG16 modeli egitim ve dogrulama kayip grafigi
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VGG modelinin egitim ve dogrulama dogrulugu
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Sekil 4.9. VGG16 modeli egitim ve dogrulama dogruluk grafigi
4.1.4. DenseNet121 modeli i¢in Sonuclar

Pap smear hiicre siniflandirmasi igin kullanilan bir diger DL modeli de
DenseNet121dir. DenseNet121 modelinin egitiminde transfer learning islemi uygulanmis
ve baglangic agirlig1 olarak ImageNet ag lizerinde egitilen agirliklar kullanilmistir. 121
katmandan olusan model Sekil4.10’da mimarisi gorsellestirilmistir. DenseNet121
mimarisinde egitilebilir parametre sayis1 168.128, toplam parametre sayis1 ise
7.037.504°tiir. Adam optimizasyon algoritmasi ile le® 6grenme adimi ve ReLU

aktivasyon fonksiyonu ile 30 epoch egitilen modelin dogruluk degeri %76 olarak

hesaplanmustir.
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Sekil 4.10. DenseNet121 model mimarisi

DenseNet121 modeline ait Sekil 4.11 ‘de verilen dogruluk grafigine ve Sekil
4.12°de verilen kayip grafigi incelendiginde modelin baslangicindan itibaren her bir
epoch ’da dogruluk degeri artarken kayip degeri bu sonugla tutarli olarak azalmistir.
Ayrica dogrulama setindeki degerler, egitim degerlerinden daha iyi sonuglar vermistir.
Bu durum modelin ezber yapmadigin1 gostermektedir. Sekil 4.13’te alt1 sinifli modelin
karmagiklik matrisi verilmistir. Bu matris incelendiginde ASC-US ve SCC siniflarina ait
sonuglarin karmagik oldugunu goziikkmektedir. Model ASC-US olarak smiflandirilmasi
gereken gorintiileri ¢ogunlukla LSIL olarak, SCC olarak siniflandirilmasi gereken

goriintiilerin bazilarmi ise HSIL olarak siniflandirmistir.

DenseNet modelinin egitim ve dogrulama dogrulugu
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Sekil 4.11. DenseNet121 modeli dogrulama ve egitim dogruluk grafigi
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Sekil 4.13. DenseNet121 modeli karmagiklik matrisi

42



43

4.1.5. Cok katmanh CNN modeli icin sonuclar

Tez calismasinda olusturulan yeni modelin agirliklar1 yine tez calismasi
kapsaminda elde edilen bu yeni veri seti lizerinde bastan egitilmistir. Optimizer olarak
Adam, aktivasyon fonksiyonu olarak ara katmanlarda ReLU ve ¢ikis katmaninda alti
sinifa karsilik olarak alt1 ¢ikish softmax fonksiyonu, egitim adimi olarak 1e* ve epoch
sayist 30 olarak belirlenmistir. Modelde 3x3 filtre kullanilan evrigim katmanlarint 2x2
filtre kullanan maxpooling katmanlar1 takip etmistir. Her evrisim ve ortaklama
katmanlarindan sonra normalizasyon uygulanmis ve Toplam 12 katman olusmustur.

Modelin mimarisi Sekil 4.14°de gorsellestirilmistir.

Sekil 4.14. CNN modeli mimarisi
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76.230 egitilebilir parametreye sahip olan model %064’liikk bir dogruluga
ulagsmistir. Sekil 4.15°teki dogruluk grafigine gore egitim siiresince dogruluk deger yavas
bir artis gosterse de dogrulama setinin dogruluk degeri egitim setinin dogrulama
degerinden daha diisiik olmas1 modelde bir ezber olabilecegini diisiindiirmiistiir. Sekil
4.16’daki kayip fonksiyonu da benzer sonuglari diisiindiirmiistiir. Sekil 4.17 ‘de verilen
modele ait karmasiklik matrisine gore siniflara ait siniflandirma basarist ¢ok yiiksek
olmamasina ragmen 6nceki modellerin nispeten daha az dogrulukla siniflandirdigr SCC

ve HSIL smiflarinda daha iyi sonuglar elde etmistir.

CNN modelinin egitim ve dogrulama dogrulugu
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Sekil 4.15. CNN modeli egitim ve dogrulama dogruluk grafigi
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Sekil 4. 16. CNN modeli egitim ve dogrulama kayip grafigi
g 1 1 0 7 12 2 0 175
%) 150
2 0 22 4 48 26 0
4
125
§ i 0 0
100
i 1 0 17
-75
F 0 51 -50
=
-25
§ - 0 0
ASICH AS(‘:US HSIIL LSIH_ NIILM S(ISC w0

Sekil 4.17. CNN modeli karmagiklik matrisi
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Calismanin devaminda pap smear hiicre goriintii veri seti boyutlarini artirmak i¢in
bazi veri artirma islevleri kullanilmistir. Orijinal veri seti 152 ASC-H pap smear hiicre
goriintiisti, 672 ASC-US goriintiisii, 1026 HSIL goriintiisii, 1075 LSIL goriintiisi, 841
NILM goriintiisii ve 173 SCC hiicre goriintiisiinden olusmaktadir. CNN modelinin egitimi
ve siiflandirma basarisin1 artirmak i¢in bu veri setindeki pap smear hiicre goriintiilerine,
goriintliyli yatay eksende dondiirme (horizontal flip=True), dikey eksende dondiirme
(vertical flip=True), %20 oraninda yatay kaydirma (width_shift range=0.2), dikey
kaydirma (height shift range=0.2) ve rastgele 0 ile 30 derece arasinda dondiirme
(rotation_range=30) fonksiyonlar1 uygulanmistir. Bu islemler Keras kiitiiphanesinin
ImageDataGenerator modiilii ile yapilmigtir. Son durumda veri seti dagilimi ASC-H
siift i¢in 912, ASC-US smifi i¢in 1008, HSIL simifi i¢in 1026, LSIL simifi i¢in 1075
NILM smifi icin 1261 ve SCC smifi i¢in1038 goriintiiden olugmustur. Veri artirma
isleminden sonra yeni olusturulan veri setindeki pap smear hiicre goriintiilerinin sayisi

yaklagik 6320 olarak elde edilmistir.
4.2. Tartisma

Tez ¢aligmasinda Aksaray Universitesi Egitim ve Arastirma Hastanesi Patoloji
Boliimiinden Ocak 2021°den Haziran 2022 sonuna kadar veriler alinarak yeni bir veri seti
olusturulmus ve bu veri seti lizerinde bazi DL modelleri ¢alistirilarak hem veri seti
degerlendirilmis hem de modellerin dogruluklarinin karsilagtirilmas:  yapilmstir.
Modellerin hepsinde hiperparametreler sabit tutulmustur. Giris verisi boyutu sabit
224x224 boyutu ve RGB renk kanalinda, optimizasyon algoritmasi olarak Adam,
aktivasyon fonksiyonu olarak ara katmanlarda ReL U ¢ikis katmaninda alti1 ¢ikisli softmax
fonksiyonu, 1e* dgrenme adim1 ve 30 epoch egitilmistir. VGG16, ResNet ve DenseNet
modelleri hesaplanabilir parametre sayisini diisiirmek modellerin dogruluk degerlerini
artirmak ve silireci hizlandirmak i¢in ilk 10 katmanlarinda ImageNet agirliklar ile
baslatilmistir. Bu parametreler ile modellerin dogruluk degerleri siras1t VGG16 %0,88,
ResNet50 %0,85, DenseNet121 %0,76 ve CNN modeli i¢in 0,64 tiir. Elde edilen diger
performans degerlendirme kriterleri Cizelge 4.2’te detaylandirilmistir. Genel model
simiflandirmada VGG16 en basarili sonucu elde etse sinif bazli yapilan analizde
modellerin farkli siniflarda basarili oldugu goriilmistiir. Cizelge 4.2°’de daha iyi
karsilastirma yapabilmek i¢in siniflara ait en yiiksek F1-skoru ve keskinlik degerleri daha
koyu olarak belirtilmistir. Kesinlik degeri dikkate alindiginda ASC-H sinifi i¢in en iyi
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degeri CNN modeli, ASC-US ve NILM sinifi i¢in en iyi degeri VGG16 modelinin, HSIL
ve SCC smifi igin en iyi degeri ResNet50 modeli elde etmistir. F1-skoru dikkate
alindiginda tiim simiflarda VGG16 modelinin en basarili sonucu vermistir. Modellere ait
karmasiklik matrisleri incelendiginde ortak olarak ASC-H, ASC-US ve SCC _simiflarinin
simiflandirilmasinda yetersiz olduklar1 goriilmiis ve bu yetersizlik bu siniflara ait gorsel

sayisinin yetersizligi ile yorumlanmustir.



Cizelge 4.2. Modellere ait performans degerlendirme kriterleri
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Mimari Smiflar | Kesinlik Duyarhhk F1-skor Dogruluk
(%) (%) (%) (%)

ASC-H 76 53 62
ASC-US 76 69 72
HSIL 88 92 90

VGG16 88
LSIL 80 86 83
NILM 99 96 97
SCC 71 83 77
ASC-H 74 51 61
ASC-US 68 63 66
HSIL 81 95 88

ResNet50 85
LSIL 78 86 82
NILM 98 93 95
SCC 95 45 61
ASC-H 0 0 0
ASC-US 61 32 42
HSIL 71 89 79

DenseNet121 76
LSIL 71 72 71
NILM 86 97 91
SCC 62 49 55
ASC-H 100 51 65
ASC-US 66 78 71
) HSIL 74 82 78

CNN Modeli 64
LSIL 62 75 62
NILM 82 70 75
SCC 81 62 70




Cizelge 4.3. Tekrarlanan model sonuglari
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Modeller Cahstirma | Dogruluk | Kesinlik | Duyarhhk | F1-Skoru
Numarasi (%0) (%) (%) (%)
Calistirmal 84 86 69 73
Calistirma2 82 76 75 75
Calistirma3 88 82 81 81
VGG16
Calistirma4 87 87 75 79
Calistirma5s™ 89 85 81 83
Ort/std 86/2,91 83/4,43 76,2/5,02 78,2/4,15
Calistirmal 87 84 75 78
Calistirma2 88 83 77 79
Calistirma3 85 82 74 75
ResNet50
Calistirma4 88 83 79 81
Calistirma5S™ 88 83 81 82
Ort/Std 87,2/1,30 83/0,71 77,2/2,86 792,74
Calistirmal 76 47 50 48
Calistirma?2 76 49 49 46
Calistirma3 78 51 51 49
DenseNet121
Calistirma4 76 60 51 50
Calistirma5S™ 78 61 59 59
Ort/Std 76,8/1,1 53,6/6,47 52/4 50,4/5,03
Calistirmal 70 78 50 48
Calistirma2 71 65 51 51
| Calistirma3 39 47 35 36
CNN Modeli
Calistirma4 64 69 57 52
Calistirma5S™ 87 84 77 79
Ort/Std 67,8/17,5 | 68,6/14,19 54/15,2 53,2/15,8

“Bu modellerde veri artirma islemi uygulanmustir.
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5. SONUCLAR VE ONERILER

Sonuglar ve Oneriler bolimde servikal sitoloji siiflandirma konusunda
calisanlara yardimci olmasi amaciyla pap smear veri seti lizerinde tez ¢alismasinda elde

edilen sonuglar ve gelecekte yapilabilecek caligmalar ile ilgili oneriler sunulmustur.
5.1 Sonuclar

Rahim agzi kanseri diinya genelinde kadinlar arasinda en sik goriilen dordiincii
kanser tiirtidiir ve erken tani ile ¢ok daha iyi kontrol altina alinabilen kanser tiirtidiir. Pap
smear testi ile niikleer degisiklikleri gorsellestirmek icin binlerce hiicre ¢ekirdeginin
ayrintili analizini gerektirir. Bu siire¢ zaman alici, sikici ve hataya agik bir siiregtir. Bu
stireci kolaylagtirmak uzman patologlarin is yiikiinii hafifletmek igin ¢esitli DL modelleri
gelistirilmistir. Tez c¢alismasinda servikal sitoloji siniflandirma caligmalarinda
kullanilmak {izere bir pap smear veri seti hazirlanmistir. Aksaray Universitesi Egitim ve
Arastirma Hastanesi, Patoloji Boliimiinden Ocak 2021'den Haziran 2022 sonuna kadarki
stirecte gelen hasta kayitlarindan alinmistir. Calisma Helsinki Deklarasyonuna uygun
olarak yiiriitiilmiistiir ve Aksaray Universitesi Klinik Arastirmalar Etik Kurulu’ndan
07.04.2022 tarihli 68-SBKAEK sayili 2022/07-08 nolu etik kurul onayr alinmistir. Etik
kurul belgesi ile ilgili evraklar Ekler boliimiinde sunulmustur. Elde edilen veriler uzman
patolog esliginde analiz edilmis ve mikroskobik goriintiilerden hiicreler tek bir hiicre
boyutunda ¢ikarilmistir. Bu hiicreler titizlikle se¢ilmis ve BS sistemine gore uygun olacak
sekilde 6 smifa ayrilmigtir. Bu siiflarin sayica dagilimlart NILM (841), ASC-US (672),
ASC-H (152), LSIL (1075), HSIL (1026) ve SCC (173) olmak tiizere toplamda 4939
goriintiiden olusan veri seti literatiire kazandirilarak akademik ¢alismalara destek
saglamas1 amaclanmistir. Cizelge 3.1°deki daha oOnce olusturulmus veri setleri
incelendiginde en son BS sistemine uygun sadece bir veri seti oldugu goriilmiistiir. Ayni
cizelgedeki veri setleri ile tez kapsaminda olugturulan veri seti sayica karsilastirildiginda
olusturulan setin sayica {istiin oldugu gorilmiistiir.

Tez c¢alisgmasi kapsaminda elde edilen veri seti {izerinde DL modelleri
uygulanmistir. Bu modeller ImageNet yarismalarinda giizel sonuglar elde etmis ve
literatiirde bir¢ok veri seti {lizerinde basarili sonuglar elde eden ResNet50, VGG16,
DenseNet121modelleri ve bu veri seti i¢in yeni olusturulan bir CNN modelidir. Bu
modeller icin ImageNet veri seti lizerinde egitilen agirlik degerleri kullanilmis ve

hiperparametreler optimizasyonu ile veri seti iizerinde uygulanmistir. Yeni pap smear
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goriintiileri kullanarak alt1 sinifli VGG16 ile %88, ResNet50 ile %85, DenseNet121 ile
%76 tez galisgmasinda kullanilan CNN modeli ile %64 dogruluk degeri ile basarili
sonuclar elde etmistir. Calisma i¢in belirlenen her bir model beser defa ¢alistirilmis ve
elde edilen sonuglar Cizelge 4.3’te verilmistir. Cizelge 4.3’te her bir ¢alistirma sonucu
elde edilen performans metriklerinin yani sira ortalama ve standart sapma degerleri de
verilmistir. Besinci ¢alistirmada veri artirma islemi uygulanmis ve veri artirma isleminin

her model i¢in model performansini artirdig1 gozlemlenmistir.
5.2 Oneriler

Yeni pap smear veri seti ile yapilan siniflandirma ile basarili sonuglar elde edilse
de smuf bazli sonucglarda bazi siniflara ait goriintiilerin modelin egitiminde biraz geride
kaldig1 tespit edilmistir. Bu siniflara ait goriintii sayis1 farkli arttirma teknikleri
kullanilarak artirilabilir ve servikal hiicre goriintii setindeki dagilim dengelenebilir. Veri
seti kamuya acik bir platformda yayinlanarak literatiirdeki ¢alismalarda kullanim igin
desteklenebilir. Boylece literatiire Bethesda sistemine uygun bir veri seti kazandirilmis
olacaktir. Uygulanan modellerin daha iyi sonuglar elde etmesi icin modellerin
parametrelerine ince ayar yapilabilir. Calismada farkli veri artirma yontemleri de

kullanilarak veri arttirmanin siniflandirma performansina etkisi karsilastirilabilir.
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