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ONSOZ
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stiresinde de hicbir yardimdan kaginmayan arkadaslarim Ars. Gor. Buket Nur ALTUN na
ve Ars. Gor. Beyzanur SIYAH’a tesekkiir ederim. Tez ¢alismasi siirecinde bana desteklerini
esirgemeyen Bilgisayar Bilimleri Bolimii’ndeki tiim degerli hocalarima tesekkiirlerimi
sunarim. Sevgili dostum, Halime ABANOZ’a her zaman yanimda ve destek¢im oldugu i¢in
tesekkiir ederim.
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tim kararlarda bilgi ve tecriibelerinden faydalandigim ve her kararimda arkamda
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kardeslerim Cagla YILMAZ ve evimizin en minigi Ahmet Eymen YILMAZ’a tesekkiir eder,
minnettarli§imi sunarim.
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Yiiksek Lisans

OZET

YOGUN BAKIM HASTALARININ FIZYOTERAPI VE REHABILITASYON
UYGULAMALARI ICIN YAPAY ZEKA TABANLI BIR KARAR DESTEK SISTEMI

Aleyna YILMAZ

Karadeniz Teknik Universitesi
Fen Bilimleri Enstitiisii
Istatistik ve Bilgisayar Bilimleri Anabilim Dali
Danigman: Dr. Ogr. Uyesi Ugur SEVIK
2024, 91 Sayfa, 9 Sayfa Ek

Glinlimiizde yapay zeka saglik hizmetleri de dahil olmak {izere bircok alanda
kullanilmaktadir. Saglik hizmetleri alaninda yapay zeka kullanimu ile hastalar i¢in en kisa
stirede ve dogru teshislerin koyularak tedavinin baglamasi ve dogru tedavilerin yapilmasiyla
siirecin en etkin sekilde ilerlemesi hedeflenmektedir. Yogun bakim {initelerinde ¢aligmakta
olan saglik personellerinin 6nemli bir boliimiinii fizyoterapistler olusturmaktadir.

Bu calismada, yogun bakim iinitelerinde yatmakta olan hastalara ait veriler
kullanilarak fizyoterapistlerin daha etkin ve hizli tedavi yontemini se¢melerini saglamak
amaciyla hastalardan alinan verilerle yapilan analizler sonucunda bir karar destek sistemi
olusturulmustur. KTU Tip Fakiiltesi Gogiis Hastaliklar1 Yogun Bakim Unitesi’nde yatmakta
olan 56 hastaya ait veriler kullanilmistir.

Yapilan ¢aligmalar sonucunda yiizde 85-95 diizeyinde performans elde edilmistir.
Gelistirilen bu sistemin saglik alaninda yapay zekd uygulamalarma bir yenilik getirerek
fizyoterapi ve rehabilitasyon alaninda g¢alisan saglik personellerine kolaylik getirmesi
saglanacaktir. Ayrica bu sistemin gelistirilmesiyle birlikte diger saglik calisanlarina da

yardimci olacag diistintilmektedir.

Anahtar Kelimeler: Yapay zeka, Makine d&grenmesi, Fizyoterapi, Rehabilitasyon
Uygulamalari, Yogun Bakim, Saglik Hizmetleri
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Master Thesis

SUMMARY

AN ARTIFICIAL INTELLIGENCE BASED DECISION SUPPORT SYSTEM FOR
PHYSIOTHERAPY AND REHABILITATION PRACTICES OF INTENSIVE CARE
PATIENTS

Aleyna YILMAZ

Karadeniz Technical University
The Graduate School of Natural and Applied Sciences
Statistics and Computer Sciences Graduate Program
Supervisor: Asst. Prof. Dr. Ugur SEVIK
2024, 91 Pages, 9 Pages Appendix

Currently, artificial intelligence is widely employed across various domains, including
the healthcare sector. The utilization of artificial intelligence in the realm of healthcare aims
to promptly initiate therapy for patients by accurately diagnosing their conditions and
thereafter facilitating the most effective treatment procedures. Physiotherapists play a crucial
role in the healthcare team that operates in intensive care units.

This work involved the development of a decision support system based on analyses
of patient data. The goal was to assist physiotherapists in selecting a treatment strategy that
is both more effective and faster. The system utilizes data from patients who are hospitalized
in intensive care units. Data from 56 hospitalized patients in the KTU Faculty of Medicine's
Chest Diseases Intensive Care Unit were utilised.

The studies produced performance results of 85-95 percent. This developed system is
intended to introduce an innovation in artificial intelligence applications in healthcare,
providing convenience to healthcare professionals working in the field of physiotherapy and
rehabilitation. Furthermore, the advancement of this technology is expected to benefit other

healthcare practitioners.

Key Words: Artificial Intelligence, Machine Learning, Physiotherapy, Rehabilitation
Applications, Intensive Care, Healthcare
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1. GENEL BIiLGILER

Glinlimiizde teknoloji hizli bir sekilde gelismekte ve bircok islemin kolayca
yapilmasini saglamaktadir. Ozellikle yapay zeka teknolojilerinin gelisimi giinden giine artis
gostermektedir. Yapay zeka, insanin karar verme kabiliyetinin bilgisayar ortamina
aktarilmasini saglayan teknolojik yontemler biitiiniidiir. Yapay zeka, sesli asistanlar, goriintii
isleme, e-ticaret ve pazarlama, oneri sistemleri ve saglik gibi bir¢ok alanda kullanilmaktadir.

Yapay zeka, saghk alaninda 1980°li yillarda kullanilmaya baglanmigtir. Tibbi
goriintlileme, erken teshis ve tedavilerde tibbi karar verme, ilag kesfi ve gelistirme, robotik
cerrahi, saglik verilerinin analizi ve tahmin edilmesi, mobil saglik uygulamalar1 gibi birgok
alanda kullanilmaktadir (Uzun, 2020).

Saglik alaninda yapay zeka, hasta teshis ve tedavilerinde kolaylik saglamakla birlikte
hata riskini azaltmaktadir. Yapay zeka, sagligin bir¢cok dalinda kullanildig: gibi fizyoterapi
ve rehabilitasyon hizmetlerinde de karar verme siireglerinde sik¢a faydalanilan bir alan
haline gelmistir (Akalin & Demirbas, 2022).

Yogun bakim iiniteleri (YBU), teknolojik acidan gelismis bircok ekipmandan
olusmaktadir. Her bir ekipman bireylere daha hizli ve giivenli tedavi ortami saglamak i¢in
tedarik edilerek diizenlenmektedir. Yogun bakimda ¢aligan saglik personelleri arasinda 6zel
egitimli kisiler yer almakta ve saglik hizmetlerinden bir¢ok bransa sahip ¢alisanlar bu ekibin
bir pargasi olmaktadir. Yogun bakim personelleri, yogun bakim doktoru, yogun bakim
hemgiresi, fizyoterapist, yardimcit personeller gibi birgok disiplini bir arada
bulundurmaktadir (Sevgin & Ekinalan, 2023).

YBU, siirekli degisen kosullarla basa ¢ikmay1 ve ani durumlarda hizli karar vermeyi
gerektirmektedir. Diger birimlerde oldugu gibi yogun bakim {initelerinde de hastalarin
bilgileri gesitli tetkiklerle takip edilir ve hastalara iliskin veriler toplanir. Toplanan veriler
analiz edilerek acil durumlar hizlica tespit edilir. Bu sebeple, yogun bakimda calisan saglik
personelleri tedavi i¢in en dogru yontemi en kisa siirede belirleyebilecek bilgi seviyesine ve
teknolojiye sahip olmalidir.

YBU’lerde, genellikle acil ve yogun tibbi miidahale gerekmektedir. Bazi durumlarda
iinitelere gelen hasta sayilari iinitenin kapasitesinden fazla olabilmekte veya az sayida hasta
olsa bile acil durumlar ortaya ¢ikabilmektedir. Bunun yani sira aniden gelisen solunum

yetmezligi, kalp krizi, beyin kanamasi, epileptik nobetler gibi beklenmedik durumlar bir



anda meydana gelebilmektedir. Bu sebeple, her an i¢in hazirlikli olunmali ve gerekli
donanim saglanmalidir. Bazi durumlarda ise personel sayisindaki eksiklik veya {initede
bulunan personellerde bilgi eksikligi gibi nedenlerle hastalara yetisilemeyebilir veya tedavi
yontemi i¢in karar vermede zorlanilabilir. Yogun bakim {initelerinde ¢alisan personellerin
yeterli sayida olmamasi gibi durumlar s6z konusu oldugunda Klinik karar destek sistemleri
(KKDS) biiytik kolaylik saglamaktadir.

KKDS, hekimlere veya diger saglik personellerine hastalarin teshis ve tedavilerinde
alinacak kararlarda destek veren programlardir (Ozata & Aslan, 2004). Bu programlar
hastaligin tespit edilmesi, en uygun tedavi se¢eneginin belirlenmesi, uygulanan tedavinin
ilerleyisinin takip edilmesi vb. durumlarda saglik alaninda c¢alisan personellere yardimei
olmaktadir.

Fizyoterapistler, bireylerin saglik ihtiyaglarinin karsilanmasi ve tedavisi siirecinde
diger saglik calisanlariyla is birligi icerisindedirler (Ravali vd., 2022). Fizyoterapi ve
rehabilitasyonun agri yoOnetimi, hastalarin hareket kisitim1 iyilestirmesi, solunum
fonksiyonlarini gelistirmesi, yasa bagli hastaliklar1 iyilestirmesi, stres ve anksiyete azaltimi
gibi ¢esitli faydalar1 mevcuttur.

Fizyoterapi ve rehabilitasyon, insanlarin dogustan gelen, gecirdikleri herhangi bir kaza
sonras1 veya gecirilen ameliyatlar sonrasinda insan hareketlerini sinirlayan ve hareket
kabiliyetini azaltan hastaliklar1 tedavi etmektedir. Tedavi asamasinda cesitli yontemler
kullanilarak hastalarin olabilecek en iyi derecede 1iyilesebilmesi amaclanmaktadir.
Fizyoterapistler, fizik tedavi i¢in hastadan gerekli bilgileri aldiktan sonra hastanin
degerlendirmesini yaparak hastanin durumuna gore uygulanacak en uygun tedavi yontemine
ve agamalarina karar vermektedir.

Fizyoterapistler YBU’lerde; is giiciiniin az olmasi, yogun bakimdaki fizyoterapist
sayisinin yetersizligi, vardiya sisteminin bulunmamasi, zaman kisith olmasit ve ekip
desteginin eksikliginden dolay1 olusan engeller gibi pek ¢ok problemle basa ¢ikmaya
caligmaktadir. Fizyoterapi konusunda farkindalik ve bilgi eksikligi de bu problemler
arasinda yer almaktadir. (Cakmak vd., 2019). Bu problemler, yogun bakimda yatmakta olan
hastalarin optimal, standardize ve kisisellestirilmis olarak fizyoterapi ve rehabilitasyon
hizmeti almasina engel olmaktadir.

Bu tez kapsaminda, yogun bakimdaki hastalarin verileri dogrultusunda ¢esitli makine

ogrenmesi yontemleri kullanilarak fizyoterapistlerin hem daha kisa siirede hem de daha



dogru karar vermelerini kolaylastirmak amaciyla fizyoterapi ve rehabilitasyon
uygulamalarinin modelle tahmin edilmesini saglayacak bir klinik karar destek sistemi
olusturulmustur. Olusturulan sistemle birlikte, hatali kararlardan dogacak olumsuzluklarin
Onlenmesi, zamanin daha verimli kullanilabilmesi, hastalara esit sekilde tedavi
uygulanabilmesi, dogru tedavi yoOntemlerinin en kisa siirede secilerek tedavinin
baslayabilmesi, dogru ila¢ tedavisinin uygulanabilmesi gibi daha bir¢ok durumda saglik
personellerine kolaylik ve yenilik saglanmasi hedeflenmektedir. Tezin akis semas1 Sekil

1’deki gibidir.

Veri Toplama ve RGnteam
P X Veri On Isleme Uzman Doktor Model
Google Forms’a e ..
e . Adimlart Goriisii Tahmini Performans
Veri Girisi
Karsilastirmasi

Sekil 1. Tez akis semast

1.1. Literatiir Taramasi

Teknolojinin geligsmesiyle birlikte yapay zeka ile ilgili uygulamalar fizyoterapi ve
rehabilitasyon alanlarinda da gelisme gostermesine ragmen literatiir incelendiginde yogun
bakim hastalarinin tedavi siireglerinde yapay zekanimn kullanimiyla ilgili ¢aligmalarin kisith
oldugu goriilmektedir.

Yapay zeka teknolojisi, fizyoterapi ve rehabilitasyon alaninda hastalarin tedavi
siireglerini gelistirerek rehabilitasyon sonuclarini iyilestirmek i¢in kritik bir ara¢ olarak
kullanilabilir. Bu teknoloji, hastalarin bireysel ihtiyaglarini daha iyi anlama ve tedavi
planlarint kisisellestirme konusunda saglik calisanlarina yardimci olabilmektedir. Yapay
zeka, biiyiik veri analizi yaparak tedavi siire¢lerini optimize etmek ve daha etkili sonuglar
iiretmek i¢in kullanilabilmektedir. Ayrica, yapay zeka hastalarin ilerleyisini izleyerek tedavi
plant gilincellemesi yapilabilmesine de katki saglamaktadir. Sonug olarak, yapay zeka,
fizyoterapi ve rehabilitasyon alaninda kullanilarak hastalarin tedavi siireglerini iyilestirebilir

ve ayn1 zamanda daha etkili ve gilivenli tedavilerin yapilmasina olanak saglayabilir.



Son yillarda yapay zekanin gelisimiyle saglik sektdriine bircok yenilik gelmistir. Bu
yenilikler hem saglik ¢alisanlarinin isini kolaylastirmakta hem de hastalar i¢in daha hizli ve
tyilestirilmis tedaviler uygulanmasini saglamaktadir.

(Pinsky & Dubrawski, 2014), hangi hastanin neden ve ne zaman sok gecirdigini
makine 6grenmesi yontemlerinden faydalanarak tahmin etmislerdir. Saglik personellerine
yardimc1 olmak icin dlgiilen fizyolojik degiskenlerin tiiretilmis parametrelerinin analizi,
siddet diizeyini belirlemek i¢in hastalik donemlerinde benzer hastalarin fizyolojik verileri
teshis ve tedavilerinden yararlanilmistir. Bu makine 6grenimi yaklasimlart su anda
kardiyorespiratuar yetmezligin ve dogrudan odakli, hastaya 6zel yontemin daha erken
tanimlanmasini hedeflemektedir.

(Zaman & Li, 2014), tarafindan saglik alanindaki verilerin biiytikliigii dikkate alinarak
insanlarin dogru bilgileri zaman kaybetmeden elde etmeleri amaciyla bir Oneri sistemi
gelistirilmistir. Benzer saglik sorunlarina sahip kullanicilarin benzer saglik iiriinlerini,
hizmetlerini vb. begenme egiliminde olduklarindan “sosyal profil benzerligi” ve “sosyal
davranis benzerligi” seklinde iki faktorlii bir model kurulmustur. Onerilen sistemde yapilan
deneysel caligmalar sonucunda gelistirilen 6neri sisteminin kullanicilarin tercihini yiiksek
oranda tahmin ettigi goriilmiistiir.

(Olczak vd., 2017), tarafindan iskelet radyografileri i¢in derin 6grenme kullanimi
degerlendirilmistir. Danderyd Hastanesi’nde 256.000 bilek, el ve ayak bilegi radyografisi
elde etmigler ve kirik, lateralite, viicut boliimii ve muayene goriiniimii seklinde 4 smif
belirlemislerdir. Daha sonra bu goriintiiler i¢in 5 agik derin 6grenme ag1 kullanarak en dogru
sonucu veren ag degerlendirilmistir. Olusturulan sonu¢ degerleriyle 2 ortopedi cerrahinin
fikirleri karsilagtirilmigtir.

(Jamaludin vd., 2017), tarafindan belirli bir taramada omurlar1 ve diskleri tespit etmek
ve etiketlemek i¢in ve ayn1 zamanda radyolojik derecelendirmeleri belirlemek amaciyla bir
yapay sinir ag1 modeli kurulmustur. Kurulan modelin dogruluk orani ise %95,6 olarak elde
edilmisgtir.

(Meyer vd., 2018), derin 6grenme ile kardiyotorasik cerrahi sonrasi yogun bakim
stiresince ciddi komplikasyonlar1 tahmin etmeye ¢alismiglardir. Derin 68renme igin
tekrarlayan sinir aglar1 kullanilmistir. Kardiyocerrahi sonrasi hasta bakiminda ¢esitli ciddi
komplikasyonlardan olan mortalite, renal replasman tedavi ihtiyaci duyan bobrek yetmezligi

ve ameliyat sonrasi kanama durumlart incelenmistir. Veri seti, Almanya’da bir



kardiyovaskiiler hastaliklar merkezinde 1 Ocak 2000 ile 31 Aralik 2016 tarihleri arasindaki
biiyiik a¢ik kalp ameliyati gegiren yetigkin hastalardan olusmaktadir.

(Tack, 2019), tipta kas iskelet yapist i¢in denetimli ve denetimsiz makine §grenmesi
yontemlerini 6zetleyerek literatiir incelemesi yapmistir. Akilli makineler tarafindan veri
analizi, siniflandirma ve tahmin igeren calismalarin gelistirilmesiyle fizyoterapi ve
rehabilitasyon alanlarina katki saglanacagini savunmustur (Tack, 2019).

(Hyland vd., 2020), makine Ogrenmesi yontemleri kullanilarak yogun bakim
iinitesindeki hastalar i¢in dolasim yetmezIligi tespiti yapilmaya calisilmistir. Farkli tiir
problemleri olan ve 8 saat sonrast i¢in dolagim yetmezligi riski altindaki hastalar i¢in ¢alisan
personelleri uyaran iki erken uyari sistemi olusturulmustur. Erken uyari sistemlerini egitmek
icin YBU’ye rutin olarak kabul edilen 54.000°den fazla veri igeren hastaya ait veritaban
kullanilmistir. Erken uyari sistemlerini olusturmak i¢in veri 6n isleme ve temizleme, boyut
indirgeme ve yorumlama ile denetimli makine 6grenmesi teknikleri kullanilmistir

(Mlodzinski vd., 2020), akciger ve yogun bakim tibbi i¢in makine Ogrenmesi
yontemlerinin uygulanmasinda bir artis gézlemlemistir. Boylece ¢esitli hastaliklarin teshis
ve tedavilerini belirleyerek daha iyi anlayabilme yeteneginin gelismis oldugunu belirtmistir.
Bu calismada, literatiir gozden geg¢irilerek makine 6grenmesi yontemlerinin bu alanlardaki
son geligsmeleri incelenmistir. Hem bu ¢alismanin énemli faydalart hem de bu yontemlerin
klinik amaglar i¢in uygulanmasi ve bazi durumlarda kabul edilmesinde yasanan zorluklar
ele alinmistir.

(Korhonen vd., 2020), durus taramasindan elde edilen dijital verilerin fizyoterapi
hizmetlerini nasil gelistirebilecegini ve fizyoterapinin daha kisisellestirilmis halinin nasil
elde edilebilecegini analiz etmislerdir. Fizyoterapide kullanilmak iizere insan hareketini
dijital olarak kaydedebilen, dlgebilen ve raporlayabilen bir bilgi sistemi olan durus tarama
kayit sistemini (PSRS) tasarlayan bir sirketle ¢alismislardir. Veriler, saglik calisanlari, saglik
hizmetleri kullanicilar1 ve bilgi sistemi saglayicisi gibi farkli paydaslarla yapilan
goriigmelerle toplanmis ve tematik olarak analiz edilmistir.

(Cilhoroz & Isik, 2021), tarafindan yapilan ¢aligmada yapay zeka uygulamalarinin
saglik alaninda olduk¢a faydali sonuclar ortaya c¢ikaracagi goriilmektedir. Bu ¢alismada,
saglik hizmetleri alanindaki yapay zeka konulu makaleler ve uluslararasi uygulama 6rnekleri
incelenmis olup, yapay zeka yontem ve tekniklerinin saglik hizmetleri alaninda olusan

maliyetler ve kuyruklari azalttig1, teshis ve tedavilerde daha kesin ve dogru sonuglar elde



edilmesini sagladigi goriilmiistiir. Sonug¢ olarak, saglik hizmetlerinin finansal olarak
stirdiiriilebilirligi ve kalitesi bakimindan yapay zekanin bu alanda daha fazla yer almasi
gerektigi diigiiniilmektedir.

(Akalin & Demirbas, 2022), sagligin bir alt dali olan rehabilitasyon hizmetlerindeki
teknolojik gelismeler ile yapay zekanin hastalara ve saglik calisanlarina ne gibi faydalari
olabilecegi ele almmistir. Yapilan ¢aligma, rehabilitasyon siirecinde yapay zeka
kullanimimin yo6netimsel acidan zaman, mekan ve maliyet gibi bircok konuda avantaj
sagladigini, ayrica saglik hizmetleri alaninda kalite ve verimliligi artirdigin1 gostermistir.
Yapay zeka uygulamalarinin, hastalara evde de rehabilitasyon imkani sunarak bireylerin
sosyal hayata uyum saglamasina da yardimci oldugu ifade edilmistir. Ayrica rehabilitasyon
siiresince yapay zeka kullaniminin, saglik ¢alisanlar1 ve hastalar agisindan tedavi siiresinin,
yogunlugunun, devamlili§inin ve hizinin daha kolay bir sekilde diizenlenmesi, glivenilir ve
gecerli kullanict algilama donanimlar katkisiyla objektif veri saglanmasi, gercek zamanl
geribildirim, gercek yasam simiilasyonlari ile egitim kolaylig1 ve rehabilitasyon siirecinde
hasta ile fizyoterapistin olasi tiikkenmisliginin azaltilmasi gibi faydalar saglayacag ileri
stiriilmiistiir.

(Rowe vd., 2022), saglik alaninda yapay zeka tabanli sistemlerin tanitilmasinin
fizyoterapi uygulamalar1 ilizerinde 6nemli bir etkiye sahip olacagmi one stirmektedir.
Yapilan klinik uygulamada, video analizi, dogal dil isleme, robotik, kisisellestirilmis saglik
hizmetleri, uzman sistemler gibi yapay zeka tabanli uygulamalar ele alinmig ve bunlarin
fizyoterapistler iizerindeki etkileri degerlendirilmistir.

(Livd., 2023), yiirliylis kinematik verileri i¢eren bir veri seti kullanarak derin 6grenme
algoritmasi ile fizyoterapistler tarafindan yapilan klinik degerlendirmelerin ve egzersiz
Onerileri sonuclarinin, dogru bir sekilde tahmin edilip edilmeyecegi arastirmistir. Bu amagla,
caligmada evrigimli sinir ag1 (CNN) kullanilmistir. Caligma sonucunda CNN derin 6grenme
modelinin, klinik degerlendirme sonuglarin1 ve egzersiz 6nerilerini dogru bir sekilde tahmin
ettigi gozlemlenmistir. Bu ¢aligsma, tedavi planlamasina yardimci olmak ve rehabilitasyonda
karar verme siirecini kisaltmak i¢in biyomekanik verilerin ve yapay zekanin kullanimin

desteklemek i¢in 6n kanit niteligindedir.



1.2. Yogun Bakim Unitesi (YBU)

Yogun bakim, hayati tehlikenin olabilecegi durumlarla miicadele eden ve ¢ogunlukla
yogun bakim {iinitelerinde hastalarin siirekli takip edilip 6zel bakimlarinin yapilarak 6zenli
olarak siirdiiriilen tedavisidir. YBU’lerde tedavi gdérmekte olan hastalar genellikle uzun
vadeli fiziksel ve psikolojik sorunlarla kars1 karsiya kalmaktadirlar. Uzun siire mekanik
ventilasyon, immobilizasyon, ila¢ tedavileri ve tibbi miidahaleler yogun bakimda yatan
hastalarin %25’inde belirgin kas zayifligina yol agmakta ve yogun bakimda uzun siire
hayatta kalanlarin yaklasik %90’ 1nda kas zayifligi gézlemlenmektedir (Vanhorebeek vd.,
2020).

Mekanik ventilasyon, yeterli oksijen alamayan hastalarda, hastanin kendi solunum
fonksiyonlartyla yeterli derecede oksijen alabilmesi saglanincaya kadar cihaz yardimiyla
hastaya oksijen verilmesidir. Giiniimiizde mekanik ventilasyon ameliyathanelerde, yogun
bakim iinitelerinde, acil servisler ve ev gibi ortamlarda kullanilabilmektedir (Yi1lmaz Ak &
Yildiz, 2018). Immobilizasyon ise, bir kemigin kirilmasi ya da yaralanma sonrasinda
iyilesme stirecinin dogru sekilde olmasi amaciyla kirik olan bdlgenin hareketsiz olarak
dinlendirilmesidir.

Bazi durumlarda hastalar YBU’lerde uzun siire kalmak zorunda olabilmektedir.
Dolayisiyla, YBU’lerde uzun siire kalma, hastanin yasam kalitesinin diismesi, islevsellik
kaybinin olusmasi, mobidite ve mortalite artis1 gibi durumlara sebep olmaktadir (Moons vd.,
2006). Yogun bakimdaki problemlerin Oniine gecilebilmesi i¢in solunum problemleri,
fiziksel kondisyon kayiplari, kas kuvvet kaybi ve kas iskelet sistemlerinde olusabilecek
eklem sorunlarinin hizli bir sekilde degerlendirilerek yapilacak miidahalelere karar vermek
icin bir¢ok bransi i¢inde barindiran bir ekip gereklidir (Parker vd., 2013).

Saglik alanindan bircok bransa sahip personellerden olusan bir ekibin bir pargasi
olarak fizyoterapi ve rehabilitasyon uygulamalarmin amaci asagidaki gibi 6zetlenebilir
(Kayambu vd., 2013).

= Akcigerin ¢aligmasina destek olmak,

=  Solunum is yiikiinii azaltmak,

= Hastanin mekanik ventilatérden ayirilmasini kolaylastirmak
= Hastanin yasam kalitesinin iyilestirmesi

* Viicut islevlerini arttirmak

= Hastanede ve yogun bakimda kalma stirecini azaltmak



1.3. Fizik Tedavi ve Rehabilitasyon

Fizik tedavi ve rehabilitasyon, giinliik hayattaki hareket yetersizliklerinin tan1 ve
tedavisinde yararlanilan bilim dalidir. Giinliik hayattaki fiziksel hareketlere, en temelde
ylirlime, ev isleri, ylizme, spor, bisiklete binme gibi 6rnekler verilebilmektedir. Bu fiziksel
hareketlerden herhangi birinin kaybi giinlilk hayati sinirlamaktadir. Fizik tedavi ve
rehabilitasyon, bu fiziksel hareket kayiplarinin tam olarak yerine getirilebilmesini,
getirilemeyecek haldeyse olabilecek en iyi seviyeye ulasilabilmesini amaglamaktadir. Fizik
tedavi ve rehabilitasyon diger tibbi miidahalelerle tedavi edilemeyen ¢ogu hastaliga

uygulanabilecek tedavi yontemleri icermektedir (Agdas, 2021).

1.4. Fizik Tedavi Yontemleri

Fizik tedavi, yaralanma, hastalik veya engellilik nedeniyle hareket ve islev kaybi
yasayan bireylerin iyilesmesine yardimci olmay1 amaglayan bir saglik alanidir. Bu tedavi
yontemi, kas-iskelet, norolojik ve kardiyovaskiiler sistemlerdeki sorunlari ele almaktadir.

Fizik tedavi yontemleri, hastalarin tedavi siirecinde aktif bir rol oynamalarina yardimci
olmaktadir. Bunun yani sira, agrinin yonetimi, kas giiclinlin ve dayanikliliginin artirilmasi
gibi hedefler icin ¢esitli teknikler kullanilir. Bu teknikler, hastalarin genel yasam kalitesini
artirmaya yoneliktir. Fizik tedavi ve rehabilitasyon teknikleri arasinda egzersiz, manuel
terapi, elektroterapi, termoterapi, hidroterapi gibi yontemler bulunur. Fizik tedavi yontemleri
ayni zamanda ameliyat Oncesi ve sonrasi rehabilitasyon siireglerinde de biiyiik bir oneme
sahiptir; hastalarin iyilesme stirecini hizlandirir ve komplikasyon riskini azaltir. Fizik tedavi,
hastalarin bagimsizliklarini yeniden kazanmalarina ve genel yasam kalitelerini artirmalarin

saglamaktadir.

1.4.1. Egzersiz

Egzersiz, hastalarin yasina, sikayetlerine, hareket problemlerine gore fizyoterapistler
tarafindan planlanan, yapilandirilmis ve tekrarlayan fiziksel aktivite yontemidir. Hastanin
semptomlarini azaltmaya, hareket islevini artirmaya, sagliginin iyilestirilmesini saglamaya
ve kotiilesmesini engellemeye c¢alisan bir yontemdir. Hastanin goniilli olarak kaslarinin

kasilmas1 ve viicut hareketi yapmasini gerektiren fiziksel aktivitelerdir (Hagen vd., 2012).



1.4.2. Manuel Terapi

Manuel terapi, hem tan1 koyulmasinda hem de tedavi siireclerinde etkisi olan kas
iskelet sistemindeki mekanik agrilari tedavi etmede kullanilan bir yontemdir. Ozellikle kas
iskelet sisteminde olusan fonksiyonel bozuklugu gidermede ve kas iskelet sistemindeki
sakatlanmalarin tedavi edilmesinde uygulanan bu yontem ayni1 zamanda refleks tedavi olarak
da adlandirilmaktadir. Kaslarda olusan yapisikliklarin daha kisa siirede agilmasini ve
bdylece dokularin hizlica iyilesmesini saglayarak kisinin giinliik yasamindaki kaliteyi
artirmaktadir (Kegeci, 2020).

Manuel terapi, yumusak doku teknikleri ve eklem teknikleri olmak iizere iki sekilde
uygulanmaktadir. Kas gevsetme, germe, masaj ve egzersiz yumusak doku tekniklerine
ornektir. Germe, manipiilasyon, mobilizasyon, kayma ve egzersiz gibi yontemler ise eklem
tekniklerine 6rnek verilebilmektedir. Manipiilasyon, kas iskelet sisteminin agrisiz ve rahat
bir sekilde hareket ettirilebilmesi i¢in bazi kurallara dayali olarak uygulanan tedavi
yontemidir (Kegeci, 2020). Mobilizasyon ise, hareket yetenegini kaybeden viicudun belirli

bir bdlgesine veya eklemine hareket kabiliyetinin geri kazandirilmas: anlamina gelir.

1.4.3. Elektroterapi

Elektroterapi, elektrik akimidan faydalanilarak cesitli uyarilarla yapilan tedavilerin
desteklenmesi amaciyla kullanilan yontemlerdir. Kas kuvveti artist desteklenmesi, agri
kontroliiniin saglanmasi, kan dolagimina destek, 6dem azaltilmasi, dokularin iyilesme
hizinin arttirilmasi gibi faydalart mevcuttur (Karaahmetoglu & Pehlivan, 2024).

Elektroterapi, temel olarak dokulara harici olarak enerji uygulanmasi yoluyla,
uygulanan enerjinin moduna bagl olarak fiziksel aktivitenin aktive edilmesi, uyarilmasi
veya gelistirilmesi ile siirdiiriilmektedir. Bahsedilen bu fiziksel etkilerin saglanabilmesi i¢in
uygulanan bu enerjinin bir dokuda emilmesi gereklidir. Dokularda bu emilim olmazsa
elektroterapinin bir etkisi olugsmamaktadir (Watson, 2002).

Elektroterapi yOntemlerinin birgok hastalikta farkli amagclarla kullanildig:
goriilmektedir. Bu hastaliklara parkinson, inme gibi norolojik hastaliklarin yani sira, kronik
bel agrisi, travmatik yaralanmalar gibi hastaliklar 6rnek verilebilmektedir (Karaahmetoglu

& Pehlivan, 2024).
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1.4.4. Termoterapi

Termoterapi, agrili bolgeye 1s1 uygulamasi yapilarak doku sicakligini artirarak agrinin
azaltilmasi ve hareketliligin artmasini hedefleyen bir yontemdir. Agrili bolgede tedavi i¢in
sicak paketler, yiizeysel 1s1 ve elektromanyetik enerji uygulamasi (diatermi) gibi teknikler
uygulanmaktadir. Termoterapi, etkilenen bolgedeki dolagimi artirmaya yardimei olmaktadir.
Boylece kaslarin gevsemesi saglanarak bolgedeki agr1 ve sertlik de azaltilabilmektedir (Bin
vd., 2022).

Termoterapi, fizyolojik olarak agrinin giderilmesi, kan akisinin ve metabolizmanin
hizlanmasi, bag dokusundaki elastikiyetin artmas1 gibi etkileri olan bir yontemdir. Bunun
yani sira, 1stya duyarli veya riski olan hastalarda 6zellikle duyusal fonksiyonlarin azaldig:
bolgelere termoterapi uygulanirken, bu bdlgelerde cilt koruyucu onlemler alinmalidir
(Malanga vd., 2015). Ayrica, termoterapi kan akigini artirdig i¢in yaralanma durumlarinda
da yaralanan bolgeye protein, besin ve oksijen saglayarak dokularin iyilesmesine yardime1

olmaktadir (Nadler, 2004).

1.4.5. Hidroterapi

Hidroterapi, suyun herhangi bir halinin (su, buhar, buz) dahili veya harici olarak belirli
bir siire boyunca cesitli bolgelerde sicaklik ve basing gibi etkiler olusturarak kullanildigi
yontemdir (Mooventhan & Nivethitha, 2014).

Hidroterapi tedavisinde saunalar, buhar banyolari, sicak ve soguk kompres gibi
uygulamalar yapilmaktadir. Soguk su, yilizeysel kan damarlarin1 daraltarak kanin ig
organlara yoOnelmesini saglamaktadir. Sicak su ise, kan damarlarinin genislemesini
saglamakta ve boylece atiklar viicut dokularindan uzaklastirilmis olmaktadir. Hidroterapi,
uzun bir siiredir hastalarin viicuduna soguk ve sicak iletimi i¢in de kullanilmaktadir (Lin vd.,

2014).

1.5. Yapay Zeka

Yapay zeka, bir makinenin insan zekasi1 ve davraniglarini taklit edebilme yetenegidir
(Yildirrm & Ozdemirci, 2019). Yapay zeka, bilgisayar vb. elektronik ortamlarda karmasik

problemleri ¢ozebilmesini saglayan ve hayati her anlamda kolaylastirmaya devam etmekte
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olan bir yapidadir. Yapay zeka, insan zekasini taklit edebilen deneyimlerden yola ¢ikarak
ogrenme ile istenilen alanda uygulanabilen, insana benzer sekilde diisiinme yetenegi
kazandirilmis, problem tespiti ve ¢ézliimii yapabilme gibi 6zellikleri olan bir yapiya sahiptir
(Cekig, 2022).

Biiyiik verinin hizli gelisimi karmasik ve ¢ok sayida verinin olugmasina neden
olmustur. Bu verilerin hem depolanmasi hem de analizi i¢in yapay zekanin alt dali olarak

Makine 6grenmesi, Derin Ogrenme, Oneri Sistemleri gibi alanlar bir arada kullanilmaktadur.

1.6. Makine Ogrenmesi

Glinlimiiz teknolojisinde mobil uygulamalar, internet, sensorler ve [oT cihazlari, akill
saatler, sosyal medya, ¢esitli veri tabanlar1 gibi bircok ortamdan elde edilen ham veriler
giinden giine artmakta ve bu durum hem veri hacminin artmasina hem de karmasik veri
gruplarinin olugmasina sebep olmaktadir. Cok fazla ¢esidi olan ve hacmi hizla artan bu ham
ve karmasik veri grubu biiyiik veri kavraminin ortaya ¢ikmasina yol agmustir (Sarker, 2021;
Mohammed vd., 2017)

Makine Ogrenmesi, ham veriyi anlamli hale getirmek amaciyla veri analizi ve
algoritma gelistirmeye odaklanan yapay zeka ve bilgisayar bilimlerinin bir alt dalidir. Bu
alan, insanlarin 6grenme sekillerini taklit ederek model dogrulugunu asamali olarak
artirmaktadir.

Makine 6grenmesi, veri bilimi ve veri madenciligi gibi yapay zeka alanlar1 biiylik
hacimli ve karmasik verinin bilgiye doniismesini saglamaktadir. Ham verilerin bilgiye
doniistimii sirasinda verilerin elde edilmesi kadar verideki tutarsizliklarin giderilmesi, eksik
veya hatali verilerin diizenlenmesi, verideki bigim uyumsuzluklariin giderilmesi de biiyiik
onem arz etmektedir. Bu sorunlarin ¢oziilebilmesi icin veri 6n isleme yapilmalidir. Bu
stirecten sonra makine 0grenmesi teknikleri ile gerekli analizler yapilarak ham verinin
istenilen formata getirilerek bilgiye doniistimii saglanmaktadir (Uguz, 2019).

Glinliik hayattaki problemlerin ¢éziimiinde makine 6grenmesi yontemleri dnemli bir
rol oynamaktadir. Sekil 2’de goriildiigii gibi makine O6grenmesi yontemleri denetimli
ogrenme, denetimsiz dgrenme, yari denetimli 6grenme ve takviyeli 6grenme olarak dort

gruba ayrilmaktadir.
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Sekil 2. Makine 6grenmesi yontemleri

1.6.1. Denetimli Ogrenme

Denetimli 6grenme, veri kiimelerinde bulunan elemanlarin etiketlenerek tanimlandigi
makine Ogrenme yontemlerinden biridir. Bu veri kiimeleri ¢esitli makine 6grenmesi
algoritmalar1 kullanilarak verileri dogru bir sekilde siniflandirmak veya sonuglart dogru
tahmin etmek i¢in veri kiimelerinin egitilmesi veya denetlenmesi amaciyla
olusturulmaktadir. Model, etiketli girdi ve ¢ikt1 verilerini kullanarak dogrulugu 6l¢ebilmekte
ve zaman i¢inde 6grenme islemini yapabilmektedir (Mahesh, 2020). Denetimli 6grenme

yapist Sekil 3’te gosterilmistir.
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Sekil 3.  Denetimli 6grenme yapisi

1.6.2. Denetimsiz Ogrenme

Denetimsiz 6grenme, etiketlenmemis veriler iizerinde ¢esitli makine Ogrenmesi
algoritmalar1 kullanilarak verilerin kiimeler seklinde gruplandirilmasidir. Bu algoritmalar
eldeki verilerde inceleme yaparak temel iliskileri ve 6zellikleri 6grenerek benzer 6zelliklere
sahip verileri gruplandirmaktadir (Mahesh, 2020). Denetimsiz 6grenme algoritmalarinin
kiimeleme, boyut indirgeme ve iliski durumlarmin incelenmesi gibi ii¢ temel adimi
mevcuttur.

Kiimeleme, bir veri setindeki yapiyr anlamak i¢in benzer Ozelliklere sahip
degiskenlerin bir araya getirilerek gruplanmasidir. Kiimeleme algoritmalari, uzaklik ve
benzerlik dl¢iitlerine dayanarak verilerin gruplanmasini saglar.

Boyut indirgeme, degisken sayisinin ¢ok fazla oldugu veri setlerinde veri boyutunu
azaltma islemidir. Cok boyutlu verilerde asir1 uyumu Onlemek, model performansini
artirmak, giiriiltiilii verileri diizenlenmek, hesaplama zorlugunu azaltmak gibi durumlar i¢in
kullanilmaktadir.

Iliski durumlarimi incelenmesi ise, degiskenler veya gruplar arasinda iliski olup
olmadiginin incelenmesidir. Burada istenen, aralarinda iliski bulunanlarin gruplanmasi ve

gruplar arasinda da iligki olmamasidir.
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Denetimsiz 6grenmede veri etiketleme olmadigindan dolayr kullanilan makine
ogrenmesi yontemi tarafindan ¢ikarilan yapinin dogrulugunun kontrol edilmesi igin
degerlendirme yapilmamaktadir. Bu yoniiyle denetimsiz makine dgrenmesi, denetimli ve

takviyeli makine 6grenmesi yontemlerinden ayrilmaktadir (Sharma & Kumar, 2017).

1.6.3.  Yar1 Denetimli Ogrenme

Denetimli ve denetimsiz 6grenmenin arasinda bir makine 6grenmesi yontemidir. Yari
denetimli 6grenme, egitim verisi olarak az sayida etiketlenmis veriler ile model olusturur ve
geri kalan verileri test verisi olarak alir. Yar1 denetimli 6grenme, denetimli ve denetimsiz
yontemlerden kaynakli olan dezavantajlar1 6nlemeye ¢aligmaktadir (Reddy vd., 2018).

Denetimli 6grenme, test verilerini siniflandirmak i¢in ¢ok miktarda egitim verisine
ihtiya¢ duymaktadir. Fakat bu sebeple maliyet ve zaman artmaktadir. Denetimsiz 6grenmede
ise verilerin etiketlenmesine ihtiya¢ duyulmaz. Bunun yerine kiimeleme veya maksimum
olabilirlik yaklasimlari ile veri noktalarinin benzerligine bakilarak veriler kiimelenmektedir.
Denetimsiz 6grenmenin dezavantaji bazi durumlarda bilinmeyen verileri dogru sekilde
kiimeleyememesidir. Yar1 denetimli makine dgrenmesi bu sorunlarin tistesinden gelebilmek
icin az sayida egitim verisi ile 6grenebilen ve bilinmeyen test verilerini etiketleyebilen bir

yap1 sunar (Reddy vd., 2018).

1.6.4. Takviyeli Ogrenme

Takviyeli 6grenme, sirali karar verme problemlerini ¢ozerken kullanilabilen bir
makine 6grenmesi yontemidir. Takviyeli 6grenme 6diil ceza sistemiyle ilerlemekte olan bir
yapiya sahiptir. Secilen bir ajan yardimiyla belirlenen bir 6diil semasina gore tekrarlamali
olarak deneme yanilma ile 6grenen bir karar verici olarak modellenmektedir. Asil amag
odiilii maksimize etmektir (Arwa & Folly, 2020). Sekil 4’te takviyeli 6grenme yapisi

gosterilmistir.
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1.7. Cahsmada Kullanilacak Makine (")grenmesi Yontemleri

Bu c¢alisma kapsaminda model tahmini i¢in ¢esitli makine 6grenmesi yontemleri
kullanilacaktir. Bu yontemler analizlerde iki gruba ayrilarak degerlendirilecektir. Bu
yontemlerin ilk grubu zayif Ogrenicilerin performansini  arttiran  giiclendirme
algoritmalarmin farkli versiyonlar1 olan XGBoost, LightGBM ve CatBoost yontemleridir.
Ikinci grup olarak ele aliacak yontemler ise klasik makine grenmesi yontemlerinden Karar
Agaclari, Rastgele Orman, K-En Yakin Komsu Algoritmasi, Destek Vektdér Makineleri,
Naive Bayes ve Lojistik Regresyon yontemleridir. Bu bdliimde kullanilacak olan yontemler
anlatilacak ve daha sonra Bulgular ve Tartisma Boliimii’nde modellerin tahmin sonuglari ele

alinacak ve degerlendirilecektir.

1.7.1. Karar Agaclan

Karar Agaci (KA), en iistteki bir diigiim ile baslayan, sonrasinda dallanmalar ve alt
diigiimler olusan agaca benzer yapiya sahip olmasi nedeniyle karar agaglar1 olarak
adlandirilmaktadir. Bir karar kuralina gore ana diiglimden sonraki kisimlar alt diigimlerle

ifade edilirken dallar bolme kurallarini ifade etmektedir. Olusan aga¢ yapis1 biiyiidiikce her
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alt diglim kendi boliimiinde bir ana diigiim haline gelmektedir (Quinlan, 1986). Bir karar

agacinin algoritma yapist Sekil 5’te ifade edilmektedir.
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Sekil 5. Karar Agaci algoritma yapisi

KA algoritmalari, kiimeleme ve tahmin problemlerinin ¢dziimiinde ¢ok sik tercih
edilen algoritmalardan biridir. KA algoritmalari, veri egitimi sirasinda yukaridan asagiya
dogru devam eden veya genelden 6zele dogru ilerleyen bir yapiya sahiptir (Kale, 2021).
Niteliklerin her biri diigiim ile ifade edilmektedir (Atasever & Ozkan, 2012). Akis semasina
benzer yapida olan KA algoritmalar1 her diiglimiin 6znitelik degeri hesaplanarak elde edilen
degerlerle dallar meydana gelmektedir. Veri boyutu arttikga dallanma islemi
zorlagabilmektedir. Asir1 uyumun Onlenmesinde yaprak diigiimlerinin kaldirilmasin
saglayan budama algoritmalar tercih edilmektedir (Kale, 2021).

KA algoritmalari, diger makine 6grenmesi yontemlerine gore olduk¢a avantajlidir. KA
algoritmalarinin karar kurali adimlan takip edilerek olusturulan agaca benzer yapisi bu
algoritmalarin anlagilmasi ve yorumlanmasini oldukga kolay hale getirmektedir. Bu durum
da algoritmay1 modelin tahminini agiklamakta verilere iliskin tahmin yapmakta faydali hale
getirmektedir. KA algoritmalari, veriyi normallestirmeye veya doniistiirmeye gerek
kalmadan hem kategorik hem de stirekli verilerde ¢aligmaktadir. Bunun yaninda kayip

degerlerde ve giiriiltiilii veride de ¢alisabilmektedirler. Ayrica ¢ok 6zellikli karar kurallari
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olusturarak verideki dogrusal olmayan ve hiyerarsik olan iliskileri bulabilmektedir (Kilig,
2023). Kayip veri, toplanan verilerde eksik degisken degerleri olmasini ifade etmektedir.
Veri setinde kayip degerlerin olmasi bazi durumlarda model performansinin diigmesine
neden olmaktadir. Giiriiltiilii veri ise, makine dgrenmesi algoritmalarinin ¢aligmasina iyi
sekilde etkisi olmayan bazi bilgilerin veri setinde yer almasindan kaynaklanan problemdir.
Giriltili veriler, model performansinin diismesine ve hatalarin meydana gelmesine sebep
olmaktadir. Gliriiltiilii verilerden ve kayip degerlerden kurtulmak icin veri temizleme ve veri
onisleme adimlar1 uygulanmaktadir.

KA algoritmalar1 a¢gdzlii bir yapida oldugundan Oncelikle veri setinin egitiminde
denge onerilmektedir. Ciinkii modelle alakasi olmayan 6zniteliklerden dolay1 karar agaclari
istenilen sonuglart vermeyebilir (Sahin, 2019). KA algoritmalarinin bir bagka dezavantaji
ise, bazi durumlarda aga¢ dallanmasma devam edilemedigi i¢in asir1 karmasik agaclar
iretilebilmesidir.

Topluluk 6grenme yontemleri, daha gelismis sonuglar iiretmek icin birden ¢ok model
olusturan ve daha sonra bunlar1 birlestiren yontemlerdir. Topluluk 6grenme ydntemleri,
genel olarak tek bir siniflandiricinin iirettigi modelden daha iyi ¢oziimler iretirler. Bu
yontemler, birbirinden farkli ¢ok sayida smiflandiricinin yaptigi model tahmin sonuglarimi
oylama yoluna gitmektedir ve bu oylama sonunda en ¢ok oyu alan sinifi, sinif tahmini olarak
almaktadir (Zhou, 2012). Kisaca, topluluk 6grenme yodntemleri model performansini
artirmak icin bazi makine O6grenmesi yontemlerini secerek tek bir tahmin modelinde
birlestiren meta-algoritmalar seklinde ifade edilebilmektedir.

Topluluk 6grenme yontemleri, ger¢ek hayattaki uygulama problemlerini ¢ok yonlii
olarak ele alir ve irdeler. Buna 6rnek olarak, bir hastaligin teshisinde doktorlarin ortak karar
alarak tan1 koymasi, hastalarin birden ¢ok doktorun goriisiinii almasi, bir {iriiniin incelenmesi
esnasinda daha Once satin alan kisilerin yorumlarmin okunmasi gibi birgok 0Ornek
gosterilebilir. Sonug olarak, topluluk 6grenme yontemleri karar verme siireclerinde farkli
diistincelerin degerlendirilmesini ele alarak dogru karar1 verebilmeyi hedeflemektedir
(Yangin, 2019).

Topluluk 6grenmesi yontemleri, saglik uygulamalarinda, saldir1 tespit sistemlerinde,
duygu analizi ve bliylik veri gibi konularda uygulanarak gelisimine devam etmektedir.
Topluluk 6grenme yontemlerinin basarisinin iyi olmasi i¢in model dogrulugu ve ¢esitlilik

gerekmektedir. Bir makine 6grenmesi yontemi modeli, egitim verisine katilan verilerden
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faydalanarak test verileri i¢in iyi bir tahmin yapabiliyorsa dogruluk saglantyor demektir.
Ayrica test verisi i¢in yani makine §grenmesi yontemi tarafindan bilinmeyen 6rnekler igin
hesaplanan hatalar farkli ise makine 6grenmesi modelleri ¢esitli olmaktadir. Ornegin,
torbalama (bagging) egitime katilan verileri alt 6rneklere bolerek cesitlilik elde ederken,
giiclendirme (boosting) ise egitim verilerini yeniden agirliklandirarak g¢esitlilik saglar
(Mienye & Sun, 2022).

Topluluk 6grenmesi yontemleri, torbalama yaklasimi ile varyansi azaltmaktadir. Her
modelin farkli veri alt kiimeleri {izerinde egitilmesi ve model tahminlerinin birlestirilmesi
yoluyla daha kararli ve giivenilir tahminler yapilarak varyans azaltilmis olur. Gii¢clendirme
yaklagimi ile de yanlilik (bias) azaltilmaktadir. Zayif 6grenicilerin bir araya gelmesiyle
olusan giiclii 6greniciler kullanildig1 i¢in Onceki Ogrenicilerde olusan yanlig tahminler
diizeltilmeye calisildigindan bias azalmis olur.

Torbalama (Bagging), Breiman tarafindan 1994 yilinda ortaya atilmigtir. Torbalama,
simiflandirma problemlerinin ¢éziimii sirasinda ydntemlerin dogrulugunun artirilmasini
saglamaktadir. Torbalama, makine 6grenmesi tabanli bir grup (ensemble) algoritmasidir.
Y ontem, varyansi diigiirerek asir1 6grenmenin engellenmesinde faydali olmaktadir (Atasever
& Ozkan, 2012).

Yontemin amaci, egitim verisinden faydalanmak ve egitim verisinin farkl
kombinasyonlarini iireterek birden ¢ok egitim verisi olusturmaktir. Bu sekilde bazi egitim
verisinde bazi egitim verileri yer almazken bazilar1 birden ¢ok kez yer alabilmektedir. Karar
agaclarinin her biri birbirinden farkli 6rneklere sahip bu egitim verileri ile egitilmekte ve
sonu¢ cogunluga gore belirlenmektedir (Atasever & Ozkan, 2012). Sekil 6’da torbalama

algoritmasinin adimlar1 gosterilmistir.
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Sekil 6. Torbalama algoritma yapisi

Giiglendirme (Boosting), birden ¢ok zayif 6greniciyi birlestirerek gii¢lii bir 6grenici
ile model olusturabilen denetimli makine dgrenme algoritmasidir. Ogrenme asamasinda
birden c¢ok Ogrenen olusturmak i¢in egitim setindeki Ornekler yeniden
agirliklandirilmaktadir (Taser, 2021).

Gliglendirme, kurallar1 birlestirerek bir tahmin kurali iiretmeye calisir. Yontem,
rettigi zayif 6grenicileri kullanarak sinif tahmini yapar. Buna ek olarak, siniflar1 yapilan
agirliklandirmadaki ¢ogunluga gore birlestirmektedir. YOntem, orijinal egitim verisi
izerinde olusturdugu bir dagilim veya agirlik kiimesi yardimiyla zayif 6greniciler tarafindan
yanlis smiflandirilan 6rneklerin agirligini artirarak dogru siniflandirilmis 6rneklerin
agirhigini azaltmaya calisir. Boylece, algoritma dnceki 6grenicilerin bu 6rnekleri ne kadar
dogru tahmin edebildikleri incelenerek agirliklar1 degistirilmis egitim verilerinin yeniden
agirliklandirilmasini takip eder (Coskun vd., 2020). Bu sekilde, dnceki iterasyonlarda yanlig

siniflandirilan 6rneklere oncelik verilerek ele alinmasiyla, model hatalar1 degerlendirilerek
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ve bu adimlar tekrar edilerek tahmin performansi iyilestirilir. Sekil 7°de giiclendirme

algoritmasinin adimlar1 gosterilmistir.
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Sekil 7. Gli¢lendirme algoritma adimlar1

KA algoritmalarinda problem ¢6ziimii i¢in karar agaglarinin olusturulmas: agamasinda
dikkat edilmesi gereken en Onemli kriterlerden biri dallanmanin hangi degisken ile
baslayacagidir. Ciinkii olusturulabilecek tiim aga¢ yapilari olusturulduktan sonra bunlarin
icinden en uygun olanini se¢gmek ¢ok miimkiin olmayan bir durumdur. KA algoritmalari,

problemin ¢oziimiine baslamak i¢in kok diiglimden baslayarak dallanmanin hangi kriterlere
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gore yapilacagini belirlemelidir. Dolayisiyla, KA algoritmalariin ¢ogunda en basta yapilan
hesaplamalarla agaclarin olusturulmasi en dogru yaklagim olmaktadir. Bu durum, entropiye
dayali kriterler ve safsizlik fonksiyonuna dayali kriterler olarak iki asamada incelenmektedir
(Sevimli Saitoglu, 2015).

Entropiye dayali kriterlerin hesaplanmas1 kendi icerisinde kazang olgiitii ve kazang
orani olarak iki kriter kullanilarak yapilmaktadir. Safsizlik fonksiyonuna dayali kriterler ise
siniflandirma problemleri i¢in Gini Kriteri ve Twoing Bolme Kriteri olarak iki ¢esittir.

Entropi, belirli olaylarin olup olmama olasiliklartyla ilgili olan ve belirsizligin
oOl¢iilmesi i¢in kullanilan bir 6l¢iittiir. Entropi ile bilgi arasinda ters orantili bir iligki vardir.
Yani, entropi arttikga veriyi daha iyi tamimlamak i¢in daha fazla bilgiye ihtiyag
duyulmaktadir. Entropi 0-1 arasinda deger alir. Entropi degeri 1’e yaklastik¢a belirsizlik
artmaktadir (Akman, 2010).

Entropi, veri setindeki tiim veriler tek bir sinifa ait oldugunda 0 degerini almaktadir.
Hesaplanan biitiin olasiliklar esit ¢ikarsa entropi en yiiksek degeri almis demektir (Demirel,

2019).

HX) = —Zpi *log, (pi) (1)
i=1

Formiildeki H(X), hedef degiskenin entropi degerini ifade ederken, p; ise diigiimde i.
smifta bulunma olasilig1 olarak hesaplanmaktadir (Demirel, 2019).

Bilgi kazanci, ID3, C4.5, CART algoritmalarinda Ogrenme veri setindeki
degiskenlerin veriyi ne kadar aciklayabildigi dikkate alinarak 6l¢iim degeri olarak bu deger
alinir. Bilgi kazanci en yliksek olan degisken dallanmanin en iyi olacagi degisken olarak
secilir ve boliinme o degiskenden baglar (Akman, 2010).

Bilgi kazanci hesaplanirken, ilk olarak tiim veri setinin dallanma olmadan &nceki
halinin entropisi hesaplanir, daha sonra her alt dallanmanin entropisi ayr1 ayr1 hesaplanir.
Son olarak bu iki deger arasindaki farkin en yiiksek oldugu degisken en iyi dallara ayirma

kriteri olarak segilir (Akman, 2010).
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Gini katsayisi, her degiskenin degerlerinin olasilik dagilimlar1 arasindaki farki 6lgen
bir kriterdir. Yani, dallanma sirasinda diiglimdeki karisiklig1 en iyi seviyede azaltacak
boliinmenin hesaplanmasina yardimci olan degerdir (Yangin, 2019).

KA algoritmalar1 arasinda CHAID, CART, ID3, C4.5 vb. algoritmalar bulunmaktadir.
Her bir yontem farkli veri tiirleri ve problem ¢oziimlerinde optimize edilmis tekniklerle
performansi yiiksek modeller olusturulmasini saglar.

CHAID (Ki-kare otomatik etkilesim belirleme) algoritmasi, 1980 yilinda Kass
tarafindan Onerilmistir (Kass, 1980). CHAID algoritmasinda optimal dallanmalarin
belirlenmesinde entropi degeri yerine ki-kare testi kullanilmaktadir. ID3, C4.5 ve CART
algoritmalar1 ile agacta ikili dallanma yapist olusturulurken CHAID algoritmasinda agagta
birden ¢ok dallanma olusturulabilmektedir (Elasan, 2019).

CHAID algoritmasinda, bagimli degisken kategoriktir. Bagimsiz degisken siirekli
olursa bu degiskeni de sirali degiskene doniistiirmek gerekir. Optimum dallanmanin
saglanmasi i¢in bagimsiz degiskenlerin her biri i¢in ¢apraz olasilik tablolar1 olusturulur.
Daha sonra, Ki-kare istatistikleri ve Bonferroni diizeltmesi yapilir. Elde edilen sonuglar
dikkate alinarak bagimsiz degiskenin kategorilerine gore veriler daha alt gruplara ayrilmig
olur (Elasan, 2019).

CART (Clasification And Regression Tree), 1984 yilinda Leo Briman ve arkadaslari
tarafindan gelistirilmistir. CART, bagimli degiskenin tiirline gore regresyon veya
simiflandirma agaci iiretebilmektedir. Her bir diiglimde en biiyiik bilgi kazancin saglayan
degisken ve esik degerini kullanarak ikili karar agaclar1 olusturulmaktadir. Agag yapist kok
diigiimden baslayip sadece iki diiglime ayrilmaktadir (Breiman vd., 2017).

Veri sayisinin az oldugu durumlarda agacin biiylimesi durur. Egitim verisinde model
tahmin performansina etkisi en az olan dal budanarak optimum tahmin
olusturulabilmektedir. Agacin performansi test verilerine ve capraz tablo degerlerine
bakilarak 6l¢iilebilmektedir (Sahin, 2019). Algoritma siniflandirma i¢in karar noktalarini
belirlerken Gini katsayisini kullanmaktadir (Aziza vd., 2019).

ID3, J.Ross Quinlan tarafindan 1979°da ortaya atilan makine Ogrenmesi
algoritmasidir. Karar Agaci’nin geriye dogru izleme olmadan yukaridan asagiya dogru
olusturulmasini saglamaktadir. Siniflandirma sirasinda kok diigiimiin se¢imi i¢in entropi ve

bilgi kazanci degerlerini kullanmaktadir (Gulati vd., 2016).
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Tiim degiskenler ayn1 sinifa sahipse veya bilgi kazanci 0’dan kiiciikse agag biiyiimesi
sonlanmaktadir. ID3, sayisal degiskenler veya eksik verilerde basarisiz olabilmektedir
(Alsagheer vd., 2017).

C4.5 algoritmasi, ID3 algoritmasint tasarlayan Quinlan tarafindan 1993 yilinda
olusturulmustur. ID3 algoritmasindan fark:i siirekli degiskenleri kategorik degiskenlere
doniistiirerek ¢alisabilmesidir. ID3 algoritmasindan farkli olarak budama islemleri
yapilmaktadir. ID3’teki asir1 6grenme problemini ¢dzebilmek icin C4.5 algoritmasinda
entropi degerinin yaninda Gini kazang orani da hesaplanmaktadir (Quinlan, 1993).

C4.5, hem kategorik hem de siirekli degiskenlerle calisabilmekte ve eksik veri
oldugunda bu verileri isleyebilmektedir. Diger algoritmalardan en biiyiik farki veride
normalizasyon yapilmasidir. Algoritmada her 6zniteligin normalize edilmis bilgi kazanci
dikkate alinarak en iyi bilgi kazancini veren 6znitelikler karar agacina eklenir. Bu adimlar
karar agacindaki biitiin ilerlemeler i¢in tekrarlanir. Algoritmada 6n budama ya da son

budama gibi iglemler yapilabilmektedir (Elasan, 2019).

1.7.2. Gradyan Artirma (Gradient Boosting)

Gradyan Artirma algoritmasi, Friedman tarafindan 2001 yilinda ortaya atilan karar
agaci tabanli bir algoritmadir (Friedman, 2001). Karar Agaclari, kdk noktasiyla baslayan
verilerin yorumlanmasiyla asagi dogru dallanmalar yapan ve yapraklar olusturan bir yapiya
sahiptir. Karar Agaclari, smiflandirma ve regresyon tahminlerinde yaygin olarak
kullanilmaktadir. Karar Agaclari, diger bircok yontemle kiyaslandiginda anlagilmasi ve
yorumlanmasi kolay oldugundan kullanimi zaman igerisinde artis gdstermistir (Kelle &

Yiice, 2022).
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Sekil 8.  Gradyan artirma yapisi (Deng vd., 2021)

Sekil 8’de Gradyan Artirma algoritmasinin yapisi ifade edilmektedir. Gradyan Artirma
algoritmasinda ilk olarak olusturulan karar agaciyla bir tahmin degeri elde edilmektedir. Her
yeni iterasyonda elde edilen tahmin degeri ile hedef arasindaki fark hesaplanarak yeni bir
agac olusturulmaktadir. Olusturulan her yeni karar agaci ile bir dnceki agagta hesaplanan
hatalar en aza indirilmeye c¢alisilmaktadir. Amag¢ tahmin ile hedef arasindaki fark:
sifirlamaktir (Kelle & Yiice, 2022).

Gradyan Artirma algoritmasinin avantajlar1 arasinda model dogrulugunda ytiksek
basari elde edilmesi, esnek bir algoritma yapisina sahip olmasi, hatalar1 azaltma yetenegi ve
giirtiltiilii veriye dayaniklilik bulunmaktadir. Bununla birlikte, veri setinde yeterli diizeyde
diizenleme yapilmadiginda asir1 6grenme riski tasir. Ayrica, algoritmanin yogun hesaplama

gerektirmesi nedeniyle biiylik veri setleri i¢in kullanimi zorlasabilmektedir.
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1.7.3.  XGBoost Algoritmasi

XGBoost Algoritmasi, Chen ve Guestrin tarafindan 2016 yilinda gelistirilen karar
agaci tabanli denetimli bir makine 6grenmesi algoritmasidir. Karar Agaglari, agaca benzeyen
yapisiyla kurallara dayali olarak bir ¢ikti degiskenini tahmin etmeye ¢calismaktadir. Bir girdi
degiskeni ile baslayan bir dizi adimdan ve diigiim noktalarindan olusmaktadir. Son diigiim
cikt1 degiskeninin degerini vermektedir (Chen & Guestrin, 2016).

XGBoost, veri bilimi g¢alismalarinda kendi kendine 6grenen modellerin yiiksek
performans elde ettigi basarili sonuglar veren bir makine 6grenmesi algoritmasidir.
XGBoost, aga¢ yapisini artirirken adim adim 6grenen bir yapiya sahiptir. Bu sayede hata
oranini minimum diizeye indirilebilmektedir. Tahmin yapilirken olusturulan her bir agag
onceki tahminlerdeki hatalar1 azaltmay1 hedefler.

XGBoost, Friedman’in gradyan artirma algoritmasi temelli yeni nesil bir yontemdir.
Model karmagikliginin azaltilmasi ve asir1 Ogrenmenin Onlenebilmesi i¢in amag
fonksiyonuna normalizasyon islemleri yapilarak Ogrenme siireci daha hizli hale
getirilmektedir (Tokmak, 2023). Giinliik hayatta, enerji, finans, saglik gibi daha birgok
alanda kullanilabilmekte olan XGBoost algoritmas1 diger algoritmalara gore daha yiiksek
tahmin giicline ve hiza sahiptir (Yangin, 2019). XGBoost algoritmasinin yapis1 Sekil 9’daki
gibidir.
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Sekil 9.  XGboost algoritma yapisi (Ma vd., 2021)

XGBoost, ¢ok sayidaki zayif siniflandiriciyr bir araya getirerek giiclii siniflandirict

olusturabilen giiclendirme algoritmalarindan biridir. Ogrenme yeteneginin ¢ok iyi olmasi ve

egitimin hizli olmas1 sebebiyle biiyiik ilgi gormekte olan algoritma hem siniflandirma hem

de regresyon problemlerinin ¢6ziimii i¢in kullanilabilmektedir (Wang vd., 2020).

XGBoost algoritmasinin avantajlart asagidaki gibidir.

1.

A I

Algoritmanin baskin bir faktorii asir1 uyumdan kurtulmak igin diizenleme
yapabilme

Kayip degerlerle calisabilme

Performansin degerlendirilmesinde amag fonksiyonuna esneklik katma
Kaydetme ve yeniden yiikleme yapilabilmesi ile zamandan tasarruf

Model secimi ve performanslarin degerlendirilebilmesi i¢in ¢apraz tablo

olusturabilme (Oflazoglu, 2022; Vishwakarma vd., 2023).

XGBoost algoritmasinin dezavantajlart asagidaki gibidir (Simsek, 2024).

1.
2.
3.

Cok boyutlu veri setlerinde asir1 uyuma yatkin olma
Cok sayida agac olusturuldugu i¢in asir1 6grenme riski

Eksik verilerle calisamama



1.7.4.

CatBoost Algoritmasi
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Gradyan Artirma (Gradient Boosting) algoritmasi heterojen degiskenler, giiriiltiili

veriler ve karmagik bagimliliklar iceren problemleri ¢ozebilen gii¢lii bir makine §grenmesi

teknigidir. CatBoost, gradyan artirma tabanli bir makine 6grenmesi algoritmasidir.

CatBoost algoritmasi, 2017 yilinda bir arama motoru olan Yandex arastirmacilari ve

miihendisleri tarafindan ortaya atilmistir. Algoritmanin adi “category” ve “boosting”

kelimelerinden tiiremistir (Yang vd., 2023). CatBoost algoritmasinin adimlar1 Sekil 10°da

ifade edilmistir.
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Sekil 10. CatBoost algoritma yapisi (Yang vd., 2023).
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Giliniimiizde bir¢cok yontemle elde edilen veri setleri, genellikle heterojen yapida
olmaktadir. Yani, veri setlerindeki nicel ve kategorik degiskenler bir arada bulunmaktadir.
Nicel degiskenler sayisal degerlerle ifade edilebilen ve iizerinde sayisal islemler yapilabilen
degiskenlerdir. Kategorik degiskenler ise, kisaca iizerinde sayisal islemler yapilamayan
degiskenleri ifade eder. Ornegin; boy, yas gibi degiskenler nicel degiskenlere Srnek
verilebilmektedir. Cinsiyet, tedavi yontemleri gibi degiskenler ise kategorik degiskenlere
ornektir.

KA algoritmalari, genel olarak sayisal verilerle ¢aligabildiginden veri setlerindeki
kategorik degiskenlerin sayisal degerlere doniistiiriilmesi gerekir. Veri setlerindeki kategorik
degiskenler veri 6n isleme adimlar1 kullanilarak sayisal degerlere doniistiiriilmektedir. Bu
durumun aksine, CatBoost algoritmasi kategorik degiskenleri isleyebilir kategorik verilerin
islenmesi ise genellikle 6n isleme asamasinda tamamlanmaktadir (Jabeur vd., 2021).
CatBoost algoritmasi, kategorik degiskenler icin en az bilgi kaybiyla iyi tahminler
olusturabilmektedir. CatBoost algoritmasi, kategorik degiskenleri kodlamak icin sirali
artirma denilen bir yontem uygular (Zhang vd., 2020).

LightGBM ve XGBoost algoritmalarina gore parametreleri ayarlamadan da daha iyi
model tahmini yapilabilmektedir (Hua vd., 2024).

CatBoost algoritmasinin avantajlar1 asagidaki gibidir.

1. Kategorik degiskenlerle iyi bir sekilde ¢alisabilme

2. Tim kategorik degiskenleri ve kombinasyonlarint veri setindeki diger
kategorik degiskenlerle birlestirme

3. Modelin hizli egitimi ve yiiksek model tahmini yapabilme

4. Az veri olan durumlarda da calisabilme

5. Agac vyapisim1 segerken yaprak degerlerinin tahmini ic¢in rastgele

permiitasyonlar ile agirt uyumun 6nlenmesi (Jabeur, 2021; Zhang vd., 2020)

1.7.5. LightGBM Algoritmasi

LightGBM algoritmasi, Ke ve arkadaglar1 tarafindan 2017 yilinda Onerilen ve
simiflandirma, regresyon ve siralama gibi ¢esitli problemlerin ¢déziimlerinde kullanilan
gradyan artirma tabanli bir makine 6grenmesi algoritmasidir. LightGBM, hizlidir ve yiiksek

basar1 orani saglayabilen bir algoritmadir. LightGBM, hesaplama verimliligini arttirmaya
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caligmaktadir ve bu sayede biiyiik veri ile tahmin problemlerinin daha etkin bir sekilde
coziilebilmesini saglar (Ke vd., 2017)

LightGBM, modeli en iyi sekilde tahmin edebilmek i¢in tek bir karar agacinin tahmini
yerine birden ¢ok karar agaci tahminini birlestirerek model tahminini en iyiye ulastirmaya
caligmaktadir. Bu sekilde, LightGBM algoritmasi, ¢oklu karar agact modellerini birbirlerine
ekleyerek egitir ve her yeni aga¢ kendinden bir 6nceki modelin hatalarini tahmin etmeye
caligir (Chen vd., 2019).

LightGBM algoritmasi, veri setinin egitim hizin1 artirmak ve bellek kullanimini
azaltmak i¢in histograma dayali bir karar agaci algoritmasi ve maksimum derinlik sinir1 olan
agac¢ yapraklarina odakli (leaf-wise) biiylime stratejisi kullanmaktadir (Liang vd., 2020).

Sekil 11°de histograma dayal1 bir karar agacinin nasil bir yapida oldugu gosterilmistir.

Degiskenler
Degiskenler

o

g:

g: 1

g Degiskenler

...... |:|:|}-" W m&

T Y Histogram ,
Veri Veri olusturma agaci
Siitunlar
. Veri |:| 1kili veri Histogram(Q) = Histogram(@) - Histogram(O)

Sekil 11. Histogram tabanl karar agaci yapisi (Liang vd., 2020)
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(a) Seviye tabanl1 bitylime
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(b) Yaprak tabanl1 biiyiime

Sekil 12. Agag biiylime adimlar1 (Chen vd., 2019)

LightGBM Algoritmasi’nda, Sekil 12°de (a) ve (b) olarak gosterildigi gibi her bir karar
agacinin egitim siirecinde ve veriler ayrilirken aga¢ seviyesine odakli(level-wise) ve agag
yapraklarina odakli(leaf-wise) olmak {izere iki strateji kullanilabilmektedir. Seviye odakli
stratejide agacin biiylimesi siiresince aga¢ dengesi korunmaya calisilirken, yaprak odakli
stratejide ise boliinme kaybin en ¢ok azaltildig1 yapraktan devam etmektedir (Kesici, 2019).
LightGBM algoritmasi bu yoniiyle, diger boosting algoritmalarindan farklidir.

Seviye bazl strateji ile olusturulan agaglarin herhangi biri yaprak bazl strateji ile
olusturulabiliyorken bu durumun tam tersi gegerli degildir. Bu nedenle, biiyiik veri setlerinde
yaprak bazli stratejileri kullanmak daha iyi bir yoldur. Bunun yan sira, yaprak bazli strateji
ile seviye bazli stratejide, ayn1 sayida yaprak kullanimi s6z konusu ise yaprak bazli strateji
kullanilarak olusturulan karar agacinin derinligi seviye bazli strateji kullanilarak olusturulan
karar agacina gore daha fazla olmaktadir (Alshari vd., 2021; Dong vd., 2022; Wang vd.,
2018).
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Gradyan artirma tabanli diger algoritmalarda ¢ok boyutlu veri setlerinde genellikle
optimum bdlme noktasinin sec¢imi i¢in ilgili degiskene ait tiim degerlerin taranmasi gerekir
bu da zaman kaybina sebep olmaktadir. LightGBM, bu gibi durumlarda zaman kaybinin
onlenmesi i¢in diger algoritmalardan farkli iki yontem kullanmaktadir. Bu yontemler
Gradyan Tabanli Tek Yonlii Ornekleme ve Ozel Degisken Paketleme yontemleridir (Luo &
Chen, 2020).

Gradyan artirma algoritmasinda her bir degisken icin hesaplanan ayri1 bir agirlik
yoktur. LightGBM algoritmasinda ise farkli gradyanlara sahip Ornekler bilgi kazancim
etkilemektedir. Dolayisiyla, daha yiiksek gradyanlara sahip 6rnekler yani daha az egitilen
ornekler bilgi kazanci hesab1 iizerinde daha fazla etkiye sahiptir (Drin, 2024).

Gradyan Tabanli Tek Yonlii Ornekleme (GTTYO), model tahmin degerini korumaya
calisarak degisken sayisii azaltmaya calismaktadir. GTTYO’de veri setindeki diisiik
gradyanli Ornekler ¢ikarilarak geriye kalan Ornekler {izerinden bilgi kazanci
hesaplanmaktadir. Gradyan Artirma algoritmasi, verilerin agirliklarini hesaplamay1
gerektirmese de bilgi kazanci hesaplanirken her veri 6rnegi farkli gradyana sahip olmalidir
(Hajihosseinlou vd., 2023). Gradyan Artirma algoritmasi, bilgi kazancini hesaplamak i¢in
veri setindeki tiim &rnekleri degerlendirirken, GTTYO ise 6nemli verileri kullanarak sadece
hedeflenen degiskenlere ait drnekleri kullanmaktadir.

Ozel Degisken Paketleme (ODP), model tahmininin degerini diisirmeden veri
setindeki degisken sayisini azaltmay1 yani boyut indirgemeyi hedeflemektedir. ODP, veri
setinde farkli zamanlarda O degerini alan degiskenleri birlestirir. Daha sonra orijinal
degiskenlere bir ofset degeri ekleyip bunlar birlestirerek degiskenlerdeki bilgileri tek bir
degiskende tutabilmektedir (Hancock & Khoshgoftaar, 2021).

Sonug olarak, GTTYO bilgi kazanimin1 hesaplamak icin veri setindeki dnemsiz
verileri gdz ard1 ederek veri boyutunu azaltirken, ODP boyut indirgemek icin degiskenleri

bir araya getirmektedir.

1.7.6. Rastgele Orman Algoritmasi (Random Forest)

Rastgele Orman Algoritmasi, 2001 yilinda Breiman tarafindan sadece bir karar agaci
iretmekten ziyade farkli egitim kiimeleri kullanarak egitilen ¢ok sayida ¢ok degiskenli

agacin birlesmesi adimlarini takip eden torbalama yontemi ile gelistirilmis ve Rastgele
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Orman algoritmasi Onerilmistir. Rastgele Orman algoritmasi, aga¢ dallanmasi sirasinda her
bir diigiimdeki rastgele secilen degiskenleri kullanarak agaclari olusturmaktadir. Bu
asamada, torbalama yonteminde oldugu gibi tiim degiskenler kullanilmaz (Breiman, 2001).

Rastgele Orman Algoritmasi, model egitimi ve test edilmesi siiresince ¢ok sayida karar
agaci olusturarak olusan siniflarin modu olan sinift ¢iktt olarak alan bir siniflandirma
algoritmas1 yontemidir. Rastgele Orman Algoritmasin’da agag derinligi arttik¢a karmagiklik
artar ama sonug olarak model daha uygun olur (Topcu, 2023).

Bir girdi vektorii kullanilarak yeni degiskenlerin siiflandirilabilmesi i¢in bu vektor,
olusturulan agac¢ yapilarinin her birinde denenir. Her agag belli bir etikete karar verir. Son
siif etiketi tiim aga¢ yapilarinda en ¢ok segilen sinifa ait olur (Topcu, 2023). Rastgele
Orman, ¢ok sayidaki verilerin model tahminlerini en iyi sekilde yapabilmektedir. Bu sebeple
algoritma kullanilmadan 6nce degisken se¢cme veya boyut indirgemeye gerek kalmadan
analiz siireci baglatilabilmektedir. Ayrica veri seti icin de 6n isleme adimlarina ihtiyag

duyulmamaktadir.

Veri Seti
Karar agac1 1 Karar agac1 2 Karar agac1 3
v v v
Sonug 1 Sonug 2 Sonug 3
v
Cogunluk oyu / Ortalama
\4
Kabul Edilen Sonug

Sekil 13. Rastgele orman algoritma yapist
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Sekil 13°te goriildiigii gibi veri setinden faydalanilarak ¢ok sayida karar agaci
olusmaktadir. Olusan karar agaclariin sonuglari karsilastirilarak oylama yapilir. Daha sonra
ise cogunluk oyu alan karar agaci sonucu vermektedir.

Rastgele Orman, siniflandirma ve regresyon problemlerinin ¢6ziimii i¢in kullanilan
klasik karar agaci algoritmalarindan farkli olarak istenen sayida agac iiretilebilmesi ve bu
agaclarin her bir diiglimdeki tahmin degerleriyle olusturulabilmesi miimkiindiir (Breiman,
2001).

Rastgele Orman Algoritmasi’nin avantajlar1 agagidaki gibidir (Breiman, 2001).

1. Biiyiik veri ile ¢calisabilme

2. Veri setindeki kayip verilerle ¢alisarak model dogrulugunu koruma
3. Hizli ¢alisan algoritma yapisina sahip olma
4

. Asirt uyum probleminin olmamasi

1.7.7. K-En Yakin Komsu Algoritmasi (K-Nearest Neighbors)

K-en yakin komsu (KNN) algoritmasi, popiiler bir denetimli makine &grenmesi
yontemidir. KNN algoritmas1 veri setindeki degiskenlere birer etiket degeri atar ve belirli
sayida kiimeler olusturur. Daha sonra veri setindeki etiketsiz olan verileri benzerlik
durumlarina gore bu etiketli olan kiimelere yerlestirir (Zhang, 2016). KNN algoritmasi,
biitiin degiskenler bir kiimeye yerlestirildiginde son bulur. Yani, siniflandirilmamis yeni
eklenen bir veri noktasinin daha 6nce siniflandirilmis olan veri kiimelerindeki noktalara olan
uzakliklar1 hesaplanarak yeni gelen veri en yakin komsuya eklenir (Fang vd., 2023).

KNN algoritmasinin performansi genellikle diger yontemlerden daha iyidir ve bazi
durumlarda modelin tahmini i¢in hesaplanan deger yani dogruluk orani giiniimiizdeki
teknolojik siiflandiricilardan daha yiiksek ¢ikmaktadir. Oriintii tanima, yiiz tanima, optik
karakter tanima, nesne tanima, spam filtreleme, tibbi tani, el yazisi tanima, alig-veris
sitelerinde {irlin Onerisi yapma vb. alanlarda kullanilmaktadir (Hassanat vd., 2014; Meral,

2019). KNN algoritma yapist Sekil 14’teki gibidir.
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Sekil 14. KNN algoritma yapist

KNN algoritmasinin dogru ve en iyi sekilde ¢aligmasi i¢in iki dnemli adim vardir. Bu
adimlardan ilki komsu sayisinin (k) dogru olarak belirlenmesidir. Digeri ise, yeni gelen
degiskenlerin egitilmis olan verilerden olusan komsu siniflara olan uzakliginin
(benzerliginin) hesaplanmasidir. Bu uzakligin hesaplanabilmesi i¢in bazi uzaklik formiilleri
kullanilmaktadir (Acet, 2022).

Oklid Uzaklig1, iki nokta arasindaki uzakligin dl¢iisiidiir. Veri noktalar1 X-Y koordinat
diizlemine yerlestirilerek X’lerin ve Y’lerin farklarinin karesi alinarak toplanir ve en son
bulunan degerin karekokii hesaplanir (Mulak & Talhar, 2013). Sekil 15’te verilen A ve B

noktalar1 i¢in 6klid uzaklig1 formiilii agagidaki gibi uygulanarak sonug¢ hesaplanmaktadir.

d(A,B) = \/(x1 —x2)% + (y1 — ¥2)? 2)

- A

y - ekseni

@5

X - ekseni

Sekil 15. Oklid uzaklig
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Formiil 2°deki d iki nokta arasi uzaklik olarak ifade edilmektedir. A ve B, ise X-Y
koordinat diizlemindeki bu iki noktay1 temsil eder. A ve B noktalar1 sirasiyla (x;,y;) ve
(x2,y,) koordinatlarina sahiptir. Cok degiskenli veri setlerinde A ve B noktalar
(%1, X2, ooy X3 V1, Y2, V3, - - V) s€klinde ifade edilebilmektedir.

Manhattan (City-Block) Uzakligi, veri noktalariin koordinatlarinin farklar: alinarak

bu degerlerin mutlak degerce toplanmasiyla elde edilmektedir.

d(4,B) = ) Ix; =i G)
i=1

Formiil 3’teki d Manhattan (City-Block) Uzakligi’ni, n ise boyut sayisimi ifade
etmektedir. Manhattan (City-Block) Uzakligi, Sekil 15’te 6rnek olarak verilen A ve B

noktalarma gore |x; — y;| + |x; — ¥, | seklinde hesaplanmaktadir.

Chebyshev Uzaklig1, iki nokta arasindaki maksimum uzaklig1 ifade eder.

d(A,B) = max|x; — y;| 4)

Formiil 4’deki d Manhattan (City-Block) Uzakligi’ni, n ise boyut sayisini ifade
etmektedir. Manhattan (City-Block) Uzakligi, Sekil 15°te 6rnek olarak verilen A ve B
noktalarina gore [x; — y4|, |x, — y,| seklinde hesaplanir ve bu degerlerden hangisi en
biiytikse o segilir.

Minkowski Uzaklig1, degeri hesaplanirken x; ve y;’lerin mutlak degerce farki alinarak,
bu farklarin p. kuvvetleri toplanir. Son olarak p. dereceden kok alma islemi

uygulanmaktadir.

a@aB) =" (lei - yi|v> )

i=1
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Formiil 5’te p pozitif deger alir. p degerinin bazi durumlarina gére bu uzaklik olciitii
diger 6lgiitlerin degerini verebilmektedir. Ornegin;
= p = 1ise Manhattan (City Block) Uzaklig1,
» p = 2ise Oklid Uzaklig,
= p = oo ise formiildeki mutlak degerce olan ifadenin en biiyiik degeri alinarak

Chebyshev Uzaklig1 hesaplanabilir(Alfeilat vd., 2017).

KNN algoritmasinin avantajlari asagidaki gibidir.
1. Kolay anlasilabilen ve uygulamasi kolay bir yapida olmas1
2. Veri egitiminin hizli olmasi
3. Girtltili verilerle ¢alisabilmesi
4. Kategorik verilerin sayisi fazla oldugunda da iyi performans sergileyebilmesi

(Gayathri & Marimuthu, 2013; Jadhav & Channe, 2013).

KNN algoritmasinin dezavantajlari asagidaki gibidir (Alfeilat vd., 2017).
1. Her test verisi ile egitim verileri arasindaki mesafenin hesaplanmasi gerektigi
icin hesaplama stiresi artar.
2. Algoritma egitim verilerinin hepsini hafizasinda tutar bu nedenle yliksek

hafizaya ihtiyag¢ vardir.

1.7.8. Destek Vektor Makineleri (SVM - Support Vector Machine)

SVM algoritmasi siniflandirma ve regresyon analizlerinde kullanilabilen denetimli bir
makine dgrenmesi yontemidir. Ogrenme islemi sirasinda bilinmeyen verilerde az islem
yapmast ve model tahmin bagar1 olasilifinin daha yiiksek olmasi sayesinde diger klasik
algoritmalardan daha iyi performans gosterebilmektedir (Burges, 1998)

SVM algoritmasi, goriintii algilama, dogrulama ve tanima, konusma tespiti, iflas
tahmin etme, uzaktan algilanan goriintii analizi, zaman serisi tahmini yapma, bilgi glivenligi
saglama gibi bir¢ok farkli alanda uygulanmistir (Boateng vd., 2020).

SVM hiper diizlemden yararlanarak ¢ok boyutlu verileri iki sinifa ayirmay1 hedefler.
SVM yonteminin asil hedefi bu iki smif i¢in en iyi ayirmayi yapan hiper diizlemin

cizilmesidir. SVM yontemi, c¢izilen hiper diizlemle destek vektdor makineleri arasindaki
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uzaklik (marjin) degeri maksimum olacak sekilde siniflandirma yapmaya c¢aligir. Marjin
hiper diizleme en yakin olan veriye ait noktay1 belirtmek i¢in kullanilir (Taya, 2022). SVM
algoritmasi ilk olarak dogrusal bir siniflandirma yontemi olarak ortaya atilmistir. Daha sonra
dogrusal olmayan siniflandirmalarda da kullanilmaya baslanmistir (Rodriguez-Galiano vd.,

2015).
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Sekil 16°da rastgele olusturulan 300 veriye ait sagilim grafigi goriilmektedir. Sekil
17°de ise hiper diizlem c¢izilerek SVM algoritmasiyla simiflandirma yapilmistir. Kirmizi
renkli daire i¢ine alinmig noktalar destek vektor makinelerini ifade eder. Kesikli ¢izgilerle

ifade edilen kisim ise hiper diizlemi gostermektedir.

1.7.9. Naive Bayes

Naive Bayes, denetimli makine dgrenmesi tabanli bir siniflandirma algoritmasidir.
Thomas Bayes tarafindan 1812 yilinda ortaya atilmis olan kosullu olasilik teorisi temelli bir
yaklasimdir. Kosullu olasilik daha 6nce meydana gelen olaylarin olasiliklarini hesaplayarak
daha sonra meydana gelebilecek olaylarin olasiliklarinin bulunmasini saglamaktadir. Naive
Bayes modeli olusturulurken kategorileri belirli veriler egitim verisi olarak alinmaktadir. Bu
veriler kullanilarak oncel olasiliklar hesaplanir ve model kurulur. Etiketsiz degiskenler
modele verilerek egitim veri seti kullanilarak elde edilmis olan olasiliklar hesaplanir.
Hesaplanan bu olasilik degerleri kullanilarak etiketlenmemis degiskenler tizerinde tahminler
yapilip bu degiskenlerin etiketlerinin belirlenmesi saglanmaktadir (Sammut & Webb, 2017).

Bayes teoremi, kosullu olasilik hesab1 yapilabilmesini saglar. Bayes teoremi, bir olayin
gerceklesme olasiligin ayni olayin etkisinde olan bir bagka olayin gerceklesme olasiligr ile

iliskilendirerek hesaplamaktadir.

P(A) * P(B\A)
P(B)

P(A\B) = (6)
P(A\B) : B olay1 gergeklestiginde A olaymin da gergeklesmesi olasiligi

P(A): A olaymin gergeklesme olasiligt

P(B\A) : A olay1 B olay1 gergeklestiginde A olaymnin da ger¢eklesmesi olasiligi
P(A) : B olaymin gergeklesme olasiligi

1.7.10. Lojistik Regresyon

Regresyon, iki veya daha fazla degisken arasinda iliski olup olmadigini hesaplayabilen
yontemdir. Yontem matematiksel olarak bir modelin olusturulmasi ile degiskenleri tahmin

edebilmektedir. Regresyon analizi yonteminde, bagimli degisken siirekli olmalidir. Bagimli
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degisken kategorik degisken oldugunda Lojistik Regresyon uygulanabilmektedir (Huang,
2021). Dogrusal regresyon analizinde bagimli degiskenin degeri tahmin edilirken, lojistik
regresyon analizinde ise bagimli degiskenlerden birinin olasilig1 hesaplanarak bu degiskenin
olasilik degeri tahmin edilmeye ¢alisilmaktadir (Cox,1958).

Lojistik Regresyon Algoritmasi, bagimli ve bagimsiz degiskenler arasindaki iliskiyi
kullanilabilecek en az sayidaki degiskenle tanimlayabilmek ve anlamli bir model
kurulmasin1 hedeflemektedir. Modelin ayni1 zamanda iyi uyuma sahip olmasi da
istenmektedir. Tabachnick, Fidell’e gore, gerekli olan tiim bagimsiz degiskenler modele
eklendikten sonra modelin sonu¢ degiskenini agiklama durumunun incelenmesine “uyum
iyiligi kontrolii” denmektedir (Kartal, 2020).

Bagimli degisken iki kategoriye sahipse ikili (binary) lojistik regresyon
uygulanmaktadir. Bagimli degisken ikiden fazla kategoriye sahipse ¢cok degiskenli lojistik
regresyon uygulanmaktadir.

Lojistik regresyon saglik alaninda hastaliklarda risk faktorlerinin belirlenmesinde ve
tedavilerin belirlenmesi gibi durumlarda kullanilmistir. Ozellikle kanser arastirmalarinda
cok sik tercih edilmistir. Yasanilan yere veya mevsim degisimine gore hastaliklarin dagilima,
ilag etken maddesi se¢imi, hizmet kalitesinin gelistirilmesi, mesleki memnuniyet belirleme
ve her tiirlii sonucun olugmasindaki nedenlerin arastirildigi siniflandirma caligmalar1 gibi
bir¢ok ¢alismada kullanilan bir algoritmadir (Tezer, 2018).

Lojistik Regresyon Algoritmasi’nin avantajlar agagidaki gibidir (Kartal, 2020).

1. Cok degiskenli kategorik verilerle calisma

2. Bagimsiz degiskenlerin siirekli ya da kesikli olmasinin énemli olmamasi
3. Kolay yorumlanabilir parametrelere sahip olma
4

. Bagimli-bagimsiz degiskenler arasinda dogrusal iligskinin zorunlu olmamasi

1.8. Model Performans Degerlendirme Olciitleri

Makine 6grenmesinin kullanildig1 problemlerin ¢éziimlerinde genellikle siniflandirma
algoritmalar1 kullanilmaktadir. Model sonuglarinin dogrulugunun degerlendirilmesi ve hata
oranlarinin belirlenebilmesi i¢in karigiklik matrisi olusturulmaktadir (Giildal & Cakici,

2017). Sekil 18’de karisiklik matrisi ifade edilmektedir.
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I .

Pozitif Negatif

DOGRU POZITIF YANLIS NEGATIF

Pozitif

YANLIS POZITIF DOGRU NEGATIF

Negatif

Sekil 18. Karisiklik matrisi

True Positive (TP: Dogru Pozitif), pozitif sinifina ait ka¢ tane verinin dogru
smiflandirildigini temsil eder.

True Negative (TN: Dogru Negatif), negatif sinifina ait ka¢ tane verinin dogru
smiflandirildigini temsil eder.

False Negative (FN: Yanlis Negatif), gercekte pozitif sinifa ait olan bir verinin veri
seti siniflandirildiktan sonra negatif sinifa etiketlenmesidir.

False Positive (FP: Yanlis Pozitif), ger¢cekte negatif sinifa ait olan bir verinin veri seti
smiflandirildiktan sonra pozitif sinifa etiketlenmesidir (Alan & Karabatak, 2020).

Siniflandirma yontemlerinin uygulanmasiyla elde edilen modelin basarisin1 6lgmek
icin karigiklik matrisindeki degerleri kullanarak hesaplanan bazi 6l¢iim degerleri vardir
(Yangin, 2019). Bu degerler asagidaki gibi agiklanmstir.

Precision (Kesinlik), gercekte pozitif sinifinda olup siniflandirildiktan sonra pozitif

siifa etiketlenen veri sayisinin pozitif sinifa etiketlenen toplam veri sayisina oranidir.

Kesinlik = ——
S = TP+ FP )

Accuracy (Dogruluk), bir smiflandirma probleminin ¢dziimiinde smiflandiricinin

dogru tahmin ettigi veri sayisinin toplam veri sayisina orani ile hesaplanan degerdir.
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TP + TN
TP + TN + FP + FN (8)

Dogruluk =

Recall (Duyarlilik), gercekte pozitif sinifinda olup siniflandirildiktan sonra pozitif

sinifa etiketlenen veri sayisinin gergekte pozitif sinifinda olan toplam veri sayisina oranidir.

TP
TP + FN ©)

Duyarlilik =

F1 Skoru, kesinlik ve hassasiyet degerlerinin harmonik ortalamasidir.

Kesinlik * Hassasiyet
FSkoru = 2

" Kesinlik + Hassasiyet (10)

1.9. Boosting Algoritmalarinin Karsilastirilmasi

XGBoost, LightGBM ve CatBoost algoritmalar1 yapay zeka ve makine dgrenmesi
alanindaki problemlerin ¢6ziimii i¢in kullanilan gradyan artirma(giiclendirme) tabanli
algoritmalardir. Sekil 19°da bu yontemlerin tarihsel olarak ortaya ¢ikist gdsterilmektedir.
Buna gore, ilk olarak Gradyan artirma algoritmasi ortaya atilmistir. Gradyan artirma
algoritmasi, algoritmadaki eksiklere odaklanilarak bu eksiklerin giderilmesi ve
geligtirilmesiyle zamanla diger algoritmalar gelistirilmistir. Klasik karar agaci
algoritmalarindan farkli olarak Gradyan artirma algoritmalar1 zayif smiflandiricilart
birlestirerek giiclendirmeyi ve bdylece giiclii siniflandiricilar olusturarak modeller tiretmeyi
hedeflemektedir. Algoritma her adimda olusan hatalar1 azaltmaya c¢alisarak gili¢clendirme
islemine devam eder. Bu ¢alismada, Gradyan artirma tabanli algoritmalar olan XGBoost,
LightGBM ve CatBoost algoritmalar1 hem kendi aralarinda hem de klasik makine 6grenmesi

algoritmalartyla karsilagtirilacaktir.
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Gradyan Artirma XGBoost LightGBM CatBoost

2001 2016 2017 2017

Sekil 19. Tarihsel gelisim

Sekil 19°da goriilen algoritmalar sirastyla Gradyan Artirma (Friedman, 2001),
XGBoost (Chen & Guestrin, 2016), LightGBM (Ke vd., 2017) ve CatBoost (Yang vd., 2023)
seklindedir.

Bu algoritmalar klasik olarak nitelendirilebilen makine 6grenmesi algoritmalariyla
teknik ozellikler ve performans bakimindan karsilastirilabilir. Klasik makine 6grenmesi
yontemleri denetimli, denetimsiz, yar1 denetimli ve takviyeli 6grenme yontemleri olarak
genel bir cergevede toplanmaktadir. Bu caligmada kullanilacak olan klasik makine
ogrenmesi yontemleri ise, Karar Agaclari, Rastgele Orman, KNN, SVM, Naive Bayes ve
Lojistik Regresyon yontemleridir.

XGBoost, LightGBM ve CatBoost algoritmalari genel olarak klasik makine 6grenmesi
algoritmalarma gore daha iyi performans gostermektedir. Gradyan tabanli modern
algoritmalar olarak nitelendirilen bu ii¢ algoritma, biiyiik ve karmasik veri setlerinde egitim
stirelerinin hizli olmas1 sayesinde zamani etkili bir sekilde kullanabilmeyi saglar. Model
performansinin yiiksek olmasi, algoritma adimlar igerisinde diizenleme yapilabilmesi ve
parametre ayarlama sayesinde asir1 uyum problemini ¢ézer. Ayrica, kategorik veriler ve
kay1p deger iceren veri setlerinde ¢alisarak verileri dogrudan isleyebilirler. Boylece, veri 6n
isleme ihtiyac1 azalmis olur ve modellerin uygulanabilirligi artar.

Klasik makine 6grenmesi yontemleri, daha az veri igeren veri setleriyle daha iyi
performans gosterebilmektedir. Fakat diger {i¢ algoritmaya gore daha ¢ok veri 6n isleme
adimlar1 gerekir ve asir1 uyuma karsi daha savunmasizdirlar. Olusturulan modeller a¢isindan
karsilastirmak gerekirse, klasik yontemlerde daha basit ve anlasilir modeller olusturulmasina
ragmen bu ii¢ algoritma ¢ok daha avantajli durumdadir. Bellek kullanimi agisindan
karsilagtirilirsa, klasik algoritmalar daha az hesaplama gerektirir ve boylece daha az bellek
kullanimi saglanmis olur. Karmasik modellerde model performansini giiglendirme agisindan
gradyan tabanli modern yontemler daha fazla hiperparametre ayar1 saglayabildiginden klasik

yontemlere gére modelin performansini iyilestirme konusunda ¢ok daha iyidirler. Ancak bu
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durumda dogru hiperparametre ayarini bulmak bazen zorlasabilir. Klasik algoritmalarda ise,
hiperparametreler daha az oldugu i¢in daha kolay kullanima sahiptirler.

Sonug olarak, XGBoost, LightGBM ve CatBoost algoritmalar1 yliksek performans ve
hiz gerektiren uygulama problemlerinin ¢éziimiinde klasik algoritmalara gore daha iyi sonug
vermektedir.

Bu {i¢ algoritma kendi aralarinda karsilastirilirsa, CatBoost algoritmasi ayni
derinlikteki her bir diigiimiin ayn1 kosula sahip oldugu gradyan artirma tabanli bir
algoritmadir. Bu sayede simetrik ve dengeli agaglar olusturabilmektedir. XGBoost ve
LightGBM ise asimetrik agaglar olusturur. XGBoost ve LightGBM, asimetrik agac yapisi
olusturmasina ragmen XGBoost seviye bazinda biiylime saglarken, LightGBM yaprak
bazinda biiyiime saglar.

Ozellikle daha biiyiik veri setlerinde XGBoost algoritmasina gore CatBoost ve
LightGBM algoritmalar1 daha hizlidir. LightGBM algoritmas: agaci segici olarak
biliylitmesine ragmen yine de XGBoost algoritmasma gore daha hizlidir ve daha kiiglik
modeller olusturmaktadir.

Model tahmin siiresi kiyaslanacak olursa, CatBoost diger iki algoritmaya gdre daha
hizlidir ve bdylece daha kisa siirede tahmin yapilabilmesini saglamaktadir. Farkli degisken
tiirleri i¢in XGBoost ve LightGBM algoritmalarinda 6rnegin; ¢ilek, elma, portakal, armut
gibi farkli meyveleri igeren bir veri seti ele alinirsa ¢ilegin “cilektir”, elmanin “elmadir” gibi
kategorik olarak kodlanmasi gerekir. CatBoost algoritmasinda bu sekilde diger iki
yontemdekinden farkli olarak bir 6n islemeye gerek olmadan da kategorik veriler sirali
algoritmalar olusturularak kodlanabilir. XGBoost algoritmas:1 kategorik verilerle
calisgamazken, LightGBM kullandig1 bir parametre ayar1 ile kategorik verilerle de
caligsabilmektedir.

CatBoost, XGBoost ve LightGBM algoritmalarina gore daha yiiksek model
performansi saglar. CatBoost algoritmasinin kategorik verilerle ilgili baz1 tanimlamalari
algoritmay1 yavaslatmasina ragmen yine de XGBoost algoritmasindan daha hizlidur.

XGBoost algoritmasinin model dogrulugu ve egitimi yiiksektir. Bunun sebebi
algoritmanin ¢ok uzun yillardir kullanilmasi1 ve bdylece daha iyi 6grenme kaynaklarina
ulagilabilmesi ve gelistiriciler tarafindan aktif olarak kullanilmasidir. XGBoost algoritmasi

kendinden 6nceki algoritmalara gére daha hizli ve daha dogru tahminler olusturmaktadir.
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LightGBM algoritmasi, bolme kriteri belirlerken mevcut verideki 6rnekleri filtrelemek
icin yeni bir yontem olarak GTTYO kullanirken, XGBoost algoritmasi en iyi bolme kriterini
belirlemek i¢in siralanmig algoritma ve histogram tabanli algoritma kullanmaktadir.

LightGBM algoritmasi, GTTYO kullanarak diisiik gradyanlara sahip &rnekleri atarak
egitim siiresini kisaltir. Bu sayede bellek kullanimi azaltilmis olur. Ayrica yaprak bazli
bliylime sayesinde daha derin ve daha dogru modeller olusturulabilmektedir. XGBoost
algoritmasinda ise siralanmis algoritma ve histogram tabanli algoritma kullanilarak daha
dengeli agaclar olusturulabilir. Ama bu durum hesaplama maliyetini artirabilmektedir.

CatBoost algoritmasi ise, sirali artirma algoritmalar1 kullanarak kategorik verilerle
caligabilmeyi saglar. Bu farkliliklar, LightGBM’in ¢ok boyutlu veri setlerinde daha hizli
calismasimi saglarken, XGBoost’'un daha dengeli ve performans: yiiksek modeller
olusturmasina yardimer olur. CatBoost algoritmasi ise kategorik degiskenlerde iistiin

performans saglamaktadir.



2. YAPILAN CALISMALAR

Calismanin hedefi, YBU’ye gelerek degerlendirilmesi yapilan hastalara fizik tedavinin
uygulanip uygulanmayacagina karar verme noktasinda uzman doktorlara yani
fizyoterapistlere bir karar destek sistemi olusturmaktir. Bu amacgla, hastalarin
degerlendirilmesi yapildiktan sonra hastalarin ihtiyaglar1 dogrultusunda fizyoterapi ve
rehabilitasyon uygulamalarinin planlanmas1 amaciyla hastalara ait veriler hazirlanan veri
toplama formuna kaydedilmistir (EK-1). Veri girisinden 6nce Google Forms’lar kullanilarak
veri formu dijital ortama aktarilmistir. Boylece, veri girisi yapilirken kolaylik saglanmigtir.
Bu ¢aligmada kullanilacak olan veriler Trabzon KTU Tip Fakiiltesi Gogiis Hastaliklar:
Yogun Bakim Unitesi’ndeki hastalarin degerlendirmeleri sonucunda toplanmistir. Veri seti,
hastalarin degerlendirilmeleri yapilarak rehabilitasyon onerilip onerilmemesinin tahmini
icin ¢esitli siniflandirma yontemlerine gore siniflandirilacaktir. Toplamda 9 yontem
kullanilacak ve model tahminleri kiyaslanacaktir. Calismaya 56 hasta dahil edilmistir. Fakat
hastalarin tiniteye her gelisleri veya kalis siireleri goz oniine alindiginda bir hastanin birden
cok kez degerlendirilmesi yapilmis ve veri formuna kaydedilmistir. Bu sekilde, ¢alismada
56 hasta i¢in toplam 247 kez degerlendirme yapilmistir. Asagida ¢alismada kullanilan
degiskenler verilmektedir.

Veri setindeki degiskenler Demografik bilgiler, Primer yatis tanilari, Eslik eden
hastaliklar, Hastanin giinliilk durumu, Tedavi ve ilag bilgileri, Vital bulgular ve solunuma ait
degerler, Laboratuvar bulgulari, Hastanin semptomlar1, Glasgow Koma Skalasi, Richmond
Ajitasyon Sedasyon Skalasi, Kas iskelet sistemi degerlendirmesi, Mobilite degerlendirmesi
ve Fizyoterapi ve rehabilitasyon uygulama karar1 seklinde belirlenmistir.

1. Demografik bilgiler: Hastanin yasi, cinsiyet, boy, viicut agirligi, viicut kitle indeksi,
sigara kullanimi

2. Primer yatig tanilari

3. Eslik eden hastaliklar

4. Hastann giinliik durumu: Sepsis, Akut Bébrek Yetmezligi, Diyaliz, ileus, Deliryum,
Beslenmeye ait bilgiler

5. Tedavi ve ilag bilgileri: Sedatif ilag, steroid, vazopressor, néromiiskiiler bloker ilag

kullanim1 ve enfeksiyona ait bilgiler
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6. Vital bulgular ve solunuma ait degerler: Kan basinci, kalp hizi, ates, kan glikoz
diizeyi, solunum frekansi, oksijen satiirasyonu, FiO2, solunum destegi

7. Laboratuvar bulgulari: Hemoglobin, hemotokrit, trombosit, INR, l6kosit, C-reaktif
protein, sedimantasyon hizi

8. Hastanin semptomlari: Hiriltili solunum, sekresyon, nefes darligi, oksiiriik, 6dem,
agri

9. Glasgow Koma Skalasi: Hastanin géz ac¢ikligini, sdzel yanitin1 ve motor yanitini
dikkate alarak biling diizeyini belirlemek i¢in kullanilan bir aragtir. 3 ila 15 arasinda
puanlama yapilarak belirlenir. Puan degeri arttik¢a biling diizeyi de artiyor demektir.
Bu skalada en ciddi biling kayb1 3 puan iken, 15 puan ise normal biling diizeyini
belirtir.

10. Richmond Ajitasyon Sedasyon Skalasi: Hastalarin ajitasyon ve sedasyon diizeylerini
Olgmek i¢in kullanilan bir degerlendirme 6lcegidir. Hastanin davraniglar dikkate
alinarak -5 ila 4 arasindan puanlama yapilir. Pozitif degerler ajitasyonu, negatif
degerler ise sedasyonu ifade eder.

11. Kas iskelet sistemi degerlendirmesi:

e Normal eklem hareketi degerlendirmesi: Fizyoterapist tarafindan alt ve iist
ekstremite eklem agikligi degerlendirilerek normal, hafif kisitlilik, orta
kisithilik ve siddetli kisitlilik seklinde siniflandirilan Slgiittiir. Alt ektremite
bacaklari, iist ekstremite ise kollar1 ifade eder.

e Kas kuvveti degerlendirmesi: Fizyoterapist alt ve iist ekstremite kaslar i¢in
degerlendirme yapmaktadir. Fizyoterapistin sdylediklerini uygulayabilen
veya sOylenenlere cevap verebilen hastalarda kas kuvveti degerlendirmesi,
iist ve alt ekstremitelere uygulanir ve 12 adet kas grubu degerlendirilir.

12. Mobilite degerlendirmesi: Yogun Bakim Mobilite Skalast 10 secenekten
olusmaktadir. “0” puan pasif aktiviteyi ifade ederken “10” puan yardimci olmadan
bagimsiz yiirlimeyi ifade eder.

13. Fizyoterapi ve rehabilitasyon uygulama karari: Hastanin gilinliik degerlendirmesi
sonucunda, fizyoterapi ve rehabilitasyon uygulamalarimin Onerilme, dnerilmeme
veya kisitlt 6nerilme durumu belirlenir.

Yapilacak olan analizler i¢in kullanilacak degiskenler Tablo 1’de asagidaki gibi

Ozetlenmistir.
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Tablo 1. Calismada kullanilan degiskenler

Degiskenler Degiskenler Degiskenler

Zaman damgasi Sepsis Oksijen saturasyonu
Tarih Akut Bobrek Yetmezligi  Spontan Solunum
Hasta Id Diyaliz Solunum Destegi
Hastanin Yas1 Ileus Fi02(%)

Cinsiyet Gaz/Gaita Cikis GiinP PaCO2

Boy Deliryum Dispne (Borg Skalasi)
Viicut Agirhigt Kanama Ates

BMI Beslenme Hemoglobin

Tibbi ge¢mis Sedatif flag Hemotokrit

?{ilglara Kullaniyor Paket x Steroid Trombosit

Sigara Birakmis Paket x Y1l Vazopressor INR

Hig Sigara Kullanmamis Noromiiskiiler bloker Lokosit
gi;ggaerralleil(ljlils?;?nl; di Enfeksiyon C-reaktif Protein
Primer Yatig Tanilar1 Diger Sedimantasyon Hiz1

Komorbidite

Charlson Komorbidite
Indeks

Toplam Puan

Yogun Bakim Siiresi (Gtin)

Hastanin Semptomlari
Odem

Kan basinci Sistolik

Kan basinci Diastolik

Kalp hizi

Solunum frekansi

Pasif Rom Sol El Bilegi
Ekstansor

Kan Glikoz Diizeyi

Hastanin Semptomlar1 Hiriltilh
solunum

Hastanin Semptomlar1 Nefes
darlig1

Hastanin Semptomlari
Oksiiriik

Aktif Rom Sol




48

Tablo 1’in devami

Degiskenler Degiskenler Degiskenler
Hastanin Semptomlar1 ~ Pasif Rom Sol Kalga Kas Kuvveti Degerlendirmesi Sag
Sekresyon Fleksor Omuz Abdiiktor
A Pasif Rom Sol Diz Kas Kuvveti Degerlendirmesi Sag
gn Ekstansor Dirsek Fleksor
Hast Semptoml Pasif Rom Sol Ayak Kas Kuvveti Degerlendirmesi Sag
astanin semptomiart Bilegi Dorsifleksor El Bilegi Ekstansor
Gz Yamit Pasif Rom Sol Kas Kuvvet{Degerlendlrmem Sag
Kalca Fleksor
Aktif Rom Sag Omuz Kas Kuvveti Degerlendirmesi Sag
Motor e Abdiiktor Diz Ekstansor
Aktif Rom Sag Dirsek Kas Kuvveti Degerlendirmesi Sag
Verbal Yanit Fleksor Ayak Bilegi Dorsifleksor
Toplam Skor AkgS R?m Sag El Bilegi Kas Kuvveti Degerlendirilmesi Sag
Ekstansor
Richmond Ajitasyon Aktif Rom Sag Kalca Kas Kuvveti Degerlendirmesi Sol
Sedasyon Skalas1 Fleksor Omuz Abdiiktor
Pasif Rom Sag Omuz Aktif Rom Sag Diz Kas Kuvveti Degerlendirmesi Sol
Abdiiktor Ekstansor Dirsek Fleksor
Pasif Rom Sag Dirsek ~ Aktif Rom Sag Ayak Kas Kuvveti Degerlendirmesi Sol El
Fleksor Bilegi Dorsifleksor Bilegi Ekstansor
Pasif Rom Sag El Bilegi . g Kas Kuvveti Degerlendirmesi Sol
Ekstansor Aktif Rom Sag Kalca Fleksor
Pasif Rom Sag Kalca Aktif Rom Sol Omuz Kas Kuvveti Degerlendirmesi Sol
Fleksor Abdiiktor Diz Ekstansor
Pasif Rom Sag Diz Aktif Rom Sol Dirsek Kas Kuvveti Degerlendirmesi Sol
Ekstansor Fleksor Ayak Bilegi Dorsifleksor
Pasif Rom Sag Ayak Aktif Rom Sol El Bilegi DN . .
Bilegi Dorsifleksor Ekstansor Kas Kuvveti Degerlendirmesi Sol
Pasif Rom Sag Aktlf.Rom Sol Kalga Mobilite
Fleksor
Pasif Rom Sol Omuz Aktif Rom Sol Diz -
Abdiiktor Ekstansor Uzman Doktor Gorisil
Pasif Rom Sol Dirsek ~ Aktif Rom Sol Ayak . W
Fleksor Bilegi Dorsifleksor Rehabilitasyon Kisith Onerildi
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Yogun bakim {iinitelerinde hastalara uygulanan tedavilerin sonucunda bazi hastalar
yeniden servise yonlendirilebilmekte veya saglikli bir sekilde evlerine donebilmektedir. Bazi
durumlarda ise hastalarda belli bir siire sonra yeniden yogun bakim veya fizik tedavi ihtiyaci
olusabilmektedir. Bu sebeple, ¢alismada toplanan veriler bir hastanin birkac¢ kez gelisini
kapsayabilmektedir. Ayrica hastalarin giin giin degerlendirilmesi dikkate alindiginda yine
ayn1 durum olusmaktadir. Ornegin, bir hastanin ilk degerlendirilis tarihi dikkate alinirsa
diger giinler de yogun bakimda kalmaya devam ederse yeniden degerlendirmeler olacaktir.
Bu durum, hastalarin her gelisine ve hastalarin kalis siirelerine gore kodlanmastir.

Veri seti diizenlemesinde hastalarin her birine kod verilmistir. Ornegin;
Ay, Ay, As, ... Az By, By, Bs, ..., B3y seklinde harflendirme yoluyla her harf i¢in 30 hasta
kaydedilerek kodlanmis olup farkli bir tabloda tutulmustur. Bu sekilde hastalarin durumu
yeniden degerlendirildiginde hangi hastanin bilgilerinin nereye ait oldugu tutulabilecektir.

Veri girisi yapilirken hastalarin yogun bakim iinitesinde kalis siiresi ve birden ¢ok kez
gelisi gz Oniine alinarak her hastaya kodun yaninda bir de ayr1 ayr1 sira numarasi verilmistir.
Bu sekilde, Hasta ID olarak veri girisi yapilmistir. Ornegin; ilk kez gelen bir hastani ilk
degerlendirmesi veri formunda Al 1 seklinde kodlanmaktadir. Bir sonraki giin veya yogun
bakima bir sonraki gelisindeki degerlendirmesinde ise A1 2 seklinde kodlanir. Veriler bu
sekilde kodlanarak siralama devam eder. Bu sekilde verilen kodlarin, Google Forms’larda
Hasta ID degiskeni benzersiz deger olarak alinarak veri girisi yapilmistir. Tablo2’de

anlatildig gibi kodlama yapilmstir.

Tablo 2. Hastalar i¢in ID’lerin tanimlanmasi

Tarih Hasta ld
21.03.2024 Al11
22.03.2024 Al12
25.03.2024 A1_3
26.02.2024 A2_1
27.02.2024 A2 2
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Calismada toplam 108 degisken kullanilmistir. Karar degiskeni yani bagimli degisken
Uzman Doktor Goriisii degiskenidir. “Zaman Damgas1” verilerin girilis zamanini ifade eder.
Zaman damgasi, Tarih ve Hasta Id siitunlar1 digindaki kalan veriler bagimsiz degiskenleri
yani X degiskenlerini ifade eder. Analiz yapilmadan 6nce bu 3 siitun disindaki veriler
secilmistir ve analiz o sekilde yapilmistir.

Veri formlariin Google Forms iizerinden girisi yapildiktan sonra veriler bir dosyaya
kaydedilmistir. Sniflandirma algoritmalariin daha dogru ve giivenilir olarak ¢alisabilmesi
icin bagimsiz degiskenlerin sayisallastirilmasi gerekir. Bunun i¢in de genellikle veri 6n
isleme ve veri temizleme islemleri yapilmaktadir. Kategorik degiskenlerin
sayisallagtirilmasi i¢in One Hot Encoding yontemi kullanilmistir. One Hot Encoding ikiden
fazla kategorik degere sahip degiskenlerin bulundugu siitunlarda her bir hiicreye gore
degerlendirme yaparak o hiicrede deger varsa “1” yoksa “0” degeri verilerek veri setine yeni
stitunlar eklenir. Boylece kategorik degiskenler sayisallastirilmig olur. Verideki kayip
degerler gerekli olan kisimlarda ortalama ve mod ile tamamlanmistir. Ciinkii siniflandirma
algoritmalarin hemen hemen hepsi veri setinde kayip deger varken ¢alisgamamaktadir.

Verilere gerekli diizenleme islemleri yapildiktan sonra ¢aligmaya katilan hastalarin yas

aralig, cinsiyeti gibi 6zellikleri grafiklerle 6zetlenmistir.

Yas Dagilimi
16+
14
12
2101
©
v o8
‘o
¥ 6
4
2
0 4
20 30 40 50 60 70 80 90 100
Yas Araligi

Sekil 20. Yas grafigi

Sekil 20’ de goriildiigl gibi ¢alismaya katilan hastalarin yas araligi 20-90’11 yaslar
arasinda degigsmektedir. Burada, min hasta yasi 21 ve max hasta yas1 ise 94’tlir. Bu grafik

daha once agiklandig gibi hastalarin ilk degerlendirmesine ait tutulan dosyadan ¢izilmistir.
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Hastalarin yas ortalamasi 61,14 ve standart sapmasi1 18,09 olarak hesaplanmistir. Grafikten

de anlasilacag lizere en ¢ok kisi sayisina sahip yas araligi 60-70 yas araligidir.

Cinsiyet Dagilimi

Cinsiyet
Kadin
Erkek

Erkek

28 28

Kadin

Sekil 21. Caligmadaki hastalarin cinsiyet dagilimi

Sekil 21°de goriildigii gibi ¢aligmaya dahil edilen hastalarin %50’si erkektir ve %50’si
de kadindir. Toplam 56 hastanin oldugu calismada 28 erkek, 28 de kadin hasta

bulunmaktadir.
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Hastalar icin Rehabilitasyon Onerilme Durumu

= = N
w ~ o
o w o
1 1 1

125 4

100 +

~
w
1

Rehabilitasyon Oneri Durumu Sayisi
W
o

N
w
1

0 T T T
Rehabilitasyon Onerildi  Rehabilitasyon OnerilmediRehabilitasyon Kisitli Onerildi
Uzman Doktor Gorusu

Sekil 22. Rehabilitasyon 6neri durumu

Sekil 22°de Uzman doktorlarin verdikleri karara gore yapilan hasta degerlendirmeleri
sonucunda rehabilitasyon Onerilmesi, onerilmemesi veya kisith dnerilmesi sayisal olarak
ifade edilmistir. 200 kez Rehabilitasyon Onerildi, 25 kez Rehabilitasyon Onerilmedi ve 27
kez Rehabilitasyon kisith onerildi segceneklerine karar verilmistir. Yapilacak olan bu tez
caligmasinda fizyoterapistlere yardimci olabilmek adina yanlis tedavilerin oniine gegilmesi

ve hizlica karar verilebilmesi i¢in yardimci olabilecek karar destek sistemi gelistirilmistir.
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Sekil 23. Uzman doktor goriisii i¢in karsilastirma

Sekil 23’te fizyoterapistlerin rehabilitasyon Onerilip 6nerilmemesine karar verirken en
cok dikkat ettigi degiskenlerden bazilarinin sacilim ve dagilim grafikleri verilmistir. Uzman
doktorlar yani fizyoterapistlerin hasta degerlendirmesinden sonraki adimda rehabilitasyon
Onerilmesine karar verirken kullandiklar1 degiskenler daha fazladir. Calismada hepsi
detaylica veri setine eklenmistir. Burada kullanilan degiskenler 6ngdrii olmasi agisindan
uzman doktor bilgisine danisilarak grafige eklenmistir.

Veriler egitim ve test verisi olarak ayrilmistir. Verilerin %80’1 egitim verisi olarak
%20’si de test verisi olarak alinarak karsilastirilacak olan siniflandirma problemlerine
koyulmustur.

Bu calisma kapsaminda modern makine 6grenmesi algoritmalarindan olan XGBoost,
CatBoost, LightGBM algoritmalar1 ile klasik makine 6grenmesi algoritmalardan KNN,
Destek Vektor Makineleri, Naive Bayes ve Lojistik Regresyon algoritmalarinin model

performansi dlgiilerek karar mekanizmasi olusturulacaktir.
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Modern makine yOntemlerinin performansi diger klasik yontemlere gore daha
yiiksektir. Ozellikle biiyiik veri setleri igin bu algoritmalar klasik yontemlere gore daha iyi
tahmin performansi saglayabilmektedirler. Ciinkii topluluk ydntemleri tabanli olan bu
yontemler birden ¢ok zayif 6greniciyi birlestirerek giiglii bir tahmin modeli olusturmaktadir.
Ornegin, XGBoost ve LightGBM birden ¢ok karar agacini bir araya getiren gradyan artirma
tabanli iki yontemdir. Boylece daha dogru ve giivenilir tahminler elde edilebilir.

Ayrica modern makine 6grenmesi yontemleri asir1 uyumu azaltabilmektedir. Asir
uyum, bir modelin egitim verilerine asir1 uyum saglayarak yeni gelecek olan degiskenlerin

siifini yanlig tahmin etmesi durumudur.



3. BULGULAR VE TARTISMA

Klasik makine 6grenmesi yontemleri, uzun bir ge¢mise dayanir ve genellikle dogru
parametre ayarlartyla iyi tahmin sonuglar1 verebilirler. Ornegin, SVM, lineer regresyon, ve
KNN gibi klasik yontemler, veri setinin yapisina ve boyutuna bagh olarak gii¢lii sonuglar
verebilir. Bu yontemler genellikle basit matematiksel formiillere dayanir. Boylece, model
bagar1 tahminini anlasilmas1 ve yorumlanmasi kolay olur.

XGBoost, CatBoost, LightGBM gibi daha yeni makine 6grenimi yontemleri diger
klasik yontemlere kiyasla daha karmasik ve esnek modeller olusturabilmektedir. Bu
yontemler, aga¢ tabanli 6grenme algoritmalarini temel aldiklari i¢in daha yiiksek model
tahmin basarisina sahiptir. Ozellikle ¢ok boyutlu ve karmasik veri setlerinde, bu
algoritmalarin performansi genellikle klasik yontemlerden daha iyidir.

Sonug olarak, klasik makine 6grenimi yontemleri genellikle kolay calisilabilen veri
setleri i¢in uygun olabilirken, XGBoost, CatBoost, LightGBM algoritmalari, biiylik veri
setleri ve karmasik iliskilerle basa ¢ikabilmektedir.

Bu c¢aligma kapsaminda siniflandirma ve model tahminlerinin yapilabilmesi igin
makine 6grenmesi yontemlerinden farkli siniflandirma yontemleri olan 9 farkli yontem
karsilastirilarak model tahminlerinin basaris1 Ol¢ililmiistiir. Yontemler iki gruba ayrilarak
kendi iclerinde karsilastirilarak en iyi sonucu hangi grubun verdigine karar verilecektir.

1. grupta karsilastirilacak yontemler sirastyla XGBoost, CatBoost ve LightGBM “dir.
2. grupta karsilastirilacak diger 6 yontem ise Karar Agaclari, Rastgele Orman, KNN, SVM,
Naive Bayes ve Lojistik Regresyon’dur.

Model tahminleri yapilirken model performansini en iyi sekilde ifade edebilecek
degiskenler hiperparametre optimizasyonu yapilarak se¢ilmistir.

XGBoost algoritmasi ic¢in kullanilan parametreler ‘eta’: 0.2, ‘learning rate’: 0.1,
‘max_depth’: 4, ‘n_estimators’: 100 ve ‘subsample’: 1.0 olarak alinmigtir.

eta: Ogrenme katsayisidir. [0,1] arasinda deger alir.

learning_rate: Ogrenme oranidir.

max_depth: Agacin derinligini ifade etmeye yarayan parametredir.

n_estimators: Model tahmini yapilirken modelin ka¢ tane zayif siniflandiricidan

olusacagini belirlemeye yarayan parametredir.
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subsample: XGBoost'un agaclar1 biiylitmeden 6nce egitim verilerinin oran olarak ne
kadarin1 rastgele drnekleyecegini belirtmek i¢in kullanilir.

CatBoost algoritmasi i¢in kullanilan parametreler ‘depth’: 2, ‘iterations’: 500,
‘learning_rate’: 0.8, ‘loss_function’: ‘MultiClass’ olarak alinmistir.

depth: Her bir karar agacinin maksimum derinligini ifade eder.

iterations: Algoritma kurulurken olusabilecek maksimum aga¢ sayisini belirlemeye
yarar. Iterasyon sayisini smirlayici baska parametreler kullanilirsa bu sayidan da daha az
agac iiretilebilir.

learning_rate: Ogrenme oramdir. Zayif smiflandiricilarin her biri (genellikle karar
agagclari) i¢in performansa katkisinin ne kadar olacagini belirleyen bir hiperparametredir.

loss_function: Modelin hipermatrelerinin ayarlanmasi ve optimize edilmesini saglar.

LightGBM algoritmasi i¢in kullanilan parametreler ‘max_depth’: 6, ‘num_class’: 2,
‘num_leaves’: 40 olarak alinmstir.

max_depth: Maksimum derinligi belirlemeye yarar. Aga¢ yaprak bazinda biiytir. Asir
uyumla basa ¢cikmak i¢in kullanilan bir parametredir.

num_class: Cok smnifli sniflandirma problemlerinde kullanilir. Siif sayisini
belirlemeye yarar.

num_leaves: Her bir karar agaci i¢cin maksimum yaprak sayisini belirlemeye yarar.

Tablo 3. Farkli yontemlere gére model performansi karsilagtirmasi 1. grup

P&Zﬂiﬁﬁ:ﬁs XGBoost CatBoost | LightGBM
Precision 0.99 0.93 0.98
Accuracy 0.98 0.98 0.96

Recall 0.91 0.99 0.83
F1 Score 0.94 0.95 0.88

Python Programi kullanilarak yapilan siniflandirmalar sonucunda karsilagtirilan 1.

grup icerisinde model tahmin performansi i¢in Tablo 3’teki F1 skoru degerlerine bakilirsa
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sirastyla sonuglar XGBoost algoritmasi i¢in 0.94, CatBoost Algoritmasi i¢in 0.95 ve son
olarak LightGBM Algoritmas1 i¢in 0.88 bulunmustur. Algoritmalar arasindaki

karsilastirmada bu grup igerisinde 0.95 ile en iyi sonucu veren CatBoost algoritmasidir.

Model Performansi Metrikleri Karsilastirmasi

I XGBoost LightGBM B CatBoost
1.00 0.980. 980 96 0 99 0.94 0.95
0.88
0.80
@
3 0.60
o))
]
(@)
0.40
0.20
0.00
Kesinlik Dogruluk Duyarlilik F1 Skor
Metrikler

Sekil 24.  Model performansi metrikleri karsilagtirmasi 1. grup

Sekil 24°teki grafikte 1. gruptaki siniflandirma yontemleri olan XGBoost, CatBoost ve
LightGBM algoritmalaria ait Kesinlik, Dogruluk, Duyarlilik ve F1 Skor degerlendirme
metrikleri her siniflandirma yontemi i¢in her renk farkl bir algoritmay1 ifade edecek sekilde
gosterilmistir. Ornegin, mor renkli siitunlar sirasiyla CatBoost Algoritmasi’nin Kesinlik,
Dogruluk, Duyarlilik ve F1 Skor model metriklerini ifade etmektedir. CatBoost Algoritmasi
icin bu degerler sirasiyla 0.93, 0.98, 0.99 ve 0.95’tir.
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Yontemler icin Model Performansi Metrikleri Karsilastirmasi

Kesinlik Dogruluk  mmE Duyarlilik F1 Skoru
1.00 0-990.980 410.94 0l930.980-990_95 0.98 .96
. 0.88
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0.40
0.20
0.00
XGBoost CatBoost LightGBM

Sekil 25.  Farkli yontemler i¢in performans degerlendirme metrikleri 1. grup

Sekil 25°teki grafikte 1. gruptaki siniflandirma yontemleri olan XGBoost, CatBoost ve
LightGBM algoritmalarina ait Kesinlik, Dogruluk, Duyarlilik ve F1 Skor degerlendirme
metrikleri her algoritma icin kendi igerisinde degerlendirilmistir. Ornegin, ilk siitun
Kesinlik, ikinci siitun Dogruluk, {i¢iincii siitun Duyarlilik ve son olarak dordiincii siitun F1
Skor metrik degerlerini ifade eder. CatBoost Algoritmasi i¢in bu degerler sirasiyla 0.93,
0.98, 0.99 ve 0.95°tir.

Karar agaglar1 algoritmasi i¢in kullanilan parametreler ‘criterion’: ‘gini’, ‘max_depth’:
20, ‘max_leaf nodes’: 4, ‘min_samples_split’: 2, “splitter’: ‘best’ olarak alinmistir.

criterion: Bir boliinmenin kalitesini 6lgmeye yarayan parametredir.

max_depth: Maksimum agac¢ derinligini belirlemek i¢in kullanilan parametredir.

max_leaf nodes: Bir agacin sahip olabilecegi maksimum yaprak diiglim sayisini
belirlemeye yarar.

min_samples_split: Bir diiglimiin dallanmasi i¢in gereken minimum O6rnek sayisini
ifade etmeye yarar.

splitter: Her diiglim i¢in bdliinmenin rastgele veya en iyi bdlme kriterine gore
secilecegi sekilde ayarlanan parametredir.

Rastgele orman algoritmasi i¢in kullanilan parametreler ‘criterion’: ‘gini’,
‘max_depth’: 20, ‘max_leaf nodes’: 6, ‘min_samples_split’: 5, ‘n_estimators’: 100 olarak
alinmustir.

criterion: Bir boliinmenin kalitesini 6lgmeye yarayan parametredir.

max_depth: Maksimum agac¢ derinligini belirlemek i¢in kullanilan parametredir.
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max_leaf nodes: Bir agacin sahip olabilecegi maksimum yaprak diiglim sayisini
belirlemeye yarar.

min_samples_split: Bir diiglimiin dallanmasi i¢in gereken minimum O6rnek sayisini
ifade etmeye yarar.

n_estimators: Ormandaki aga¢ sayisini ifade etmeye yarayan parametredir.

KNN algoritmast i¢in kullanilan parametreler ‘algorithm’: ‘ball tree’, ‘metric’:
‘manhattan’, ‘n_neighbors’: 4, ‘weights’: ‘distance’ olarak alinmistir.

algorithm: En yakin komsular1 belirlemek i¢in kullanilan algoritmay1 se¢gmeye yarar.

metric: Uzaklig1 hesaplamak i¢in kullanilan parametredir.

n_neighbors: Siiflandirmada kullanilacak komsu sayisini belirlemeye yarar.

weights: Tahminde kullanilan agirlik fonksiyonudur.

SVM algoritmasi i¢in kullanilan parametreler ‘C’: 0.1, ‘gamma’: ‘scale’, ‘kernel’:
‘linear’ olarak alinmistir.

C: Diizenleme parametresidir. Pozitif degerler alir. Modelin performansini ve
genelleme yetenegini artirir.

gamma: Cekirdek katsayisini belirlemeye yarar.

kernel: Algoritmada kullanilacak ¢ekirdek tiiriinii belirlemede kullanilmaktadir.

Naive Bayes algoritmast i¢in  kullanilan  parametre  ‘var smoothing’:
1.4508287784959373e-09 olarak alinmistir.

var_smoothing: Hesaplamada kararlilik i¢in varyanslara eklenen tiim 6zelliklerin en
biiyiik varyansinin bir kismini belirlemeye yarar.

Lojistik Regresyon algoritmasi i¢in kullanilan parametreler ‘C’: 10, ‘penalty’: ‘12’
olarak alinmistir.

C: Pozitif float tiiriinde bir say1 olmalidir. Modelin asir1 uyumu ile uyumsuzlugu
arasinda denge kurmaya calisir.

penalty: Modelin asir1 uyuma karsi kontrol altina almaya yardimeci olur.
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Tablo 4. Farkli yontemlere gére model performansi karsilagtirmasi 2. grup

oot garrtasgeomm | KNN sy Mo | Lokt
Precision 0.93 0.98 0.62 0.90 0.62 0.77
Accuracy 0.98 0.96 0.88 0.96 0.82 0.92
Recall 0.99 0.83 0.50 0.90 0.85 0.96
F1 Score 0.95 0.88 0.53 0.90 0.68 0.85

Python Programi kullanilarak yapilan siniflandirmalar sonucunda karsilagtirilan 2.

Grup icerisinde model tahmin performansi i¢in Tablo 4’te F1 Skoru degerlerine bakilirsa

sirastyla sonuglar Karar Agaclar1 Algoritmasi i¢in 0.95, Rastgele Orman Algoritmast igin

0.88, KNN Algoritmasi i¢in 0.53, SVM Algoritmasi i¢in 0.90, Naive Bayes 0.68 ve son

olarak Lojistik Regresyon Algoritmasi i¢in 0.85 bulunmustur. Algoritmalar arasindaki

karsilastirmada bu grup igerisinde 0.95 ile en iyi sonucu veren yontem Karar Agaglar

algoritmasidir.
Model Performansi Metrikleri Karsilastirmasi
Karar Adaclari Il Rastgele Orman m KNN
1.00 0.93%38 0.980.96 0.99 0.95
0.88 0.88
0.83
0.80
2 0.62
v 0.60
o]
]
a
0.40
0.20
0.00
Kesinlik Dogruluk Duyarlihk F1 Skor
Metrikler
Sekil 26.  Model performansi metrikleri karsilagtirmasi 2. grup
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Model Performansi Metrikleri Karsilastirmasi

e SVM I Naive Bayes [ Lojistik Regresyon

1.00 0.96 0.92 0.90 0.96

Degerler

Kesinlik Dogruluk Duyarlilik F1 Skor

Metrikler

Sekil 27.  Model performansi metrikleri karsilagtirmasi 2. grup-devami

Sekil 26 ve 27°deki grafikte 2. gruptaki siniflandirma yontemleri olan Karar Agaclari,
Rastgele Orman, KNN, SVM, Naive Bayes ve Lojistik Regresyon algoritmalarina ait
Kesinlik, Dogruluk, Duyarlilik ve F1 Skoru degerlendirme metrikleri her siniflandirma
yontemi i¢in her renk farkli bir algoritmay: ifade edecek sekilde gosterilmistir. Ornegin,
Sekil 27°deki pembe renkli siitunlar sirasiyla SVM Algoritmasi’nin Kesinlik, Dogruluk,
Duyarlilik ve F1 Skor model metriklerini ifade etmektedir. SVM Algoritmasi i¢in bu
degerler sirasiyla 0.90,0.96, 0.90 ve 0.90’tir.
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Yontemler icin Model Performansi Metrikleri Karsilastirmasi

e Kesinlik Dogruluk W Duyarlihk [ F1 Skoru
1.00 93098529 0.980 96
0.88

0.80
—
o
o 0.60
el 0. 500 53
o

0.40

0.20

0.00

Karar Agaclari Rastgele Orman

Sekil 28.  Farkli yontemler i¢in performans degerlendirme metrikleri 2. grup

Yontemler icin Model Performansi Metrikleri Karsilastirmasi

e Kesinlik Dogruluk ~ mmE Duyarliik === F1 Skoru
1.00 0.9 0.96
0. 0 900.90 0.92
0. 820 85 0.85
0.80 0.77
—
Q
—_
o 0.60
o))
)
o
0.40
0.20
0.00
Naive Bayes Lojistik Regresyon

Sekil 29.  Farkli yontemler i¢in performans degerlendirme metrikleri 2. grup-
devam

Sekil 28 ve 29°daki grafiklerde 2. gruptaki simiflandirma yontemleri olan Karar
Agaclari, Rastgele Orman, KNN, SVM, Naive Bayes ve Lojistik Regresyon algoritmalarina
ait Kesinlik, Dogruluk, Duyarlilik ve F1 Skor degerlendirme metrikleri her algoritma i¢in
kendi icerisinde degerlendirilmistir. Ornegin, SVM Algoritmas1 igin ilk siitun Kesinlik,

ikinci stitun Dogruluk, ii¢ilincii stitun Duyarlilik ve son olarak doérdiincii siitun F1 Skor metrik
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degerlerini ifade eder. SVM Algoritmasi i¢in bu degerler sirasiyla 0.90, 0.96, 0.90 ve
0.90°dur.

Karisiklik Matrisi, etiketli verilerin siniflandirilmasi sonucunda verilerin ne kadarinin
dogru ne kadarinin yanlis oldugunu sayisal olarak ifade etmeye yarar. Bu g¢alismada
olusturulmus olan karisiklik matrisleri Sekil 30-38°deki gibi her bir yontem i¢in ayr1 ayri
eklenmistir. Karisiklik matrisleri olusturulurken test verileri dikkate alinmigtir. Veri seti test
ve egitim verisi olarak ayrildiginda test verisi toplam 50 tane olmustur. Geriye kalan 197

veri ise egitim verisini olusturmaktadir.

XGBoost Algoritmasi Confusion(Karisiklik) Matrisi 40
35
Onerilmedi - 4 0 0
30
]
= 25
[
o)l
w - . .
O Kisitl Onerildi A 0 3 1
< 20
[}
(S
1
[}
O

r15

Onerildi A 0 0 10

Onerilmedi Kisith Onerildi Onerildi

Tahmin Edilen Degerler — 0

Sekil 30. XGBoost algoritmasi i¢in karigiklik matrisi
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40
CatBoost Algoritmasi Confusion(Karisiklik) Matrisi
35
Onerilmedi - 4 0 0
30
~
o 25
_
o
o))
O Kisith Onerildi 1 0 g 0 50
@
o
(]
o L1s
Onerildi ] 1 0 10
L5
Onerilmedi Kisith Onerildi Onerildi
Tahmin Edilen Degerler -0
Sekil 31.  CatBoost algoritmasi i¢in karisiklik matrisi
LightGBM Algoritmasi Confusion(Karisiklik) Matrisi 40
35
Onerilmedi - 4 0 0
30
~
o
—
o
O
0O  Kisith Onerildi - 0 2 2
~ 20
(0]
o
[}
(U]
-15
Onerildi A 0 0 - 10
L5
Onerilmedi Kisith Onerildi Onerildi
Tahmin Edilen Degerler — 0

Sekil 32.  LightGBM algoritmasi i¢in karisiklik matrisi
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Sekil 30-32 ile ifade edilen sekiller 1. gruptaki algoritmalara ait ¢apraz tablolardir.
Gergek degerler incelendiginde 6rnegin XGBoost algoritmasi i¢in, toplamda gercekte,
“Rehabilitasyon Onerilmedi” olan 4, “Rehabilitasyon Kisith Onerildi” olan 4 ve
“Rehabilitasyon Onerildi” olan 42 gozlem vardir. Gergekte “Rehabilitasyon Onerildi” olan
42 tane goOzlemin 42 tanesi de dogru tahmin edilmistir. Gergekte “Rehabilitasyon
Onerilmedi” olan 4 gozlemin 4’{i de dogru tahmin edilmistir. Gergekte “Rehabilitasyon
Kisitl Onerildi” olan 4 gézlemin 3ii dogru ve 1 tanesi de “Rehabilitasyon Onerildi” olarak

yanlis tahmin edilmistir.

40
Karar Agaci Algoritmasi Confusion(Karisiklik) Matrisi

35
Onerilmedi - 4 0 0
30

25

Kisitl Onerildi A 0 4 0 L 20

Gergek Degerler

r15

Onerildi 1 0 10

Onerilmedi Kisitl Onerildi Onerildi

Tahmin Edilen Degerler — 0

Sekil 33. Karar Agaci algoritmasi i¢in karigiklik matrisi
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Rastgele Orman Algoritmasi Confusion(Karisiklik) Matrisi

Onerilmedi - 4 0 0

Kisith Onerildi 0 2 2

Onerildi 0 0

Onerilmedi Kisith Onerildi Onerildi

Tahmin Edilen Degerler

40

35

30

25

20

r15

r 10

Sekil 34. Rastgele Orman algoritmasi i¢in karisiklik matrisi

KNN Algoritmasi Confusion(Karisiklik) Matrisi

Onerilmedi - 0 0 4

Kisitl Onerildi A 0 2 2

Onerildi A 0 0

Onerilmedi Kisitl Onerildi Onerildi

Tahmin Edilen Degerler

Sekil 35. KNN algoritmasi i¢in karigiklik matrisi
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SVM Algoritmasi Confusion(Karisiklik) Matrisi

Onerilmedi 4 0 0

Kisitl Onerildi A 0 3 1

Onerildi A 0 1

Onerilmedi Kisith Onerildi Onerildi

Tahmin Edilen Degerler

Sekil 36. SVM algoritmasi i¢in karigiklik matrisi

Naive Bayes Algoritmasi Confusion(Karisiklik) Matrisi

Onerilmedi - 3 1 0

Kisitl Onerildi - 0 4 0

Onerildi A 5 3

Onerilmedi Kisitl Onerildi Onerildi

Tahmin Edilen Degerler

Sekil 37. Naive Bayes algoritmasi i¢in karigiklik matrisi
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Lojistik Regresyon Algoritmasi Confusion(Karisiklik) Matrisi
35

.. . . 30
Onerilmedi 1 4 0 0

25

Kisitl Onerildi A 0 4 0

r15

Gergek Degerler

) k10
Onerildi 2 2

Onerilmedi Kisitl Onerildi Onerildi

Tahmin Edilen Degerler — 0
Sekil 38. Lojistik Regresyon algoritmasi i¢in karisiklik matrisi

Sekil 33-38 ile ifade edilen sekiller 2. gruptaki algoritmalara ait ¢apraz tablolardir.
Gergek degerler incelendiginde ornegin SVM algoritmasi i¢in, toplamda gercekte,
“Rehabilitasyon Onerilmedi” olan 4, “Rehabilitasyon Kisith Onerildi” olan 4 ve
“Rehabilitasyon Onerildi” olan 42 gdzlem vardir. Gergekte “Rehabilitasyon Onerildi” olan
42 tane gozlemin 41 tanesi dogru tahmin edilmistir. Diger gézlem “Rehabilitasyon Kisith
Onerildi” seklinde yanlis tahmin edilmistir. Gergekte “Rehabilitasyon Onerilmedi” olan 4
gbzlemin 4’{i de dogru tahmin edilmistir. Gergekte, “Rehabilitasyon Kisitli Onerildi” olan 4

gdzlemin 3’{i dogru 1 tanesi de “Rehabilitasyon Onerildi” olarak yanls tahmin edilmistir.
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Pasif_Rom_Sag_Kalca_Fleksor < 3.0
gini = 0.337
samples = 172
value =[17, 17, 138]
class =0

rue False

Rehabilitasyon_Kisitli_onerildi_Mobilizasyon_kisitli_onerildi < 0.5 Rehabilitasyon_Kisitli_onerildi_Sag_alt_ekstremite_kisitli_onerildi < 0.5

gini =0.116 gini = 0.48
samples = 147 samples =25
value =2, 7, 138] value =[15, 10, 0]

class =0 class =2

Rehabilitasyon_Kisitli_onerildi_Sol_alt_ekstremite_kisitli_onerildi < 0.5 gini=0.0 gini= 0;/ gini=0.0
sg:]" I:g?lﬁﬁ samples =6 samples =15 samples =10
VT E 2 _1 138] value = [0, 6, 0] value =[15, 0, 0] value = [0, 10, 0]

cI;ss’= 0 class =1 class =2 class =1

Ates <39.4
gini =0.028
samples = 140
value =2, 0, 138]
class =0

gini =0.0
samples = 1

value =[0, 1, 0]
class =1

Solunum_frekansi < 49.0
gini =0.014
samples = 139
value =[1, 0, 138]
class =0

gini =0.0
samples =1

value =[1, 0, 0]

class =2

gini=0.0 Tibbi_gecmis_HipertansiyonHT < 0.5

samples = 137 sg:\“ |_eg'—52
value = [0, 0, 137) ples =
om0 value =[1, 0, 1]

class =2

gini =0.0 gini =0.0

samples = 1 samples = 1
value =[0, 0, 1] value =[1, 0, 0]
class =0 class =2

Sekil 39. Karar agaci modeli

Sekil 39°da Karar Agac1 Algoritmasi’na ait karar agact Python ile export graphviz
kullanilarak gorsellestirilmistir. Veride 6n isleme islemleri yapilmis oldugu i¢in degisken
sayis1 artmugtir. Pasif Rom_Sag Kalca Fleksor degiskeninin oldugu yer baslangi¢ diigiimii
yani kok diigiimdiir. ik diigiim icin Karar Agaci, hesaplanan degerlerin 3’ten kiiciik veya
bliyiik olmasma gore dallanmistir. Hesaplanan deger 3’ten kiiciikse algoritma
Rehabilitasyon Kisitli onerildi_Mobilizasyon_ kisitli_onerildi degiskeninin oldugu
yapraga dallanirken biiyiikse diger yapraga dallanma yapar 25 ornek olmus olur.
Hiperparametre optimizasyonu yapildig: i¢in max_leaf nodes= 10 degerinden daha kiiciik
olarak ele alinmistir. Fakat burada agaci daha iyi sekilde gorsellestirebilmek i¢in 10 olarak
alimmustir.

Karar Agact Algoritmasi’nda dallanmalarin oldugu yapraklar icin her bir dallanma
derinligi ifade eder. “Sample” olarak ifade edilen kisimlar o anki kullanilan 6rneklem

sayisini belirtmektedir. “Value” degeri dallanmadan sonra verilerin hangi sinifa ait oldugunu
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gosterir. Ayn1 zamanda Gini katsay1 degeri 0 ise egitim Orneklerinin tamami ayni1 sinifa ait

demektir.



4. SONUCLAR VE ONERILER

Yogun bakim {initelerinde fizyoterapistlerin varligi, hastalarin rehabilitasyon ve
fiziksel iyilesme siire¢lerini 6nemli derecede etkilemektedir. Ciinkii yogun bakim hastalari
genellikle ciddi saglik sorunlariyla miicadele etmektedir. Fizyoterapistler, hastalarin
degerlendirilmesi sonucunda solunum fonksiyonlarini, kas giiciinii, hareket kabiliyetini ve
fonksiyonel bagimsizliklarini artirmak i¢in ¢esitli teknikler ve egzersizler kullanir.

Yogun bakim hastalari, yatis siireleri boyunca kas giicii kayb1 ve solunum problemleri
gibi olumsuz durumlarla karsi karsiya kalabilmektedirler. Fizyoterapistler, hastalara 6zel
egzersiz programlari, pasif hareketler, aktif hareketler ve solunum egzersizleri uygulayarak
bu komplikasyonlarin Onlenmesine ve tedavisine yardimci olurlar. Bu miidahaleler,
hastalarin daha hizli ve daha etkili bir sekilde iyilesmelerini saglayarak en kisa siire
icerisinde yogun bakim {initesinden taburcu olmalarma yardimci olabilir. Ayrica,
fizyoterapistler, hastalarin yatak yaralarimi 6nlemek ve solunum fonksiyonlarini optimize
etmek i¢in uygun pozisyonlama tekniklerini uygulanmaktadir. Mekanik ventilatorle
desteklenen hastalar i¢in solunum kaslarinin giicti ve dayanikliligini artirmak amactyla 6zel
solunum egzersizleri de uygulanmaktadir.

Fizyoterapistler ayrica, yogun bakim {initesinde calisan diger saglik personeliyle is
birligi icerisindedir. Bdylece, hastalarin tam ve kapsamli bir sekilde rehabilitasyon
hizmetlerinden ve tedavilerden yararlanmalar1 saglayarak iyilesme stireci hizlandirmaktadir.

Yogun bakim iinitelerindeki fizyoterapistler, hastalarin fiziksel fonksiyonlarini
optimize etmek, olusabilecek komplikasyonlar1 dnlemek ve iyilesme siirecini desteklemek
icin 6nemli bir role sahiptirler. Fizyoterapistlerin uzmanlig1 ve miidahaleleri, hastalarin
saglikli bir sekilde iyilesmelerine ve yogun bakim iinitesinden daha iyi bir durumda
ayrilmalarina yardimci olmaktadir. Bazi durumlarda fizyoterapistin bilgi seviyesi ve zaman
g0z Oniine alindiginda tedavi i¢in en hizli ve en dogru karar1 verilebilmesi gerekir. Bu gibi
durumlarda hizli ve dogru kararlar alinabilmesi i¢in karar destek sistemleri onemi bir role
sahiptir. Ciinkili ani karar aninda fizyoterapistin o anki bilgi seviyesi yeterli olamayabilir
veya yogun bakim iinitesinde yeterli sayida fizyoterapist olmayabilir. Olusturulacak olan
sistemle hem hastalar i¢in esit sekilde tedavi uygulanabilmesi saglanmis olacak hem de
fizyoterapistlerin yiikii azaltilmig olacaktir. Klinik karar destek sistemi i¢in bu tez 6n ¢alisma

niteliginde olup veriler kisitli siire igerisinde toplanmistir.
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Karar destek sisteminin olusturulabilmesi ic¢in c¢esitli modern ve klasik makine
ogrenmesi yontemlerinin model performanslar1 degerlendirilmistir. Bulgular Boliimii’nde
bahsedildigi gibi modern makine Ogrenmesi yontemlerine ait model performans
metriklerinin degerleri daha yiiksek ¢ikmistir. Model performansi i¢in en iyi degeri veren
modern algoritma CatBoost algoritmas1 olmustur. Klasik makine grenmesi yontemlerinden
Karar agaci algoritmasi da ayn1 performansi géstermistir. Bu durumun sebebi veri sayisinin
az olmasidir. Klasik makine 6grenmesi yOntemleri az sayida veri oldugunda daha iyi
performans sergilediginden sonu¢ bu sekilde c¢ikmistir. Veri sayisinin fazla oldugu
durumlarda modern makine Ogrenmesi yoOntemleri klasik yontemlere gore daha iyi
caligmaktadir.

Yapilan degerlendirmeler sonucunda model tahminleri i¢in F1 Skoru dikkate
alinmistir. Iki grup seklinde kiyaslanmis olan algoritmalardan en iyi sonucu veren 1. Grupta
CatBoost Algoritmasi’nin Flskoru 0.95°tir, 2. Grupta ise Karar Agaci1 Algoritmasi en iyi
performansi gdstermistir ve F1 Skoru degeri 0.95’tir. Daha once anlatildig: gibi gradyan
artirma tabanli makine Ogrenmesi yontemleri genel olarak klasik makine &grenmesi
yontemlerine gore daha basarili modeller olusturmustur. Bunun baglica sebebi ise
algoritmalarin  zayif siniflandiricilar  kullanarak daha sonra giiclii siniflandirma
olusturmasidir. Bahsedildigi gibi XGBoost, LightGBM ve CatBoost algoritmalari arasinda
da en iyi model tahmini CatBoost algoritmasiyla yapilmistir. F1 skoru degerleri sirasiyla
0.94, 0.95 ve 0.88 olarak hesaplanmaigtir.

Bu tez calismasi genisletilerek TUSEB 2024-B-01 ¢agrist ile birlikte proje olarak
sunulmus olup, halen degerlendirme siirecindedir. Proje kapsaminda 5 tane Fizyoterapi ve
Rehabilitasyon uzmani, 2 tane Gogiis Hastaliklar1 Yogun Bakim Uzmani, 3 tane de Yapay
Zeka alaninda uzman akademisyen calisacaktir. Proje bagvurusu Nisan 2024 tarihinde
yapilmistir. Projede iki temel hedef vardir. Bunlardan ilki rehabilitasyonun onerilmesi,
onerilmemesi veya kisitl &nerilmesi durumudur. ikincisi ise rehabilitasyon énerilmisse
hangi tedavilerin Onerildigi ve bu Onerilerin ne kadarmin uygulanabildigi ne kadarinin
uygulanamadiginin degerlendirmesini yapabilecek bir karar destek sistemi olusturulmasi
hedeflenmektedir.

Fizik tedavi ve rehabilitasyon uygulamalari, hastalarin saglik ve fonksiyonel
iyilesmelerini desteklemek i¢in 6nemli bir tedavi yaklagimidir. Bu yaklasim, pozisyonlama,

eklem hareket acikligi egzersizleri, kuvvetlendirme egzersizleri gibi c¢esitli tedavi
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yontemlerini icerir. Bu yontemlerin hastalara uygulanmasi ve etkilerinin degerlendirilmesi,
rehabilitasyon siirecinin basarisini belirlemek acisindan 6nemlidir.

Tez kapsaminda rehabilitasyon dnerilip dnerilmemesi veya kisith 6nerilmesi durumu
tahmin edilmis olup proje kapsaminda devam edecek olan ¢aligmalarin daha da gelistirilerek
hedefin gergeklestirilmesi planlanmaktadir. Planlanan uygulamanin gelistirilmesi ile evde
saglik hizmeti seklinde de hastaneye gelmekte giicliik ¢eken hastalar i¢in tedavi planlar
olusturulabilecektir. Bu sekilde yapilacak olan ¢aligmanin diger saglik ¢calisanlarina da fayda

saglanacak diizeye gelmesi planlanmaktadir.
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6. EKLER

Hasta Veri Giris Formu

1. Demografik Bilgiler:

Hastanin yasi:

Cinsiyet: Kadin: [ Erkek: [
Boy:
Viicut agirlig:
BMI:
Tibbi gegmis:
Sigara Kullamiyor: 1 PaketxY1l:
Birakmig: [J PaketxY1l:
Hig¢ igmemis: [
Primer Yatis Tanilari] CERRAHI DAHILI DAHILI DAHILI
(Birden Cok Secim) [1 Acil Post- [ Kardiyak [ Nefrolojik [ Onkolojik
operatif [] Respiratuar | [ Endokrinolojik | [ Hematolojik
[l Elektif Post- | [ Enfeksiyoz | [J L1 Norolojik
operaitf [J Obstetrik Gastrointestinal
[1Post-Operatif "Jintoksikasyonlar
Komplikasyon




84

Komorbidite:
(Birden Cok Se¢im)

[] Yok

[ Hipertansyion
[1 Kalp yetmezligi
[1 Koroner Arter
Hastalig

[ Aritmi

[J Kalp Kapak
Hastalig

[ Astim

[1 KOAH

[J Pulmoner HT

[1 Akciger CA

[J Kronik Renal
Yetmezlik

[J Kronik Renal
Hastalik

[1 Diyabet Mellitus

[ Hiper/Hipotoridi
[1 Troid CA

[] Metabolik Sendrom

[J Surrenal Ca

[J FMF

[J Romatoid Artrit
[ SLE

[1 A. Spondilit

[J Behget

[J Vaskaiilitler

[J Skleroderma

[ HIV

[ HCV/HBV

[ Siroz/Kronik KC
Hast

[J Bilier Sistem
Hast. [ Inflamatuar
Barsak

Hast.

[J Karaciger CA
[ Biliyer Sistem CA

[1 Pankreas CA

[1 Kolon/Intestinal CA

[1 Renal Ca

[1 Hemolitik Anemiler

[1 Hematolojik CA

[1 Kanama Bozuklugu Hast
[1 Malignite Hematolojik
[1SVO

[1 Epilepsi

[ Alzeimer

[] Parkinson

[1 Noromuskuler Hast
[1  Malignite Santral
SSS.

[1 Organ Nakil Alicist

[1 Diger ( belirtiniz

Charlson Komorbidite

Indeks

Charlson Komorbidite indeksi

Miyokard enfarktisi
Konjestif kalp yetmezligi
Periferik vaskiler hastalik
Serebrovaskiler hastalik
Demans

Kronik Akciger Hastaligi
Konnektif doku hastaligi

Peptik dlser hastahg

O 0 N 0 1 A WU N =

Diyabet

—
o

Toplam puan:

Hafif dizeyde karaciger hastahg

var yok

o, Qe

= = 11 Hemipleji =) Q,
I Orta-siddetli bobrek hastalig Q. O
O Q 13 Sonorgan hasan yapan diyabet a 0o
S G 14 Herhangi timor varligi Q; Qe
O D 45 Losem o, o
By R 16 Lenfoma (] m
O G 17 Orta-siddetli karaciger hastaligi a Qe
= Ee 18 Metastatik solid timér Q. m A
O O 49 s o O

Yogun Bakim Siiresi:




&5

Komorbiditeler/

Ginlik Durum

Sepsis:  Var: [J Yok: [

Akut Bobrek Yetmezligi: Var: [ Yok:[1

Diyaliz: Var: [ Yok: [

fleus:  Var: O Yok:[J Gaz/Gaita Cikis Giin:

Deliryum: Var: [0 Yok:[] Hipoaktif: 1  Hiperaktif: 11 Miks:
W

Kanama: Var: [J Yok:[1 GIS: 1 Cerrahi Yeri: []  Santral:[]

Beslenme: Oral: [ Enteral: [J Parenteral: [
Tedavi ve Ilag Bilgileri: [Sedatif ilag: Var: [ Yok:[J

Benzodiazepin: [J Dexmedetomidine: [

Propofol: [ Opioid: [

Steroid: Var: [  Yok:[J Diisiik(<0.5): O Yiiksek(>0.5):

U

Vazopressor: Var: [ Yok:[J <0.2: [0 0.2-0.5: [ >0.5:

0

INoromuskiiler bloker: Var: [1  Yok:[]

Enfeksiyon: [

Diger:

Uzman Doktor
Goriisleri:

Rehabilitasyon onerildi: [

Rehabilitasyon dnerilmedi: [

Rehabilitasyon kisitli 6nerildi: [
[J Mobilizasyonu kisitlayan durum
[0 Gogiis fizyoterapisini kisitlayan durum
[ Sag tist ekstremiteyi kisitlayan durum
[ Sol {iist ekstremiteyi kisitlayan durum

[ Sag alt ekstremiteyi kisitlayan durum
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[ Sol alt ekstremiteyi kisitlayan durum

2. Degerlendirme Bulgular::

Kan basinci:

Kalp hizi:

Solunum frekansi:

Oksijen saturasyonu:

Spontan Solunum

Var: O

Komut aliyor: [

Yok: [

Komut almiyor: [

Solunum Destegi: Var: [ Yok: [
MV:O NIMV:[J Spontan solunumda diger destekler:[]
FiO2:
PaCO2
Dispne (Borg Skalasi) 0: Nefes darlig1 yok 5:Siddetli
0.5: Cok ¢ok hafif 6:

1: Cok hafif
2: Hafif
3: Orta

4: Biraz siddetli

7: Cok siddetli
8:
9: Cok ¢ok siddetli

10: Maksimal

Ates:
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Laboratuvar Bulgular1:

Hemoglobin:
Hemotokrit:
Trombosit:

INR:

Lokosit:
C-reaktif Protein:

Sedimantasyon Hiz:

Kan Glikoz Diizeyi:

Hastanin semptomlart:

Hiriltili solunum:[]

Sekresyon:[]
Aspirasyon:[]

Nefes darligi:[]

Spontan Cikarabilir:[]

Okstiriik: [
Odem:™
Agri:[] Lokalizasyon: VAS:
Glasgow Koma Skalast:
Goz Yanits (E) Motor Yanit (M) Verbal Yanit (V)
Spontan 4 | Komutlara Uyuyor 6 | Oryante S
Sozel Uyaranla 3 | Uyarani Lokalize Ediyor 5 | Konfuzyonel 4
Agrili Uyaranla 2 | Uyaran Kaginma (Normal Fleksiyon) 4 | Kelimeler 3
Yok 1 | Global Fleksor Yanit (Anormal Fleksiyon) 3 | Sesler 2
Global Ektensor Yanit 2 | Yok 1
Yanit Yok 1
Toplam Skor:
Richmond Ajitasyon
Skor
Sedasyon Sk31351 +4 Bogusma halinde lleri derecede bogusuyor/siddet uyguluyor. Personel
tehlikede.
+3 Cok ajite Tapleri veya kateterieri geker/gikanir. Agresif.
+2 Ajite Anlams(z hareket. Ventilatdr ile senkronize degil.
+1 Huzursuz Endiseli fakat hareketler agresif/siddetfi degil.
0 Uyanik ve sakin
-1 Uykulu Sese goz temas ite uyanikhdi strdiriyor (>10sn).
-2 Hafit sedatize Sese gbz temas ile kisa sireli uyamklik (<10sn).
Orta derecede Sese hareket yaniti fakat géz temas: yok.
sedatize
-4 Derin sedatize Sese yanit yok, fiziksel uyariya hareket yaniti.
Uyandirilamiyor Sese veya fiziksel uyariya yanit yok.
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3.Kas Iskelet Sistemi Degerlendirmesi

Diz Ekstansor:

Ayak Bilegi Dorsifleksor:

ROM Degerlendirmesi: Pasif ROM Aktif ROM
(Normal ROM (0), Hafif Omuz Abdiiktor:
Kisithlik(1), Orta Kisithlik(2), | Dirsek Fleksor:
Siddetli kisithlik(3)) El Bilegi Ekstansor:
Kalga Fleksor:
Diz Ekstansor:
Ayak Bilegi Dorsifleksor:
Degerlendirilemedi:
Kas Kuvveti Degerlendirmesi: | Sag : Sol:
(MRC 0-5 arasi) Omuz Abdiiktor: Omuz Abdiiktor:
Dirsek Fleksor: Dirsek Fleksor:
El Bilegi Ekstansor: El Bilegi Ekstansor:
Kalga Fleksor: Kalga Fleksor:

Diz Ekstansor:

Ayak Bilegi Dorsifleksor:

Degerlendirilemedi:
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Mobilite: 0. Aktivite yok, yatakta yatiyor
1. Yatakta oturabilir, yatakta egzersiz

2. Pasif bir sekilde sandalyeye taginabilir (ayakta
durmadan)

Yatagin kenarinda oturabilir

Ayakta durabilir

Sandalyeye transfer olabilir

Yerinde (yatak basinda) adim sayabilir

2 veya daha fazla kisinin yardimiyla ytirtiyebilir

Bir kisinin yardimiyla yiiriiyebilir

A T AT L ol

Destekli yiiriiyebilir
10. Desteksiz yiiriiyebilir

4.Fizyoterapi ve Rehabilitasyon Uygulamalar

Planlanan FTR yaklasimlar: Planlanan | Uygulanan FTR Uygulanan
kl 1
Seans ywrasimNS Seans
(Giinliik (Giinliik
Siklik, Set, Siklik, Set,
Tekrar) Tekrar)

1. Pozisyonlama:
O Yiiksek Yatig
[J Sag Tarafa Yan Yatig
[J Sol Tarafa Yan Yatig
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2. Eklem Hareket A¢ikhig:
Egzersizleri

(Pasif, Aktif Asistif, Aktif)
AAS P

00 0O OOmuz Fleksiyon-
Ekstansiyon

0 O [OOmuz Abdiiksiyon-
Addiiksiyon

00 O [ODirsek Fleksiyon-
Ekstansiyon

00 O DEIl Bilegi Fleksiyon-
Ekstansiyon

[0 O [DOKalga ve Diz Fleksiyon-
Ekstansiyon

0 0 [DKalca Abdiiksiyon-
Addiiksiyon

[0 0 [Ayak Bilegi Dorsi-Plantar
Fleksiyon

3. Kuvvetlendirme Egzersizleri:
[0 Omuz Fleksiyon-Ekstansiyon

[J Omuz Abdiiksiyon-Addiiksiyon
0 Dirsek Fleksiyon-Ekstansiyon

[ El Bilegi Fleksiyon-Ekstansiyon

[0 Kalga ve Diz Fleksiyon-
Ekstansiyon

[J Kalga Abdiiksiyon-Addiiksiyon

[J Ayak Bilegi Dorsi-Plantar
Fleksiyon

[J Bas Kontrolii
[0 Govde Kontrolii

4. [0 Solunum Kontrolii

5. [J Diyafragmatik Solunum
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6. Torakal Ekspansiyon
Egzersizleri

[0 Apikal
[ Lateral Bazal

[ Posterior Bazal

7. O Aktif Solunum Teknikleri
Dongiisii

8. [J Insentif Spirometre

9. Sekresyon icin Manuel
Teknikler

0 Perkiisyon

[J Vibrasyon
[J Shaking

10. Mobilizasyon
[0 Yatak kenarinda oturma
[0 Sandalyede
oturma [J Oda
icinde yiiriime

[J Koridorda yiirlime

11. Abdomen Masaji

12. NMES

13. Odem Masaji




OZGECMIS

Ik ve orta 6grenimini Sehit Yiizbas1 Cengiz Topel 1lkdgretim Okulu’nda bitirdikten
sonra lise egitimini Trabzon 88.Y1l Cumbhuriyet Anadolu Lisesi’nde tamamladi. 2016
yilinda girdigi KTU, Fen Fakiiltesi, Istatistik ve Bilgisayar Bilimleri Boliimii’nden
2020’da mezun oldu. 2023 yilinda KTU, Fen Fakiiltesi, Istatistik ve Bilgisayar Bilimleri
Boliimii’nde yiiksek lisans egitimi alirken 2023 yilinda ayn1 boliimde arastirma gorevlisi

olarak atand. Iyi derecede Ingilizce bilmektedir.
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